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บทคั ดย่อ ภาษาไทย 

พีรพงศ์ วาณิชยวิศาลสกุล : การประเมินแบบจ าลองการปกปิดข้อมูลและการใช้กลุ่มตัว
จ าแนกประเภท (An Evaluation of Anonymized Models and Ensemble Classifiers) 
อ.ที่ปรึกษาวิทยานิพนธ์หลัก: ผศ. ดร. เกริก ภิรมย์โสภา{, 52 หน้า. 

งานวิจัยชิ้นนี้ประเมินและวิเคราะห์ประสิทธิภาพของโมเดลความปลอดภัยในการปกปิด
ข้อมูลและกลุ่มตัวจ าแนกประเภทในการจ าแนกประเภทชนิดต่างๆ ในปัจจุบันการท าเหมืองข้อมูลถูก
ใช้งานอย่างต่อเนื่องในจุดประสงค์ต่างๆเพ่ือหาองค์ความรู้  การท าเหมืองข้อมูลจ าเป็นที่จะต้อง
ค านึงถึงความเป็นส่วนตัวของข้อมูลที่ใช้สอนโดยที่จะต้องป้องกันไม่ให้สามารถระบุตัวตนข้อมูลในชุด
ข้อมูลนั้นได้ การปกปิดข้อมูลถูกคิดค้นขึ้นมาโดยมีจุดประสงค์ที่ต้องการจะลดอัตราความเสี่ยงจากการ
ถูกระบุตัวตน อย่างไรก็ตามการปกปิดข้อมูลถูกใช้งานคุณภาพของชุดข้อมูลก็จะลดลง  ดังนั้นเรา
จ าเป็นที่จะต้องค านึงถึงสมดุลระหว่างความปลอดภัยของข้อมูลในการถูกระบุตัวตนและคุณภาพของ
ชุดข้อมูล จุดประสงค์ของงานวิจัยชิ้นนี้คือท าการประเมินผลกระทบของการจ าแนกประเภทด้วยข้อมูล
ที่ถูกปกปิดและประเมินประสิทธิภาพของโมเดลความปลอดภัยและอัลกอริทึ่มกลุ่มตัวจ าแนกประเภท
ต่างๆ มาตรวัดที่จะใช้ในการทดลองคือ ความแม่นย าของการจ าแนกประเภท อัตราความเสี่ยงจากการ
ถูกระบุตัวตน และ จ านวนข้อมูลที่ถูกลบ จากผลลัพธ์ที่ได้จากการทดลองสามารถสรุปได้ว่าความ
แม่นย าของการจ าแนกประเภทระหว่างข้อมูลดั้งเดิมและข้อมูลที่ถูกปกปิดไม่ได้แตกต่างกันอย่างมีนัย
ยะส าคัญ 
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บทคั ดย่อ ภาษาอังกฤษ 
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PEERAPONG VANICHAYAVISALSAKUL: An Evaluation of Anonymized Models 
and Ensemble Classifiers. ADVISOR: ASST. PROF. DR.KRERK PIROMSOPA {, 52 pp. 

We evaluate the performance of privacy models and ensemble 
classification algorithms for data anonymization on classification. Data mining is 
continuously used in various purposes to extract knowledge. It is necessary for us to 
concern about privacy to prevent the result from disclosing identity of persons. Data 
anonymization has emerged with the objective of reducing re-identification risk. 
However, when data anonymization is applied, the data utility may decrease. 
Therefore, it is necessary to trade-off between privacy risks and the data utility. Our 
objectives in this research are to evaluate the effects of data classification with 
anonymized data and to evaluate the performance of various privacy models and 
ensemble classification algorithms. The measurement metrics in this experiment are 
accuracy, re-identification risk and suppressed records. Our experiments show that 
there is no significant difference between the accuracy of classification using original 
data and the accuracy of classification using anonymized data. In addition, the average 
accuracy of each algorithm is not significantly different. 
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บทที่ 1  
บทน า 

1.1 ความเป็นมาและความส าคัญของปัญหา 

เทคโนโลยีในปัจจุบันมีความก้าวหน้าและพัฒนาไปอย่างรวดเร็ว ส่งผลให้มีการน าเทคโนโลยี
ต่างๆเข้ามาช่วยในการด าเนินชีวิตประจ าวันของมนุษย์ ซึ่งการใช้งานจะท าให้เกิดข้อมูลจ านวนมากที่
ถูกบันทึกลงในฐานข้อมูลของระบบ ท าให้ผู้ให้บริการในระบบต่างๆจะมีฐานข้อมูลขนาดใหญ่ โดย
ปัจจุบันการท าเหมืองข้อมูลจะสามารถท าให้เจ้าของข้อมูลค้นหาความรู้จากข้อมูลที่มีอยู่ได้ การท า
เหมืองข้อมูลเป็นกระบวนการค้นหารูปแบบจากข้อมูลจ านวนมหาศาลโดยอัตโนมัติ ดังนั้นเจ้าของ
ข้อมูลสามารถจะน าข้อมูลมาใช้งานเพ่ือเกิดประโยชน์ต่างๆได้ เช่น การสร้างตัวจ าแนกประเภทเพ่ือ
ท านายว่าผู้ใช้งานเครือข่ายโทรศัพท์จะใช้งานเครือข่ายต่อหรือไม่ แต่ในกรณีท่ีเจ้าของข้อมูลไม่มี
ความสามารถพอที่จะท าเหมืองข้อมูลได้เอง หรือกรณีท่ีเจ้าของข้อมูลต้องการเผยแพร่ข้อมูลเพื่อเป็น
ความรู้หรือสนับสนุนในการท างานวิจัย เจ้าของข้อมูลจ าเป็นที่จะต้องเผยแพร่ข้อมูลให้แก่บุคคลอ่ืน ซ่ึง
การเผยแพร่ข้อมูลให้บุคคลอ่ืนในการท าเหมืองข้อมูลนั้นอาจท าให้ข้อมูลรั่วไหลและก่อให้เกิดความ
เสียหายได้ เนื่องจากข้อมูลส่วนตัวจ าเป็นที่จะต้องเก็บเป็นความลับ โดยเฉพาะข้อมูลที่มีความอ่อนไหว 
เช่น ข้อมูลทางการแพทย์ ข้อมูลทางการเงิน เป็นต้น จึงเกิดค าถามว่าเราจะสามารถม่ันใจได้อย่างไรว่า
ถ้าเราเผยแพร่ข้อมูลไปแล้วข้อมูลพวกนั้นจะไม่สามารถระบุตัวตนได้ 

เราสามารถป้องกันข้อมูลให้ลดความเสี่ยงจากการถูกระบุตัวตนได้โดยการน าข้อมูลไปผ่าน
กระบวนการปกปิดข้อมูลก่อนที่จะเผยแพร่ข้อมูลให้กับบุคคลอื่น ขั้นตอนการปกปิดข้อมูลจะต้องท า
การเลือกโมเดลความปลอดภัยในการใช้งาน ซ่ึงปัจจุบันได้มีหลากหลายโมเดลความปลอดภัยถูกเสนอ
ส าหรับการปกปิดข้อมูล แตเ่ราจะต้องตระหนักว่าการน าข้อมูลที่ถูกปกปิดไปท าเหมืองข้อมูลอาจจะ
ท าให้ประสิทธิภาพของการท าเหมืองข้อมูลนั้นลดลง ดังนั้นเราจ าเป็นที่จะต้องหาความสมดุลระหว่าง
ความปลอดภัยของข้อมูลกับประสิทธิภาพการท างานของเหมืองข้อมูล  

การจ าแนกประเภทเป็นการท าเหมืองข้อมูลชนิดหนึ่ง โดยการท าเหมืองข้อมูลประเภทนี้จะ
ท าการหากฎเพื่อระบุประเภทของวัตถุจากคุณสมบัติของวัตถุ ซึ่งจะท าให้เราสามารถท านายผลลัพธ์
วัตถุใหม่ที่เข้ามาได้ ตัวจ าแนกประเภทนั้นมีด้วยกันหลายชนิด การใช้กลุ่มการจ าแนกประเภทคือหนึ่ง
ในเทคนิคในการเพ่ิมประสิทธิภาพของการท าเหมืองข้อมูล โดยเทคนิคการใช้กลุ่มตัวจ าแนกประเภท
จะสามารถท าให้ค่าความแปรปรวนและความเอนเอียงของตัวจ าแนกประเภทลดลงเมื่อเทียบกับตัว
จ าแนกประเภทแบบเดี่ยว 
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จากปัญหาที่กล่าวข้างต้น การจ าแนกประเภทโดยเรียนรู้จากข้อมูลที่ถูกปกปิดเพ่ือรักษาความ
ปลอดภัยเป็นเรื่องที่ส าคัญ แต่จ าเป็นที่จะต้องหาความสมดุลระหว่างความปลอดภัยของข้อมูลกับ
ประสิทธิภาพการท างานของเหมืองข้อมูล ดังนั้นงานวิจัยชิ้นนี้จึงท าการทดลองการท าเหมืองข้อมูลกับ
ข้อมูลที่ถูกปกปิด โดยจะใช้โมเดลความปลอดภัยต่างๆในการปกปิดข้อมูล และอัลกอริทึ่มของกลุ่มตัว
จ าแนกประเภทต่างๆในการจ าแนกประเภท จากนั้นน าผลการทดลองท่ีได้มาสรุปผลว่าการท าเหมือง
ข้อมูลกับข้อมูลที่ถูกปกปิดยังมีประสิทธิภาพดีเพียงพอหรือไม่ โดยจะน ามาเปรียบเทียบกับ
ประสิทธิภาพของการท าเหมืองข้อมูลโดยเรียนรู้จากข้อมูลดั้งเดิม และประเมินประสิทธิภาพของ
โมเดลความปลอดภัยและอัลกอริทึ่มของกลุ่มตัวจ าแนกประเภทในแต่ละชนิด 

1.2 วัตถุประสงค์ของงานวิจัย 

งานวิจัยชิ้นนี้มีวัตถุประสงค์เพ่ือที่จะประเมินประสิทธิภาพของการท าเหมืองข้อมูลกับข้อมูลที่
ถูกปกปิด โดยจะท าการทดลองด้วยโมเดลความปลอดภัยต่างๆในการปกปิดข้อมูลและใช้อัลกอริทึ่ม
กลุ่มตัวจ าแนกประเภทที่หลากหลายในการท าเหมืองข้อมูล จากนั้นน าผลลัพธ์ที่ได้มาสรุปผลว่า
ประสิทธิภาพของการท าเหมืองข้อมูลกับข้อมูลที่ถูกปกปิดนั้นลดลงอย่างมีนัยยะส าคัญหรือไม่และ
ประเมินการท างานของโมเดลความปลอดภัยและอัลกอริทึ่มกลุ่มตัวจ าแนกประเภทในแต่ละชนิด 

1.3 ขอบเขตงานวิจัย 

1.3.1 ใช้ชุดข้อมูล 3 ชุด ในการทดลอง ได้แก่ ADULT, FARS, ATUS 

1.3.2 ใช้อัลกอริทึ่มกลุ่มของตัวจ าแนกประเภทในการสร้างตัวจ าแนกประเภท 

1.3.3 ใช้โปรแกรม ARX ในการปกปิดข้อมูล 

1.3.4 ใช้เครื่องคอมพิวเตอร์ที่มีข้อมูลจ าเพาะดังภาพที่ 1 ในการทดลอง 

 
 
 
 
 

 
ภาพที่ 1 ข้อมูลจ าเพาะของคอมพิวเตอร์ที่ใช้ในการทดลอง 
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1.4 ขั้นตอนการวิจัย 

1.4.1 ศึกษาความรู้ ทฏษฎีที่เก่ียวข้อง และงานวิจัยที่เกี่ยวข้อง 

1.4.2 ออกแบบวิเคราะห์การทดลอง 

1.4.3 ศึกษาเครื่องมือเพ่ือใช้ในการทดลอง 

1.4.4 ท าการทดลองตามแบบแผน 

1.4.5 ตรวจสอบความถูกต้องของผลการทดลอง 

1.4.6 ประเมินและสรุปผลการทดลอง 

1.4.7 จัดท าวิทยานิพนธ์ 

1.5 ประโยชน์ที่คาดว่าจะได้รับ 

จากผลการทดลองจะสามารถสรุปได้ว่าการใช้ตัวจ าแนกประเภทโดยเรียนรู้จากข้อมูลที่ถูก
ปกปิดมีประสิทธิภาพที่ดีเพียงพอต่อการใช้งานหรือไม่ และสามารถเลือกใช้งานโมเดลความปลอดภัย
ในการปกปิดข้อมูลและอัลกอริทึ่มของกลุ่มตัวจ าแนกประเภทได้อย่างเหมาะสมตามความต้องการใน
การใช้งาน 
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บทที่ 2  
ทฤษฎีและงานวิจัยที่เกี่ยวข้อง 

2.1 ทฤษฎีที่เกี่ยวข้อง 

ทฤษฏีที่เกี่ยวข้องของการออกแบบและพัฒนางานวิจัยนี้ ประกอบไปด้วย การท าเหมือง
ข้อมูล กลุ่มของการจ าแนกประเภท ประเภทของคุณสมบัติ และ การท าเหมืองข้อมูลโดยรักษาความ
เป็นส่วนตัวของข้อมูล 

2.1.1 การท าเหมืองข้อมูล 

การท าเหมืองข้อมูล (Data mining) คือกระบวนการที่กระท ากับข้อมูลจ านวนมากเพ่ือค้นหา
รูปแบบและความสัมพันธ์ที่ซ่อนอยู่ในชุดข้อมูลนั้น ในปัจจุบันการท าเหมืองข้อมูลได้ถูกน าไป
ประยุกต์ใช้ในงานหลายประเภท ทั้งในด้านธุรกิจที่ช่วยในการตัดสินใจของผู้บริหาร ในด้าน
วิทยาศาสตร์และการแพทย์รวมทั้งในด้านเศรษฐกิจและสังคม 

การท าเหมืองข้อมูล เปรียบเสมือนวิวัฒนาการหนึ่งในการจัดเก็บและตีความหมายข้อมูล จาก
เดิมที่มีการจัดเก็บข้อมูลอย่างง่ายๆ มาสู่การจัดเก็บในรูปแบบฐานข้อมูลที่สามารถดึงข้อมูลสารสนเทศ
มาใช้จนถึงการท าเหมืองข้อมูลที่สามารถค้นพบความรู้ที่ซ่อนอยู่ในข้อมูล ความรู้ที่ได้จากการท า
เหมืองข้อมูลมีหลายรูปแบบ ได้แก่ 

2.1.1.1 กฎความสัมพันธ์ 

กฎความสัมพันธ์ (Association rule) คือการแสดงความสัมพันธ์ของเหตุการณ์หรือวัตถุ ที่
เกิดข้ึนพร้อมกัน ตัวอย่างของการประยุกต์ใช้กฎเชื่อมโยง เช่น การวิเคราะห์ข้อมูลการขายสินค้า โดย
เก็บข้อมูลจากระบบ ณ จุดขาย (POS) หรือร้านค้าออนไลน์ แล้วพิจารณาสินค้าที่ผู้ซื้อมักจะซื้อพร้อม
กัน เช่น ถ้าพบว่าคนที่ซ้ือเทปวิดีโอมักจะซื้อเทปกาวด้วย ร้านค้าก็อาจจะจัดร้านให้สินค้าสองอย่างอยู่
ใกล้กัน เพ่ือเพ่ิมยอดขาย หรืออาจจะพบว่าหลังจากคนซื้อหนังสือ ก แล้ว มักจะซื้อหนังสือ ข ด้วย ก็
สามารถน าความรู้นี้ไปแนะน าผู้ที่ก าลังจะซื้อหนังสือ ก ได้ 

2.1.1.2 การจ าแนกประเภทข้อมูล 

การจ าแนกประเภทข้อมูล (Data classification)  คือการหากฎเพื่อระบุประเภทของวัตถุ
จากคุณสมบัติของวัตถุ เช่น หาความสัมพันธ์ระหว่างผลการตรวจร่างกายต่าง ๆ กับการเกิดโรค โดย
ใช้ข้อมูลผู้ป่วยและการวินิจฉัยของแพทย์ที่เก็บไว้ เพื่อน ามาช่วยวินิจฉัยโรคของผู้ป่วย หรือการวิจัย
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ทางการแพทย์ ในทางธุรกิจจะใช้เพื่อดูคุณสมบัติของผู้ที่จะก่อหนี้ดีหรือหนี้เสีย เพื่อประกอบการ
พิจารณาการอนุมัติเงินกู้ 

2.1.1.3 การแบ่งกลุ่มข้อมูล 

การแบ่งกลุ่มข้อมูล (Data clustering) คือการแบ่งข้อมูลที่มีลักษณะคล้ายกันออกเป็นกลุ่ม 
แบ่งกลุ่มผู้ป่วยที่เป็นโรคเดียวกันตามลักษณะอาการ เพ่ือน าไปใช้ประโยชน์ในการวิเคราะห์หาสาเหตุ
ของโรค โดยพิจารณาจากผู้ป่วยที่มีอาการคล้ายคลึงกัน 

2.1.1.4 การสร้างมโนภาพ 

การสร้างมโนภาพ (Visualization) คือการสร้างภาพคอมพิวเตอร์กราฟิกท่ีสามารถน าเสนอ
ข้อมูลมากมายอย่างครบถ้วนแทนการใช้ขัอความน าเสนอข้อมูลที่มากมาย เราอาจพบข้อมูลที่ซ้อนเร้น
เมื่อดูข้อมูลชุดนั้นด้วยจินตทัศน์ 

2.1.2 กลุ่มของการจ าแนกประเภท 

กลุ่มของการจ าแนกประเภท (Ensemble classification) ]1[ คือการสร้างตัวจ าแนก
ประเภทหลายๆตัวแล้วน าผลลัพธ์ที่ได้มาผ่านกระบวนการรวมและน ามาพิจารณาว่าผลลัพธ์อันไหนดี
ที่สุด โดยอาจใช้วิธีการโหวตเลือกค าตอบที่ตอบตรงกันมากที่สุด เป้าหมายของการใช้กลุ่มของการ
จ าแนกประเภทคือการท าให้โมเดลมีความเหมาะสมกับลักษณะชุดข้อมูลต่างๆ (Generalizability) 
และมีความทนทาน (Robustness) เพราะการใช้กลุ่มของการจ าแนกประเภทจะท าให้ค่าความ
แปรปรวนและความเอนเอียงของตัวจ าแนกประเภทลดลง จึงท าให้ประสิทธิภาพการท างานของตัว
จ าแนกประเภทจะดีกว่าการใช้ตัวจ าแนกประเภทแบบเดี่ยว 

การใช้กลุ่มของการจ าแนกประเภท อาจจะไม่ได้ค่าความแม่นย าที่ดีที่สุดแต่การใช้กลุ่มของ
การจ าแนกประเภทจะช่วยลดความเสี่ยงของการเกิดความเหมาะสมกับข้อมูลสอนมากเกินไป
(overfitting) เพราะบางครั้งการใช้การจ าแนกประเภทแบบเดี่ยวผลลัพธ์ที่ได้จะมีความแม่นย ากับ
ข้อมูลสอนอย่างเดียว และจะได้ความแม่นย าน้อยเมื่อใช้กับข้อมูลชุดอ่ืนๆ การใช้กลุ่มของการจ าแนก
ประเภทจะได้ผลลัพธ์ที่ดีกับข้อมูลขนาดใหญ่และข้อมูลที่มาจากหลายแหล่งข้อมูลมากกว่าการจ าแนก
ประเภทแบบเดี่ยว 
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ภาพที่ 2 การท างานโดยกลุ่มของการจ าแนกประเภท [2] 

การใช้กลุ่มของการจ าแนกประเภทมีหลายอัลกอริทึมในการสร้าง โดยอัลกอริทึมที่จะใช้ใน
งานวิจัยชิ้นนี้มีดังต่อไปนี้ 

2.1.2.1 แบ้กกิ้ง 

แบ้กกิ้ง (Bagging) [3] คือการสร้างตัวจ าแนกประเภทหลายตัวโดยตัวจ าแนกประเภทแต่ละ
ตัวจะใช้ข้อมูลสอนที่แตกต่างกัน โดยข้อมูลสอนแต่ละชุดจะถูกสุ่มจากข้อมูลสอนตัวตั้งต้น และน า
ผลลัพธ์ที่ได้ในแต่ละตัวจ าแนกประเภทมารวมกันและท านายผลลัพธ์สุดท้าย วิธีนี้จะท าให้ลดความ
แปรปรวนและลดการเกิดปัญหาความเหมาะสมกับข้อมูลสอนมากเกินไป (overfitting) 

2.1.2.2 โหวตติ้ง 

โหวตติ้ง (Voting) [4] คือการผสมผสานของการเรียนรู้ด้วยอัลกอริทึ่มต่างๆ และการโหวต
จากเสียงส่วนมาก (majority vote) หรือการโหวตจากความน่าจะเป็นของค่าเฉลี่ยจากการท านาย 
(soft vote) เพ่ือที่จะท านายผลลัพธ์ โดยวิธีนี้จะใช้ตัวจ าแนกประเภทหลายอัลกอริทึ่มมาใช้และน า
ผลลัพธ์ที่ได้มาโหวต เช่นการใช้ Decision Tree, K-Nearest Neighbors (K-NN) และ Neural 
Network เป็นต้น การใช้กลุ่มของการจ าแนกประเภทในอัลกอริทึ่มนี้จะท าให้เกิดความสมดุลของ
ข้อเสียในแต่ละตัวจ าแนกประเภท 
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2.1.2.3 แรนด้อมฟอเรส 

แรนด้อมฟอเรส (Random Forest) [5] คือการท าแผนภาพต้นไม้ (Decision Tree) หลาย
ต้นโดยใช้ข้อมูลสอนที่ต่างกัน ข้อมูลสอนได้จากการสุ่มจากข้อมูลดั้งเดิม และใช้คุณสมบัติที่ต่างกันใน
การสอน 

2.1.2.4 เอด้าบูส 

เอด้าบูส (AdaBoost) [6] คือเทคนิคในกลุ่มบู้สติ้ง (boosting) โดยสร้างกลุ่มของตัวจ าแนก
ประเภทจากอัลกอริทึ่มเดียวและชุดข้อมูลเดียวกัน แต่จะท าการวนลูปในการปรับค่าน้ าหนักเพ่ือท าให้ 
accuracy ของโมเดลดีมากข้ึน เทคนิคในกลุ่ม บู้สติ้งจะได้รับความนิยมเพราะสามารถใช้ได้กับทุกอัล
กอริทึ่ม  

2.1.2.5 โรเตชั่นฟอเรส 

โรเตชั่นฟอเรส (Rotation Forest) [7] คือการใช้กลุ่มของตัวจ าแนกประเภทที่มีการเรียนรู้
จากชุดข้อมูลสอนที่แตกต่างกัน โดยท าการสุ่มจากชุดข้อมูลสอนตัวตั้งต้น และน าการวิเคราะห์
องค์ประกอบหลัก (Principle Component Analysis, PCA) มาใช้ในแต่ละชุดข้อมูล  

2.1.3 ประเภทของคุณสมบัติ  

คุณสมบัติของข้อมูลจะสามารถแบ่งประเภทได้ 4 ประเภทดังต่อไปนี้ 

2.1.3.1 Explicit Identifiers 

Explicit Identifiers คือคุณสมบัติที่สามารถน ามาระบุตัวตนได้ เช่น ชื่อ นามสกุล เลขบัตร
ประจ าตัว เป็นต้น 

2.1.3.2 Quasi-identifiers 

Quasi-identifiers คือกลุ่มของคุณสมบัติที่มีความสามารถเพียงพอที่จะระบุตัวตนได้เมื่อ
น ามารวมกันข้อมูลสาธารณะ เช่น รหัสไปรษณีย์ อายุ เป็นต้น 

2.1.3.3 Sensitive Attributes 

Sensitive Attributes คือกลุ่มของคุณสมบัติที่เป็นข้อมูลเฉพาะตัวของบุคคลที่มีความ
อ่อนไหว เช่น โรคประจ าตัว เงินเดือน เป็นต้น 
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2.1.3.4 Non-sensitive Attributes 

Non-sensitive Attributes คือกลุ่มของคุณสมบัติที่ไม่ได้มีความส าคัญอะไรถึงแม้ข้อมูลจะ
ถูกเปิดเผย 

2.1.4 การท าเหมืองข้อมูลโดยรักษาความเป็นส่วนตัวของข้อมูล 

การท าเหมืองข้อมูลโดยรักษาความเป็นส่วนตัวของข้อมูล (Privacy-Preserving Data 
Mining) คือการท าให้ข้อมูลที่จะน าไปท าเหมืองข้อมูลไม่สามารถระบุตัวตนได้ โดยขั้นตอนในการ
รักษาความเป็นส่วนตัวสามารถท าได้หลายวิธีในการพยายามแปลงข้อมูลดั้งเดิมให้กลายเป็นข้อมูลที่
ถูกปกปิด โดยสามารถแบ่งประเภทได้ดังนี้ [8]  

  
 
 
 
 
 
  
 
 
 

 
ภาพที่ 3 เทคนิคการป้องกันความเป็นส่วนตัวของข้อมูล [8] 

จากภาพที่ 3 จะเห็นได้ว่าสามารถแบ่งเทคนิคการท าเหมืองข้อมูลโดยรักษาความเป็นส่วนตัว
ได้สามชนิด เทคนิคแรกคือเทคนิคการสุ่ม (Randomization) วิธีการนี้จะน าค่ารบกวน (noise) มาท า
กระบวนการบางอย่างกับข้อมูลเดิม ซึ่งจะท าให้ผลลัพธ์ที่ได้จะต่างไปจากเดิม จึงท าให้คนที่อ่านข้อมูล
นี้ไม่สามารถรู้ได้ว่าข้อมูลรายการนี้เป็นของใคร เทคนิคท่ีสองคือการปกปิดข้อมูล (Anonymization) 
โดยรายละเอียดจะกล่าวในหัวข้อถัดไป เทคนิคท่ีสามคือการเข้ารหัส (Cryptography) เทคนิคนี้จะ
เป็นการน าข้อมูลเข้ารหัสก่อนที่จะน าไปใช้งาน ซึ่งแต่ละเทคนิคก็จะมีข้อดีข้อเสียที่ต่างกัน 
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2.1.5 การปกปิดข้อมูล (Anonymization or De-identification) 

วิธีการนี้คือการท าให้ข้อมูลแต่ละรายการมีความเหมือนกับข้อมูลรายการอ่ืน สามารถท าได้
โดยการท าข้อมูลให้มีความทั่วไปมากข้ึน (generalization) หรือการท าข้อมูลให้ไม่มีความ
เฉพาะเจาะจง (suppression) กับคุณสมบัติต่างๆที่เป็นคุณสมบัติที่จะสามารถน าไประบุตัวตนได้ 
(quasi-identifiers) จนกว่าจะไม่สามารถระบุได้ว่าข้อมูลเป็นของใคร เช่น อายุ 27 แปลงเป็น 25-30 
กระบวนการนี้มีโมเดลของความปลอดภัยที่ได้รับความนิยมได้แก่ k-anonymity , l-diversity , t-
closeness 

2.1.5.1 k-anonymity 

k-anonymity [9] คือโมเดลที่จะการันตีว่าทุกลักษณะของข้อมูลจะมีอย่างน้อย k-1 รายการ 
ซึ่งจะท าให้ผู้ที่ต้องการจะโจมตีไม่สามารถท าการระบุตัวตนของข้อมูลได้ (re-identification attack) 

 
 
 
 
 
 
 
ภาพที่ 4 ตัวอย่างการใช้งาน k-anonymity [10] 

ภาพที่ 4 คือการปกปิดข้อมูลโดยใช้โมเดล k-Anonymity โดย k=4 จะเห็นได้ว่าข้อมูลที่ถูก
แปลงแล้วจะมี 4 รายการที่มีลักษณะข้อมูลที่เหมือนกัน 

2.1.5.2 l-diversity 

l-diversity [10] เป็นโมเดลที่ถูกพัฒนาจาก k-anonymity จีงเป็นโมเดลที่มีลักษณะ
คล้ายกัน แต่ l-diversity จะเพ่ิมคุณสมบัติอีกข้อนึงโดยโมเดลจะการันตีว่าทุกๆกลุ่มที่มี quasi-
identifier เหมือนกัน (equivalence class) จะต้องมีคุณลักษณะที่มีความอ่อนไหว (sensitive 
attributes) แตกต่างกันตามค่า l 
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ภาพที่ 5 ตัวอย่างการใช้งานระหว่าง k-anonymity และ l-diversity [10] 

2.1.5.3 t-closeness 

t-closeness [11] เป็นโมเดลที่ถูกพัฒนาจาก l-diversity โดยโมเดลจะมีคุณสมบัติที่การันตี
ว่าทุกๆกลุ่มที่มี quasi-identifier เหมือนกัน (equivalence class) จะต้องมีความต่างระหว่างการ
กระจายของคุณลักษณะที่มีความอ่อนไหว (sensitive attributes) ของกลุ่มนั้นและการกระจายของ
คุณลักษณะทั้งหมดไม่เกินค่า t (threshold) 

 
 
 
 
 

 
ภาพที่ 6 ตัวอย่างการใช้งาน t-closeness [11] 

2.1.5.4 SafePub 

SafePub เป็นการอัลกอริทึ่มในการปกปิดข้อมูลชนิดหนึ่ง อัลกอริทึ่มนี้จะสามารถท าให้ชุด
ข้อมูลมีความเหมือนกับการใช้งาน Differential privacy อัลกอริทึ่ม SafePub จะไม่ท าการแก้ไขชุด
ข้อมูลแต่จะท าการสร้างชุดข้อมูลจ าลองขึ้นมาใหม่โดยที่มีการเพิ่ม noise ในชุดข้อมูลใหม่ 

2.1.5.5 population uniqueness 

Population uniqueness เป็นโมเดลความปลอดภัยที่ท าการวัดความไม่เหมือนใครของ
ข้อมูล (uniqueness) โดยน าไปเทียบกับข้อมูลของประชากรในประเทศหรือภูมิภาคต่างๆ โดยข้อมูล
ในชุดข้อมูลจะต้องมีความไม่เหมือนใครน้อยกว่าค่า threshold ที่ก าหนด 
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2.1.5.6 k-map 

k-map จะมีการท างานที่แทบจะใกล้เคียงกับ k-anonymity โดยที่จะเหมาะกับการใช้งาน
กรณีท่ีชุดข้อมูลมีขนาดเล็กจนท าให้ไม่สามารถปกปิดข้อมูลแล้วได้ผลลัพธ์ที่มีประสิทธิภาพ k-map 
จะมีการพิจารณาค่าของคุณสมบัติเพ่ือที่จะลดการปกปิดข้อมูลให้น้อยที่สุด จะท าการปกปิดข้อมูล
เฉพาะข้อมูลที่มีอัตราการเสี่ยงจากการถูกระบุตัวตน 
 

2.2 งานวิจัยท่ีเกี่ยวข้อง 

งานวิจัยทีส่รุปและประเมินเกี่ยวกับการท าเหมืองข้อมูลโดยยังรักษาความปลอดภัยของข้อมูล 
(Privacy Preserving Data Mining) โดย K.Saranya et al. [12] ได้ท าการสรุปออกมาว่าเทคนิคการ
รักษาความปลอดภัยของข้อมูลแบ่งได้เป็นสามประเภทคือ Randomization method , 
Anonymization และ Distributed Privacy Preservation K.Saranya ได้ท าการอธิบายลักษณะ
ของการท างานในแต่ละประเภทและสรุปข้อดีและข้อเสียของแต่ละประเภท งานวิจัยของ Aobakwe 
Senosi et al. [8] ได้ท าการสรุปว่าสามารถแบ่งเทคนิคการรักษาความปลอดภัยของข้อมูลได้สาม
ประเภทเช่นกัน แต่ได้ท าการเปลี่ยนประเภทจาก   Distributed Privacy Preservation เป็น 
Cryptography โดยงานวิจัยของ Aobakwe Senosi ได้น างานวิจัยที่เกี่ยวข้องกับการท าเหมืองข้อมูล
โดยรักษาความปลอดภัยของข้อมูลต่างๆมาสรุปข้อดีข้อเสียของแต่ละเทคนิคและท าการสรุปได้ตาม
ภาพที ่7 

 

 
ภาพที่ 7 การประเมินลักษณะของเทคนิคการรักษาความปลอดภัยของข้อมูล ]8[ 
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งานวิจัยชิ้นนี้เลือกใช้เทคนิคการรักษาความปลอดภัยแบบ Anonymization โดยได้มี
งานวิจัยหลายงานได้เสนอโมเดลความปลอดภัย   (Privacy Model) ในรูปแบบต่างๆ โมเดลความ
ปลอดภัยที่ได้รับความนิยมมากมาจากงานวิจัยของ Latanya Sweeney [9] โดยได้เสนอโมเดลที่ชื่อ
ว่า k-anonymity โมเดลความปลอดภัยนี้จะต้องการันตีว่าทุกลักษณะของข้อมูลจะมีอย่างน้อย k-1 
รายการ [13] ซึ่งจะท าให้ลดความเสี่ยงจากการถูกระบุตัวตน (re-identification) โมเดลความ
ปลอดภัยที่ได้รับความนิยมอีกหนึ่งตัวคือ l-diversity โมเดลความปลอดภัยนี้มาจากงานวิจัยของ 
Ashwin Machanavajjhala et al. [10] ซึ่งงานวิจัยของ Ashwin Machanavajjhala ได้บอกว่า
โมเดลความปลอดภัย k-anonymity ยังมีจุดที่บอบบางและเป็นความผิดพลาดที่รุนแรง โดยได้ท าการ
แสดงการโจมตีสองรูปแบบคือ การโจมตีความเป็นแบบเดียวกัน (Homogeneity Attack) และ การ
โจมตีแบบมีความรู้เบื้องหลัง (Background Knowledge Attack) ซึ่งผลลัพธ์ในงานวิจัยชิ้นนี้สามารถ
สรุปได้ว่าโมเดลความปลอดภัย   l- diversity มีประสิทธิภาพที่ดีกว่า k-anonymity หลังจากโมเดล
ความปลอดภัย l-diversity ได้ถกูเผยแพร่ งานวิจัยของ Ninghui Li et al. [11] มีการน าเสนอโมเดล
ความปลอดภัยที่มีชื่อว่า t-closeness โดยงานวิจัยชิ้นนี้ไดก้ล่าวว่าโมเดลความปลอดภัย l-diversity 
ยังมีข้อจ ากัดอยู่ Ninghui Li ได้ท าการเสนอจุดด้อยของ l-diversity และกล่าวว่า t-closeness จะ
แก้ปัญหาเหล่านี้ได้ 

งานวิจัยของ Fabian Prasser et al. [14] ได้ท าการทดลองและวัดผลเพื่อเปรียบเทียบ
ประสิทธิภาพของการท างานในแต่ละโมเดลความปลอดภัยและอัลกอริทึ่มที่ใช้ในการปกปิดข้อมูล โดย

มีโมเดลความปลอดภัยดังต่อไปนี้ k-anonymity , l-diversity , t-closeness , δ-Presence และ
มีอัลกอริทึ่มดังต่อไปนี้ BFS , DFS , Incognito , OLA , Flash ผลการทดลองของงานวิจัยสามารถ
วิเคราะห์ได้จากภาพที่ 8 

 
 
 
 
 
 
 
 

 
ภาพที่ 8 ผลลัพธ์จากการทดลอง [14] 
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งานวิจัยของ Ines Buratovic et al. [15] ได้ท าการทดลองว่าเมื่อน าข้อมูลที่ถูกปกปิด 
(Anonymized data) มาท าเหมืองข้อมูลจะให้ผลลัพธ์เป็นอย่างไร ผลลัพธ์ที่ได้จากงานวิจัยของ Ines 
Buratovic คือการท าเหมืองข้อมูลกับข้อมูลที่ถูกปกปิดจะมีความแม่นย าของตัวจ าแนกประเภทลดลง
แตไ่ม่แตกต่างกันอย่างมีนัยยะส าคัญ ซึ่งสามารถสรุปได้เช่นเดียวกับงานวิจัยของ Hebert O. Silva et 
al. [16] 
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บทที่ 3 
วิธีด าเนินการวิจัย 

3.1 แนวคิดและวิธีวิจัย 

ภาพรวมแนวคิดงานวิจัยของงานวิจัยชิ้นนี้จะสามารถแบ่งออกเป็นกระบวนการดังต่อไปนี้ 
การน าเข้าข้อมูล กระบวนการปกปิดข้อมูล การประมวลผลก่อน การสร้างโมเดล และการวัดผล 
ตามล าดับ โดยการทดลองจะท าแต่ละขั้นตอนตามล าดับดังภาพที่ 9 
 

 

ภาพที่ 9 ขั้นตอนการด าเนินงานของการทดลอง 

3.1.1 การน าเข้าข้อมูล 

Dataset #Quasi-Identifiers #Records File size (MB) 

ADULT 8 30162 2.52 
FARS 7 100937 7.19 

ATUS 8 539253 84.03 
ตารางที่ 1 รายละเอียดของชุดข้อมูล 

ข้อมูลที่ใช้ในการทดลองมีทั้งหมด 3 ชุดข้อมูล ได้แก่ 1) Adult dataset  [17]  เป็นข้อมูลการ
ส ารวจประชากรของประเทศสหรัฐอเมริกาในปี 1994 ซึ่งชุดข้อมูลนี้เป็น De Facto Standard 
problem และนิยมถูกใช้เพ่ือเป็นเกณฑ์มาตรฐานในการปกปิดข้อมูล 2) FARS dataset (The 
Fatality Analysis Reporting System) เป็นข้อมูลสถิติการชนของรถทุกชนิดที่เกิดข้ึนบนท้องถนน
ภายในประเทศสหรัฐอเมริกา โดยชุดข้อมูลนี้มาจากหน่วยงาน NHTSA (National Highway Traffic 
Safety Administration) และ 3) ATUS dataset เป็นข้อมูลผลส ารวจการใช้เวลาของคนอเมริกา 
ชุดข้อมูลทั้งสามชุดนั้นเป็นปัญหาในการปกปิดข้อมูลที่เกิดขึ้นจริง (real-world anonymization 
problems) โดยรายละเอียดคุณสมบัติของแต่ละชุดข้อมูลจะแสดงในตารางที่ 2-4 
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Attributes Type Possible values 

sex String Male, Female 

age Integer Continuous 
race String White, Asian-Pac-Islander, Amer-Indian-Eskimo, Other, 

Black 
marital-status String Married-civ-spouse, Divorced, Never-married, Separated, 

Widowed, Married-spouse-absent, Married-AF-spouse 

education String Bachelors, Some-college, 11th, HS-grad, Prof-school, 
Assoc-acdm, Assoc-voc, 9th, 7th-8th, 12th, Masters, 1st-
4th, 10th, Doctorate, 5th-6th, Preschool 

native-country String United-States, Cambodia, England, Puerto-Rico, Canada, 
Germany, Outlying-US(Guam-USVI-etc), India, Japan, 
Greece, South, China, Cuba, Iran, Honduras, Philippines, 
Italy, Poland, Jamaica, Vietnam, Mexico, Portugal, Ireland, 
France, Dominican-Republic, Laos, Ecuador, Taiwan, Haiti, 
Columbia, Hungary, Guatemala, Nicaragua, Scotland, 
Thailand, Yugoslavia, El-Salvador, Trinadad&Tobago, 
Peru, Hong, Holand-Netherlands 

workclass String Private, Self-emp-not-inc, Self-emp-inc, Federal-gov, 
Local-gov, State-gov, Without-pay, Never-worked. 

occupation String Tech-support, Craft-repair, Other-service, Sales, Exec-
managerial, Prof-specialty, Handlers-cleaners, Machine-
op-inspct, Adm-clerical, Farming-fishing, Transport-
moving, Priv-house-serv, Protective-serv, Armed-Forces 

salary-class String >50K, <=50K. 

ตารางที่ 2 รายละเอียดของคุณสมบัติในชุดข้อมูล ADULT 

Attributes Type Possible values 

iage Integer Continuous 

irace String #NV, All other races, American Indian, Asian Indian, 
Asian/Pacific Is, Black, Chinese, Filipino, Guamanian, 
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Hawaiian, Japanese, Korean, Multiple races, Not a 
fatal(N/A), Other Asian, Other Indian, Samoan, Unknown, 
Vietnamese, White 

ideathmon String January, February, March, April, May, June, July, August, 
September, October, November, December, Not 
applicable, Unknown 

ideathday Integer 0, 1, 2, 3, 4, 5, 6, 7, 8, 9, 10, 11, 12, 13, 14, 15, 16, 17, 18, 
19, 20, 21, 22, 23, 24, 25, 26, 27, 28, 29, 30, 31, 99 

isex String Male, Female, Unknown 

ihispanic String #NV, Central/So Amer, Cuban, Mexican, No 
specified/Oth, Non-Hispanic, Not a fatal(N/A), Other/unk 
Hisp, Puerto Rican, Unknown 

istatenum String Alabama, Alaska, Arizona, Arkansas, California, Colorado, 
Connecticut, Delaware, Dist of Columbia, Florida, Guam, 
Hawaii, Idaho, Illinois, Indiana, Iowa, Kansas, Kentucky, 
Louisiana, Maine, Maryland, Massachusetts, Michigan, 
Minnesota, Mississippi, Missouri, Montana, Nebraska, 
Nevada, New Hampshire, New Jersey, New Mexico, New 
York, North Carolina, North Dakota, Ohio, Oklahoma, 
Oregon, Pennsylvania, Rhode Island, South Carolina, 
South Dakota, Tennessee, Taxas, Utah, Vermont, Virginia, 
Washington, West Virginia, Wisconsin, Wyoming 

iinjury String Died Prior to, Fatal Injury, Incapacitating, Inj (Sev Unk) , 
No, Non Incapacity, Possible, Unknown 

ตารางที่ 3 รายละเอียดของคุณสมบัติในชุดข้อมูล FARS 

Attributes Type Possible values 

region String South, Midwest, West, Northeast 

age Integer Continuous 
sex String NIU (Not in universe), Female, Male 
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race String White only, Black only, Asian only, NIU (Not in 
universe), American Indian, Alaskan Native, White-
American Indian, White-Black, White-Asian, Hawaiian 
Pacific Islander only, Asian or Pacific Islander, Black-
American Indian, White-Hawaiian, White-Black-
American Indian 

marital_status String Married – spouse present, NIU (Not in universe), 
Never married, Divorced, Widowed, Seperated, 
Married – spouse absent 

citizenship_status String Native, born in United States, Foreign born, not a 
U.S. citizen, Foreign born, U.S. citizen by 
naturalization, NIU (Not in universe), Native, born 
abroad of American parent or parents, Native, born 
in Puerto Rico or U.S. Outlying Area 

birthplace String 155 countries 

highest_level_of_ 
school_completed 

String NIU (Not in universe), High school graduate – 
diploma, Some college but no degree, Bachelor’s 
degree (BA, AB, BS, etc.) Master’s degree (MA, MS, 
MEng, Med, MSW, etc.), 10th grade, 11th grade, 9th 
grade, Associate degree – occupational vocational, 
Associate degree – academic program, 7th or 8th 
grade, High school graduate – GED, 5th or 6th grade, 
12th grade – no diploma 

Labor_force_status String NIU (Not in universe), Employed – at work, Not in 
labor force, Unemployed – looking, Employed – 
absent, Unemployed – on layoff 

ตารางที่ 4 รายละเอียดของคุณสมบัติในชุดข้อมูล ATUS 
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3.1.2 การปกปิดข้อมูล 

ในการป้องกันความเป็นส่วนตัวของข้อมูล (Anonymization or De-Identification) เรา
จ าเป็นที่จะค านึงถึงคุณภาพของข้อมูลให้มากท่ีสุดเท่าท่ีท าได้ โดยงานวิจัยชิ้นนี้จะใช้ความเสี่ยงจาก
การถูกระบุตัวตน (Re-Identification risk) เป็นมาตรวัดความปลอดภัยของข้อมูล  

งานวิจัยชิ้นนี้จะใช้โปรแกรม ARX ]18[ ในการปกปิดข้อมูล ARX เป็น open source 
ซอฟต์แวร์ส าหรับการปกปิดข้อมูล โปรแกรมถูกพัฒนาด้วยภาษา Java ข้อดีของโปรแกรม ARX เมื่อ
เทียบกับโปรแกรมอ่ืนๆที่ใช้ในการปกปิดข้อมูลสามารถสรุปได้ดังนี้  

- มีโมเดลความปลอดภัยที่หลากหลายให้เลือกใช้อย่างมีประสิทธิภาพ 

- โปรแกรมได้ออกแบบ Graphic User Interface ให้สามารถใช้งานง่าย 

- มี Programming Interface ให้สามารถใช้งานร่วมกับซอฟต์แวร์อ่ืนๆ 

- มีเอกสารที่บอกวิธีการใช้และปัจจุบันยังมีการสนับสนุนจากผู้ที่พัฒนา 

- เป็นซอฟต์แวร์ที่ open source 

 
ภาพที่ 10 Unified Modeling Language (UML) diagram ของ ARX ]18[ 
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งานวิจัยชิ้นนี้จะท าการปกปิดข้อมูลด้วยโมเดลความปลอดภัยและค่าพารามิเตอร์ต่างๆ โดย
จะแบ่งเป็นชุดข้อมูลในการทดลองท้ังหมด 17 ชุด ดังตารางที่ 5 

Data version Privacy Model Parameters 

original - - 

k1 k-anonymity k = 2 
k2 k-anonymity k = 5 

k3 k-anonymity k = 10 

l1 l-diversity l = 4 (Distinct-l) 
l2 l-diversity l = 4 (Shannon entropy) 

l3 l-diversity l = 4, c = 3 (Recursive) 
t1 t-closeness t = 0.2 (EMD with equal ground-distance) 

t2 t-closeness t = 0.2 (EMD with hierarchical ground-distance) 

t3 t-closeness t = 0.2 (EMD with ordered distance) 
dp1 safepub delta = 10-5 

dp2 safepub delta = 10-6 

dp3 safepub delta = 10-7 

pu1 uniqueness threshold = 10-4 

pu2 uniqueness threshold = 10-5 

pu3 uniqueness threshold = 10-6 

km1 k-map k = 2 

km2 k-map k = 5 
km3 k-map k = 10 

ตารางที่ 5 รายละเอียดของชุดข้อมูลในการทดลอง 

3.1.3 การประมวลผลก่อน 

ก่อนที่จะน าข้อมูลไปท าการสร้างโมเดล จะต้องท าการเลือกคุณสมบัติทีใ่ช้ในการจ าแนก
ประเภทและท าการเข้ารหัส (label encoding) ในทุกๆคุณสมบัติ เพ่ือที่จะสามารถน าไปใช้สร้างตัว
จ าแนกประเภทด้วยโมเดลต่างๆได้และท าให้ใช้พื้นที่ในการเก็บข้อมูลน้อยลง 
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3.1.4 การสร้างโมเดล 

ในขั้นตอนของการสอนโมเดลตัวจ าแนกประเภทจะต้องท าการเลือกอัลกอริทึ่มในการสร้างตัว

จ าแนกประเภทและท าการเลือกคุณสมบัติที่ต้องการจะใช้ในการเรียนรู้ โดยจะต้องระบุว่าคุณสมบัติ

ไหนเป็นคลาส (class label) ของการจ าแนกประเภท ในการวิจัยชิ้นนี้จะท าการเลือกคุณสมบัติใน

การสอนตัวจ าแนกประเภทดังตารางที่ 6 จะสรุปได้ว่าตัวจ าแนกประเภทที่เรียนรู้จากชุดข้อมูล 

ADULT จะสามารถจ าแนกประเภทข้อมูลในลักษณะต่างๆว่าจะมีเงินเดือนต่อปีอยู่ในระดับไหน (น้อย

กว่า 50,000 หรือ มากกว่า 50,000) ตัวจ าแนกประเภทที่เรียนรู้จากชุดข้อมูล FARS จะสามารถ

จ าแนกประเภทข้อมูลในลักษณะต่างๆว่าจะมีการเจ็บป่วยแบบไหน ตัวจ าแนกประเภทที่เรียนรู้จากชุด

ข้อมูล ATUS จะสามารถจ าแนกประเภทข้อมูลในลักษณะต่างๆว่ามีสถานะแรงงานเป็นอย่างไร 

Dataset Attributes Class label 

ADULT sex, age, race, marital-status, education, native-country, 
workclass, occupation 

salary-class 

FARS iage, irace, ideathmon, ideathday, isex, ihispanic, 
istatenum 

iinjury 

ATUS region, age, sex, race, marital_status, citizenship_status, 
birthplace, highest_level_of_school_completed 

labor_force_status 

ตารางที่ 6 การก าหนดคุณสมบัติในการสอนตัวจ าแนกประเภท 

ในงานวิจัยชิ้นนี้จะเลือกใช้ Scikit-Learn library [19] มาใช้ในการสร้างโมเดลตัวจ าแนก
ประเภท Scikit-Learn เป็น open source library ส าหรบัการเรียนรู้เครื่องที่ถูกพัฒนาด้วยภาษา 
Python โดย Scikit-Learn มโีมดูลให้เลือกใช้งานในกระบวนการที่เก่ียวกับการเรียนรู้เครื่องต่างๆ 
เช่น การจ าแนกประเภท (classification) การถดถอย (regression) การจับกลุ่ม (clustering) และ 
การประมวลผลก่อน (data preprocessing) เป็นต้น อีกทั้งยังมีโมดูลการใช้งานกลุ่มตัวจ าแนก
ประเภท (ensemble classifier) ให้เลือกใช้งาน เช่น Random forest , Bagging และ Voting 
model เป็นต้น 

Scikit-Learn เป็น open source library ที่ถูกใช้ในการท าเหมืองข้อมูลอย่างแพร่หลาย 
เพราะ library ออกแบบมาให้ผู้ใช้งานสามารถใช้งานได้อย่างง่ายในการท าเหมืองข้อมูลและการ
วิเคราะห์ข้อมูล สามารถใช้ code ชุดเดียวกันในหลายๆการใช้งาน และสามารถใช้งานร่วมกับ library 
ที่หลากหลายเช่น NumPy, SciPy และ matplotlib เป็นต้น 
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ภาพที่ 11 ตัวอย่างการใช้ Scikit-Learn ในการสร้างตัวจ าแนกประเภท 

การทดลองจะใช้อัลกอริทึ่มกลุ่ม bagging, voting, random forest, adaboost และ 
rotation forest ในการทดสอบประสิทธิภาพความแม่นย าของการจ าแนกประเภทกับข้อมูลที่ถูก
ปกปิด โดยขั้นตอนการสร้างโมเดลสามารถเขียนเป็น flow chart ได้ตามภาพที่ 12 
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ภาพที่ 12 flowchart การท างานของการสร้างโมเดล 

3.1.5 การวัดผล 

การวัดผลในงานวิจัยชิ้นนี้จะมีมาตรวัตได้แก่ ความแม่นย าของตัวจ าแนกประเภท อัตราความ

เสี่ยงจากการถูกระบุตัวตน และ จ านวนข้อมูลที่ถูกลบ 

ความแม่นย าของตัวจ าแนกประเภทจะท าการวัดโดยใช้ library ของ Scikit-Learn โดยจะใช้

โมดูล model_selection ในการท า K-fold Validation และใช้โมดูล metric ในการวัดผลความ

แม่นย าของตัวจ าแนกประเภท 
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ภาพที่ 13 ตัวอย่างผลลัพธ์ความแม่นย าของโมเดลในการจ าแนกประเภท 

มาตรวัดที่ใช้ในการวัดความปลอดภัยของข้อมูลคือ อัตราความเสี่ยงจากการถูกระบุตัวตน 
(re-identification risk) โดยอัตราความเสี่ยงจากการถูกระบุตัวตนจะสามารถบอกความน่าจะเป็นที่
ข้อมูลจ าถูกระบุตัวตนส าเร็จได้ เราสามารถที่จะน าค่านี้ไว้ใช้ในการพิจารณาว่าชุดข้อมูลที่เราต้องการ
จะเผยแพร่มีความปลอดภัยของข้อมูลมากหรือน้อยเพียงใด 

 
 

 

 

ภาพที่ 14 ตัวอย่างผลลัพธ์การวัดความปลอดภัยของข้อมูล 

เนื่องจากการปกปิดข้อมูลจะต้องท าการเปลี่ยนแปลงข้อมูลเพื่อที่จะท าให้ชุดข้อมูลมีความ

ปลอดภัยตามโมเดลความปลอดภัยที่เลือกใช้ ดังนั้นการปกปิดข้อมูลอาจจะท าให้บางข้อมูลในชุด

ข้อมูลจะต้องถูกลบออกไปในกรณีท่ีข้อมูลนั้นไม่สามารถแปลงแล้วท าให้ชุดข้อมูลปลอดภัยตามโมเดล

ความปลอดภัย งานวิจัยชิ้นนี้จึงน าจ านวนของข้อมูลที่ถูกลบมาเป็นหนึ่งในมาตรวัด 

เมื่อได้ผลลัพธ์ของการทดลองการจ าแนกประเภทน าความแม่นย าของในจ าแนกประเภทด้วย

ชุดข้อมูลดั้งเดิมและความแม่นย าในการจ าแนกประเภทด้วยชุดข้อมูลที่ถูกปกปิดมาท าการทดสอบที 

(t-test) เพ่ือที่จะน ามาสรุปว่าการใช้ชุดข้อมูลที่ถูกปกปิดในการจ าแนกประเภทท าให้ความแม่นย าของ

ตัวจ าแนกประเภทลดลงอย่างมีนัยยะส าคัญหรือไม่ จากนั้นน าผลลัพธ์ทั้งหมดท่ีได้จากการทดลองมา
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วิเคราะห์ว่าการปกปิดข้อมูลด้วยโมเดลความปลอดภัยชนิดใดและการจ าแนกประเภทด้วยกลุ่มของตัว

จ าแนกประเภทชนิดใดที่เหมาะสมกับลักษณะการใช้งานตามความต้องการของเจ้าของข้อมูล 
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บทที่ 4 
การออกแบบและการพัฒนาระบบ 

ขั้นตอนการด าเนินงานของการทดลองจะท าแต่ละขั้นตอนตามล าดับดังต่อไปนี้ กระบวนการ
ปกปิดข้อมูล การจ าแนกประเภท การแสดงผล และการวัดผล ตามล าดับ  

4.1 การปกปิดข้อมูล 

การทดลองในงานวิจัยชิ้นนี้จะท าการทดลองกับชุดข้อมูล ADULT, FARS และ ATUS โดยจะ
ท าการปกปิดข้อมูลด้วยการใช้โมเดลความปลอดภัยและการตั้งค่าของโมเดลที่หลากหลาย ท าให้แต่ละ
ชุดข้อมูลจะถูกแบ่งออกเป็น 17 ชุดย่อยตามตารางที่ 5 ซึ่งขั้นตอนของการปกปิดข้อมูลในแต่ละชุด
ข้อมูลด้วยโปรแกรม ARX มีดังต่อไปนี้ 

4.1.1 น าเข้าข้อมูลที่ต้องการ 

เปิดโปรแกรม ARX เลือกเมนู File -> New project จากนั้น Import ข้อมูลโดยเลือกเมนู 
File -> Import data และเลือกชุดข้อมูลที่ต้องการ  

 
 

 
 
 
 
 
 
 
 
 
 
 
 

 
ภาพที่ 15 การน าเข้าข้อมูล 
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4.1.2 เลือกประเภทของคุณสมบัติในแต่ละคุณสมบัติ 

ท าการเลือกประเภทคุณสมบัติของแต่ละคุณสมบัติว่าเป็นประเภทไหน (Identifying, Quasi-
identifying, Insensitive และ Sensitive) โดยคลิกที่แท็บ Data transformation  

 
ภาพที่ 16 การเลือกประเภทของแต่ละคุณสมบัติ 

4.1.3 สร้างการจัดระบบตามล าดับขั้นของแต่ละคุณสมบัติ 

สร้างล าดับขั้นในการเปลี่ยนแปลงข้อมูล  (hierarchy)  ของคุณสมบัติโดยการเลือกเมนู Edit 
-> Create hierarchy และท าการก าหนดล าดับขั้นตามที่ต้องการ 

 
ภาพที่ 17 ตัวอย่าง hierarchy ของคุณสมบัติ education 

4.1.4 เลือกโมเดลความปลอดภัยที่ต้องการ 

สามารถเลือกโมเดลความปลอดภัย (privacy model) ในการปกปิดข้อมูลโดยคลิกที่แท็บ 
Privacy models และคลิกปุ่ม Add privacy model จากนั้นเลือกโมเดลความปลอดภัยและตั้ง
ค่าพารามิเตอร์ของโมเดลที่ต้องการใช้งาน 
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ภาพที่ 18 การเลือกใช้โมเดลความปลอดภัยในการปกปิดข้อมูล 

4.1.5 การตั้งค่าการปกปิดข้อมูล 

สามารถปรับแต่งตั้งค่าการปกปิดข้อมูลตามท่ีต้องการโดยคลิกที่แท็บ General settings ใน
ส่วนนี้จะสามารถปรับตั้งว่าจะให้การปกปิดข้อมูลมีลักษณะอย่างไร 

 
ภาพที่ 19 การตั้งค่าการปกปิดข้อมูล 

4.1.6 ท าการสั่งให้โปรแกรมท างานเพ่ือปกปิดข้อมูล 

ท าการสั่งให้โปรแกรมท างานเพ่ือปกปิดข้อมูลโดยการเลือกเมนู Edit -> Anonymize 
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4.1.7 บันทึกข้อมูลที่ได้จากการปกปิดข้อมูล 

บันทึกข้อมูลที่ได้จากการปกปิดข้อมูลโดยการเลือกเมนู File -> Export data 

 
ภาพที่ 20 ตัวอย่างผลลัพธ์ชุดข้อมูลที่ถูกปกปิด 

4.2 การจ าแนกประเภท 

หลังจากการปกปิดข้อมูลเราจะได้ชุดข้อมูล ADULT, FARS, ATUS ที่ถูกแบ่งออกเป็นชุด
ข้อมูลย่อย 17 ชุดตารางที่ 5 ท าให้มีชุดข้อมูลย่อยทั้งหมดในการทดสอบทั้งหมด 51 ชุด 

4.2.1 การประมวลผลก่อน (Data preprocessing) 

ท าการเข้ารหัสข้อมูลในทุกคุณสมบัติของทุกชุดข้อมูลย่อยในการทดลองเพ่ือที่จะน าไปใช้ใน
การสร้างตัวจ าแนกประเภท ซึ่งจะท าให้ใช้พื้นที่ในการเก็บข้อมูลน้อยลงเช่นเดียวกัน การเข้ารหัส
ข้อมูลจะใช้แบบ label encoding โดยใช้โมดูล preprocessing จาก library ของ Scikit-learn  
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ภาพที่ 21 ตัวอย่าง code ของการเข้ารหัส 

4.2.2 การท า Cross-validation  

การทดลองจะใช้ k-fold Cross-Validation ในการแบ่งข้อมูลในการสอนโมเดลตัวจ าแนก
ประเภท โดยจะให้ค่า   k = 5 ประโยชน์ของการท า Cross-Validation คือจะท าให้ตัวจ าแนก
ประเภทมีความเหมาะสมกับลักษณะทั่วไป (generalization) ซึ่งจะท าให้ลดโอกาสการเกิดปัญหา 
overfitting  ได้ โดยการท า k-fold Cross-Validation สามารถใช้งานจากโมดูล model_selection 
ใน Scikit-Learn  

4.2.3 การสอนตัวจ าแนกประเภท 

ในขั้นตอนการสอนตัวจ าแนกประเภทจะท าการเรียนรู้กับทุกชุดข้อมูลย่อยท่ีเป็นผลลัพธ์จาก
การปกปิดข้อมูลในขั้นตอนก่อนหน้า โดยจะท าการเลือกคุณสมบัติในการสอนตัวจ าแนกประเภทตาม
ตารางที่ 6 งานวิจัยชิ้นนี้จะท าการใช้อัลกอริทึ่มกลุ่มตัวจ าแนกประเภท Random Forest, Bagging, 
AdaBoost, Voting และ Rotation Forest ซึ่งการใช้อัลกอริทึ่มของตัวจ าแนกประเภทจ าเป็นที่
จะต้องตั้งค่าพารามิเตอร์ในการสอนตัวจ าแนกประเภท การทดลองจะท าการตั้งค่าพารามิเตอร์ตาม
ตารางที่ 7 
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Algorithm Classifier parameters 

Random Forest n_estimators=50, max_depth=None, min_samples_split=2, 
random_state=0, bootstrap=False 

Bagging Decistion Tree, n_estimators=50, max_samples=0.5, 
max_features=0.5 

AdaBoost n_estimators=50 

Voting estimators=[‘random forest’, ’bagging’, ’adaboost’], 
voting=’hard’ 

Rotation Forest random_state=1234 

ตารางที่ 7 การตั้งค่าพารามิเตอร์ในการสอนตัวจ าแนกประเภท 

 

 
ภาพที่ 22 การสร้างตัวจ าแนกประเภทด้วยอัลกอริทึ่มกลุ่มตัวจ าแนกประเภท 
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บทที่ 5 
การประเมินและการวัดผล 

งานวิจัยชิ้นนีจะใช้มาตรวัดในการวัดประสิทธิภาพของการท าเหมืองข้อมูลด้วยข้อมูลที่ถูก
ปกปิดคือ ความแม่นย าของตัวจ าแนกประเภท อัตราความเสี่ยงจากการถูกระบุตัวตน และ จ านวน
ข้อมูลที่ถูกลบ โดยที่งานวิจัยชิ้นนี้ต้องการที่จะศึกษาว่าประสิทธิภาพจากของการท าเหมืองข้อมูลด้วย
ข้อมูลที่ถูกปกปิดน้อยลงหรือไม่เม่ือเทียบกับการท าเหมืองข้อมูลด้วยข้อมูลดั้งเดิม และท าการประเมิน
ประสิทธิภาพของโมเดลความปลอดภัยและอัลกอริทึ่มกลุ่มตัวจ าแนกประเภทในแต่ละชนิดเพ่ือให้
สามารถเลือกใช้งานได้ตามความเหมาะสม 

เนื่องจากในการวัดความแม่นย าของตัวจ าแนกประเภท และอัตราความเสี่ยงจากการถูกระบุ
ตัวตนจะวัดจากผลลัพธ์ที่ได้จากชุดข้อมูลย่อยต่างๆ ดังนั้นเราจ าเป็นที่จะต้องท าการหาค่าเฉลี่ย ใน
งานวิจัยชิ้นนี้เราจะใช้ค่าเฉลี่ยเรขาคณิต (geometric mean) ในการหาค่าเฉลี่ย เนื่องจากค่าเฉลี่ย
เรขาคณิตจะเหมาะสมกับการเป็นมาตรวัดในข้อมูลที่มีการเพ่ิมแบบชี้ก าลัง (exponential growth) 
และมีค่าการกระจายแบบเบ้ (skewed distribution) ท าให้ค่าเฉลี่ยเรขาคณิตจึงถูกท าไปใช้บ่อยใน
การวิเคราะห์การวัดผล 

 
ภาพที่ 23 ตัวอย่าง code ในการสอนตัวจ าแนกประเภทด้วยชุดข้อมูลย่อยต่างๆ 

ความแม่นย าของตัวจ าแนกประเภทจะถูกวัดในขั้นตอนการสอนตัวจ าแนกประเภทและอัตรา
ความเสี่ยงจากการถูกระบุตัวตนจะถูกวัดในขั้นตอนการปกปิดข้อมูล ภาพที่ 24 คือตัวอย่างผลลัพธ์ที่
ได้จากการทดลองในแต่ละชุดข้อมูลย่อยซึ่งจะประกอบไปด้วย ความแม่นย าของตัวจ าแนกประเภท
และเวลาในการสอนในแต่ละอัลกอริทึ่ม อัตราความเสี่ยงจากการถูกระบุตัวตน และอัตราจ านวน
ข้อมูลที่ถูกลบ 
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ภาพที่ 24 ตัวอย่างผลลัพธ์ที่ได้จากการทดลอง 

 
น าผลลัพธ์ความแม่นย าของตัวจ าแนกประเภทในแต่ละอัลกอริทึ่มที่ได้จากชุดข้อมูลย่อยต่างๆ

มาแสดงผลด้วยกราฟแท่ง (bar plot) เพ่ือที่จะเห็นประสิทธิภาพของตัวจ าแนกประเภทโดยรวมในแต่
ละอัลกอริทึ่ม สามารถแสดงผลกราฟแท่งดังภาพที่ 25  
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ภาพที่ 25 bar plot ที่แสดงผลความแม่นย าของตัวจ าแนกประเภท 

Rank 
Dataset 

ADULT FARS ATUS Average 

1 vt (81.84%) rf (63.19%) vt (83.45%) rf (75.32%) 
2 ada (81.79%) rof (63.19%) ada (83.34%) rof (75.30%) 

3 rf (81.32%) bg (62.57%) rf (83.14%) vt (75.29%) 
4 rof (81.28%) vt (62.49%) rof (83.12%) ada (74.57%) 

5 bg (80.10%) ada (60.83%) bg (82.32%) bg (74.57%) 

ตารางที่ 8 ผลลัพธ์ความแม่นย าของการจ าแนกประเภท 

ตารางที่ 8 คือผลลัพธ์ความแม่นย าของการจ าแนกประเภทของแต่ละอัลกอริทึ่มท่ีเฉลี่ยจาก
ชุดข้อมูลย่อยในแต่ละชุดข้อมูล โดยที่ 

- rf คืออัลกอริทึ่ม Random Forest  
- bg คืออัลกอริทึ่ม Bagging   
- ada คืออัลกอริทึ่ม AdaBoost 
- vt คืออัลกอริทึ่ม Voting 
- rof คืออัลกอริทึ่ม Rotation Forest 
จากตารางจะสามารถสรุปได้ว่าในชุดข้อมูล ADULT และ ATUS อัลกอริทึ่ม Voting จะให้

ความแม่นย าในการจ าแนกประเภทมากท่ีสุด ส่วนชุดข้อมูล FARS อัลกอริทึ่ม Random Forest จะ
ให้ความแม่นย าในการจ าแนกประเภทมากท่ีสุด โดยเมื่อน าผลลัพธ์ที่ได้จากทุกชุดข้อมูลมาหาค่าเฉลี่ย
จะเห็นว่าประสิทธิภาพของแต่ละอัลกอริทึ่มแทบจะไม่ต่างกัน อัลกอริทึ่มที่ให้ความแม่นย าในการ
จ าแนกประเภทมากที่สุดคือ Random Forest (75.32%) และอัลกอริทึ่มที่ให้ความแม่นย าในการ
จ าแนกประเภทน้อยที่สุดคือ Bagging (74.57%) 
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Dataset 
Data type 

Original data Anonymized data 

ADULT 81.39% 81.28% 

FARS 64.44% 62.49% 
ATUS 83.15% 83.08% 

Mean 76.33% 75.62% 

S.D. 10.33% 11.40% 
p-value 0.1854  

ตารางที่ 9 ผลลัพธ์การทดสอบที (t-test) 

เพ่ือที่จะท าการประเมินประสิทธิภาพของการจ าแนกประเภทด้วยข้อมูลที่ถูกปกปิดกับ
ประสิทธิภาพของการจ าแนกประเภทด้วยข้อมูลดั้งเดิม งานวิจัยชิ้นนี้จะท าการวิเคราะห์จากผลลัพธ์
การทดสอบที (t-test) ตารางที่ 9 คือผลลัพธ์ที่ได้จากการทดสอบที โดยมีค่าพี (p-value) เท่ากับ 
0.1854 ซึ่งจะสามารถสรุปจากค่าพีที่ได้ว่าประสิทธิภาพของการจ าแนกประเภทด้วยข้อมูลที่ถูกปกปิด 
(mean=75.62%, SD=11.41%) ลดลงจากประสิทธิภาพของการจ าแนกประเภทด้วยข้อมูลดั้งเดิม 
(mean=76.33%, SD=10.33%) อย่างไม่มีนัยยะส าคัญ  

  
ภาพที่ 26 bar plot ที่แสดงอัตราความเสี่ยงจากการถูกระบุตัวตน 

ภาพที่ 26 คือ bar plot ที่ท าการแสดงอัตราความเสี่ยงจากการถูกระบุตัวตน โดยน าค่าที่ได้
จากค่าเฉลี่ยอัตราความเสี่ยงจากการถูกระบุตัวตนของการปกปิดข้อมูลย่อยในแต่ละรูปแบบจากชุด
ข้อมูลทั้งสามชุด จะเห็นได้ว่าค่าเฉลี่ยอัตราความเสี่ยงจากการถูกระบุตัวตนของข้อมูลดั้งเดิมจะอยู่ที่ 
20.68% และค่าเฉลี่ยอัตราความเสี่ยงจากการถูกระบุตัวตนของข้อมูลที่ถูกปกปิดจะอยู่ในช่วง 0.03% 
ถึง 3.90% โดยชุดข้อมูลย่อยที่ถูกปกปิดข้อมูลด้วยโมเดลความปลอดภัย t-closeness โดยมี
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พารามิเตอร์ t = 0.2 (EMD with equal ground-distance) หรือชุดข้อมูลย่อย t1 จะให้อัตราความ
เสี่ยงจากการถูกระบุตัวตนน้อยที่สุด และชุดข้อมูลย่อยที่ถูกปกปิดข้อมูลด้วยโมเดลความปลอดภัย 
population uniqueness โดยมีพารามิเตอร์ threshold = 10-4 หรือชุดข้อมูลย่อย pu1 จะให้อัตรา
ความเสี่ยงจากการถูกระบุตัวตนมากที่สุด 
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บทที่ 6 
สรุปผลการวิจัย 

ในบทนี้จะท าการสรุปผลลัพธ์และวิเคราะห์ผลลัพธ์ที่ได้จากการทดลองว่าประสิทธิภาพของ
การจ าแนกประเภทด้วยข้อมูลที่ถูกปกปิดมีประสิทธิภาพเพียงพอที่จะใช้แทนข้อมูลดั้งเดิมหรือไม่ และ
ประเมินประสิทธิภาพของโมเดลความปลอดภัยในการปกปิดข้อมูลและอัลกอริทึ่มกลุ่มตัวจ าแนก
ประเภทที่ใช้กับข้อมูลที่ถูกปกปิด 

 
Data 

version 
Experiment result 

Algorithm Accuracy Precision Recall F1 score Risk Suppressed 

original vt 76.70% 81.69% 82.68% 81.45% 20.68% 0% 

k1 vt 76.44% 81.66% 82.59% 81.47% 3.06% 2.83% 

k2 vt 75.95% 81.30% 82.26% 81.34% 1.23% 4.06% 

k3 rf 76.10% 80.95% 81.69% 81.17% 0.58% 4.31% 

l1 rf 75.13% 80.64% 81.35% 80.85% 0.69% 5.70% 

l2 rf 74.75% 80.80% 81.51% 81.03% 0.51% 6.99% 

l3 rof 74.74% 80.51% 81.21% 80.73% 0.55% 7.42% 

t1 rf 71.83% 78.18% 78.88% 78.34% 0.03% 20.58% 

t2 rf 72.63% 77.81% 78.38% 77.98% 0.10% 16.40% 

t3 vt 74.81% 81.40% 82.35% 81.42% 1.17% 7.73% 

dp1 rf 75.83% 81.14% 82.04% 81.27% 0.06% 4.97% 

dp2 rf 75.87% 81.53% 82.38% 81.64% 0.06% 5.65% 

dp3 rf 75.85% 81.81% 82.56% 81.97% 0.05% 6.71% 

pu1 vt 76.64% 81.83% 82.74% 81.57% 3.90% 1.37% 

pu2 vt 76.31% 81.59% 82.53% 81.40% 3.11% 2.78% 

pu3 vt 76.27% 81.67% 82.60% 81.42% 3.06% 2.83% 

km1 vt 76.46% 81.77% 82.70% 81.61% 3.06% 2.83% 

km2 vt 75.96% 81.20% 82.18% 81.24% 1.23% 4.06% 

km3 rf 76.09% 80.86% 81.58% 81.07% 0.58% 4.31% 

ตารางที่ 10 ตารางสรุปผลการทดลอง 

ตารางที ่10 คือตารางที่ท าการสรุปผลลัพธ์ accuracy precision recall f1-score ของการ
จ าแนกประเภท อัตราความเสี่ยงจากการถูกระบุตัวตน และ จ านวนข้อมูลที่ถูกลบ โดยท าการเฉลี่ย
จากทั้งสามชุดข้อมูลที่ได้แบ่งเป็นชุดข้อมูลย่อยและท าการแสดงอัลกอริทึ่มกลุ่มตัวจ าแนกประเภทที่ให้
ความแม่นย าในการจ าแนกประเภทมากท่ีสุด 
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จากผลการทดลองการจ าแนกประเภทด้วยอัลกอริทึ่มกลุ่มตัวจ าแนกประเภทในแต่ละอัลกอริ
ทึ่มจะให้ค่าเฉลี่ยผลลัพธ์ที่แตกต่างกันเพียงแค่เล็กน้อย โดยผลการทดลองการจ าแนกประเภทด้วย
ข้อมูลดั้งเดิม อัลกอริทึ่ม Voting จะให้ความแม่นย าในการจ าแนกประเภทที่ดีที่สุด ส่วนการจ าแนก
ประเภทด้วยข้อมูลที่ปกปิดจะสามารถสรุปได้ว่า  

- อัลกอริทึ่ม Random Forest จะให้ความแม่นย าของการจ าแนกประเภทมากที่สุดเมื่อ
ปกปิดข้อมูลด้วยโมเดลความปลอดภัย t-closeness k-map และ SafePub  

- อัลกอริทึ่ม Voting จะให้ความแม่นย าของการจ าแนกประเภทมากท่ีสุดเมื่อปกปิดข้อมูล
ด้วยโมเดลความปลอดภัย k-anonymity และ population uniqueness  

- อัลกอริทึ่ม Rotation Forest จะให้ความแม่นย าของการจ าแนกประเภทมากที่สุดเมื่อ
ปกปิดข้อมูลด้วยโมเดลความปลอดภัย l-diversity 

- จากค่าเฉลี่ยจะสามารถสรุปได้ว่า อัลกอริทึ่ม Random Forest จะให้ความแม่นย าของ
การจ าแนกประเภทมากท่ีสุดในการจ าแนกประเภทด้วยข้อมูลที่ถูกปกปิด 
 

Dataset 
Algorithm type 

Single Classifiers Emsemble Classifiers 

ADULT 76.99% 81.26% 

FARS 61.59% 62.45% 
ATUS 75.73% 83.07% 

Mean 71.44% 75.59% 

S.D. 8.55% 11.42% 
p-value 0.0782  

ตารางที่ 11 ตารางการเปรียบเทียบประสิทธิภาพอัลกอริทึ่มในแต่ละชนิด 

งานวิจัยชิ้นนี้เลือกใช้อัลกอริทึ่มกลุ่มตัวจ าแนกประเภทในการทดลองด้วยเหตุผลที่ว่าอัลกอริ
ทึ่มกลุ่มตัวจ าแนกประเภทสามารถช่วยท าให้โมเดลที่สร้างมีความเหมาะสมกับลักษณะชุดข้อมูลต่างๆ 
(Generalizability) และมีความทนทาน (Robustness) เพราะการใช้กลุ่มของการจ าแนกประเภทจะ
ท าให้ค่าความแปรปรวนและความเอนเอียงของตัวจ าแนกประเภทลดลง ตารางที่ 11 คือการ
เปรียบเทียบความแม่นย าในการจ าแนกประเภทระหว่างการใช้กลุ่มตัวจ าแนกประเภทและตัวจ าแนก
ประเภทแบบเดี่ยว โดยกลุ่มของตัวจ าแนกประเภทจะใช้อัลกอริทึ่ม Random Forest, Bagging, 
AdaBoost, Voting และ Rotation Forest ส่วนตัวจ าแนกประเภทแบบเดียวจะใช้อัลกอริทึ่ม Naïve 
Bayes, Decision Tree และ Linear Regression ซึ่งผลลพัธ์ที่ได้คือความแม่นย าในการจ าแนก
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ประเภทโดยใช้อัลกอริทึ่มตัวจ าแนกประเภทแบบเดี่ยวมีค่าเฉลี่ยอยู่ที่ 71.44% และความแม่นย าใน
การจ าแนกประเภทโดยใช้อัลกอริทึ่มกลุ่มตัวจ าแนกประเภทมีค่าเฉลี่ยอยู่ที่ 75.59% เมื่อพิจารณาค่า
พี (p-value) จากการทดสอบที (t-test) ที่เท่ากับ 0.0782 จึงสามารถสรุปได้ว่าอัลกอริทึ่มกลุ่มตัว
จ าแนกประเภทมีความแม่นย าต่างจากอัลกอริทึ่มตัวจ าแนกประเภทแบบเดี่ยวอย่างมีนัยยะส าคัญ 
(significant level) ที่ 0.01  

การใช้โมเดลความปลอดภัยและการตั้งค่าการปกปิดข้อมูลที่ต่างกันในการปกปิดข้อมูลจะ
ส่งผลให้ลักษณะของชุดข้อมูลที่ได้มีความแตกต่างกัน จากผลการทดลองจะเห็นได้ว่าโมเดลความ
ปลอดภัย t-closeness จะให้อัตราความเสี่ยงจากการถูกระบุตัวตนน้อยที่สุด ท าให้ข้อมูลมีความ
ปลอดภัยจากการถูกโจมตีด้วยการระบุตัวตนมากท่ีสุด แต่ชุดข้อมูลย่อยที่ได้ก็จะจ าเป็นจะต้องถูกลบ
ออกจากชุดข้อมูลมากที่สุดเช่นเดียวกัน จึงท าให้ความแม่นย าของการจ าแนกประเภทก็น้อยที่สุด 
ดังนั้นการเลือกใช้งานโมเดลความปลอดภัยในการปกปิดข้อมูลควรที่จะเลือกใช้งานตามความต้องการ
ของเจ้าของข้อมูล เช่นถ้าเจ้าของข้อมูลต้องการที่จะรักษาความปลอดภัยของข้อมูลให้ได้มากที่สุด เรา
ก็ควรที่จะใช้โมเดลความปลอดภัย t-closeness หรือกรณีที่เจ้าของข้อมูลต้องการที่จะให้ข้อมูลมี
ประสิทธิภาพมากท่ีสุด เราก็ควรจะใช้โมเดลความปลอดภัย k-anonymity หรือ population 
uniqueness เป็นต้น 

งานวิจัยชิ้นนี้ได้ท าการทดสอบที (t-test) ระหว่างความแม่นย าของการจ าแนกประเภทด้วย
ข้อมูลดั้งเดิมและความแม่นย าของการจ าแนกประเภทด้วยข้อมูลที่ถูกปกปิด ผลลัพธ์ค่าพีที่ได้จากการ
ทดสอบทีเท่ากับ 0.1854 จึงสามารถสรุปได้ว่าประสิทธิภาพการจ าแนกประเภทด้วยข้อมูลที่ถูกปกปิด
ลดลงจากการจ าแนกประเภทด้วยข้อมูลดั้งเดิมอย่างไม่มีนัยยะส าคัญ  

งานวิจัยชิ้นนี้จึงแนะน าให้เจ้าของข้อมูลท าการปกปิดข้อมูลก่อนที่จะเผยแพร่ให้บุคคลอ่ืนใช้
งาน เพราะการท าเพียงแค่น าคุณสมบัติที่สามารถจะระบุตัวตนบุคคล (Explicit identifiers) ออกจาก
ชุดข้อมูลไม่สามารถท าให้ลดความเสี่ยงจากการถูกระบุตัวตนได้เพียงพอ และเมื่อข้อมูลบุคคลสามารถ
ถูกระบุตัวตนได้อาจจะท าให้เกิดความเสียหายที่ประเมินค่าไม่ได้ ดังนั้นเราควรที่จะให้ความส าคัญกับ
การปกปิดข้อมูล
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ภาคผนวก ก 

code ที่ใช้ในการสอนตัวจ าแนกประเภท 
 

CORE.PY 
import pandas as pd 
import numpy as np 
import timeit 
import copy 
import csv 
import json 
 
from sklearn.ensemble import RandomForestClassifier, BaggingClassifier, VotingClassifier, AdaBoostClassifier 
from sklearn.tree import DecisionTreeClassifier 
from sklearn.model_selection import KFold 
from sklearn import preprocessing 
from sklearn.preprocessing import LabelEncoder 
from sklearn.metrics import accuracy_score, precision_recall_fscore_support 
from rotation_forest.rotation_forest import RotationForestClassifier 
from prettytable import PrettyTable 
 
i = 0 
 
class MultiColumnLabelEncoder: 
    def __init__(self, columns=None): 
        self.columns = columns 
 
    def fit(self, X, y=None): 
        return self 
 
    def transform(self, X): 
        output = X.copy() 
        if self.columns is not None: 
            for col in self.columns: 
                output[col] = LabelEncoder().fit_transform(output[col].astype(str)) 
        else: 
            for col_name, col in output.iteritems(): 
                output[col_name] = LabelEncoder().fit_transform(col) 
        return output 
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    def fit_transform(self, X, y=None): 
        return self.fit(X, y).transform(X) 
 
def format_float(number): 
    return "{0:.4f}".format(number) 
 
def get_data_version_from_file_name(file_name): 
    return file_name[file_name.rfind('-')+1:file_name.find('.')] 
 
def get_privacy_criterion_from_file_name(file_name): 
    return file_name[file_name.rfind('-')+1:file_name.find('.')-1] 
 
def get_data_set_name_from_file_name(file_name): 
    return file_name[file_name.find('/')+1:file_name.rfind('/')] 
 
def convert_to_np_array(df): 
    return df.reset_index().values 
 
def convert_to_data_frame(np_array, column_set): 
    return pd.DataFrame(data=np_array[0:, 1:], index=np_array[0:, 0], columns=column_set) 
 
def my_classify(file_name, columns, data_info): 
    print(file_name) 
 
    column_set = copy.deepcopy(columns) 
    attributes = column_set['attributes'] 
    dropped_attributes = column_set['dropped_attributes'] 
    class_label_attribute = column_set['class_label_attribute'] 
 
    df = pd.read_csv(file_name, sep=';') 
 
    for dropped_attribute in dropped_attributes: 
        attributes.remove(dropped_attribute) 
        df.drop(dropped_attribute, axis=1, inplace=True) 
 
    enc_df = MultiColumnLabelEncoder(columns=attributes).fit_transform(df) 
    data = convert_to_np_array(enc_df) 
 
    k_of_fold = 5 
    kf = KFold(n_splits=k_of_fold, random_state=None, shuffle=True) 
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    kf.get_n_splits(data) 
 
    sum_random_forest_acc, sum_bagging_acc, sum_adaboost_acc, sum_voting_acc, sum_rotation_forest_acc = 0 
    sum_random_forest_pre, sum_bagging_pre, sum_adaboost_pre, sum_voting_pre, sum_rotation_forest_pre = 0 
    sum_random_forest_rec, sum_bagging_rec, sum_adaboost_rec, sum_voting_rec, sum_rotation_forest_rec = 0 
    sum_random_forest_f1, sum_bagging_f1, sum_adaboost_f1, sum_voting_f1, sum_rotation_forest_f1 = 0 
    sum_random_forest_time, sum_bagging_time, sum_adaboost_time, sum_voting_time, 
sum_rotation_forest_time = 0 
 
    for train, test in kf.split(data): 
        train_data = convert_to_data_frame(np.array(data)[train], attributes) 
        test_data = convert_to_data_frame(np.array(data)[test], attributes) 
 
        x_train = train_data.drop([class_label_attribute], axis=1) 
        y_train = train_data[class_label_attribute] 
        x_test = test_data.drop([class_label_attribute], axis=1) 
        y_test = test_data[class_label_attribute] 
 
        print('random forest start') 
        # random forest 
        start_time = timeit.default_timer() 
 
        rfc = RandomForestClassifier(n_estimators=50, max_depth=None, min_samples_split=2, random_state=0, 
bootstrap=False) 
        prediction_rf = rfc.fit(x_train, y_train).predict(x_test) 
 
        acc_rf = accuracy_score(y_test, prediction_rf) 
        precision_rf, recall_rf, f_score_rf, support_rf = precision_recall_fscore_support(y_test, prediction_rf, 
average='weighted') 
        time_rf = format_float(timeit.default_timer() - start_time) 
 
        print('bagging start') 
        # bagging 
        start_time = timeit.default_timer() 
 
        bagging = BaggingClassifier(DecisionTreeClassifier(), n_estimators=50, max_samples=0.5, max_features=0.5) 
        prediction_bg = bagging.fit(x_train, y_train).predict(x_test) 
 
        acc_bag = accuracy_score(y_test, prediction_bg) 
        precision_bag, recall_bag, f_score_bag, support_bag = precision_recall_fscore_support(y_test, prediction_bg, 
average='weighted') 
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        time_bag = format_float(timeit.default_timer() - start_time) 
 
        print('adaboost start') 
        # adaboost 
        start_time = timeit.default_timer() 
 
        adaboost = AdaBoostClassifier(n_estimators=50) 
        prediction_ada = adaboost.fit(x_train, y_train).predict(x_test) 
 
        acc_ada = accuracy_score(y_test, prediction_ada) 
        precision_ada, recall_ada, f_score_ada, support_ada = precision_recall_fscore_support(y_test, 
prediction_ada, average='weighted') 
        time_ada = format_float(timeit.default_timer() - start_time) 
 
        print('voting start') 
        # voting 
        start_time = timeit.default_timer() 
 
        voting = VotingClassifier(estimators=[('clf1', rfc), ('clf2', bagging), ('clf3', adaboost)], voting='hard') 
        prediction_vt = voting.fit(x_train, y_train).predict(x_test) 
 
        acc_vt = accuracy_score(y_test, prediction_vt) 
        precision_vt, recall_vt, f_score_vt, support_vt = precision_recall_fscore_support(y_test, prediction_vt, 
average='weighted') 
        time_vt = format_float(timeit.default_timer() - start_time) 
 
        print('rotation forest start') 
        # rotation forest 
        start_time = timeit.default_timer() 
 
        rotation = RotationForestClassifier(random_state=1234) 
        prediction_rot = rotation.fit(x_train, y_train).predict(x_test) 
 
        acc_rof = accuracy_score(y_test, prediction_rot) 
        precision_rof, recall_rof, f_score_rof, support_rof = precision_recall_fscore_support(y_test, prediction_rot, 
average='weighted') 
        time_rof = format_float(timeit.default_timer() - start_time) 
 
        sum_random_forest_acc = sum_random_forest_acc + float(acc_rf) 
        sum_bagging_acc = sum_bagging_acc + float(acc_bag) 
        sum_adaboost_acc = sum_adaboost_acc + float(acc_ada) 
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        sum_voting_acc = sum_voting_acc + float(acc_vt) 
        sum_rotation_forest_acc = sum_rotation_forest_acc + float(acc_rof) 
 
        sum_random_forest_pre = sum_random_forest_pre + float(precision_rf) 
        sum_bagging_pre = sum_bagging_pre + float(precision_bag) 
        sum_adaboost_pre = sum_adaboost_pre + float(precision_ada) 
        sum_voting_pre = sum_voting_pre + float(precision_vt) 
        sum_rotation_forest_pre = sum_rotation_forest_pre + float(precision_rof) 
 
        sum_random_forest_rec = sum_random_forest_rec + float(recall_rf) 
        sum_bagging_rec = sum_bagging_rec + float(recall_bag) 
        sum_adaboost_rec = sum_adaboost_rec + float(recall_ada) 
        sum_voting_rec = sum_voting_rec + float(recall_vt) 
        sum_rotation_forest_rec = sum_rotation_forest_rec + float(recall_rof) 
 
        sum_random_forest_f1 = sum_random_forest_f1 + float(f_score_rf) 
        sum_bagging_f1 = sum_bagging_f1 + float(f_score_bag) 
        sum_adaboost_f1 = sum_adaboost_f1 + float(f_score_ada) 
        sum_voting_f1 = sum_voting_f1 + float(f_score_vt) 
        sum_rotation_forest_f1 = sum_rotation_forest_f1 + float(f_score_rof) 
 
        sum_random_forest_time = sum_random_forest_time + float(time_rf) 
        sum_bagging_time = sum_bagging_time + float(time_bag) 
        sum_adaboost_time = sum_adaboost_time + float(time_ada) 
        sum_voting_time = sum_voting_time + float(time_vt) 
        sum_rotation_forest_time = sum_rotation_forest_time + float(time_rof) 
 
    accuracy_of_random_forest = format_float(sum_random_forest_acc / k_of_fold) 
    accuracy_of_bagging = format_float(sum_bagging_acc / k_of_fold) 
    accuracy_of_adaboost = format_float(sum_adaboost_acc / k_of_fold) 
    accuracy_of_voting = format_float(sum_voting_acc / k_of_fold) 
    accuracy_of_rotation_forest = format_float(sum_rotation_forest_acc / k_of_fold) 
 
    precision_of_random_forest = format_float(sum_random_forest_pre / k_of_fold) 
    precision_of_bagging = format_float(sum_bagging_pre / k_of_fold) 
    precision_of_adaboost = format_float(sum_adaboost_pre / k_of_fold) 
    precision_of_voting = format_float(sum_voting_pre / k_of_fold) 
    precision_of_rotation_forest = format_float(sum_rotation_forest_pre / k_of_fold) 
 
    recall_of_random_forest = format_float(sum_random_forest_rec / k_of_fold) 
    recall_of_bagging = format_float(sum_bagging_rec / k_of_fold) 
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    recall_of_adaboost = format_float(sum_adaboost_rec / k_of_fold) 
    recall_of_voting = format_float(sum_voting_rec / k_of_fold) 
    recall_of_rotation_forest = format_float(sum_rotation_forest_rec / k_of_fold) 
 
    f_score_of_random_forest = format_float(sum_random_forest_f1 / k_of_fold) 
    f_score_of_bagging = format_float(sum_bagging_f1 / k_of_fold) 
    f_score_of_adaboost = format_float(sum_adaboost_f1 / k_of_fold) 
    f_score_of_voting = format_float(sum_voting_f1 / k_of_fold) 
    f_score_of_rotation_forest = format_float(sum_rotation_forest_f1 / k_of_fold) 
 
    time_of_random_forest = format_float(sum_random_forest_time) 
    time_of_bagging = format_float(sum_bagging_time) 
    time_of_adaboost = format_float(sum_adaboost_time) 
    time_of_voting = format_float(sum_voting_time) 
    time_of_rotation_forest = format_float(sum_rotation_forest_time) 
 
    j_rf = {'accuracy_score': accuracy_of_random_forest, 'precision': precision_of_random_forest, 'recall': 
recall_of_random_forest, 'f1_score': f_score_of_random_forest, 'execute_time': time_of_random_forest} 
    j_bg = {'accuracy_score': accuracy_of_bagging, 'precision': precision_of_bagging, 'recall': recall_of_bagging, 
'f1_score': f_score_of_bagging, 'execute_time': time_of_bagging} 
    j_ada = {'accuracy_score': accuracy_of_adaboost, 'precision': precision_of_adaboost, 'recall': recall_of_adaboost, 
'f1_score': f_score_of_adaboost, 'execute_time': time_of_adaboost} 
    j_vt = {'accuracy_score': accuracy_of_voting, 'precision': precision_of_voting, 'recall': recall_of_voting, 'f1_score': 
f_score_of_voting, 'execute_time': time_of_voting} 
    j_rof = {'accuracy_score': accuracy_of_rotation_forest, 'precision': precision_of_rotation_forest, 'recall': 
recall_of_rotation_forest, 'f1_score': f_score_of_rotation_forest, 'execute_time': time_of_rotation_forest} 
 
    global i 
 
    j_classifiers_output = dict() 
    j_classifiers_output['rf'] = j_rf 
    j_classifiers_output['bg'] = j_bg 
    j_classifiers_output['ada'] = j_ada 
    j_classifiers_output['vt'] = j_vt 
    j_classifiers_output['rof'] = j_rof 
 
    j_result = dict() 
    j_result['index'] = i 
    j_result['file_name'] = file_name 
    j_result['classifiers_output'] = j_classifiers_output 
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    data_info['privacy_level']['record_risk'] = format_float(data_info['privacy_level']['record_risk']) 
    data_info['privacy_level']['highest_risk'] = format_float(data_info['privacy_level']['highest_risk']) 
    data_info['privacy_level']['success_rate'] = format_float(data_info['privacy_level']['success_rate']) 
    data_info['suppressed_percent'] = format_float(data_info['suppressed_percent']) 
    j_result['data_info'] = data_info 
 
    i = i + 1 
 
    return j_result 
 
def summarize_result(result): 
    s_results = list() 
 
    for item in result: 
        s_result = dict() 
 
        classifiers_output = item['classifiers_output'] 
 
        max_accuracy = 0 
        max_execute_time = 0 
        max_model_name = '' 
 
        for key in classifiers_output.keys(): 
            classifier_output = classifiers_output[key] 
 
            if float(classifier_output['accuracy_score']) > float(max_accuracy): 
                max_accuracy = classifier_output['accuracy_score'] 
                max_execute_time = classifier_output['execute_time'] 
                max_model_name = key 
 
        s_result['file_name'] = item['file_name'] 
        s_result['model'] = max_model_name 
        s_result['accuracy'] = max_accuracy 
        s_result['execute_time'] = max_execute_time 
        s_result['success_rate'] = item['data_info']['privacy_level']['success_rate'] 
        s_result['suppressed_percent'] = item['data_info']['suppressed_percent'] 
 
        s_results.append(s_result) 
 
    return s_results 
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def write_json_to_file(file_name, json_string): 
    with open(file_name, 'w') as outfile: 
        json.dump(json_string, outfile) 
 

TEST.PY 
from core import my_classify, summarize_result, write_json_to_file 

 
# for ADULT data-set 
 
from data_info.data_info_adult import * 
 
attributes = ['sex', 'age', 'race', 'marital-status', 'education', 'native-country', 'workclass', 'occupation', 'salary-class'] 
dropped_attributes = [] 
class_label_attribute = 'salary-class' 
columns = {'attributes': attributes, 'dropped_attributes': dropped_attributes, 'class_label_attribute': 
class_label_attribute} 
ADULT_result = list() 
 
ADULT_result.append(my_classify('data/adult/adult-original.csv', columns, data_info_original)) 
ADULT_result.append(my_classify('data/adult/adult-k1.csv', columns, data_info_k1)) 
ADULT_result.append(my_classify('data/adult/adult-k2.csv', columns, data_info_k2)) 
ADULT_result.append(my_classify('data/adult/adult-k3.csv', columns, data_info_k3)) 
ADULT_result.append(my_classify('data/adult/adult-l1.csv', columns, data_info_l1)) 
ADULT_result.append(my_classify('data/adult/adult-l2.csv', columns, data_info_l2)) 
ADULT_result.append(my_classify('data/adult/adult-l3.csv', columns, data_info_l3)) 
ADULT_result.append(my_classify('data/adult/adult-t1.csv', columns, data_info_t1)) 
ADULT_result.append(my_classify('data/adult/adult-t2.csv', columns, data_info_t2)) 
ADULT_result.append(my_classify('data/adult/adult-t3.csv', columns, data_info_t3)) 
ADULT_result.append(my_classify('data/adult/adult-dp1.csv', columns, data_info_dp1)) 
ADULT_result.append(my_classify('data/adult/adult-dp2.csv', columns, data_info_dp2)) 
ADULT_result.append(my_classify('data/adult/adult-dp3.csv', columns, data_info_dp3)) 
ADULT_result.append(my_classify('data/adult/adult-pu1.csv', columns, data_info_pu1)) 
ADULT_result.append(my_classify('data/adult/adult-pu2.csv', columns, data_info_pu2)) 
ADULT_result.append(my_classify('data/adult/adult-pu3.csv', columns, data_info_pu3)) 
ADULT_result.append(my_classify('data/adult/adult-km1.csv', columns, data_info_km1)) 
ADULT_result.append(my_classify('data/adult/adult-km2.csv', columns, data_info_km2)) 
ADULT_result.append(my_classify('data/adult/adult-km3.csv', columns, data_info_km3)) 
 
write_json_to_file('result/adult/result.json', ADULT_result) 
ADULT_summary = summarize_result(ADULT_result) 
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print('done') 
 
# for ATUS data 
 
from data_info.data_info_atus_full import * 
 
attributes = ['region', 'age', 'sex', 'race', 'marital_status', 'citizenship_status', 'birthplace', 
'highest_level_of_school_completed', 'labor_force_status'] 
dropped_attributes = [] 
class_label_attribute = 'labor_force_status' 
columns = {'attributes': attributes, 'dropped_attributes': dropped_attributes, 'class_label_attribute': 
class_label_attribute} 
ATUS_result = list() 
 
ATUS_result.append(my_classify('data/atus-full/atus-original.csv', columns, data_info_original)) 
ATUS_result.append(my_classify('data/atus-full/atus-k1.csv', columns, data_info_k1)) 
ATUS_result.append(my_classify('data/atus-full/atus-k2.csv', columns, data_info_k2)) 
ATUS_result.append(my_classify('data/atus-full/atus-k3.csv', columns, data_info_k3)) 
ATUS_result.append(my_classify('data/atus-full/atus-l1.csv', columns, data_info_l1)) 
ATUS_result.append(my_classify('data/atus-full/atus-l2.csv', columns, data_info_l2)) 
ATUS_result.append(my_classify('data/atus-full/atus-l3.csv', columns, data_info_l3)) 
ATUS_result.append(my_classify('data/atus-full/atus-t1.csv', columns, data_info_t1)) 
ATUS_result.append(my_classify('data/atus-full/atus-t2.csv', columns, data_info_t2)) 
ATUS_result.append(my_classify('data/atus-full/atus-t3.csv', columns, data_info_t3)) 
ATUS_result.append(my_classify('data/atus-full/atus-dp1.csv', columns, data_info_dp1)) 
ATUS_result.append(my_classify('data/atus-full/atus-dp2.csv', columns, data_info_dp2)) 
ATUS_result.append(my_classify('data/atus-full/atus-dp3.csv', columns, data_info_dp3)) 
ATUS_result.append(my_classify('data/atus-full/atus-pu1.csv', columns, data_info_pu1)) 
ATUS_result.append(my_classify('data/atus-full/atus-pu2.csv', columns, data_info_pu2)) 
ATUS_result.append(my_classify('data/atus-full/atus-pu3.csv', columns, data_info_pu3)) 
ATUS_result.append(my_classify('data/atus-full/atus-km1.csv', columns, data_info_km1)) 
ATUS_result.append(my_classify('data/atus-full/atus-km2.csv', columns, data_info_km2)) 
ATUS_result.append(my_classify('data/atus-full/atus-km3.csv', columns, data_info_km3)) 
 
write_json_to_file('result/atus-full/result.json', ATUS_result) 
ATUS_summary = summarize_result(ATUS_result) 

 
print('done') 
 
# for FARS data 
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from data_info.data_info_fars import * 
 
attributes = ['iage', 'irace', 'ideathmon', 'ideathday', 'isex', 'ihispanic', 'istatenum', 'iinjury'] 
dropped_attributes = [] 
class_label_attribute = 'iinjury' 
columns = {'attributes': attributes, 'dropped_attributes': dropped_attributes, 'class_label_attribute': 
class_label_attribute} 
 
FARS_result = list() 
 
FARS_result.append(my_classify('data/fars/fars-original.csv', columns, data_info_original)) 
FARS_result.append(my_classify('data/fars/fars-k1.csv', columns, data_info_k1)) 
FARS_result.append(my_classify('data/fars/fars-k2.csv', columns, data_info_k2)) 
FARS_result.append(my_classify('data/fars/fars-k3.csv', columns, data_info_k3)) 
FARS_result.append(my_classify('data/fars/fars-l1.csv', columns, data_info_l1)) 
FARS_result.append(my_classify('data/fars/fars-l2.csv', columns, data_info_l2)) 
FARS_result.append(my_classify('data/fars/fars-l3.csv', columns, data_info_l3)) 
FARS_result.append(my_classify('data/fars/fars-t1.csv', columns, data_info_t1)) 
FARS_result.append(my_classify('data/fars/fars-t2.csv', columns, data_info_t2)) 
FARS_result.append(my_classify('data/fars/fars-t3.csv', columns, data_info_t3)) 
FARS_result.append(my_classify('data/fars/fars-dp1.csv', columns, data_info_dp1)) 
FARS_result.append(my_classify('data/fars/fars-dp2.csv', columns, data_info_dp2)) 
FARS_result.append(my_classify('data/fars/fars-dp3.csv', columns, data_info_dp3)) 
FARS_result.append(my_classify('data/fars/fars-pu1.csv', columns, data_info_pu1)) 
FARS_result.append(my_classify('data/fars/fars-pu2.csv', columns, data_info_pu2)) 
FARS_result.append(my_classify('data/fars/fars-pu3.csv', columns, data_info_pu3)) 
FARS_result.append(my_classify('data/fars/fars-km1.csv', columns, data_info_km1)) 
FARS_result.append(my_classify('data/fars/fars-km2.csv', columns, data_info_km2)) 
FARS_result.append(my_classify('data/fars/fars-km3.csv', columns, data_info_km3)) 
 
write_json_to_file('result/fars/result.json', FARS_result) 
FARS_summary = summarize_result(FARS_result) 
 
print('done')
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ประวัติผู้เขียนวิทยา นิพนธ์ 
 

ประวัติผู้เขียนวิทยานิพนธ์ 

 

นาย พีรพงศ์  วาณิชยวิศาลสกุล เกิดเมื่อวันที่  6 กุมภาพันธ์  2535 ที่จั งหวัด
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