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ปริมาณน้ำฝนนับเป็นปัจจัยสำคัญอย่างหน่ึงที่มีผลต่อการดำเนินชีวิตของมนุษย์ การพยากรณ์ปริมาณ

น้ำฝนที่มีความแม่นยำช่วยให้มนุษย์เตรียมพร้อมสำหรับกิจกรรมต่างๆ ที่จะเกิดข้ึนในอนาคตได้ดี อย่างไรก็ตามใน
บางสถานการณ์ความพร้อมใช้งานของข้อมูลสภาพอากาศมีจำกัด ทำให้การพยากรณ์ปริมาณน้ำฝนอย่างแม่นยำ
น้ันเป็นเรื่องที่ยาก ปัจจุบันหลายๆ งานวิจัยที่เก่ียวข้องได้เลือกโครงข่ายประสาทเทียมเชิงลึกเป็นอัลกอริทึมในการ
ฝึกแบบจำลองเพ่ือใช้ในการพยากรณ์ แนวคิดหลักคือการสร้างตัวแปรคุณลักษณะ (Feature) ที่เกี่ยวข้องในระดับ
สถาปัตยกรรม จากหลักการน้ีสถาปัตยกรรมโครงข่ายประสาทเทียมเชิงลึกที่เหมาะสมสามารถผสมผสานและจบัคู่
คุณลักษณะที่เกี่ยวข้องในการพยากรณ์ได้อย่างเหมาะสม  ผลที่ตามมางานวิจัยที่มีอยู่ส่วนใหญ่จึงมุ่งเน้นไปที่
เทคนิคบางอย่างเพ่ือปรับปรุงประสิทธิภาพของแบบจำลองโดยไม่ได้ให้ความสำคัญกับการเพ่ิมคุณลักษณะให้กับ
ตัวแบบมากนัก  อย่างไรก็ตามเมื่อข้อมูลการฝึกฝนมีจำนวนจำกัดโครงข่ายประสาทเทียมเชิงลึกอาจจะทำงานได้
ไม่เต็มประสิทธิภาพมากนัก ทำให้การผสมผสานและจับคู่คุณลักษณะที่เกี่ยวข้องในการพยากรณ์ทำได้ไม่ดีตามไป
ด้วย สิ่งน้ีทำให้เกิดคำถามงานวิจัยว่าแบบจำลองการพยากรณ์ปริมาณน้ำฝนที่ได้ถูกนำเสนอมีประสิทธิภาพที่ดี
เพียงพอหรือไม่ เมื่อไม่ได้มีการเพ่ิมคุณสมบัติที่เก่ียวข้องให้กับแบบจำลอง งานวิจัยน้ีจึงมีวัตถุประสงค์เพ่ือพัฒนา
และเปรียบเทียบประสิทธิภาพของแบบจำลองต่างๆ ในการพยากรณ์ปริมาณน้ำฝนสะสมในระยะสั้นที่มีและไม่มี
การเพ่ิมตัวแปรคุณสมบัติที่เก่ียวข้อง โดยได้แบ่งการทดลองออกเป็น 2 ส่วนเพ่ือวัดประสิทธิภาพ คือ 1) การ
เปรียบเทียบประสิทธิภาพของตัวแบบที่มีการเพ่ิมตัวแปรคุณลักษณะที่เกี่ยวข้องว่ามีความถูกต้องแม่นยำดีข้ึน
หรือไม่เมื่อเทียบกับแบบจำลองที่ไม่ได้มีการเพ่ิมตัวแปรคุณลักษณะในสภาพแวดล้อมที่เทียบเท่ากัน และ 2) การ
เปรียบเทียบประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนสะสมของแบบจำลองที่สนใจศึกษา  ได้แก่ ARIMA 
ARIMAX RNN LSTM และ GRU ข้อมูลที่นำมาใช้ในงานวิจัยน้ีเป็นข้อมูลสภาพอากาศและปริมาณน้ำฝนสะสมที่
รวบรวบมาจากพ้ืนที่สนามบินสุวรรณภูมิ จากผลการศึกษาท้ัง 2 ส่วนพบว่าการเพ่ิมตัวแปรคุณลักษณะสามารถ
เพ่ิมประสิทธิภาพการพยากรณ์ให้กับตัวแบบได้ในกรณีที่ข้อมูลที่นำมาฝึกฝนตัวแบบมีจำนวนจำกัด  โดย 
แบบจำลอง GRU ให้ประสิทธิภาพในการพยากรณ์มากท่ีสุด  

 

สาขาวิชา สถิติ ลายมือชื่อนิสิต ................................................ 
ปีการศึกษา 2564 ลายมือชื่อ อ.ที่ปรึกษาหลัก .............................. 
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 Ragkana Phooseekhiwe : Short Term Precipitation Forecasting using Recurrent Neural 
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Rainfall is one of the key important factors affecting human life. Accurate precipitation 

forecasting allows humans to better prepare for various activities that will happen in the 
future.  However, in some situations, the availability of weather data is limited, making it difficult to 
make accurate forecasting. Currently, much research has chosen deep neural networks as an 
algorithm to train forecasting models. The main idea is to come up with relevant features at the 
architecture level. Based on this paradigm, it has been shown that the appropriate deep neural 
network architecture can flexibly mix and match features that are relevant in predictions. 
Consequently, most of the existing research then focuses on some of the techniques to improve the 
performance of the models without paying much attention on the issues of adding relevant features. 
However, when the training data is limited, deep neural networks might not scale very well, thus 
making it difficult to mix and match features for predictions. This imposes a research question of how 
effective the proposed forecasting models might be when not adding relevant features to the models. 
The aims of this research are to develop and compare the efficiency of various models for short-term 
precipitation forecasting with and without adding relevant features. The experiment consists of 2 parts: 
(1) The experiment by exploring whether the models with relevant featured provided can achieve 
higher accuracy compared to original models in equivalent environments, and (2) The experiment by 
comparing accuracy between 5 models (ARIMA, ARIMAX, RNN, LSTM and GRU). The weather dataset, 
which is very limited in quantity, used in this research was collected from Suvarnabhumi Airport. The 
results show that adding relevant features can enhance the forecasting performance of the model 
when the weather data is limited. In addition, the GRU model with relevant featured provided is the 
most effective prediction. 
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บทท่ี 1  
บทนำ 

 
 
1.1 ความเป็นมาและความสำคัญของปัญหา 
 สภาพอากาศถือเป็นอีกหนึ่งส่ิงท่ีมีความเกี่ยวพันกับมนุษย์มาต้ังแต่สมัยอดีต เพราะไม่ว่าจะ

เป็นการใช้ชีวิตประจำวัน การเดินทาง การประกอบอาชีพ (เช่น การทำการเกษตร ประมง เป็นต้น) 

หรือแม้แต่ใช้ในการตัดสินใจในการบริหารจัดการทรัพยากรระดับประเทศ ต่างก็มีความเกี่ยวข้องกับ

สภาพอากาศท้ังส้ิน และในบรรดาปรากฎการณ์ท่ีเกี่ยวข้องกับสภาพอากาศท้ังหมด ปรากฎการณ์ฝน

ตกก็ถือเป็นหนึ่งในปรากฎการณ์ท่ีสำคัญมากในระบบภูมิอากาศ เพราะเป็นปรากฎการณ์ท่ีส่งผล

โดยตรงกับระบบนิเวศ แต่การจะพยากรณ์ปริมาณน้ำฝนอย่างแม่นยำ และมีประสิทธิภาพยังคงเป็น

ปัญหาสำคัญท่ีรัฐบาลหรือแม้แต่ภาคธุรกิจยังคงให้ความสนใจ เพราะนอกจากปัจจัยท่ีจะทำให้เกิด

ปรากฏการณ์ฝนตกนั้นจะมีความซับซ้อนแล้ว ตัวปรากฎการณ์ฝนตกเองก็เหมือนเป็นปรากฎการณ์

แบบสุ่มท่ีไม่อาจคาดเดาได้เช่นกัน เนื่องจากลักษณะข้อมูลท่ีไม่ได้มีความสัมพันธ์แบบเชิงเส้น (non-

linear) และเป็นรูปแบบสุ่ม (stochastic) เพื่อท่ีจะสามารถคาดการณ์หรือพยากรณ์ปริมาณน้ำฝนท่ี

จะตกลงมาในช่วงต่างๆได้ จึงได้มีการนำเอาศาสตร์ต่างๆ เข้ามาช่วย 

 ในเริ่มแรก แบบจำลองท่ีมักถูกนำมาใช้ในการพยากรณ์ข้อมูลปริมาณน้ำฝนก็คือแบบจำลอง

อาริมา(ARIMA) ดังเช่นในงานวิจัยของ (Wang et al., 2013) ท่ีมีการนำตัวแบบ SARIMA มาใช้ใน

การวิเคราะห์และพยากรณ์ กับงานวิจัยของ (Narayanan et al., 2013) ก็ได้ใช้ตัวแบบจำลอง 

ARIMA ในการพยากรณ์ปริมาณน้ำฝนในแต่ละสถานี พบว่าตัวแบบ ARIMA นั้นไม่ได้ตอบโจทย์

สำหรับทุกสถานี เนื่องจากตัวแบบจำลอง ARIMA นั้นเป็นตัวแบบจำลองท่ีพิจารณาโดยใช้ตัวแปรเพียง

ตัวแปรเดียว แต่ในความเป็นจริง ปัจจัยหรือตัวแปรท่ีส่งผลกับปริมาณน้ำฝนท่ีเกิดขึ้นในแต่ละช่วงเวลา

นั้นไม่ได้มีเพียงปัจจัยเดียว เพื่อให้สามารถนำปัจจัยร่วมอื่นๆ มาพิจารณาร่วมกับปริมาณน้ำฝนสะสม

ได้ ในงานวิจัยของ (Jalalkamali et al., 2015) จึงได้เลือกใช้แบบจำลอง ARIMAX ในการพยากรณ์

ปริมาณน้ำฝนเพื่อคาดการณ์ปัญหาภัยแล้ง 

 จากปัญหาท่ีได้กล่าวไปข้างต้น ทำให้ในปัจจุบัน งานวิจัยส่วนใหญ่ท่ีเกี่ยวข้องกับการพยากรณ์

อากาศ หรือการพยากรณ์ปริมาณน้ำฝน ได้เลือกใช้โครงข่ายประสาทเทียมเข้ามาช่วยในการพยากรณ์ 
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อย่างเช่นในงานวิจัยของ (Hung et al., 2009) ท่ีได้มีการนำโครงข่ายประสาทเทียม (ANN) เข้ามา

ช่วยในการวิเคราะห์นั้น ทำให้สามารถเพิ่มตัวแปรหรือคุณลักษณะด้านสภาพอากาศอื่นๆ เข้าไปเพื่อ

เพิ่มประสิทธิภาพในการพยากรณ์ ท้ังนี้ การสร้างตัวแบบโดยอาศัยโครงข่ายประสาทเทียมนั้นก็มี

เทคนิคหรือวิธีการแตกแขนงแยกย่อยลงไปอีกมากมาย แต่ในการจัดการกับข้อมูลภูมิอากาศนั้น การ

ใช้แบบจำลองการเรียนรู้เชิงลึก (Deep Learning) เช่น โครงข่ายระบบประสาทแบบย้อนกลับ 

(RNNs) ดูจะเป็นตัวเลือกท่ีเหมาะสมท่ีสุดเนื่องจากโครงข่ายดังกล่าวนั้นถูกพัฒนามาเพื่อจัดการกับ

ข้อมูลท่ีมีลักษณะเป็นลำดับ หรืออนุกรมเวลา 

 อย่างไรก็ตาม ในแบบจำลองโครงข่ายระบบประสาทแบบย้อนกลับ ท่ีได้กล่าวไปก่อนหน้านี้

นั้น ได้มีการพัฒนาและต่อยอด ทำให้เกิดตัวแบบขึ้นมาท้ังหมด 3 ตัวแบบ อันได้แก่ โครงข่ายระบบ

ประสาทแบบย้อนกลับ (RNNs) แบบจำลองหน่วยความจำระยะส้ันแบบยาว (Long short-term 

memory) และโครงข่ายประตูวกกลับ (Gated Recurrent Unit) ซึ่งต่อมา งานวิจัยส่วนใหญ่ก็ได้

พยายาม พัฒนาต่อยอดตัวแบบโครงข่ายระบบประสาทย้อนกลับเพื่อเพิ่มประสิทธิภาพในการ

พยากรณ์ให้กับข้อมูล ดังเช่นในงานวิจัยของ (Poornima & Pushpalatha, 2019) ได้ทำการพัฒนา

แบบจำลอง Intensified LSTM และทำการเปรียบเทียบประสิทธิภาพของแบบจำลองดังกล่าวกับ

แบบจำลองอาริมาและโครงข่ายระบบประสาทแบบย้อนกลับ ซึ่งพบว่าแบบจำลองท่ีเสนอนั้นมีความ

แม่นยำในการพยากรณ์มากกว่าอีก 2 แบบจำลอง ในขณะท่ีบางงานวิจัยก็ต้องการทราบว่าตัวแบบ

โครงข่ายระบบประสาทแบบใดเป็นตัวแบบท่ีมีประสิทธิภาพมากท่ีสุด จึงมีงานวิจัยท่ีพยายาม

เปรียบเทียบประสิทธิภาพของตัวแบบท้ัง 3 กับชุดข้อมูลในรูปแบบท่ีหลากหลาย ดังเช่น งานวิจัยของ 

(Yang et al., 2020) ได้ทดลองทำการเปรียบเทียบประสิทธิภาพของแบบจำลองหน่วยความจำระยะ

ส้ันแบบยาวกับโครงข่ายประตูวกกลับ พบว่า นอกจากประสิทธิภาพของแบบจำลองท้ัง 2 จะดีหรือไม่

ขึ้นอยู่กับจำนวนข้อมูลแล้วยังขึ้นกับและประเภทของข้อมูลท่ีนำมาวิเคราะห์ด้วย เช่นเดียวกับใน

งานวิ จัยของ (Aurnhammer & Frank, 2019 ) และ  (Shewalkar, 2019 ) ไ ด้ทำการศึกษ า

เปรียบเทียบประสิทธิภาพของโครงข่ายระบบประสาทแบบย้อนกลับกับชุดข้อมูลท่ีมีความหลากหลาย 

ซึ่งพบว่า แบบจำลอง GRU และ LSTM นั้น มีความเหมาะสมในการคาดการณ์หรือพยากรณ์กับชุด

ข้อมูลหลายๆประเภท แต่ท้ังนี้ ขึ้นอยู่กับตัว Short-term memory ด้วยเช่นกัน อย่างไรก็ตาม 

งานวิจัยท่ีกล่าวมาข้างต้นมุ่งเน้นในเรื่องการปรับปรุงอัลกอริทึมของตัวแบบจำลอง (เนื่องจากตัว

แบบจำลองการเรียนรู้เชิงลึกนั้นมีความสามารถในการผสมผสาน และจับคู่คุณลักษณะท่ีเกี่ยวข้องกับ
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คุณลักษณะท่ีต้องการพยากรณ์ รวมไปถึงการสกัดคุณลักษณะท่ีไม่มีความสำคัญ หรือส่งผลต่อการ

พยากรณ์ออกไป) จึงไม่ได้ทำการทดลองเกี่ยวกับการปรับปรุง แก้ไขข้อมูล หรือเพิ่มคุณลักษณะใดๆ 

(Feature Engineering) เพื่อเพิ่มประสิทธิภาพในการพยากรณ์ 

 งานวิจัยนี้ จึงมุ่งเน้นการพัฒนาและวิเคราะห์เปรียบเทียบประสิทธิภาพในการพยากรณ์

ปริมาณน้ำฝนสะสมล่วงหน้าในระยะส้ันร่วมกับการใช้ข้อมูลหลายตัวแปร โดยตัวแบบท่ีเหมาะสมจะ

มาจากผลการศึกษาและเปรียบเทียบใน 2 ประเด็นหลักคือ 1) การเปรียบเทียบประสิทธิภาพในการ

พยากรณ์ของตัวแบบท่ีใช้ชุดข้อมูลท่ีแตกต่างกัน ระหว่างชุดข้อมูลท่ีผ่านการเพิ่มคุณลักษณะพิเศษกับ

ชุดข้อมูลด้ังเดิม 2) เปรียบเทียบประสิทธิภาพในการพยากรณ์ในช่วงเวลาถัดไปของโครงข่ายระบบ

ประสาทแบบย้อนกลับท่ีสนใจศึกษากับแบบจำลอง  ARIMA และแบบจำลอง ARIMAX ซึ่งเป็น

แบบจำลองท่ีเป็นท่ีนิยมทางสถิติในการพยากรณ์ข้อมูลประเภทอนุกรมเวลา และสำหรับโครงข่าย

ระบบประสาทแบบย้อนกลับท่ีสนใจนำมาศึกษาเปรียบเทียบ จะมีท้ังหมด 3 ตัว ได้แก่ โครงข่ายระบบ

ประสาทแบบย้อนกลับ (RNN) แบบจำลองหน่วยความจำระยะส้ันแบบยาว (Long short-term 

memory) และโครงข่ายประตูวกกลับ (Gated Recurrent Unit)  

 งานวิจัยนี้ได้ใช้ข้อมูลสภาพอากาศรายช่ัวโมงจากสถานีตรวจวัดสภาพอากาศสนามบิน

นานาชาติสุวรรณภูมิ จังหวัดสมุทรปราการ (ข้อมูลดังกล่าวได้รับการสนับสนุนจากกรมอุตุนิยมวิทยา) 

ชุดข้อมูลดังกล่าวมีการเก็บสะสมต้ังแต่ปี ค.ศ. 2016 ถึงปี ค.ศ. 2020 โดยเราจะนำชุดข้อมูลนี้มาสร้าง

โครงข่ายระบบประสาทแบบย้อนกลับ เพื่อพยากรณ์ปริมาณน้ำฝนในอีก 3 ช่ัวโมงข้างหน้า และเพื่อ

เพิ่มประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝน จึงจะทำการเพิ่มคุณลักษณะบางอย่างเข้าไปก่อนท่ีจะ

นำข้อมูลเข้าไปวิเคราะห์ในโครงข่ายระบบประสาทแบบย้อนกลับ  พร้อมท้ังเปรียบเทียบค่าความ

แม่นยำในการพยากรณ์ท่ีได้จากการพัฒนาตัวแบบต่างๆ 

 

1.2 วัตถุประสงค์ของการวิจัย 
1. เพื่อพัฒนาแบบจำลองท่ีเหมาะสมต่อการพยากรณ์ปริมาณน้ำฝน 

2. เพื่อการเปรียบเทียบประสิทธิภาพในการพยากรณ์ของตัวแบบท่ีใช้ชุดข้อมูลท่ีแตกต่างกัน 

ระหว่างชุดข้อมูลท่ีผ่านการเพิ่มคุณลักษณะพิเศษกับชุดข้อมูลด้ังเดิม เพื่อทดสอบว่า การเพิ่ม

คุณลักษณะทางสถิติให้กับชุดข้อมูลก่อนท่ีจะนำเข้าแบบจำลองนั้น จะช่วยเพิ่มประสิทธิภาพ

ให้กับผลการพยากรณ์ได้หรือไม่ 
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3. เพื่อเปรียบเทียบค่าความแม่นยำในการพยากรณ์ท่ีได้จากการพัฒนาตัวแบบจำลองอนุกรม

เวลา(แบบจำลอง ARIMA  และแบบจำลอง ARIMAX) แบบจำลองหน่วยความจำระยะส้ัน

แบบยาว (LSTM)  โครงข่ายระบบประสาทแบบย้อนกลับ (RNN) และโครงข่ายประตูวกกลับ 

(GRU) 

 
1.3 คำจำกดัความที่ใช้ในการวิจัย 

1. การพยากรณ์อากาศ (Weather forecast) คือ การคาดหมายสภาวะของลมฟ้าอากาศ 

รวมทั้งปรากฏการณ์ทางธรรมชาติท่ีอาจจะเกิดขึ้นในช่วงเวลาข้างหน้า 

2. การพยากรณ์ปริมาณน้ำฝน (Rainfall prediction) คือการคาดการณ์ปริมาณน้ำฝนท่ีจะตก

ลงมา โดยในการคาดการณ์ดังกล่าวนั้นสามารถบ่งบอกได้ถึงระดับความรุนแรงของฝนท่ีจะ

ตกด้วย 

3. คุณลักษณะ (Feature) คือ ตัวแปร หรือคุณสมบัติของส่ิงท่ีเราต้องการศึกษาหรือสังเกต ซึ่ง

เป็นส่ิงท่ีสามารถวัดได้ด้วยค่าทางสถิติ เพื่อให้สามารถนำไปใช้ประกอบการวิเคราะห์ คำนวณ 

หรือพยากรณ์ทางสถิติได้ 

4. ชุดข้อมูล (Data set) คือ กลุ่มของคุณลักษณะท่ีมากกว่าหรือเท่ากับ 1 คุณลักษณะขึ้นไป ท่ี

จะนำเข้าตัวแบบเพื่อสร้างแบบจำลองในการพยากรณ์ 

5. ฟังก์ชันกระตุ้น (Activation function: 𝑓..) ทำหน้าท่ีรวมค่าเชิงตัวเลขจากตัวแปรเข้า

(Input)ท่ีเข้ามาในโหนด แล้วทำการตัดสินใจว่าจะส่งสัญญาณเอาต์พุตออกไปในรูปใด ค่า

ของเอาต์พุตท่ีออกไปจากโหนดจะเรียกว่า Activation โดยท่ีฟังก์ชันกระตุ้นอาจเป็นฟังก์ชัน

เส้นตรงหรือไม่ก็ได้ ฟังก์ชันกระตุ้นมีหลายรูปแบบ ขึ้นอยู่กับลักษณะงาน 

6. Bias Unit (𝑏..) คือ ตัวเลขท่ีบวกเข้าไปเพื่อปรับให้ค่าท่ีคำนวณออกมาถูกต้องมากขึ้น โดย

มักจะมีค่าเท่ากับ 1 เสมอ ซึ่งหากมองในมุมมองของสมการเส้นตรง bias จะทำหน้าท่ี

เหมือนกับจุดตัดแกน y ซึ่งสามารถทำให้สมการเส้นตรง สามารถเล่ือนไปในทิศทางไหนก็ได้

โดยท่ีความชันเท่าเดิม 

7. เมทริกซ์ค่าถ่วงน้ำหนัก (Weight Matrix: 𝑊..) คือ ค่าน้ำหนักท่ีมอบให้กับข้อมูลแต่ละตัว 

โดยน้ำหนัก(Weight) ของแต่ละข้อมูลจะสะท้อนถึงความสำคัญของข้อมูลแต่ละตัวท่ีนำมา

คำนวณในตัวแบบ หมายความว่า หากค่าถ่วงน้ำหนักมีค่าเหมาะสม โครงข่ายประสาทเทียมก็

จะมีประสิทธิภาพสูงตามไปด้วย 
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1.4 ขอบเขตการวิจัย 
 1.4.1 ขอบเขตเนื้อหา 
 การพัฒนาและวิเคราะห์เปรียบเทียบประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนสะสม
ล่วงหน้าในระยะส้ันร่วมกับการใช้ข้อมูลหลายตัวแปร โดยตัวแบบท่ีเหมาะสมจะมาจากผลการศึกษา
และเปรียบเทียบใน 2 ประเด็น 

1) การเปรียบเทียบประสิทธิภาพในการพยากรณ์ของตัวแบบท่ีใช้ชุดข้อมูลท่ีแตกต่างกัน 
ระหว่างชุดข้อมูลท่ีผ่านการเพิ่มคุณลักษณะพิเศษกับชุดข้อมูลด้ังเดิม  
2) เปรียบเทียบประสิทธิภาพในการพยากรณ์ในช่วงเวลาถัดไปของโครงข่ายระบบประสาท
แบบย้อนกลับท่ีสนใจศึกษากับแบบจำลองอาริมา 

 ในการทดสอบความถูกต้องของผลการพยากรณ์จะใช้เกณฑ์ค่าความคลาดเคล่ือนสัมบูรณ์
เฉล่ีย (Mean Absolute Error: MAE)  
 1.4.2 ขอบเขตพื้นท่ี 
 ชุดข้อมูลท่ีนำมาใช้ในงานวิจัยนี้เป็นข้อมูลสถิติสภาพอากาศรายช่ัวโมงของพื้นท่ีสนามบิน
สุวรรณภูมิ จังหวัดสมุทรปราการ 
 1.4.3 ขอบเขตเวลา 
 ข้อมูลสถิติท่ีรวบรวมมาประกอบไปด้วย อุณหภูมิ ค่าความกดอากาศ และค่าความช้ืนสัมพันธ์ 
เป็นข้อมูลรายช่ัวโมง และข้อมูลปริมาณน้ำฝนสะสม(มิลลิเมตร) เป็นราย 3 ช่ัวโมง จากสถานีเก็บ
ข้อมูลของกรมอุตุนิยมวิทยา ต้ังแต่เดือนมกราคม ปี ค.ศ. 2016 จนถึงเดือนธันวาคม ปี ค.ศ. 2020 
เป็นระยะเวลาท้ังส้ิน 4 ปี 

 
 

1.5 ประโยชน์ที่คาดว่าจะได้รับ 
1. ได้แบบจำลองท่ีเหมาะสม และมีประสิทธิภาพในการพยากรณ์แนวโน้มของปริมาณน้ำฝน  

2. เพื่อช่วยให้ผู้ท่ีต้องการทราบสภาพอากาศล่วงหน้า ได้นำผลท่ีได้จากการพยากรณ์ไปใช้ในการ

ตัดสินใจ วางแผน หรือดำเนินการต่างๆ ท่ีมีส่วนเกี่ยวข้องกับสภาพอากาศได้อย่างมี

ประสิทธิภาพ 

3. เพื่อให้ทราบว่าการเพิ่มคุณลักษณะทางสถิติให้กับชุดข้อมูลก่อนนำเข้าแบบจำลองนั้น ส่งผล

ให้ประสิทธิภาพในการพยากรณ์ของตัวแบบเพิ่มขึ้นได้จริง 

4. เพื่อให้ทดลองว่าแบบจำลองโครงข่ายระบบประสาทแบบย้อนกลับแบบใดท่ีจะมีความ

เหมาะสมกับการพยากรณ์อากาศด้วยชุดข้อมูลท่ีมีคุณลักษณะจำกัด  
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บทท่ี 2  
ทฤษฎีและงานวิจัยที่เกี่ยวข้อง 

 

 ในบทนี้จะแบ่งเนื้อหาออกเป็น 2 ส่วนหลัก ส่วนแรกเป็นส่วนของทฤษฎีท่ีเกี่ยวข้อง ซึ่งจะมี

ท้ังหมด 9 หัวข้อ โดย 2 หัวข้อแรกจะเป็นการกล่าวถึงศาสตร์และความรู้ท่ีเกี่ยวข้องกับการพยากรณ์

อากาศโดยท่ัวไป อีก 5 หัวข้อจะเป็นการกล่าวถึงความรู้พื้นฐานในเรื่องของระบบโครงข่ายประสาท

เทียม ตัวแบบจำลองโครงข่ายระบบประสาทแบบย้อนกลับต่างๆ ท่ีถูกนำมาใช้ในงานวิจัยนี้ 2 หัวข้อ

สุดท้ายจะกล่าวถึงการวัดประสิทธิภาพของตัวแบบ และการแก้ปัญหาชุดข้อมูลไม่สมดุล ส่วนท่ีสองจะ

เป็นส่วนของงานวิจัยท่ีเกี่ยวข้อง ซึ่งจะเป็นการศึกษาเกี่ยวกับการพยากรณ์ปริมาณน้ำฝนและการเพิ่ม

ประสิทธิภาพในการพยากรณ์ให้กับแบบจำลองต่างๆ 

 

2.1 ทฤษฎีที่เก่ียวข้อง 
2.1.1 การพยากรณ์อากาศ 

 หมายถึง การคาดหมายสภาพลมฟ้าอากาศในอนาคต การท่ีจะพยากรณ์อากาศได้ต้องมี

องค์ประกอบ 3 ประการ ประการแรกคือความรู้ความเข้าใจในปรากฏการณ์และกระบวนการต่าง ๆ 

ท่ีเกิดขึ้นในบรรยากาศ ประการท่ี สองคือสภาวะอากาศปัจจุบัน และประการสุดท้ายคือความสามารถ

ท่ีจะผสมผสานองค์ประกอบท้ังสองข้างต้น เข้าด้วยกันเพื่อคาดหมายการเปล่ียนแปลงของบรรยากาศ

ท่ีจะเกิดขึ้นในอนาคต 

 1. ระยะเวลาของการพยากรณ์อากาศ 

  การพยากรณ์อากาศอาจเป็นการคาดหมายสำหรับช่วงเวลาไม่กี่ ช่ัวโมงข้างหน้า 

จนถึงการคาดหมายส่ิงท่ีจะเกิดขึ้นในอีกหลายปีจากปัจจุบัน สามารถแบ่งชนิดของการพยากรณ์

อากาศตามระยะเวลาท่ีคาดหมายได้ดังนี้ 

1) การพยากรณ์ปัจจุบัน (nowcast) หมายถึงการรายงานสภาวะอากาศท่ีเกิดขึ้นในปัจจุบัน 

และการคาดหมายสภาพลมฟ้าอากาศสำหรับช่วงเวลาไม่เกิน 2 ช่ัวโมง 

2) การพยากรณ์ระยะส้ันมาก คือการพยากรณ์สำหรับช่วงเวลาไม่เกิน 12 ช่ัวโมง 

3) การพยากรณ์ระยะส้ัน หมายถึง การพยากรณ์สำหรับระยะเวลาเกินกว่า 12 ช่ัวโมงขึ้นไป

จนถึง 3 วัน 
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4) การพยากรณ์อากาศระยะปานกลาง คือ การพยากรณ์สำหรับช่วงเวลาท่ีเกินกว่า 3 วันขึ้น ไป

จนถึง 10 วัน 

5) การพยากรณ์ระยะยาว คือการพยากรณ์สำหรับช่วงเวลาระหว่าง 10 ถึง 30 วัน โดยปกติมัก

เป็นการพยากรณ์ว่าค่าเฉล่ียของตัวแปรทางอุตุนิยมวิทยาในช่วงเวลานั้นจะแตกต่างไปจาก

ค่าเฉล่ียทางภูมิอากาศอย่างไร 

6) การพยากรณ์ระยะนาน คือการพยากรณ์ต้ังแต่ 30 วัน จนถึง 2 ปี ซึ่งยังแบ่งย่อยออกเป็น 3 

ชนิด คือ 

- การคาดหมายรายเดือน คือการคาดหมายว่าค่าเฉล่ียของตัวแปรทางอุตุนิยมวิทยา 

ในช่วงนั้น จะเบ่ียงเบนไปจากค่าเฉล่ียทางภูมิกาศอย่างไร 

- การคาดหมายรายสามเดือน คือการคาดหมายค่าว่าเฉล่ียของตัวแปรทางอุตุนิยมวิทยา

ในช่วงนั้น จะเบ่ียงเบนไปจากค่าเฉล่ียทางภูมิอากาศอย่างไร 

- การคาดหมายรายฤดู คือการพยากรณ์ค่าเฉล่ียของฤดูนั้นว่าจะแตกต่างไปจากค่าเฉล่ีย

ทางภูมิอากาศอย่างไร 

7) การพยากรณ์ภูมิอากาศ คือการพยากรณ์สำหรับช่วงเวลามากกว่า 2 ปีข้ึนไป โดยแบ่งเป็น 

- การพยากรณ์การผันแปรของภูมิอากาศ คือการพยากรณ์ท่ีเกี่ยวข้องกับการผันแปรไป

จากค่าปกติเป็นรายปีจนถึงหลายสิบปี 

- การพยากรณ์ภูมิอากาศคือการพยากรณ์สภาพภูมิอากาศในอนาคต โดยพิจารณาท้ัง 

สาเหตุจากธรรมชาติและจากการกระทำของมนุษย์ 

 2. ข้อมูลและเครื่องมือทางอุตุนิยมวิทยา 

  ข้อมูลอุตุนิยมวิทยา คือ ค่าทางภูมิอากาศต่างๆ ท่ีทำการตรวจวัด รวบรวม อย่าง

ต่อเนื่อง เพื่อนำมาใช้ในการพยากรณ์อากาศ เป็นปัจจัยท่ีมีความสัมพันธ์โดยตรงกับลักษณะอากาศท่ี

เกิดขึ้นในแต่ละวัน ได้แก่ ความกดอากาศ ลม อุณหภูมิ ความช้ืนสัมพัทธ์ เมฆ หยาดน้ำฟ้า รังสีดวง

อาทิตย์ การระเหยของน้ำ และทัศนะวิสัย เป็นต้น นอกจากข้อมูลทางอุตุนิยมวิทยาแล้ว ระบบของ

การตรวจวัดสภาพอากาศก็มีความสำคัญ  และจำเป็นอย่างยิ่งต่อการพยากรณ์อากาศให้มี

ประสิทธิภาพ ดังนั้นก่อนท่ีจะได้ผลการพยากรณ์อากาศ เราจำเป็นจะต้องมีสถานีตรวจวัดสภาพ

อากาศท้ังทางพื้นผิวโลก และอากาศช้ันบน เพื่อทำการตรวจวัดค่าทางภูมิอากาศต่างๆ สำหรับ

เครื่องมือท่ีใช้ในระบบการพยากรณ์อากาศสามารถแบ่งออกได้เป็นประเภทใหญ่ๆ ได้ 3 ประเภท ดังนี้ 
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1) เครื่องมือตรวจอากาศผิวพื้น ในสถานีตรวจอากาศผิวพื้นแต่ละสถานีจะมีสนามอุตุนิยมวิทยา 

ซึ่งเป็นท่ีสำหรับตรวจวัดอากาศผิวพื้น โดยเครื่องมือต่าง ๆ เหล่านี้จะตรวจวัดสภาพทาง

ภูมิอากาศต่างๆ ตามช่วงเวลาท่ีกำหนดไว้ในแต่ละวัน 

2) เครื่องมือตรวจอากาศช้ันบน เนื่องจากการเปล่ียนแปลงของลักษณะอากาศบางอย่าง มีความ

เกี่ยวพันกับการเปล่ียนแปลงของสภาวะช้ันบรรยากาศระดับช้ันบน ดังนั้น จึงมีความ

จำเป็นต้องตรวจวัดสภาพภูมิอากาศในบรรยากาศด้วย โดยเฉพาะในช้ันโทรโพสเฟียร์ ข้อมูล

อุตุนิยมวิทยาท่ีตรวจวัดในอากาศช้ันบนนี้ โดยมากจะเป็นข้อมูลหลักทางอุตุนิยมวิทยา เช่น 

อุณหภูมิ ความกดอากาศ ลมและความช้ืนในระดับต่าง ๆ การตรวจวัดข้อมูลเหล่านี้ใช้

เครื่องมือหลักท่ีเรียกว่า Radiosonde 

3) เครื่องมือตรวจอากาศพิเศษ เป็นเครื่องมือท่ีใช้สำหรับตรวจวัดปรากฏการณ์หรือลักษณะ

อากาศท่ีเกิดขึ้นเพื่อช่วยเสริมในการวิเคราะห์พยากรณ์อากาศ เครื่องมือตรวจอากาศพิเศษ

เหล่านี้มีหลายอย่าง อาทิ เรดาร์ตรวจอากาศ ดาวเทียมอุตุนิยมวิทยา และเครื่องมือสำหรับ

ตรวจวัดความสูงของคล่ืน แสดงภาพถ่ายดาวเทียมแบบต่าง ๆ VI, IR ภาพแสดงตรวจฝนด้วย 

Radar 

 3. ความผิดพลาดในการพยากรณ์อากาศ 

  แม้ว่าในปัจจุบันการพยากรณ์อากาศจะก้าวหน้าไปอย่างรวดเร็ว แต่การพยากรณ์

อากาศ ให้ถูกต้องสมบูรณ์โดยไม่มีความผิดพลาดนั้น เป็นส่ิงท่ีไม่อาจกระทำได้ สาเหตุสำคัญสาม

ประการของความผิดพลาดในการพยากรณ์อากาศได้แก่ ประการแรก ความรู้ความเข้าใจเกี่ยวกับ

ปรากฏการณ์ต่าง ๆ ทางอุตุนิยมวิทยายังไม่สมบูรณ์ ประการท่ีสอง บรรยากาศเป็นส่ิงท่ีต่อเนื่องและมี

การเปล่ียนแปลงอยู่ตลอดเวลา แต่สถานีตรวจอากาศมีจำนวนน้อยและอยู่ห่างกันมาก รวมท้ังทำการ

ตรวจเพียงบางเวลาเท่านั้น เช่น ทุก 3 ช่ัวโมง ทำให้ไม่อาจทราบสภาวะท่ีแท้จริงของบรรยากาศได้ 

เมื่อไม่ทราบสภาวะอากาศท่ีกำลังเกิดขึ้นอย่างสมบูรณ์ จึงเป็นไปไม่ได้ท่ีจะพยากรณ์อากาศให้มี

รายละเอียดครบถ้วนถูกต้อง ประการสุดท้าย ธรรมชาติของกระบวนการท่ีเกิดขึ้นในบรรยากาศ มี

ความละเอียดอ่อนซับซ้อนอย่างยิ่ง ปรากฏการณ์ซึ่งมีขนาดเล็กหรือเกิดขึ้นในระยะส้ัน ๆ และไม่อาจ

ตรวจพบได้จาการตรวจอากาศ อาจทำให้เกิดการเปล่ียนแปลงของสภาพลมฟ้าอากาศเป็นอย่างมาก

ในระยะเวลาต่อมา ซึ่งจะทำให้ผลการพยากรณ์อากาศผิดพลาดไปได้อย่างมาก สาเหตุประการสุดท้าย

นี้เป็นข้อจำกัดอย่างยิ่งในการพยากรณ์อากาศ เพราะเป็นเหตุให้การพยากรณ์อากาศจะมีความถูกต้อง

ลดลงตามระยะเวลานั่นคือการพยากรณ์สำหรับช่วงเวลาท่ีส้ันจะมีความถูกต้องมากกว่าการพยากรณ์
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สำหรับช่วงเวลาท่ีนานกว่า การพยากรณ์อากาศบริเวณเขตร้อนของโลกเช่นประเทศไทย จะยากกว่า

การพยากรณ์ในเขตอบอุ่นและเขตหนาวเนื่องจากจากเหตุผลหลัก 3 ประการ 

1) ความรู้ความเข้าใจเกี่ยวกับอุตุนิยมวิทยาเขตร้อนยังไม่ก้าวหน้าทัดเทียมกับอุตุนิยมวิทยาใน

เขตละติจูดสูงเพราะการศึกษาวิจัยเกี่ยวกับอุตุนิยมวิทยาในเขตร้อนมีน้อยกว่ามาก 

2) สถานีตรวจอากาศในเขตร้อนมีจำนวนน้อยกว่าในเขตอบอุ่นและเขตหนาว ทำให้ผลการตรวจ

อากาศมีน้อยกว่า 

3) ลมฟ้าอากาศในบริเวณละติจูดสูงส่วนมากเป็นระบบขนาดใหญ่ ซึ่งเกิดจากมวลอากาศท่ี

แตกต่างกันมาพบกัน ทำให้ตรวจพบได้โดยง่าย เช่นฝนท่ีเกิดจากแนวปะทะอากาศมีความ

ยาวมากกว่า 1,000 กิโลเมตร ในขณะท่ีระบบลมฟ้าอากาศในเขตร้อนส่วนมากมีขนาดเล็ก 

เพราะไม่ได้เกิดจากความแตกต่างของมวลอากาศ เช่นฝนท่ีตกเป็นบริเวณแคบ ๆ 

 

(กรมอุตุนิยมวิทยา โดย (Sukawat) [ระบบออนไลน์]) 

 

2.1.2 สภาพภูมิอากาศ และปริมาณน้ำฝนในประเทศไทย 

 1. สภาพภูมิอากาศในไทย 

  ประเทศไทยต้ังอยู่ในเขตร้อนทางทิศตะวันออกเฉียงใต้ของทวีปเอเซียระหว่าง

ละติจูด 5 องศา 37 ลิปดา เหนือ กับ 20 องศา 27 ลิปดา เหนือ และระหว่างลองจิจูด 97 องศา 22 

ลิปดา ตะวันออก กับ 105 องศา 37 ลิปดา ตะวันออก มีพื้นท่ีท้ังหมดประมาณ 513 ,115 ตาราง

กิโลเมตร เนื่องจากประเทศไทยเป็นประเทศเล็ก ลักษณะภูมิประเทศ และลมฟ้าอากาศส่วนใหญ่จึงมี

ความคล้ายคลึงกัน อาจมีแตกต่างกันบ้างเพียงเล็กน้อย การแบ่งภาคของประเทศไทยในทาง

อุตุนิยมวิทยา จะพิจารณาจากรูปแบบภูมิอากาศ โดยแบ่งประเทศไทยออกได้เป็น 5 ภาค ได้แก่ 

ภาคเหนือ ภาคกลาง ภาคตะวันออกเฉียงเหนือ ภาคตะวันตก และภาคใต้ 

  เนื่องจากประเทศไทยเป็นประเทศท่ีต้ังอยู่ในเขตร้อนใกล้เส้นศูนย์สูตร ภูมิอากาศ

ส่วนใหญ่ของประเทศจะมีลักษณะเป็นแบบร้อนช้ืน หรือภูมิอากาศแบบทุ่งหญ้าสะวันนา ในขณะท่ี

ภาคใต้และทางตะวันออกสุดของภาคตะวันออกจะเป็นเขตภูมิอากาศแบบมรสุมเขตร้อน ท่ัวประเทศมี

อุณหภูมิเฉล่ียระหว่าง 19-38 องศาเซลเซียส อากาศจะร้อนท่ีสุดช่วงกลางเดือนเมษายน หลังจากนั้น 

ภายใต้อิทธิพลของลมมรสุมตะวันตกเฉียงใต้และตะวันออกเฉียงเหนือทำให้ประเทศไทยเข้าสู่ฤดูฝน
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และฤดูหนาวตามลำดับ ซึ่งภูมิอากาศในประเทศไทยนั้นสามารถแบ่งออกได้เป็น 3 ฤดู ได้แก่ ฤดูร้อน 

(ช่วงกลางเดือนกุมภาพันธ์ถึงกลางเดือนพฤษภาคม) ฤดูฝน (ช่วงกลางเดือนพฤษภาคมถึงกลางเดือน

ตุลาคม) และฤดูหนาว (ช่วงกลางเดือนตุลาคมถึงกลางเดือนกุมภาพันธ์)  

 2. ปริมาณน้ำฝน 

  โดยเฉล่ียแล้ว ประเทศไทยมีปริมาณน้ำฝนสะสมท่ัวประเทศรวมตลอดปีเฉล่ีย

ประมาณ 1,200-1,600 มิลลิเมตรต่อปี อีกท้ังนอกเหนือจากปัจจัยในเรื่องของฤดูกาลแล้ว ปริมาณฝน

ในแต่ละพื้นท่ียังผันแปรไปตามลักษณะของภูมิประเทศ ดังเช่น ประเทศไทยตอนบน ท่ีภูมิอากาศส่วน

ใหญ่จะมีความแห้งแล้งและมีปริมาณฝนน้อยในฤดูหนาว เมื่อเข้าสู่ฤดูร้อนปริมาณฝนจะเริ่มเพิ่มขึ้น 

เนื่องจากอิทธิพลของพายุฝนฟ้าคะนอง และเมื่อเข้าสู่ฤดูฝน ปริมาณฝนจะเพิ่มขึ้นอย่างมาก โดย

ในช่วงเดือนท่ีมีปริมาณฝนมากท่ีสุดก็คือช่วงเดือนสิงหาคมถึงกันยายน พื้นท่ีท่ีจะมีปริมาณฝนมากใน

ประเทศไทย ส่วนใหญ่จะอยู่ทางด้านหน้าทิวเขา หรือด้านรับลมมรสุมตะวันตกเฉียงใต้ ได้แก่ พื้นท่ี

ทางด้านตะวันตกและบริเวณภาคตะวันออกของประเทศ ส่วนพื้นท่ีท่ีมีปริมาณฝนน้อย ส่วนใหญ่ก็จะ

อยู่ด้านหลังทิวเขา ซึ่งก็คือ พื้นท่ีแถบบริเวณตอนกลางของภาคเหนือและภาคกลาง รวมไปถึงพื้นท่ี

บริเวณด้านตะวันตกของภาคตะวันออกเฉียงเหนือ สำหรับในส่วนของภาคใต้นั้นจะมีฝนตกเกือบ

ตลอดปี ยกเว้นในช่วงฤดูร้อน โดยในช่วงฤดูฝนของภาคใต้นั้น ภาคใต้ฝ่ังตะวันตกจะมีปริมาณน้ำฝน

สะสมมากกว่าภาคใต้ฝ่ังตะวันออก เนื่องจากเป็นด้านท่ีต้องรับอิทธิพลจากลมมรสุมตะวันตกเฉียงใต้ 

แต่ในช่วงฤดูหนาว ภาคใต้ฝ่ังตะวันออกจะมีปริมาณน้ำฝนสะสมท่ีมากกว่าภาคใต้ฝ่ังตะวันตก 

เนื่องจากได้รับอิทธิพลจากลมมรสุมตะวันออกเฉียงเหนือ  

1) เครื่องมือตรวจวัดปริมาณน้ำฝน 

 จากท่ีกล่าวไว้ในหัวข้อท่ี 2.1.1 เกี่ยวกับเครื่องมือตรวจวัดสภาพภูมิอากาศ ว่า

สามารถแบ่งออกได้เป็น 3 ประเภท เช่นเดียวกันกับเครื่องมือตรวจวัดปริมาณน้ำฝนก็

สามารถแบ่งออกได้เป็น 3 ประเภทเช่นกัน ได้แก่ โทรมาตร (เครื่องมือตรวจวัดปริมาณน้ำฝน

ภาคพื้นดิน) เรดาร์ตรวจอากาศ และดาวเทียมอุตุนิยมวิทยา ซึ่งข้อมูลปริมาณน้ำฝนท่ีนำมาใช้

ในงานวิจัยนี้ เป็นข้อมูลท่ีเก็บมาจากสถานีตรวจวัดภาคพื้นดิน หรือระบบโทรมาตร  

 โทรมาตร เป็น อุปกรณ์ท่ีสามารถตรวจวัดค่าทางฟิสิกส์ เคมี หรือ ชีวภาพ แล้วจึงทำ

การส่งค่าท่ีวัดได้ดังกล่าวไปเก็บยังระบบท่ีกําหนดไว้ด้วยเงื่อนไขต่างๆ ข้อมูลท่ีตรวจวัดได้

อาจจะเป็นข้อมูลระดับเสียง อุณหภูมิ ความช้ืน ค่าความเป็นกรด ด่าง หรือ ปริมาณ
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ออกซิเจนท่ีละลายในน้ำ หรือ แม้กระท่ังภาพถ่าย หรือ ข้อมูลท่ีเกิดขึ้นจากตัวระบบโทรมาตร

เอง เช่น สถานะการทํางาน เป็นต้น  

2) เกณฑ์การพิจารณาปริมาณน้ำฝน 

 เกณฑ์การพิจารณาปริมาณน้ำฝนด้วยระบบโทรมาตร ในระยะเวลา 24 ช่ัวโมงของ

แต่ละวันต้ังแต่เวลา 07.00 น. ของวันหนึ่งถึงเวลา 07.00 น.ของวันรุ่งขึ้นตามลักษณะของฝน

ท่ีตกในประเทศท่ีอยู่ในเขตร้อนย่านมรสุมมีดังนี้ 

- ปริมาณน้ำฝนสะสมน้อยกว่า 0.1 มิลลิเมตร ไม่สามารถวัดปริมาณน้ำฝนได้ 

- ปริมาณน้ำฝนสะสมระหว่าง 0.1 - 10.0 มิลลิเมตร ฝนตกเล็กน้อย 

- ปริมาณน้ำฝนสะสมระหว่าง 10.1 - 35.0 มิลลิเมตร ฝนตกปานกลาง 

- ปริมาณน้ำฝนสะสมระหว่าง 35.1 - 90.0 มิลลิเมตร ฝนตกหนัก 

- ปริมาณน้ำฝนสะสมต้ังแต่ 90.1 มิลลิเมตรขึ้นไป ฝนตกหนักมาก 

 

2.1.3 แบบจำลองอนุกรมเวลา (Time series) 
 1. อนุกรมเวลา 

  ชุดของข้อมูลหรือข้อมูลเชิงปริมาณท่ีทำการเก็บรวบรวมมามากกว่า 1 ช่วงเวลา โดย

มีการจัดเก็บตามลำดับเวลาท่ีเกิดขึ้นอย่างต่อเนื่อง ข้อมูลอนุกรมเวลาอาจอยู่ในลักษณะท่ีเป็นข้อมูล

รายปี รายไตรมาส หรือรายเดือนก็ได้ ท้ั งนี้ขึ้นอยู่กับความเหมาะสมในการนำไปใช้ประโยชน์ 

ส่วนประกอบของอนุกรมเวลาประกอบไปด้วย แนวโน้ม (Trend) ความผันแปรตามฤดูกาล 

(Seasonal Variation) ความผันแปรตามวัฎจักร (Cycle Variation) และความผันแปรเนื่องจาก

เหตุการณ์ท่ีผิดปกติ (Irregular Variation) 

  ตัวอย่างของกราฟข้อมูลอนุกรมเวลาท่ีข้อมูลมีแนวโน้ม  และการแปรผันตาม

ช่วงเวลา สามารถแสดงได้ดังรูปท่ี 1 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 12 

 

รูปท่ี  1 กราฟแสดงปริมาณการใช้พลังงานไฟฟ้าภาคครัวเรือนของไทย(รายเดือน) ต้ังแต่เดือน
มกราคม ปี 2543 ถึงเดือนกุมภาพันธ์ ปี 2562 

 2. Autoregressive Integrated Moving Average (ARIMA) 

  แบบจำลอง ARIMA เป็นหนึ่งในแบบจำลองท่ีใช้ในการวิเคราะห์ข้อมูลอนุกรมเวลา

แบบตัวแปรเด่ียว (Univariate variable) ซึ่งถูกต้องและมีความแม่นยำสูงโดยพิจารณาจากการวัดค่า

ความคลาดเคล่ือนของการพยากรณ์ ถูกพัฒนาขึ้นโดย George E.P.Box และ Gwilym M.Jenkins 

เป็นการสร้างตัวแบบจากข้อมูลท่ีเก็บรวบรวมในอดีตตามลำดับเวลาอย่างต่อเนื่องเพื่อกำหนดรูปแบบ

ของข้อมูลและพยากรณ์ข้อมูลในอนาคต โดยข้อมูลอนุกรมเวลาท่ีจะนำมาวิเคราะห์ได้นั้นต้องมีความ

คงท่ี (Stationary) และไม่มีแนวโน้ม (Trend) องค์ประกอบของแบบจำลอง ARIMA จะประกอบไป

ด้วยพารามิเตอร์สำคัญ 3 ตัว ได้แก่ p, d และ q ซึ่งมาจากส่วนสำคัญ 3 ส่วน ของแบบจำลอง ดังนี้ 

1) ตัวแบบ Autoregressive หรือ ตัวแบบ AR(p) 

 ตัวแบบ AR(p) เป็นตัวแบบท่ีค่าเวลาปัจจุบันของอนุกรมเวลา  จะขึ้นอยู่กับค่าของอนุกรม

เวลาก่อนหน้า หรือค่าอนุกรมเวลาในอดีต p ค่า คือ  สามารถแสดงเป็น

สมการทางคณิตศาสตร์ได้ดังนี้ 

 

 

หรือ   
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เมื่อ    เป็นอนุกรมเวลาแบบคงท่ี (Stationary) ท่ีมีค่าเฉล่ียเท่ากับ 0 

  เป็นค่าคงท่ี และ ไม่เท่ากับ 0 ( ) 

    เป็น Gaussian white noise ที่มีค่าเฉลี่ยเท่ากับ 0 มีค่าความ 

    แปรปรวนเท่ากับ  และเป็นอิสระกับ  (ค่าสหสัมพันธ์ระหว่าง 

     และ  เท่ากับ 0) 

2) Integrated หรือ I 

 เป็นการหาผลต่าง (Differencing) อันดับท่ี d ของอนุกรมเวลา  (The difference of 

order d:  ) เพื่อแปลงข้อมูลอนุกรมเวลาท่ีไม่คงท่ี (Nonstationary) ให้เป็นอนุกรมเวลาคงท่ี

(Stationary) เนื่องจากข้อมูลท่ีจะถูกนำมาใช้ในแบบจำลอง ARIMA จะต้องมีค่าเฉล่ียและความ

แปรปรวนคงท่ี ดังนั้น ข้อมูลจึงไม่ควรมีแนวโน้ม  (Trend) และไม่ควรแปรผันตามช่วงเวลา 

(Seasonal)  

 

รูปท่ี  2 แบบจำลองอนุกรมเวลาท่ีมีความนิ่ง 
3) ตัวแบบ Moving Average หรือตัวแบบ MA(q) 

 ตัวแบบ MA(q) เป็นตัวแบบท่ีค่าเวลาปัจจุบันของอนุกรมเวลา  จะขึ้นอยู่กับปัจจัยอื่น  

ต้ังแต่อดีตจนถึงปัจจุบันจำนวน q ค่า คือ  สามารถแสดงเป็นสมการทาง

คณิตศาสตร์ได้ดังนี้ 
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หรือ  

 

เมื่อ    เป็นอนุกรมเวลาแบบคงท่ี (Stationary) ท่ีมีค่าเฉล่ียเท่ากับ 0 

   เป็นค่าคงท่ี และ ไม่เท่ากับ 0 ( ) 

    เป็น Gaussian white noise ท่ีมีค่าเฉล่ียเท่ากับ 0 มีค่าความ 

    แปรปรวนเท่ากับ  และเป็นอิสระกับ  (ค่าสหสัมพันธ์ระหว่าง 

     และ  เท่ากับ 0) 

 3. Autoregressive Integrated Moving Average with Exogenous model (ARIMAX) 

  แบบจำลอง ARIMAX เป็นแบบจำลองท่ีถูกพัฒนาต่อดยอดมาจากตัวแบบ ARIMA 

ซึ่งเป็นแบบจำลองท่ีใช้ในการวิเคราะห์ข้อมูลอนุกรมเวลาแบบตัวแปรเด่ียว (Univariate variable) 

เพื่อให้สามารถเพิ่มตัวแปรอิสระอื่นๆ เข้าไปในตัวแบบ หรือเป็นการทำให้ตัวแบบสามารถวิเคราะห์

ข้อมูลอนุกรมเวลากับตัวแปรหลายตัวได้ (Multivariate variables) เพื่อเพิ่มประสิทธิภาพในการ

พยากรณ์ของตัวแบบให้ดียิ่งขึ้น โดยในส่วนของสมการนั้นจะมีความคล้ายคลึงกับตัวแบบจำลอง 

ARIMA แต่จะมีการเพิ่มในส่วนของชุดตัวแปรอิสระอื่นๆท่ีจะเข้ามาในสมการในรูปแบบของเวกเตอร์ 

(สำหรับ 1 ตัวแปร) หรือเมทริกซ์ (สำหรับหลายตัวแปร)  

 4. การพยากรณ์อนุกรมเวลาแบบบอกซ์แอนด์เจนกินส์ 

  วิธีบอกซ์แอนด์เจนกินส์เป็นวิธีหนึ่งในการสร้างตัวแบบสำหรับข้อมูลอนุกรมเวลาซึ่ง

เป็นหนึ่งในวิธีท่ีถูกต้องและมีความแม่นยำสูงโดยพิจารณาจากการวัดค่าความคลาดเคล่ือนของการ

พยากรณ์ ซึ่งสามารถพิจารณาจากค่าความคลาดเคล่ือนน้อยท่ีสุดของเทคนิคท่ีใช้ในการพยากรณ์ โดย

งานวิจัยนี้  จะทำการพิจารณาเบื้องต้นว่าอนุกรมเวลานั้นมีลักษณะแบบใด โดยทำการทดสอบ

องค์ประกอบแนวโน้มและความแปรผันตามฤดูกาลโดยพิจารณาจากกราฟอัตตสหสัมพันธ์ (Auto 

Correlation Function: ACF) และกราฟอัตต-สหสัมพันธ์บางส่วน (Partial Auto Correlation 

Function: PACF) ซึ่งเป็นเครื่องมือท่ีใช้ในการพิจารณาลำดับหรือจำนวนเทอมของตัวพารามิเตอร์ท่ี

จะพิจารณาย้อนหลัง เพื่อท่ีจะใช้สร้างตัวแบบอนุกรมเวลาสำหรับอนุกรมเวลาท่ีมีคุณสมบัติคงท่ี 

(Stationary) 
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2.1.4 โครงข่ายระบบประสาทเทียม (Artificial Neural Network) 
 โครงข่ายระบบประสาทเทียม (Artificial Neural Network) เป็นตัวแบบทางคณิตศาสตร์

สำหรับคอมพิวเตอร์ในการประมวลผลข้อมูลสารสนเทศด้วยการคำนวณแบบ connectionist โดยมี

หลักการเบ้ืองต้นมาจากการจำลองการทำงานของระบบเซลล์ประสาท (Neuron) ของมนุษย์ โดยท่ี

แต่ละเซลล์ประสาทจะมีหลักการในการส่ือสารกันผ่านการกระตุ้นด้วยศักย์ไฟฟ้า กล่าวคือ กระแส

ประสาทจะเริ่มต้นด้วยการส่งสัญญาณจากตัวเซลล์ (Cell body) ผ่านแกนประสาทนำออก (Axon) 

ไปยังจุดประสานประสาท (Synapse) ซึ่งจะเช่ือมต่อกับเซลล์ประสาทอื่นผ่านใยประสาทนำเข้า 

(Dendrite) การเช่ือมต่อกันของเซลล์ประสาทเป็นส่ิงสำคัญของการทำงานของโครงข่ายประสาท 

ขนาดและความแข็งแรงของจุดประสานประสาท (Synapse) นั้น  จะ เปล่ียนแปลงไปตาม

ประสบการณ์การเรียนรู้ต่างๆ ท่ีผ่านมา ณ จุดท่ีเซลล์ประสาททำการส่ือสารกันนี้ เป็นหลักการสำคัญ

ท่ีถูกนำไปประยุกต์ใช้ในโครงข่ายประสาทเทียม (Sanguansat, 2019) 

 

รูปท่ี  3 เซลล์ประสาท (Neuron) 
 สำหรับโครงข่ายระบบประสาทเทียมนั้น ได้มีการเริ่มต้นขึ้นในปี ค.ศ. 1943 โดย Warren S. 

McCulloch กับ Walter Pitts ท่ีได้เสนอแบบจำลองเซลล์ประสาทในลักษณะของแบบจำลอง

คณิตศาสตร์ เพื่ออธิบายการทำงานอันซับซ้อนของสมองมนุษย์ และได้มีการพัฒนาต่อยอดมาเรื่อยๆ 

เพื่อสร้างการเรียนรู้ให้กับคอมพิวเตอร์ท้ังแบบท่ีมีผู้สอน (Supervised Learning) และการเรียนรู้แบบ

ไม่มีผู้สอน (Unsupervised Learning) ก่อนท่ีในปี ค.ศ. 1958 Frank Rosenblatt จะเสนอวิธี เพอร์

เซปตรอน (Perceptron) ขึ้น แต่ตัวของเพอร์เซปตรอนนั้นยังมีข้อจำกัดในการแก้ปัญหาบางประเภท 
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เช่ น  ปั ญ ห า  XOR (Excusive OR) ซี่ ง ต่ อ ม า  โค ร ง ข่ า ย ป ร ะ ส าท เที ย ม แ บ บ แ พ ร่ ก ลั บ 

(Backpropagation) ได้ถูกพัฒนาขึ้นเพื่อแก้ปัญหาท่ีเพอร์เซปตรอนไม่สามารถแก้ได้ เช่น ปัญหา 

XOR โดยอาศัยโครงข่ายแบบหลายช้ัน (Multi-Layer) และวิธีการคำนวณค่าความผิดพลาดระหว่าง

ช้ันดังกล่าว อีกท้ังหลักการนี้ยังเป็นหลักการสำคัญท่ีถูกนำไปใช้ในการพัฒนาต่อยอดในการพัฒนา

แบบจำลองการเรียนรู้เชิงลึก (Deep Learning) อีกด้วย 

 ลักษณะการคำนวณในโครงข่ายระบบประสาทเทียมจะมี Node (หรือ Perceptron) ทำ

หน้าท่ีคล้าย Neuron ในการรวบรวมข้อมูลนำเข้าแบบขนานให้กับหน่วยประมวลผลย่อยๆ (Layer) 

และทำงานเป็นขั้นๆ จนได้คำตอบ การเช่ือมต่อนี้เป็นส่วนสำคัญท่ีสามารถหาความสัมพันธ์หรือ

รูปแบบท่ีซับซ้อนได้ ยิ่งตัวโครงข่ายระบบประสาทเทียมมี layer มากเท่าไหร่ ก็จะยิ่งสามารถทำงานท่ี

มีซับซ้อนได้มากขึ้น 

 1. เพอร์เซปตรอน (Perceptron) 

  ขั้นตอนวิธีเพอร์เซปตรอน (Perceptron algorithm) เป็นขั้นตอนวิธีท่ีทำให้เครื่อง

คอมพิวเตอร์สามารถทำการเรียนรู้จากตัวอย่างท่ีนำเข้าไปได้  โครงสร้างของเพอร์เซปตรอนจะมี

ลักษณะคล้ายแบบจำลองเซลล์ประสาท คือ จะมี Node ท่ีทำหน้าท่ีคล้าย Neuron ในการรวบรวม

ข้อมูลนำเข้าแต่ละตัว (ท่ีผ่านการถ่วงน้ำหนัก) ผ่านการเช่ือมต่อด้วย Synapse เพื่อนำไปคำนวณหา

ผลลัพธ์เป็นข้อมูลส่งออก (output) ซึ่งข้อมูลท่ีส่งออกไปนั้นก็จะแตกต่างกันไปตามฟังก์ชันกระตุ้น 

(Activation Function) ท่ีเลือกใช้ ลักษณะโครงสร้างของเพอร์เซปตรอนสามารถแสดงได้ดังรูป

ต่อไปนี้ 

 

รูปท่ี  4 โครงสร้างของเพอร์เซปตรอน  
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  จากรูปท่ี 4 ซึ่งแสดงถึงโครงสร้างของเพอร์เซปตรอน เราจะเห็นว่า โครงสร้างคร่าวๆ 

ของเพอร์เซปตรอนจะแบ่งออกเป็นส่วนสำคัญ 3 ส่วนคือ 1) Input layer  2) Hidden layer และ 3) 

Output layer ในส่วนของสัญลักษณ์ต่างๆ ในภาพจะสามารถแจกแจง ได้ดังนี้  

1) Bias Unit (𝑥0) เป็นตัวปรับค่า จะมีค่าเท่ากับ 1 เสมอ (และจะมีการใส่ค่า Bias นี้เอาไว้ใน

ทุกๆ layer ยกเว้นใน output layer) ถ้ามองในรูปแบบของสมการเส้นตรง ตัว 𝑥0 นี้จะทำ

หน้าท่ีเป็นจุดตัดแกน y ซึ่งสามารถทำให้สมการเส้นตรง สามารถเล่ือนไปตำแหน่งไหนก็ได้  

โดยท่ีความชันเท่าเดิม ซึ่งก็จะทำให้มีชุดพารามิเตอร์ท่ีหลากหลายมากขึ้น และสามารถนำไป

ทำการทดสอบหาชุดพารามิเตอร์ท่ีเหมาะสมกับชุดข้อมูลได้ 

2) ค่าถ่วงน้ำหนัก (Weight) คือ ค่าน้ำหนักท่ีมอบให้กับข้อมูลแต่ละตัว โดยน้ำหนักของแต่ละ

ข้อมูลจะสะท้อนถึงความสำคัญของข้อมูลนั้นๆ ท่ีนำมาคำนวณในตัวแบบ 

3) ฟังก์ชันกระตุ้น (Activation Function) ทำหน้าท่ีรวมค่าเชิงตัวเลขจากข้อมูลนำเข้า (Input) 

ท่ีเข้ามาใน Node แล้วทำการตัดสินใจว่าจะส่งสัญญาณเอาต์พุตออกไปในรูปใด ค่าของ

เอาต์พุตท่ีออกไปจากโหนดจะเรียกว่า Activation โดยท่ีฟังก์ชันกระตุ้นอาจเป็นฟังก์ชัน

เส้นตรงหรือไม่ก็ได้ ฟังก์ชันกระตุ้นมีหลายรูปแบบ ขึ้นอยู่กับลักษณะงาน โดยฟังก์ชันกระตุ้น

ท่ีนำมาใช้ในงานวิจัยจะมีดังต่อไปนี้ 

- ฟังก์ชันซิกมอยด์ (Sigmoid Function) จะมีความเหมาะสมกับ output layer ท่ี

แก้ปัญหาเกี่ยวกับการแบ่งกลุ่ม (classification) เนื่องจากเอาต์พุตของ Sigmoid 

Function จะมีค่าระหว่าง 0 ถึง 1 แต่จะไม่ เหมาะกับ Hidden layer เพราะ

เอาต์พุตจาก Node จะถูกบีบและส่งต่อ ทำให้ความถูกต้องในการดึงไปใช้งานของ 

Node ใน layer ถัดไปมีน้อยลง สมการของฟังก์ชันซิกมอยสามารถแสดงได้ ดังนี้ 
 

𝜎(𝑥) =  
1

1 − 𝑒−𝑥
 

 

- Hyperbolic Tangent Activation Function (Tanh) มี เหมาะสมกับ  output 

layer ท่ีต้องการใช้เพื่อแก้ปัญหาการแบ่งกลุ่ม (classification) มากกว่า sigmoid 

เนื่องจากเอาต์พุตของ Tanh Function จะมีค่าระหว่าง -1 ถึง 1 ทำให้เอาต์พุตท่ี

ออกมามีโอกาสเข้าใกล้ 0 ทำให้ผลลัพธ์ท่ีได้จากการคำนวณมีค่าไม่มาก และ
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เช่นเดียวกันกับฟังก์ชันซิกมอยด์ คือข้อมูลจะถูกบีบ จึงไม่ควรนำไปใช้ใน Hidden 

layer สมการของ Tanh Function สามารถแสดงได้ ดังนี้ 
 

𝑓(𝑥) =  
1 − 𝑒−2𝑥

1 + 𝑒−2𝑥
 

 

- Rectified Linear Unit (Relu) เป็นฟังก์ ชันกระตุ้นท่ีเหมาะท่ีจะใช้ใน Hidden 

layer เนื่องจากสามารถให้เอาต์พุตท่ีอยู่ในรูปแบบท่ีไม่ใช่เส้นตรง (non-linear) ได้ 

เอาต์พุตท่ีออกมาจะมีค่ามากกว่าหรือเท่ากับ 0 ทำให้เอาต์พุตไม่ถูกบีบ สมการของ 

Relu สามารถแสดงได้ ดังนี้ 
 

𝑓(𝑥) = {
0, 𝑥 < 0
𝑥, 𝑥 ≥ 0

 

 

 2. ฟังก์ชันต้นทุน (Cost Function / Loss Function) 

  เป็นสมการท่ีเอาไว้ใช้ในการวัดความถูกต้องของตัวแบบจำลองท่ีเราพัฒนาขึ้น โดยมี

ชุดพารามิเตอร์ต่างๆ เป็นข้อมูลนำเข้า ซึ่งผลลัพธ์ท่ีได้จากจากฟังก์ชันดังกล่าวคือต้นทุนท่ีแสดงถึงค่า

ความผิดพลาดของตัวแบบ ซึ่งหมายความว่า ชุดพารามิเตอร์ท่ีให้ค่าต้นทุนท่ีต่ำท่ีสุด จะเป็นชุด

พารามิเตอร์ท่ีดีท่ีสุดท่ีควรเลือกใช้ ท้ังนี้รูปแบบของตัวสมการดังกล่าวจะขึ้นอยู่กับว่า ปัญหาท่ีต้องการ

แก้นั้น เป็นปัญหาแบบใด โดยท่ีสมการของฟังก์ชันต้นทุนนั้นจะแบ่งออกเป็น 2 ประเภทตามลักษณะ

ของปัญหา ซึ่งสามารถแสดงได้ดังนี้ 

 Regression Problem 

𝐽(𝜃) =  −
1

𝑚
∑(ℎ𝜃(𝑥(𝑖)) − 𝑦(𝑖))2

𝑚

𝑖=1

 

 Classification Problem 

𝐽(𝜃) =  −
1

𝑚
∑ 𝑦(𝑖) log(ℎ𝜃(𝑥(𝑖)) + (1 − 𝑦(𝑖)) log(1 − ℎ𝜃(𝑥(𝑖))))

𝑚

𝑖=1
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 2.1.5 โครงข่ายระบบประสาทแบบย้อนกลับ (Recurrent Neural Networks: RNN) 
 โครงข่ายระบบประสาทแบบย้อนกลับ  (RNN) คือ โครงข่ายประสาทเทียม (Artificial 

Neuron Network : ANN) รูปแบบหนึ่ง ท่ีออกแบบมาเพื่อแก้ปัญหาเกี่ยวกับข้อมูลประเภทอนุกรม

เวลา (Time Series data) หลักการของ RNN คือการปรับรูปแบบของโครงข่ายประสาทเทียม

แบบเดิม เพื่อให้มีช้ันซ่อน (Hidden state) ในการจดจำความรู้หรือข้อมูลก่อนหน้า มารวมเข้ากับ

ข้อมูลตัวใหม่ท่ีเข้ามา (Input data) เพื่อใช้ในการทำนายหรือพยากรณ์ ซึ่งสามารถแสดงเป็นสมการ

ได้ดังนี้  

 

ℎ𝑡  =  𝑓ℎ(𝑊𝐻𝐻ℎ𝑡−1  +  𝑊𝐼𝐻𝑥𝑡) 

𝑦𝑡  =  𝑓𝑦(𝑊𝑂𝐻ℎ𝑡  ) 

โดยท่ี 

 ℎ𝑡 คือ Hidden state ณ เวลา t 

 𝑦𝑡 คือ Output vector ณ เวลาท่ี t 

 𝑥𝑡 คือ Input vector ณ เวลา t 

 𝑓ℎ และ 𝑓𝑦 คือ ฟังก์ชันกระตุ้น  

 𝑊𝐻𝐻 , 𝑊𝐼𝐻 และ 𝑊𝑂𝐻 คือ เมทริกซ์ค่าถ่วงน้ำหนัก 

 

รูปท่ี  5 โครงสร้างของโครงข่ายระบบประสาทแบบย้อนกลับ (Recurrent Neural Networks: RNN) 
 อย่างไรก็ตาม RNN ก็มีปัญหาเกี่ยวกับการลดลงของเกรเดียนต์ (Vanishing Gradient or 

Exploding Gradient) ซึ่งปกติแล้ว ในโครงข่ายประสาทเทียมจะทำการปรับเปล่ียนค่าถ่วงน้ำหนัก 

(update weights) โดยอาศัยวิธีการแพร่กลับของความผิดพลาด(Backward Propagation of 
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Errors: Backpropagation) ซึ่งจะทำการคำนวณกราเดียนต์ของ Loss Function เพื่อมาใช้ในการ

ปรับเปล่ียนค่าถ่วงน้ำหนัก แต่สำหรับ RNN ท่ี เอาต์พุตไม่ได้มาจากแค่ช่วงเวลาเพียงช่วงเวลาเดียว 

(t=t) แต่มาจากหลายๆช่วงเวลา (t=t-1, t-2, …, t) นั้น ทำให้เกิดการคูณกันของอนุพันธ์หลายๆ ตัว 

ซึ่งหากกราเดียนต์มีค่าน้อย (น้อยกว่า 1) การคูณกันแบบนี้ก็จะส่งผลให้ค่ากราเดียนต์นั้นลดลงไปเรื่อย 

ๆ ตามความยาวของลำดับข้อมูลท่ีมี หรืออีกนัยก็คือ ตัวของ RNN นั้น จะมีปัญหากับข้อมูลท่ีมีจำนวน

ลำดับมากเกินไป 

 

 2.1.6 แบบจำลองหน่วยความจำระยะส้ันแบบยาว (Long Short-Term Memory: LSTM) 
 แบบจำลองหน่วยความจำระยะส้ันแบบยาว (LSTM) เป็นรูปแบบหนึ่งของโครงข่ายระบบ

ประสาทแบบย้อนกลับ  (RNN) ถูกพัฒนาขึ้น โดย (Hochreiter & Schmidhuber, 1997) เพื่ อ

แก้ปัญหาการลดลงของเกรเดียนต์ (Vanishing Gradient) เมื่อลำดับของข้อมูลท่ีรับเข้ามามีจำนวน

มากเกินไป โดยการทำงานของ LSTM นั้นจะมีความคล้ายคลึงกับ RNN แต่ในส่วนของช้ันซ่อน 

(Hidden state) ท่ีใช้สำหรับจดจำลำดับของข้อมูลก่อนหน้านั้น LSTM จะมีการเรียนรู้ว่า เมื่อใดควร

ลืม (Forget) เขียน (Write) หรืออนุญาตให้อ่าน (Read) ซึ่งทำให้สามารถรองรับข้อมูลท่ีมีลำดับ

ปริมาณมากท่ีเข้ามาได้ โดยส่วนประกอบต่างๆ ของแบบจำลองหน่วยความจำระยะส้ันแบบยาว มี

ดังนี้ 

1) สถานะเซลล์ (Cell state) ทำหน้าท่ีเป็นตัวเก็บสถานะของเซลล์ความจำ (Memory cell) 

2) ประตู (Gate) ทำหน้าท่ีเป็นตัวควบคุมการไหลของข้อมูลท่ีเข้ามาในแบบจำลอง ซึ่งประตูแต่

ละบานจะมีฟังก์ชันกระตุ้นเป็นของตัวเองเพื่อตัดสินใจว่าควรจะจัดการกับข้อมูลท่ีจะเข้ามา

อย่างไร โดยประตูควบคุมการทำงานนั้น จะประกอบไปด้วย 

- ประตูลืม (Forget gate) ทำหน้าท่ีเป็นประตูท่ีจะตัดสินใจว่าควรจะเก็บสถานะเซลล์เดิม

เอาไว้ หรือจะลบสถานะเซลล์เดิมออกไป เป็นเสมือนการเตรียมพื้นท่ีเพื่อรับข้อมูลใหม่ 

โดยฟังก์ชันกระตุ้นท่ีควบคุมการทำงานประตูนี้อยู่คือ ฟังก์ชันซิกมอยด์  (Sigmoid 

Function: 𝜎) ผลลัพธ์ท่ีจะได้ออกมาจะมีค่าอยู่ระหว่างค่า 0 ถึง 1 ถ้าผลลัพธ์ท่ีได้มีค่า

เข้าใกล้ 0 หมายถึง การลบสถานะเซลล์เดิมออกไป แต่ถ้าผลลัพธ์ทีได้มีค่าเข้าใกล้ 1 

หมายถึง การเก็บสถานะเซลล์เดิมเอาไว้ สามารถเขียนสมการของประตูลืม (𝑓𝑡) ได้ดังนี้ 
 

𝑓𝑡  =  𝜎(𝑊𝑥𝑓𝑥𝑡  +  𝑊ℎ𝑓ℎ𝑡−1  + 𝑏𝑓) 
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- ประตูเขียน (Write gate) ในส่วนของประตูเขียนนั้น จะมีการทำงาน 2 ส่วน โดยในส่วน

แรก คือการตัดสินใจว่าจะปรับสถานะเซลล์เมื่อมีข้อมูลใหม่เข้ามาหรือไม่ โดยส่วนนี้จะ

ถูกควบคุมด้วยประตูนำเข้า (Input gate) ซึ่งมีฟังก์ชันซิกมอยด์ทำหน้าท่ีเป็นฟังก์ชัน

กระตุ้น เพื่อทำการตัดสินใจว่า จะให้มีการปรับเปล่ียนสถานะเซลล์หรือไม่ ในการ

คำนวณส่วนนี้จะใช้ข้อมูลนำเข้าปัจจุบันท่ีเข้ามาพร้อมกับช้ันซ่อน (Hidden state) ก่อน

หน้า ถ้าผลลัพธ์ที่ได้มีค่าเข้าใกล้ 0 ก็จะไม่มีการปรับเปล่ียนสถานะของเซลล์ใดๆ แต่ถ้า

ผลลัพธ์ ท่ีได้มี ค่าเข้าใกล้ 1 ก็จะทำการปรับเป ล่ียนสถานะของเซลล์ใหม่ให้ เป็น

สถานะปัจจุบัน โดยสำหรับสมการการคำนวณของประตูนำเข้า (𝑖𝑡) สามารถแสดงได้ดังนี้ 
 

𝑖𝑡  =  𝜎(𝑊𝑥𝑖𝑥𝑡  +  𝑊ℎ𝑖ℎ𝑡−1  + 𝑏𝑖) 
 

หลังจากท่ีทำการตัดสินใจไปแล้วในส่วนแรกว่าจะทำการปรับเปล่ียนค่าสถานะเซลล์ใหม่

ให้เป็นปัจจุบัน ก็จะนำไปสู่การทำงานในส่วนท่ีสองของประตูเขียน นั่นคือการหาค่า

สถานะเซลล์ใหม่เพื่อทำการปรับเปล่ียน โดยในส่วนนี้จะถูกควบคุมด้วยประตูปรับค่า

นำเข้า (Input moderation gate) ซึ่งมีฟังก์ชันไฮเพอร์โบลิกแทนเจนต์ (Hyperbolic 

Tangent: tanh) หรือ ฟังก์ชันแทน ทำหน้าท่ีเป็นฟังก์ชันกระตุ้น โดยผลลัพธ์ที่ได้ออกมา

นั้น จะเป็นเหมือนกับผู้ท้าชิงในสนาม  (Cell state candidate) ก่อนท่ีจะถูกนำไป

ปรับเปล่ียนอีกครั้งตามสถานะท่ีถูกคำนวณมาก่อนหน้าเพื่อส่งเป็นข้อมูลขาออกต่อไป 

โดยสำหรับสมการการคำนวณของประตูปรับค่านำเข้า (𝐶
~

𝑡) สามารถแสดงได้ดังนี้ 
 

𝐶
~

𝑡  =  tanℎ(𝑊𝑥𝑐𝑥𝑡  + 𝑊ℎ𝑐ℎ𝑡−1  +  𝑏𝑐) 
 

จะเห็นว่าในตอนนี้มีข้อมูลจากท้ัง ประตูลืม ประตูนำเข้า และประตูปรับค่านำเข้า ซึ่ง

ท้ังหมดนี้ก็เพียงพอสำหรับการปรับค่าสถานะเซลล์  (Update cell state) แล้ว โดย

สำหรับสมการการคำนวณของสถานะเซลล์ (𝐶𝑡) สามารถแสดงได้ดังนี้ 
  

 
 

เมื่อพิจารณาจากฝ่ังขวามือของสมการจะพบว่า ถ้าประตูลืม (𝑓𝑡) มีค่าเป็น 0 ค่าสถานะ

เซลล์ก่อนหน้า (𝐶𝑡−1) ก็จะไม่ถูกนำมาพิจารณาประกอบการปรับเปล่ียนค่าสถานะเซลล์

ปัจจุบัน แต่ถ้าประตูลืมมีค่าเป็น 1 ค่าสถานะเซลล์ก่อนหน้า  (𝐶𝑡−1) ก็จะถูกนำมา
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พิจารณาประกอบการปรับเปล่ียนค่าสถานะเซลล์ปัจจุบัน และเมื่อพิจารณาฝ่ังซ้ายมือ

ของสมการจะพบว่า ถ้าประตูนำเข้า (𝑖𝑡) มีค่าเป็น 0 แสดงว่าค่าท่ีได้จากการคำนวณใน

ประตูปรับค่านำเข้า (𝐶𝑡

~

) จะไม่ถูกนำมาใช้ประกอบการพิจารณาในการปรับเปล่ียนค่า

สถานะเซลล์ปัจจุบัน แต่ถ้าประตูนำเข้า (𝑖𝑡) มีค่าเป็น 1 แสดงว่าค่าท่ีได้จากการคำนวณ

ในประตูปรับค่านำเข้า (𝐶𝑡

~

) จะถูกนำมาใช้ประกอบการพิจารณาในการปรับเปล่ียนค่า

สถานะเซลล์ปัจจุบัน และจากค่าท้ังหมดท่ีได้มาก็จะทำให้ได้ผลลัพธ์ออกมาเป็นค่า

สถานะเซลล์ในปัจจุบัน (𝐶𝑡) 

- ประตูนำออก (Output gate) ทำหน้าท่ีเป็นประตูท่ีจะตัดสินใจว่าจะทำการส่งค่าสถานะ

ช้ันซ่อน (Hidden state: ℎ𝑡) ออกไปหรือไม่ โดยฟังก์ชันกระตุ้นท่ีควบคุมการทำงาน

ประตูนี้อยู่คือ ฟังก์ชันซิกมอยด์ (Sigmoid Function: σ) ในการคำนวณส่วนนี้จะใช้

ข้อมูลนำเข้าปัจจุบันท่ีเข้ามาพร้อมกับช้ันซ่อน (Hidden state) ก่อนหน้า สำหรับสมการ

การคำนวณของประตูนำออก (𝑜𝑡) สามารถแสดงได้ดังนี้ 
 

𝑜𝑡  =  𝜎(𝑊𝑥𝑜𝑥𝑡  +  𝑊ℎ𝑜ℎ𝑡−1  +  𝑏0) 
 

เนื่องจากผลลัพธ์ท่ีจะต้องผลิตออกไปคือค่าสถานะช้ันซ่อนท่ีเวลาปัจจุบัน(ℎ𝑡) ดังนั้น 

สมการสำหรับคำนวณค่าดังกล่าว จึงแสดงได้ดังนี้ 
 

 
 

จากสมการดังกล่าวพบว่า ถ้าประตูนำออก (𝑜𝑡) มีค่าเป็น 0 ก็จะไม่มีการส่งค่าใดๆ

ออกไป แต่ถ้าประตูนำออกมีค่าเป็น 1 ก็จะคำนวณค่า ℎ𝑡  แล้วส่งออกไป โดยท่ีค่า ℎ𝑡 ก็

คือผลลัพธ์สุดท้ายท่ีได้จากสถานะเซลล์และสถานะช้ันซ่อน เพื่อใช้กับหน่วยความจำ

ระยะส้ันแบบยาวในลำดับถัดไป ซึ่งในส่วนประตูนำออกนี้ก็จะเป็นเสมือนประตูอนุญาต

ให้อ่าน (Read gate) ท่ีได้กล่าวถึงไปข้างต้น ท่ีทำหน้าท่ีตัดสินใจว่าจะอนุญาตให้นำ

ข้อมูลผลลัพธ์สุดท้ายท่ีได้ออกไปหรือไม่ 

 สำหรับโครงสร้างภายในของแบบจำลองหน่วยความจำระยะส้ันแบบยาว สามารถแสดงได้ดัง

รูปท่ี 6 
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รูปท่ี  6 แบบจำลองหน่วยความจำระยะส้ันแบบยาว (LSTM) 
 

 2.1.7 โครงข่ายประตูวกกลับ (Gated Recurrent Unit: GRU) 
 เป็นรูปแบบหนึ่งของโครงข่ายระบบประสาทแบบย้อนกลับ (RNN) ถูกพัฒนาขึ้นโดย (Chung 

et al., 2014) โดยมีจุดประสงค์เพื่อแก้ปัญหาการลดลงของเกรเดียนต์ (Vanishing Gradient) หรือก็

เพื่อแก้ปัญหาการมีหน่วยความจำระยะส้ันของ RNN เช่นเดียวกับ LSTM ซึ่งการทำงานภายในของ 

GRU จะมีความคล้ายคลึงกับ LSTM เช่นกัน แต่จะลดความซับซ้อนของประตู (Gate) ลงเหลือเพียง

แค่ 2 ประตู เพื่อให้เกิดความรวดเร็วในการคำนวณ ได้แก่ 

- Update Gate ( ) เป็นประตูนำเข้าข้อมูลเพื่อนำไปคำนวณในการปรับสถานะของค่า

เซลล์ เพื่อส่งเป็นข้อมูลขาออกในการคำนวณในขั้นต่อไป ฟังก์ชันกระตุ้นท่ีควบคุมการ

ทำงานประตูนี้อยู่คือ ฟังก์ชันซิกมอยด์ (Sigmoid Function: σ) ผลลัพธ์ท่ีจะได้ออกมา

จะมีค่าอยู่ระหว่างค่า 0 ถึง 1 (หรือก็คือ ) โดยสำหรับสมการการคำนวณของประตู

ปรับค่านี้ สามารถแสดงได้ดังนี้  
 

 
 

- Reset Gate ( ) เป็นประตูท่ีใช้ในการตัดสินใจว่าจะปรับสถานะเซลล์เมื่อมีข้อมูลใหม่เข้า

มาหรือไม่ มีฟังก์ชันซิกมอยด์ทำหน้าท่ีเป็นฟังก์ชันกระตุ้น เพื่อทำการตัดสินใจว่า จะให้มี

การปรับเปล่ียนสถานะเซลล์หรือไม่ ในการคำนวณส่วนนี้จะใช้ข้อมูลนำเข้าปัจจุบันท่ีเข้า
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มาพร้อมกับช้ันซ่อน (Hidden state) ก่อนหน้า โดยสำหรับสมการการคำนวณของประตู

รีเซ็ตค่านี้ สามารถแสดงได้ดังนี้ 
 

 
 

 หลังจากท่ีได้สมการของประตูท้ัง 2 แล้ว ส่ิงท่ีเราต้องการคือการคำนวณเอาต์พุคท่ีทำนายได้

ในสถานะช้ันซ่อนท่ีเวลาปัจจุบัน ( ) ซึ่งคำนวณจากผลรวมระหว่างข้อมูลนำเข้าท่ีเวลาปัจจุบัน ( ) 

คูณกับเมทริกซ์ค่าถ่วงน้ำหนักของเอาต์พุต ( ) กับการทำ Element-wise product ( ) ระหว่าง 

Reset Gate ( ) กับสถานะช้ันซ่อนก่อนหน้า (Hidden state) เพื่อตัดสินใจว่าจะเอาสถานะของช้ัน

ซ่อนก่อนหน้านี้มาเท่าใด ซึ่งผลลัพธ์ของการทำ Element-wise product ( ) จะคูณอยู่กับเมทริกซ์

ค่าถ่วงน้ำหนักของ Update Gate ดังนั้น สมการสำหรับคำนวณค่าดังกล่าว จึงแสดงได้ดังนี้ 
 

 
 

 เนื่องจากฟังก์ชันกระตุ้นท่ีใช้คือ ฟังก์ชันไฮเพอร์โบลิกแทนเจนต์ (Hyperbolic Tangent: 

tanh) หรือ ฟังก์ชันแทน ซึ่งเป็นฟังก์ช่ันไม่เชิงเส้น (nonlinearity function) ค่าท่ีได้ออกมาจึงจะอยู่

ในช่วง -1 ถึง 1 ซึ่งจะช่วยป้องกันการเกิดปัญหาการลดลงของเกรเดียนต์ เนื่องจากฟังก์ช่ันนี้จะจำกัด

ค่า (Bounds) ให้อยู่ระหว่างช่วงดังกล่าว จึงทำให้สามารถท่ีจะคำนวณค่าการแพร่กลับของความผิด

พลาด (Backpropagation) ได้โดยท่ีค่าท่ีได้ออกมาจะไม่เป็นค่าอนันต์ 

 ขั้นตอนสุดท้ายคือการคำนวณสถานะช้ันซ่อนท่ีเวลาปัจจุบันเพื่อส่งออกไปเป็นผลลัพธ์สุดท้าย 

หรือก็คือเป็นการตัดสินใจว่าจะทำการปรับเปล่ียนค่าให้เป็นค่าใด ระหว่างผลลัพธ์ท่ีทำนายได้จาก

สถานะช้ันซ่อนก่อนหน้า ( ) หรือผลลัพธ์ท่ีทำนายได้จากสถานะช้ันซ่อนปัจจุบัน ( ) ในสัดส่วน

เท่าใด สมการสำหรับคำนวณค่าดังกล่าว จึงแสดงได้ดังนี้ 
 

 
 

 สำหรับโครงสร้างภายในของโครงข่ายประตูวกกลับ สามารถแสดงได้ดังรูปท่ี 7 
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รูปท่ี  7 โครงข่ายประตูวกกลับ (GRU)  
 

 2.1.8 ปัญหาข้อมูลไม่สมดุล (Imbalanced data)  
 ปัญหาข้อมูลไม่สมดุล (Imbalanced data) เป็นปัญหาท่ีเกิดขึ้นในชุดข้อมูลท่ีมีการแบ่ง

ประเภทของข้อมูลในชุดข้อมูล ออกเป็น 2 กลุ่ม (หรือมากกว่า) แล้วข้อมูลในกลุ่มใดกลุ่มหนึ่งมีจำนวน

มากกว่าข้อมูลอีกกลุ่มหนึ่งมาก กล่าวคือ จะมีข้อมูลท่ีเป็นกลุ่มส่วนมาก (Majority) ซึ่งจะมีจำนวน

ของข้อมูลในกลุ่มมากหรือเป็นกลุ่มส่วนใหญ่ของชุดข้อมูล ในขณะเดียวท่ีข้อมูลในกลุ่มส่วนน้อย 

(Minority) จะมีจำนวนของข้อมูลในกลุ่มน้อย ซึ่งอาจเกิดขึ้นได้ท้ังจากการท่ีลักษณะทางธรรมชาติของ

ข้อมูลมีความแตกต่างของจำนวนในแต่ละกลุ่ม หรืออาจเกิดจากข้อจำกัดในการเก็บข้อมูล  

 อย่างไรก็ตาม การท่ีข้อมูลในชุดข้อมูลหนึ่งๆ มีความไม่สมดุลเกิดขึ้น จะส่งผลต่อการจำแนก

ข้อมูลในกลุ่มส่วนน้อย เพราะโดยท่ัวไปนั้น วิธีการจำแนกประเภท (Classification) ต่างๆ จะมี

ประสิทธิภาพสูงก็ต่อเมื่อข้อมูลในแต่ละกลุ่มในชุดข้อมูลนั้นมีจำนวนท่ีใกล้เคียงกัน ซึ่งหากชุดข้อมูลมี

ความไม่สมดุล หรือ ข้อมูลท่ีเป็นกลุ่มส่วนมากมีมากกว่ากลุ่มส่วนน้อยมากจนเกินไป ก็จะส่งผลให้

วิธีการจำแนกประเภทท่ีใช้โดยท่ัวไปนั้นมีโอกาสท่ีจะทำนายกลุ่มของชุดข้อมูลออกมาเป็นกลุ่ม

ส่วนมาก อันนำไปสู่ปัญหาท่ีเรียกว่า ปัญหาการแบ่งกลุ่มข้อมูลผิดกลุ่ม (Misclassification) เนื่องจาก

ตัวแบบจะมองว่าการทำนายออกมาเป็นกลุ่มส่วนมากจะมีความแม่นยำมากกว่าเพราะเป็นกลุ่มท่ีเป็น

ข้อมูลส่วนใหญ่ของชุดข้อมูล ซึ่งก็จะทำให้ตัวแบบไม่สามารถทำนาย หรือแยกประเภทข้อมูลท่ีเป็น

กลุ่มส่วนน้อยออกมาได้เลย 
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 วิธีการแก้ปัญหาข้อมูลไม่สมดุลนั้น มีด้วยกันหลายวิธี แต่ในท่ีนี้จะขอกล่าวถึงแค่วิธีเดียว ซึ่ง

เป็นวิธีท่ีผู้วิจัยได้เลือกใช้ในการนำมาแก้ปัญหาความไม่สมดุลท่ีเกิดขึ้นในชุดข้อมูล ซึ่งก็คือวิธีการสุ่ม

ตัวอย่างเพิ่มกลุ่มส่วนน้อยด้วยการสังเคราะห์ (Synthetic Minority Over-sampling Technique: 

SMOTE) เป็นวิธีท่ีถูกเสนอขึ้นในปี 2002 โดย (Chawla et al., 2002) เป็นการสร้างกลุ่มตัวอย่าง

ส่วนน้อยตัวอย่างใหม่ขึ้นมาอย่างสุ่ม โดยใช้หลักการกำหนดจำนวนเพื่อนบ้านท่ีอยู่ใกล้ท่ีสุดจำนวน k 

ตัว (k-nearest neighbors: KNN) แล้วทำการสุ่มสร้างข้อมูลขึ้นมาบนแนวเส้นท่ีเช่ือมต่อระหว่าง

ตัวอย่างกลุ่มส่วนน้อยใดๆ วิธีการดังกล่าวสามารถอธิบายได้ด้วยแผนภาพดังต่อไปนี้ 

 

รูปท่ี  8 โครงสร้าง Synthetic Minority Over-sampling Technique: SMOTE 
 อย่างไรก็ตาม เทคนิค SMOTE นั้น ถูกพัฒนาขึ้นมาสำหรับตัวแบบประเภท Classification 
ท่ีมีการแบ่งกลุ่มของชุดข้อมูลอย่างชัดเจน ไม่ใช่ตัวแบบประเภท Regression แต่ก็ได้มีการศึกษาวิจัย 
และพัฒนาต่อยอด เพื่อให้ SMOTE  นั้น สามารถจัดการกับตัวแบบท่ีเป็น Regression ได้ จนกระท่ัง
ในปี 2017 เทคนิค SMOGN (Synthetic Minority Over-Sampling Technique for Regression 
with Gaussian Noise) โดย (Branco et al., 2017) ก็ได้ถูกเสนอขึ้น หลักการในการทำงานของ 
SMOGN คือ การกำหนดข้อมูลท่ีเป็นข้อมูลกลุ่มส่วนน้อย และข้อมูลกลุ่มส่วนมาก โดยจะทำการสุ่ม
ลด (Under sampling) ข้อมูลส่วนมาก และสุ่มเพิ่ม (Over sampling) ข้อมูลส่วนน้อย สำหรับใน
ขั้นตอนการสุ่มเพิ่มข้อมูลส่วนน้อยนั้นจะมีการเพิ่มเทคนิค Gaussian Noise เข้าไปด้วย ซึ่งเทคนิค 
SMOTE ปกตินั้น จะทำการสุ่มสร้างข้อมูลด้วยหลักการ k-nearest neighbors ซึ่งเป็นการหาข้อมูล
ใกล้เคียงในกลุ่มเดียวกันท่ีใกล้ท่ีสุด แต่หากข้อมูลในกลุ่มเดียวกันอยู่ไกลออกไป SMOGN ก็จะใช้ 
Gaussian noise ในการสุ่มสร้างแทน 
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 2.1.9 การประเมินประสิทธิภาพตัวแบบ (Model Assessment) 
 หลังจากท่ีได้ทำการพัฒนาตัวแบบจำลองขึ้นมาแล้ว การวัดประสิทธิภาพของตัวแบบนั้นถือ

เป็นเรื่องสำคัญ เนื่องจากประสิทธิภาพของตัวแบบจะเป็นตัวบอกความแม่นยำในการพยากรณ์ของตัว

แบบ ว่าตัวแบบท่ีเราพัฒนาขึ้นมานั้น มีความเหมาะสมกับข้อมูลหรือไม่ สามารถพยากรณ์ค่าได้

แม่นยำหรือคลาดเคล่ือนจากค่าท่ีเกิดขึ้นจริงมากน้อยขนาดไหน ซึ่งตัวแบบท่ีดีนั้น ไม่ควรท่ีจะมีความ

คลาดเคล่ือนในการพยากรณ์ท่ีสูงมาก ค่าท่ีได้ควรมีความใกล้เคียงกับค่าท่ีเกิดขึ้นจริง หรือหากค่าท่ี

พยากรณ์ได้จากตัวแบบนั้นคลาดเคล่ือนไปจากค่าจริงมาก ก็ควรท่ีจะกลับไปตรวจสอบขั้นตอนการ

พัฒนาตัวแบบใหม่อีกครั้งว่า ตัวแบบท่ีเราได้ทำการพัฒนาขึ้นมานั้น มีปัญหาอะไร มีความ Over-

fitting หรือ Under-fitting กับข้อมูลอย่างไร เพื่อท่ีจะได้ทำการปรับปรุง และเลือกตัวแบบท่ีมีความ

เหมาะสมกับรูปแบบของชุดข้อมูลท่ีสุดมาเป็นตัวแบบท่ีใช้ในการพยากรณ์ 

 สำหรับเกณฑ์การวัดประสิทธิภาพของตัวแบบจำลองนั้น ในงานวิจัยนี้ได้เลือกใช้เกณฑ์ค่า

ความคลาดเคล่ือนสัมบูรณ์เฉล่ีย (Mean Absolute Error: MAE) ซึ่งเหตุผลท่ีเลือกใช้เกณฑ์ MAE นี้ 

เนื่องจากเป็นวิธีท่ีมีความอ่อนไหวกับตัวข้อมูลท่ีผิดแปลกไปจากปกติ น้อยกว่า MSE และ RMSE 

เนื่องจากเป็นการนำค่าความผิดพลาด (Error) มาใส่สัมบูรณ์ (Absolute) ซึ่งหากตัวชุดข้อมูลมีค่า

ผิดปกติอยู่เยอะ ค่านี้ก็อาจเหมาะสมกว่าในการนำไปใช้ประเมินประสิทธิภาพของโมเดล และตัวข้อมูล

ปริมาณน้ำฝนนี้ก็มักจะมีค่าผิดปกติ ซึ่งเกิดจากช่วงเวลาท่ีมีปริมาณน้ำฝนสะสมมากกว่าปกติ หรือก็คือ

ช่วงท่ีฝนตกหนัก หรือฝนตกหนักมาก โดยสมการของค่าความคลาดเคล่ือนสัมบูรณ์เฉล่ีย (MAE) 

สามารถแสดงได้ดังนี้ 

𝑀𝐴𝐸 =  
1

𝑛
∑|𝑦𝑖 − 𝑦�̂�|

𝑛

𝑖=1

 

 โดยท่ี 

  𝑛 คือ จำนวนข้อมูลท้ังหมดของชุดข้อมูล 

  𝑦𝑖 คือ ข้อมูลจริงท่ีเกิดขึ้นของชุดข้อมูลตัวที่ 𝑖 

  𝑦�̂� คือ ข้อมูลท่ีตัวแบบจำลองทำนายได้ของชุดข้อมูลตัวที่ 𝑖  
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2.2 งานวิจัยที่เก่ียวข้อง 
 เนื่องจากตัวข้อมูลสภาพอากาศนั้นเป็นข้อมูลเชิงอนุกรมเวลา กล่าวคือ เป็นข้อมูลท่ีได้จาก

การเก็บข้อมูลตามลำดับเวลาต่อเนื่องกันเป็นช่วงๆ ในอดีต จึงได้มีการทำการศึกษาและปรับปรุงตัว

แบบทางสถิติต่างๆ เพื่อให้สามารถพยากรณ์ข้อมูลอนุกรมเวลาให้ออกมาแม่นยำให้มากท่ีสุด โดยตัว

แบบแรกท่ีถูกนำมาใช้ในการพยากรณ์ดังกล่าว คือตัวแบบอนุกรมเวลา (Time series) เนื่องจากตัว

แบบอนุกรมเวลาถือเป็นตัวแบบต้ังต้นสำหรับการพยากรณ์ข้อมูลอนุกรมเวลา และในงานวิจัยนี้ก็ได้นำ

ตัวแบบนี้เข้ามาพิจารณาเปรียบเทียบร่วมด้วย โดยตัวแบบอนุกรมเวลาตัวแรกท่ีถูกนำมาพิจารณาคือ

ตัวแบบ ARIMA 

 (Wang et al., 2013) ได้ทำการพยากรณ์ปริมาณน้ำฝนสะสมในเมืองโซว่กวง มณฑลซานตง 

ประเทศจีน ซึ่งได้พบว่าปริมาณน้ำฝนนั้นมีสหสัมพันธ์อัตโนมัติท่ีโดดเด่น (Strong autocorrelation) 

จึ ง ไ ด้ เลื อก ใช้ ตั ว แ บ บ  SARIMA (Seasonal Autoregressive and Moving Average) ใน ก าร

วิเคราะห์และพยากรณ์ ซึ่งหลังจากการเตรียมข้อมูล การกำหนดพารามิเตอร์ และเลือกตัวแบบท่ีดี

ท่ีสุดตามวิธีการของการทำตัวแบบอนุกรมเวลาแล้ว จากการทดสอบประสิทธิภาพพบว่า ค่าท่ี

พยากรณ์ได้จากตัวแบบมีค่าใกล้เคียงกับปริมาณน้ำฝนสะสมจริง โดยมีค่าความคลาดเคล่ือนเพียงร้อย

ละ 27.42 เท่านั้น แต่ในงานวิจัยของ Wang และคณะ ไม่ได้กล่าวถึงการเปรียบเทียบแบบจำลอง 

SARIMA กับแบบจำลองอื่นๆ  

 (Narayanan et al., 2013) ได้ทำการพยากรณ์ปริมาณน้ำฝนสะสมในช่วงฤดูก่อนมรสุม

ตะวันตกเฉียงใต้ (ระหว่างเดือนมีนาคมถึงพฤษภาคม) ในภาคตะวันตกของประเทศอินเดีย โดยใช้

ข้อมูลสภาพอากาศรายเดือน เลือกเฉพาะช่วงเดือนมีนาคมถึงพฤษภาคม จากสถานีวัดสภาพอากาศใน

ประเทศอินเดีย 6 สถานี ในช่วงเวลา 60 ปี โดยมีการใช้ Mann Kendall test ในการทดสอบ

สหสัมพันธ์ระหว่างตัวแปร และใช้ตัวแบบ ARIMA ในการพยากรณ์ พบว่า ผลการพยากรณ์ท้ัง 6 

สถานีมีค่าความคลาดเคล่ือนกำลังสองเฉล่ีย(RMSE) ท่ีมากน้อยแตกต่างกันไป หมายความว่า การใช้

ตัวแบบ ARIMA ในการพยากรณ์ปริมาณน้ำฝนสะสมอาจจะไม่ได้ตอบโจทย์สำหรับทุกสถานี หรือบาง

สถานีอาจจะต้องการการจัดการกับตัวแปรรับเข้าก่อนท่ีจะนำไปพยากรณ์ ท้ังนี้  งานวิจัยของ 

Narayanan และคณะ ก็ไม่ได้กล่าวถึงการเปรียบเทียบแบบจำลอง ARIMA กับแบบจำลองอื่นเช่นกัน 

 อย่างไรก็ตาม แบบจำลอง ARIMA ก็ยังมีข้อเสีย นั่นคือ เป็นแบบจำลองท่ีพิจารณาโดยใช้ตัว

แปรเพียงตัวเดียว ซึ่งในความเป็นจริงนั้น ปัจจัยท่ีทำให้เกิดฝนหรือส่งผลต่อปริมาณน้ำฝนสะสมนั้น มี

ได้หลายปัจจัย และเพื่อเพิ่มประสิทธิภาพในการพยากรณ์จึงควรท่ีจะเอาปัจจัยสภาพอากาศด้านอื่นๆ 
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มาพิจารณาร่วมด้วย เพื่อให้ตอบโจทย์ดังกล่าว แบบจำลอง ARIMAX ท่ีเป็นแบบจำลองท่ีสามารถ

นำเข้าข้อมูลคุณลักษณะอื่นๆ ท่ีเกี่ยวข้องกับตัวข้อมูลท่ีต้องการจะพยากรณ์ได้ จึงถูกยกขึ้นมาเพื่อทำ

การเปรียบเทียบกับแบบจำลอง ARIMA 

 (Wangdi et al., 2010) ได้เปรียบเทียบผลการพยากรณ์การเกิดไข้มาลาเรีย ระหว่าง

แบบจำลอง ARIMA ท่ีรับข้อมูลสถิติผู้ป่วยไข้มาลาเรียเพียงตัวแปรเดียว กับตัวแบบ ARIMAX ท่ี

นอกจากจะรับข้อมูลของจำนวนผู้ป่วยแล้ว ยังรับข้อมูลด้านสภาพภูมิอากาศเพิ่มเข้าไปด้วย พบว่า ตัว

แบบ ARIMAX ให้ผลการพยากรณ์ท่ีดีกว่าตัวแบบ ARIMA 

 (Jalalkamali et al., 2015) ได้พัฒนาตัวแบบพยากรณ์ปริมาณน้ำฝนเพื่อคาดการณ์การเกิด

ปัญหาภัยแล้ง โดยในงานวิจัยได้ทำการเปรียบเทียบผลการพยากรณ์ระหว่างตัวแบบ ARIMAX ตัว

แบบโครงข่ายประสาทเทียม และตัวแบบ support-vector machines (SVM) พบว่าในการพยากรณ์

ระยะส้ัน ตัวแบบ ARIMAX เป็นตัวแบบท่ีมีประสิทธิภาพมากท่ีสุด 

 จากงานวิจัยข้างต้นจะเห็นได้ว่า การเพิ่มคุณลักษณะอื่นๆ ท่ีเกี่ยวข้องกับคุณลักษณะท่ีเรา

ต้องการจะพยากรณ์นั้นช่วยเพิ่มประสิทธิภาพของการพยากรณ์ได้จริงๆ จึงทำให้ตัวแบบ ARIMAX 

เป็นตัวเลือกท่ีดีกว่าตัวแบบ ARIMA ท้ังนี้  นอกจากการใช้ตัวแบบ ARIMA และ ARIMAX การ

พยากรณ์โดยใช้แบบจำลองการเรียนรู้เชิงลึก โครงข่ายระบบประสาทแบบย้อนกลับ รวมไปถึงการทำ 

Feature Engineering ให้กับชุดข้อมูล เพื่อเพิ่มประสิทธิภาพให้กับตัวแบบก็ได้เข้ามามีบทบาทมาก

ขึ้น 

 (Srachoom, 2007) ได้พัฒนาโครงข่ายประสาทเทียมเพื่อให้สามารถพยากรณ์ปริมาณน้ำฝน

สะสมระยะส้ัน จากข้อมูลสภาพอากาศย้อนหลังก่อนวันท่ีต้องการพยากรณ์ได้ โดยข้อมูลท่ีใช้เป็น

ข้อมูลพื้นท่ีอำเภอเมือง จังหวัดเชียงใหม่ ได้แก่ ความกดอากาศสูงสุด -ต่ำสุด อุณหภูมิสูงสุด-ต่ำสุด 

ความช้ืนสัมพัทธ์สูงสุด-ต่ำสุด และปริมาณน้ำฝน ย้อนหลัง 9 ปี (พ.ศ. 2541 -2549) และเพื่อให้

โครงข่ายประสาทได้เรียนรู้แนวโน้มของสภาพอากาศก่อนวันฝนตกได้อย่างชัดเจน จึงได้เพิ่มชุดข้อมูล

ของสภาพอากาศย้อนหลัง 3 วัน ก่อนวันพยากรณ์ และเพิ่มดัชนีแสดงฤดูกาลเข้าไปด้วย ส่งผลให้มีตัว

แปรต้นท้ังหมด 24 ตัว พบว่าโครงข่ายประสาทเทียมท่ีเหมาะสมมี 1 ช้ันซ่อน มีจำนวน 30 นิวรอน มี

ความถูกต้องเฉล่ียร้อยละ 73.36  

 (Hung et al., 2009) ได้ทำการพยากรณ์ปริมาณน้ำฝนในเขตกรุงเทพมหานครแบบรายงาน

ผลได้ทันการณ์(real time) ด้วยโครงข่ายประสาทเทียม(ANN) โดยทำการเปรียบเทียบระหว่างแบบ 
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Simple multilayer perceptron และแบบ Generalized feedforward ร่ วมกับการปรับ จูน

พารามิเตอร์ ข้อมูลท่ีนำมาใช้เป็นข้อมูลท่ีทำการเก็บข้อมูลแบบรายช่ัวโมงตลอดระยะเวลา 4 ปี จาก 

75 สถานีตรวจวัดสภาพอากาศในกรุงเทพมหานคร พบว่า ในการพยาการณ์ปริมาณน้ำฝนในช่วงเวลา 

1-6 ช่ัวโมงนั้น ยิ่งช่ัวโมงเพิ่มข้ึนเท่าไหร่ ค่าความคลาดเคล่ือนของการพยากรณ์ก็จะยิ่งเพิ่มข้ึนเช่นกัน 

นอกจากนี้ในงานวิจัยนี้ยังได้ทำการหาความสัมพันธ์ระหว่างตัวแปรต้นกับตัวแปรตามเพื่อพิจารณาว่า

ตัวแปรใดบ้างท่ีส่งผลกับปริมาณน้ำฝน พบว่า เมื่อนำข้อมูลสภาพอากาศจากสถานีตรวจวัดใกล้เคียง

(ในรัศมี 21 ตารางกิโลเมตร) มาพิจารณาร่วมกับสถานีตรวจวัดท่ีสนใจจะพยากรณ์แล้วนั้น ส่งผลให้ค่า

ความคลาดเคล่ือนลดลงถึงร้อยละ 71.19 เมื่อเทียบกับการพิจารณาข้อมูลจากสถานีตรวจวัดท่ีสนใจ

เพียงสถานีเดียว  

 (Hernández et al., 2016) ได้ศึกษาเรื่องการพัฒนาแบบจำลองการเรียนรู้ เชิงลึกเพื่อ

ทำนายปริมาณน้ำฝนสะสมรายวัน โดยใช้ข้อมูลสภาพอากาศรายวันจากสถานีตรวจวัดในเมือง 

Manizales ประเทศ Colombia ส่ิงท่ีน่าสนใจของงานวิจัยนี้คือการสร้างตัวแปรต้นจำนวน 47 ตัว 

โดยมาจากข้อมูลพื้นฐานท่ีเก็บรวบรวมมา ได้แก่ อุณหภูมิ ความช้ืนสัมพันธ์ ความกดอากาศ ความเข้ม

ของแสงอาทิตย์  ความเร็วลม และทิศทางลม ในส่วนของข้อมูลท่ีสร้างขึ้นจะมาจากการข้อมูลพื้นฐาน

แต่ละตัวอีกที โดยการนำมา 1) วัดย้อนหลังไป 3 วัน 2) ค่าเฉล่ียในช่วง 5 วันย้อนหลัง 3) ความ

แตกต่างของอุณหภูมิท่ีวัดได้ในช่วงเวลา 4:00 น. และ 24:00 น. เป็นต้น เนื่องจากตัวแปรต้นท่ีมี

จำนวนมาก จึงได้มีการนำตัวเข้ารหัสอัตโนมัติ (Autoencoder) มาช่วยในการสกัดคุณลักษณะสำคัญ 

และทำการหาความสัมพันธ์ของแต่ละตัวแปร ก่อนท่ีจะส่งไปต่อไปยัง Multilayer Perceptron 

(MLP) เพื่อทำหน้าท่ีในการพยากรณ์ปริมาณน้ำฝนสะสม 

 โครงข่ายประสาทเทียมนั้น มีจุดเด่นท่ีการมี ช้ันซ่อนซึ่งจะช่วยจัดการในเรื่องของการ

ผสมผสานและจับคู่คุณลักษณะท่ีเกี่ยวข้องในการพยากรณ์ได้อย่างเหมาะสม ทำให้ประสิทธิภาพใน

การพยากรณ์เพิ่มขึ้น ท้ังนี้ นอกจากการทำ Feature Engineering เพื่อเพิ่มประสิทธิภาพให้กับตัว

แบบแล้ว งานวิจัยข้างต้นยังกล่าวถึงการจัดการกับข้อมูลเบ้ืองต้น เพื่อไม่ให้เกิดแนวโน้มการพยากรณ์

ผิดกลุ่ม (Misclassification) เนื่องจากข้อมูลท่ีนำมาใช้นั้นมีท้ังข้อมูลช่วงท่ีฝนตก และข้อมูลในช่วงท่ี

ฝนไม่ตก หากนำข้อมูลในช่วงท่ีฝนไม่ตกมาทำนายร่วมด้วยก็จะทำให้ไม่สามารถทำนายปริมาณน้ำฝน

ได้อย่างถูกต้อง โดยงานวิจัย (Srachoom, 2007) ได้แก้ไขปัญหาชุดข้อมูลไม่สมดุลด้วยการเพิ่มดัชนี

ฤดูกาลด้วยเลขไบนารีขนาด 3 บิต เพื่อให้แบบจำลองสามารถรับรู้กลุ่มประเภทของข้อมูลตามฤดูกาล

ได้ และงานวิจัย (Hung et al., 2009) ได้ทำการศึกษาเปรียบเทียบโดยการนำเข้าชุดข้อมูลหลายๆ
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แบบ พบว่า นอกจากการใช้ข้อมูลสภาพอากาศจากสถานีตรวจวัดใกล้เคียงมาพิจารณาร่วมกับสถานี

ตรวจวัดท่ีสนใจจะพยากรณ์แล้ว การใส่ข้อมูลนำเข้าท่ีจะทำให้การพยากรณ์มีความแม่นยำมากท่ีสุดก็

คือ ใส่ข้อมูลเฉพาะวัน ท่ีฝนตก งานวิจัย (Hernández et al., 2016) จะมีความคล้ายงานวิจัย 

(Srachoom, 2007) แต่จะแบ่งข้อมูลด้วยการเพิ่มดัชนีรายเดือนด้วยเลขไบนารีขนาด 12 บิต อย่างไร

ก็ตาม การทำ Feature Engineering ของงานวิจัยท่ียกมาข้างต้นนั้น ไม่ได้มีการเปรียบเทียบ หรือ

อธิบายว่า การเพิ่มคุณลักษณะพิเศษทางสถิติให้กับชุดข้อมูลนั้น จะช่วยให้ผลการพยากรณ์ดีขึ้นกว่า

การใช้ชุดข้อมูลต้ังต้นจริงๆ หรือไม่ ซึ่งคาดว่าอาจจะเป็นเพราะตัวแบบโครงข่ายประสาทเทียมมี

ความสามารถในการสกัดตัวคุณลักษณะท่ีไม่มีความสำคัญออกไปจากตัวแบบได้ จึงทำให้หลายๆ 

งานวิจัยมุ่งเน้นไปในเรื่องของการพัฒนาเพื่อเพิ่มประสิทธิภาพให้กับตัวแบบมากกว่าท่ีจะให้

ความสำคัญการการเพิ่มคุณลักษณะให้กับตัวแบบ 

 ในส่วนของการพยากรณ์ปริมาณน้ำฝนสะสมท่ีเกิดขึ้น นอกจากแบบจำลองอนุกรมเวลา และ

โครงข่ายประสาทเทียมท่ีถูกกล่าวถึงในงานวิจัยข้างต้น ในปัจจุบันได้มีการนำความรู้เรื่องแบบจำลอง

การเรียนรู้เชิงลึกเข้ามาเพื่อช่วยทำนาย โดยแบบจำลองการเรียนรู้เชิงลึกท่ีนิยมนำมาใช้ทำนาย

ปริมาณน้ำฝนคือ แบบจำลองท่ีมีความเกี่ยวข้องกับอนุกรมเวลา ได้แก่ RNN LSTM และ GRU โดย

งานวิจัย (Salman et al., 2018) ได้ทำการทดลองเพื่อเพิ่มประสิทธิภาพให้กับตัวแบบ LSTM โดย

การสร้างตัวแบบ LSTM ผสมผสานกับตัวแบบ ARIMA และทำการเปรียบเทียบตัวแบบ ARIMA 

LSTM กับตัวแบบผสมผสาน ซึ่งพบว่าการผสมผสานตัวแบบ LSTM เข้ากับตัวแบบ ARIMA นั้นช่วย

เพิ่มประสิทธิภาพให้การทำนายได้ เช่นเดียวกับ (Fan et al., 2020) ได้ทำการทดลองพัฒนา

แบบจำลอง LSTM เพื่อให้มีความเหมาะสมกับข้อมูลและพยากรณ์ปริมาณน้ำฝน พร้อมนำ

แบบจำลองท่ีได้ไปเปรียบเทียบกับแบบจำลองอื่นๆ เช่น ARIMA พบว่าแบบจำลอง LSTM ท่ีพัฒนาขึ้น

นั้นมีประสิทธิภาพในการพยากรณ์ท่ีโดดเด่น ต่อมา (Aurnhammer & Frank, 2019) กับ (Yang et 

al., 2020) ได้ทำการทดลองเพื่อเปรียบเทียบความแม่นยำในการพยากรณ์ระหว่างแบบจำลอง

โครงข่ายระบบประสาทย้อนกลับดัวยกัน (RNN LSTM และ GRU) พบว่า แบบจำลอง LSTM และ 

GRU มีความโดดเด่น และสามารถให้ผลการพยากรณ์ท่ีมีความถูกต้องและรวดเร็ว อย่างไรก็ตาม ใน

ด้านความเหมาะสมในการเลือกใช้ตัวแบบจำลองโครงข่ายระบบประสาทแบบย้อนกลับนั้นขึ้นอยู่กับ

ตัว Short-term memory ท่ีใส่เข้าไปด้วยเช่นกัน โดยท้ัง 2 งานวิจัยพบว่า ในชุดข้อมูลท่ีมีขนาดเล็ก 

และถ้าจำนวนของข้อมูลก่อนหน้า (Short-term memory) ท่ีจะใส่เข้าไปในแบบจำลองไม่ได้ยาวมาก 
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แบบจำลอง GRU จะมีประสิทธิภาพในการเรียนรู้ท่ีดีกว่า แต่สำหรับชุดข้อมูลขนาดใหญ่ ท่ีมีข้อมูล

ก่อนหน้าท่ีจะใส่เข้าไปจำนวนมากนั้น แบบจำลอง LSTM จะมีประสิทธิภาพการเรียนรู้ท่ีดีกว่า 

 จากการศึกษางานวิจัยท้ังงานทางด้านการทำ Feature Engineering และด้านการปรับปรุง
ตัวแบบโครงข่ายระบบประสาทแบบย้อนกลับพบว่า งานวิจัยท้ัง 2 แบบจะมุ่งเน้นในส่วนของการปรับ
จูนไฮเปอร์พารามิเตอร์ หรือการพัฒนาต่อยอดตัวแบบเพื่อให้มีความเหมาะสมและสามารถพยากรณ์
ชุดข้อมูลให้มีความแม่นยำมากท่ีสุดเป็นหลักอยู่  ไม่ ได้กล่าวถึงการทำ Feature Engineering 
โดยเฉพาะการเพิ่มคุณลักษณะทางสถิติให้กับชุดข้อมูลก่อนท่ีจะนำเข้าตัวแบบจำลอง ซึ่งคาดว่าเป็น
เพราะความสามารถของแบบจำลองการเรียนรู้เชิงลึกท่ีมีช้ันซ่อน (Hidden Layer) ท่ีสามารถทำการ
สกัดตัวแปรท่ีไม่มีความสำคัญกับตัวแบบออกไป จึงทำให้หลายงานวิจัยนั้น ไม่ได้มีการเปรียบเทียบให้
เห็นว่าการเพิ่มคุณลักษณะทางสถิติต่างๆ ให้กับชุดข้อมูลนั้น ทำให้ประสิทธิภาพของการพยากรณ์
เพิ่มขึ้นได้จริงหรือไม่ จึงนำมาสู่จุดมุ่งหมายในการศึกษาข้อแรก คือการเปรียบเทียบประสิทธิภาพใน
การพยากรณ์ของตัวแบบท่ีใช้ชุดข้อมูลท่ีแตกต่างกัน ระหว่างชุดข้อมูลท่ีผ่านการเพิ่มคุณลักษณะทาง
สถิติกับชุดข้อมูลด้ังเดิม เพื่อดูว่าการเพิ่มคุณลักษณะนั้นส่งผลท่ีดีกับประสิทธิภาพในการพยากรณ์จริง
หรือไม่ และสำหรับจุดมุ่งหมายข้อท่ีสอง คือ เปรียบเทียบประสิทธิภาพในการพยากรณ์ในช่วงเวลา
ถัดไปของโครงข่ายระบบประสาทแบบย้อนกลับกับแบบจำลองอาริมา ซึ่งจะเป็นการทดลองเพื่อหา
แบบจำลองท่ีมีความเหมาะสมกับประเภทชุดข้อมูลท่ีนำมาศึกษามากท่ีสุด ท้ังนี้ ดังท่ีกล่าวไปแล้วว่า 
ในกลุ่มตัวแบบโครงข่ายระบบประสาทแบบย้อนกลับนั้น แต่ละตัวแบบมีข้อดี และความได้เปรียบกับ
ชุดข้อมูลท่ีแตกต่างกัน กล่าวคือ บางตัวแบบอาจจะไม่มีความเหมาะสม หรือมีความเหมาะสมน้อยกับ
ชุดข้อมูลท่ีเรานำมาศึกษา ซึ่งการจะจำเพาะเจาะจงตัวแบบใดตัวแบบนึงเลยนั้น อาจจะทำให้เราไม่
สามารถทราบได้ว่าตัวแบบใดเป็นตัวแบบท่ีมีความเหมาะสมกับชุดข้อมูลของเรา จึงนำมาสู่จุดมุ่งหมาย
ท่ี 2 ของงานวิจัยนี้ 
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บทที่ 3  
วิธีดำเนินการวิจัย 

 
 
 ในส่วนของลำดับขั้นตอนในการดำเนินการของงานวิจัยช้ินนี้ สามารถเขียนเป็นแผนผังโดย
คร่าวได้ดังต่อไปนี้ 
 

 ศึกษาลักษณะของข้อมูลท่ีมี พร้อมท้ังแก้ไขค่า
ว่าง  
 

 

 เพิ่ ม คุณ ลักษณะ(Feature) ให้กับ ชุดข้อมู ล 
พร้อมท้ังวิเคราะห์ความสัมพันธ์ของคุณลักษณะ
ท่ีมีปริมาณน้ำฝนสะสม 
 

 

 พั ฒ น า ตั ว แ บ บ จ ำ ล อ ง  ARIMA ARIMAX 
Simple-RNN LSTM แ ล ะ  GRU ท่ี มี ค ว า ม
เหมาะสมกับชุดข้อมูล 
 

 

 หลังจากได้ผลการพยากรณ์ออกมาแล้ว จะทำ
การตรวจสอบความถูกต้องของการพยากรณ์
ด้วย  MAE และทำการเปรียบ เที ยบความ
แม่ นยำในการพยากรณ์ ด้วยแบบจำลอง
วิเคราะห์การถดถอยต่างๆ 
   

 แสดงผลลัพธ์การพยากรณ์ปริมาณน้ำฝนท่ีได้ 
และสรุปผลการทดลอง 

 
3.1 ศึกษาและจัดเตรียมข้อมูล 
 งานวิจัยนี้ได้รับการสนับสนุนข้อมูลสภาพอากาศบริเวณสนามบินสุวรรณภูมิย้อนหลัง 5 ปี 
(ต้ังแต่ปี 2016 จนถึงปี 2020) จากกรมอุตุนิยมวิทยาประเทศไทย โดยชุดข้อมูลท่ีได้รับมาจะมีท้ังหมด 
4 ชุดข้อมูล ได้แก่ อุณหภูมิรายช่ัวโมง (Celsius) ความช้ืนสัมพันธ์รายช่ัวโมง (Percent) ความกด

1. รวบรวมและจัดเตรียมข้อมูล 

2. เพิ่มคุณลักษณะ และวิเคราะห์
ความสัมพันธ์ระหว่างคุณลักษณะ 

3. พัฒนาตัวแบบจำลองเพื่อพยากรณ์ 

4. เปรียบเทียบผลการพยากรณ์ และ
ประเมินความเหมาะสมของตัวแบบ 

5. สรุปผล 
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อากาศรายช่ัวโมง (hPa) และปริมาณน้ำฝนสะสม 3 ช่ัวโมง (Millimeter) ซึ่งตัวอย่างของ 1 ในชุด
ข้อมูลท่ีได้รับมาจากกรมอุตุนิยมวิทยา สามารถแสดงได้ดังรูปท่ี 9 

 

รูปท่ี  9 ตัวอย่างชุดข้อมูลปริมาณน้ำฝนท่ีได้รับมาจากกรมอุตุนิยมวิทยา 
 จะเห็นว่าชุดข้อมูลท่ีได้รับมานั้น ยังไม่อยู่ในสภาพท่ีสามารถจะนำไปใช้ในการคำนวณ หรือ
นำเข้าแบบจำลองได้ ซึ่งการจะนำข้อมูลท้ังหมดท่ีได้รับมานั้นไปใช้งานต่อ จำเป็นท่ีจะต้องทำการทำ
ความสะอาดข้อมูล (Data cleaning) ใหม่เสียก่อน แล้วจึงนำข้อมูลท่ีผ่านการทำความสะอาดแล้วไป
เข้าสู่ขั้นตอนการแปลงข้อมูล (Data transformation) ซึ่งขั้นตอนนี้อาจจะไม่จำเป็นสำหรับข้อมูล
ปริมาณน้ำฝน แต่ขั้นตอนนี้จำเป็นสำหรับข้อมูลความกดอากาศ ความช้ืนสัมพันธ์ และอุณหภูมิ ท่ี
จำเป็นจะต้องปรับความถี่ของช่วงเวลาของข้อมูลท้ัง 4 ให้ตรงกัน และสุดท้ายคือการเช่ือมโยงข้อมูล 
(Combining data) เนื่องจากข้อมูลท้ัง 4 ไม่ได้อยู่ในตารางเดียวกันต้ังแต่แรก จึงจำเป็นจะต้อง
เช่ือมโยงข้อมูลท้ังหมดเข้าด้วยกัน โดยให้สัมพันธ์กับท้ังวันและช่วงเวลาท่ีได้ทำการเก็บข้อมูลมา  
 ท้ังนี้ รายละเอียดในการจัดการข้อมูลโดยละเอียด สามารถอธิบายแยกย่อยได้ดังนี้ 
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 3.1.1 การจัดการค่าว่างและสัญลักษณ์เฉพาะ 
 สำหรับข้อมูลสภาพอากาศท่ีมีการเก็บเป็นรายช่ัวโมงนั้น การเกิดขึ้นของค่าว่างนั้นเกิดได้จาก
หลายปัจจัย ในชุดข้อมูลท่ีเรานำมาใช้นั้นถือว่ามีค่าว่างอยู่น้อยมากๆ อีกท้ังการเก็บข้อมูลยังเป็นราย
ช่ัวโมงจึงทำให้สามารถเติมค่าว่างได้ด้วยการหาค่าเฉล่ียระหว่างข้อมูลก่อนหน้าและข้อมูลหลังจากค่า
ว่าง อย่างไรก็ตาม ในกรณีของปริมาณน้ำฝนสะสมนั้น จะมีสัญลักษณ์พิเศษเพิ่มข้ึนมาคือ สัญลักษณ์ T 
ซึ่งมีความหมายว่า ปริมาณน้ำฝนวัดค่าไม่ได้หรือน้อยกว่า 0.1 มิลลิเมตร ซึ่งเราได้แทนค่า T ดังกล่าว
ด้วยค่า 0 เนื่องจากในทางอุตุนิยมวิทยานั้น ไม่สามารถท่ีจะวัดปริมาณน้ำฝนท่ีมีค่าน้อยกว่า 0.1 
มิลลิเมตรได้ เราจึงจะให้ความหมายค่า T นี้ว่าเป็นช่วงเวลาท่ีฝนไม่ตก 
 

 3.1.2 การปรับหน่วยเวลาของข้อมูล 
 เนื่องจากคุณลักษณะแต่ละตัวมีความถี่ในการเก็บข้อมูลท่ีไม่เท่ากัน และคุณลักษณะท่ีเรา
สนใจจะพยากรณ์ก็คือปริมาณน้ำฝนสะสมซึ่งคุณลักษณะดังกล่าวถูกเก็บข้อมูลท่ีความถ่ีทุกๆ 3 ช่ัวโมง 
ซึ่งแตกต่างจากอีก 3 คุณลักษณะ คือ ความกดอากาศ อุณหภูมิ และความช้ืนสัมพันธ์ท่ีมีการ เก็บ
ข้อมูลในทุกๆช่ัวโมง จึงจำเป็นต้องทำให้ทุกคุณลักษณะอยู่ในความถี่เดียวกัน นั่นคือเป็นข้อมูลราย 3 
ช่ัวโมง ซึ่งในการปรับแก้นั้นได้ทำการหาค่าเฉล่ียในทุกๆ 3 ช่ัวโมงของแต่ละวัน เท่ากับว่า ในงานวิจัย
ฉบับนี้จะใช้ความถ่ี 1 ช่วงเวลาเท่ากับ 3 ช่ัวโมง 

 

รูปท่ี  10 ตัวอย่างชุดข้อมูลความช้ืนสัมพันธ์ที่ได้รับมาจากกรมอุตุนิยมวิทยา 
 หลังจากจัดการชุดข้อมูลตามขั้นตอน และวิธีการท่ีได้กล่าวไปข้างต้นนี้ ตอนนี้เราก็จะมีชุด
ข้อมูลเพียงชุดเดียวที่จะนำไปใช้ในการศึกษา และทำวิจัยในขั้นต่อไป 
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 ค่าเฉล่ีย 
ส่วนเบี่ยงเบน

มาตรฐาน 
25% 50% 75% ค่าสูงสุด ค่าต่ำสุด 

อุณหภูม ิ 28.92 2.78 27.0 28.8 28.8 37.6 16.0 

ความช้ืนสัมพันธ์ 68.66 13.46 59.0 7.0. 70.0 100.0 21.7 

ความกดอากาศ 98.36 29.96 77.3 97.0 97.0 227.7 3.3 

ปริมาณน้ำฝนสะสม 0.34 2.23 0.0 0.0 0.0 62.8 0.0 
ตาราง 1 คุณลักษณะสรุปโดยคร่าวของชุดข้อมูล 

 
 3.1.3 การแบ่งกลุ่มให้กับชุดข้อมูล 

 ขั้นตอนในการจัดการกับข้อมูลขั้นต่อมาท่ีเราจะดำเนินการก็คือการแบ่งกลุ่มให้กับชุดข้อมูล
เพื่อทำการสร้างแบบจำลอง และการทดสอบ ซึ่งก่อนท่ีจะทำการแบ่งชุดข้อมูลออกเป็นกลุ่มๆ นั้น 
จำเป็นจะต้องทำการดูรูปแบบของชุดข้อมูลท่ีมีอยู่ก่อน เพื่อประกอบการพิจารณาในการสร้างตัวแบบ 
โดยหลังจากท่ีปรับความถี่ของช่วงเวลาของข้อมูลท้ัง 4 คุณลักษณะให้ตรงกันแล้วจะทำให้เรามีข้อมูล
ท้ังหมด 14,616 จุด ซึ่งเราจะทำการแบ่งข้อมูลออกเป็น 3 ส่วน ดังนี้ 1) ข้อมูลต้ังแต่ปี 2016 ถึงปี 
2018 เป็นกลุ่มฝึกสอน (Training data set) 2) ข้อมูลปี 2019 เป็นกลุ่มตรวจสอบ (Validation 
data set) 3) ข้อมูลปี 2020 เป็นกลุ่มทดสอบ (Test data set) หลังจากแบ่งชุดข้อมูลออกเป็น 3 
กลุ่มแล้วจึงนำข้อมูลดังกล่าวไปทำการปรับปรุงโครงสร้างข้อมูล (Normalization) ก่อนท่ีจะนำไปเข้า
แบบจำลองต่อไป 
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รูปท่ี  11 การกระจายตัวในแต่ละคุณลักษณะของท้ัง 3 ชุดข้อมูล 
 จากรูปท่ี 11 แสดงการกระจายตัวในแต่ละคุณลักษณะจากแต่ละกลุ่มท่ีเราได้ทำการแบ่งไว้ 
พบว่า การกระจายตัวของข้อมูลในกลุ่มฝึกสอน ตรวจสอบ และทดสอบนั้น มีความใกล้เคียงกัน อีกท้ัง 
เมื่อเราพิจารณาแต่ละคุณลักษณะจะพบว่า ข้อมูลอุณหภูมิและความกดอากาศมีลักษณะใกล้เคียงกับ
การกระจายตัวแบบปกติ (Normal Distribution) ในขณะท่ีข้อมูลความช้ืนสัมพันธ์มีลักษณะเบ้ซ้าย 
(Left skewed) แต่สำหรับข้อมูลปริมาณน้ำฝนนั้น เราจะเห็นได้อย่างชัดเจนเลยว่าตัวข้อมูลนั้นมี
ความไม่สมดุลเลย เนื่องจากปริมาณช่ัวโมงท่ีฝนไม่ตกนั้นมีมากกว่าปริมาณช่ัวโมงท่ีฝนตก และเมื่อมา
พิจารณาอย่างละเอียดก็พบว่า ปริมาณช่ัวโมงท่ีฝนตกนั้น  (ปริมาณน้ำฝนสะสมมากกว่า 0.1 
มิลลิเมตร) มีเพียงร้อยละ 10 จากข้อมูลท้ังหมด รายละเอียดสามารถแสดงได้ดังรูปท่ี 12 

 

รูปท่ี  12 กราฟแสดงสัดส่วนปริมาณน้ำฝนในแต่ละชุดข้อมูล 
 

 3.1.4 การแก้ปัญหาชุดข้อมูลไม่สมดุล 
 จากรูปท่ี 12 จะเห็นแล้วว่าสัดส่วนของจำนวนช่ัวโมงท่ีมีฝนตกกับช่ัวโมงท่ีไม่มีฝนตกนั้นมี
ความแตกต่างกันมาก ซึ่งก่อให้เกิดปัญหาชุดข้อมูลไม่สมดุล ( Imbalance Data) หากปล่อยไว้ก็
อาจจะเกิดปัญหาท่ีว่าตัวแบบจำลองไม่สามารถพยากรณ์ปริมาณน้ำฝนสะสมในช่ัวโมงท่ีมีฝนตกได้ 
เนื่องจากการทำนายว่า ฝนไม่ตกนั้นทำให้มีโอกาสท่ีจะทำนายได้ถูกต้องมากกว่า หรือหากทำนาย
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ช่ัวโมงท่ีมีปริมาณน้ำฝนได้ ก็อาจจะไม่สามารถทำนายช่ัวโมงท่ีมีปริมาณน้ำฝนสะสมในปริมาณมากได้ 
เพื่อป้องกันไม่ให้เกิดปัญหาดังกล่าว ในงานวิจัยนี้จึงได้เลือกใช้ Synthetic Minority Over-Sampling 
Technique for Regression with Gaussian Noise (SMOGN) ซึ่ ง เป็ น เท คนิ ค ก ารท ำ  Over-
sampling สำหรับการพัฒนาตัวแบบประเภท Regression โดยเฉพาะ เพื่อสุ่มสร้างตัวอย่างช่ัวโมงท่ีมี
ฝนตก และสุ่มลดตัวอย่างช่ัวโมงท่ีไม่มีฝนตกเพื่อให้แบบจำลองสามารถทำนายปริมาณน้ำฝนสะสมใน
ช่ัวโมงท่ีมีฝนตกได้อย่างแม่นยำมากขึ้น โดยเงื่อนไขในการกำหนดกลุ่มข้อมูลส่วนน้อยคือ 1) หาก
ปริมาณน้ำฝนสะสมในช่วง 3 ช่ัวโมงมีปริมาณน้อยกว่า 0.1 มิลลิเมตร จะถือว่าเป็นข้อมูลกลุ่มส่วนมาก 
2) หากปริมาณน้ำฝนสะสมในช่วง 3 ช่ัวโมงมีปริมาณมากกว่าหรือเท่ากับ 0.1 มิลลิลิตร จะถือว่าเป็น
ข้อมูลกลุ่มส่วนน้อย 
 
3.2 เพิ่มคุณลักษณะ และวิเคราะห์ความสัมพันธ์ระหว่างคุณลักษณะ 

 3.2.1 การเพิ่มข้อมูลคุณลักษณะทางสถิติ 
 ในการทำ Feature Engineering โดยการเพิ่มคุณลักษณะทางสถิตินั้น ในงานวิจัยนี้ได้
ทำการศึกษาการเพิ่มคุณลักษณะทางสถิติให้กับชุดข้อมูลประเภทสภาพภูมิอากาศ โดยได้นำเทคนิค
การเพิ่มคุณลักษณะเกี่ยวกับฤดูกาลด้วยเลขไบนารี 3 บิตมาจากงานของ (Srachoom, 2007) และได้
ศึกษาการเพิ่มตัวคุณลักษณะอื่นด้วยวิธีทางสถิติจากงานวิจัยของ (Hung et al., 2009) และงานวิจัย
ของ (Hernández et al., 2016) อีกท้ังยังได้ศึกษาเพิ่มเติมเกี่ยวกับคุณลักษณะทางสภาพอากาศแต่
ละตัวโดยละเอียดเพื่อสร้างชุดข้อมูลรับเข้าท่ีเหมาะสม เพื่อให้แบบจำลองสามารถเรียนรู้แนวโน้มของ
สภาพอากาศก่อนฝนจะตกได้ดียิ่งขึ้น  
 ค่าคุณลักษณะทางสถิติท่ีเพิ่มเข้ามาให้กับชุดข้อมูลก่อนท่ีจะนำเข้าแบบจำลอง เป็นการเพิ่ม
ความสัมพันธ์ท่ีเกี่ยวข้องกันในเชิงเวลาให้กับแต่ละคุณลักษณะ อีกท้ังยังเพิ่มคุณลักษณะท่ีบ่งบอก
ฤดูกาล เช่น ช่วงเดือนพฤศจิกายนถึงเดือนกุมภาพันธ์จะเป็นฤดูหนาว ช่วงเดือนมีนาคมถึงเดือน
มิถุนายนเป็นฤดูร้อน และช่วงเดือนกรกฎาคมถึงเดือนตุลาคมเป็นฤดูฝน ซึ่งทำให้คุณลักษณะท่ีเราจะ
นำเข้าแบบจำลองมีท้ังหมด 23 คุณลักษณะ ซึ่งคุณลักษณะท่ีเราทำการเพิ่มเข้ามา มีดังนี้ 
ลำดับ คำอธิบาย หน่วยวัด 

1 ความช้ืนสัมพันธ์สูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน (t) กับ 9 ช่ัวโมงก่อน
หน้า (t-3) 

Percent 2 ความช้ืนสัมพันธ์สูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน (t) กับ 6 ช่ัวโมงก่อน
หน้า (t-2) 

3 ความช้ืนสัมพันธ์สูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน(t)กับ 3 ช่ัวโมงก่อน
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หน้า (t-1) 
4 ค่าเฉล่ียของความช้ืนสัมพันธ์ ณ เวลาปัจจุบัน (t) กับ 15 ช่ัวโมงก่อนหน้า 

(t-5) 
5 ความกดอากาศสูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน (t) กับ 9 ช่ัวโมงก่อน

หน้า (t-3) 

hPa 

6 ความกดอากาศสูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน (t) กับ 6 ช่ัวโมงก่อน
หน้า (t-2) 

7 ความกดอากาศสูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน (t) กับ 3 ช่ัวโมงก่อน
หน้า (t-1) 

8 ค่าเฉล่ียของความกดอากาศ ณ เวลาปัจจุบัน (t) กับ 15 ช่ัวโมงก่อนหน้า (t-
5) 

9 อุณหภูมิสูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน (t) กับ 9 ช่ัวโมงก่อนหน้า
(t-3) 

Celsius 
10 อุณหภูมิสูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน (t) กับ 9 ช่ัวโมงก่อนหน้า

(t-3) 
11 อุณหภูมิสูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน (t) กับ 9 ช่ัวโมงก่อนหน้า

(t-3) 
12 ค่าเฉล่ียของอุณหภูมิ ณ เวลาปัจจุบัน (t) กับ 15 ช่ัวโมงก่อนหน้า (t-5) 
13 ปริมาณน้ำฝนสูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน (t) กับ 9 ช่ัวโมงก่อน

หน้า (t-3) 

Millimeter 

14 ปริมาณน้ำฝนสูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน (t) กับ 6 ช่ัวโมงก่อน
หน้า (t-2) 

15 ปริมาณน้ำฝนสูงสุด เปรียบเทียบ ณ ช่วงเวลาปัจจุบัน (t) กับ 3 ช่ัวโมงก่อน
หน้า(t-1) 

16 ค่าเฉล่ียของปริมาณน้ำฝนสะสม ณ เวลาปัจจุบัน (t) กับ 15 ช่ัวโมงก่อน
หน้า (t-5) 

17-19 คุณลักษณะบ่งบอกฤดูกาล ได้แก่ ฤดูหนาว ฤดูร้อน และฤดูฝน เลขไบนารี 
0,1 

ตาราง 2 ตารางแสดงคุณลักษณะท้ังหมด 
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 3.2.2 วิเคราะห์ความสัมพันธ์ระหว่างคุณลักษณะ 
 ในการเพิ่มประสิทธิภาพการพยากรณ์ปริมาณน้ำฝนในช่วงเวลาถัดไปให้มีความแม่นยำมาก
ยิ่งขึ้น งานวิจัยฉบับนี้จึงได้ทำการเพิ่มคุณลักษณะบางอย่างตามท่ีได้กล่าวถึงไปในหัวข้อท่ีแล้วเข้ามา
ด้วย หลังจากนั้นจึงได้ทำการวิเคราะห์หาค่าสหสัมพันธ์  (Correlation) ระหว่างคุณลักษณะ ซึ่งได้
ผลลัพธ์ดังรูปต่อไปนี้ 

 
รูปท่ี  13 แผนภาพแสดงค่าสหสัมพันธ์ระหว่างแต่ละคุณลักษณะ  

 อย่างไรก็ตาม การนำคุณลักษณะท้ังหมด 23 คุณลักษณะเข้าสู่แบบจำลองอาจจะไม่ส่งผลให้
ประสิทธิภาพของแบบจำลองเพิ่มมากขึ้นกว่าเดิม เนื่องจากบางคุณลักษณะก็ไม่ได้มีความสัมพันธ์กับ
ตัวคุณลักษณะปริมาณน้ำฝนเลย ดังนั้น เพื่อเป็นการเปรียบเทียบให้เห็นผลว่าการเพิ่มคุณลักษณะนั้น
สามารถช่วยเพิ่มประสิทธิภาพให้กับแบบจำลองได้จริง จึงได้ทำการแบ่งชุดข้อมูลก่อนจะนำเข้า
แบบจำลองออกเป็น 3 ชุด โดยชุดแรกจะเป็นชุดข้อมูลต้ังต้น ชุดท่ีสองจะเป็นชุดข้อมูลท่ีผ่านการเพิ่ม
คุณลักษณะทางสถิติดังท่ีได้กล่าวไปในหัวข้อท่ีแล้ว และสำหรับชุดสุดท้ายจะเป็นชุดท่ีข้อมูลท่ีเพิ่ม
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เฉพาะข้อมูลเกี่ยวกับปริมาณน้ำฝนเท่านั้น ซึ่งเป็นเทคนิคท่ีถูกใช้ในงานวิจัยของ (Manokij, 2019) 
รายละเอียดสำหรับแต่ละชุดข้อมูลมีดังนี้ 

1) ชุดข้อมูลท่ีมีเพียง 4 คุณลักษณะด้ังเดิม ได้แก่ ปริมาณน้ำฝนสะสม อุณหภูมิ ความกด

อากาศ และความช้ืนสัมพันธ์ 

2) ชุดข้อมูลท่ีผ่านการเพิ่มคุณลักษณะท้ังส้ิน 19 คุณลักษณะ และจะรวมกับคุณลักษณะ

ด้ังเดิม ทำให้มีคุณลักษณะรวมทั้งส้ิน 23 คุณลักษณะ  

3) ชุดข้อมูลท่ีเพิ่มเฉพาะคุณลักษณะท่ีมีความสัมพันธ์กับปริมาณน้ำฝนสะสมเท่านั้น ซึ่งจะมี

เพียง 7 คุณลักษณะ ซึ่งทำให้ข้อมูลชุดท่ี 3 จะมีคุณลักษณะท้ังหมด 11 คุณลักษณะ โดย

คุณลักษณะท่ีเพิ่มเข้ามาคือ ปริมาณน้ำฝนสูงสุด เปรียบเทียบช่วงเวลาปัจจุบัน กับ 9 6 

และ 3 ช่ัวโมงก่อนหน้า ค่าเฉล่ียในช่วง 15 ช่ัวโมง และฤดูกาล 

 
3.3 พัฒนาตัวแบบจำลองเพื่อพยากรณ์ 
 หลังจากท่ีจัดการกับชุดข้อมูลเสร็จส้ินแล้ว ขั้นต่อไปคือการพัฒนาตัวแบบจำลองเพื่อ
พยากรณ์ปริมาณน้ำฝนสะสมในช่วงเวลาถัดไป ซึ่งแบบจำลองท่ีเราจะนำมาใช้ในการพยากรณ์
เปรียบเทียบประสิทธิภาพในงานวิจัยนี้จะแบ่งออกเป็น 2 กลุ่ม ได้แก่  
 

 3.3.1 แบบจำลองกลุ่มอนุกรมเวลา  
 ในกลุ่มนี้จะประกอบไปด้วย 2 แบบจำลอง ได้แก่ แบบจำลอง ARIMA และแบบจำลอง 
ARIMAX ท้ัง 2 แบบจำลองจะมีขั้นตอนการพัฒนาตัวแบบและการเขียนโปรแกรมท่ีค่อนข้างคล้ายกัน 
ต่างกันแค่เพียงตัวแบบ ARIMA จะมีข้อมูลนำเข้าเพียงข้อมูลเดียว นั่นคือข้อมูลปริมาณน้ำฝน แต่
สำหรับตัวแบบ ARIMAX นั้น จะสามารถนำเข้าข้อมูลคุณลักษณะอื่นๆ ท่ีนอกเหนือจากปริมาณน้ำฝน
เข้าแบบจำลองได้ โดยทำให้ข้อมูลคุณลักษณะอื่นๆ อยู่ในรูปแบบของเมทริกซ์ ซึ่งนั่นทำให้เราสามารถ
ทำการทดลองชุดข้อมูลท้ัง 3 ชุดท่ีเรามีกับแบบจำลอง ARIMAX ได้ ซึ่งในการพัฒนาตัวแบบจำลองท้ัง 
2 ตัวแบบนี้ ได้ทำการพัฒนาโดยใช้โปรแกรม RStudio Desktop Version 2022.02.0+443 สำหรับ
ขั้นตอนการทำงานของโปรแกรมโดยคร่าว สามารถแสดงได้ดังรูปต่อไปนี้ 
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รูปท่ี  14 แผนภาพแสดงขั้นตอนการดำเนินการด้วยโปรแกรม R Studio ในการพัฒนาตัวแบบอนุกรม
เวลา ARIMA และ ARIMAX 

 จากรูปท่ี 14 จะเห็นว่า ขั้นตอนการสร้างตัวแบบอนุกรมเวลาในโปรแกรม R studio นั้น จะ
เริ่มต้นจากการแปลงข้อมูลท่ีมีให้อยู่ในรูปแบบของข้อมูลอนุกรมเวลาเสียก่อน 
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รูปท่ี  15 ตัวอย่างกราฟ Time plot ของข้อมูลปริมาณน้ำฝนสะสม 
 จากนั้นจึงตามด้วยการตรวจสอบตัวข้อมูลว่าเกิดปัญหาใดบ้าง ตัวอย่างเช่นรูปท่ี 15 ท่ีแสดง
ข้อมูลปริมาณน้ำฝนสะสมในรูปแบบของ Time plot ซึ่งจะพบว่า ข้อมูลดังกล่าวประสบปัญหาเรื่อง
การกระจายตัวของค่าความแปรปรวนท่ีไม่คงท่ี  (Constant variance violate) อีกท้ังยังมีข้อมูล
ปริมาณน้ำฝนสะสมบางช่วงท่ีสูงมากกว่าตัวอื่น (Error) ซึ่งปัญหาดังกล่าวนี้สามารถแก้ไขได้โดยการ
เปล่ียนแปลงข้อมูล (Data Transformations) โดยการเปล่ียนแปลงข้อมูลนั้น จะต้องเลือกวิธีให้
เหมาะสมกับปัญหาของข้อมูล ซึ่งในท่ีนี้ได้เลือกใช้วิธี Box-Cox Transformations ซึ่งได้ผลสรุป
ออกมาว่า ควรทำการเปล่ียนแปลงข้อมูลด้วยวิธี logarithm 

 

รูปท่ี  16 การใช้ Box-Cox Transformation เพื่อหาวิธีท่ีเหมาะสมในการแปลงข้อมูล 
 หลังจากได้ทำการแปลงข้อมูลด้วยวิธี logarithm แล้ว ขั้นตอนต่อไปจึงจะทำการทดสอบ
คุณสมบัติความนิ่ง (Stationary) ของข้อมูล ด้วยวิธี Augmented Dickey and Fuller (ADF) เพื่อ
เตรียมพร้อมครั้งสุดท้ายก่อนท่ีจะนำข้อมูลไปทำการสร้างตัวแบบ โดยท่ีเกณฑในการตรวจสอบจะใช้
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ค่า p-value กับระดับนัยสำคัญทางสถิติท่ี 𝛼 = 0.05 ซึ่งจากรูปท่ี 3.9 จะพบว่า ค่า p-value = 0.01 

ซึ่งน้อยกว่า 𝛼 = 0.05 กล่าวคือ ข้อมูลปริมาณน้ำฝนสะสมนี้มีคุณสมบัติความนิ่งแล้ว สุดท้ายเราจะ
นำข้อมูลดังกล่าวไปทำการสร้างตัวแบบ ARIMA พร้อมท้ังคัดเลือกตัวแบบท่ีเหมาะสมท่ีสุดท่ีจะ
นำมาใช้ในการพยากรณ์ด้วยวิธี Box-Jenkins Method ซึ่งจะเป็นการพิจารณาร่วมระหว่าง ค่าเกณฑ์
สารสนเทศอะกะอิเกะ (Akaike information criterion : AIC) และค่าเกณฑ์สารสนเทศเบส์เซียน 
(Bayesian information criterion : BIC) 

 
รูปท่ี  17 การใช้สถิติทดสอบ ADF เพื่อทดสอบคุณสมบัติความนิ่ง (Stationary) ของข้อมูล 

 หลังจากทำการสร้างและคัดเลือกตัวแบบด้วยวิธี Box-Jenkins Method ผู้วิจัยได้ทำการ
ตัดสินใจเลือกตัวแบบ ARIMA(0,1,2) มาใช้ในการพยากรณ์  
 หลังจากท่ีได้ตัวแบบแล้ว จึงจะนำตัวแบบดังกล่าวไปประเมินความเหมาะสมของตัวแบบ 
(Model Validation) ก่อนท่ีจะนำไปพยากรณ์ ซึ่งวิธีท่ีใช้ทดสอบจะมีดังต่อไปนี้ 

- Shapiro-Wilk normality test เพื่อทดสอบคุณสมบัติการแจกแจงปกติในการวิเคราะห์

ค่าความคลาดเคล่ือน (Residual analysis) พบว่า ค่า p-value มีค่าน้อยกว่าระดับ

นัยสำคัญท่ี 0.05 ส่งผลให้ไม่เกิดการปฏิเสธสมมติฐานว่าง กล่าวคือ ค่าความคลาด

เคล่ือนนั้นมีการแจกแจงแบบปกติท่ีระดับนัยสำคัญ 0.05 

- คุณสมบัติ White noise ของค่าคลาดเคล่ือน เป็นการทดสอบค่าเฉล่ียของค่าความ

คลาดเคล่ือนว่ามีค่าเท่ากับศูนย์หรือไม่ และความแปรปรวนมีความคงท่ีหรือไม่ ซึ่งค่า

มาตรฐานของความคลาดเคล่ือน (Standardized residuals) ท้ังหมดจะต้องอยู่ในช่วง

ระหว่างค่า -3 ถึง 3 และมีการแกว่งของจุดท่ีพล็อตรอบจุดศูนย์ ซึ่งจากรูปท่ี 3.10 พบว่า

กราฟท่ีได้ ไม่มีค่าใดท่ีมีค่าเกินช่วง -3 ถึง 3 เลย 

 

รูปท่ี  18 กราฟทดสอบคุณสมบัติ White noise ของค่าคลาดเคล่ือน 
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- คุณสมบัติความเป็นอิสระต่อกัน (Independence) ของค่าความคลาดเคล่ือน เป็นการ

ทดสอบความเป็นอิสระต่อกันของค่าความคลาดเคล่ือน ซึ่งจะพิจารณาจากกราฟของ 

ACF of residuals โดยลักษณะของกราฟจะต้องมีค่าอยู่ในช่วงท่ียอมรับได้ (Acceptable 

range) ท้ังนี้ เมื่อสังเกตในรูปท่ี 19 พบว่ากราฟของ ACF of residuals มีค่าอยู่ภายใต้

ขอบเขตท่ีกำหนดและอยู่ในช่วงท่ียอมรับได้ (แนวเส้นประสีน้ำเงิน) ทำให้ได้ข้อสรุปว่าค่า

คลาดเคล่ือนท่ีได้จากตัวแบบ ARIMA(0,1,2) มีความเป็นอิสระต่อกัน 

 

รูปท่ี  19 กราฟของ ACF of residuals 
- คุณสมบัติความเป็นลักษณะสุ่ม (Randomness) ของค่าความคลาดเคล่ือน การทดสอบ

สุดท้ายจะเป็นการทดสอบความเป็นลักษณะสุ่มของค่าความคลาดเคล่ือนจากแนวคิด

ของการทดสอบ Ljung-Box-Pierce Q-Statistics โดยเป็นการสังเกตค่า P-value ซึ่ง

ต้องมีค่ามากกว่าค่านัยสำคัญ 0.05 และจากผลลัพธ์ในรูปท่ี 20 พบว่าตำแหน่งของจุด

ทุกจุดมีค่า P-value มากกว่า 0.05 ส่งผลให้เกิดการไม่ปฏิเสธสมมติฐานว่างของการ

ทดสอบ กล่าวคือ ค่าความคลาดเคล่ือนจากตัวแบบดังกล่าวมีความเป็นลักษณะสุ่มท่ี

ระดับนัยสำคัญ 0.05 

 

รูปท่ี  20 การทดสอบ Ljung-Box-Pierce Q-Statistics 
 จากผลการทดสอบความเหมาะสมของตัวแบบ ARIMA ท่ีจะใช้ในการพยากรณ์ปริมาณน้ำฝน
ท่ีได้ทำการแสดงตัวอย่างการดำเนินการไปข้างต้น ได้ข้อสรุปว่า ตัวแบบ ARIMA(0,1,2) มีความ
เหมาะสมในการนำไปใช้พยากรณ์ปริมาณน้ำฝนสะสม กรณีศึกษาพื้นท่ีสนามบินสุวรรณภูมิ 
 สำหรับตัวแบบอนุกรมเวลา ARIMAX นั้นก็จะมีวิธีการดำเนินการท่ีคล้ายคลึงกัน เพียงแต่เรา
จะเปล่ียนรูปแบบการนำเข้าข้อมูลอนุกรมเวลาให้อยู่ในรูปแบบของเมทริกซ์ เพื่อให้สามารถนำข้อมูล
คุณสมบัติอื่นๆ ท่ีมีความเกี่ยวข้องกับการพยากรณ์ปริมาณน้ำฝนเข้าไปในแบบจำลองเพื่อทำการสร้าง
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แบบจำลอง ARIMAX ดังท่ีกล่าวไปข้างต้นว่า แบบจำลอง ARIMAX นั้นสามารถนำเข้าคุณสมบัติอื่นๆ 
ไปเป็นตัวแปรต้น นอกเหนือจากตัวแปรตาม (ซึ่งก็คือปริมาณน้ำฝนสะสม) ในการคัดเลือกตัวแบบท่ีดี
ท่ีสุดสำหรับแต่ละชุดข้อมูลก็ได้ใช้วิธี Box-Jenkins Method เช่นเดียวกับตอนท่ีสร้างตัวแบบจำลอง 
ARIMA ก่อนท่ีจะนำตัวแบบท่ีได้ไปทำการประเมินความเหมาะสมของตัวแบบ ซึ่งได้ผลลัพธ์ออกมา
ดังต่อไปนี้ 

- ตัวแบบท่ีเหมาะสมท่ีสุดสำหรับชุดข้อมูลชุดท่ี 1 คือ ARIMAX (1,1,3) 

- ตัวแบบท่ีเหมาะสมท่ีสุดสำหรับชุดข้อมูลชุดท่ี 2 คือ ARIMAX (4,1,3) 

- ตัวแบบท่ีเหมาะสมท่ีสุดสำหรับชุดข้อมูลชุดท่ี 3 คือ ARIMAX (1,1,3) 

 

 3.3.2 แบบจำลองกลุ่มโครงข่ายระบบประสาทแบบย้อนกลับ 
 ในกลุ่มนี้จะประกอบไปด้วย 3 แบบจำลอง ได้แก่ แบบจำลองหน่วยความจำระยะส้ันแบบ
ยาว (LSTM)  โครงข่ายระบบประสาทแบบย้อนกลับ (RNN) และโครงข่ายประตูวกกลับ (GRU) ซึ่ง
หลังจากท่ีเราจัดการกับข้อมูลเบ้ืองต้นเสร็จแล้ว (ในหัวข้อ 3.1 และ 3.2) เราจะทำการการปรับปรุง
โครงสร้างข้อมูล (Normalization) ซึ่งจากรูปท่ี 11 เราจะเห็นแล้วว่าชุดข้อมูลในแต่ละคุณลักษณะมี
การกระจายตัวที่แตกต่างกัน ดังนั้น จึงจำเป็นต้องปรับปรุงโครงสร้างของข้อมูลเพื่อลดความซับซ้อน
และหลีกเล่ียงความผิดปกติของข้อมูลก่อนท่ีจะนำเข้าไปในแบบจำลอง โดยจะทำการปรับปรุง
โครงสร้างข้อมูลด้วยวิธี Z-Score Normalization หรือ Standardization สามารถแสดงสมการได้
ดังนี้ 
 

𝑥′ =  
𝑥 − μ

σ
 

โดยท่ี 

 𝑥 คือ ค่าของข้อมูลท่ีต้องการปรับ 

 𝜇 คือ ค่าเฉล่ียของชุดข้อมูล 

 𝜎 คือ ค่าเบ่ียงเบนมาตรฐานของชุดข้อมูล 

 𝑥′ คือ ค่าของข้อมูลท่ีผ่านการปรับแล้ว 
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รูปท่ี  21 ตัวอย่างข้อมูลท่ีผ่านการทำ Standardization 
 

 หลังจากนั้นจึงนำข้อมูลท้ังหมดเข้าแบบจำลองเพื่อทำการฝึกสอนโดยจะทำการแปลงข้อมูล
นำเข้าให้อยู่ในรูปแบบอาร์เรย์ 3 มิติ คือ [Input, Timestep, Features] โดยท่ี Input คือจำนวน
ข้อมูลท่ีเราจะนำเข้าแบบจำลอง Timestep คือ จำนวนช่วงเวลาก่อนหน้า (t+n) ซึ่งในท่ีนี้เราได้ใช้
ท้ังหมด 80 ช่วงเวลา (t+80) หรือ 240 ช่ัวโมงก่อนหน้า (10 วัน) เพื่อทำนายปริมาณน้ำฝนสะสมใน
อีกช่วงเวลาถัดไป 
 พารามิเตอร์ท่ีใช้ในการฝึกสอน ได้ทำการทดสอบท้ังหมด 500 Epochs และมีการใช้ 
Adaptive Moment Estimation (ADAM) เป็นตัว Optimizer เพื่อเพิ่มประสิทธิภาพในการทำนาย
ผลของแบบจำลอง ในการวัดประสิทธิภาพของตัวแบบ ได้ทำการเลือก ฟังก์ชันสูญเสีย  (Loss 
function) คือ Mean Absolute Error (MAE) ซึ่งจะมีความอ่อนไหวกับชุดข้อมูลท่ีมีค่าผิดปกติ 
(Error) น้อยกว่า Mean Square Error (MSE) และ Root Mean Square Error (RMSE) เนื่ องจาก
เป็นการนำค่าความคลาดเคล่ือน (Error) มาใส่ สัมบูรณ์ (Absolute) เหตุผลท่ีเลือก MAE เนื่องจาก
ข้อมูลปริมาณน้ำฝนสะสมนั้นจะมีความเอนเอียง เนื่องจากช่วงเวลาท่ีฝนตกมีน้อยกว่าช่วยเวลาท่ีฝนไม่
ตก (ดังท่ีแสดงในรูปท่ี 12) อีกท้ัง ปริมาณน้ำฝนสะสมในบางช่วงก็มีปริมาณท่ีสูงมากกว่าปกติ ซึ่ง
อาจจะเกิดจากอิทธิพลของพายุ หรือปัจจัยอื่นๆ และข้อมูลเหล่านี้เองท่ีกลายเป็นค่าผิดปกติ (Error) 
ในชุดข้อมูล การเลือกใช้ MAE ในการประเมินประสิทธิภาพของตัวแบบจึงมีความเหมาะสมกับชุด
ข้อมูลนี้มากกว่าค่าอื่นๆ ท้ังนี้ สมการของ Mean Absolute Error (MAE) สามารถแสดงได้ดังนี้ 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 48 

𝑀𝐴𝐸 =  
1

𝑛
∑|𝑦𝑖 − 𝑦�̂�|

𝑛

𝑖=1

 

 
 สำหรับเทคนิคการฝึกสอน ได้เลือกใช้เทคนิค Early stopping ซึ่งเป็นเทคนิคในการสร้าง
ความสมดุลระหว่างค่าความเอนเอียง (Bias) และค่าความแปรปรวน (Variation) เพื่ อไม่ให้
แบบจำลองประสบปัญหา Overfitting (แบบจำลองอิงกับข้อมูลในชุดข้อมูลฝึกสอนมากเกินไป คือมี
ค่าความถูกต้องในการทำนายข้อมูลฝึกสอนสูง แต่ค่าความถูกต้องในการทำนายข้อมูลชุดทดสอบต่ำ) 
โดยการสังเกตค่า Validation loss ในทุกๆ Epochs ด้วยเงื่อนไขว่า หากค่าดังกล่าวไม่ลดลงติดต่อกัน 
10 Epochs ให้หยุดการฝึกสอน 
 สำหรับแบบจำลองในกลุ่มโครงข่ายระบบประสาทแบบย้อนกลับได้ทำการพัฒนาโดยใช้ภาษา 
Python ร่วมกับโปรแกรม Google Colab โดยจะใช้ TensorFlow Library เพื่อเรียกฟังก์ชันท่ีใช้ใน
การสร้างแบบจำลองการเรียนรู้เชิงลึกท่ีสนใจจะศึกษา ขั้นตอนการทำงานของโปรแกรมโดยคร่าว 
สามารถแสดงได้ดังรูปต่อไปนี้ 
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รูปท่ี  22 แผนภาพแสดงกระบวนการทำงานของแบบจำลองโครงข่ายระบบประสาทแบบย้อนกลับ 
  
 ท้ังนี้ สำหรับเนื้อหาเกี่ยวกับผลการทดลอง หรือการปรับจูนไฮเปอร์พารามิเตอร์ ซึ่งเกี่ยวข้อง
กับหัวข้อการเปรียบเทียบผลการพยากรณ์ และประเมินความเหมาะสมของตัวแบบเราจะอภิปราย
หัวข้อดังกล่าวโดยละเอียดในบทท่ี 4 และ หัวข้อสรุปผลจะอภิปรายในบทท่ี 5 
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บทท่ี 4  
ผลการวิจัย 

 

 เนื้อหาในบทนี้จะกล่าวถึงผลการทดลองหรือผลการพยากรณ์ท่ีได้จากตัวแบบท่ีเลือก รวมไป
ถึงการปรับจูนค่าไฮเปอร์พารามิเตอร์ท่ีเหมาะสมกับตัวแบบโครงงข่ายระบบประสาทย้อนกลับแต่ละ
ตัวเพื่อให้การพยากรณ์มีความแม่นยำ และประสิทธิภาพสูงสุด ก่อนท่ีจะทำการวิเคราะห์เปรียบเทียบ
ประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนสะสมล่วงหน้าในระยะส้ันร่วมกับการใช้ข้อมูลหลายตัว
แปร ใน 2 ประเด็นหลักคือ  
 1) การเปรียบเทียบประสิทธิภาพในการพยากรณ์ของตัวแบบท่ีใช้ชุดข้อมูลท่ีแตกต่างกัน 
ระหว่างชุดข้อมูลท่ีผ่านการเพิ่มคุณลักษณะพิเศษกับชุดข้อมูลด้ังเดิม  
 2) เปรียบเทียบประสิทธิภาพในการพยากรณ์ในช่วงเวลาถัดไปของโครงข่ายระบบประสาท
แบบย้อนกลับท่ีสนใจศึกษากับแบบจำลองอาริมา  
 
4.1 ผลการทดลองที่ได้จากตัวแบบอาริมา 
 ตามท่ีได้อภิปรายข้ันตอนและวิธีการในการพัฒนาตัวแบบอนุกรมเวลาอาริมาไปในบทท่ี 3 ใน
ส่วนนี้จะทำการอธิบายผลการพยากรณ์ท่ีได้จากตัวแบบท่ีทำการพัฒนาขึ้นมา ซึ่งได้แก่ ผลการ
พยากรณ์ปริมาณน้ำฝนสะสมในอีก 1 ช่วงเวลาถัดไป (t+1) และผลการพยากรณ์ปริมาณน้ำในสะสม
ในอีก 8 ช่วงเวลาถัดไป (t+8) 

 4.1.1 ผลการพยากรณ์ด้วยตัวแบบ ARIMA 
 แบบจำลอง ARIMA ถือเป็นแบบจำลองเบื้องต้นพื้นฐานในการพยากรณ์ข้อมูลอนุกรมเวลา 
โดยแบบจำลอง ARIMA เป็นการพิจารณาโดยใช้ข้อมูลปริมาณน้ำฝนเพียงอย่างเดียวในการนำเข้า
แบบจำลองเพื่อทำนายปริมาณน้ำฝนสะสมในช่วงเวลาถัดไป ในงานวิจัยนี้ได้ทำการคัดเลือกตัวแบบ 
ARIMA ท่ีดีท่ีสุดด้วยวิธีบอกซ์แอนด์เจนกินส์ ซึ่งตัวแบบท่ีให้ค่าความคลาดเคล่ือนน้อยท่ีสุด คือตัวแบบ 
ARIMA(0,1,2) ซึ่งเมื่อได้ตัวแบบแล้วก็จะนำตัวแบบดังกล่าวไปพยากรณ์ปริมาณน้ำฝนสะสมในอีก 8 
ช่วงเวลาถัดไป โดยจะแสดงผลการเปรียบเทียบความแม่นยำในการพยากรณ์ระหว่าง ปริมาณน้ำฝน
สะสมท่ีเกิดขึ้นจริง กับ ปริมาณน้ำฝนสะสมท่ีได้จากการพยากรณ์ด้วยตัวแบบ ด้วยกราฟดังต่อไปนี้ 
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รูปท่ี  23 กราฟเปรียบเทียบระหว่างปริมาณน้ำฝนสะสมท่ีเกิดขึ้นจริงกบัปริมาณน้ำฝนสะสมท่ีได้จาก

การพยากรณ์ด้วยตัวแบบ ARIMA(1,1,3) 
 จากรูปท่ี 23 จะเห็นว่า เนื่องจากช่ัวโมงท่ีฝนตกมีน้อย อีกท้ังปริมาณน้ำฝนสะสมในแต่ละ
ช่ัวโมงก็ไม่ได้มีค่าสูงมาก ทำให้ตัวแบบ ARIMA ไม่สามารถพยากรณ์ช่ัวโมงท่ีมีปริมาณน้ำฝนสะสมใน
ปริมาณมากได้ ค่าท่ีได้จึงเหมือนเป็นค่าเฉล่ียปกติของปริมาณน้ำฝนในช่วงเวลาปกติ เพราะเมื่ อเรา
พิจารณาในช่วงเวลาท่ี 7 และ 8 ท่ีมีปริมาณน้ำฝนสะสมอยู่ในเกณฑ์ปกติ จะพบว่าแบบจำลอง
สามารถทำนายออกมาใกล้เคียงกับปริมาณน้ำฝนสะสมจริงในช่วงเวลานั้น  
 ต่อมาเราจะทำการพิจารณา Mean Absolute Error (MAE) ท่ีได้จากผลการทดลองท้ัง 2 
ช่วงเวลา ซึ่งสามารถแจกแจงได้ดังนี้ 

ตัวแบบท่ีได้ 
Mean Absolute Error (MAE) 
t+1 t+8 

ARIMA (1,1,3) 2.2082 6.9857 

ตาราง 3 แสดงค่า MAE ท่ีได้จากการพยากรณ์ด้วยตัวแบบ ARIMA 
 จากตาราง 3 จะพบว่า ค่า MAE ในช่วงเวลาท่ี t+1 มีค่าความคลาดเคล่ือนท่ีสูงกว่าค่า MAE 
ในช่วงเวลาท่ี t+8 ท้ังนี้ เนื่องจากในช่วงเวลาจริงๆ ท่ี t+1 มีปริมาณน้ำฝนสะสมในปริมาณมากระดับ
หนึ่ง แต่แบบจำลอง ARIMA ไม่สามารถทำนายค่าได้ (ดังกราฟท่ีแสดงไปในรูปท่ี 23) ส่งผลให้ค่าความ
คลาดเคล่ือนในช่วงเวลาแรกมีค่าสูงกว่าค่าความคลาดเคล่ือนในอีก 8 ช่วงเวลาถัดไป 
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 4.1.2 ผลการพยากรณ์ท่ีได้จากตัวแบบ ARIMAX 
 แบบจำลอง ARIMAX เป็นแบบจำลองอนุกรมเวลาท่ีพัฒนาต่อยอดมาจากแบบจำลอง 
ARIMA เพื่อแก้ไขปัญหาท่ีไม่สามารถนำข้อมูลคุณลักษณะอื่นๆ ท่ีเกี่ยวข้องกับคุณลักษณะท่ีต้องการ
พยากรณ์เข้าไปในแบบจำลองได้ เป็นการพิจารณาโดยใช้ข้อมูลคุณลักษณะอื่นๆ จากแต่ละชุดข้อมูล
ร่วมกับข้อมูลปริมาณน้ำฝนในการนำเข้าแบบจำลองเพื่อทำนายปริมาณน้ำฝนสะสมในช่วงเวลาถัดไป 
ในงานวิจัยนี้ได้ทำการคัดเลือกตัวแบบ ARIMAX ท่ีดีท่ีสุดด้วยวิธีบอกซ์แอนด์เจนกินส์ ซึ่งเมื่อได้ตัว
แบบแล้วก็จะนำตัวแบบดังกล่าวไปพยากรณ์ปริมาณน้ำฝนสะสมในอีก 8 ช่วงเวลาถัดไป โดยจะ
แสดงผลการพยากรณ์ดังกล่าวระหว่าง ปริมาณน้ำฝนสะสมท่ีเกิดขึ้นจริง กับ ปริมาณน้ำฝนสะสมท่ีได้
จากการพยากรณ์ด้วยตัวแบบ ด้วยกราฟสำหรับข้อมูลแต่ละชุดดังต่อไปนี้ 

 
รูปท่ี  24 กราฟเปรียบเทียบระหว่างปริมาณน้ำฝนสะสมท่ีเกิดขึ้นจริงกบัปริมาณน้ำฝนสะสมท่ีได้จาก

การพยากรณ์ด้วยตัวแบบ ARIMAX ท้ัง 3 ตัวแบบ 
 จากรูปท่ี 24 จะเห็นว่า ตัวแบบ ARIMAX ท้ัง 3 ตัวประสบปัญหาเดียวกันกับตัวแบบ ARIMA 
นั่นคือ ไม่สามารถตรวจวัดหรือพยากรณ์ปริมาณน้ำฝนสะสมท่ีมีค่าสูงได้ แต่สำหรับค่าท่ีต่ำๆ ท่ีเป็น
ค่าเฉล่ียของปริมาณน้ำฝนสะสมส่วนมากยังคงพอทำได้ดีอยู่ 
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 ต่อมาจะพิจารณาค่า Mean Absolute Error (MAE) ท่ีได้จากผลการทดลองท้ัง 2 ช่วงเวลา 
เพื่อประกอบการพิจารณาร่วมว่าตัวแบบในชุดข้อมูลใด จะให้ค่าความคลาดเคล่ือนน้อยท่ีสุด ดังนี้ 

ชุดข้อมูล ตัวแบบ ARIMAX 
Mean Absolute Error (MAE) 

t+1 t+8 

ข้อมูลชุดท่ี 1 ARIMAX (1,1,3) 1.1053 2.3084 

ข้อมูลชุดท่ี 2 ARIMAX (4,1,3) 0.3284 1.2904 

ข้อมูลชุดท่ี 3 ARIMAX (1,1,3) 0.2568 1.2549 
ตาราง 4 แสดงค่า MAE ท่ีได้จากการพยากรณ์ด้วยตัวแบบ ARIMAX 

 จากรูปท่ี 24 และตารางแสดงค่า MAE ตารางท่ี 4 พบว่า ในบรรดาตัวแบบ ARIMAX ท้ัง 3 
ตัวแบบท่ีได้ทำการพัฒนาขึ้นโดยใช้ชุดข้อมูลท่ีแตกต่างกันเพื่อวัดประสิทธิภาพในการพยากรณ์ของตัว
แบบ พบว่า ชุดข้อมูลชุดท่ี 3 ท่ีมีการเพิ่มค่าคุณลักษณะทางสถิติท่ีเกี่ยวข้องกับปริมาณน้ำฝน ลงไปใน
การช่วยพยากรณ์ ให้ผลการพยากรณ์ท่ีมีความใกล้เคียงค่าปริมาณน้ำฝนสะสมท่ีเกิดขึ้นจริงมากท่ีสุด 
รองมาคือตัวแบบของชุดข้อมูลชุดท่ี 2 ท่ีเพิ่มคุณลักษณะทางสถิติท้ังหมด 23 คุณลักษณะ และสุดท้าย
คือตัวแบบของชุดข้อมูลด้ังเดิมท่ีมีประสิทธิภาพน้อยกว่าอีก 2 ชุดท่ีผ่านการเพิ่มคุณลักษณะพิเศษ  
 
4.2 ผลการทดลองที่ได้จากแบบจำลองโครงข่ายระบบประสาทแบบย้อนกลบั (RNNs) 
 สำหรับขั้นตอนในการพัฒนาแบบจำลองโครงข่ายระบบประสาทแบบย้อนกลับนั้น เบ้ืองต้น
ได้ทำการอธิบายไว้ในบทท่ี 3 แล้ว ดังนั้นในหัวข้อนี้จึงจะกล่าวถึงการปรับจูนค่าไฮเปอร์พารามิเตอร์ 
(Hyper-Parameter Tuning) และผลการพยากรณ์ท่ีได้จากแต่ละแบบจำลอง ดังนี้ 
 

 4.2.1 การพยากรณ์ด้วยโครงข่ายระบบประสาทแบบย้อนกลับ (Recurrent Neural 
Network : RNN)  

 โครงข่ายระบบประสาทแบบย้อนกลับ (RNN) เป็นแบบจำลองการเรียนรู้เชิงลึกตัวแรกๆ ท่ี
ออกแบบมาเพื่อแก้ปัญหาเกี่ยวกับข้อมูลประเภทอนุกรมเวลา โดยใช้การข้อมูลท่ีช่วงเวลาก่อนหน้า มา
รวมเข้ากับข้อมูลตัวใหม่(Input data) เพื่อใช้ในการทำนายหรือพยากรณ์ ซึ่งหลังจากทำการเตรียม
ข้อมูล และพัฒนาตัวแบบ RNN ด้วยวิธีการท่ีอธิบายเอาไว้ในบทท่ี 3 ก่อนจะนำมาทำการปรับจูน 
พบว่า การปรับจูนไฮเปอร์พารามิเตอร์ท่ีมีความเหมาะสม และให้ประสิทธิภาพในการพยากรณ์ท่ีดี
ท่ีสุด สามารถช้ีแจงได้ดังตารางต่อไปนี้ 
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แบบจำลอง 
ช้ันของแบบจำลอง 

(Layer) 
ไฮเปอร์พารามิเตอร์ 
(Hyper-Parameter) 

ฟังก์ชันกระตุ้น
(Activation Function) 

RNN 

SimpleRNN layer 1 32 

Tanh 
SimpleRNN layer 2 64 

Dense 32 
Reshape [output, number of features] 

ตาราง 5 แสดงการปรับจูนไฮเปอร์พารามิเตอร์ท่ีช้ัน (Layer) ต่างๆ ของตัวแบบ RNN 
 หลังจากท่ีทำการปรับจูนไฮเปอร์พารามิเตอร์ตามท่ีได้ช้ีแจงไปในตาราง 5 แล้ว ขั้นตอนต่อไป
คือการนำแบบจำลองท่ีได้ไปทำการทดสอบประสิทธิภาพในการพยากรณ์กับกลุ่มข้อมูลตรวจสอบ 
(Validation data set) และกลุ่มข้อมูลทดสอบ  (Test data set) ซึ่งค่า Mean Absolute Error 
(MAE) ท่ีได้จากผลการทดลองท้ัง 2 ช่วงเวลา มีดังนี้ 

แบบจำลอง ชุดข้อมูล 
Mean Absolute Error (MAE) 
t+1 t+8 

RNN 

ข้อมูลชุดท่ี 1 0.2829 0.6149 

ข้อมูลชุดท่ี 2 0.2655 0.5101 

ข้อมูลชุดท่ี 3 0.2221 0.3778 
ตาราง 6 แสดงค่า MAE ท่ีได้จากการพยากรณ์ด้วยตัวแบบ RNN 

 จากตาราง 6 จะพบว่า สำหรับการพยากรณ์ปริมาณน้ำฝนสะสมดัวยตัวแบบ RNN ในอีก 1 
และ 8 ช่วงเวลาถัดไป ชุดข้อมูลท่ีให้ประสิทธิภาพในการพยากรณ์ท่ีดีท่ีสุด คือ ข้อมูลชุดท่ี 3 ท่ีเป็นชุด
ข้อมูลท่ีเพิ่มคุณลักษณะทางสถิติท่ีเกี่ยวข้องกับปริมาณน้ำฝนเท่านั้น ชุดข้อมูลท่ีมีประสิทธิภาพ
รองลงมาคือข้อมูลชุดท่ี 2 ซึ่งจะเห็นได้ว่า ชุดข้อมูลชุดท่ี 1 ซึ่งเป็นชุดข้อมูลด้ังเดิมนั้น ไม่ว่าจะเป็นการ
พยากรณ์ใน 1 ช่วงเวลาถัดไป หรือ 8 ช่วงเวลาถัดไปก็ยังคงให้ค่า MAE ท่ีสูงกว่าของท้ังชุดข้อมูลท่ี 2 
และ 3 อยู่ จึงสามารถสรุปได้คร่าวๆ ว่า ในส่วนของแบบจำลอง RNN นั้น การเพิ่มคุณลักษณะทางสถิติ
ให้กับชุดข้อมูล ส่งผลให้ประสิทธิภาพในการพยากรณ์ของตัวแบบเพิ่มข้ึน ท้ังนี้ ผลการพยากรณ์โดย
คร่าวของแบบจำลอง RNN ท่ีได้พัฒนาขึ้นดังกล่าว สามารถแสดงได้ดังนี้ 
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รูปท่ี  25 ผลการพยากรณ์ข้อมูลปริมาณน้ำฝนด้วยตัวแบบ RNN กับข้อมูลท้ัง 3 ชุด 

 
 4.2.2 การพยากรณ์ด้วยตัวแบบแบบจำลองหน่วยความจำระยะส้ันแบบยาว (Long short-
term memory : LSTM) 

 แบบจำลองหน่วยความจำระยะส้ันแบบยาว (LSTM) เป็นแบบจำลองการเรียนรู้เชิงลึกท่ีถูก
พัฒนาต่อยอดมาจากแบบจำลอง RNN เพื่อแก้ปัญหาการลดลงของเกรเดียนต์ (Vanishing Gradient) 
เมื่อลำดับของข้อมูลท่ีรับเข้ามามีจำนวนมากเกินไป ในการพัฒนาตัวแบบ LSTM ให้มีความเหมาะสม
กับข้อมูล พบว่า การปรับจูนไฮเปอร์พารามิเตอร์ท่ีมีความเหมาะสม และให้ประสิทธิภาพในการ
พยากรณ์ท่ีดีท่ีสุด สามารถช้ีแจงได้ดังตารางต่อไปนี้ 

แบบจำลอง 
ช้ันของแบบจำลอง 

(Layer) 
ไฮเปอร์พารามิเตอร์ 
(Hyper-Parameter) 

ฟังก์ชันกระตุ้น 
(Activation Function) 

LSTM 

LSTM layer 1 64 

Tanh 
LSTM layer 2 256 

Dense 32 
Reshape [output, number of features] 

ตาราง 7 แสดงการปรับจูนไฮเปอร์พารามิเตอร์ท่ีช้ัน (Layer) ต่างๆ ของตัวแบบ LSTM 
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 หลังจากท่ีทำการปรับจูนไฮเปอร์พารามิเตอร์ตามท่ีได้ช้ีแจงไปในตาราง 7 แล้ว ขั้นตอนต่อไป
คือการนำแบบจำลองท่ีได้ไปทำการทดสอบประสิทธิภาพในการพยากรณ์กับกลุ่มข้อมูลตรวจสอบ 
(Validation data set) และกลุ่มข้อมูลทดสอบ  (Test data set) ซึ่งค่า Mean Absolute Error 
(MAE) ท่ีได้จากผลการทดลองท้ัง 2 ช่วงเวลา มีดังนี้ 

แบบจำลอง ชุดข้อมูล 
Mean Absolute Error (MAE) 

t+1 t+8 

LSTM 

ข้อมูลชุดท่ี 1 0.2330 0.6022 

ข้อมูลชุดท่ี 2 0.3535 0.5703 

ข้อมูลชุดท่ี 3 0.2353 0.3834 
ตาราง 8 แสดงค่า MAE ท่ีได้จากการพยากรณ์ด้วยตัวแบบ LSTM 

 จากตาราง 8 จะพบว่า สำหรับการพยากรณ์ปริมาณน้ำฝนสะสมในอีก 1 ช่วงเวลาถัดไป ชุด
ข้อมูลท่ีให้ประสิทธิภาพในการพยากรณ์ท่ีดีท่ีสุดคือ ชุดข้อมูลชุดท่ี 1 รองลงมาคือชุดข้อมูลชุดท่ี 2 ท่ี
ให้ประสิทธิภาพในการพยากรณ์ท่ีไม่แตกต่างกันมากนัก แต่สำหรับในอีก 8 ช่วงเวลาถัดไปนั้น พบว่า 
ประสิทธิภาพในการพยากรณ์ของชุดข้อมูลชุดท่ี 1 ลดลงอย่างมาก และชุดข้อมูลท่ีให้ผลการพยากรณ์
ดีท่ีสุดในอีก 8 ช่วงเวลาต่อมาก็คือ ชุดข้อมูลชุดท่ี 3 รองลงมาคือชุดข้อมูลชุดท่ี 2 กล่าวคือ สำหรับตัว
แบบ LSTM นั้น ในช่วงเวลาแรก การเพิ่มคุณลักษณะทางสถิติจะยังไม่สามารถให้ผลลัพธ์ท่ีดีได้ แต่
เมื่อเวลาผ่านไป การเพิ่มคุณลักษณะทางสถิติจะช่วยให้ประสิทธิภาพในการพยากรณ์ของตัวแบบดีขึ้น 
สำหรับผลการพยากรณ์โดยคร่าวของแบบจำลอง LSTM สามารถแสดงได้ดังนี้ 
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รูปท่ี  26 ผลการพยากรณ์ข้อมูลปริมาณน้ำฝนด้วยตัวแบบ LSTM กับข้อมูลท้ัง 3 ชุด 

 
 4.2.3 การพยากรณ์ด้วยโครงข่ายประตูวกกลับ (Gated Recurrent Unit : GRU) 

 โครงข่ายประตูวกกลับ (GRU) เป็นแบบจำลองการเรียนรู้เชิงลึกท่ีถูกพัฒนาขึ้นเพื่อแก้ปัญหา
การลดลงของเกรเดียนต์ (Vanishing Gradient) เช่นเดียวกับแบบจำลอง LSTM แต่จะแตกต่างจาก
แบบจำลอง LSTM ตรงท่ีแบบจำลอง GRU จะลดความซับซ้อนของประตู (Gate) ลง เพื่อให้ตัว
แบบจำลองสามารถประมวลผลได้รวดเร็วขึ้น ในการพัฒนาตัวแบบ GRU ให้มีความเหมาะสมกับ
ข้อมูล พบว่า การปรับจูนไฮเปอร์พารามิเตอร์ท่ีมีความเหมาะสม และให้ประสิทธิภาพในการพยากรณ์
ท่ีดีท่ีสุด สามารถช้ีแจงได้ดังตารางต่อไปนี้ 

แบบจำลอง 
ช้ันของแบบจำลอง 

(Layer) 
ไฮเปอร์พารามิเตอร์ 
(Hyper-Parameter) 

ฟังก์ชันกระตุ้น 
(Activation Function) 

GRU 

GRU layer 1 32 

Tanh 
GRU layer 2 64 

Dense 1 
Reshape [output, number of features] 

ตาราง 9 แสดงการปรับจูนไฮเปอร์พารามิเตอร์ท่ีช้ัน (Layer) ต่างๆ ของตัวแบบ GRU 
 หลังจากท่ีทำการปรับจูนไฮเปอร์พารามิเตอร์ตามท่ีได้ช้ีแจงไปในตาราง 9 แล้ว ขั้นตอนต่อไป
คือการนำแบบจำลองท่ีได้ไปทำการทดสอบประสิทธิภาพในการพยากรณ์กับ ชุดข้อมูลตรวจสอบ 
(Validation data set) และ ชุดข้อมู ลทดสอบ  (Test data set) ซึ่ ง ค่า Mean Absolute Error 
(MAE) ท่ีได้จากผลการทดลองท้ัง 2 ช่วงเวลา มีดังนี้ 
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แบบจำลอง ชุดข้อมูล 
Mean Absolute Error (MAE) 
t+1 t+8 

GRU 

ข้อมูลชุดท่ี 1 0.1767 0.6018 

ข้อมูลชุดท่ี 2 0.2900 0.5247 

ข้อมูลชุดท่ี 3 0.2164 0.3752 
ตาราง 10 แสดงค่า MAE ท่ีได้จากการพยากรณ์ด้วยตัวแบบ GRU 

 จากตาราง 10 จะพบว่า สำหรับการพยากรณ์ปริมาณน้ำฝนสะสมในอีก 1 ช่วงเวลาถัดไปด้วย
ตัวแบบ GRU พบว่า ชุดข้อมูลท่ีให้ประสิทธิภาพในการพยากรณ์ท่ีดีท่ีสุด คือ ข้อมูลชุดท่ี 1 ชุดข้อมูลท่ี
มีประสิทธิภาพรองลงมาคือข้อมูลชุดท่ี 3 แต่เมื่อเป็นการพยากรณ์ในอีก 8 ช่วงเวลาถัดไป ชุดข้อมูล
ชุดท่ี 1 กลับมีประสิทธิภาพท่ีลดลงเป็นอย่างมาก ในขณะท่ีชุดข้อมูลท่ีให้ประสิทธิภาพในการพยากรณ์
ในอีก 8 ช่วงเวลาถัดมาได้ดีท่ีสุดกลับเป็นชุดข้อมูลชุดท่ี 3 และชุดข้อมูลชุดท่ี 2 ตามลำดับ จะเห็นได้
ว่า ในการใช้ตัวแบบจำลอง GRU ในการพยากรณ์ปริมาณน้ำฝนสะสมนั้น การเพิ่มคุณลักษณะทาง
สถิติจะยังคงไม่เป็นผลลัพธ์ที่ดีในด้านการเพิ่มประสิทธิภาพในการพยากรณ์ แต่เมื่อเวลาผ่านไป การ
เพิ่อมคุณลักษณะทางสถิติจะช่วยให้ผลการพยากรณ์มีประสิทธิภาพมากยิ่งขึ้น ท้ังนี้ ผลการพยากรณ์
โดยคร่าวของแบบจำลอง GRU ท่ีได้พัฒนาขึ้นดังกล่าว สามารถแสดงได้ดังนี้ 

 
รูปท่ี  27 ผลการพยากรณ์ข้อมูลปริมาณน้ำฝนด้วยตัวแบบ GRU กับข้อมูลท้ัง 3 ชุด 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 59 

4.3 ผลการเปรียบเทียบประสิทธิภาพในการพยากรณ์ 
 เนื่องจากในงานวิจัยฉบับนี้มีจุดมุ่งหมายในการวิเคราะห์เปรียบเทียบประสิทธิภาพในการ
พยากรณ์ปริมาณน้ำฝนสะสมล่วงหน้าในระยะส้ันร่วมกับการใช้ข้อมูลหลายตัวแปร โดยจะทำการ
เปรียบเทียบใน 2 ประเด็นหลัก ซึ่งประเด็นแรก การเปรียบเทียบประสิทธิภาพในการพยากรณ์ของตัว
แบบท่ีใช้ชุดข้อมูลท่ีแตกต่างกัน ระหว่างชุดข้อมูลท่ีผ่านการเพิ่มคุณลักษณะพิเศษกับชุดข้อมูลด้ังเดิม 
ได้ทำการเปรียบเทียบ อธิบายประสิทธิภาพ และแสดงผลการพยากรณ์ไปแล้วในหัวข้อท่ี 4.1 และ 
4.2 ดังนั้นในหัวข้อนี้ จะทำการเปรียบเทียบประสิทธิภาพในการพยากรณ์ในช่วงเวลาถัดไปของ
โครงข่ายระบบประสาทแบบย้อนกลับท่ีสนใจศึกษากับแบบจำลองอาริมา ซึ่งเป็นประเด็นสุดท้ายท่ีจะ
นำมาเปรียบเทียบในงานวิจัยฉบับนี้ 
 ดังท่ี ได้อธิบายผลการทดลองไปแล้วในหัวข้อท่ี 4.1 และ 4.2 จะเห็นว่า แบบจำลอง ARIMA 
นั้นให้ผลการพยากรณ์ท่ีไม่ค่อยดีนัก เมื่อเทียบกับแบบจำลอง ARIMAX และแบบจำลองโครงข่าย
ระบบประสาทย้อนกลับ เพื่อให้เห็นภาพการเปรียบเทียบประสิทธิภาพในการพยากรณ์ของแต่ละ
แบบจำลองกับแต่ละชุดข้อมูล ในหัวข้อนี้จะทำการแบ่งการเปรียบเทียบประสิทธิภาพในการพยากรณ์
ตามชุดข้อมูลดังนี้ 
 

 4.3.1 เปรียบเทียบประสิทธิภาพในการพยากรณ์ด้วยชุดข้อมูลชุดท่ี 1 
 ในการศึกษาประสิทธิภาพในการพยากรณ์ด้วยข้อมูลชุดท่ี 1 ของแต่ละแบบจำลองจะแบ่ง
ออกเป็น 2 กรณีศึกษา ได้แก่ 

1) เปรียบเทียบประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 1 ในอีก 1 
ช่วงเวลาถัดไปของแบบจำลองท่ีสนใจศึกษา 

 
รูปท่ี  28 เปรียบเทียบผลการพยากรณ์ข้อมูลปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 1 ในอีก 1 

ช่วงเวลาถัดไป 
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 จากรูปท่ี 28 พบว่า ในการพยากรณ์ปริมาณน้ำฝนสะสมด้วยข้อมูลชุดท่ี 1 ในอีก 1 
ช่วงเวลาถัดไปนั้น แบบจำลองท่ีมีประสิทธิภาพในการพยากรณ์มากท่ีสุด คือแบบจำลอง  
GRU รองมาคือแบบจำลอง LSTM และ RNN ตามลำดับ และแบบจำลองท่ีมี
ประสิทธิภาพในการพยากรณ์น้อยท่ีสุด คือแบบจำลอง ARIMA 

2) เปรียบเทียบประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 1 ในอีก 8 
ช่วงเวลาถัดไปของแบบจำลองท่ีสนใจศึกษา 

 
รูปท่ี  29 เปรียบเทียบผลการพยากรณ์ข้อมูลปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 1 ในอีก 8 

ช่วงเวลาถัดไป 
 จากรูปท่ี 29 พบว่า ในการพยากรณ์ปริมาณน้ำฝนสะสมด้วยข้อมูลชุดท่ี 1 ในอีก 8 
ช่วงเวลาถัดไปนั้น แบบจำลองท่ีมีประสิทธิภาพในการพยากรณ์มากท่ีสุด คือแบบจำลอง  
GRU รองมาคือแบบจำลอง LSTM และ RNN ตามลำดับ และแบบจำลองท่ีมี
ประสิทธิภาพในการพยากรณ์น้อยท่ีสุด คือแบบจำลอง ARIMA 

 
 4.3.2 เปรียบเทียบประสิทธิภาพในการพยากรณ์ด้วยชุดข้อมูลชุด 2 

1) เปรียบเทียบประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 2 ในอีก 1 
ช่วงเวลาถัดไปของแบบจำลองท่ีสนใจศึกษา 
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รูปท่ี  30 เปรียบเทียบผลการพยากรณ์ข้อมูลปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 2 ในอีก 1 

ช่วงเวลาถัดไป 
 จากรูปท่ี 30 พบว่า ในการพยากรณ์ปริมาณน้ำฝนสะสมด้วยข้อมูลชุดท่ี 2 ในอีก 1 
ช่วงเวลาถัดไปนั้น  แบบจำลองท่ีมีประสิทธิภาพในการพยากรณ์มากท่ีสุด คือ
แบบจำลอง  RNN รองมาคือแบบจำลอง GRU และ ARIMAX ตามลำดับ และ
แบบจำลองท่ีมีประสิทธิภาพในการพยากรณ์น้อยท่ีสุด คือแบบจำลอง ARIMA 

2) เปรียบเทียบประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 2 ในอีก 8 
ช่วงเวลาถัดไปของแบบจำลองท่ีสนใจศึกษา 

 
รูปท่ี  31 เปรียบเทียบผลการพยากรณ์ข้อมูลปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 2 ในอีก 8 

ช่วงเวลาถัดไป  
 จากรูปท่ี 31 พบว่า ในการพยากรณ์ปริมาณน้ำฝนสะสมด้วยข้อมูลชุดท่ี 2 ในอีก 8 
ช่วงเวลาถัดไปนั้น แบบจำลองท่ีมีประสิทธิภาพในการพยากรณ์มากท่ีสุด คือแบบจำลอง 
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RNN รองมาคือแบบจำลอง GRU และ LSTM ตามลำดับ และแบบจำลองท่ีมี
ประสิทธิภาพในการพยากรณ์น้อยท่ีสุด คือแบบจำลอง ARIMA 
 

 4.3.3 เปรียบเทียบประสิทธิภาพในการพยากรณ์ด้วยชุดข้อมูลชุด 3 
1) เปรียบเทียบประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 3 ในอีก 1 

ช่วงเวลาถัดไปของแบบจำลองท่ีสนใจศึกษา 

 
รูปท่ี  32 เปรียบเทียบผลการพยากรณ์ข้อมูลปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 3 ในอีก 1 

ช่วงเวลาถัดไป 
 จากรูปท่ี 32 พบว่า ในการพยากรณ์ปริมาณน้ำฝนสะสมด้วยข้อมูลชุดท่ี 3 ในอีก 1 
ช่วงเวลาถัดไปนั้น  แบบจำลองท่ีมีประสิทธิภาพในการพยากรณ์มากท่ีสุด คือ
แบบจำลอง GRU รองมาคือแบบจำลอง RNN และ LSTM ตามลำดับ และแบบจำลอง
ท่ีมีประสิทธิภาพในการพยากรณ์น้อยท่ีสุด คือแบบจำลอง ARIMA 

2) เปรียบเทียบประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 3 ในอีก 8 
ช่วงเวลาถัดไปของแบบจำลองท่ีสนใจศึกษา 
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รูปท่ี  33 เปรียบเทียบผลการพยากรณ์ข้อมูลปริมาณน้ำฝนด้วยข้อมูลชุดท่ี 3 ในอีก 8 

ช่วงเวลา 
 จากรูปท่ี 33 พบว่า ในการพยากรณ์ปริมาณน้ำฝนสะสมด้วยข้อมูลชุดท่ี 3 ในอีก 8 
ช่วงเวลาถัดไปนั้น  แบบจำลองท่ีมีประสิทธิภาพในการพยากรณ์มากท่ีสุด คือ
แบบจำลอง  GRU รองมาคือแบบจำลอง RNN และ LSTM ตามลำดับ และแบบจำลอง
ท่ีมีประสิทธิภาพในการพยากรณ์น้อยท่ีสุด คือแบบจำลอง ARIMA 
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บทท่ี 5 
สรุปผลการวิจัย 

 

 ในบทท่ี 5 นี้จะเป็นบทสุดท้ายของวิทยานิพนธ์ฉบับนี้ ซึ่งจะเป็นบทท่ีพูดถึงใน 2 หัวข้อใหญ่ๆ 
คือ 1) การสรุปผล จะทำการสรุปผลการพัฒนาตัวแบบ ผลการพยากรณ์ และผลการเปรียบเทียบท่ีได้ 
และ 2) ข้อเสนอแนะ จะเป็นการแนะนำแนวทางในการเพิ่มประสิทธิภาพในการพยากรณ์ สำหรับผู้ท่ี
สนใจจะนำงานวิจัยนี้ไปศึกษา ปรับใช้ หรือต่อยอดในอนาคต 
 
5.1 สรุปผล 
 งานวิจัยนี้มุ่งเน้นการพัฒนาและวิเคราะห์เปรียบเทียบประสิทธิภาพในการพยากรณ์ปริมาณ
น้ำฝนสะสมล่วงหน้าในระยะส้ันร่วมกับการใช้ข้อมูลหลายตัวแปร ข้อมูลท่ีนำมาใช้ในงานวิจัยนี้เป็น
ข้อมูลสภาพอากาศและปริมาณน้ำฝนสะสมในพื้นท่ีสนามบินสุวรรณภูมิท่ีได้รับการสนับสนุนจากกรม
อุตุนิยมวิทยา ประเทศไทย 
 ในการพัฒนาตัวแบบ ผู้วิจัยได้เตรียมชุดข้อมูลนำเข้าไว้ 3 ชุด คือ 1) ชุดข้อมูลด้ังเดิม (รวม 4 
คุณลักษณะ) 2) ชุดข้อมูลท่ีเพิ่มคุณลักษณะทางสถิติ (รวม 23 คุณลักษณะ) 3) ชุดข้อมูลท่ีเพิ่มเฉพาะ
คุณลักษณะทางสถิติท่ีเกี่ยวข้องกับปริมาณน้ำฝนสะสม (รวม 11 คุณลักษณะ) เนื่องจากเมื่อลอง
พิจารณาข้อมูลท่ีอยู่ในชุดข้อมูลแล้วพบว่า จำนวนช่ัวโมงท่ีมีฝนตกนั้น มีน้อยกว่าจำนวนท่ีฝนไม่ตก
มาก โดยจำนวนช่ัวโมงท่ีมีฝนตกนั้น คิดเป็นร้อยละ 10 จากจำนวนช่ัวโมงท่ีไม่มีฝนตก ซึ่งก่อให้เกิด
ปัญหาชุดข้อมูลไม่สมดุลตามมา จึงได้จัดการกับปัญหาดังกล่าวด้วยการเลือกใช้วิธี  Synthetic 
Minority Over-Sampling Technique for Regression with Gaussian Noise (SMOGN) เพื่อให้
มีจำนวนช่ัวโมงท่ีมีฝนตกมากพอท่ีจะทำให้แบบจำลองสามารถทำนายปริมาณน้ำฝนสะสมได้ จากนั้น
จึงได้ทำการพัฒนาตัวแบบจำลองท่ีเกี่ยวข้องกับการจัดการข้อมูลท่ีอยู่ในรูปของอนุกรมเวลาขึ้น ได้แก่  
1. ตัวแบบ ARIMA เป็นตัวแบบท่ีรับข้อมูลนำเข้าเฉพาะข้อมูลปริมาณน้ำฝน จากการพัฒนาและ

คัดเลือกตัวแบบท่ีดีท่ีสุดด้วยวิธีวิธีบอกซ์แอนด์เจนกินส์ พบว่าตัวแบบท่ีให้ค่าความคลาดเคล่ือน
น้อยท่ีสุด คือตัวแบบ ARIMA (0,1,2)  

2. ตัวแบบ ARIMAX เป็นตัวแบบท่ีรับข้อมูลคุณลักษณะอื่นๆ มาพิจารณาร่วมกับข้อมูลปริมาณ
น้ำฝนท่ีเราต้องการจะพยากรณ์ จากการพัฒนาและคัดเลือกตัวแบบท่ีดีท่ีสุดด้วยวิธีวิธีบอกซ์
แอนด์เจนกินส์ จะทำให้เราได้ตัวแบบ ARIMAX ท่ีดีท่ีสุดสำหรับแต่ละชุดข้อมูล ได้แก่  

- ข้อมูลชุดท่ี 1 ตัวแบบท่ีดีท่ีสุด คือ ตัวแบบ ARIMAX (1,1,3)  
- ข้อมูลชุดท่ี 2 ตัวแบบท่ีดีท่ีสุด คือ ตัวแบบ ARIMAX (4,1,3)  
- ข้อมูลชุดท่ี 3 ตัวแบบท่ีดีท่ีสุด คือ ตัวแบบ ARIMAX (1,1,3)  
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3. แบบจำลองการเรียนรู้เชิงลึก เป็นตัวแบบท่ีรับข้อมูลนำเข้าหลายตัวแปร โดยในงานวิจัยนี้ ได้
เลือกใช้ตัวแบบจำลองการเรียนรู้เชิงลึก 3 ตัว มาเพื่อใช้ในการเปรียบเทียบ ได้แก่ โครงข่ายระบบ
ประสาทแบบย้อนกลับ (RNN) แบบจำลองหน่วยความจำระยะส้ันแบบยาว (LSTM) และ
โครงข่ายประตูวกกลับ (GRU)  

 ในส่วนการทดลอง งานวิจัยนี้ได้แบ่งการทดลองออกเป็น 2 ส่วน ดังนี้ 
 1) การทดลองโดยการเปรียบเทียบประสิทธิภาพระหว่างการพัฒนาตัวแบบโดยการเพิ่ม
คุณลักษณะทางสถิติ 
 จากการทดลองในเบื้องต้นพบว่า การเพิ่มเฉพาะคุณลักษณะทางสถิติให้กับชุดข้อมูลก่อนท่ีจะ
นำไปทำการพัฒนาตัวแบบนั้น ส่งผลให้ประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนสะสมในช่วงเวลา
ไกลๆ เพิ่มขึ้น (ในอีก 8 ช่วงเวลาถัดไป) โดยเฉพาะในชุดข้อมูลชุดท่ี 3 ท่ีมีการเพิ่มเฉพาะคุณลักษณะ
ทางสถิติท่ีมีความสัมพันธ์กับปริมาณน้ำฝนสะสมให้กับชุดข้อมูลก่อนท่ีจะนำเข้าแบบจำลองส่งผลให้  
Mean Absolute Error (MAE) ลดลงมากกว่าการใช้เพียงคุณลักษณะต้ังต้นเพียง 4 คุณลักษณะ แต่
สำหรับการพยากรณ์ในระยะส้ัน (1 ช่วงเวลาถัดไป) การเพิ่มคุณลักษณะทางสถิติให้กับชุดข้อมูลใน
แบบจำลองโครงข่ายระบบประสาทแบบย้อนกลับยังไม่สามารถเพิ่มประสิทธิภาพในการพยากรณ์ให้ดี
ขึ้นได้มากนัก ยกเว้นสำหรับแบบจำลอง ARIMAX ซึ่งเห็นได้อย่างชัดเจนว่า ในการพยากรณ์ระยะส้ัน
นั้น การเพิ่มคุณลักษณะทางสถิติให้กับชุดข้อมูล ส่งผลให้ประสิทธิภาพในการพยากรณ์ดีขึ้นเกือบ
เทียบเท่ากับโครงข่ายระบบประสาทแบบย้อนกลับ แต่เมื่อช่วงเวลาไกลออกไป ประสิทธิภาพในการ
พยากรณ์ของตัวแบบ ARIMAX กลับลดลงอย่างมาก 
 อย่างไรก็ตาม สำหรับข้อมูลชุดท่ี 2 หากสามารถพัฒนาตัวแบบให้มีความซับซ้อนได้มากกว่านี้ 
อาจจะส่งผลให้การสกัดคุณลักษณะในแต่ละช้ันของแบบจำลองโครงข่ายระบบประสาทแบบย้อนกลับ
ทำได้ดีขึ้น และอาจจะส่งผลให้ประสิทธิภาพของการพยากรณ์เพิ่มขึ้น อีกท้ัง ถึงแม้ จะพัฒนาตัว
แบบจำลองจนสามารถพยากรณ์ช่ัวโมงท่ีมีฝนตกได้ แต่เมื่อพิจารณาจากผลของการพยากรณ์แล้วก็
พบว่ายังคงมีปัญหาในเรื่องท่ีไม่สามารถทำนายช่ัวโมงท่ีมีปริมาณน้ำฝนสะสมมากกว่าปกติได้ ซึ่งเป็น
ส่วนท่ีต้องพัฒนาต่อไป 
 2) การทดลองโดยการเปรียบเทียบประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนสะสมใน
ช่วงเวลาถัดไปของแต่ละแบบจำลอง 
 การทดลองเปรียบเทียบประสิทธิภาพในการพยากรณ์ของตัวแบบแต่ละตัวในช่วงเวลาท่ี
แตกต่างกัน งานวิจัยได้แบ่งการทดลองส่วนนี้ออกเป็น 2 ส่วนเพื่อวัดประสิทธิภาพ คือ  
 2.1 เปรียบเทียบประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนสะสมใน 1 ช่วงเวลาถัดไป (3 
ช่ัวโมงถัดไป) พบว่า แบบจำลองในกลุ่มโครงข่ายระบบประสาทแบบย้อนกลับให้ประสิทธิภาพในการ
พยากรณ์ท่ีดีกว่าแบบจำลองในกลุ่มอาริมา โดยในการพยากรณ์ปริมาณน้ำฝนสะสมในอีก 1 ช่วงเวลาถัดไป
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นั้น แบบจำลอง GRU ให้ประสิทธิภาพในการพยากรณ์ได้ดีท่ีสุด ซึ่งผลการทดลองและเปรียบเทียบ
ประสิทธิภาพนั้น สามารถแสดงได้ดังแผนภาพต่อไปนี้  

 
รูปท่ี  34 กราฟแสดงการเปรียบเทียบประสิทธิภาพของแต่ละแบบจำลองในการพยากรณ์ 1 ช่วงเวลา

ถัดไป 
 2.2 การเปรียบเทียบประสิทธิภาพในการพยากรณ์ใน 8 ช่วงเวลาถัดไป (24 ช่ัวโมง) ในการ
พยากรณ์ในอีก 8 ช่วงเวลาถัดไปนั้น พบว่า แบบจำลอง GRU ให้ประสิทธิภาพในการพยากรณ์ได้ดีท่ีสุด 
ซึ่งผลการทดลองและเปรียบเทียบประสิทธิภาพนั้น สามารถแสดงได้ดังแผนภาพต่อไปนี้ 

 
รูปท่ี  35 กราฟแสดงการเปรียบเทียบประสิทธิภาพของแต่ละแบบจำลองในการพยากรณ์ 3 ช่วงเวลา

ถัดไป 
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 นอกจากนี้ เมื่อเปรียบเทียบกับแบบจำลองโครงข่ายประสาทแบบย้อนกลับตัวอื่นๆ แบบจำลอง 
GRU ยังเป็นแบบจำลองท่ีมีการประมวลผลท่ีไวท่ีสุด เนื่องจากมีจำนวนประตูท่ีน้อย ดังนั้น สำหรับการ
เลือกแบบจำลองโครงข่ายระบบประสาทย้อนกลับเพื่อทำนายปริมาณน้ำฝนสะสม แบบจำลอง GRU จึง
เป็นตัวเลือกท่ีน่าสนใจ  
 
 สุดท้ายนี้ เมื่อดูภาพรวมของผลการทดลองเปรียบเทียบท้ัง 2 หัวข้อ จะพบว่า โครงข่ายระบบ
ประสาทแบบย้อนกลับนั้น เป็นตัวแบบท่ีมีประสิทธิภาพในการพยากรณ์ปริมาณน้ำฝนสะสมท่ีเกิดขึ้น
มากท่ีสุด และการทำ Feature Engineering โดยการเพิ่มคุณลักษณะทางสถิติ ก็ช่วยให้ผลการ
พยากรณ์มีความแม่นยำมากขึ้น โดยเฉพาะอย่างยิ่งกับข้อมูลท่ีมีจำนวนคุณลักษณะน้อย ซึ่งการมี
จำนวนคุณลักษณะท่ีน้อยนั้น อาจส่งผลให้ตัวโครงข่ายระบบประสาทแบบย้อนกลับไม่สามารถให้
ประสิทธิภาพในการพยากรณ์ข้อมูลท่ีสนใจได้ดีเท่าท่ีควร ดังนั้น นอกเหนือจากการพัฒนาตัวแบบ 
และการปรับจูนไฮเปอร์พารามิเตอร์เพื่อเพิ่มประสิทธิภาพในการพยากรณ์ให้กับแบบจำลอง ควรให้
ความสนใจในเรื่องของการทำ Feature Engineering ให้กับชุดข้อมูลก่อนท่ีจะนำเช้าแบบจำลองด้วย 
เพื่อให้แบบจำลองสามารถเรียนรู้ และพยากรณ์ผลลัพธ์ได้อย่างแม่นยำมากขึ้น  
 
5.2 ข้อจำกัดในงานวิจัย 
 ในการพัฒนาตัวแบบจำลองเพื่อทำนายปริมาณน้ำฝนสะสมในพื้นท่ีสนามบินนานาชาติสุวรรณ
ภูมิมีข้อจำกัดดังต่อไปนี้ 
1. ข้อมูลสภาพอากาศในไทยส่วนมาเป็นข้อมูลท่ีไม่ได้เผยแพร่แบบสาธารณะ ทำให้ข้อมูลสภาพอากาศ

ท่ีนำมาใช้สร้างตัวแบบมีน้อย และจำกัด 
2. จำนวนสถานีตรวจวัดสภาพอากาศในประเทศไทยมีจำนวนไม่มาก (เฉล่ียจังหวัดละ 1 แห่ง) จึงไม่

สามารถนำข้อมูลสภาพอากาศจากสถานีใกล้เคียงมาพิจารณาร่วมได้ 
3. ด้านสมรรถภาพของคอมพิวเตอร์ เนื่องจากทรัพยากรด้านคอมพิวเตอร์ท่ีจำกัดของผู้วิจัย จึงไม่

สามารถพัฒนาตัวแบบท่ีมีความซับซ้อน หรือนำข้อมูลช่วงเวลาในอดีตใส่เขา้ไปมากกว่านี้ได้ 
5.3 แนวทางการวิจัยในอนาคต 
 ท้ังนี้ เพื่อให้แบบจำลองมีประสิทธิภาพ และความแม่นยำในการพยากรณ์มากยิ่งขึ้น ใน
อนาคตควรจะมีการเพิ่มเติมในส่วนต่างๆ ดังนี้ 

1. ด้านข้อมูล ควรนำข้อมูลพื้นท่ี หรือข้อมูลเกี่ยวกับสภาพอากาศด้านอื่นๆ เช่น ปริมาณ
แสงแดด ทิศทางลม ความหนาแน่นของเมฆ ฯ มาพิจารณาร่วมด้วย เนื่องจากท้ังลักษณะทาง
ภูมิศาสตร์ และปัจจัยด้านสภาพอากาศอื่นๆ ก็มีผลต่อปริมาณน้ำฝนสะสม 
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2. การปรับเพิ่มความยาวของช่วงเวลาในอดีต (Timestep) ท่ีจะนำเข้าแบบจำลองให้มีความยาว
เพิ่มขึ้นมากกว่า 80 ช่วงเวลา เพื่อเปรียบเทียบประสิทธิภาพในการพยากรณ์ของแต่ละ
แบบจำลองกับแต่ละชุดข้อมูลเพื่อดูว่าการเพิ่มคุณลักษณะให้ ชุดข้อมูลนั้นจะส่งผลต่อ
ประสิทธิภาพการพยากรณ์จริงๆ หรือไม่ และแบบจำลองใดท่ีเหมาะสมกับข้อมูลชุดนี้มากท่ีสุด  

3. การลองใช้ Optimization Algorithm ตัวอื่นๆ ในการเพิ่มประสิทธิภาพ และเปรียบเทียบผล
การพยากรณ์ 

4. การใช้การเรียนรู้แบบกลุ่ม (Ensemble Learning Method) เข้ามาเป็นตัวช่วยในการพัฒนาตัว
แบบให้สามารถพยากรณ์ได้อย่างแม่นยำ 

5. สำหรับ Library TensorFlow ท่ี ผู้วิ จัยเลือกใช้ในงานวิ จัยนี้  ยั งมี ประเภทของช้ันของ
แบบจำลอง (Layer) ในหมวดหมู่ของโครงข่ายระบบประสาทแบบย้อนกลับท่ีพัฒนาต่อ
ยอดจากแบบพื้นฐานไปอีกหลายตัว ซึ่งในอนาคตสำหรับงานวิจัยต่อๆ  ไปสามารถทดลองกับ
ช้ันของแบบจำลองอื่นๆ ท่ีนอกเหนือจากท่ีใช้ในงานวิจัยนี้ได้ 
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