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บทค ัดย ่อ ภาษาไทย  ภูมิพัฒน ์เจริญธนานุวัฒน ์: การจำแนกเซลล์เม็ดเลือดแดงและเซลล์เม็ดเลือดขาวด้วย

แบบจำลองทรานฟอรม์เมอรส์ำหรับวิธีการแบ่งภาพเชิงความหมายร่วมกับการตรวจจบั
วัตถุ. ( Classification of Red and White Blood Cells using Transformer-based 
Semantic Segmentation and Object Detection Joint Method) อ.ที่ปรึกษาหลัก 
: ผศ. ดร.สรุีย์ พุ่มรินทร ์

  
การตรวจเซลล์ลิมโฟบลาสติกเฉียบพลันในภาพฟิล์มเลือดเป็นวิธีการวินิจฉัยโรคมะเร็ง

เม็ดเลือดขาว การใช้การแบ่งภาพเชิงความหมายของเซลล์เม็ดเลือดขาวเฉียบพลันสามารถนำไปใช้
ในการพัฒนาระบบการวิเคราะห์โดยใช้คอมพิวเตอร์ช่วย ในขอบเขตของการวิเคราะห์ฟิล์มส่วน
ปลาย วิธีการเรียนรู้เชิงลึก โดยเฉพาะอย่างยิ่งโครงข่ายประสาทเทียมแบบคอนโวลูชันมักถูก
นำมาใช้ ปัจจุบัน โมเดลที่ใช้ทรานฟอร์มเมอร์สำหรบังานแบ่งภาพความหมายสว่นใหญ่ใหผ้ลลพัธ์ใน
เชิงความแม่นยำที่สูง ในการศึกษาน้ี SegFormer ซึ่งเป็นแบบจำลองที่ใช้ทรานฟอร์มเมอร์สำหรับ
การแบ่งภาพความหมาย ถูกนำมาใช้เพื่อแบ่งส่วนและจำแนกเซลล์เม็ดเลือดขาวเฉียบพลันโดยใช้
กลยุทธ์การฝึกอบรมที่แตกต่างกันสีแ่บบ ผลลัพธ์ที่ดีที่สุดเกิดข้ึนได้โดยมีค่าเฉลี่ยของจุดตัด-โอเวอร์-
ยูเนี่ยน (IoU) เท่ากับ 0.821 และความแม่นเฉลี่ย 0.917 

 

สาขาวิชา วิศวกรรมไฟฟ้า ลายมือช่ือนสิิต ................................................ 
ปีการศึกษา 2566 ลายมือช่ือ อ.ทีป่รกึษาหลกั .............................. 
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บทค ัดย ่อ ภาษาอ ังกฤ ษ # # 6372093721 : MAJOR ELECTRICAL ENGINEERING 
KEYWORD: Blood smear image, Semantic segmenation, Transformer 
 Phumiphat Charoentananuwat : Classification of Red and White Blood 

Cells using Transformer-based Semantic Segmentation and Object 
Detection Joint Method. Advisor: Asst. Prof. SUREE PUMRIN, Ph.D. 

  
The examination of peripheral blood smear images for acute 

lymphoblastic cells represents a diagnostic approach for leukemia. The utilization 
of semantic segmentation of acute lymphoblastic cells can be employed in the 
development of a computer-aided analysis system. In the realm of peripheral 
blood smear analysis, deep learning methods, particularly convolutional neural 
networks, are commonly utilized. Currently, transformer-based models have 
emerged as the state-of-the-art approach for semantic segmentation tasks. In this 
study, SegFormer, a transformer-based model for semantic segmentation, was 
utilized to segment and classify acute lymphoblastic cells using four distinct 
training strategies. The optimal outcome was achieved with a mean intersection-
over-union (IoU) of 0.821 and a mean accuracy of 0.917. 
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บทที่ 1 บทนำ 
 
1.1 ท่ีมาและความสำคัญของปัญหา 

ในการวินิจฉัยของโรคแพทยเ์ป็นกระบวนการหนึง่ทีจ่ำเป็นต้องทำเพื่อใหส้ามารถรักษาโรคได้ 

ซึ่งในการวินจิฉัยน้ัน แพทย์จะต้องใช้ข้อมูลในหลายด้านเพื่อประกอบการวินิจฉัย ไม่ว่าจะเป็นประวิติ 

อาการ ผลการตรวจร่างกาย และผลตรวจทางห้องปฏิบัติการของผู้ป่วย ในส่วนของผลตรวจทาง

ห้องปฏิบัติการจะเป็นผลที่ได้จากการตรวจสารคัดหลัง่ (Secretions) ต่างๆของมนุษยเ์ช่นเลอืด 

ปัสสาวะ อุจาระ น้ำลาย เสมหะ หรือเยื่อบุคอหอยเป็นต้น โดยการตรวจสารคัดหลัง่แต่ละชนิดกจ็ะมี

วิธีการที่แตกต่างกันออกไปเช่นการตรวจเยื่อบุคอหอยเพื่อหาเช้ือไวรัสโคโรนา 2019 (COVID-19) ที่

ทำโดยการเก็บตัวอย่างของเยือ่บุคอหอยไว้ในหลอดชนิด VTM/UTM เพื่อรอใหเ้ช้ือเพิม่จำนวน แล้ว

จึงวัดปริมาณสายดเีอ็นเอที่สร้างขึ้นใหม่โดยการใช้สารฟลูออเรสเซนซ์ หรือจะเป็นการตรวจฟลิ์มเลือด 

(Blood smear) ที่ทำโดยการนำตัวอย่าง (Specimen) มาเติมลงบนแผ่นสไลด์ (Slide glass) แล้ว

นำไปย้อมสกี่อนทีจ่ะนำมาตรวจด้วยกล้องจลุทรรศน์ แล้วจึงนับจำนวนเซลล์ต่างๆเช่นเซลล์เม็ดเลอืด

แดง (Red Blood Cells: RBCs) เซลลเ์ม็ดเลือดขาว (White Blood Cells: WBCs) และเกล็ดเลือด 

(Platelets) ด้วยมนุษย์ โดยจะเกบ็ข้อมลูจากเม็ดเลือดแดงโดยการเปรียบเทียบขนาดกับเม็ดเลือดขาว

ชนิดลิมโฟไซต์ (Lymphocytes) ขนาดเลก็ รูปแบบการกระจายตัว บริเวณที่มสีีขาวต่อพื้นที่เซลล์ 

รูปร่างและขนาด เก็บข้อมลูเม็ดเลือดขาวโดยระบุชนิดของเม็ดเลอืดขาว นับจำนวนเม็ดเลือดขาว

ทั้งหมดและนบัแยกชนิด อัตราส่วนนิวเคลียสต่อพื้นที่เซลล์เป็นต้น ส่วนเกล็ดเลือดจะทำการเกบ็ข้อมลู

โดยการนับจำนวน ขนาด และการกระจายตัว [1] เพื่อทีจ่ะนำค่าต่างๆที่ได้จากการสงัเกตไปใช้ในการ

วิเคราะห์และวินิจฉัยโรคต่างๆต่อไป เช่นนำไปคำนวณเพื่อหาค่าความสมบูรณ์ของเซลล์เม็ดเลือด 

(Complete Blood Count: CBC) โดยวิธีการทีก่ล่าวมาข้างต้นนี้เป็นวิธีการที่ต้องทำเป็นประจำ 

(Routine) ที่จำเป็นต้องใช้นักเทคนิคการแพทย์ทีม่ีประสบการณ์เพื่อทีจ่ะลดโอกาสผิดพลาดให้เหลือ

น้อยที่สุด ทำใหส้ถานพยาบาลขนาดเล็กทีม่ีทรพัยากรบุคคลและเครือ่งมอืไม่เพียงพอไมส่ามารถ

ให้บรกิารผู้ป่วยได้อย่างเต็มที่ และยังอาจต้องเสียค่าใช้จ่ายมากข้ึนจากการที่ต้องส่งตัวอย่างไปตรวจที่

ห้องปฏิบัติการภายนอก         

 ตั้งแต่อดีตจนถึงปจัจุบัน ได้มีการพยายามใช้เทคนิคการประมวลภาพ (Image Processing) 

และ คอมพิวเตอร์วิทัศน์ (Computer Vision) มาประยกุต์ใช้ในการวิเคราะห์ภาพทางการแพทย์มา

โดยตลอด ซึ่งงานด้านการวิเคราะหฟ์ิลม์เลือดก็เป็นหนึง่ในงานที่มีการพัฒนามาอย่างต่อเนือ่ง ตั้งแต่

การพัฒนาเทคนิคการประมวลผลภาพไปจนถึงการประยกุตใ์ช้เทคนิคการเรียนรูเ้ชิงลกึ (Deep 
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learning) ในการทำการตรวจจับวัตถุ (Object Detection) และการให้ความหมายภาพแต่ละพิกเซล 

(Semantic Segmentation) เพื่อทีจ่ะแยกแยะชนิดของเซลล์ต่างๆในเลือด รวมไปถงึการนบัจำนวณ

เซลลเ์พื่อทีจ่ะนำไปวิเคราะห์ความสมบูรณ์ของเซลลเ์ม็ดเลือด โดยงานวิจัยต่างๆทีผ่่านมา เข้ามามีส่วน

ช่วยในการสังเคราะห์ข้อมูลจำนวนมากของผูป้่วย และทำใหก้ระบวนการักษาทำได้อย่างรวดเร็วมาก

ยิ่งขึ้น           

 ในงานวิจัยน้ี ผู้วิจัยมีความต้องการที่จะนำเทคนิคการเรียนรูเ้ชิงลึกชนิดหนึ่งทีม่ีการใช้งานใน

ด้านการประมวลผลภาพที่เรียกว่าวิช่ันทรานฟอร์มเมอร์ (Vision transformer) มาประยุกต์ใช้ในการ

ให้ความหมายภาพแต่ละพิกเซล และการประสานร่วมกันระหว่างการให้ความหมายภาพแต่ละพิกเซล

กับการตรวจจับวัตถุ เพื่อทีจ่ะนำมาใช้ในการแยกแยะเซลล์เม็ดเลอืดแดง และเซลลเ์ม็ดเลือดขาว 

พร้อมทั้งนบัจำนวนเซลล์ต่างๆที่ปรากฏในภาพ เพื่อที่นำมาใช้ในการคำนวณต่อไป 

 

1.2 วัตถุประสงค์ของงานวิจัย 
- เพื่อพฒันาแบบจำลองการเรียนรูเ้ชิงลึกแบบ Vision Transformer สำหรับคัดแยกและนับ

จำนวนเซลล์ในฟลิ์มเลอืด โดยใช้การให้ความหมายภาพแต่ละพิกเซล (Semantic 

segmentation) โดยใช้เครื่องมือ Pytorch ซึง่เป็นเครื่องมือแบบ Open source 

- เพื่อพฒันาแบบจำลองการเรียนรูเ้ชิงลึกแบบ Vision Transformer สำหรับคัดแยกและนับ

จำนวนเซลล์ในฟลิ์มเลอืด โดยประสานการตรวจจับวัตถุ (Object detection) และการให้

ความหมายภาพแต่ละพิกเซล (Semantic Segmentation) โดยใช้เครื่องมือ Pytorch ซึง่

เป็นเครื่องมือแบบ Open source 

- เพื่อพฒันาการทำการขยายชุดข้อมลู (Data augmentation) สำหรับการสอนแบบจำลอง

เพื่อการให้ความหมายภาพแต่ละพกิเซล และการตรวจจบัวัตถุ เพื่อที่จะลดปญัหาจากชุด

ข้อมูลที่ไมส่มดลุ (Imbalance dataset) 

 

1.3 ขอบเขตของงานวิจัย 
- พัฒนา Algorithm สำหรบัการคัดแยกและนบัจำนวนเซลลด์้วยใช้ภาษา Python โดยใช้ 

OpenCV และ Numpy สำหรบัการเตรียมข้อมลู และใช้ Pytorch หรบัการสร้าง

แบบจำลองการเรียนรู้เชิงลึกแบบ Vision Transformer ซึง่ต้องมีความแม่นยำไม่น้อยกว่า

ร้อยละ 80 
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- สร้างชุดข้อมลูภาพถ่ายฟิลม์เลือด (Blood smear dataset) จากชุดข้อมลูส่วนตัว (Private 

dataset) จำนวน 200 ภาพ ที่ได้รับการติดป้าย (Labeling) ประกอบด้วยเม็ดเลือดแดง 

(Red Blood Cell: RBC) และเม็ดเลอืดขาว (White Blood Cell: WBC) 

 

1.4 วิธีการดำเนนิการวิจัย 
- ศึกษาการทำงานของแบบจำลองการเรียนรูเ้ชิงลึกแบบ Vision Transformer 

- ทำการอธิบายข้อมูล (Annotate data) สำหรบัการตรวจจบัวัตถุและการให้ความหมายภาพ

แต่ละพิกเซล 

- ทำการตรวจสอบข้อมลูเบื้องต้น (Exploratory Data Analysis: EDA) เพื่อวิเคราะห์การ

กระจายตัวของข้อมูล 

- ศึกษาการทำการขยายชุดข้อมูลสำหรับการตรวจจับวัตถุและการให้ความหมายภาพแต่ละ

พิกเซล เพื่อที่จะลดปัญหาจากการกระจายตัวของข้อมูลที่ไมส่มดุล 

- พัฒนาข้ันตอนทวิธีสำหรับการขยายชุดข้อมูล 

- สร้างแบบจำลองการเรียนรูเ้ชิงลกึ และฝึกแบบจำลองโดยใช้ชุดข้อมูลจริง และชุดข้อมลูที่ได้

จากการขยายชุดข้อมลู 

- ทดสอบความแม่นยำของแบบจำลอง และเปรียบเทียบผลลพัธ์ของแบบจำลองทัง้ 2 แบบ 

- สรปุผลการทดลอง และทำบทสรุปการวิจัย 

 
1.5 ประโยชน์ที่คาดว่าจะได้รบั 

- ชุดข้อมูลใหส้ำหรับงานวิจัยในอนาคต 

- ข้ันตอนวิธีการขยายชุดข้อมูลสำหรับการตรวจจบัวัตถุและการให้ความหมายภาพแต่ละ

พิกเซล และลดปญัหาจากการกระจายตัวของข้อมลูที่ไม่สมดุล 

- แบบจำลองการเรียนรู้เชิงลึกสำหรับการคัดแยก และนบัจำนวนเซลล์ในฟิลม์เลือดทีม่ีความ

แม่นยำไม่น้อยกว่าร้อยละ 80 โดยวิธีการวัด IoU 
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บทที่ 2 ความรู้พื้นฐาน ทฤษฎีและวรรณกรรมงานวิจัยที่เก่ียวข้อง 
 
2.1 ทบทวนวรรณกรรมงานวิจัยท่ีเกี่ยวข้อง 
 งานวิจัยน้ีประยุกต์ใช้เทคนิคการให้ความหมายภาพแต่ละพกิเซล และการประสานเทคนิค

การตรวจจับวัตถุและการให้ความหมายภาพในแต่ละพิกเซลในสร้างแบบจำลองการเรียนรูเ้ชิงลกึเพื่อ

ระบุตำแหน่งพร้อมทั้งจำแนกชนิดของเซลล์เม็ดเลอืดที่ปรากฏในภาพฟิล์มเลือด โดยในข้ันตอนการ

เตรียมข้อมูลก่อนทีจ่ะสอนแบบจำลองการเรียนรูเ้ชิงลึก ได้มีการประยุกต์ใช้เทคนิคการขยายชุดข้อมูล 

เพื่อให้ชุดข้อมลูมีขนาดใหญ่มากขึ้น ซึ่งมีแนวโน้มทีจ่ะทำใหแ้บบจำลองการเรียนรู้เชิงลึกมี

ประสิทธิภาพที่ดีย่ิงข้ึน          

 ในงานวิจัยของ A. Tareef. [2] ได้แบ่งการทำงานเป็นสองสว่นคือการแยกนิวเคลียส และการ

แยกไซโตพลาสซมึ ในส่วนของการแยกนิวเคลียสได้ทำการเพิ่มความเข้มสีของนิวเคลียสโดยใช้การะ

บวนการแกรม (Gram-Schmidt orthogonalization) จากนั้นทำการแยกนิวเคลียสด้วยเทคนิคการ

สลบัสัณฐานหลายระดับแบบคู่ด้วยตนเอง (Self-dual Multi-scale Morphological Toggle: 

SMMT) ทีเ่ป็นหนึ่งในเทคนิคการทำสัณฐานภาพ (Image Morphological) ในส่วนของการแยกไซ

โตพลาสซึมได้ใช้วิธีการควบคุมลายน้ำด้วยเครื่องหมาย (Marker-controlled watershed) จากนั้น

ทำการแยกไซโตพลาสซมึด้วยช่วงที่มีความเข้มข้นสงูสุดของฮิสโตแกรม (Histogram) จากนั้นนำ

ผลลัพธ์ขอทั้งสองส่วนมารวมกัน ซึ่งงานวิจัยน้ีมีข้อจำกัดทีมุ่ง่เน้นไปทีก่ารแยกเซลลเ์ม็ดเลือดขาวเพียง

อย่างเดียว G. K. Chadha. [3] ได้ทำการแยกเซลล์เม็ดเลือดแดงโดยการใช้เกณฑ์ (Thresholding) ซึง่

จะทำการลดระดับสเีทา (Gray scale level) ให้เหลอืสองระดับหรือก็คือสีดำและสีขาว แล้วทำการ

สกัดลกัษณะเด่นโดยการใช้การตรวจจบัขอบ (Edge Detection) ด้วยวิธีการตรวจจับขอบของโซเบล 

(Sobel edge detection) และใช้การกัดกร่อนรปูภาพ (Image erosion) เพื่อทำให้ภาพที่ได้มีความ

เรียบมากขึ้น ในส่วนต่อมาได้มีการใช้การเปลี่ยนแปลงของฮาว์ก (Hough transformation) ทีเ่ป็น

หนึ่งในเทคนิคการตรวจจบัขอบมาใช้ในการนับจำนวนเซลลเ์ม็ดเลอืดแดงในภาพ ซึ่งงานวิจัยน้ีมีจุดมี

เน้นไปที่การแยกและนับเซลลเ์ม็ดเลือดแดงเพียงอย่างเดียว A.M.P.G. Vale [4] ได้นำเสนอวิธีการแยก

เซลล์ต่างๆในภาพฟิลม์เลือดโดยการใช้ตรรกะคลุมเครอื (Fuzzy logic) โดยนำช่องสเีขียว (Green 

channel of the RGB) มาหาช่วงที่มืดทีสุ่ด (Dark peak) กลางทีสุ่ด (Medium peak) และสว่าง

ที่สุด (Light peak) จากฮสิโตแกรม ซึ่งจะนำไปใช้ในการกำหนดช่วงของสิง่ทีส่นใจในภาพและกำหนด

จุดกลาง (Centroid) เพื่อที่จะนำตรรกะคลมุเครอืมาใช้ในการหาพื้นทีจ่ริงทีจ่ะใช้ในการกำหนด

ขอบเขตของการแยกภาพต่อไป จากชุดข้อมูลทัง้หมด 530 ภาพ เมื่อผ่านกระบวนการดังกล่าวนักวิจัย
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กล่าวว่าได้ความแม่นยำเฉลี่ยที่รอ้ยละ 97.31 M. I. Razzak [5] ได้นำเสนอวิธีในการแยกภาพเซลล์

ด้วยการใช้แบบจำลองการเรียนรู้เชิงลึกสำหรับการแบง่ส่วนการรบัรูรู้ปร่าง (Contour aware 

segmentation) อย่าง Deep Contour Aware Network (DCAN)  [6] ที่สามารถสร้างลักษณะเด่น

หลายระดับ (Multi-scale feature representation) เพื่อจัดการปัญหาเกี่ยวกบัความหลายหลาก

และการซ้อนทบักันของเซลล์ ทำใหส้ามารถแบง่แยกเซลล์ทีซ่้อนทับกันได้ แล้วจึงทำการนบัจำนวน

เซลลเ์ม็ดเลือดขาวและเซลลเ์ม็ดเลือดแดงด้วยการวิเคราะหส์ัณฐานของภาพ โดยได้ทำการสอน

แบบจำลองด้วยชุดข้อมูล ALL-IDB [7] ซึ่งเป็นชุดข้อมลูภาพเซลลเ์ม็ดเลือดแบบเปิด (Open dataset) 

โดยได้ความแม่นยำเฉลี่ยอยู่ทีร่้อยละ 98.36 T. Tran [8] ได้นำแบบจำลองการเรียนรู้เชิงลึกสำหรับ

การแยกส่วนภาพอย่าง SegNet [9] ซึง่เป็นแบบจำลองชนิดตัวเข้ารหสัอัตโนมัติแบบสังวัตนาการ 

(Convolutional autoencoder) ที่มีแกนหลัก (Backbone) มาจาก VGG-16 [10] โดยนำมา

ประยุกต์ใช้ในการแยกเซลล์เม็ดเลือดแดงและเซลล์เม็ดเลือดขาว โดยได้ใช้ชุดข้อมูล ALL-IDB 

เช่นเดียวกับ [5] โดยได้ความแม่นยำเฉลี่ยร้อยละ 91 และคะแนนในหน่วย IoU (Intersection over 

Union) ที่ 0.81 S. Fujita [11], N. Dhieb [12], D. Loh [13] และ M. P. Paing [14] ได้ใช้

แบบจำลองการเรียนรู้เชิงลึกสำหรับการแยกภาพอย่าง Mask R-CNN [15] สำหรบั [12] ได้ทำการ

สอนและทดสอบแบบจำลองโดยใช้ชุดข้อมูลจาก Isfahan medical and signal processing (MISP) 

ในส่วนของการทำการสกัดคุณลกัษณะเด่น นักวิจัยได้ใช้วิธีพีรามิดของลักษณะเด่น (Feature 

Pyramid Network) [16] โดยใช้แบบจำลองการเรียนรู้เชิงลึกอย่าง ResNet [17] โดยแบบจำลองที่

ได้มีประสิทธิภาพในการตรวจจบัเซลลเ์ม็ดเลือดแดงร้อยละ 92 และเซลลเ์ม็ดเลือดขาวร้อยละ 96 

ส่วน [11] สอนแบบจำลองและทดสอบแบบจำลองโดยใช้ชุดข้อมูล DSB2018 [18] ซึ่งเป็นชุดข้อมลู

เกี่ยวกับเซลลเ์นื้อเยือ่ต่างทัง้ที่ปกติและผิดปกติ ทำให้ชุดน้ีเปน็ชุดข้อมูลที่ไมส่มดุล นักวิจัยจึงได้ใช้

ความสูญเสียโฟคัล (Focal loss) ในการตรวจสอบความถูกต้อง (Validation) เพื่อลดปัญหาทีเ่กิดจาก

ชุดข้อมูลที่ไมส่มดุล เมื่อนำไปทดสอบกบัชุดข้อมูลทดสอบ ได้คะแนน F1 ที่ 0.888 ส่วนของ [13] ใช้

ชุดข้อมูลที่เก็บจากฟลิ์มเลือดที่ซื้อมาจากธนาคารเลือดระหว่างรัฐ (Interstate blood bank) นักวิจัย

ได้แบ่งชุดข้อมูลออกเป็นสามส่วนคือ 173 ภาพ สำหรับการสอนแบบจำลอง 64 ภาพ สำหรบัการ

ตรวจสอบความถูกต้อง และ 60 ภาพสำหรับการทดสอบ รวมเป็นจำนวน 297 ภาพ ได้ความแม่นยำ

ที่ร้อยละ 94.57 ส่วนของ [14] นกัวิจัยได้ทำการพัฒนาแบบจำลองเพือ่ตรวจจับโรคมะเรง็ไขกระดกู

มัยอิโลมา (Multiple myeloma) โดยใช้ชุดข้อมูล TCIA [19] และ SegPC [20] ซึ่งถูกแบง่ไปเป็นชุด

ข้อมูลสำหรับการสอนแบบจำลอง 298 ภาพ สำหรับการตรวจสอบความถูกต้องของแบบจำลอง 200 

ภาพ และสำหรับทดสอบแบบจำลอง 277 ภาพ รวมทัง้หมด 775 ภาพ โดยได้ทำการแยกเซลลท์ี่ถูก
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ย้อมสีโดยการใช้การยืดภาพเพื่อความชัดเจน (Contrast stretching) ของเฉียดส ี(Hue) ของภาพ 

จากนั้นได้ทำการขยายชุดข้อมลูโดยใช้วิธีการขยายชุดข้อมูลเชิงลึกอย่างชาญฉลาด (Deep wise data 

augmentation) ซึ่งเป็นวิธีการเรียนรู้เชิงลึกอย่างหนึง่ทีจ่ะทำการคัดลอกพื้นทีท่ี่ต้องการแยก 

(Segmented region) ไปวางเพิ่มในส่วนอื่นๆของภาพ ทำให้ได้ภาพที่มีพื้นทีห่รอืวัตถุเป้าหมายเพิม่

มากขึ้น โดยมีพื้นฐานมาจากการผสมภาพเชิงลึก (Deep Image Blending) [21] ผู้วิจัยได้

เปรียบเทียบประสิทธิภาพของแบบจำลองทีส่อนโดยใช้ชุดข้อมูลหลกัและชุดข้อมลูที่ได้จากการทำการ

ขยายข้อมูล กับแบบจำลองที่สอนโดยใช้เพียงชุดข้อมลูหลัก ได้ประสทิธิภาพในหน่วย IoU อยูท่ี่ 

0.8721 และ 0.7689 ตามลำดับ         

 Z. Nan [22] [23] ได้นำเสนอวิธีการที่ทำการแบ่งภาพเชิงความหมายร่วมกับการตรวจจับ

วัตถุบนภาพการจราจร โดยในปี 2020 ได้นำเสนอ [22]ที่ใช้โครงข่ายประสาทเทียมแบบการเข้ารหัส

อัตโนมัติ (Autoencoder) ในการสกัดคุณลกัษณะเด่นทีม่ีการใช้การข้ามการเช่ือมต่อ (Skip 

Connection) จากช้ันต่างๆของส่วนเข้ารหัสไปยงัช้ันต่างๆในส่วนถอดรหสัในลำดับเดียวกัน และนำ

ผลลัพธ์ของจากการถอดรหัสในแตล่ะช้ันไปเข้าแบบจำลองของสำหรบัถอดรหัสของการตรวจจับวัถตุ

และการแบ่งภาพเชิงความหมายดังรูปที่ 1 โดยได้ทำการสอนและทดสอบแบบจำลองบน [24] ชุด

ข้อมูล VOC2012 โดยได้แยกการทำงานเป็น 3 ชนิดคือการตรวจจบัวัตถุ การแบ่งภาพเชิงความหมาย

และการตรวจจับวัตถุร่วมกบัการแบ่งภาพเชิงความหมาย เมือ่ทำการตรวจจบัวัตถุได้ผลลัพธ์ในหน่วย 

mAP ทีร่้อยละ 36.3 และเมื่อทำการแบ่งภาพได้ผลลพัธ์ในหน่วย mIoU ที่รอ้ยละ 55.0 และเมื่อ

ทำงานร่วมกันไดผ้ลลัพธ์ในหน่วย mAP และ mIoU ที่รอ้ยละ 40.0 และ 55.5 ตามลำดับ ต่อมาในปี 

2021 ได้นำเสนอวิธี [23] ที่มีพื้นฐานคล้ายแบบจำลองก่อนหน้า แต่เพิ่มความสนใจภายใน (Inner-

attention) เข้าไปในส่วนของการถอดรหสัของการสกัดคุณลักษณะเด่นแตล่ะช้ัน เพิ่มขยายขนาดของ

ข้อมูลก่อนทำการแบ่งภาพเชิงความหมาย และเพิ่มความสนใจภายนอก (Cross-attention) เพื่อทำ

การรวมข้อมูลจากส่วนของการถอดรหสัของการสกัดคุณลกัษณะเด่นแต่ละช้ันกับส่วนการถอดรหสั

สำหรับการแบง่ภาพเชิงความหมายและนำผลลัพธ์ที่ได้ไปใช้ในการตรวจจับวัตถุดังรูปที่ 2 เมือ่ทดสอบ

แบบจำลองโดยใช้ชุดข้อมูลเดียวกันกบั [22] โดยใช้วิธีการทำงานร่วมกันระหว่างการตรวจจบัวัตถุ 

และการแบ่งภาพเชิงความหมายให้ผลลพัธ์ที่ดียิ่งขึ้นเป็นร้อยละ 41.2 และ 57.4 ในหน่วย mAP และ 

mIoU ตามลำดับ 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 7 

 

รูปที่ 1 block diagram ของแบบจำลองการตรวจจบัวัตถุรว่มกับการแบ่งภาพเชิงความหมายของ 
[22] 

 

 

รูปที่ 2 block diagram ของแบบจำลองการตรวจจบัวัตถุรว่มกับการแบ่งภาพเชิงความหมาย[23] 
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2.2 ความรู้พ้ืนฐาน และทฤษฎีท่ีเกี่ยวข้อง 
2.2.1 การเรียนรู้ของเครื่อง 

 

รูปที่ 3 ประเภทของการเรียนรู้ของเครื่อง 
 

การเรียนรู้ของเครื่องเป็นข้ันตอนวิธีที่ทำให้คอมพิวเตอร์สามารถสร้างความรู้โดยเรียนรู้จาก

ข้อมูล แล้วจงึนำความรู้นั้นไปใช้ในการวิเคราะห์ คาดการณ์ หรือตัดสินใจได้ [25] โดยการเรียนรู้ของ

เครื่องสามารถแบ่งออกได้เป็น 4 ประเภทได้แก ่   

 

รูปที่ 4 ความแตกต่างระหว่างขั้นตอนวิธีการเรียนรู้ของเครื่อง และการเขียนโปรแกรมแบบทั่วไป 
 

 1. การเรียนรู้แบบมผีู้สอน (Supervised learning) เป็นรปูแบบการเรียนรู้ของเครื่องที่

เรียนรู้จากชุดข้อมลูสำหรบัฝึก (Training set) หรอืที่เรียกว่าวิธีการขับเคลื่อนด้วยภาระหน้าที่ (Task-

driver approach) โดยจะนำคู่ของข้อมูลที่เป็นคุณลักษณะ (Feature) และเป้าหมาย (Target) จาก

ชุดข้อมูลสำหรบัฝกึมาปรับพารามเิตอร์ของฟังก์ชัน เพื่อให้ฟงัก์ชันน้ีทำการดำเนินการกับคุณลกัษณะ

ของข้อมูลแล้วใหผ้ลลัพธ์ใกลเ้คียงกบัเป้าหมายในชุดข้อมูลสำหรับตรวจสอบความถูกต้อง 

(Validation set) มากที่สุด จากรปูที่ 3 จะเห็นว่าการเรียนรูแ้บบ Supervised Learning แบ่งออกได้

อีก 2 ประเภทคือการจำแนกแยกแยะ (Classification) และการทดถอย (Regression) โดยการ



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 9 

จำแนกแยกแยะเป็นการแยกชนิดของข้อมลูที่ไม่มีความต่อเนื่อง (Discrete data) ส่วนการทดถอย

เป็นการทำใหฟ้ังก์ชันเหมาะกับข้อมูลทีม่ีความต่อเนื่อง (Continuous data)   

 2. การเรียนรู้แบบไม่มผีู้สอน (Unsupervised learning) เปน็ข้ันตอนวิธีที่ใช้ในการวิเคราะห์

ชุดข้อมูลที่ไม่มกีารติดป้าย (Unlabeled dataset) หรือทีเ่รยีกว่าวิธีการขับเคลื่อนด้วยข้อมลู (Data-

driven approach)เพื่อทีจ่ะสกัดคุณลักษณะ ระบุแนวโน้มและโครงสร้างของข้อมูล และแบง่กลุม่

ข้อมูล โดยทั่วไปแล้วจะถูกนำไปใช้งานในด้านการแบ่งกลุ่มขอ้มูล (Clustering) การคาดการณ์ความ

หนาแน่น (Density estimation) การเรียนรู้คุณลักษณะ (Feature learning) การลดมิติข้อมลู 

(Dimensionality reduction) การหาความสัมพันธ์ของข้อมูล (Finding association rules) และ

การตรวจจับสิ่งผิดปกติ (Anomaly detection) เป็นต้น ซึ่งในงานด้านการประมวลผลภาพ ได้มีการ

นำวิธีการแบ่งกลุ่มอย่าง K-means ซึ่งเป็นหนึ่งในข้ันตอนวิธีการเรียนรู้แบบไมม่ีผูส้อนไปใช้ในการทำ

การแบ่งภาพด้วยเช่นกัน         

 3. การเรียนรู้กึง่มผีู้สอน  (Semi-supervised learning) เปน็ข้ันตอนวิธีที่ผสมผสานระหว่าง

การเรียนรู้แบบมผีูส้อนและการเรียนรู้แบบไม่มผีู้สอน ซึง่ดำเนินการกับทั้งข้อมูลที่มีป้ายกำกับและ

ข้อมูลที่ไมม่ีป้ายกำกับ ซึ่งมีเป้าหมายเพื่อให้ได้แบบจำลองทีส่ามารถให้ความแม่นยำได้ดีกว่า

แบบจำลองที่ใช้ข้อมูลที่ติดป้ายเพียงอย่างเดียว มักถูกนำไปใช้ในการสร้างแบบจำลองในการ

แปลภาษา การตรวจจับการฉ้อโกง และการติดป้ายในกับข้อมูล    

 4. การเรียนรู้แบบเสรมิกำลัง (Reinforcement learning) เป็นข้ันตอนวิธีที่ทำให้เครื่อง

สามารถเรียนรู้เพือ่ที่จะปรับปรงุแบบจำลองได้อย่างอัตโนมตัิ โดยอาศัยข้อมูลจากผลลัพธ์ของงานที่

ต้องการทำและสภาพแวดล้อม หรือที่เรียกว่าวิธีการขับเคลือ่นด้วยสภาพแวดล้อม (Environment-

driven approach) มักถูกนำมาใช้งานในด้านหุ่นยนต์ การขับเคลื่อนอัตโนมัติ สายการผลิตและการ

กระจายสินค้า          

 [2] งานของการเรียนรู้ของเครื่องจะข้ึนอยู่กบัปญัหา และข้อมูลทีม่ีอยู่ เช่นการจัดประเภท

ข้อมูลจะทำการกำหนดหมวดหมู่ของข้อมูลนั้นๆ ส่วนการจัดกลุ่มจะจัดตามความคล้ายของข้อมูล ซึง่

การจะเลือกใช้ข้ันตอนวิธีต่างๆของการเรียนรู้ของเครือ่ง จะต้องขึ้นอยู่กับรูปแบบของข้อมูลนัน้ๆ [1] 

โดยข้ันตอนวิธีของการเรียนรู้ของเครือ่งสามารถแบง่ได้เป็นการวิเคราะห์การจำแนก (Classification 

analysis) การวิเคราะห์การทดถอย (Regression Analysis) การวิเคราะห์การจัดกลุ่ม (Cluster 

analysis) การลดมิติข้อมลูและการเรียนรู้คุณลักษณะ (Dimensionality reduction and feature 

learning) การเรียนรูก้ฎหาสมัพันธ์ (Association rule learning) การเรียนรู้แบบเสริมกำลงั และ
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โครงข่ายประสาทเทียมและการเรียนรู้เชิงลึก (Artificial neural network and deep learning)  ซึง่

งานสำคัญที่ใช้ในงานวิจัยน้ี และจะกล่าวถึงในส่วนถัดไป 

2.2.2 การเรียนรู้เชิงลึก 
การเรียนรูเ้ชิงลกึเป็นส่วนหนึง่ของการเรียนรู้ของเครื่อง ทีป่ระกอบไปด้วยโครงข่ายประสาท

เทียมมากกว่า 3 ช้ันข้ึนไป โดยโครงข่ายประสาทเทียมเหล่านี้จะจำลองหน้าทีเ่หมือนสมองของมนุษย์ 

ทำให้ขั้นตอนวิธีนี้มีความสามารถในการเรียนรู้คล้ายกับมนุษย์    

 หน่วยย่อยของโครงข่ายประสาทเทียมจะถูกเรียกว่าเพอร์เซปตรอน (Perceptron) ดังที่

แสดงในรปูที่ 5 โดยเมื่อใช้ฟังก์ชันกระตุ้นเป็น ReLU (Rectified Linear Unit) ความสัมพันธ์จะเป็น

ดังสมการต่อไปนี ้

𝐹(𝑇(𝑥, 𝑤)) = {
𝑇(𝑥, 𝑤), 𝑇(𝑥, 𝑤) >  0

0, 𝑜𝑡ℎ𝑒𝑟𝑤𝑖𝑠𝑒
 

( 1 ) 

𝑇(𝑥, 𝑤) =  ∑ 𝑥𝑖𝑤𝑖 +  𝑏

𝑛

𝑖=0

 

( 2 ) 
 โดย x คืออินพุต w คือค่าถ่วงน้ำหนักของอินพุต (Weight) และ b คือค่าความเอนเอียง 

(Bias) ของฟงัก์ชันสง่ผ่าน (Transfer function) 

 

รูปที่ 5 โครงสร้างของเพอร์เซปตรอน 
 
 เมื่อนำเพอรเ์ซปตรอนหลายตัวมาต่อกันจะได้เพอร์เซปตรอนหลายช้ัน (Multi-layer 

perceptron) หรอืที่เรียกว่าโครงข่ายประสาทเทียม 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 11 

 

รูปที่ 6 โครงข่ายประสาทเทียมที่เกิดจากการนำเพอรเ์ซปตรอนมาต่อกัน 
 

 ต่อมาได้มีการพฒันาแบบจำลองการเรียนรู้เชิงลึกขึ้นมาหลากหลายรูปแบบได้แก่โครงข่าย

ประสาทเทียมแบบสังวัตนาการ (Convolutional Neural Network: CNN), โครงข่ายประสาทเทียม

แบบวนกลบั (Recurrent Neural Networks: RNN) เป็นต้น ในงานด้านการรูจ้ำรูปภาพ (Image 

recognition) มักจะนิยมนำโครงข่ายประสาทเทียมแบบสังวัตนาการมาประยุกต์ใช้ 

 

รูปที่ 7 รู้จำภาพโดยใช้โครงข่ายประสาทเทียมแบบสงัวัตนาการ 
  

 จากรปูที่ 7 จะเห็นว่าแบบจำลองชนิดนี้จะแบ่งออกเป็นส่วนหลักๆ 2 ส่วนคือส่วนที่ใช้ในการ

สกัดคุณลักษณะเด่น และส่วนที่ใช้ในการจำแนกข้อมูล ในการสกัดคุณลักษณะเด่นจะประกอบด้วย 2 

ส่วนหลกัๆ คือช้ันคอนโวลูชันและช้ันการรวมข้อมูล (Pooling)    

 ในช้ันคอนโวลูชัน (Convolution layer) จะมีการทำคอนโวลูชัน ที่เป็นการคำนวณเชิงส

เกลาร์ (Dot product) ระหว่างพื้นที่ส่วนย่อย (Local region) ของรปู ซึ่งโดยทั่วไปจะมีการเติมศูนย์ 

(Zero padding)  กบัตัวกรอกเชิงพื้นที่ (Spatial filter) หรอืที่เรียกว่าเคอร์นอล (Kernel) ที่เป็นเมท
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ริกซจ์ัตุรสั (Square Matrix) เพื่อหารปูแบบของคุณสมบัติ (Feature map) ดังสมการที่ 3 และ 4 

แสดงดังรูปที่ 8 

𝐺 = ℎ ∗ 𝐹 

( 3 ) 
  𝐺𝑖,𝑗 =  ∑ ∑ ℎ𝑢,𝑣

𝑘
𝑣=−𝑘 𝐹𝑖−𝑢,𝑗−𝑣

𝑘
𝑢=−𝑘  

( 4 ) 
 

 โดยที่ h คือรปูภาพ และ F คือเคอร์นอลขนาด k × k 

 

รูปที่ 8 คอนโวลูชันแบบ 2 มิต ิ
 

 ช้ันรวมข้อมูล (Pooling layer) เป็นช้ันที่อยู่ระหว่างช้ันคอนโวลูชันกับช้ันคอนโวลูชัน หรอืข้ัน

ระหว่างช้ันลดมิติของข้อมูล (Flatten layer)  มหีน้าที่ในการลดขนาด (Down sampling) ของ

รูปแบบคุณสมบัติของภาพ ซึ่งสามารถใช้ได้ทั้งฟังก์ชันหาค่าสูงสุด ค่าเฉลี่ย และค่าต่ำสุด โดยทั่วไปจะ

มีการใช้ฟังก์ชันหาค่าสูงสุด (Max pooling) เพื่อเลอืกค่าทีส่งูที่สุดของพื้นที่ย่อยของรปูแบบคุณสมบัติ 

ดังรูปที่ 9  
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รูปที่ 9 ผลลัพธ์ของฟังก์ชันหาค่าสูงสุด 
 

 โดยปกติในการสร้างแบบจำลองเพื่อสกัดคุณลกัษณะเด่นจะมีการนำคู่ของช้ันคอนโวลูชันกบั

ช้ันรวมข้อมูลมาต่อกัน โดยจะข้ึนอยูก่ับความซบัซ้อนของข้อมูล แต่ถ้าหากจำนวนคู่ของช้ันทัง้สองมี

มากเกินไป อาจจะสง่ผลใหเ้กิดปญัหาแบบจำลองเข้ากบัข้อมูลสอนมากเกินไป (Overfitting) และหาก

น้อยเกินไปกอ็าจทำให้เกิดปัญหาที่ไมส่ามารถสกัดคุณลกัษณะเด่นได้ดีพอ ซึ่งจะสง่ผลต่อประสิทธิภาพ

ของการจำแนกข้อมลู         

 เมื่อรูปภาพผ่านแบบจำลองสำหรบัการสกัดคุณลักษณะเด่นแล้ว จะได้ผลลัพธ์ออกมาเป็น

รูปแบบของคุณลกัษณะเด่น ซึ่งจะต้องนำไปผ่านฟังก์ชันลดมิติของข้อมลู หรอืช้ันลดมิติของข้อมูล

เพื่อให้ได้เวคเตอร์ของคุณลักษณะ (Feature vector) ดงัรปูที่ 10 เพื่อที่จะนำไปใช้เป็นข้อมลูขาเข้า

ของช้ันเช่ือมโยงแบบสมบูรณ์ (Fully connected layer) ทีใ่ช้ในการจำแนกข้อมลู 

 

รูปที่ 10 ฟังก์ชันลดมิติข้อมลู 
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2.2.3 ทรานฟอรม์เมอร ์
 ทรานฟอร์มเมอร์เป็นแบบจำลองการเรียนรูเ้ชิงลึกประเภทหนึ่ง ที่ถูกพัฒนามาเพื่อใช้งานใน

ด้านการประมวลผลภาษาธรรมชาติ (Natural Language Processing: NLP) ไม่ว่าจะเป็นงาน

ทางด้านการแปลภาษาของเครื่อง (Machine translation) การตอบคำถาม (Question answering) 

เป็นต้น โดย A. Vaswani [26] ได้พฒันาแบบจำลองทีม่ีพื้นฐานจากกลไกความสนใจ (Attention 

mechanism) และยงัเป็นแบบจำลองที่ถกูสอนมาแล้ว (Pre-trained) โดยใช้ข้อมลูขนาด ผู้พัฒนาจึง

สามารถนำไปใช้ต่อหรือนำไปปรบัปรุงได้ทันที ทำให้ประหยดัทรัพยากรณ์ที่ใช้สำหรบัสอนแบบจำลอง

ไปได ้           

 แนวคิดหลักของทรานฟอร์มเมอร์แบบดั้งเดมิคือการใช้กลไกความสนใจตนเอง (self-

attention) ทำใหส้ามารถเห็นความสัมพันธ์ระหว่างข้อมูลได้      

 แบบจำลองทรานฟอรม์เมอรป์ระกอบไปด้วย 2 ส่วนหลักคือส่วนเข้ารหัส (Encoder) และ

ส่วนถอดรหสั (Decoder) โดยในแต่ละส่วนจะประกอบด้วยกลไกความสนใจตนเอง และโครงข่าย

ประสาทเทียมแบบป้อนข้อมลูไปข้างหน้า (Feed-forward neural network) แต่ในส่วนของตัว

ถอดรหสั ที่รบัข้อมลูมาจากทั้งส่วนของอินพุตและจากตัวเข้ารหสั จะมีช้ันทีเ่รียกว่ากลไกความสนใจ

ตัวเข้ารหสัและถอดรหสั (Encoder-decoder attention) ดังรูปที่ 11 และรูปที่ 12 

 

 

รูปที่ 11 โครงสร้างอย่างง่ายของทรานฟอร์มเมอร์แบบพื้นฐาน 
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รูปที่ 12 โครงสร้างของแบบจำลองทรานฟอรม์เมอร์ 
 

 ในการคำนวณค่าความสนใจ (Attention) แบบจำลองจะนำอินพุตที่ผ่านการแปลงเป็น

เวคเตอร์ (Embedding vector) มาใช้ในการสร้างเวคเตอร์ใหม่อีก 3 ชนิดได้แก่ q (Queries) k 

(Keys) และ v (Values) โดยการทำคูณกับค่าถ่วงน้ำหนักของเวคเตอร์แต่ละชนิด ดังรปูที่ 13  

 

รูปที่ 13 การสร้างเวคเตอร์ q k และ v 
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 ทรานฟอร์มเมอร์ใช้ความสนใจตนเองของผลคูณเชิงสเกลารท์ี่ปรบัขนาด (Scaled dot-

product self-attention) โดยการนำ q มาหาผลคูณเชิงสเกลารก์ับทกุ k แล้วหารด้วยรากที่ 2 ของ 

𝑑𝑘  จากนั้นใช้ฟังก์ชัน SoftMax เพื่อทีจ่ะหาความน่าจะเป็นของความสนใจ และปรบัขนาดด้วย

เวคเตอร์ v ดังสมการที่ 5 และรปูที่ 14 

𝐴𝑡𝑡𝑒𝑡𝑖𝑜𝑛(𝑞, 𝑘, 𝑣) = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥 (
𝑞𝑘𝑇

√𝑑𝑘

) 𝑣 

( 5 ) 

 

รูปที่ 14 block diagram ของ Scaled dot-product self-attention 
 

 ในส่วนของความสนใจโดยรวม (Multi-head attention) เป็นการนำความสนใจเพียงอย่าง

เดียว (single self-attention) ที่เพิ่มตัวถ่วงน้ำหนัก W สำหรบัเวคเตอร์ q k และ v เข้าไปแล้วนำ

ความน่าสนใจต่างมารวมกันเพื่อทีจ่ะนำคูณกับค่าถ่วงน้ำหนกัโดยรวมอีกครั้ง ทำให้แบบจำลอง

สามารถหาความสัมพันธ์ระหว่างขอ้มูลที่ต่างกันในตำแหน่งที่ต่างจากเดิม ดังสมการที่ 6 และ 7 และ

ดังรูปที่ 15 

𝑀𝑢𝑙𝑡𝑖𝐻𝑒𝑎𝑑(𝑄, 𝐾, 𝑉) = 𝐶𝑜𝑛𝑐𝑎𝑡(ℎ𝑒𝑎𝑑1, ℎ𝑒𝑎𝑑2, … , ℎ𝑒𝑎𝑑ℎ)𝑊0 

( 6 ) 
ℎ𝑒𝑎𝑑𝑖 = 𝐴𝑡𝑡𝑒𝑛𝑡𝑖𝑜𝑛(𝑄𝑊𝑖

𝑄 , 𝐾𝑊𝑖
𝐾 , 𝑉𝑊𝑖

𝑉) 

( 7 ) 
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รูปที่ 15 block diagram ของ Multi-Head attention 
 

 A. Dosovitskiy [27] ได้นำเสนอวิธีการทำการจดจำรูปภาพโดยใช้ทรานฟอรม์เมอร์ โดยการ

แบ่งภาพออกเป็นส่วนย่อยๆ (Patching) เพือ่ใช้ในการสร้างเวคเตอร์ของส่วนของภาพ (Patch 

embedding) ที่จะนำไปใช้เป็นอินพุตสำหรบัส่วนเข้ารหสัของทรานฟอรม์เมอร์ ผลลัพธ์ที่ได้จากส่วน

เข้ารหสัจะไม่ได้นำไปเป็นอินพุตของส่วนถอกรหัสเหมือนกบัทรานฟอร์มเมอร์ทั่วไป แต่จะถูกนำไปใช้

เป็นอินพุตสำหรับโครงข่ายประสาทแบบเพอรเ์ซปตรอนหลายช้ัน (Multi-layer perceptron) เพือ่

จำแนกประเภทของข้อมลู ดังรปูที่ 16 เมื่อเทียบกบัแบบจำลองโครงข่ายประสาทเทียมแบบสังวัตนา

การแบบจำลองทรานฟอร์มเมอร์ในส่วนของช้ันการสร้างเวคเตอร์ของส่วนของภาพและช้ันการ

เข้ารหสัข้อมลู เปรียบเสมือนเป็นช้ันการสกัดคุณลกัษณะเดน่ของข้อมูล ก่อนที่จะจำแนกประเภทของ

ข้อมูลด้วยโครงข่ายประสาทเทียม        

 M. Raghu [28] เปรียบเทียบการสกัดคุณลักษณะเด่นของข้อมูลโดยใช้ Vision 

Transformer (ViT) [27] และโครงข่ายประสาทเทียมแบบสังวัตนาการแบบ ResNet [17] โดยใช้ 

Central Kernel Alignment (CKA) จากการเปรียบเทียบ รูปแบบการเรียนรู้ของแบบจำลองทัง้สอง

นั้นแตกต่างกัน โดยลักษณะเด่นของข้อมลูทีส่กัดจาก ViT จะมีการกระจายตัวที่สม่ำเสมอกันในทุกช้ัน

ของแบบจำลอง ต่างจากลักษณะเด่นของข้อมลูที่ถูกสกัดจาก ResNet จะมีความแตกต่างกันอย่าง

ชัดเจนดังรูปที ่17 ซึ่งคุณสมบัติดังกล่าวสง่ผลให้แบบจำลองแบบ ViT สามารถเรียนรู้ข้อมลูภาพที่มร

การกระจายตัวของค่าพิกเซลล์เท่าๆกันในแต่ละส่วนของภาพได้ดีกว่า เช่นภาพฟิล์มเลอืดเป็นต้น 

 K. Patel [29] เสนอวิธีการแบ่งภาพของ ViT เพื่อการเพิม่ประสทิธิภาพของการสกัด
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คุณลักษณะเด่นของ ViT โดยแบ่งภาพให้มสี่วนที่ซ้อนทับกัน ซึ่งจะทำให้ลกัษณะเด่นทีส่กัดมามีความ 

ต่อเนื่องกนัมากยิ่งข้ึน จากการทดลองการแบ่งภาพให้มสี่วนที่ซ้อนทบักัน 17% ของพื้นที่ภาพย่อยจะ

ให้ผลลัพธ์ที่ดทีี่สุดทั้งในเชิงของความแม่นและความซับซ้อนในการคำนวณ โดยได้เปรียบเทียบกับ

สัดส่วนการซ้อนทับที่ 33%, 50%, และ 66% 

 

 

 

รูปที่ 16 block diagram ของแบบจำลอง vision transformer 
 
 

 
รูปที่ 17 การกระจายตัวของคุณลักษณะเด่นของข้อมลูที่ถูกสกัดจากแบบจำลอง ViT และ ResNet 
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รูปที่ 18 เปรียบเทียบการแบ่งภาพของ ViT แบบธรรมดาและแบบซอ้นทับ 
 

 ภายหลัง นักวิจัยได้มกีารนำทรานฟอร์มเมอร์สำหรบัการจดจำรูปภาพไปประยุกต์ใช้กับงาน

ในด้าน [30] การสังเคราะห์รปูภาพ (Image generation), [31] การสังเคราะห์รปูภาพจากข้อความ 

(Text to image synthesis), [32] การทำความเข้าใจวิดีโอ (Video understanding) รวมทั้ง [33] 

การตรวจจับวัตถุหรือ [34] [35] การแบง่ภาพเชิงความหมายเป็นต้น    

 S. Zheng [35] ได้นำเสนอวิธีการที่ใช้ทรานฟอร์มเมอร์ในการแบ่งภาพเชิงความหมายโดย

การเพิม่ขั้นตอนการสร้างเวคเตอร์ของตำแหน่ง (Position embedding) รวมกบัเวคเตอร์ของ

ส่วนย่อยของภาพเพือ่เป็นอินพุตสำหรับส่วนการเข้ารหสัของทรานฟอรม์เมอร์ และเพิ่มส่วนถอดรหัส

ที่เป็นโครงข่ายประสาทเทียมแบบสังวัตนาการเข้ามาแทนทีเ่พอร์เซปตรอนหลายช้ัน เพื่อใช้ในการเพิ่ม

ขนาดของภาพผลลัพธ์ (Up-sampling) เพื่อให้ได้ขอบเขต (Region) ของส่วนที่ต้องการแบ่งในขนาด

เดียวกับภาพที่ต้องการแบ่ง ดังรปูที่ 17 
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รูปที่ 19 block diagram ของ SEgmentation TRansformer (SETR) 
 

2.2.4 การประเมินผลแบบจำลอง 
 การประเมินผลแบบจำลอง (Model evaluation) เป็นส่วนสำคัญของกระบวนการพฒันา

แบบจำลอง ที่จะสามารถช่วยเราในการเลอืกแบบจำลองที่เหมาะสมกบัชุดข้อมูลของเรา และ

แบบจำลองที่เลือกจะทำงานได้ดีเพียงใน ในทางวิทยาการข้อมูล (Data science) จะใช้การ

ประเมินผลแบบจำลอง 2 วิธีคือวิธีการ Hold-Out และวิธีการ Cross-Validation 

 ในวิธี Hold-Out ชุดข้อมูลจะถูกแบ่งออกเป็น 3 ส่วนได้แก ่    

 1. ชุดข้อมูลสำหรับสอนแบบจำลอง เป็นชุดข้อมลูที่ใช้ในการสร้างแบบจำลอง  

 2. ชุดข้อมูลสำหรับวัดผลแบบจำลอง เป็นชุดข้อมลูที่ใช้ในการวัดผลแบบจำลองในขณะที่

สอน เพื่อปรบัปรุงพารามเิตอร์ต่างๆให้แบบจำลองทำงานได้ดีข้ึน    

 3. ชุดข้อมูลสำหรับทดสอบแบบจำลอง เป็นชุดข้อมูลที่ใช้ในการทดสอบแบบจำลองหลังการ

สอน เพื่อประเมินประสิทธิภาพของแบบจำลอง      

 ในการสอนแบบจำลองด้วยข้อมูลจำนวนที่มีไมม่ากพอ จะมีโอกาสทำให้การประเมินผล

แบบจำลองเกิดความเอนเอียง (Biased model) ซึ่งการทำ k-fold cross-validation จะสามารถ

นำมาใช้แก้ปัญหาน้ีได้โดยมีข้ันตอนดังนี ้       

 1. แบ่งชุดข้อมลูออกเป็น k กลุ่ม       

 2. ทำการสอนโมเดลใหม่และประเมินผล k ครัง้ โดยใช้ชุดข้อมูลสำหรับสอน k-1 กลุ่ม ส่วน

อีก 1 กลุม่ทีเ่หลือจะนำไปใช้ในการประเมินผล      

 หากใช้ k เท่ากบัจำนวนข้อมลูทัง้หมด จะเรียกวิธีนี้ว่า leave-one-out 
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รูปที่ 20 การทำ k-fold cross-validation 
 

 สำหรับการประเมินผลแบบจำลองสำหรบัการจำแนกข้อมลู วิธีการคำนวณความแม่นยำและ

ความคลาดเคลื่อน จะใช้ข้อมลูจริง (Actual) และค่าพยากรณ์ (Predicted) ซึ่งจะถูกบันทึกไว้ใน 

Confusion matrix ซึง่ข้อมลูจะถูกแบ่งออกเป็น 4 ส่วนดังรปูที่ 19 ได้แก่ True positive (TP), 

False positive (FP), False negative (FN) และ True negative (TN) โดย   

 1. True positive คือจำนวนข้อมลูที่แบบจำลองพยากรณ์ได้อย่างถูกต้อง โดยที่ข้อมูลนั้นมี

ค่าความจริงเป็นจริง และแบบจำลองพยากรณ์ว่าเป็นจริง เช่นในแบบจำลองสำหรับการทำนายว่าใช่

ภาพสุนัขหรอืไม่ ข้อมูลที่ใส่มาเป็นภาพสุนัข และแบบจำลองพยากรณ์ว่าเป็นภาพสุนัข  

 2. False positive คือจำนวนข้อมลูทีม่ีค่าความจรงิเป็นจริง แต่แบบจำลองพยากรณ์ผิดว่า

เป็นเท็จ เช่นข้อมลูเป็นภาพสุนัข แต่แบบจำลองพยากรณ์ว่าไม่ใช่สุนัข    

 3. False negative คือจำนวนข้อมลูที่แบบจำลองพยากรณ์ได้อย่างถูกต้อง โดยที่ข้อมลูนั้นมี

ค่าความจริงเป็นเท็จ และแบบจำลองพยากรณ์ว่าเป็นเทจ็ เช่นข้อมูลเป็นไม่ใช่ภาพสุนัข และ

แบบจำลองพยากรณ์ว่าไม่ใช่สุนัข        

 4. True negative คือจำนวนข้อมลูที่ค่าความจริงเป็นเท็จ แต่แบบจำลองพยากรณ์ว่าเป็น

จริง เช่นข้อมูลไม่ใช่ภาพสุนัข แต่แบบจำลองพยากรณ์ว่าเปน็ภาพสุนัข 
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รูปที่ 21 confusion matrix 
 

 

  ค่าความแม่นยำ (Accuracy)  สามารถคำนวณได้ดังสมการที่ 8  

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  
𝑇𝑃 +  𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
 

( 8 ) 
 โดยปกติแล้ว ในการประเมินผลแบบจำลองสำหรับการแบง่ภาพเชิงความหมายและการ

ตรวจจบัวัตถุ มักจะใช้การ Intersection over Union (IoU) มาเป็นหน่วยในการวัดผล ซึ่งเป็นการ

นำขอบเขตจริงมาทำการดำเนินการเชิงบิต (Bitwise operation) ดังสมการที่ 9 

𝐼𝑜𝑈 =  
𝑡𝑎𝑟𝑔𝑒𝑡 ∩   𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑜𝑛

𝑡𝑎𝑟𝑔𝑒𝑡 ∪   𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑜𝑛
 

( 9 ) 
 ซึ่งสามารถคำนวณได้โดยการใช้ไลบารี่ Numpy ในภาษา Python ได้โดยง่ายดังรูปที่ 20 
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รูปที่ 22 ตัวอย่างการเขียนโปรแกรมด้วยภาษา Python เพือ่คำนวณค่า IoU 
 

 โดยผลลัพธ์ที่ได้จะมีค่าอยู่ระหว่าง 0 ถึง 1 โดยยิ่งค่า IoU มค่ีามากก็หมายความว่า

แบบจำลองมีประสิทธิในการทำงานของชุดทดสอบมากด้วยเช่นกัน 

 ค่าความเที่ยงตรง (Precision) เป็นวิธีการบ่งบอกแนวโน้มการรวมกลุ่มกันของค่าพยากรณ์ที่ 
ถูกต้องของคลาสบวก ว่ามีค่าเป็นเท่าไรของกลุ่มข้อมูลคลาสบวกทั้งหมด หากค่า Precision มีค่าเข้า 
ใกล้ 1 แสดงว่าโมเดลโครงข่ายประสาทนั้นมีความเที่ยงตรงในการพยากรณ์ค่าของคลาสบวกได้ดี 
 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 

(10) 
 

ค่าการเรียกคืน (Recall) เป็นวิธีการบง่บอกความสามารถในการพยากรณ์ได้ถูกต้องของ 
คลาสบวก หากค่า Recall มีค่าเข้าใกล้ 1 แสดงว่าโมเดลโครงข่ายประสาทนั้นมจีำนวนของการ 
พยากรณ์ถูกต้องสูง นั้นคือหากถูกระบุว่าเป็นพบขโมย ความเป็นจรงิต้องเจอขโมย 

 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 

(11) 
 

การบง่บอกความสามารถด้วยค่า Average Precision (AP) จะเป็นการบอกด้วยค่า 
Average Precision (AP) ด้วยการหาพื้นที่ใต้โค้ง (Under curve area) ระหว่าง ค่าความเที่ยงตรง 
(Precision) และ ค่าการเรียกคืน (Recall) มีค่าอยูร่ะหว่าง 0 ถึง 1 หากค่า AP มีค่าเข้าใกล้ 1 แสดง 
ว่าโมเดลโครงข่ายประสาทนั้นสามารถในการพยากรณ์ได้อย่างถูกต้องแม่นยำ 
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𝐴𝑃 =  ∫ 𝑝(𝑟)𝑑𝑟 =  ∑ 𝑃(𝑖)∆𝑅𝑒(𝑖)

𝑛

𝑖=1

1

0

 

(12) 
 

เมื่อ 𝐴𝑃 คือพื้นที่ใต้โค้งของค่าความเที่ยงกับค่าการเรียกคืน 𝑝(𝑟)𝑑𝑟 คือฟังก์ชัน 

ความสัมพันธ์ระหว่างค่าความเที่ยงกับค่าการเรียกคืน 𝑛 คือจำนวนจุดตัดข้อมลูในช่วงกราฟ 𝑃(𝑖) 

คือช่วงค่าความเที่ยงตรงในพื้นที่ใต้โค้ง และ Δ𝑅𝑒(𝑖) คือการเปลี่ยนแปลงของค่าการเรียกคืน 
 
การบง่บอกความสามารถด้วยค่า Mean Average Precision (mAP) เป็นการประเมิน

ความสามารถของแบบจำลองโดยการนำค่า average precision ของแตล่ะประเภทมาหาค่าเฉลี่ย 
หาก mAP มีค่าเข้าใกล้ 1 แสดงว่าโมเดลโครงข่าย ประสาทนั้นมีความสามารถในการพยากรณ์ได้
อย่างถูกต้องแม่นยำในทุกประเภท 

 

𝑚𝐴𝑃 =  
1

𝑛𝑐𝑙𝑎𝑠𝑠𝑒𝑠
∑ 𝐴𝑃𝑖

𝑛𝑐𝑙𝑎𝑠𝑠𝑒𝑠

𝑖=1

 

(13) 
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บทที่ 3 ขั้นตอนวิธีที่นำเสนอ 
3.1 ขั้นตอนวิธีโดยรวม 
 

 
รูปที่ 23 ภาพรวมของข้ันตอนการดำเนินงานวิจัย 

  
จากรปูที่ 23 ที่แสดงถึงข้ันตอนต่างๆในการดำเนินงานวิจัยซึง่ประกอบไปด้วยการเก็บรวม 

รวบข้อมลู (Data acquisition) การเตรียมชุดข้อมลู (Dataset preparation) การพัฒนา แบบจำลอง 
(Model development) และการประเมินผลของแบบจำลอง (Model evaluation) 
 
3.2 การเก็บรวมรวบข้อมูล 
 ในการพัฒนาแบบจำลองเพือ่การแบ่งภาพเซลลล์ิมโฟบลาสท์ ผู้วิจัยได้ใช้ชุดข้อมูลเปิด ALL-
IDB ซึง่ประกอบด้วยภาพฟิล์มเลอืดจำนวน 108 ภาพ โดยภาพทั้งหมดนี้ถูกถ่ายด้วยกล้องจลุทรรศน์ที่
กำลังขยายต้ังแต่ 300 – 500 เท่า ตัวไฟล์ภาพถูกจัดเกบ็ในรปูแบบ JPEG ที่ความละเอียด 2592 x 
1944 พิกเซล  ผู้ทีร่วมรวบข้อมูลของชุดข้อมูลนี้ได้แบง่ประเภทของข้อมูลออกเป็น 2 ชนิดได้แก่ 1.
ภาพฟิล์มเลือดที่ถูกเกบ็จากผูป้่วยมะเร็งเม็ดเลือดขาว และ 2.ภาพฟิล์มเลือดที่ถูกเกบ็จากคนสุขภาพดี 
โดยในภาพฟิล์มเลือดที่เกบ็จากผูป้่วยมะเร็งเม็ดเลือดขาวจะมีเซลลล์ิมโฟบลาสท์อยู่ภายในภาพ โดยที่
ตำแหน่งของเซลลล์ิมโฟบลาสท์ได้ถูกระบุไว้ด้วยตำแหน่งของจุดกึง่กลางของแตล่ะเซลล์  
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รูปที่ 24 ตัวอย่างภาพจากชุดข้อมลู ALL-IDB ในแต่ละประเภท 

 

 

รูปที่ 25 การะบุตำแหน่งเซลลล์ิมโฟไซทโ์ดยผูเ้ช่ียวชาญที่ทำการรวมรวบข้อมลู ALL-IDB โดยรูปซ้าย
คือตำแหน่งในแนวแกน xy และรปูขวาแสดงการวาดจุดสีน้ำเงินตามคู่ลำดับ 

 
 ในการพัฒนาแบบจำลองสำหรบัการจำแนกและแบง่ภาพของเซลลเ์ม็ดเลอืดแดง และเซลล์
เม็ดเลือดขาวผู้วิจัยได้ใช้ชุดข้อมูลภาพถ่ายแผ่นนสไลด์ฟลิ์มเลือดแบบ Buffy coat ย้อมสีแบบ 
Giemsa โดยบริษัท ward’s science ถ่ายด้วยกล้องจลุทรรศน์ Olympus CX33 กำลงัขยายของ 
เลนส์ใกล้วัตุที่ 40 เท่า จำนวน 200 ภาพ ซึ่งถูกถ่ายโดยนายณัทกร เกษมสำราญ 
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รูปที่ 26 ตัวอย่างภาพถ่ายฟิล์มเลือดแบบ Buffy coat 

 
3.3 การเตรียมชุดข้อมูล 
 

 
รูปที่ 27 ภาพรวมของข้ันตอนการเตรียมข้อมลู 

 

จากรปูที่ 27 ภาพถ่ายทั้งหมดจะถูกนำไปใส่คำอธิบายข้อมลู (Data annotate) จากนั้นผู้วิจัย 
ได้แบ่งชุดข้อมูลออกเป็น 3 ชุดได้แก่ชุดข้อมูลสำหรบัการสอนแบบจำลอง ชุดข้อมูลสำหรบัการวัดผล 
แบบจำลองขณะสอน และชุดข้อมลูสำหรับการมดสอบแบบจำลอง ในอัตราส่วนร้อยละ 80 10 และ 
10 ตามลำดับ และทำการขยายชุดข้อมูลทัง้หมด ชุดข้อมูลสำหรับสอนแบบจำลองและชุดข้อมลู
สำหรับทดสอบแบบจำลองขณะสอนจะถูกนำมารวมกับชุดข้อมูลที่ถกูสร้างขึ้นใหม่ โดยจะเพิ่มเฉพาะ
ภาพที่ถูกสร้างจากภาพต้นฉบับทีอ่ยู่ในชุดข้อมูลสำหรับสอนแบบจำลองและชุดข้อมลูสำหรบัทดสอบ
แบบจำลองขณะสอนเท่านั้น 
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3.3.1 การใส่คำอธิบายข้อมลู 
 ในการพัฒนาแบบจำลองการเรียนรูเ้ชิงลกึ โดยปกติเราจำเปน็ที่จะต้องใช้ผลเฉลย (ground 
truth) ในการสอนแบบจำลอง ซึ่งในการพัฒนาแบบจำลองสำหรับการแบง่ภาพเชิงความหมาย โดย
ปกติแล้วจะใช้ผลเฉลยที่เป็นภาพที่ถูกแบง่แล้ว (segmentation map) ผู้วิจัยได้ทำการระบุข้อมูลโดย
การระบุขอบเขตของเซลล์ในโปรแกรม Computer Vision Annotation Tools (CVAT) [36] และ
ส่งออกผลการระบุข้อมลูออกมาเป็นไฟลส์กลุ JSON ตามโครงสร้างของ COCO (Common Object 
in Context) [37] 

 
categories = [{ 

    "id": int, 

    "name": str, 

    "supercategory": str, 

}] 

image = { 

    "id": int, 

    "width": int, 

    "height": int, 

    "file_name": str, 

} 

annotation = { 

    "id": int, 

    "image_id": int, 

    "category_id": int, 

    "segmentation": RLE or [polygon], 

    "area": float, 

    "bbox": [x,y,width,height], 

    "iscrowd": 0 or 1, 

} 
 

 
รูปที่ 28 รูปแบบโครงสร้างข้อมูลของ COCO 

 

 จากรปูที่ 28 คำอธิบายภาพรปูแบบ COCO สำหรับงานด้านการแบ่งภาพเชิงความหมายจะ

แบ่งออกเป็น 3 ส่วนหลักๆคือ         

 1. categories ที่จะเกบ็ช่ือของชนิดของข้อมลูไว้ใน name และเกบ็รหสัไว้ใน id 

 2. Image จะเกบ็รหัสไว้ใน id และเกบ็ช่ือไฟล์ไว้ใน file_name อีกทัง้ยังเก็บวความกว้าง

และความสูงของภาพไว้ใน width และ height ตามลำดับ     

 3. Annotation เป็นส่วนที่เก็บคำอธิบายข้อมูลไว้ ซึ่งจะเกบ็รหสัของคำอธิบายไว้ที่ id เก็บ

รหสัของรูปทีอ่ธิบายไว้ที่ image_id เก็บรหสัของชนิดของข้อมูลไว้ที่ category_id สำหรับการแบ่ง

ภาพ จะเก็บขอบเขตไว้ใน segmentation ซึ่งสามารถเกบ็ได้ 2 แบบคือ Run Length Encoding 

(RLE) หรือการเก็บแบบ polygon เก็บขนาดของพื้นที่ของข้อมูลไสท้ี่ area และเป็นตำแหน่งของจุด

บนซ้ายพร้อมทัง้ความกว้าง และความสูงของกล่องขอบเขตวัตถุ (bounding box) ไว้ใน bbox 
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 ในรูปที่ 29 และ 30 เป็นตัวอย่างของการอธิบายรูปภาพในเครื่องมือ CVAT โดยการบันทกึใน

รูปแบบ COCO 1.0 

 

รูปที่ 29 ตัวอย่างการวาด polygon รอบขอบเขตที่สนใจบนเครื่องมือ CVAT 
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รูปที่ 30 ตัวอย่างอย่างส่วนหนึ่งของไฟล์คำอธิบายรูปภาพสำหรับการแบ่งภาพเชิงความหมาย ใน
รูปแบบ COCO 

 
 ในการสร้างภาพผลเฉลยสำหรับการแบง่ภาพเชิงความหมาย ผู้วิจัยได้ใช้ชุดเครื่องมือ 
pandas, cv2, และ pycocotools ซึ่งเป็นชุดเครื่องมือในภาษา Python สำหรบัการสร้างคำสั่ง 
create_class_csv และ create_segmentation_mask  

create_class_csv มีไว้สำหรบัการสร้างไฟล์ที่ทำหน้าทีเ่ก็บข้อมูลประเภทของวัตถุในภาพ 
โดยจะเก็บช่ือ, ลำดับ, และค่าในภาพผลเฉลยของแตล่ะประเภท 

ส่วนคำสั่ง create_segmentation_mask มีไว้สำหรบัการสร้างภาพผลเฉลยจากภาพจริง 
และไฟล์คำอธิบายชุดข้อมลู 
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รูปที่ 31 คำสั่ง create_class_csv 

 

 

รูปที่ 32 คำสั่ง create_segmentation_mask 
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รูปที่ 33 ตัวอย่างภาพต้นฉบับและภาพผลเฉลยของการทำการแบ่งภาพเชิงความหมายของชุดข้อมูล 
ALL-IDB 

 

 
รูปที่ 34 ตัวอย่างภาพต้นฉบับและภาพผลเฉลยของการทำการแบ่งภาพเชิงความหมายของชุดข้อมูล

ภาพถ่าย Buffy coat 
 
3.3.2 การขยายขนาดของชุดข้อมลู 
 การขยายขนาดของชุดข้อมูลเป็นข้ันตอนทีท่ำการสร้างข้อมลูใหม่ ซึง่ในที่นี้คือรูปภาพ เพื่อให้
ชุดข้อมูลมีการกระจายตัวและมีความหลากหลายมากยิง่ข้ึน อีกทั้งการสอนแบบจำลองด้วยข้อมลูทีม่ี
จำนวนน้อยเกินไปอาจทำให้แบบจำลองเกิดภาวะเข้ากันได้กบัชุดข้อมูลฝึกมากเกินไป (Overfitting) 
ซึ่งการเพิม่ขนาดของข้อมลูจะสามารถช่วยลดอัตราการเกิดปัญหาน้ีลงได้ ในงานวิจัยน้ี ผู้วิจัยได้ใช้กล
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ยุทธการขยายขนาดของชุดข้อมูลที่ใช้วิธีการประมวลผลรูปภาพทั้งในเชิงพื้นที่ (Spatial transform) 
และในเชิงความถ่ี (Frequency domain transform) ดงัตารางที ่1 โดยใช้ชุดเครือ่งมือ 
albumentations และ cv2 บนภาษา Python 
 
 ในการขยายขนาดของข้อมูล จะทำการรวมกลยทุธที่เตรียมไว้ในทุกความเป็นไปได้ เพื่อทำ
การสร้างภาพและผลเฉลยใหม่ที่แตกต่างกัน โดยจำนวนของชุดข้อมูลที่ถูกสร้างขึ้นใหมจ่ะเป็นไปตาม
สมการที ่14 
 

𝑁𝑎𝑢𝑔 =  𝑁𝑑𝑎𝑡𝑎𝑠𝑒𝑡2𝑁𝑠𝑡𝑟𝑎𝑡𝑒𝑔𝑦 
(14) 

𝑁𝑎𝑢𝑔 คือจำนวนข้อมูลที่ถูกสร้างใหม ่

𝑁𝑑𝑎𝑡𝑎𝑠𝑒𝑡 คือจำนวนข้อมูลต้นฉบับ 

𝑁𝑠𝑡𝑟𝑎𝑡𝑒𝑔𝑦  คือจำนวนกลยุทธการขยายชุดข้อมลู 
 

ตารางที่ 1 กลยุทธการขยายขนาดของชุดข้อมูล 
กลยุทธการขยายขนาดของชุดข้อมูล คำอธิบาย 
การสุม่ผลิกรูป (Random axis flip) สุ่มผลิกรูปในแนวนอนและแนวตั้ง 
 การสุ่มหมุนรูป (Random rotate) หมุนรปูโดยการสุม่มุมที่จะทำการหมุน 
การสุม่เลือกพื้นที่ของภาพ (Random crop) สุ่มเลือกเฉพาะบางพื้นที่ในภาพตามขนาดที่ต้องการ 

การเพิม่ความต่างของฮสิโตแกรมแบบจำกัด (CLAHE) สุ่มเพิ่มความต่างของค่าในแต่ละพิกเซลต่างการกระจายตัว
ของข้อมูลในรูปภาพ 

การเพิม่ตัวรบกวนแบบ Gaussian (Add gaussian noise) เพิ่มตัวรบกวนเข้าไปในภาพ 
การสุม่ค่าแกมม่า (Random gamma, p=0.8) สุ่มปรับค่าแกมม่าเพิ่มปรับความสว่างโดยรวมของภาพ 
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รูปที่ 35 ชุดคำสั่งที่ใช้ในการขยายชุดข้อมูล 
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รูปที่ 36 ตัวอย่างของภาพต้นฉบับ และผลเฉลยที่ถูกสร้างข้ึนใหม่ 

 
3.4 การพัฒนาแบบจำลอง 
 สำหรับการพฒันาแบบจำลองการเรียนรูเ้ชิงลกึ ผู้วิจัยได้แบง่ออกเป็น 2 ข้ันตอนดังนี้ 1.การ
แบ่งชุดข้อมูลและการประมวลผลภาพเบื้องต้น และ 2.การสอนแบบจำลองการเรียนรู้เชิงลึก 
 
3.4.1 การแบ่งชุดข้อมลูและการประมวลผลภาพเบื้องต้น 
 ในส่วนของการประมวลผลเบื้องต้น ผู้วิจัยได้ทำการทำให้ข้อมูลเป็นมาตรฐาน (Data 
normalization) โดยใช้วิธีการทำใหเ้ป็นมาตรฐานโดยการใช้ค่าสูงสุดและต่ำสุด (Max-min 
normalization) เพื่อลดขอบเขตของข้อมูลในแตล่ะพิกเซล จาก 0 – 255 ให้กลายเป็น 0 – 1 ซึง่จะ
ช่วยให้การเรียนรู้ของแบบจำลองดีข้ึนในข้ันตอนการแพร่กลบั (Backpropagation) และได้ทำการลด
ขนาดของรูปภาพ (Resize) เหลือ 512 x 512 พิกเซลล์ ดังตารางที่ 2 
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ตารางที่ 2 ชุดคำสั่งสำหรบัการประมวลผลเบือ้งต้น 
ชุดคำสั่ง คำอธิบาย 

การทำใหเ้ป็นมาตรฐานโดยการใช้ค่าสูงสุด-ต่ำสุด เพื่อลดขอบเขตของข้อมูล 
การลดขนาดของรูปภาพเป็น 512 x 512 พิกเซลล ์ เพื่อลดการใช้ทรัพยากรณ์ในการประมวล 

การแปลงชนิดของข้อมลูใหเ้ป็น torch.Tensor แปลงชนิดของข้อมูลเพื่อประมวลผลด้วยชุด
เครื่องมือ PyTorch 

 
3.4.2 การสอนแบบจำลองการเรียนรู้เชิงลึก 

ในปัจจบุัน มีแบบจำลองการเรียนรู้เชิงลึกสำหรับงานด้านการตรวจจับจับวัตถุและการแบง่

ภาพเชิงความหมายในหลากหลายรูปแบบ ไม่ว่าจะเป็นการใช้โครงข่ายประสาทเทียมแบบสังวัตนา

การเชิงพืน้ที่ (Region-based Convolutional Neural Network: R-CNN) อย่าง Mask R-CNN 

[14] หรือจะเป็นแบบจำลองโครงข่ายประสาทแบบกราฟ (Graph Neural Network: GNN) อย่าง 

SCG-Net [38] ที่ได้คะแนน F1 ร้อยละ 92.0 บนชุดข้อมลู ISPRS Potsdam และยงัมจีำนวน

พารามิเตอร์น้อยกว่าแบบจำลองแบบ CNN อย่างมาก ซึ่งส่งผลให้แบบจำลองแบบกราฟใช้

ทรัพยากรณ์ในการประมวลผลที่น้อยกว่าด้วยเช่นกัน แต่หากเทียบในเชิงของความแม่นยำแล้ว ใน

ปัจจุบัน แบบจำลองแบบทรานฟอร์มเมอร์อย่าง ViT-Adapter-L [39] ยังลงให้ความแม่นยำที่มาก

ที่สุดบนชุดข้อมลู Cityscapes dataset โดยอ้างองิจากเว็บไซต์ paperswithcode [40] จงึเป็นหนึง่

ในเหตุผลทีผู่้วิจัยเลือกทีจ่ะใช้แบบจำลองแบบทรานฟอรม์เมอร์ในงานน้ี   

 สำหรับในข้ันต้นของงานวิจัยน้ี ผู้วิจัยได้ทำการประยุกต์ใช้แบบจำลอง SegFormer [34] 

และแบบจำลอง DETR [41] มาพฒันาต่อยอด  

แบบจำลอง SegFormer เป็นแบบจำลองสำหรับการแบง่ภาพเชิงความหมายซึ่งถูกพฒันาต่อ

ยอดมาจาก SETR [35] โดยมีการเปลี่ยนการทำ patch embedding ที่จากเดิมที่ใช้ patch ขนาด 

16x16 เปลี่ยนเป็น 4x4 ซึ่งส่งผลให้แบบจำลองมปีระสทิธิภาพมากข้ึน และมีการใช้ตัวเข้ารหสัทราน

ฟอร์มเมอร์เชิงลำดับ (Hierarchical transformer encoder) ซึ่งเป็นตัวเข้ารหสัแบบผสม (Mix 

Transformer encoder: MiT) ซึง่ประกอบไปด้วย      1. 

ช้ันความสนใจตนเองอย่างมปีระสทิธิภาพ (Efficient self-attention) ซึ่งมีความซับซ้อนในการ

คำนวณเพียง O(n2) น้อยกว่าเมื่อเทียบกับ self-attention ของ [26] ที่มีความซบัซ้อนอยูท่ี่ O(n2d) 
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 2. ช้ันโครงข่ายประสาทผสมแบบป้อมข้อมูลไปข้างหน้า (Mix-FFN) ใน SETR การ

เข้ารหสัตำแหนง่ (Positional encoding) จะมีข้อเสียตรงทีห่ากข้อมลูที่ใช้ทดสอบมีความละเอียดต่าง

ไปจากตอนทีส่อน จะทำใหป้ระสิทธิภาพของแบบจำลองตกลง ซึ่ง Mix-FFN จะทำ convolution 

3x3 กับ FFN เพื่อลดปัญหาเหล่าน้ี        

  3. การรวมภาพย่อยแบบซ้อนทับ (Overlapped Patch Merging) ใน SETR ตัว

เข้ารหสัจะสามารถสกัดคุณลักษะเด่นได้เพียงระดับเดียว (Single feature representation) แต่ใน 

SegFormer ได้ใช้การรวมภาพย่อยใหม่โดยใหม้ีส่วนทีท่ับกนั ทำให้สามารถสกัดลักษณะเด่นไดเ้พิ่มใน

อีกหลายระดบั (Multi-level feature) ซึ่งคล้ายกับการเข้ารหสัของ CNN    

  โดยที่ Hierarchical transformer encoder คือการนำ MiT มาต่อกันเรื่อยๆข้ึนอยู่

กับความซับซ้อนของข้อมูล ดังที่แสดงในรูปที่ 32 

 

รูปที่ 37 Block diagram แสดงโครงสร้างของแบบจำลอง SegFormer 
 
 แบบจำลอง DETR เป็นแบบจำลองสำหรบัการตรวจจับวัตถุโดยใช้ทั้งตัวเข้ารหสัและถอดรหัส
ที่เป็นแบบจำลอง Transformer ผลลัพธ์ที่ได้จากตัวถอดรหสัของแบบจำลองชนิดนี้จะเป็น
คุณลักษณะเด่นของข้อมลูแต่ละประเภท ดังรูปที่ 38 

 

 
รูปที่ 38 Block diagram แสดงโครงสร้างของแบบจำลอง DETR 
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 ผู้วิจัยได้นำคุณลักษณะเด่นทีส่กัดไดจ้ากตัวเข้ารหัสของ SegFormer มารวมกับคุณลักษณะ
เด่นจากตัวถอดรหัสของ DETR ดงัรปูที่ 39 

 

 
รูปที่ 39 แบบจำลองที่นำเสนอ 

 
 โดยผู้วิจัยสร้างแบบจำลอง DETR และ SegFormer จาก API ของ Hugging Face โดยใช้
เส้นทาง “facebook/detr-resnet-50” สำหรับสร้าง DETR และ “nvidia/mit-b0” สำหรบัสร้าง 
SegFormer และทำการสอนแบบจำลองโดยการแช่พารามเิตอร์ของ ResNet50 
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บทที่ 4 ผลการศึกษาและการอภิปรายผล 
 
4.1 การพัฒนาแบบจำลองการแบ่งภาพเชิงความหมายโดยวิธีการเรียนรูเ้ชิงลึกเพ่ือแบ่งภาพเซลล์
ลิมโฟบลาสท์ในภาพฟิล์มเลือด 

ในการสอนแบบจำลอง ผู้วิจัยได้ทำการสอนบนสภาพแวดลอ้ม (Environment) และกำหนด
ค่าพารามิเตอร์ดังตารางที ่3 โดยได้ทำการเปรียบเทียบกับแบบจำลอง SegFormer 
 

ตารางที่ 3 สภาพแวดล้อมและค่าพารามิเตอร์ต่างๆ 
GPU Nvidia RTX3060 VRAM 12 GB 

Training Precision FP-16-mixed precision [42] 
Image_Size 512 x 512 
Batch_Size 4 

Epochs 50 with save best model 
Optimizer AdamW (lr=6e-5) 

Loss Cross Entropy Loss 
 

 

 

รูปที่ 40 เปรียบเทียบความแม่นต่อชุดข้อมูลฝึก และความแม่นต่อชุดข้อมูลทดสอบระหว่างสอนของ
แบบจำลองที่นำเสนอ และ SegFormer 
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รูปที่ 41 เปรียบเทียบ loss ต่อชุดข้อมลูฝึก และ loss ต่อชุดข้อมูลทดสอบระหว่างสอนของ

แบบจำลองที่นำเสนอ และ SegFormer 
 

ตารางที่ 4 ผลลัพธ์โดยเฉลี่ย 
 Proposed Model SegFormer 

mIoU 0.9104 0.8801 
mAP50 0.8143 0.8216 

mTPR (mean sensitivity) 0.8686 0.8463 
 

ตารางที่ 5 ผลลัพธ์แบบแยกประเภท 
 Proposed Model SegFormer 

Metric Background Lymphoblastic 
Cell 

Background Lymphoblastic 
Cell 

IoU 0.9947 0.8351 0.9934 0.8014 
AP50 0.995 0.6636 0.987 0.6562 
TPR 0.989 0.7482 0.993 0.6996 
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รูปที่ 42 ตัวอย่างผลลัพธ์ของแบบจำลองการเรียนรูเ้ชิงลึกในการแยกเซลลล์ิมโฟบลาสต ์
4.2 การพัฒนาแบบจำลองการแบ่งภาพเชิงความหมายโดยวิธีการเรียนรูเ้ชิงลึกเพ่ือแบ่งภาพเซลล์
เม็ดเลือดแดง และเซลล์เม็ดเลือดขาวในภาพฟิล์มเลือด 

ในการสอนแบบจำลอง ผู้วิจัยได้ทำการสอนบนสภาพแวดลอ้ม (Environment) และกำหนด
ค่าพารามิเตอร์ดังตารางที ่6 

 
ตารางที่ 6 สภาพแวดล้อมและค่าพารามิเตอร์ต่างๆ 

GPU Nvidia RTX3060 VRAM 12 GB 
Training Precision FP-16-mixed precision [42] 

Image_Size 512 x 512 
Batch_Size 4 

Epochs 100 with save best model 
Optimizer AdamW (lr=6e-5) 

Loss Cross Entropy Loss 
 

ตารางที่ 7 ผลลัพธ์โดยเฉลี่ย 
 Proposed Model 

mIoU 0.9304 
mAP50 0.9153 

mTPR (mean sensitivity) 0.9341 
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ตารางที่ 8 ผลลัพธ์แบบแยกประเภท 
 Proposed Model 

Metric Background Red Blood Cells White Blood Cells 
IoU 0.9947 0.8835 0.8516 

AP50 0.9513 0.8057 0.7099 
TPR 0.9842 0.8569 0.8026 

 
รูปที่ 43 ผลการแยกเซลลเ์ม็ดเลอืดแดงและเซลลเ์ม็ดเลือดขาว 

 

4.3 การอภิปรายผลการศึกษา 
 การพัฒนาแบบจำลองการแบ่งภาพเชิงความหมายโดยการนำคุณลักษณะเด่นทีส่กัดได้จาก 
SegFormer และ DETR มารวมกันแล้วสอนด้วยชุดข้อมูลทีผ่่านการขยายตามวิธีที่นำเสนอ ทำให้
แบบจำลองมีประสิทธิภาพที่สงูข้ึนเมือ่เทียบกบั SegFormer ในการแบง่ภาพเซลลล์ิมโฟบลาสต์ โดย
ในรูปที่ 40 และ 41 เป็นการเปรียบเทียบทั้งสองแบบจำลอง จะเห็นได้ว่า แบบจำลองที่นำเสนอมี
ความแม่นที่สูงกว่าทั้งในชุดข้อมูลสอน และชุดข้อมลูทดสอบระหว่างสอน อีกทั้งยังมี loss ที่คำนวณ
จาก cross entropy loss ที่นอ้ยกว่าด้วยเช่นกัน และในชุดข้อมูลทดสอบ แบบจำลองที่นำเสนอได้ 
mIoU ที่ 0.9104, mAP ที่ 0.8143, และ mean sensitivity ที่ 0.9341 ซึ่งสูงกว่า SegFormer ที่ได้ 
mIoU ที่ 0.8801, mAP ที่ 0.8216, และ mean sensitivity ที่ 0.8463 โดยทั้งสอบแบบจำลองได้ทำ
การปรับค่าพารามิเตอรบ์นสภาพแวดล้อมเดียวกันดังตารางที่ 3 
 ส่วนของแบบจำลองแบบภาพเซลล์เม็ดเลือดแดง และเซลลเ์ม็ดเลอืดขาว แบบจำลองที่
นำเสนอได้ mIoU ที่ 0.9304, mAP ที ่0.9153, และ mean sensitivity ที่ 0.9341  
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4.4 แนวทางการพัฒนา 
ในการเพิม่ประสทิธิภาพของแบบจำลองที่นำเสนอ อาจทำได้โดยการสอนโดยใช้ชุดข้อมูลจริง

ที่ใหญ่มากขึ้น เพื่อให้แบบจำลองได้เรียนรูรู้ปแบบของเซลลท์ี่หลากหลายมากขึ้น ซึง่ทำได้โดยการสอน
โดยใช้ชุดข้อมูลที่คล้ายกัน แล้วจงึนำไปปรบัพารามเิตอร์ใหม่ด้วยชุดข้อมูลที่ต้องการ 

การทำการสงัเคราะห์ภาพใหม่จากการใช้แบบจำลองการเรยีนรู้เชิงลึกอย่าง Variational 
Autoencoders (VAEs), Generative Adversarial Networks (GANs) หรือ Diffusion model 
เพื่อขยายชุดข้อมูล จะทำให้ได้ชุดข้อมูลใหมท่ี่มีการกระจายตัวของข้อมูลที่ใกลเ้คียงทำต้นฉบบั ซึ่ง
อาจจะทำให้ได้ชุดข้อมูลที่หลากหลายข้ึน 

การแยกสอนแบบจำลอง DETR ก่อนที่จะนำมารวมกบั SegFormer อาจจะทำให้
แบบจำลอง DETR มีประสทิธฺภาพในการสกัดคุณลักษณะเดน่ที่ดีย่ิงข้ึน เนื่องมาจากพารามเิตอร์ของ
แบบจำลองที่ต้องการปรบัมีจำนวนลดลง แต่ข้อมูลที่ใช้สอนมีเท่าเดิม 

พัฒนาแบบจำลองสำหรับการทำการแบง่ภาพตัวอย่าง (Instance segmentation) จะให้
ผลลัพธ์ทีส่ามารถนำมาวัดผลและแปลผลด้วย mAP และ sensitivity ที่ดีกว่า เนื่องจากการแบ่งภาพ
เชิงความหมายเป็นการแบง่ภาพโดยรวมของแตล่ะประเภท และการแบ่งภาพตัวอย่างจะเป็นการแบ่ง
ที่ตัววัตถุที่สนใจ 
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