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บทที่  1 

บทนํา 

 

1.1 ความเปนมาและความสําคัญของปญหา 

เทคโนโลยีไมโครอารเรย (Microarray) ชวยใหเราสามารถศึกษารูปแบบของสิ่งมีชีวิตใน
ระดับโมเลกุล โดยสามารถศึกษารูปแบบการแสดงออกของยีน (Gene Expression) ไดหลายพัน
ยีนในเวลาเดียวกัน ซึ่งเปนเทคนิคที่ไดรับความนิยมเพื่อใชศึกษาหนาที่การทํางานของยีนตาง ๆ ใน
ส่ิงมีชีวิตในสาขาวิชาชีวสารสนเทศศาสตร (Bioinformatics) เชน การศึกษาการเปลี่ยนแปลงของ
ยีนของสิ่งมีชีวิตหนึ่ง ๆ เมื่อเวลาหรือสภาพแวดลอมเปลี่ยนไป หรือ การศึกษารูปแบบความ
แตกตางของยีนจากกลุมของสิ่งมีชีวิตที่มีลักษณะที่แตกตางกัน ตัวอยางเชน สภาวะการเกิดโรค 
โดยเฉพาะโรคมะเร็ง ซึ่งปจจุบันยังไมมีวิธีการวินิจฉัยและการรักษาที่มีประสิทธิภาพ 

ดังนั้นจึงมีหลายงานวิจัยไดทําการศึกษาโรคมะเร็งชนิดตาง ๆ ดวยขอมูลไมโครอารเรย 
เชน มะเร็งตอมน้ําเหลือง (Lymphoma) (Alizadeh et al., 2000) มะเร็งเม็ดเลือดขาว (Leukemia) 
(Golub et al., 1999) มะเร็งเตานม (Breast Cancer) (Van't Veer et al., 2002) เนื้องอกระบบ
ประสาทสวนกลาง (Central Nervous System Embryonal Tumors: CNS) (Pomeroy et al., 
2002) มะเร็งลําไสใหญ (Colon Cancer) (Alon et al., 1999) มะเร็งรังไข (Ovarian Cancer) 
(Petricoin III et al., 2002) มะเร็งตอมลูกหมาก (Prostate Cancer) (Singh et al., 2002) และ 
มะเร็งปอด (Lung Cancer) (Gordon et al., 2002) เปนตน เพื่อหาวิธีการวินิจฉัยโรคและวิธีการ
รักษาที่มีประสิทธิภาพตอไป 

จากการศึกษาดังกลาว  กอใหเกิดขอมูลไมโครอารเรยจํานวนมาก ซึ่งขอมูลตาง ๆ เหลานี้ 
ไดมีนักวิจัยหลายคนนํามาวิเคราะหโดยใชเทคนิคการทําเหมืองขอมูล (Data Mining) เทคนิคการ
เรียนรูของเครื่อง (Machine Learning) และเทคนิคทางสถิติ เพื่อทําความเขาใจและหาแบบจาํลอง
สําหรับระบบการวินิจฉัยโรคแบบอัตโนมัติดวยคอมพิวเตอร 

เมื่อไมนานมานี้ วิธีการแบบกลุมกอน (Ensemble) ของตัวจําแนกประเภท (Classifier) 
ไดรับความนิยมนํามาใชอยางกวางขวาง เพื่อเพิ่มประสิทธิภาพและความนาเชื่อถือของระบบการ
จําแนกประเภทขอมูล เนื่องจากพื้นฐานของแนวความคิดที่วา ไมมีตัวจําแนกประเภทเดี่ยวใด ๆ ที่
ใหผลถูกตองในทุก ๆ สภาพการณ ซึ่งผลที่ไดก็พบวา ความแมนของระบบการจําแนกประเภทเพิ่ม
สูงขึ้นอยางมีนัยสําคัญ ตัวอยางของการใชกลุมกอนของตัวจําแนกประเภท เชน การใชกลุมกอน
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ของตนไมตัดสินใจ (Decision Tree) โดยใชเทคนิค Bagging (Breiman, 1996) และ AdaBoost 
(Freund and Schapire, 1996) ในการสรางความหลากหลายของตนไม (Tan and Gilbert, 
2003) การใชเทคนิคตาง ๆ ที่หลากหลายในการสรางกลุมกอนของตัวจําแนกประเภท และการ
เลือกคุณลักษณะ (Feature Selection) เพื่อสรางความหลากหลายของตัวจําแนกประเภท (Cho 
and Won, 2003) รวมถึง การใชตัวจําแนกประเภทกําหนดการพันธุกรรม (Genetic 
Programming) หลายตัว (Hengpraprohm and Chongstitvatana, 2005) เปนตน 

กําหนดการพันธุกรรม (Koza, 1992) เปนขั้นตอนวิธี (Algorithm) หนึ่งในกลุมการคํานวณ
เชิงวิวัฒน (Evolutionary Computation) ที่ไดรับความนิยมอยางแพรหลายในการนํามาใชเพื่อ
แกปญหาในดานตาง ๆ มากมาย เชน ปญหาการควบคุมหุนยนต (Robot Control) 
(Hengpraprohm and Chongstitvatna, 2001) ปญหาการออกแบบฮารดแวร (Hardware 
Design) (Sakanashi et al., 1996) รวมถึงปญหาหลักทางดานการทําเหมืองขอมูล  อันไดแก
ปญหาการจําแนกประเภทขอมูล (Data Classification) 

มีงานวิจัยหลายชิ้นที่ไดศึกษาการสรางตัวจําแนกประเภท โดยใชเทคนิคกําหนดการ
พันธุกรรม ในหลากหลายเขต (Domain) ของปญหา เชน ชุดขอมูลเกณฑเปรียบเทียบสมรรถนะ 
(Benchmark) ของกลุมการเรียนรูของเครื่อง หรือชุดขอมูลทางการแพทย ที่นิยมใชในการศึกษา
ทางดานชีวสารสนเทศศาสตร ซึ่งไดแกขอมูลไมโครอารเรย โดยตัวจําแนกประเภทนี้จะมีการแทน 
(Representation) หลากหลายรูปแบบ เชน ตนไมตัดสินใจ นิพจนทางตรรกศาสตร (Logical 
Expression) และ นิพจนทางคณิตศาสตร (Arithmetic Expression) เปนตน ซึ่งในหลายงานวิจัย
ก็ไดรายงานตรงกันวาตัวจําแนกประเภทกําหนดการพันธุกรรมใหประสิทธิภาพของการจําแนก
ประเภทขอมูลที่ดี 

เนื่องจากขอมูลไมโครอารเรยเปนขอมูลที่มีมิติ (Dimension) สูงมาก ขณะที่จํานวน
ตัวอยางมีจํากัด ทําใหเทคนิคการสรางกลุมกอนดวยวิธี Bagging หรือ AdaBoost ซึ่งตองการ
จํานวนตัวอยางที่มากพอ หรือวิธีการใชความหลากหลายภายในกฎของตัวจําแนกประเภทเองใน
การสรางกลุมกอน ซึ่งไมไดใชประโยชนจากชุดขอมูลสอนมากนัก ทําใหประสิทธิภาพของกลุมกอน
ในการจําแนกประเภทขอมูลนั้น ยังไมดีเทาที่ควร 

งานวิจัยนี้จึงตองการศึกษาหาวิธีการสรางกลุมกอนของตัวจําแนกประเภทกําหนดการ
พันธุกรรมสําหรับขอมูลไมโครอารเรยที่มีประสิทธิภาพ โดยจะนําเอาลักษณะของขอมูลมาใช
ประกอบ ซึ่งจะใชเทคนิคทางการจัดกลุมขอมูล (Clustering) และการเลือกคุณลักษณะ เพื่อสราง
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ความหลากหลายของตัวจําแนกประเภทแตละตัวในการสรางสมาชิกของกลุมกอน เพื่อเพิ่ม
ประสิทธิภาพของการจําแนกประเภทขอมูลใหดียิ่งขึ้น 

 

1.2 วัตถุประสงคของการวิจัย 

 เพื่อเสนอขั้นตอนวิธีใหมที่เหมาะสําหรับการสรางกลุมกอนของตัวจําแนกประเภท
กําหนดการพันธุกรรมสําหรับขอมูลไมโครอารเรย โดยใชขอดีจากการจัดกลุมขอมูลและการเลือก
คุณลักษณะในการปรับปรุงประสิทธิภาพ 

 

1.3 ขอบเขตของการวิจยั 

1. จะทําการศึกษาวิธีการจําแนกประเภทขอมูลที่ม ี2 ประเภทเทานั้น 

2. จะทําการทดสอบกับชุดขอมูลไมโครอารเรยเกณฑเปรียบเทียบสมรรถนะจากเว็บไซต 
Bio-medical Data Analysis (http://sdmc.lit.org.sg/GEDatasets/) จํานวน 8 ชุดขอมูล ไดแก 

- กลุมยอยของโรคมะเร็งเม็ดเลือดขาว ประกอบดวยขอมูล 72 ตัวอยาง แบงเปน 
ALL จํานวน 47 ตัวอยาง และ AML จํานวน 25 ตัวอยาง จากจํานวน
คุณลักษณะทั้งหมด 7,129 คุณลักษณะ (Golub et al., 1999) 

- ผลการรักษาโรคมะเร็งเตานม ประกอบดวยขอมูล 78 ตัวอยาง แบงเปน 
relapses จํานวน 34 ตัวอยาง และ non-relapses จํานวน 44 ตัวอยาง จาก
จํานวนคุณลักษณะทั้งหมด 24,481 คุณลักษณะ (Van't Veer et al., 2002) 

- ผลการรักษาเนื้องอกระบบประสาทสวนกลาง ประกอบดวยขอมูล 60 ตัวอยาง 
แบงเปน survivors จํานวน 21 ตัวอยาง และ failures จํานวน 39 ตัวอยาง จาก
จํานวนคุณลักษณะทั้งหมด 7,129 คุณลักษณะ (Pomeroy et al., 2002) 

- ผูปวยมะเร็งลําไสใหญกับผูปวยปกติ ประกอบดวยขอมูล 62 ตัวอยาง แบงเปน 
ผูปวยมะเร็ง จํานวน 40 ตัวอยาง และ ผูปวยปกติ จํานวน 22 ตัวอยาง จาก
จํานวนคุณลักษณะทั้งหมด 2,000 คุณลักษณะ (Alon et al., 1999) 
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- ผูปวยมะเร็งรังไขกับผูปวยปกติ ประกอบดวยขอมูล 253 ตัวอยาง แบงเปน 
ผูปวยมะเร็ง จํานวน 162 ตัวอยาง และ ผูปวยปกติ จํานวน 91 ตัวอยาง จาก
จํานวนคุณลักษณะทั้งหมด 15,154 คุณลักษณะ (Petricoin III et al., 2002) 

- ผูปวยมะเร็งตอมลูกหมากกับผูปวยปกติ ประกอบดวยขอมูล 102 ตัวอยาง 
แบงเปน ผูปวยมะเร็ง จํานวน 52 ตัวอยาง และ ผูปวยปกติ จํานวน 50 ตัวอยาง 
จากจํานวนคุณลักษณะทั้งหมด 12,600 คุณลักษณะ (Singh et al., 2002) 

- กลุมยอยของโรคมะเร็งปอด ประกอบดวยขอมูล 181 ตัวอยาง แบงเปน MPM 
จํานวน 31 ตัวอยาง และ ADCA จํานวน 150 ตัวอยาง จากจํานวนคุณลักษณะ
ทั้งหมด 12,533 คุณลักษณะ (Gordon et al., 2002) 

- กลุมยอยของโรคมะเร็งตอมน้ําเหลือง ประกอบดวยขอมูล 47 ตัวอยาง แบงเปน 
germinal centre B-like จํานวน 24 ตัวอยาง และ activated B-like จํานวน 23 
ตัวอยาง จากจํานวนคุณลักษณะทั้งหมด 4,026 คุณลักษณะ (Alizadeh et al., 
2000) 

3. จะทําการศึกษาวิธีการจัดกลุมขอมูลและการเลือกคุณลักษณะแบบพื้นฐาน ไดแก การ
จัดกลุมขอมูลแบบ K-Means และการเลือกคุณลักษณะดวยวิธี SNR 

4. การเปรียบเทียบประสิทธิภาพ จะเปรียบเทียบประสิทธิภาพระหวางกลุมกอนของตัว
จําแนกประเภทกําหนดการพันธุกรรมที่เสนอกับวิธีกลุมกอนของตัวจําแนกประเภทกําหนดการ
พันธุกรรมแบบอื่น ๆ ไดแก 

- แบบปกติ คอื การเลือกคณุลักษณะแบบสุมจากคุณลักษณะของขอมูลที่มทีั้งหมด 
- แบบเลือกคุณลักษณะดวยวิธ ีSNR 
- แบบใชเทคนคิ Bagging และ AdaBoost 
- ผลจากงานที่ตีพิมพในวารสารวิชาการ 

 

1.4 ประโยชนที่คาดวาจะไดรับ 

1. ไดข้ันตอนวิธีใหมสําหรับการสรางกลุมกอนตัวจําแนกประเภทกําหนดการพันธุกรรมที่มี
ประสิทธิภาพในการจําแนกประเภทขอมูลไมโครอารเรย 
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2. ไดแนวทางสําหรับการสรางกลุมกอนของตัวจําแนกประเภทแบบอื่น ๆ 

 

1.5 วิธีดําเนนิการวิจัย 

1. การศึกษาทฤษฎีและงานวิจัยที่เกี่ยวของ 

ข้ันตอนนี้ จะทําการศึกษาทฤษฎีตาง ๆ ที่จะใชในการทดลอง รวมถึงงานวิจัยตาง ๆ ที่
เกี่ยวของ ซึ่งไดแก เทคโนโลยีไมโครอารเรย การวิเคราะหขอมูลไมโครอารเรยดวยเทคนิคตาง ๆ 
ทางการทําเหมืองขอมูลและการเรียนรูของเครื่อง ไดแก การเลือกคุณลักษณะ การจําแนกประเภท
ขอมูล และการจัดกลุมขอมูล รวมถึงเทคนิคที่ใชในการสรางกลุมกอนของตัวจําแนกประเภท  

2. การวิเคราะหและออกแบบการทดลอง 

หลังจากศึกษาขอมูลที่เกี่ยวของแลว จะทําการรวบรวมขอมูลไมโครอารเรย เพื่อนํามาใช
ในการทดลอง  โดยจะคัดลอกมาจากเว็บไซต Bio-medical Data Analysis 
(http://sdmc.lit.org.sg/GEDatasets/) ซึ่งเปนแหลงรวบรวมชุดขอมูลไมโครอารเรยเกณฑ
เปรียบเทียบสมรรถนะสําหรับการวิเคราะหขอมูลไมโครอารเรย  จากนั้นจะนําขอมูลดังกลาวมา
ทําการศึกษาถึงผลกระทบจากเทคนิควิธีการจัดกลุมขอมูล และการเลือกคุณลักษณะที่สําคัญ เพื่อ
นํามาใชสรางสมาชิกของกลุมกอนตัวจําแนกประเภทกําหนดการพันธุกรรม 

3 การพัฒนาและทดสอบประสิทธิภาพ 

หลังจากออกแบบการทดลองเสร็จ จะทําการพัฒนาโปรแกรมตามรูปแบบที่ไดออกแบบไว 
และทําการเปรียบเทียบประสิทธิภาพกับวิธีการสรางกลุมกอนแบบตาง ๆ ที่ไดอธิบายไวในหัวขอ
ขอบเขตของงานวิจัย โดยใชวิธีการวัดอัตราความผิดพลาดแบบ k-folds cross validation  การ
เปรียบเทียบประสิทธิภาพจะเปรียบเทียบในรูปของความแมน (Accuracy) ความไว (Sensitivity) 
และ ความจําเพาะ (Specificity) ของการจําแนกประเภทขอมูลจากชุดขอมูลทดสอบ 

4. การวิเคราะหผลและสรุปผล 

หลังจากทําการทดลองและทดสอบประสิทธิภาพดวยวิธีการตาง ๆ กับขอมูลที่ไดกลาวไว
ขางตนทั้งหมดแลว จะนําผลการทดลองที่ไดมาทําการวิเคราะหผล สรุปผล และใหขอสังเกตและ
ขอเสนอแนะเกี่ยวกับการทดลอง 
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5 การจัดทําเอกสารงานวิจัย  

เมื่อไดขอมูลการทดลองครบถวนสมบูรณแลว จะทําการเรียบเรียงเอกสารงานวิจัย เพื่อ
ตีพิมพเผยแพรในวารสารวิชาการระดับนานาชาติ จัดทําเอกสารวิทยานิพนธ และสอบปองกัน 
(Defense) ในที่สุด 

 

1.6 ลําดับขั้นตอนในการนาํเสนอผลการวิจัย 

 เนื้อหาในวิทยานพินธฉบับนี ้แบงออกเปน 2 สวนหลัก ๆ ดวยกนั ไดแก 

 สวนที่ 1 จะเปนเนื้อหาเกี่ยวกับทฤษฎีที่เกี่ยวของกับการวิจัย ซึ่งไดอธิบายไวในบทที่ 2 
เนื้อหาในสวนนี้ประกอบดวยขอมูลที่เกี่ยวกับไมโครอารเรย ซึ่งเปนขอมูลที่จะใชในการทดลอง 
รายละเอียดเกี่ยวกับกําหนดการพันธุกรรม ซึ่งเปนขั้นตอนวิธีการเรียนรูหลักสําหรับการสรางตัว
จําแนกประเภทในงานวิจัยนี้ และจะไดกลาวถึงเรื่องทั่วไปเกี่ยวกับการจําแนกประเภทขอมูล 
นอกจากนี้ จะไดกลาวถึงทฤษฎีที่เกี่ยวของสําหรับการปรับปรุงประสิทธิภาพที่ใชในการวิจัย ไดแก 
การจัดกลุมขอมูล การเลือกคุณลักษณะ และรายละเอียดทั่วไปเกี่ยวกับวิธีการแบบกลุมกอน 

 สวนที่ 2 จะเปนเนื้อหาที่เกี่ยวกับการออกแบบการทดลองและผลการทดลอง ซึ่งจะแบง
ออกเปน 4 บท ไดแก บทที่ 3 จะแสดงวิธีการสรางตัวจําแนกประเภทกําหนดการพันธุกรรมสําหรับ
การจําแนกประเภทขอมูลไมโครอารเรย บทที่ 4 จะแสดงวิธีการเพิ่มประสิทธิภาพของตัวจําแนก
ประเภทกําหนดการพันธุกรรมดวยเทคนิคการเลือกคุณลักษณะ และสุดทายจะนําเสนอวิธีการ
สรางกลุมกอนตัวจําแนกประเภทกําหนดการพันธุกรรมสําหรับการจําแนกประเภทขอมูลไมโคร
อารเรย ซึ่งไดแสดงรายละเอียดในบทที่ 5 สวนในบทที่ 6 จะเปนการสรุปผลการวิจัยและ
ขอเสนอแนะ 
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1.7 ผลงานตพีิมพ 

 บทความที่ไดรับการตีพิมพในงานประชุมวิชาการระดับนานาชาต ิ

1. Hengpraprohm S. and Chongstitvatana P., "Diffuse Large B-Cell Lymphoma 
Classification Using Genetic Programming Classifier", 2005 IEEE Symposium on 
Computational Intelligence in Bioinformatics and Computational Biology, November 14-
15, 2005, La Jolla, CA, USA, pp. 333-338. 

 2. Hengpraprohm S. and Chongstitvatana P., "Discovering an Optimal Feature 
Set of Microarray Data for Cancer Classification Using Perceptron Learning Rule with 
SNR Ranking", International conference on Software Knowledge Information 
Management and Applications, December 12-15, 2006, Chiang Mai, Thailand, pp. 159-
164. 

 3. Hengpraprohm S. and Chongstitvatana P., " Selecting Informative Genes from 
Microarray Data for Cancer Classification with Genetic Programming Classifier Using K-
Means Clustering and SNR Ranking", Frontiers in the Convergence of Bioscience and 
Information Technologies, October 11-13, 2007, Jeju Island, Korea, pp. 211-218. 

 4. Hengpraprohm S. and Chongstitvatana P., "A Genetic Programming 
Ensemble Approach to Cancer Microarray Data Classification", The 3th International 
Conference on Innovative Computing, Information and Control, June 18- 20, 2008, 
Dalian, China. pp.340. 

 

บทความที่ไดรับการตอบรับใหตีพิมพในวารสารวิชาการระดับนานาชาติ 

1. Hengpraprohm S. and Chongstitvatana P., "Feature Selection by Weighted-
SNR for Cancer Microarray Data Classification", International Journal of Innovative 
Computing Information and Control, Vol. 5, No. 12, December, 2009. 
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บทที่  2 

ทฤษฎีที่เก่ียวของ 

 

2.1 ไมโครอารเรย (Microarray) 

 ไมโครอารเรย เปนเทคนิคที่ใชในการศึกษารูปแบบการแสดงออกของยีนของสิ่งมีชีวิต 
หลาย ๆ ยีนในเวลาเดียวกัน เพื่อใหเขาใจกลไกการทํางานของสิ่งมีชีวิตในระดับโมเลกุล การ
แสดงออกของยีน หมายถึง ความสามารถในการถอดรหัส (Transcription) ขอมูลทางพันธุกรรมที่
บรรจุไวใน DNA ภายในนิวเคลียส (Nucleus) ใหกลายเปน mRNA ซึ่งจะถูกแปลรหัส 
(Translation) เพื่อสรางเปนโปรตีนที่ทําหนาที่ตาง ๆ ภายในเซลล (Cell) 

 DNA เปนสารพันธุกรรมซึ่งมีโครงสรางเปนสารประเภทเบส (Base) 4 ชนิด ประกอบดวย 
adenine (A), cytosine (C), guanine (G) และ thymine (T) เรียงตอกันเปนสายยาว ซึ่งตาม
ปรกติสาย DNA จะมีอยู 2 สายพันกันเปนเกลียวคู โดยเบสแตละตัวจะจับกับคูของมันอยาง
เฉพาะเจาะจง กลาวคือ A จะจับคูกับ T และ C จะจับคูกับ G เสมอ โครงสรางของ DNA แสดงดัง
รูปที่ 2.1 เมื่อ DNA ถูกถอดรหัสมาเปน RNA ซึ่งมีโครงสรางคลายคลึงกับ DNA แตจะมีอยูเพียง
สายเดียวไมจับตัวกันเปนเกลียวคู สาย RNA นี้จะถูกแปลรหัสเพื่อสรางเปนกรดอะมิโน (Amino 
Acids) ซึ่งมีอยูทั้งหมด 20 ชนิด โดยลําดับเบสของ RNA 3 ตัว จะรวมกันเรียกวา โคดอน (Codon) 
เพื่อสรางเปนกรดอะมิโนขึ้นมา 1 ชนิด ดังนั้นสาย RNA 1 สาย ก็จะทําการสรางชุดลําดับของ
กรดอะมิโนขึ้นมา 1 ชุด ซึ่งประกอบกันเปนโปรตีน ภาพรวมของกระบวนการสังเคราะหโปรตีนจาก 
DNA แสดงดังรูปที่ 2.2 

 ขอมูลไมโครอารเรยถูกสรางมาจากการจับคูกัน (Hybridization) ของชิ้นสวน DNA 
ตัวอยางที่ตองการศึกษาโดยทําการติดฉลากดวยสารเรืองแสง (Fluorescent) สีแดง (แทนดวย 
Cy5) กับช้ินสวน DNA ควบคุมที่ติดฉลากดวยสารเรืองแสงสีเขียว (แทนดวย Cy3) ในปริมาณที่
เทากันจัดเรียงเปนแถวเปนแนว (Array) บนแผนสไลดดวยเครื่องจักรกล (ตัวอยางเครื่องจักรกล 
แสดงดังรูปที่ 2.3) จากนั้นจะทําการวัดปริมาณของสารเรืองแสงแตละสีดวยเครื่องสแกน (ตัวอยาง
เครื่องสแกนและผลลัพธแสดงดังรูปที่ 2.4) 
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รูปที่ 2.1 โครงสราง DNA  

(ที่มา: ยงยทุธ ยุทธวงศ และคณะ, 2545 : 3) 

 
รูปที่ 2.2 หลกัการกลาง (Central Dogma) ของชีววทิยาระดับโมเลกลุ  

(ที่มา: ยงยทุธ ยุทธวงศ และคณะ, 2545 : 5) 
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รูปที่ 2.3 เครื่อง Stealth Printhead (SPH48) พรอมดวยหวัพมิพ 48 หวั 

(ที่มา: http://www.euro-bio-net.com) 

 

   
รูปที่ 2.4 (ซาย) เครื่อง InnoScan 700 AL (ที่มา: http://www.innopsys.fr) 

(ขวา) ผลลัพธที่ไดจากการสแกนดวยเครื่องสแกนไมโครอารเรย 

  

ผลลัพธที่ไดจากการสแกนจะถูกนํามาคํานวณเพื่อใชเปนคาการแสดงออกของยีนดวย
วิธีการบางอยาง วิธีการที่นิยมใชไดแกการหาอัตราสวนล็อก (log ratio) ซึ่งคํานวณไดดังนี้ 

 )3(
)5(log2 CyInt

CyIntออกของยีนคาการแสดง =  (2.1) 

 โดยที่ Int(Cy5) และ Int(Cy3) คือ ปริมาณความเขมขนของสารเรืองแสงสีแดงและสาร
เรืองแสงสีเขียวหลงัจากการสแกนดวยเครือ่งสแกนไมโครอารเรยของแตละจุด 
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 ภาพรวมของกระบวนการสรางขอมูลไมโครอารเรยแสดงดังรูปที่ 2.5 

 
รูปที่ 2.5 ภาพรวมของกระบวนการสรางขอมูลไมโครอารเรย 

 

2.2 กําหนดการพันธุกรรม (Genetic Programming) 

กําหนดการพันธุกรรม เปนวิธีการคนหาคําตอบที่คิดคนโดย Koza (1992) ซึ่งถูกพัฒนามา
จากข้ันตอนวิธีพันธุกรรม (Genetic Algorithm: GA) ที่คิดคนโดย Holland (1975) โดยจําลอง
แบบมาจากกระบวนการวิวัฒนาการของสิ่งมีชีวิต และกฎการคัดเลือกโดยธรรมชาติ ขอแตกตาง
ระหวางขั้นตอนวิธีพันธุกรรมและกําหนดการพันธุกรรม คือ ลักษณะการแทนคําตอบ โดยขั้นตอน
วิธีพันธุกรรมจะแทนคําตอบอยูในรูปสายอักขระ (String) ที่มีขนาดคงที่ ในขณะที่กําหนดการ
พันธุกรรมจะแทนคําตอบอยูในรูปโปรแกรมคอมพิวเตอร ซึ่งแทนดวยโครงสรางตนไม ทําใหขนาด
ของคําตอบมีความยืดหยุนมากขึ้น 

 ข้ันตอนการคนหาคําตอบดวยวิธีกําหนดการพันธุกรรม จะแบงออกเปนขั้นตอนหลัก ๆ คือ 
การสรางประชากรของผลเฉลยเริ่มตน การประเมินคาความเหมาะ (Fitness Value) ของผลเฉลย 
การสรางประชากรของผลเฉลยรุนใหม และการหาคําตอบ ซึ่งแสดงในรูปของผังงาน (Flowchart) 
ดังรูปที่ 2.6 และรายละเอียดของแตละขั้นตอนเปนดังนี้ 
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รูปที่ 2.6 ผังงานของกําหนดการพนัธุกรรม 

 

2.2.1 การสรางประชากรของผลเฉลยเริ่มตน 

การสรางประชากรของผลเฉลยเริ่มตน เปนการสรางผลเฉลย (Solution) เร่ิมตนที่เปนไป
ไดแบบสุม โดยแตละผลเฉลยจะประกอบดวยฟงกชัน (Function) และ เทอรมินอล (Terminal) 
ฟงกชัน หมายถึง ฟงกชันตาง ๆ ที่ใชกับเทอรมินอลในผลเฉลย ซึ่งอาจจะเปนฟงกชัน ทาง
คณิตศาสตร เชน บวก ลบ SIN COS ฟงกชันทางตรรกศาสตร เชน OR AND IF-OR IF-AND หรือ

เร่ิมตน 

สรางประชากรของผลเฉลยเริ่มตน 

ประเมินความเหมาะของผลเฉลยแตละตัว 

ตรวจสอบเงื่อนไขการ
สิ้นสุดการทํางาน 

แสดงคาํตอบ 

จบ 

ปรับปรงุคําตอบดวยตัวดําเนินการ
ทางพันธุกรรม 

- การสืบพันธุ 
- การไขวเปล่ียน 
- การกลาย 

ใช ไมใช 
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เปนฟงกชันที่นิยามขึ้นสําหรับปญหานั้น ๆ สวน เทอรมินอล หมายถึง เซตของปจจัยที่เปนอิสระแก
กันสําหรับปญหานั้น ๆ อาจเปนคาคงที่ ตัวแปร หรือคําสั่งที่มีผลกระทบโดยตรงกับปญหานั้น 
ตัวอยางเชน คําสั่งควบคุม หรือ คําสั่งในการตรวจรู (Sensing) เปนตน 

ตัวอยางเชน หากกําหนดให เซตของฟงกชัน แทนดวย F และ เซตของเทอรมินอล แทน
ดวย T โดยกําหนดให F = {+, –, ×, ÷} และ T = {0..9, x, y} ดังนั้น การสรางผลเฉลยเริ่มตน จะ
ทําการสุมเลือกฟงกชันจากเซตของฟงกชัน และทําการสุมเลือกเทอรมินอลจากเซตของเทอรมินอล
มาใสเปนสวนของอารกิวเมนต (Argument) ใหกับฟงกชันที่สุมไดตามจํานวนอารกิวเมนตที่
ฟงกชันนั้นตองการ เชน หากสุมได × (คูณ) จากเซตของฟงกชัน และ 1 กับ y จากเซตของ
เทอรมินอล จะไดโครงสรางของผลเฉลย แสดงดังรูปที่ 2.7 (ก) จากนั้นจะทําการสุมตําแหนงโนดใบ 
(Leaf Node) และสุมใสฟงกชันและเทอรมินอลไปเร่ือย ๆ จนไดขนาดของ ผลเฉลยเริ่มตนตามที่
ตองการ โดยอาจกําหนดขนาดของผลเฉลยเปนจํานวนโนด หรือเปน ความสูงหรือความลึกของ
ตนไมก็ได รูปที่ 2.7 (ข) แสดงผลเฉลยที่มีขนาด 5 โนด ที่แทนนิพจนเชิงสัญลักษณ (Symbolic 
Expression) ของ (y+1)x 

 
รูปที่ 2.7 โครงสรางตนไมของผลเฉลย 

 

จากขั้นตอนนี้จะไดกลุมของผลเฉลยจํานวนหนึ่งตามจํานวนประชากร (Population) ที่ได
กําหนดไว ซึ่งจะมีลักษณะที่แตกตางกันไปตามการสุม 

 

× 

1 y 

× 

+ x 

y 1 

(ก) โครงสรางผลเฉลยของ 1y (ข) โครงสรางผลเฉลยขนาด 5 โนด ของ (y+1)x 
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2.2.2 การประเมินคาความเหมาะของผลเฉลย 

ในขั้นตอนนี้ จะเปนการวัดคาความเหมาะ (Fitness Value) ของผลเฉลยแตละตัวโดยใช
ฟงกชันความเหมาะ (Fitness Function) ที่ถูกกําหนดขึ้นมาตามความเหมาะสมกับแตละปญหา 
เพื่อหาผลเฉลยที่ดีที่จะใชเปนคําตอบ หรือนําไปสรางประชากรของผลเฉลยรุนใหมตอไป การ
นิยามฟงกชันความเหมาะเปนสวนที่ยากและสําคัญสําหรับวิธีกําหนดการพันธุกรรม 

คาความเหมาะนี้จะใชเปนเกณฑในการตัดสินวาผลเฉลยตัวใดมีความสามารถในการ
แกปญหาและสมควรที่จะถูกคัดเลือกใหอยูรอดและขยายพันธุตอไป โดยการประเมินคาความ
เหมาะของผลเฉลยนี้ จะนําผลเฉลยแตละตัวไปทดสอบแกปญหาที่กําหนด แลวใชฟงกชันความ
เหมาะวัดคาความเหมาะของผลเฉลยเหลานั้น ซึ่งจะไดคาความเหมาะหรือประสิทธิภาพในการ
แกปญหาของผลเฉลยแตละตัว 

2.2.3 การสรางประชากรของผลเฉลยรุนใหม 

หลังจากทําการประเมินคาความเหมาะของผลเฉลยแลว ก็จะทําการคัดเลือกผลเฉลยตาม
ความเหมาะเพื่อนํามาสรางประชากรของผลเฉลยรุนใหม โดยอาศัยตัวดําเนินการทางพันธุกรรม 
(Genetic Operator) ซึ่งไดแก การสืบพันธุ (Reproduction) การไขวเปลี่ยน (Crossover) และ 
การกลาย (Mutation) ซึ่งมีรายละเอียดดังตอไปนี้ 

การสืบพันธุ: เปนการคัดลอกผลเฉลยที่มีคาความเหมาะสูงจากประชากรของผลเฉลยรุน
เดิมมาสรางเปนประชากรของผลเฉลยรุนใหม โดยไมมีการเปลี่ยนแปลงโครงสรางใด ๆ ของผล
เฉลยนั้น 

การไขวเปลี่ยน: เปนการสรางประชากรของผลเฉลยรุนใหม โดยการสุมเลือกผลเฉลยจาก
ประชากรของผลเฉลยรุนเดิมมาครั้งละ 2 ตัว ตามความเหมาะ เพื่อนํามาเปนพอแม (Parent) 
จากนั้นจะทําการสุมตําแหนงที่จะใชสําหรับการไขวเปลี่ยนของพอแม และทําการสลบัโครงสราง ณ 
ตําแหนงจุดที่สุมได ซึ่งจะไดลูก (Children หรือ Offspring) จํานวน 2 ตัว เปนประชากรของผล
เฉลยรุนใหม รูปที่ 2.8 (ก) แสดงถึงผลเฉลย 2 ตัว ที่ถูกคัดเลือกเพื่อนํามาเปนพอแม เสนประแสดง
ถึงตําแหนงที่สุมไดที่จะใชในการไขวเปลี่ยน และรูปที่ 2.8 (ข) แสดงถึงผลเฉลยลูกที่เกิดจากการ
ไขวเปลี่ยน 
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รูปที่ 2.8 วิธีการไขวเปลี่ยน 

 

การกลาย: เปนการสรางประชากรของผลเฉลยรุนใหม โดยการสุมเลือกผลเฉลยจาก
ประชากรของผลเฉลยรุนเดิม มาครั้งละ 1 ตัว ตามความเหมาะ และทําการสุมตําแหนงที่จะทําการ
กลาย จากนั้นจึงทําการเปลี่ยนแปลงโครงสราง ณ ตําแหนงที่สุม ดวยโครงสรางอื่นที่สรางขึ้นมา
แบบสุมเชนกัน รูปที่ 2.9 (ซาย) แสดงผลเฉลยที่ถูกคัดเลือกมาเพื่อทําการกลาย และ (ขวา) 
แสดงผลเฉลยที่เกิดจากการกลาย เสนประแสดงตําแหนงที่สุมไดที่จะทําการกลาย 

ในขั้นตอนการสรางประชากรของผลเฉลยรุนใหมนี้ จะทําการสรางประชากรของผลเฉลย
รุนใหม ดวยตัวดําเนินการทางพันธุกรรม โดยจะใชอัตรา (Rate) ตามที่กําหนด เชน ใชอัตราการ
สืบพันธุ 10% อัตราการไขวเปลี่ยน 89% และอัตราการกลาย 1% เปนตน จนไดจํานวน ประชากร

− 

÷ 5 

x 9 

× 

y + 

3 x 

(ก) ผลเฉลย 2 ตัวทีถู่กเลือกเพื่อนาํมาเปนพอแม 

− 

÷ 5 

x 9 

× 

y + 

3 x 

(ข) ผลเฉลยทีเ่กิดจากการไขวเปลี่ยน 
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ครบตามที่ตองการ จากนั้นก็จะกลับไปทําในขั้นการประเมินคาความเหมาะของผลเฉลย และการ
สรางประชากรของผลเฉลยรุนใหมซ้ําตอไปเร่ือย ๆ จนกระทั่งพบคําตอบ หรือครบตามจํานวนรุน 
(Generation) ที่กําหนด 

 
รูปที่ 2.9 วิธีการกลาย 

 

2.2.4 การหาคําตอบ 

กําหนดการพันธุกรรมสวนใหญจะใชกับปญหาที่มีไดหลายคําตอบ เพราะฉะนั้นคําตอบที่
ไดจากกําหนดการพันธุกรรม จะเปนผลเฉลยที่ใหคาความเหมาะดีที่สุด หลังผานกระบวนการสราง
ประชากรของผลเฉลยรุนใหมจนครบตามจํานวนรุนที่กําหนด 

 

2.3 การจําแนกประเภทขอมูล (Data Classification) 

 การจําแนกประเภทขอมูล เปนการเรียนรูแบบมีผูสอน (Supervised Learning) โดย
วัตถุประสงคเพื่อกําหนดประเภทขอมูลใหกับขอมูลใหม ๆ ที่ยังไมรูประเภท โดยใชลักษณะของชุด
ขอมูลที่มีอยูซึ่งเปนชุดขอมูลที่รูประเภทแลว เทคนิคพื้นฐานที่นิยมนํามาใชสําหรับการจําแนก
ประเภทขอมูล ไดแก 

 2.3.1 ตนไมตัดสินใจ (Decision Tree) 

 ตนไมตัดสินใจ (Quinlan 1986) เปนตัวแบบทางคณิตศาสตรที่ใชจําแนกประเภทขอมูล 
โดยพิจารณาจากคุณลักษณะของขอมูล ซึ่งคาของคุณลักษณะเหลานี้จะอยูในรูปของคาที่ไม
ตอเนื่อง (Discrete Value) เชน เพศ คณะวิชา สีผม เปนตน 

− 

÷ 5 

x 9 

− 

÷ × 

x 9 x 1 
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 ในการเรียนรูจะแทนความรูในรูปแบบโครงสรางตนไม โดยมีโนดภายใน (Inner Node) 
เปนชื่อของคุณลักษณะตาง ๆ ของชุดขอมูลที่นํามาเรียนรู แตละโนดภายในตนไมจะมีกิ่ง 
(Branch) เทากับจํานวนคาที่เปนไปไดสําหรับคุณลักษณะนั้น ๆ สวนโนดใบจะเปนประเภทที่
เปนไปไดของขอมูล ตัวอยางตนไมตัดสินใจ แสดงดังรูปที่ 2.10 ซึ่งจากรูปแสดงตัวอยางตนไม
ตัดสินใจสําหรับจําแนกประเภทผลลัพธของการอาบแดด โดยคุณลักษณะที่ใชมี 2 คุณลักษณะ 
คือ สีผม (hair color) ซึ่งมีคาที่เปนไปได 3 คา (blonde, red และ brown) และ การใชโลชัน 
(lotion used) ซึ่งมีคาที่เปนไปได 2 คา (yes และ no) สวนผลลัพธของการจําแนกประเภทจะ
ประกอบดวย 2 ประเภท คือ ผิวไหม (sunburned) และ ไมเปนอะไร (none)  

 

 
รูปที่ 2.10 ตัวอยางตนไมตัดสินใจ 

(ที่มา: บุญเสริม กิจสิริกุล, 2546 : 154) 

 

จากรูปที่ 2.10 จะแทนกฎการจําแนกประเภท ดังนี้ 

 IF <hair color> = blonde and <lotion used> = no THEN sunburned 
 IF <hair color> = blonde and <lotion used> = yes THEN none 
 IF <hair color> = red THEN sunburned 
 IF <hair color> = brown THEN none 

ข้ันตอนการเรียนรูสําหรับตนไมตัดสินใจ แสดงดังรูปที่ 2.11 
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รูปที่ 2.11 ข้ันตอนการเรียนรูของตนไมตัดสินใจ 

 

 2.3.2 เครือขายใยประสาทเทียม (Artificial Neural Networks) 

 เครือขายใยประสาทเทียม (Bishop, 1995) เปนการจําลองการทํางานของเซลลประสาท
ในสมองของมนุษย ซึ่งประกอบดวยนิวเคลียส ตัวเซลล ใยประสาทนําเขา (dendrite) และแกน
ประสาทนําออก (Axon) ซึ่งแสดงดังรูปที่ 2.12 การจําลองการคํานวณดวยคอมพิวเตอรจะแทนให
อยูในรูป Perceptron ซึ่งแสดงดังรูปที่ 2.13 

ตนไมตัดสนิใจ (Decision Tree) 
ขอมูลนําเขา: ชุดขอมูลสอน x(a1, a2, …, an: class) 

1. ทดสอบคุณลักษณะของขอมูลดวยคา Information Gain (IG) ซ่ึงคํานวณได
จาก 

∑
∈

−=
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||
||)(),(

AValuesv
v

v SEntropy
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SSEntropyASGain  

  โดยที่     ∑
=

−=
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i
ii ppSEntropy

1
2log)(  

  S คือ เซตของขอมูลทั้งหมดที่ใชในการทดสอบ 
  Sv คือ เซตยอยของ S ที่คุณลักษณะ A ของขอมูลมีคาเทากับ v 
  Values(A) คือ คาที่เปนไปไดของคุณลักษณะ A 
  Entropy(S) คือ คาความไรระเบียบของขอมูลในเซต S 
  c คือ ประเภท (class) ของขอมูลที่เปนไปได 
  pi คือ คาความนาจะเปนของขอมูลที่จะอยูในประเภท i 

2. เลือกคุณลักษณะที่ใหคา IG สูงที่สุดมาสรางเปนโนดราก (Root Node) 
3. ขณะที่ Entropy(Sv) ของกิ่งใด ๆ ที่ยังไมเทากับ 0 ใหนําคุณลักษณะที่เหลือมา
ทดสอบและเลอืกคุณลักษณะที่ใหคา IG สูงที่สุดมาแตกเปนกิ่งของตนไมตอไป
เร่ือย ๆ 

ผลลัพธ: ตนไมตัดสินใจ 
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รูปที่ 2.12 โครงสรางเซลลประสาท 

(ที่มา: บุญเสริม กิจสิริกุล, 2546 : 169) 

 
รูปที่ 2.13 โครงสราง Perceptron 

(ที่มา: บุญเสริม กิจสิริกุล, 2546 : 169) 

 

การเรียนรูของ Perceptron จะเริ่มจากการอานขอมูลสอนเขามาทีละตัว จากนั้นจะทําการ
หาคาผลรวมของคุณลักษณะตาง ๆ (xi) ถวงดวยน้ําหนัก (wi) ซึ่งถาคาผลรวมนั้นมากกวาคาขีด
แบง (threshold) ที่กําหนด จะใหผลลัพธที่ไดเปน 1 แตถาไมใชจะกําหนดใหผลลัพธเปน 0 จากนั้น
จะทําการเปรียบเทียบผลลัพธที่ไดจาก Perceptron กับผลลัพธที่แทจริงของขอมูล ถาผลลัพธไม
ตรงกันก็จะทําการปรับคาของน้ําหนักใหม หลังจากนั้นก็จะทําการอานขอมูลสอนตัวตอไปแลวทํา
การเปรียบเทียบคาและปรับน้ําหนัก วนซ้ําไปเรื่อย ๆ จนกระทั่ง Perceptron ใหผลลัพธที่ตรงกับ
ขอมูลสอนทุกตัว ข้ันตอนการเรียนรูสําหรับ Perceptron แสดงดังรูปที่ 2.14 
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รูปที่ 2.14 ข้ันตอนการเรียนรูสําหรับ Perceptron 

 สําหรับเครือขายใยประสาทเทียมนั้นจะเปนการนํา Perceptron หลาย ๆ ตัวมาเรียงตอกัน
เปนชั้น ๆ เรียกวา Mutilayer Perceptron แสดงดังตัวอยางในรูปที่ 2.15  โดยที่แตละโนดจะ
หมายถึง Perceptron แตละตัว 

 
รูปที่ 2.15 โครงสราง Multilayer Perceptron 

(ที่มา: บุญเสริม กิจสิริกุล, 2546 : 184) 

Perceptron Learning Rule 
ขอมูลนําเขา: ชุดขอมูลสอน x(x1, x2, …, xn: class), น้ําหนักเริ่มตน (wi), คาอัตราการ
เรียนรู (Learning Rate: η), จํานวนรอบสูงสุด 

1. อานขอมูลสอนมาทีละตัว 

 1.1 หาคา  ∑
=

n

i
ii wx

0
)(  

 1.2 กําหนดให 

 
1.3 ถา Output ที่ไดจาก Perceptron (o) ไมตรงกับ class ของขอมูล (t) 

ใหปรับน้ําหนกัแตละตวั (wi) ตามสมการ 
    iii www ∆+←  
   โดยที่ ii xotw )( −=∆ η  

2. วนทําซํ้าจนกระทั่งไมมีการปรับน้ําหนักหรือครบจํานวนรอบสูงสุดที่กําหนด 
ผลลัพธ: เวกเตอรของน้ําหนัก (wi) 
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2.4 การจัดกลุมขอมลู (Data Clustering) 

 การจัดกลุมขอมูล เปนการเรียนรูแบบไมมีผูสอน (Unsupervised Learning) โดยมี
วัตถุประสงคเพื่อจัดขอมูลที่มีลักษณะคลายกันใหอยูในกลุมเดียวกัน ซึ่งขอมูลที่จะนํามาใชสําหรับ
การจัดกลุมจะไมมีตัวบงบอกวาขอมูลตัวนั้น ๆ จะอยูในกลุมใด เทคนิคพื้นฐานที่นิยมใชในการจัด
กลุมขอมูล ไดแก 

 

2.4.1 การจัดกลุมแบบ K-Means 

การจัดกลุมขอมูลแบบ K-Means (MacQueen, 1967) จะเริ่มดวยการกําหนดจํานวน
กลุม จากนั้นจะทําการกําหนดเซนทรอยด (Centroid) ของแตละกลุมแบบสุม และทําการจัดขอมูล
แตละตัวเขาไปในกลุมที่มีระยะหางระหวางเซนทรอยดกับขอมูลตัวนั้นนอยที่สุด โดยใชฟงกชันการ
วัดความเหมือนใด ๆ ซึ่งฟงกชันที่นิยมใชที่เปนพื้นฐานมากที่สุดตัวหนึ่ง ไดแก การวัดระยะหาง
แบบยูคลิเดียน (Euclidean Distance) ซึ่งคํานวณไดจากสมการ 

 

 ),( ji xxdist = ∑
=

−
d

k
kjki xx

1

2
,, )(  (2.2) 

โดยที่  dist(xi, xj)  คือ ระยะหางระหวางตวัอยาง xi กับตัวอยาง xj  
d  คือ จํานวนคุณลักษณะทัง้หมดของตัวอยาง 
xi,k  คือ คุณลักษณะตัวที ่k ของตัวอยาง xi 

 

 หลังจากจัดกลุมขอมูลใหกับตัวอยางจนครบทุกตัวแลว คาเซนทรอยดของกลุมจะถูก
คํานวณใหมโดยใชขอมูลตัวอยางในกลุมของตัวเอง และจะทําการจัดกลุมใหกับขอมูลตัวอยางแต
ละตัวใหม ซึ่งจะทําเชนนี้ซ้ําไปเร่ือย ๆ จนกระทั่งพบเงื่อนไขของการสิ้นสุด เชน สมาชิกของแตละ
กลุมไมมีการเปลี่ยนแปลง หรือ ครบตามจํานวนรอบสูงสุดที่กําหนด ข้ันตอนวิธีการจัดกลุมขอมูล
แบบ K-Means แสดงดังรูปที่ 2.16 
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รูปที่ 2.16 ข้ันตอนการจัดกลุมขอมูลแบบ K-Means 

 

2.4.2 การจัดกลุมแบบ Fuzzy c – Means 

เปนการจัดกลุมขอมูลโดยใชหลักการหลักการของความคลุมเครือ (Fuzzy) (Bezdek, 
1981) โดยขั้นตอนวิธี จะพยายามลดคา Jm ในสมการที่ 2.3 โดยที่ µij คือความเปนสมาชิก
คลุมเครือ (Fuzzy Membership) และ Vi คือเซนทรอยดของกลุม 
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A คือ เมตริกขนาด p×p โดยที่ p คือมิติของตัวอยาง Xj (j=1,2,…,n), c คือจํานวนกลุม, n 
คือจํานวนตัวอยาง และ m>1 คือ ดัชนีความคลุมเครือ (fuzziness index) ข้ันตอนวิธีการจัดกลุม
แบบ Fuzzy c-Means แสดงดังภาพที่ 2.17 

การจัดกลุมขอมูลแบบ K-Means 
ขอมูลนําเขา: ชุดขอมูลสอน x(a1, a2, …, an), ฟงกชันวดัความเหมือน, จํานวนรอบ 

1. กําหนดจํานวนกลุม K 
 2. กําหนดเซนทรอยดของแตละกลุมแบบสุม 
 3. เร่ิมทําซํ้า 

3.1 คํานวณความเหมือนของตัวอยางแตละตัวกับเซนทรอยดของแตละ 
     กลุมดวยฟงกชันวดัความเหมือน 
3.2 กําหนดใหตัวอยางแตละตัวเปนสมาชิกของกลุมที่มีความเหมือนกับ 
     เซนทรอยดของกลุมนั้นมากที่สุด 

       3.3 คํานวณคาเซนทรอยดของแตละกลุมใหมดวยขอมูลสมาชิกของกลุม 
     นั้น ๆ 

4. วนทําซํ้าจนกระทั่งพบเงื่อนไขการสิ้นสุด 
ผลลัพธ: สมาชิกของแตละกลุม 
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รูปที่ 2.17 ข้ันตอนวิธีการจัดกลุมขอมูลแบบ Fuzzy c-Means 

 

2.5 การเลือกคุณลกัษณะ (Feature Selection) 

การวิเคราะหขอมูลที่มีมิติจํานวนมากนั้น ถือเปนเรื่องยากและมีความซับซอนสูง ข้ันตอน
วิธีสําหรับการเรียนรูที่จะนํามาใชจัดการกับขอมูลเหลานี้จะตองใชทรัพยากรทั้งในดานการคํานวณ
และการใชหนวยความจําจํานวนมาก ในขณะที่ประสิทธิภาพของกระบวนการเรียนรูอาจลดลง
เนื่องจากอาจมีสัญญาณรบกวน (Noise) ในขอมูลที่เกิดจากมิติที่ไมเกี่ยวของกับการวิเคราะห
ขอมูลนั้น ๆ ดังนั้น เพื่อแกปญหาดังกลาว มิติของขอมูลเหลานั้นจะตองถูกลดจํานวนลงดวยวิธีการ
เลือกคุณลักษณะที่สําคัญสําหรับการวิเคราะหขอมูล 

การเลือกคุณลักษณะอาจแบงประเภทตามวิธีการในการเลือกคุณลักษณะ เปน 3 ประเภท 
ไดแก Embedded, Wrapper และ Filter (Molina et al., 2002) ซึ่งมีรายละเอียดดังตอไปนี้ 

 

การจัดกลุมขอมูลแบบ Fuzzy c-Means 
ขอมูลนําเขา: ชุดขอมูลสอน x(a1, a2, …, an), จํานวนกลุม c 

1. กําหนดคาเริ่มตนของ µ
ij 
ของ Xj สําหรับกลุม i ดังนี้ 
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 2. คํานวณเซนทรอยดคลุมเครือ (fuzzy centroid) ดังนี ้
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 3. ปรับปรุงคาความเปนสมาชิกคลุมเครือ ดังนี ้
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 4. กลับไปทําซ้ําขอ 2 และ ขอ 3 จนกระทั่งคา Jm ไมลดต่ําลง 
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2.5.1 การเลือกคุณลักษณะแบบ Embedded 

การเลือกคุณลักษณะแบบ Embedded จะเกิดขึ้นโดยขั้นตอนวิธีสําหรับการเรียนรูเอง ซึ่ง
ข้ันตอนวิธีเหลานี้จะมีการเลือกคุณลักษณะที่เหมาะสมสําหรับการสรางแบบจําลองในการ
แกปญหาตาง ๆ โดยไมจําเปนตองเพิ่มข้ันตอนวิธีในการเลือกคุณลักษณะอื่น ๆ เขามาชวย 
ตัวอยางของขั้นตอนวิธีสําหรับการเรียนรูที่มีการเลือกคุณลักษณะแบบ Embedded ไดแก ตนไม
ตัดสินใจ และ กําหนดการพันธุกรรม  

 

2.5.2 การเลือกคุณลักษณะแบบ Wrapper 

การเลือกคุณลักษณะแบบ Wrapper จะเปนขั้นตอนกระบวนการหนึ่งสําหรับคัดเลือกเซต
ยอยจากคุณลักษณะทั้งหมดของขอมูล โดยจะเนนที่กระบวนการคนหาเซตยอยของคุณลักษณะที่
เหมาะสมกับข้ันตอนวิธีการเรียนรูวิธีใดวิธีหนึ่งโดยเฉพาะ ดังนั้นวิธีการเลือกคุณลักษณะแบบนี้ ถือ
ไดวาจะเปนการเพิ่มประสิทธิภาพของขั้นตอนวิธีการเรียนรูไดดีที่สุด แตขอเสียที่สําคัญสําหรับ
วิธีการนี้ คือ จะตองใชเวลาในการเรียนรูมาก และเซตยอยของคุณลักษณะที่เลือกได จะเหมาะกับ
วิธีการเรียนรูแบบหนึ่ง ซึ่งอาจไมเหมาะกับวิธีการเรียนรูแบบอ่ืน ๆ และปญหาที่สําคัญอีกประการ
หนึ่งคือ อาจเกิดปญหา Overfitting ได (Kohavi and Sommerfield, 1995) ตัวอยางของวิธีการ
เลือกคุณลักษณะแบบ Wrapper เชน การใชข้ันตอนวิธีพันธุกรรม (Genetic Algorithm) เพื่อ
คนหาเซตของคุณลักษณะที่เหมาะสมกับข้ันตอนวิธีการเรียนรูใด ๆ (Vafaie and De Jong, 1992) 
ภาพรวมของการเลือกคุณลักษณะแบบ Wrapper แสดงดังรูปที่ 2.18 

 

2.5.3 การเลือกคุณลักษณะแบบ Filter 

การเลือกคุณสมบัติแบบ Filter จะเปนการประเมินประสิทธิภาพของคุณลักษณะของ
ขอมูลแตละตัววามีความเหมาะสมกับการวิเคราะหขอมูลมากนอยเพียงใด โดยไมข้ึนกับขั้นตอนวธิี
ของการเรียนรูแบบใดแบบหนึ่ง การเลือกคุณลักษณะแบบนี้จะทําการจัดลําดับ (Ranking) ตาม
ความสําคัญของคุณลักษณะแตละตัว และเลือกคุณลักษณะที่มีระดับความสําคัญสูงสุดตาม
จํานวนที่ผูใชระบุ หรืออาจระบุเปนคาขีดแบง (Threshold) ของคุณลักษณะที่จะเลือกก็ได ขอดี
ของการเลือกคุณลักษณะแบบนี้ คือ การประมวลผลที่รวดเร็ว และไมข้ึนกับขั้นตอนวิธีการเรียนรู
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แบบใด ๆ แตขอเสียที่สําคัญก็คือ จํานวนคุณลักษณะ หรือ คาขีดแบงที่เหมาะสมนั้น ไมสามารถ
ทราบได 

 

 
รูปที่ 2.18 ภาพรวมของการเลือกคุณลักษณะแบบ Wrapper 

 

การเลือกคุณลักษณะแบบ Filter ที่เปนที่นิยมใช ไดแก 

 

ก) Signal-to-Noise Ratio (SNR)  

SNR เปนวิธีการทางสถิติเพื่อวัดประสิทธิภาพของคุณลักษณะในการจําแนกประเภท
ขอมูลจากขอมูลกลุมหนึ่งออกจากขอมูลกลุมอ่ืน ๆ (Slonim et al., 2000) การคํานวณหาคา SNR 
แสดงดังสมการที่ 2.5 

 

 
ขอมูล การเลือกคุณลักษณะ

แบบ Wrapper 

ขั้นตอนวิธีการ
เรียนรู 

เซตยอยของคณุลักษณะ
ของขอมูล 

สิ้นสุด ? 

หาเซตยอยของ
คุณลักษณะชดุใหม 

ไมใช 

ใช 

เซตยอยของคณุลักษณะของขอมูล 
+ 

แบบจําลองที่ไดจากขั้นตอนวิธีการเรียนรู 

คุณลักษณะ
ทั้งหมดของ

ขอมูล 
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=F  (2.5) 

โดยที่  µ 1 และ µ 2  คือ คาเฉลี่ยของขอมูลไมโครอารเรยของกลุมที ่ 1 และ กลุมที ่ 2 
σ 1 และ σ 2  คือ คาสวนเบีย่งเบนมาตรฐานของขอมูลในแตละกลุม 

 

ข) Correlation Coefficient Analysis 

เปนการวิเคราะหความสัมพันธระหวางตัวแปร 2 ตัว โดยในปญหาการเลือกคุณลักษณะ 
จะตองมีการกําหนดตัวแปรอุดมคติ (Ideal Variable: Videal) เพื่อใชในการเปรียบเทียบ
ความสัมพันธกับตัวแปรอื่น ๆ วามีความคลายกับตัวแปรอุดมคติมากนอยเพียงใด โดยกําหนดให 
N คือจํานวนขอมูลตัวอยางทั้งหมด ประกอบดวย M ตัวแรกเปนขอมูลที่อยูในประเภทที่ 1 และ N – 
M ตัวที่เหลือเปนขอมูลที่อยูในประเภทที่ 2 จะไดวา Videal = {11,12,13,…1M,0M+1,…0N} โดยการ
เปรียบเทียบ สามารถคํานวณคา correlation coefficient (r) ไดหลายวิธี ไดแก rPearson, rEuclidean 
และ rCosine ดังนี้ 
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โดยที่ X คือตัวแปรใด ๆ และ Y คือ ตัวแปรอุดมคติ 
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ค) RELIEF 

เปนเทคนิคการเรียนรูของเครื่องที่พัฒนาโดย Kira and Rendell (1992) ที่ใชประมาณคา
ความสําคัญของตัวแปรที่สามารถจําแนกประเภทขอมูลจากประเภทหนึ่งออกจากประเภทที่เหลือ 
ข้ันตอนวิธีของ RELIEF แสดงดังรูปที่ 2.19 

 
รูปที่ 2.19 ข้ันตอนวธิี RELIEF 

 

2.6 วิธกีารแบบกลุมกอน (Ensemble Method) 

แนวคิดพื้นฐานของการใชวิธีการแบบกลุมกอนของตัวจําแนกประเภท คือ ไมมีตัวจําแนก
ประเภทเดี่ยวใด ๆ ที่มีประสิทธิภาพในทุกสภาพการณ ดังนั้นการใชกลุมกอนของตัวจําแนก
ประเภทจึงใหประสิทธิภาพที่ดีกวา โดยประสิทธิภาพที่ดีของกลุมกอนของตัวจําแนกประเภท จะ
ข้ึนอยูกับประสิทธิภาพและความหลากหลายของสมาชิกแตละตัวในกลุมกอน ซึ่งก็มีเทคนิคที่
นํามาใชในการสรางความหลากหลายของตัวจําแนกประเภทหลายวิธีการ แตวิธีการที่มี
ประสิทธิภาพที่เปนที่รูจักกันดี และไดรับความนิยม ไดแก วิธี Bagging และ AdaBoost ซึ่งมี
รายละเอียดดังนี้ 

ขั้นตอนวิธี RELIEF 
ขอมูลนําเขา: ชุดขอมูลสอน (x,y), จํานวนรอบ n 

1. กําหนดคาน้ําหนกั W[A]=0.0 
2. สําหรับแตละรอบ i=1 ถึง n 

  2.1 เลือกตัวอยาง R แบบสุม 
      2.2 หาตัวอยาง H ที่ใกลที่สุดที่เปนประเภทเดียวกับ R 
 2.3 หาตัวอยาง M ที่ใกลที่สุดที่ไมใชประเภทเดยีวกับ R 
 2.4 สําหรับแตละรอบ A=1 ถึง จํานวนคณุลักษณะ 

 2.4.1 ให W[A]=W[A]-diff(A,R,H)/n + diff(A,R,M)/n 
   โดยที่  diff(A,R,H) คือ ความแตกตางของคุณลักษณะ A ระหวางขอมูล R 

และ H (ขอมูลท่ีอยูในกลุมเดยีวกัน) 
 Diff(A,R,M) ) คือ ความแตกตางของคุณลักษณะ A ระหวางขอมูล 

R และ M (ขอมูลที่อยูคนละกลุม) 
ผลลัพธ: น้ําหนัก W[A] 
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2.6.1 Bagging (Boostrap Aggregating) 

วิธี Bagging ถูกนําเสนอโดย Breiman (1996) เปนวิธีการสรางตัวจําแนกประเภทหลาย
ตัวโดยการจัดการกับชุดขอมูลสอนที่จะนํามาใชสรางตัวจําแนกขอมูลใหมีความแตกตางกัน ทําให
เกิดความหลากหลายของตัวจําแนกประเภท ซึ่งขั้นตอนวิธี Bagging แสดงดังรูปที่ 2.20 

 
รูปที่ 2.20 ข้ันตอนวิธ ีBagging 

 

2.6.2 AdaBoost (Adaptive Boosting)  

วิธี AdaBoost เปนอีกวิธีการหนึ่งที่ไดรับความนิยมในการสรางกลุมกอนของตัวจําแนก
ประเภท ถูกเสนอโดย Yoav Freund และ Robert E. Schapire (1996) ซึ่งจะใหความสําคัญกับ
ขอมูลในชุดขอมูลสอนไมเทากัน โดยจะคํานวณความสําคัญของขอมูลจากการจําแนกประเภท
ขอมูลดวยตัวจําแนกประเภทกอนหนา ซึ่งถาขอมูลตัวใดถูกจําแนกประเภทดวยตัวจําแนกประเภท
กอนหนาไมถูกตอง จะทําการเพิ่มความสําคัญของขอมูลตัวนั้นสําหรับตัวจําแนกประเภทที่จะสราง
ตัวตอไป และในทางกลับกัน ขอมูลที่ถูกจําแนกประเภทไดถูกตอง ก็จะถูกลดความสําคัญลง โดยที่
ตัวจําแนกประเภทแตละตัวก็จะมีน้ําหนักในการออกเสียงที่ตางกัน ตามความสามารถในการ
จําแนกขอมูล ซึ่งขั้นตอนวิธี AdaBoost แสดงดังรูปที่ 2.21 

ขั้นตอนวิธี Bagging 
ขอมูลนําเขา: ชุดขอมูลสอน (x,y), ขั้นตอนวิธีทางการเรยีนรูของเครื่องจักร, จํานวนรอบ j 

1. สําหรับแตละรอบ i=1 ถึง j 
1.1 เลือกกลุมยอยของชุดขอมูลสอน (S) ขนาด N จากชดุขอมูลสอนทั้งหมด
แบบสุม 

      1.2 สรางตัวจําแนกประเภท Ci ดวยชุดขอมูล S 
2. นําตัวจําแนกประเภท Ci แตละตัวมาสรางเปนกลุมกอนของตัวจําแนกประเภท 
3. ในการจําแนกประเภทขอมูลตัวอยาง x จะใชเสยีงขางมากจากการออกเสียงของตวั 
จําแนกประเภท   Ci ทุกตัว 

ผลลัพธ: กลุมกอนของตัวจําแนกประเภท Ci ทุกตัว 
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รูปที่ 2.21 ข้ันตอนวิธ ีAdaBoost 

 

ขั้นตอนวิธี AdaBoost 
ขอมูลนําเขา: ชุดขอมูลสอน (x,y), ขั้นตอนวิธีทางการเรยีนรูของเครื่องจักร, จํานวนรอบ j 

1. กําหนดน้ําหนักใหกบัขอมูลแตละตัว Di = 1/m (m คือจํานวนขอมูลทั้งหมด) 
2. สําหรับแตละรอบ i = 1 ถึง j 

  2.1 สรางตัวจําแนกประเภท Ci  ดวยชุดขอมูลสอนและน้าํหนัก Di 
  2.2 คํานวณความผิดพลาดของ Ci จาก 

        ∑
≠

=
kki yxCk
ii kD

)(:
)(ε  (คือ ผลรวมของ Di ที่ Ci ทํานายขอมูลตัวที่ k ผิด) 

  2.3 กําหนดให )
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  2.4 ปรับปรุงน้ําหนักของตวัอยางแตละตวั จาก 
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         โดยที่ Zi คือ ปจจัยความเปนปกติ (normalization factor) 
 3. ผลการจําแนกประเภทขอมูลจะคํานวณจาก 

   ))(()(
1
∑
=

=
j

i
ii xCsignxC α  

ผลลัพธ: กลุมกอนของตัวจําแนกประเภท Ci  กับ น้ําหนกั iα  ทุกตวั 

ถา Ci(xk)  = yk 
ถา Ci(xk)  ≠ yk 
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บทที่  3 

การจําแนกประเภทขอมูลไมโครอารเรยดวยตัวจําแนกประเภทกําหนดการ
พันธุกรรม 

 

3.1 ตัวจําแนกประเภทกําหนดการพันธุกรรม 

การสรางตัวจําแนกประเภทกําหนดการพันธุกรรมนั้น ผลเฉลยจะถูกแทนใหอยูในรูปตนไม
จําแนกประเภท (Classification Tree) ซึ่งสามารถออกแบบตนไมจําแนกประเภทที่แตกตางกันได
หลายลักษณะ เชน นิพจนทางคณิตศาสตร (Hong and Cho, 2004) แสดงดังรูปที่ 3.1 (ก) นิพจน
ทางตรรกศาสตร (Freitas, 1997) แสดงดังรูปที่ 3.1 (ข) หรือ แบบผสม (Loveard and Ciesielski, 
2001) แสดงดังรูปที่ 3.1 (ค) ซึ่งขอดีของการจําแนกประเภทขอมูลดวยตัวจําแนกประเภท
กําหนดการพันธุกรรมคือ โครงสรางของกฏไมถูกกําหนดตายตัว และผลลัพธที่ไดจากการเรียนรู
สามารถนําวิเคราะหเพื่อหาความสัมพันธระหวางคุณลักษณะตาง ๆ ของขอมูลที่สงผลตอการแบง
ประเภทของขอมูล ทําใหมีการพัฒนาระบบการจําแนกประเภทขอมูลดวยวิธีกําหนดการพันธุกรรม
อยางกวางขวาง เพื่อปรับปรุงประสิทธิภาพของการจําแนกประเภทขอมูล เชน การพัฒนาระบบ
การจําแนกประเภทที่ขอมูลมีหลายกลุม (Muni et al., 2004) หรือการจําแนกประเภทที่ขอมูลมี
คุณลักษณะจํานวนมาก (Hong and Cho, 2004) 

ไดมีการศึกษาเพื่อเปรียบเทียบประสิทธิภาพของการจําแนกประเภทขอมูลดวยวิธี
กําหนดการพันธุกรรมกับวิธีการเรียนรูแบบอื่น ๆ ซึ่งผลการเปรียบเทียบก็มีทั้งที่ใหประสิทธิภาพที่
ใกลเคียง และมีทั้งที่ใหประสิทธิภาพที่ดีกวาวิธีการอื่น ๆ ดังตอไปนี้ 

Eggermont et al. (1999) ไดทําการศึกษาเพื่อเปรียบเทียบประสิทธิภาพของการจําแนก
ประเภทขอมูลดวยวิธีกําหนดการพันธุกรรม กับวิธีอ่ืน ๆ 3 วิธี ไดแก LogDisc (เปนวิธีการทาง
สถิติ) C4.5 (เปนรูปแบบหนึ่งของการเรียนรูแบบตนไมตัดสินใจ) และ Back-propagation (การ
เรียนรูแบบเครือขายใยประสาทเทียม) โดยทําการทดสอบกับชุดขอมูลทดสอบ 2 ชุด ไดแก 
Australian Credit และ Pima Indians Diabetes ซึ่งเปนชุดขอมูลเกณฑเปรียบเทียบสมรรถนะ 
สําหรับการทดสอบประสิทธิภาพของวิธีการตาง ๆ ในกลุมการเรียนรูของเครื่อง ผลเฉลยที่ใชอยูใน
รูปนิพจนทางคณิตศาสตร ผลการเปรียบเทียบแสดงดังตารางที่ 3.1 ซึ่งจากผลการเปรียบเทียบ
แสดงใหเห็นวา กําหนดการพันธุกรรมใหประสิทธิภาพที่แยที่สุดสําหรับชุดขอมูล Australian 
Credit แตสําหรับชุดขอมูล Pima Indians Diabetes ประสิทธิภาพของกําหนดการพันธุกรรมไมแย

 



 
 

31

มากนัก ผลที่ไดใกลเคียงกับประสิทธิภาพของ Back-propagation และใหผลดีกวา C4.5 เปน
อยางมาก 

 

 
รูปที่ 3.1 การแทนที่ผลเฉลยแบบตาง ๆ สําหรับตัวจาํแนกประเภทกําหนดการพนัธกุรรม 

÷ 

× + 

1 x x x 

(ก) การแทนทีผ่ลเฉลยดวยนพิจนทางคณิตศาสตร 

IF 

≥ 

y < x x 2 

y IF 

1 x 

(ข) การแทนทีผ่ลเฉลยดวยนพิจนทางตรรกศาสตร 

÷ 

x 

3 < x 

IF 

1 x 

(ค) การแทนทีผ่ลเฉลยแบบผสม 
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ตารางที ่3.1 ผลการเปรียบเทียบอัตราความผิดพลาด (%) ของการจาํแนกประเภทขอมูลดวยวิธี
กําหนดการพนัธุกรรมกับวิธ ีLogDisc, C4.5 และ Back-propagation ของ Eggermont et al. 

(1999) 
Data set Australian Credit Pima Indians Diabetes 

BackProp 0.154 0.248 
C4.5 0.155 0.270 
Standard GP 0.232 0.253 
LogDisc 0.141 0.223 

 

 Brameier and Banzhaf (2001) ไดใชกําหนดการพันธุกรรมเชิงเสน (Linear Genetic 
Programming) ซึ่งเปนรูปแบบหนึ่งของกําหนดการพันธุกรรม โดยแทนผลเฉลยอยูในรูปของภาษา
โปรแกรมที่แทนตนไมจําแนกประเภทในรูปแบบผสม มาใชในปญหาการจําแนกประเภทขอมลู โดย
ทําการทดสอบกับชุดขอมูลเกณฑเปรียบเทียบสมรรถนะทางดานการแพทย ซึ่งรายละเอียดของชุด
ขอมูลแสดงดังตารางที่ 3.2 และไดทําการเปรียบเทียบประสิทธิภาพกับเครือขายใยประสาทเทียม 
ผลการเปรียบเทียบแสดงดังตารางที่ 3.3 จากผลการเปรียบเทียบในคอลัมนสุดทาย (∆) แสดงถึง
คารอยละของความแตกตางของอัตราความผิดพลาดการจําแนกประเภท เครื่องหมายบวกแสดง
ถึงประสิทธิภาพที่ดีกวาของกําหนดการพันธุกรรม สวนเครื่องหมายลบแสดงถึงประสิทธิภาพที่
ดีกวาของเครือขายใยประสาทเทียม จากผลการเปรียบเทียบแสดงใหเห็นวา ประสิทธิภาพของการ
จําแนกประเภทขอมูลดวยวิธีกําหนดการพันธุกรรมนั้น สามารถเปรียบเทียบไดกับการจําแนก
ประเภทขอมูลดวยวิธีเครือขายใยประสาทเทียม 

 

ตารางที ่3.2 รายละเอียดของชุดขอมูลที่ใชในการวิจัยของ Brameier and Banzhaf (2001) 
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ตารางที ่3.3 ผลการเปรียบเทียบประสทิธภิาพระหวางกาํหนดการพันธุกรรมกับเครือขายใย
ประสาทเทียมในการวิจัยของ Brameier and Banzhaf (2001) 

 
 

 ในขณะที่ Gray et al. (1996) ไดทําการทดลองจําแนกประเภทขอมูลเนื้องอกในสมองจาก
ขอมูลการวิเคราะหเนื้อเยื่อดวยวิธี Nuclear Magnetic Resonance ขอมูลประกอบดวย 75 
ตัวอยาง โดยมี 28 ตัวอยางที่เปนเนื้องอก และสวนที่เหลือไมเปน ซึ่งแตละตัวอยางประกอบดวย 
400 ตัวแปร โดยการทดลองนี้ไดทําการเปรียบเทียบประสิทธิภาพของการจําแนกประเภทดวยวิธี
กําหนดการพันธุกรรม ซึ่งแทนผลเฉลยในรูปแบบผสม กับการจําแนกประเภทดวยวิธีเครือขายใย
ประสาทเทียม จากผลการทดลองพบวา กําหนดการพันธุกรรมใหคาความแมนของการจําแนก
ประเภทขอมูล รอยละ 90 ในขณะที่ เครือขายใยประสาทเทียมใหคาความแมนรอยละ 80 ซึ่งก็
พบวา กําหนดการพันธุกรรมใหประสิทธิภาพที่ดีกวา 

 Bojarczuk et al. (2001) ไดเสนอกําหนดการพันธุกรรมแบบจํากัดวากยสัมพันธ 
(Constrained-Syntax Genetic Programming) เพื่อลดขอผิดพลาดที่อาจจะเกิดขึ้นกับกฎสําหรับ
การจําแนกประเภทขอมูล ซึ่งแทนผลเฉลยในรูปนิพจนทางตรรกศาสตร โดยไดทําการทดสอบกับ
ชุดขอมูลเกณฑเปรียบเทียบสมรรถนะในกลุมการเรียนรูของเครื่อง 3 ชุดขอมูล ไดแก ชุดขอมูลการ
เจ็บหนาอก (Chest pain) ประกอบดวยขอมูลจํานวน 138 ระเบียน 161 คุณลักษณะ ชุดขอมูลโรค
ผิวหนัง (Dermatology) ประกอบดวยขอมูลจํานวน 366 ระเบียน 34 คุณลักษณะ และชุดขอมูล
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มะเร็งเตานม ประกอบดวยขอมูลจํานวน 286 ระเบียน 9 คุณลักษณะ โดยไดทําการเปรียบเทียบ
ประสิทธิภาพของการจําแนกประเภทขอมูลกับข้ันตอนวิธีพันธุกรรมที่รายงานใน Fidelis et al. 
(2000) และวิธี C4.5 ซึ่งเปนวิธีการหนึ่งของตนไมตัดสินใจ ผลการทดลองแสดงดังตารางที่ 3.4 ซึ่ง
พบวาประสิทธิภาพของตัวจําแนกประเภทกําหนดการพันธุกรรมใหประสิทธิภาพที่ดีที่สุด 

ตารางที ่3.4 การเปรียบเทยีบอัตราความแมน (%) ของการจาํแนกประเภทขอมูลในรายงานของ 
Bojarczuk et al. (2001) 

Data set Proposed GP GA C4.5 
Chest pain 80.31±7.80 N/A 73.18 
Dermatology 96.64±2.27 94.96 89.12 
Breast cancer 71.79±9.36 67.39 71.38 

 

 จากผลการเปรียบเทียบประสิทธิภาพของการจําแนกประเภทดวยวิธีกําหนดการพันธุกรรม
กับวิธีการอื่น ๆ พบวา วิธีกําหนดการพันธุกรรมใหประสิทธิภาพในการจําแนกประเภทขอมูลไม
ดอยไปกวาวิธีการอื่น ๆ โดยเฉพาะขอมูลทางดานการแพทย ที่วิธีการกําหนดการพันธุกรรมให
ประสิทธิภาพที่คอนขางดี 

 

3.2 การสรางตัวจําแนกประเภทกาํหนดการพนัธกุรรมสําหรับขอมูลไมโครอารเรย 

 ขอมูลไมโครอารเรยเปนขอมูลตารางขนาดใหญที่ขอมูลทั้งหมดเปนตัวเลข ดังนั้นการสราง
ตัวจําแนกประเภทสําหรับขอมูลไมโครอารเรยจึงมักนิยมใชแบบจําลองทางคณิตศาสตร เชน Muti-
Layer Perceptron , K-Nearest Neighbor , Self-Organizing Map , Support Vector Machine  
(Cho and Won, 2003), Simplified Fuzzy ARTMAP (Azuaje, 2000) รวมถึงการสรางตัวจําแนก
ประเภทดวยวิธีกําหนดการพันธุกรรมในรูปแบบที่เปนนิพจนทางคณิตศาสตร (Hong and Cho, 
2004) 

 การสรางตัวจําแนกประเภทกําหนดการพันธุกรรมสําหรับขอมูลไมโครอารเรยในรูปแบบ
นิพจนคณิตศาสตรนั้น ผลเฉลยของตัวจําแนกประเภทจะอยูในรูปของตนไมจําแนกประเภท ดังใน
รูปที่ 3.1 (ก) เปนตนไมจําแนกประเภทที่แทนสมการที่ 3.1  
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 x
xx

+
×

1  (3.1) 

 เพื่อทดสอบประสิทธิภาพของตัวจําแนกประเภทกําหนดการพันธุกรรมสําหรับขอมูลไมโคร
อารเรย จึงไดทําการทดสอบเพื่อเปรียบเทียบกับผลการวิจัยของ Azuaje (2000) ซึ่งเปนการจําแนก
ประเภทขอมูลผูปวยโรคมะเร็งตอมน้ําเหลืองชนิด DLBCL กับผูที่ไมเปนโรคมะเร็ง โดยใชวิธี 
Simplified Fuzzy ARTMAP ซึ่งเปนรูปแบบหนึ่งของเครือขายใยประสาทเทียม 

 ขอมูลที่ใชประกอบดวย 63 ตัวอยาง แบงเปนขอมูลที่เปน DLBCL จํานวน 45 ตัวอยาง 
และเปนขอมูลปกติจํานวน 18 ตัวอยาง โดยแตละตัวอยางจะประกอบดวย 13 คุณลักษณะ จาก
ขอมูลการแสดงออกของยีน 5 ยีน ที่มีความสัมพันธกับการเกิดโรคมะเร็งตอมน้ําเหลือง ไดแก 
CD10, BCL-6, TTG-2, IRF-4 และ BCL-2 (ขอมูลจาก http://llmpp.nih.gov/lymphoma) 

 ในการออกแบบการทดลอง ผลเฉลยแตละตัวจะประกอบไปดวยสัญลักษณจากเซตของ
ฟงกชัน (F) และสัญลักษณจากเซตของเทอรมินอล (T) โดยที่เซตของฟงกชันจะประกอบดวยตัว
ดําเนินการทางคณิตศาสตร และเซตของเทอรมินอลจะประกอบดวยคาคงที่และตัวแปรตางๆ ซึ่ง
ตัวแปรตาง ๆ เหลานั้นจะเปนคาคุณลักษณะของขอมูลไมโครอารเรย ผลเฉลยที่ใชในการทดลอง 
ถูกกําหนดดังนี้ 

  F = {+, −, ×, ÷} 

  T = {0..9, x1..x13} 

 โดยที่ x1 – x13 เปนคาที่ไดจากการแสดงออกของยีนตาง ๆ แสดงดังตารางที่ 3.5 และ 
พารามิเตอรที่ใชสําหรับกําหนดการพันธุกรรม แสดงดังตารางที่ 3.6 

 การไขวเปลี่ยนสําหรับตัวจําแนกประเภทกําหนดการพันธุกรรม จะทําการสุมผลเฉลยมา
คร้ังละ 2 ตัว และทําการสุมเลือกจุดที่จะใชในการไขวเปลี่ยนจากผลเฉลยทั้งสอง จากนั้นจะทําการ
สลับโครงสรางของตนไมยอย ณ จุดที่สุมเลือกไดระหวางผลเฉลยทั้งคู ถาขนาดของผลเฉลย
หลังจากการไขวเปลี่ยนมีขนาดไมมากกวาขนาดสูงสุดของตนไมที่กําหนด ก็จะนําไปสรางเปนผล
เฉลยของประชากรรุนใหม แตถาขนาดใหญกวา ก็จะทิ้งตนไมนั้นไป ซึ่งจะทําการไขวเปลี่ยนจน
ไดผลเฉลยครบตามที่กําหนด 

 ในสวนการกลาย จะเลือกผลเฉลยมาครั้งละ  1 ตน และสุมเลือกวิธีการกลายแบบใดแบบ
หนึ่งจาก 2 แบบ คือ  
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ก) การตัดเล็ม โดยจะทําการสุมเลือกโนดภายในผลเฉลยที่ไมใชโนดใบ ซึ่งจะไดเปน
ตนไมยอย จากนั้นแทนที่ตนไมยอยที่ไดดวยโนดใหมที่ สุมข้ึนมาจากเซตของ
เทอรมินอล (0..9, ตัวแปร x ตาง ๆ) เพื่อสรางเปนโนดใบ 

ข) การเปลี่ยนคา โดยจะทําการสุมเลือกโนดของผลเฉลย และแทนที่โนดนั้นดวยโนดใหม
ที่เปนประเภทเดียวกันแบบสุม เชน ถาสุมไดโนดที่เปนฟงกชัน ก็จะแทนที่โนดใหม
ดวยโนดที่สุมมาจากเซตของฟงกชัน โดยที่โครงสรางอื่น ๆ ยังเหมือนเดิม 

 

ตารางที ่3.5 รายละเอียดของตัวแปรที่ใชในการทดลอง 
 

ตัวแปร ยีน Clone_ID 
x1  
x2  
x3  
x4  
x5  
x6  
x7  
x8  
x9  
x10  
x11  
x12  
x13  

CD10  
CD10  
CD10  
BCL-6  
BCL-6  
TTG-2  
TTG-2  
IRF-4  
IRF-4  
BCL-2  
BCL-2  
BCL-2  
BCL-2  

200814  
1286850  
701606  
712395  
1340526  
712829  
685456  
270770  
1272196  
232714  
342181  
1336385  
342181  

 

ตารางที ่3.6 พารามเิตอรทีใ่ชสําหรับการสรางตัวจาํแนกประเภทกาํหนดการพันธกุรรม 
จํานวนประชากร 1,000 ตน 
ขนาดสูงสุดของตนไม 500 โนด 
จํานวนรุนสูงสดุ 500 รอบ 
อัตราการสืบพนัธุ 10% 
อัตราการไขวเปลี่ยน 80% 
อัตราการกลาย 10% 
การเลือกผลเฉลย การเลือกแบบ Tournament ขนาด 10 
เงื่อนไขการสิน้สุด: จําแนกชุดขอมูลสอนไดถูกตอง 100% หรือ ครบตามจํานวนรุนสูงสุดที่กําหนด 
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 ในการวัดประสิทธิภาพของผลเฉลยแตละตัว สมการที่ไดจากตนไมจําแนกประเภทจะถูก
ประเมิน คาของตัวแปร x1 – x13 จะถูกอานมาจากชุดขอมูลสอนทีละตัว ถาผลลัพธจากสมการ
ดังกลาว มีคามากกวา 0 ชุดขอมูลที่อานมานั้นจะถูกจําแนกวาเปนขอมูลที่เปน DLBCL ถา
ไมเชนนั้น จะถูกจําแนกประเภทวาเปนขอมูลปกติ ซึ่งการประเมินนี้จะกระทํากับชุดขอมูลสอนทุก
ตัว แลวนับความแมนของการจําแนกประเภทบนชุดขอมูลสอนเพื่อใชเปนคาความเหมาะของผล
เฉลยตัวนั้น ๆ นอกจากนี้ ยังไดเพิ่มเทอม 1/ขนาดของผลเฉลย เขาไปในฟงกชันความเหมาะ 
เพื่อใหไดผลเฉลยที่มีขนาดเล็ก ฟงกชันความเหมาะนิยามไดดังนี้ 

 ฉลยขนาดของผลเ
ถูกตองกประเภทได างที่จําแนจํานวนตัวอยาะคาความเหม 1

+=   (3.2) 

 

3.3 ผลการทดลอง 

การวัดประสิทธิภาพของตัวจําแนกประเภท จะใชวิธี Leave-one-out (Tourassi and 
Floyd, 1997) ซึ่งจากขอมูลที่ใชในการทดสอบมีทั้งหมด 63 ตัวอยาง ขอมูล 62 ตัวอยางจะถูกใช
เปนชุดขอมูลสอน สวนขอมูลที่เหลืออีกหนึ่งตัว จะถูกใชเปนตัวทดสอบ โดยจะทําการสลับขอมูล
ทดสอบนี้จนครบทั้ง 63 ตัว จากนั้นจะประเมินคาประสิทธิภาพในรูปของความแมน ความไว และ 
ความจําเพาะ ของการจําแนกประเภทขอมูลจากชุดขอมูลทดสอบ ซึ่งนิยามไดดังสมการ 

 

 N
TNTPAccuracy +

=  (3.3) 

 FNTP
TPySensitivit
+

=  (3.4) 

 FPTN
TNySpecificit
+

=  (3.5) 
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โดยที่  N  คือ จํานวนตัวอยางทดสอบทั้งหมด 
TP คือ จํานวนตัวอยางผูปวยมะเร็งที่จาํแนกประเภทวาเปนมะเรง็ไดถูกตอง 
TN คือ จํานวนตัวอยางผูปวยปกติที่จําแนกวาไมเปนมะเร็งไดถูกตอง 
FP คือ จํานวนตัวอยางผูปวยปกติที่จําแนกวาเปนมะเร็ง 
FN คือ จํานวนตัวอยางผูปวยมะเร็งที่จาํแนกวาไมเปนมะเรง็ 

  ความแมนเปนตัวชี้วัดประสิทธิภาพของตัวจําแนกประเภทในการจําแนกประเภทขอมูล
ทั้งหมดไดอยางถูกตอง ความไวเปนตัวชี้วัดถึงประสิทธิภาพของการจําแนกประเภทสําหรับขอมูล
มะเร็ง และความจําเพาะเปนตัวชี้วัดถึงประสิทธิภาพของการจําแนกประเภทสําหรับขอมูลปกติ 

 เนื่องจากกําหนดการพันธุกรรมเปนการทํางานเชิงนาจะเปน ทําใหคําตอบที่ไดจากการ
ทดลองในแตละรอบจะแตกตางกัน ดังนั้น การทดลองนี้จะถูกทําซ้ํา 10 รอบและรายงานผลดวย
คาเฉลี่ยของความแมน ความไว และความจําเพาะ ซึ่งจะนําผลการทดลองที่ไดมาเปรียบเทียบกับ
วิธี Simplified Fuzzy ARTMAP ที่รายงานใน Azuaje (2000) โดยเลือกเอากรณีที่มีคาที่ดีที่สุด (ρ 
= 0.95) ผลการเปรียบเทียบแสดงดังตารางที่ 3.7 และตัวอยางกฎการจําแนกประเภทที่ไดจากตัว
จําแนกประเภทกําหนดการพันธุกรรม แสดงดังรูปที่ 3.2 และรูปที่ 3.3 แสดงกฎการจําแนกประเภท
ในรูปของสมการคณิตศาสตร 

ตารางที ่3.7 ผลการเปรียบเทียบประสทิธภิาพของตัวจาํแนกประเภทกาํหนดการพันธุกรรมกับตัว
จําแนกประเภทที่ไดจากวิธ ีSimplified Fuzzy ARTMAP จาก Azuaje (2000) 

ตัวจําแนกประเภท ความแมน (%) ความไว (%) ความจําเพาะ (%) 
กําหนดการพนัธุกรรม 78.72 83.10 67.77 
Azuaje 2000 76 82 61 

 

 
รูปที่ 3.2 ตัวอยางกฎการจาํแนกประเภททีไ่ดจากตัวจําแนกประเภทกําหนดการพนัธกุรรม 

If ( ( ( x13 - ( ( 4 - ( ( ( x3 - 1 ) + ( x2 * x7 )) - x9 ) ) * x12 ) ) + 9 ) + ( ( ( ( 
x9 * 6 )+ 9 ) / ( ( ( x13 * 6 ) + ( x10 / x6 ) ) + 1 )) - x8 ) ) > 0 

Then 
Class 1: DLBCL 

Else 
Class 2: normal 

End If 
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รูปที่ 3.3 ตัวอยางกฎการจาํแนกประเภทในรูปของสมการคณิตศาสตร 

 

 จากผลการทดลองพบวา ตัวจําแนกประเภทกําหนดการพันธุกรรมนั้น ใหประสิทธิภาพที่ดี 
ทั้งในรูปของความแมน ความไว และความจําเพาะ นอกจากนั้น โครงสรางของกฎก็ไมถูกกําหนด
ตายตัวเหมือนอยางเครือขายใยประสาทเทียม ทําใหอาจหาความสัมพันธใหม ๆ ของตัวแปรได 
และกฎที่ไดจะอยูในรูปของสมการคณิตศาสตร ซึ่งอาจนําไปศึกษา ตีความ เพื่อทําความเขาใจใน
กระบวนการของการเกิดโรคหรือการรักษาโรคตอไป 

 เมื่อพบวา ตัวจําแนกประเภทกําหนดการพันธุกรรม ใหประสิทธิภาพในการจําแนก
ประเภทขอมูลที่ดี จึงไดทําการทดสอบกับชุดขอมูลทั้ง 8 ชุด ตามที่ไดอธิบายรายละเอียดไวใน
ขอบเขตของการวิจัยในบทที่ 1 โดยใชวิธีการทดสอบแบบ 10-Fold Cross Validation ผลการ
ทดลองแสดงดังตารางที่ 3.8 และไดนําผลการทดลองเปรียบเทียบกับผลที่รายงานใน Cho and 
Won (2003) จํานวน 3 ชุดขอมูล ไดแก ชุดขอมูลมะเร็งเม็ดเลือดขาว ชุดขอมูลมะเร็งลําไสใหญ 
และ ชุดขอมูลมะเร็งตอมน้ําเหลือง โดยใชเทคนิค MLP, SASOM, SVM(Linear), SVM(RBF), 
KNN(Cosine) และ KNN(Pearson) ซึ่งคาที่นํามาเปรียบเทียบจะเปนคาเฉลี่ยของแตละวิธี แสดง
ดังตารางที่ 3.9 โดยคาที่เปนตัวเขมแสดงถึงผลที่ดีกวาตัวจําแนกประเภทกําหนดการพันธุกรรม ซึ่ง
จากการเปรียบเทียบก็ยังคงยืนยันวาตัวจําแนกประเภทกําหนดการพันธุกรรมนั้น ใหประสิทธิภาพ
ในการจําแนกประเภทขอมูลอยูในระดับที่ดี 

 

3.4 สรุป 

 กําหนดการพันธุกรรมเปนวิธีการคนหาคําตอบที่ไดรับความนิยมในการนํามาแกปญหา
ตาง ๆ อยางกวางขวาง หนึ่งในปญหาเหลานั้น ไดแก การจําแนกประเภทขอมูล ซึ่งสามารถแทนที่
ผลเฉลยไดหลากหลายลักษณะ ทั้งในรูปแบบนิพจนทางตรรกศาสตร นิพจนทางคณิตศาสตร และ
รูปแบบผสม 
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ตารางที ่3.8 ผลการทดลองจําแนกประเภทขอมูลดวยตวัจําแนกประเภทกําหนดการพันธุกรรม 
ชุดขอมูล ความแมน (%) ความไว (%) ความจําเพาะ (%) 

มะเร็งตอมน้ําเหลือง 71.27±6.12 70.42±5.71 72.17±10.29 
มะเร็งรังไข 92.33±1.60 94.19±1.40 89.01±4.05 
มะเร็งลําไสใหญ 76.61±4.25 62.72±13.17 84.25±6.98 
มะเร็งตอมลูกหมาก 65.48±5.26 62.11±7.85 69.00±6.06 
มะเร็งเตานม 50.51±6.52 39.70±10.31 58.86±5.81 
เนื้องอกระบบประสาท
สวนกลาง 

54.33±4.59 35.26±14.97 64.61±7.63 

มะเร็งเม็ดเลือดขาว 80.41±7.00 87.02±6.53 68.00±9.80 
มะเร็งปอด 93.97±1.62 79.03±9.28 97.06±1.45 

 

ตารางที ่3.9 ผลการเปรียบเทียบคาความแมนของตัวจาํแนกประเภทกาํหนดการพันธุกรรมกับตัว
จําแนกประเภทที่ไดจาก Cho and Won (2003)  

ชุดขอมูล 
วิธีการ 

มะเร็งเม็ดเลือดขาว 
(%) 

มะเร็งลําไสใหญ 
(%) 

มะเร็งตอมน้ําเหลือง 
(%) 

MLP 85.3 70.1 69.7 
SASOM 74.0 62.7 63.4 
SVM(Linear) 72.7 66.4 62.9 
SVM(RBF) 72.7 66.4 63.4 
KNN(Cosine) 84.5 72.7 69.1 
KNN(Pearson) 85.3 77.4 73.1 
Genetic Programming 80.41 76.61 71.27 

 

 การจําแนกประเภทขอมูลไมโครอารเรย จัดเปนอีกงานหนึ่งที่นิยมนํากําหนดการพนัธกุรรม
มาแกปญหา โดยรูปแบบที่นิยม ไดแก การสรางตัวจําแนกกําหนดการพันธุกรรมในรูปนิพจนทาง
คณิตศาสตร ซึ่งเหมาะกับขอมูลไมโครอารเรยที่เปนขอมูลตัวเลข โดยประสิทธิภาพของตัวจําแนก
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ประเภทกําหนดการพันธุกรรมอยูในเกณฑที่ดีเมื่อเทียบกับตัวจําแนกประเภทแบบอื่น ๆ ในศาสตร
ดานการเรียนรูของเครื่อง 

 ขอดีอีกประการหนึ่งของตัวจําแนกประเภทกําหนดการพันธุกรรม คือ ไมจําเปนตอง
กําหนดโครงสรางของคําตอบไวลวงหนา ซึ่งกระบวนการเรียนรูของกําหนดการพันธุกรรมจะทําการ
ปรับโครงสรางเพื่อหาความสัมพันธของตัวแปรในรูปแบบใหม ๆ และผลที่ไดจะอยูในรูปของสมการ
ทางคณิตศาสตร ที่สามารถนําไปศึกษาหาความสัมพันธระหวางตัวแปรที่มีผลตอการแบงประเภท
ของขอมูลตอไปได 
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บทที่  4 

การเลือกคุณลักษณะสําหรับการจําแนกประเภทขอมูลไมโครอารเรย 

 

4.1 การเลือกคุณลักษณะแบบ SNR  

 การเลือกคุณลักษณะแบบ Filter เปนวิธีการที่มีประสิทธิภาพและรวดเร็ว โดยไมข้ึนกับ
ข้ันตอนวิธีการเรียนรู ในหลายงานวิจัยไดรายงานตรงกันวา วิธีการเลือกคุณลักษณะแบบ SNR 
(ตามสมการที่ 2.5 ในบทที่ 2) ใหประสิทธิภาพที่ดีเมื่อเทียบกับวิธีการอื่น ๆ ดังนี้  

 Slonim et al. (2000) ไดทําการศึกษาหาวิธีการจําแนกประเภทมะเร็งเม็ดเลือดขาวจาก
ขอมูลไมโครอารเรย ซึ่งไดทําการศึกษาวิธีการเลือกคุณลักษณะเพื่อนํามาใชสําหรับการสรางตัว
จําแนกประเภท โดยไดทําการเปรียบเทียบประสิทธิภาพของวิธีการ SNR กับวิธีการอื่น ๆ ไดแก 
Pearson correlation coefficient, Euclidean distance, Manhattan และ Battacharyya 
distance วิธีการที่ใชสําหรับการจําแนกประเภทคือ การออกเสียงแบบถวงน้ําหนัก (Weighted 
Voting) ของคุณลักษณะแตละตัว ซึ่งจากผลการศึกษาก็พบวา วิธี SNR ใหประสิทธิภาพของการ
จําแนกประเภทที่ดีที่สุด และยังพบอีกวาจํานวนคุณลักษณะที่ใชสงผลกับประสิทธิภาพของการ
จําแนกประเภทนอยมาก แตประสิทธิภาพของการจําแนกประเภทจะลดลงหากจํานวนคณุลกัษณะ
ที่เลือกมากเกินจุด ๆ หนึ่ง ซึ่งในงานวิจัยนี้ไดเลือกใชคุณลักษณะที่มีคาคะแนน SNR ดีที่สุดจํานวน 
50 คุณลักษณะ 

Ryu and Cho (2002) ไดรายงานผลการเปรียบเทียบประสิทธิภาพของวิธีการเลือก
คุณลักษณะแบบตาง ๆ 7 แบบ คือ Pearson, Spearman, Euclidean distance, Cosine 
coefficient, Information gain, Mutual information และ SNR โดยทําการทดสอบกับปญหาการ
จําแนกประเภทมะเร็งเม็ดเลือดขาวจากขอมูลไมโครอารเรย โดยทดสอบกับตัวจําแนกประเภท 7 
แบบ คือ MLP, KNN, SVMlinear, SVMRBF, KNNcosine, SOM และ DT ซึ่งจากผลการทดสอบพบวา 
SNR ใหคาเฉลี่ยของประสิทธิภาพที่ดีที่สุด (ในบทความดังกลาวไมไดรายงานจํานวนคุณลักษณะ
ที่ใชในแตละวิธีการ) ผลการเปรียบเทียบแสดงดังตารางที่ 4.1 

Hong and Cho (2004) ไดทําการทดลองสรางตัวจําแนกประเภทกําหนดการพันธุกรรม 
สําหรับการจําแนกประเภทมะเร็งตอมน้ําเหลืองจากขอมูลไมโครอารเรย โดยใชวิธีการเลือก
คุณลักษณะแบบ SNR จํานวนคุณลักษณะที่ใช คือ 30 คุณลักษณะ ซึ่งจากผลการทดลอง 
ประสิทธิภาพของวิธีการจําแนกประเภทดังกลาวอยูในระดับที่ดี เมื่อเทียบกับวิธีการจําแนก
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ประเภทดวยเครือขายใยประสาทเทียมที่ใชกับชุดขอมูลเดียวกัน แตในบทความนี้ไมไดเปรียบเทียบ
กับวิธีการเลือกคุณลักษณะแบบอื่น ๆ  

ตารางที ่4.1 ผลการเปรียบเทียบอัตราความแมน (%) ของวิธกีารเลือกคุณลักษณะและตัวจําแนก
ประเภทในแบบตาง ๆ สําหรับปญหาการจาํแนกประเภทมะเร็งเม็ดเลือดขาวจากขอมลูไมโคร

อารเรยที่รายงานใน Ryu and Cho (2002) 

 
 

 จากผลการวิจัยที่ไดกลาวมาขางตนพบวา SNR ใหประสิทธิภาพของการเลือก
คุณลักษณะสําหรับการจําแนกประเภทขอมูลที่ดี ดังนั้น ข้ันตอนตอไปในหัวขอนี้จะทําการศึกษา
เปรียบเทียบประสิทธิภาพของการเลือกคุณลักษณะแบบ SNR สําหรับการจําแนกประเภทขอมูล
ดวยตัวจําแนกประเภทกําหนดการพันธุกรรมที่ไดอธิบายไวในบทที่ 3 โดยจะเปรียบเทียบผลการ
ทดลองระหวางการใชคุณลักษณะทั้งหมดของชุดขอมูล (ตารางที่ 3.8) กับผลที่ไดจากการเลือก
คุณลักษณะดวยวิธีการ SNR  

ในปจจุบันยังไมสามารถระบุไดวาควรจะใชจํานวนคุณลักษณะเทาใดจึงจะให
ประสิทธิภาพที่ดีที่สุด จากผลการวิจัยของ Xing (2003) ไดทําการทดลองเปลี่ยนแปลงจํานวน
คุณลักษณะที่ใชในการจําแนกประเภทมะเร็งเม็ดเลือดขาวกับตัวจําแนกประเภท 3 วิธี คือ KNN, 
Gaussian และ Logistic regression จากผลการทดลองสอดคลองกับผลที่รายงานใน Slonim et 
al. (2000) กลาวคือ เมื่อเพิ่มจํานวนคุณลักษณะถึงจุด ๆ หนึ่งแลว ประสิทธิภาพของการจําแนก
ประเภทขอมูลจะลดลง ซึ่งผลการทดลอง แสดงดังรูปที่ 4.1 

จากงานวิจัยทางดานการเลือกคุณลักษณะของขอมูลไมโครอารเรยสําหรับการจําแนก
ประเภทขอมูล จํานวนคุณลักษณะที่ใชจะอยูในชวงประมาณ 20 – 50 คุณลักษณะ และมีรายงาน
ใน Cho and Won (2007) วา คุณลักษณะประมาณ 25 – 30 คุณลักษณะเปนจํานวนที่เหมาะสม 
ดังนั้นในงานวิจัยนี้ จํานวนคุณลักษณะที่ใช จะใชตาม Hong and Cho (2004) คือใช 30 
คุณลักษณะ 
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รูปที่ 4.1 อัตราความผิดพลาดของการจาํแนกประเภทขอมูลดวยวธิีการ KNN, Gaussian และ 

Logistic regression โดยการเปลี่ยนแปลงจํานวนคุณลกัษณะ (ที่มา: Xing, 2003) 

 

วิธีการที่ใชเพื่อทดสอบประสิทธิภาพของการจําแนกประเภทขอมูลดวยกําหนดการ
พันธุกรรมที่มีการเลือกคุณลักษณะแบบ SNR แสดงดังรูปที่ 4.2 (ซึ่งเปนวิธีการเดียวกันกับวิธีการที่
ใชใน Hong and Cho 2004) ผลการเปรียบเทียบแสดงดังตารางที่ 4.2 และตารางที่ 4.3 แสดงผล
การทดสอบนัยสําคัญของความแตกตางของคาความแมนดวยคะแนนที (T-Score) ที่ระดับ 0.05 

 
รูปที่ 4.2 ข้ันตอนการทดสอบประสิทธิภาพของการจําแนกประเภทขอมูลดวยวธิีกาํหนดการ

พันธกุรรมและการเลือกคุณลักษณะแบบ SNR (ที่มา: Hong and Cho, 2004) 



 
 

45

ตารางที ่4.2 การเปรียบเทยีบประสิทธิภาพของการจําแนกประเภทขอมูลดวยตัวจาํแนกประเภท
กําหนดการพนัธุกรรม ระหวางการใชคุณลักษณะทัง้หมดกับการเลือกคุณลักษณะดวยวิธ ีSNR 

คาที่เปนตัวเขม แสดงถงึผลที่ดีกวาสําหรบัขอมูลทดสอบในแตละชุด 
ชุดขอมูล คุณลักษณะทั้งหมด (%) SNR (%) 

ความแมน 71.27±6.12 84.68±3.14 
ความไว 70.42±5.71 90.83±6.45 มะเร็งตอมน้ําเหลือง 

ความจําเพาะ 72.17±10.29 78.26±6.15 

ความแมน 92.33±1.60 97.74±0.56 
ความไว 94.19±1.40 98.02±0.70 มะเร็งรังไข 

ความจําเพาะ 89.01±4.05 97.25±1.19 

ความแมน 76.61±4.25 77.25±4.95 
ความไว 62.72±13.17 67.27±8.24 มะเร็งลําไสใหญ 

ความจําเพาะ 84.25±6.98 82.75±5.71 

ความแมน 65.48±5.26 78.33±2.38 
ความไว 62.11±7.85 78.27±6.79 มะเร็งตอมลูกหมาก 

ความจําเพาะ 69.00±6.06 78.40±5.80 

ความแมน 50.51±6.52 62.05±4.99 
ความไว 39.70±10.31 47.05±6.04 มะเร็งเตานม 

ความจําเพาะ 58.86±5.81 73.63±6.45 
ความแมน 54.33±4.59 55.16±5.96 
ความไว 35.26±14.97 34.76±13.29 

เนื้องอกระบบประสาท
สวนกลาง 

ความจําเพาะ 64.61±7.63 67.15±7.48 

ความแมน 80.41±7.00 74.30±2.72 
ความไว 87.02±6.53 77.23±5.02 มะเร็งเม็ดเลือดขาว 

ความจําเพาะ 68.00±9.80 68.80±6.48 

ความแมน 93.97±1.62 94.14±1.20 
ความไว 79.03±9.28 77.09±6.71 มะเร็งปอด 

ความจําเพาะ 97.06±1.45 97.66±1.01 



 
 

46

ตารางที ่4.3 ผลการทดสอบนัยสําคัญของความแตกตางของคาความแมนดวยคะแนนที (T-
Score) ที่ระดับ 0.05 ระหวางวธิีการเลือกคุณลักษณะทัง้หมด กับวิธีการ SNR 
ชุดขอมูล ผลการทดสอบ 

มะเร็งตอมน้ําเหลือง วิธี SNR ดีกวา การใชคุณลักษณะทั้งหมด อยางมีนัยสําคญั 
มะเร็งรังไข วิธี SNR ดีกวา การใชคุณลักษณะทั้งหมด อยางมีนัยสําคญั 
มะเร็งลําไสใหญ ไมแตกตางกัน 
มะเร็งตอมลูกหมาก วิธี SNR ดีกวา การใชคุณลักษณะทั้งหมด อยางมีนัยสําคญั 
มะเร็งเตานม วิธี SNR ดีกวา การใชคุณลักษณะทั้งหมด อยางมีนัยสําคญั 
เนื้องอกระบบประสาทสวนกลาง ไมแตกตางกัน 
มะเร็งเม็ดเลือดขาว วิธี SNR แยกวา การใชคณุลักษณะทั้งหมด อยางมีนยัสําคัญ 
มะเร็งปอด ไมแตกตางกัน 

  

จากผลการทดลองพบวา การเลือกคุณลักษณะแบบ SNR สามารถเพิ่มประสิทธิภาพ
ใหกับข้ันตอนวิธีการเรียนรูสําหรับการจําแนกประเภทขอมูลดวยตัวจําแนกประเภทกําหนดการ
พันธุกรรม โดยสามารถเพิ่มประสิทธิภาพใหดีข้ึนอยางมีนัยสําคัญทางสถิติจํานวน 4 ชุดขอมลู จาก
ทั้งหมด 8 ชุดขอมูล ไดแก ชุดขอมูลมะเร็งตอมน้ําเหลือง ชุดขอมูลมะเร็งรังไข ชุดขอมูลมะเร็งตอม
ลูกหมาก และ ชุดขอมูลมะเร็งเตานม ใหผลไมแตกตางจากการใชคุณลักษณะทั้งหมด จํานวน 3 
ชุดขอมูล ไดแก ชุดขอมูลมะเร็งลําไสใหญ ชุดขอมูลเนื้องอกระบบประสาทสวนกลาง และ ชุด
ขอมูลมะเร็งปอด ซึ่งจากผลการทดลองยังพบวา มีหนึ่งชุดขอมูลที่วิธีการเลือกคุณลักษณะแบบ 
SNR ใหผลที่แยกวาการใชคุณลักษณะทั้งหมดอยางมีนัยสําคัญ คือ ชุดขอมูลมะเร็งเม็ดเลือดขาว 

สาเหตุสําคัญที่ทําใหวิธีการเลือกคุณลักษณะแบบ SNR ใหประสิทธิภาพที่แยกวาการใช
คุณลักษณะทั้งหมดในบางชุดขอมูลนั้น อาจเปนเพราะคุณลักษณะที่ถูกเลือกมาใช ไมเพียงพอตอ
การวิเคราะหขอมูล เนื่องจาก คุณลักษณะใด ๆ ที่มีลักษณะคลายกัน จะใหคา SNR ที่ใกลเคียงกัน 
ทําใหคุณสมบัติเหลานี้จะถูกเลือกไปพรอม ๆ กัน โดยที่คุณลักษณะเหลานั้นไมไดอธิบาย
รายละเอียดเพิ่มเติมเกี่ยวกับขอมูล ซึ่งสงผลใหประสิทธิภาพของการวิเคราะหขอมูลลดลง 
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4.2 การออกแบบการทดลอง 

 เพื่อแกปญหาที่ เกิดจากการเลือกคุณลักษณะที่มี ลักษณะคลายกันจากการเลือก
คุณลักษณะแบบ SNR ผูวิจัยจึงไดนําเสนอวิธีการเลือกคุณลักษณะแบบ SNR ที่มีการจัดกลุม
คุณลักษณะ ซึ่งจะขอเรียกวิธีการดังกลาววา ClusSNR โดยจะใชขอดีของเทคนิคการจัดกลุมขอมลู 
(Clustering) เขามาชวย 

 ข้ันตอนการเลือกคุณลักษณะแบบ ClusSNR จะเริ่มจากการจัดกลุมคุณลักษณะของ
ขอมูล ซึ่งจะทําใหคุณลักษณะที่มีลักษณะคลายกันถูกจัดรวมใหอยูในกลุมเดียวกัน หลังจากนั้นจะ
ทําการเลือกคุณลักษณะที่มีคา SNR สูงที่สุดจากแตละกลุมมาใชในการวิเคราะหขอมูล เทคนิค
การจัดกลุมที่ใชในการวิจัย ไดแก การจัดกลุมแบบ K-Means (MacQueen, 1967) ดังแสดง
รายละเอียดในบทที่ 2 หัวขอ 2.4.1 ภาพรวมของขั้นตอนการเลือกคุณลักษณะแบบ ClusSNR 
แสดงดังรูปที่ 4.3 โดยจํานวนกลุมที่ใชในการทดลอง เทากับ 30 และจํานวนรอบสูงสุดสําหรับการ
จัดกลุมแบบ K-Means คือ 10 

 
รูปที่ 4.3 ภาพรวมของขัน้ตอนการเลือกคุณลักษณะแบบ ClusSNR 
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4.3 ผลการทดลอง 

ผลการเปรียบเทียบประสิทธิภาพของการจําแนกประเภทขอมูลดวยตัวจําแนกประเภท
กําหนดการพันธุกรรม ระหวางการใชคุณลักษณะทั้งหมดกับการเลือกคุณลักษณะดวยวิธี SNR 
และวิธีการ ClusSNR แสดงดังตารางที่ 4.4 และ ตารางที่ 4.5 แสดงผลการทดสอบนัยสําคัญของ
ความแตกตางของคาความแมนดวยคะแนนที ที่ระดับ 0.05 

 จากผลการทดลองพบวา การเลือกคุณลักษณะแบบ ClusSNR จะใหประสิทธิภาพที่ดีกวา
การใชคุณลักษณะทั้งหมดอยากมีนัยสําคัญจํานวน 6 ชุดขอมูล และไมมีความแตกตางกัน จํานวน 
2 ชุดขอมูล ซึ่งไมมีชุดขอมูลใดเลยที่วิธีการแบบ ClusSNR ใหประสิทธิภาพที่แยกวา และเมื่อ
เปรียบเทียบวิธีการ ClusSNR กับวิธีการ SNR พบวา วิธีการ ClusSNR ใหประสิทธิภาพที่ดีกวา
วิธีการ SNR จํานวน 2 ชุดขอมูล (มะเร็งเม็ดเลือดขาว และ มะเร็งปอด) และมี 1 ชุดขอมูล (มะเร็ง
ตอมน้ําเหลือง) ที่วิธีการ ClusSNR ใหประสิทธิภาพที่แยกวาวิธี SNR สวนที่เหลือ ประสิทธิภาพไม
แตกตางกัน 

 

4.4 สรุป 

 การวิเคราะหขอมูลที่มีมิติจํานวนมากเปนเรื่องที่ซับซอน และอาจทําใหประสิทธิภาพของ
การวิเคราะหขอมูลลดลง วิธีการหนึ่งสําหรับการเพิ่มประสิทธิภาพของการวิเคราะหขอมูลที่มีมิติ
จํานวนมากไดแก การเลือกเอาเฉพาะคุณลักษณะที่สําคัญมาใชในการวิเคราะห 

 รูปแบบการเลือกคุณลักษณะประกอบดวย 3 รูปแบบ ไดแก การเลือกคุณลักษณะแบบ 
Embedded ซึ่งเปนการเลือกคุณลักษณะโดยขั้นตอนวิธีของการเรียนรู การเลือกคุณลักษณะแบบ 
Wrapper เปนการเลือกเซตยอยของคุณลักษณะที่เหมาะกับวิธีการเรียนรูแบบใดแบบหนึ่ง และ
การเลือกคุณลักษณะแบบ Filter ซึ่งเปนการวัดประสิทธิภาพของคุณลักษณะแตละตัวดวยวิธีการ
ทางสถิติ โดยไมข้ึนกับข้ันตอนวิธีการเรียนรูใด ๆ 

 การเลือกคุณลักษณะแบบ Filter เปนเทคนิคที่มีความรวดเร็วและมีประสิทธิภาพ ซึ่งใน
หลายงานวิจัยไดรายงานตรงกันวา วิธีการเลือกคุณลักษณะแบบอัตราสวน Signal-to-Noise 
(SNR) ใหประสิทธิภาพในการวิเคราะหขอมูลที่ดี แตวิธีการดังกลาวอาจทําใหการเลือก
คุณลักษณะมีความซ้ําซอน ไมไดขอมูลใหม ๆ มาใชในการวิเคราะหขอมูล เนื่องจากคุณลักษณะที่
มีลักษณะคลายกันจะใหคา SNR ที่ใกลเคียงกัน 
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ตารางที ่4.4 การเปรียบเทยีบประสิทธิภาพของการจําแนกประเภทขอมูลดวยตัวจาํแนกประเภท
กําหนดการพนัธุกรรม ระหวางการใชคุณลักษณะทัง้หมดกับการเลือกคุณลักษณะดวยวิธ ีSNR 

และวิธีการ ClusSNR 
ชุดขอมูล ท้ังหมด (%) SNR (%) ClusSNR (%) 

ความแมน 71.27±6.12 84.68±3.14 79.31±6.81 
ความไว 70.42±5.71 90.83±6.45 83.75±6.04 มะเร็งตอมน้ําเหลือง 

ความจําเพาะ 72.17±10.29 78.26±6.15 74.78±11.19 
ความแมน 92.33±1.60 97.74±0.56 98.10±0.52 
ความไว 94.19±1.40 98.02±0.70 97.90±0.66 มะเร็งรังไข 

ความจําเพาะ 89.01±4.05 97.25±1.19 98.46±0.93 

ความแมน 76.61±4.25 77.25±4.95 80.43±3.02 
ความไว 62.72±13.17 67.27±8.24 69.54±8.31 มะเร็งลําไสใหญ 

ความจําเพาะ 84.25±6.98 82.75±5.71 86.00±3.37 

ความแมน 65.48±5.26 78.33±2.38 77.94±7.71 
ความไว 62.11±7.85 78.27±6.79 79.61±2.26 มะเร็งตอมลูกหมาก 

ความจําเพาะ 69.00±6.06 78.40±5.80 76.20±3.58 
ความแมน 50.51±6.52 62.05±4.99 56.39±6.17 
ความไว 39.70±10.31 47.05±6.04 46.17±10.00 มะเร็งเตานม 

ความจําเพาะ 58.86±5.81 73.63±6.45 64.31±7.73 
ความแมน 54.33±4.59 55.16±5.96 53.83±5.39 
ความไว 35.26±14.97 34.76±13.29 29.04±8.53 

เนื้องอกระบบประสาท
สวนกลาง 

ความจําเพาะ 64.61±7.63 67.15±7.48 67.18±8.18 

ความแมน 80.41±7.00 74.30±2.72 88.88±3.21 
ความไว 87.02±6.53 77.23±5.02 91.70±3.54 มะเร็งเม็ดเลือดขาว 

ความจําเพาะ 68.00±9.80 68.80±6.48 83.60±6.10 

ความแมน 93.97±1.62 94.14±1.20 96.19±1.29 
ความไว 79.03±9.28 77.09±6.71 87.09±6.08 มะเร็งปอด 

ความจําเพาะ 97.06±1.45 97.66±1.01 98.07±1.24 
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ตารางที ่4.5 ผลการทดสอบนัยสําคัญของความแตกตางของคาความแมนดวยคะแนนที (T-
Score) ที่ระดับ 0.05 ระหวางวธิีการเลือกคุณลักษณะแบบ ClusSNR กับการใชคุณลักษณะ

ทั้งหมด และวธิีการเลือกคุณลักษณะแบบ SNR 
ผลการทดสอบ ชุดขอมูล 

ท้ังหมด เทียบกับ ClusSNR SNR เทียบกับ ClusSNR 
มะเร็งตอมน้ําเหลือง ClusSNR ดีกวาอยางมีนยัสําคัญ SNR ดีกวาอยางมีนยัสําคัญ 
มะเร็งรังไข ClusSNR ดีกวาอยางมีนยัสําคัญ ไมแตกตางกัน 
มะเร็งลําไสใหญ ClusSNR ดีกวาอยางมีนยัสําคัญ ไมแตกตางกัน 
มะเร็งตอมลูกหมาก ClusSNR ดีกวาอยางมีนยัสําคัญ ไมแตกตางกัน 
มะเร็งเตานม ไมแตกตางกัน ไมแตกตางกัน 
เนื้องอกระบบประสาทสวนกลาง ไมแตกตางกัน ไมแตกตางกัน 
มะเร็งเม็ดเลือดขาว ClusSNR ดีกวาอยางมีนยัสําคัญ ClusSNR ดีกวาอยางมีนยัสําคัญ 
มะเร็งปอด ClusSNR ดีกวาอยางมีนยัสําคัญ ClusSNR ดีกวาอยางมีนยัสําคัญ 

 

 การแกปญหาการเลือกคุณลักษณะที่มีความซ้ําซอน เพื่อใหไดขอมูลใหม ๆ ซึ่งจะชวยให
สามารถวิเคราะหขอมูลไดดียิ่งขึ้น สามารถทําไดโดยการใชเทคนิคการจัดกลุมคุณลักษณะของ
ขอมูลเขามาชวย โดยเริ่มตนคุณลักษณะทั้งหมดจะถูกจัดกลุมดวยเทคนิคการจัดกลุมขอมูล ซึ่งจะ
ทําใหคุณลักษณะที่มีลักษณะคลาย ๆ กัน จะถูกจัดใหอยูในกลุมเดียวกัน หลังจากนั้นก็จะหา
คุณลักษณะตัวแทนของแตละกลุมที่มีคา SNR สูงที่สุด มาใชเปนเซตยอยของคุณลักษณะที่จะ
นําไปวิเคราะหขอมูลตอไป ซึ่งวิธีการนี้สามารถรับประกันไดวา คุณลักษณะที่ถูกเลือกมานัน้จะไมมี
ความซ้ําซอนกัน ทําใหสามารถไดขอมูลใหม ๆ มาใชในการวิเคราะหขอมูล ซึ่งจะชวยให
ประสิทธิภาพของการวิเคราะหขอมูลดีข้ึนดวย 

 

4.5 ขอเสนอแนะเพิ่มเติม 

 การจัดกลุมคุณลักษณะที่ใชในการเลือกคุณลักษณะแบบ ClusSNR ที่นําเสนอนั้น เปน
การใชเทคนิคการจัดกลุมแบบ K-Means ซึ่งเปนเทคนิคการจัดกลุมแบบพื้นฐานโดยใชวิธีการวดั
ระยะหางแบบยูคลิเดียนเปนฟงกชันวัดความเหมือน ซึ่งอาจทาํใหประสิทธิภาพของกลุมที่จัดไดยงั
ไมดีนัก ซึง่แนวทางการปรับปรุงวิธีการจัดกลุมคุณลักษณะ อาจทําไดดังนี ้
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ก) การทําขอมูลใหเปนปกติ (Normalization) กอนนําไปทําการจัดกลุมขอมูล เพื่อลด
ความผิดปกติของขอมูล ซึ่งจะทําใหประสิทธิภาพของการจัดกลุมขอมูลดีข้ึน ซึ่งการ
ทําใหเปนปกตินั้น อาจใชวิธีการ ศูนยหนึ่ง (0-1 Normalization) หรือทําใหเปน
คะแนนแซด (Z-Score) 

ข) เนื่องจากการจัดกลุมในทางคอลัมน ลําดับของแถวจะไมมีความหมาย ซึ่งวิธีการ
คํานวณคาความแตกตางระหวางคอลัมน ควรจะตองทําการคํานวณหาผลรวมของ
ความแตกตางของทุกคูแถว ซึ่งอาจทําไมไดในเชิงการคํานวณ ดังนั้นวิธีการในการ
แกปญหา อาจใชวิธีการเรียงลําดับคาในแตละคอลัมนแลวหาผลรวมของความ
แตกตางของคาที่นอยที่สุดของทั้งสองคอลัมนไปจนถึงคาที่มากที่สุดของทั้งสอง
คอลัมน ซึ่งก็จะทําใหขอผิดพลาดของการวัดความเหมือนดวยยูคลิเดียนลดลง หรือ
อีกแนวทางหนึ่งอาจใชวิธีการแทนที่คุณลักษณะของแตละคอลัมน เชน การใช
คาเฉลี่ยของกลุมขอมูลในแตละประเภทมาเปนตัวแทนสําหรับนําไปใชวัดความ
เหมือน เปนตน 



 
 

บทที่  5 

การสรางกลุมกอนตัวจําแนกประเภทกําหนดการพันธุกรรมสําหรับการจําแนก
ประเภทขอมูลไมโครอารเรย 

 

5.1 กลุมกอนตัวจําแนกประเภทกาํหนดการพนัธกุรรม 

 การสรางกลุมกอนของตัวจําแนกประเภทกําหนดการพันธุกรรม ไดรับความสนใจอยาง
มากในการเพิ่มประสิทธิภาพของการจําแนกประเภทขอมูล ซึ่งจากหลายงานวิจัย พบวาการใช
กลุมกอนตัวจําแนกประเภทกําหนดการพันธุกรรมใหประสิทธิภาพของการจําแนกประเภทขอมูลดี
ข้ึนเปนอยางมาก โดยประสิทธิภาพของการจําแนกประเภทขอมูลที่ดีข้ึนนั้น จะขึ้นอยูกับความ
หลายหลายของสมาชิกในกลุมกอน ในขณะที่สมาชิกแตละตัวนั้นจะตองมีประสิทธิภาพในการ
จําแนกประเภทขอมูลที่ดีดวย ดังนั้นในหลายงานวิจัยจึงพยายามศึกษาหาวิธีการสรางความ
หลากหลายใหกับตัวจําแนกประเภทแตละตัวสําหรับสมาชิกของกลุมกอนโดยที่สมาชิกแตละตัว
ยังคงมีประสิทธิภาพที่ดี  

 กําหนดการพันธุกรรม เปนขั้นตอนวิธีการเรียนรูแบบไมเสถียร (Unstable) ซึ่งผลจากการ
เรียนรูในแตละคร้ังจะไมเหมือนเดิม ข้ึนอยูกับการสุม ดังนั้นดวยขั้นตอนวิธีการเรียนรูแบบ
กําหนดการพันธุกรรมเอง ก็สามารถสรางความหลากหลายใหกับตัวจําแนกประเภทกําหนดการ
พันธุกรรมแตละตัวที่มีประสิทธิภาพที่ดีได แตก็อาจยังไมเพียงพอที่จะไดประสิทธิภาพของการ
จําแนกประเภทขอมูลที่ดี ในหัวขอนี้ จะไดนําเสนอวิธีการสรางกลุมกอนของตัวจําแนกประเภท
กาํหนดการพันธุกรรมในแบบตาง ๆ ที่มีรายงานในบทความวิจัย ดังนี้ 

 Iba (1999) ไดทําการทดสอบประสิทธิภาพของการใชวิธีการแบบกลุมกอนสําหรับการ
แกปญหาดวยวิธีกําหนดการพันธุกรรม โดยไดนําเทคนิค Bagging และ AdaBoost (ดัง
รายละเอียดที่ไดอธิบายไวในบทที่ 2 หัวขอ 2.6) มาทดสอบกับ 3 ปญหา ไดแก การหาฟงกชันที่
เหมือนกันทางตรีโกณมิติ (Trigonometric identities) ตามสมการที่ (5.1) ปญหาลําดับเวลาแบบ
อลวน (Chaotic time series) ตามสมการที่ (5.2) และปญหาการเรียนรูแนวคิดทางตรรกศาสตร 
(Boolean concept) โดยใชปญหาที่ชื่อวา 6-Multiplexer ตามสมการที่ (5.3) จํานวนกลุมกอนที่ใช 
คือ 10 ซึ่งจากผลการทดลอง (แสดงดังตารางที่ 5.1) พบวา วิธีการแบบ Bagging และ AdaBoost 
สามารถเพิ่มประสิทธิภาพใหกับวิธีการเรียนรูแบบกําหนดการพันธุกรรมไดจริง 
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ตารางที ่5.1 ผลการเปรียบเทียบประสทิธภิาพของวธิีการเรียนรูแบบกาํหนดการพันธุกรรม (GP) 
แบบปกติกับวธิีการแบบ Bagging (BagGP) และ AdaBoost (BoostGP) ของ Iba (1999) 

 
 

 Zhang and Bhattacharyya (2004) ไดทําการทดลองเปรียบเทียบประสิทธิภาพของการ
สรางกลุมกอนของตัวจําแนกประเภท 3 แบบ ไดแก กําหนดการพันธุกรรม ตนไมตัดสินใจ และ 
Logistic regression โดยใชวิธีการสรางกลุมกอนแบบ Bagging ดวยการสรางเซตยอยของชุด
ขอมูลสอนจํานวน 10 เซต และนําขอมูลสอนแตละเซตไปใชเพื่อสรางตัวจําแนกประเภทแตละ
วิธีการขางตน และนําตัวจําแนกประเภททั้ง 10 ตัว มารวมกันเปนกลุมกอนของตัวจําแนกประเภท
แตละวิธี โดยการรวมคําตอบจะใชวิธีการออกเสียงขางมาก (Majority voting) ชุดขอมูลที่ใชในการ
ทดสอบ ไดแก U.S. Air Force LAN ซึ่งเปนชุดขอมูลเกณฑเปรียบเทียบสมรรถนะ จากการแขงขัน 
KDD Cup’99 เพื่อทําการจําแนกประเภทขอมูลของผูเชื่อมตอกับเครือขายวาอยูในประเภท ปกติ 
(normal) หรือ โจมตี (attack) ชุดขอมูลนี้จัดวาเปนชุดขอมูลขนาดใหญ (Large-scale dataset) 
ประกอบไปดวยชุดขอมูลสอนจํานวนประมาณ 5 ลานตัว  และชุดขอมูลทดสอบประมาณ 3 แสน
ตัว ซึ่งแตละตัวประกอบดวย 41 คุณลักษณะ 

 จากผลการทดลองของ Zhang and Bhattacharyya (2004) (แสดงดังตารางที่ 5.2) 
พบวา ประสิทธิภาพของกลุมกอนตัวจําแนกประเภทกําหนดการพันธุกรรมดีที่สุด เมื่อเทียบกับ 
ตนไมตัดสินใจ และ Logistic regression และพบวา ความหลากหลายที่เกิดขึ้นภายในกลุมกอน
ของตัวจําแนกปะเภทกําหนดการพันธุกรรมมีมากกวากลุมกอนตัวจําแนกประเภทตนไมตัดสินใจ 
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ดังในตารางที่ 5.3 ซึ่งแสดงคุณลักษณะที่ใชสําหรับตัวจําแนกประเภทแตละตัวภายในกลุมกอน 
นอกจากนี้ ยังไดมีการศึกษาถึงประสิทธิภาพของจํานวนสมาชิกที่ใชในกลุมกอน พบวา จํานวน
สมาชิกที่ใชที่เพิ่มข้ึนตั้งแต 1 ถึง 10 ตัว จะทําใหประสิทธิภาพของการจําแนกประเภทขอมูลเพิม่ข้ึน
อยางมีนัยสําคัญ แตเมื่อเพิ่มจํานวนสมาชิกมากกวา 10 ตัวขึ้นไป ประสิทธิภาพแทบจะไมปรับ
เพิ่มข้ึนเลย ผลการทดลองแสดงดังรูปที่ 5.1 

 

ตารางที ่5.2 ผลการเปรียบเทียบประสทิธภิาพของกลุมกอนตัวจาํแนกประเภทกาํหนดการ
พันธกุรรม ตนไมตัดสินใจ และ Logistic regression ของ Zhang and Bhattacharyya (2004) 
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ตารางที ่5.3 คุณลักษณะทีใ่ชสําหรับตัวจาํแนกประเภทกําหนดการพนัธุกรรมและตนไมตัดสินใจ
ภายในกลุมกอน (Zhang and Bhattacharyya, 2004) 

Subsets GP Trees Decision Trees 
S1 v1, v5, v12, v23, v32, v37 v3, v4, v23, v37 
S2 v30, v32 v4, v5, v23, v37 
S3 v37 v4, v6, v23, v34, v37 
S4 v12, v22, v28 v3, v4, v23, v37 
S5 v14, v23, v31, v38, v41 v2, v4, v23, v34, v37 
S6 v6, v40 v3, v4, v6, v23, v37 
S7 v1, v12, v32 v3, v4, v6, v23, v37 
S8 v12, v23 v4, v23, v37 
S9 v19, v32, v34 v3, v4, v6, v23, v37 

S10 v2, v30 v4, v23, v34, v37 

 

 
รูปที่ 5.1 การเปรียบเทียบประสิทธิภาพจากการเปลี่ยนแปลงจํานวนสมาชิกของกลุมกอนตัว

จําแนกประเภทกําหนดการพันธกุรรม (Zhang and Bhattacharyya, 2004) 
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5.2 กลุมกอนตัวจําแนกประเภทสําหรับการจําแนกประเภทขอมูลไมโครอารเรย 

 สําหรับปญหาการจําแนกประเภทขอมูลไมโครอารเรย ซึ่งเปนขอมูลที่มีจํานวนมิติสูงมาก 
ในขณะที่จํานวนขอมูลมีนอย Hong and Cho (2006) ไดเสนอวิธีการสรางกลุมกอนตัวจําแนก
ประเภทกําหนดการพันธุกรรมโดยแบงออกเปน 2 ข้ันตอน คือ ข้ันที่ 1 การสรางตัวจําแนกประเภท
กําหนดการพันธุกรรมข้ึนมาจํานวนหนึ่ง โดยการใชวิธีการเลือกคุณลักษณะแบบตาง ๆ ไดแก 
Pearson correlation, Spearman correlation, Euclidean distance, Cosine coefficient และ 
SNR เขามาเพื่อชวยเพิ่มประสิทธิภาพของตัวจําแนกประเภทแตละตัวและทําใหเกิดความ
หลากหลาย (จากคุณลักษณะที่ไดจากวิธีการเลือกคุณลักษณะที่ตางกัน) ภาพรวมแสดงดังรูปที่ 
5.2 (ซาย) ข้ันที่ 2 ทําการประเมินความหลากหลายของผลเฉลยที่ไดจากขั้นที่ 1 โดยเทียบความ
แตกตางที่ไดจากผลเฉลยแตละตัว ตามสมการดังรูปที่ 5.3 แลวเลือกผลเฉลยที่มีความแตกตางกัน
มากที่สุดมาตามจํานวนที่กําหนด (ในงานวิจัยนี้ใช 5 ตัว) เพื่อสรางเปนกลุมกอนของตัวจําแนก
ประเภท ภาพรวมแสดงดังรูปที่ 5.2 (ขวา) ซึ่งก็พบวาประสิทธิภาพของการจําแนกประเภทขอมูลดี
ข้ึน 

 

 
รูปที่ 5.2 ภาพรวมของวิธีการสรางกลุมกอนตัวจําแนกประเภทกําหนดการพนัธุกรรมสําหรับขอมลู

ไมโครอารเรยที่เสนอโดย Hong and Cho (2006)  

 



 
 

57

 
รูปที่ 5.3 สมการที่ใชคํานวณเพื่อหาความแตกตางระหวางผลเฉลย ri และ rj ของตัวจําแนก

ประเภทกําหนดการพนัธุกรรมที่ใชใน Hong and Cho (2006) 

 

 นอกจากนี้ การจําแนกประเภทขอมูลไมโครอารเรย ยังไดมีงานวิจัยที่ศึกษาเกี่ยวกับการ
สรางกลุมกอนของตัวจําแนกประเภทแบบอื่น ๆ ไดแก 

 Ryu and Cho (2002) ไดนําเสนอวิธีการสรางกลุมกอนของตัวจําแนกประเภท โดยใช
วิธีการเรียนรูหลากหลายแบบ (MLP, SVM และ KNN) รวมกับวิธีการเลือกคุณลักษณะแบบตาง ๆ 
(Pearson, Spearman, Euclidean, Cosine, Information Gain, Mutual Information และ SNR) 
เพื่อเพิ่มประสิทธิภาพใหกับตัวจําแนกประเภทแตละตัว และใหเกิดความหลากหลาย ซึ่งงานวิจัยนี้
ไดพยายามสรางความหลากหลายใหมากที่สุด โดยการหาวิธีการเลือกคุณลักษณะ 2 วิธี ที่มี
ความสัมพันธกันเชิงลบ กลาวคือ คุณลักษณะที่มีระดับคะแนนที่สูงจากวิธีการหนึ่ง จะมีระดับ
คะแนนที่ต่ําสําหรับอีกวิธีการหนึ่ง เพื่อปองกันไมใหเลือกคุณลักษณะที่ซ้ํากัน ซึง่จากผลการทดลอง
ก็พบวาวิธีการเลือกคุณลักษณะแบบ Euclidean และ Pearson เปนวิธีการที่มีความสัมพันธกันใน
เชิงลบ (negative) แสดงดังรูปที่ 5.4 (a) สวนรูปที่ 5.4 (b)  เปนความสัมพันธแบบไมใชเชิงบวก 
(non-positive) และรูปที่ 5.4 (c)  เปนความสัมพันธในเชิงบวก (positive) หลังจากนั้น จะนํา
วิธีการเลือกคุณลักษณะทั้ง 2 แบบมาใชสรางเปนตัวจําแนกประเภทแตละวิธี และรวมกันเปนกลุม
กอนโดยใชเครือขายใยประสาทเทียมเปนตัวรวมผลลัพธที่ได ภาพรวมของการทดลองแสดงดังรูปที่ 
5.5 ซึ่งผลของการทดสอบการจําแนกประเภทมะเร็งเม็ดเลือดขาวก็พบวาวิธีการที่นําเสนอให
ประสิทธิภาพที่ดีที่สุด ดังแสดงในรูปที่ 5.6 โดยที่ case (a) จะใชวิธีการเลือกคุณลักษณะที่มี
ความสัมพันธกันในเชิงลบ case (b) จะใชวิธีการเลือกคุณลักษณะที่มีความสัมพันธแบบไมใชเชิง
บวก และ case (c) จะใชวิธีการเลือกคุณลักษณะที่มีความสัมพันธกันเชิงบวก 



 
 

58

 
รูปที่ 5.4 ผลการเปรียบเทยีบความสมัพนัธของวิธีการเลือกคุณลักษณะของ Ryu and Cho 

(2002) 

 
รูปที่ 5.5 ภาพรวมของการสรางกลุมกอนตัวจําแนกประเภทของ Ryu and Cho (2002) 
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รูปที่ 5.6 ผลการเปรียบเทยีบกลุมกอนตวัจําแนกประเภทของ Ryu and Cho (2002) 

 

 ในขณะที่ Kim and Cho (2006) ไดใชหลักการเดียวกันกับ Ryu and Cho (2002) โดยใช
วิธีการเรียนรู 6 แบบ ไดแก MLP, SOM, SASOM, SVM, Decision tree และ KNN ในการสรางตัว
จําแนกประเภท และเปรียบเทียบวิธีการรวมผลลัพธ 3 แบบ ไดแก การออกเสียงขางมาก การออก
เสียงแบบถวงน้ําหนัก และการรวมคําตอบดวยวิธีการแบบ Bayesian โดยทําการทดลองกับขอมูล
จํานวน 3 ชุดขอมูล ไดแก มะเร็งเม็ดเลือดขาว มะเร็งลําไสใหญ และมะเร็งตอมน้ําเหลือง ซึ่งจาก
ผลการทดลองก็พบวาวิธีการที่นําเสนอใหประสิทธิภาพที่ดี และพบวา การรวมคําตอบแบบ 
Bayesian ใหประสิทธิภาพที่ดีที่สุด 

 Cho and Won (2007) ไดนําเสนอวิธีการสรางกลุมกอนของตัวจําแนกประเภทเครือขาย
ใยประสาทเทียม โดยใชความหลากหลายของเซตยอยของคุณลักษณะ ดวยวิธีการเลือก
คุณลักษณะแบบตาง ๆ แลวนําเซตยอยของคุณลักษณะเหลานั้นไปสอนเครือขายใยประสาทเทียม
เพื่อสรางเปนตัวจําแนกประเภท และสุดทายทําการรวมคําตอบที่ไดจากตัวจําแนกประเภทแตละ
ตัวดวยวิธีการแบบ Bayesian ภาพรวมของการทดลองแสดงดังรูปที่ 5.7 
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รูปที่ 5.7 ภาพรวมวธิีการสรางกลุมกอนตัวจําแนกประเภทเครือขายใยประสาทเทยีมของ Cho 

and Won (2007) 

 

 จากวิธีการสรางกลุมกอนสําหรับตัวจําแนกประเภทกําหนดการพันธุกรรม และกลุมกอน
ของตัวจําแนกประเภทแบบอื่น  ๆ สําหรับการจําแนกประเภทขอมูลไมโครอารเรย พบวา 
ประสิทธิภาพของการจําแนกประเภทขอมูลของกลุมกอนตัวจําแนกประเภทมาจากหลายปจจัย
ดังนี้ 

1. ประสิทธิภาพของตัวจําแนกประเภทแตละตัว ซึ่งสําหรับการจําแนกประเภทขอมูลไม
โครอารเรยแลว พบวา ประสิทธิภาพของตัวจําแนกประเภทนั้นสามารถเพิ่มไดดวย
วิธีการเลือกคุณลักษณะ (ดังรายละเอียดในบทที่ 4) 
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2. ความหลากหลายของสมาชิกแตละตัวในกลุมกอน ซึ่งสามารถสรางความหลากหลาย
ไดหลายวิธี ทั้งจากการสรางความแตกตางของชุดขอมูลสอน หรือการใชคุณลักษณะ
ที่แตกตางกันสําหรับขอมูลที่มีคุณลักษณะจํานวนมากอยางขอมูลไมโครอารเรย 

3. วิธีการรวมผลลัพธของกลุมกอน  

 

5.3 การออกแบบการทดลอง 

 ประสิทธิภาพของกลุมกอนสําหรับการจําแนกประเภทขอมูลนั้น ปจจัยที่สําคัญไดแกความ
หลากหลายของสมาชิกในกลุมกอน รวมถึงประสิทธิภาพของสมาชิกแตละตัว ซึ่งทั้ง 2 ปจจัยนี้มัก
เปนเรื่องที่สวนทางกัน กลาวคือ ถาตองการใหสมาชิกแตละตัวมีประสิทธิภาพในการจําแนก
ประเภทขอมูลที่ดี ความหลากหลายของสมาชิกมักจะมีนอย แตถาตองการไดความหลากหลายที่
มาก ประสิทธิภาพของสมาชิกแตละตัวก็อาจนอยลง ทําใหประสิทธิภาพโดยรวมของกลุมกอนยัง
ไมดีพอตามไปดวย 

 จากบทที่ 4 เราพบวา ประสิทธิภาพของตัวจําแนกประเภทสามารถเพิ่มข้ึนไดดวยการใช
วิธีการเลือกคุณลักษณะเขามาชวยเพื่อเลือกเอาเฉพาะคุณลักษณะที่สําคัญมาใชในการสรางตัว
จําแนกประเภท ซึ่งผูวิจัยไดนําเสนอวิธีการเลือกคุณลักษณะแบบใหม คือ วิธี ClusSNR ซึ่งวิธีการ
นี้จะทําการจัดกลุมคุณลักษณะดวยเทคนิคการจัดกลุมขอมูล สงผลใหคุณลักษณะที่มีลักษณะ
คลายกัน จะถูกจัดใหอยูในกลุมเดียวกัน จากนั้นจึงเลือกคุณลักษณะที่ใหคา SNR สูงที่สุดในแตละ
กลุม มาใชในการสรางตัวจําแนกประเภทขอมูลตอไป โดยวิธีการนี้ก็จะสามารถลดการเลือก
คุณลักษณะที่ซ้ําซอน ซึ่งไมกอใหเกิดประโยชนสําหรับข้ันตอนวิธีของการเรียนรู 

 เพื่อเปนการสรางความหลากหลายและเพิ่มประสิทธิภาพของตัวจําแนกประเภทขอมูลแต
ละตัว จึงไดนําวิธีการ ClusSNR มาใชสําหรับการสรางสมาชิกของกลุมกอน โดยวิธีการจะเริ่มจาก
การกําหนดจํานวนสมาชิกของกลุมกอน จากนั้นจึงใชเทคนิค ClusSNR เพื่อเลือกคุณลักษณะที่ให
คา SNR สูงที่สุดในแตละกลุมมาใชสรางตัวจําแนกประเภทขอมูล โดยตัวจําแนกประเภทตัวที่ 1 
จะนําเอาคุณลักษณะที่มีคา SNR สูงที่สุดอันดับที่ 1 ของแตละกลุมมาใชในการสราง สวนตัว
จําแนกประเภทตัวที่ 2 ก็จะนําคุณลักษณะที่มีคา SNR สูงที่สุดอันดับที่ 2 ของแตละกลุมมาใช ทํา
อยางนี้ไปเร่ือย ๆ จนกระทั้งครบทุกตัวตามจํานวนสมาชิกของกลุมกอนที่ไดกําหนดไว ภาพรวม
ของวิธีการที่นําเสนอ แสดงดังรูปที่ 5.8 
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 วิธีการนี้สามารถรับประกันไดวา ตัวจําแนกประเภทแตละตัวจะใชคุณลักษณะที่แตกตาง
กันโดยสิ้นเชิง แตยังคงประสิทธิภาพที่ดี ซึ่งลักษณะเชนนี้อาจเรียกไดวา ตัวจําแนกประเภทขอมูล
แตละตัวมีการมองตางมุม (Difference point of view) ซึ่งก็จะชวยลดจุดดอยของตัวจําแนก
ประเภทแตละตัว ทําใหประสิทธิภาพโดยรวมของกลุมกอนดีข้ึน 

 
รูปที่ 5.8 ภาพรวมของวิธีการสรางกลุมกอนตัวจําแนกประเภทกําหนดการพนัธุกรรมสําหรับขอมลู

ไมโครอารเรยแบบใหม 

 หลังจากสรางสมาชิกของกลุมกอนไดครบตามจํานวนที่กําหนดแลว คําตอบที่ไดจากกลุม
กอนจะใหวิธีการออกเสียงแบบถวงน้ําหนัก โดยน้ําหนักที่ใช คํานวณไดดังสมการ 

 ∑ ×
×

=

i
ii

ii
i )A(T

ATw  (5.4) 

 โดยที ่ wi  คือ น้ําหนกัคะแนนเสียงของตัวจําแนกประเภทตัวที ่i 
Ti   คือ ผลรวมคะแนน SNR ของเซตยอยของคุณลักษณะที่ใชสําหรบัตัวจําแนก 
          ประเภทตัวที ่i 
Ai   คือ คาความแมนบนชุดขอมูลสอนสําหรับตัวจําแนกประเภทตัวที ่i 
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 สรุปข้ันตอนวิธีทั้งหมดที่นําเสนอสําหรับการสรางกลุมกอนตัวจําแนกประเภทกําหนดการ
พันธุกรรม ในที่นี้ขอเรียกวิธีการดังกลาววา EnsClusSNR แสดงไดดังรูปที่ 5.9 

 
รูปที่ 5.9 ข้ันตอนวิธีการ EnsClusSNR 

 

5.4 ผลการทดลอง 

 ในการประเมินประสิทธิภาพ จะทําการทดสอบโดยการใชตัวจําแนกประเภทกําหนดการ
พันธุกรรม ตามรายละเอียดที่ไดอธิบายไวในหัวขอ 3.3 ซึ่งจะทําการเปรียบเทียบประสิทธิภาพกลุม
กอนของวิธีการที่นําเสนอ คือ EnsClusSNR กับวิธีการปกติ 2 วิธี คือ การใชคุณลักษณะทัง้หมดใน
การสรางกลุมกอน ซึ่งขอเรียกวิธีการดังกลาววา EnsAll และวิธีการเลือกคุณลักษณะแบบ SNR 
เพียงอยางเดียวในการสรางกลุมกอน ซึ่งขอเรียกวา EnsSNR และนอกจากนี้ ยังไดทําการ
เปรียบเทียบกับวิธีการสรางกลุมกอนที่เปนที่รูจักกันดีอีก 2 วิธี คือ วิธีการ Bagging ซึ่งขอเรียกวา 
EnsBag และวิธีการ AdaBoost ซึ่งขอเรียกวา EnsBoost  

 จํานวนสมาชิกของกลุมกอนที่ใชในการวิจัยในครั้งนี้คือ 9 ตัว การทดลองจะใชวิธีวัด
ประสิทธิภาพแบบ 10-Fold Cross validation โดยจะทําการทดลองกับชุดขอมูลจํานวน 8 ชุด

ขั้นตอนวิธี EnsClusSNR 
1. จัดกลุมคุณลักษณะของขอมูลทั้งหมดดวยวิธีการจัดกลุมแบบ K-Means (ในการทดลองนี้
กําหนดให K=30 และจํานวนรอบสูงสุดสําหรับ K-Means เทากับ 10) ตามรายละเอยีดดัง
รูปที่ 2.16 

2. คํานวณคา SNR ตามสมการที่ 2.5 สําหรับคุณลักษณะทกุตัวในแตละกลุม 
3. สําหรับสมาชิกตัวจําแนกประเภทกําหนดการพันธุกรรม ตัวที่ i  

3.1 สรางเซตยอยของคุณลักษณะที่จะนํามาใชสรางตัวจําแนกประเภทกําหนดการ
พันธุกรรม โดยเลือกจากคุณลักษณะที่มีคา SNR สูงที่สุดลําดับที่ i ของแตละกลุม 
แลวคํานวณคาผลรวมของ SNR ของเซตยอยนัน้ (Ti) 

3.2 นําขอมูลสอนทั้งหมดโดยใชคณุลักษณะที่ไดจากขอ 3.1 มาสรางตัวจําแนก
ประเภทกําหนดการพันธุกรรมแลวคํานวณหาคารอยละของความแมนของการ
จําแนกประเภทขอมูลของตัวจําแนกประเภทตัวนั้นบนชุดขอมูลสอน (Ei) 

4. รวมผลลัพธที่ไดจากตวัจาํแนกประเภททุกตัวดวยวิธีการออกเสียงแบบถวงน้ําหนกั ตาม
สมการที่ 5.4 ซ่ึงผลลัพธใดไดคะแนนสูงสุด ก็จะตอบเปนผลลัพธนั้น 
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ขอมูล ตามรายละเอียดดังหัวขอ 1.3 ซึ่งแตละชุดขอมูลจะทําซ้ํา 10 รอบ (ยกเวนวิธีการ 
EnsBoostSNR ซึ่งทําซ้ํา 5 รอบ) แลวใชคาเฉลี่ย ดังนั้นในแตละชุดขอมูลจะใชการทดลองทั้งสิ้น 
เทากับ 100 การทดลอง ผลการทดลองแสดงดังตารางที่ 5.4 และ ตารางที่ 5.5 แสดงผลการ
ทดสอบนัยสําคัญของความแตกตางของคาความแมนดวยคะแนนที (T-Score) ที่ระดับ 0.05 
ระหวางวิธีการที่นําเสนอ (EnsClusSNR) กับวิธีการอื่น ๆ 

 จากผลการทดลองพบวา ประมาณรอยละ 80 ประสิทธิภาพของวิธีการที่นําเสนอดีกวา
วิธีการอื่น ๆ อยางมีนัยสําคัญ สวนที่เหลือไมมีความแตกตางกันทางสถิติ โดยมีเพียงกรณีเดียวที่
วิธีการที่นําเสนอแยกวาอยางมีนัยสําคัญ ซึ่งไดแกผลการเปรียบเทียบกับวิธีการ EnsSNR สําหรับ
ชุดขอมูลมะเร็งเตานม และนอกจากนี้ยังพบวาวิธีการที่นําเสนอจะใหคาสวนเบี่ยงเบนมาตรฐานที่
ต่ํา โดยรอยละ 60 ใหคาสวนเบี่ยงเบนมาตรฐานที่ต่ําที่สุด 

 ในศาสตรดานการเรียนรูของเครื่อง เปนที่ทราบกันดีวาวิธีการสรางกลุมกอนแบบ 
AdaBoost เปนวิธีการที่มีประสิทธิภาพที่สุดวิธีการหนึ่ง ดังนั้นจึงไดทําการทดลองเปรียบเทียบกับ
วิธีการ AdaBoost แบบมีการเลือกคุณลักษณะแบบ SNR กอนการสรางกลุมกอน ซึ่งขอเรียกวา 
EnsBoostSNR เพื่อดูประสิทธิภาพของ AdaBoost ผลการทดลองแสดงในตารางที่ 5.4 ซึ่งก็พบวา
ประสิทธิภาพของวิธีการที่นําเสนอนั้นยังคงดีกวา 

 จากการตรวจสอบพบวา เหตุที่ประสิทธิภาพของ AdaBoost ไมดีนัก เนื่องจากในบางชุด
ขอมูล อัตราความผิดพลาดบนชุดขอมูลสอนเปนศูนย ซึ่งทําให AdaBoost ไมทํางาน เชนในชุด
ขอมูลมะเร็งตอมน้ําเหลือง ในขณะที่ในชุดขอมูลอ่ืน ๆ พบวาอัตราความผิดพลาดบนชุดขอมูล
ทดสอบของตัวจําแนกประเภทแตละตัวมีคาที่คอนขางสูง ทําใหประสิทธิภาพโดยรวมของกลุมกอน
ต่ําลงไปดวย ผลการตรวจสอบแสดงดังรูปที่ 5.10 

 จากนั้นไดทาํการเปรียบเทียบประสิทธิภาพกับผลที่ไดรายงานใน Hong and Cho (2006), 
Kim and Cho (2006) และ Cho and Won (2007) (เฉพาะคาเฉลี่ยที่ดีที่สุดของแตละบทความ
วิจัย) ที่ไดทําการทดลองกับชุดขอมูลเดียวกันจํานวน 5 ชุดขอมูล ไดแก มะเร็งตอมน้ําเหลือง มะเรง็
รังไข มะเร็งลําไสใหญ มะเร็งเม็ดเลือดขาว และ มะเร็งปอด โดยที่ Hong and Cho (2006) จะเปน
การสรางกลุมกอนของตัวจําแนกประเภทกําหนดการพันธุกรรมตามรายละเอียดที่อธิบายไวใน
หัวขอ 5.2 สําหรับ Kim and Cho (2006) จะเปนการสรางกลุมกอนดวยขั้นตอนวิธีการเรียนรู 6 วิธี 
รวมกับข้ันตอนการเลือกคุณลักษณะ 7 วิธี เพื่อสรางความหลากหลายของตัวจําแนกประเภท 
ขณะที่ Cho and Won (2007) จะใชเครือขายใยประสาทเทียม (Artificial Neural Network) เปน
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ข้ันตอนวิธีการเรียนรูสําหรับการสรางตัวจําแนกประเภท และใชวิธีการเลือกคุณลักษณะ 4 วิธีเพื่อ
สรางความหลากหลาย ซึ่งผลการเปรียบเทียบแสดงดังตารางที่ 5.6 

 

รูปที่ 5.10 อัตราความผิดพลาดบนชุดขอมูลสอนและขอมูลทดสอบของตัวจําแนกประเภทแตละ
ตัวสําหรับวิธีการ EnsBoost และ EnsBoostSNR 
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ตารางที ่5.4 การเปรียบเทยีบประสิทธิภาพของกลุมกอนตัวจําแนกประเภทกําหนดการพนัธุกรรม 
ดวยวิธกีารตาง ๆ  

ชุดขอมูล EnsAll  
(%) 

EnsSNR 
(%) 

EnsBag 
(%) 

EnsBoost 
(%) 

EnsBoostSNR 
(%) 

EnsClusSNR 
(%) 

Acc. 86.38±4.28 91.70±3.54 82.55±4.58 88.50±6.03 91.06±0.95 92.12±3.62 
Sen. 84.58±6.23 93.33±5.27 76.52±6.82 87.08±8.21 95.00±8.21 93.75±5.29 มะเร็งตอม

น้ําเหลือง 
Spe. 88.26±4.61 90.00±5.04 89.13±5.12 90.00±5.44 86.95±3.08 90.43±4.00 
Acc. 96.99±0.86 98.57±0.46 96.79±0.57 97.98±0.63 96.45±0.29 99.21±0.53 
Sen. 97.90±0.78 98.58±0.59 97.47±0.54 98.02±0.76 96.42±0.80 99.13±0.52 มะเร็งรังไข 
Spe. 95.38±1.86 98.57±0.59 95.60±1.47 97.91±1.42 96.48±0.92 99.34±0.93 
Acc. 86.12±2.54  81.93±5.31  80.16±2.85  79.19±3.84  76.72±8.65 87.09±1.70 

Sen. 78.63±6.08  74.09±12.13  66.36±6.14  65.45±6.48  62.73±10.36 82.27±3.98 มะเร็งลําไส
ใหญ 

Spe. 90.25±1.84  86.25±3.77  87.75±2.99  86.75±3.13  84.59±8.29 89.75±2.19 
Acc. 78.72±3.14  79.39±2.63  64.60±3.35  68.72±3.53  85.68±3.71 87.15±1.08 

Sen. 70.19±5.89  78.26±3.63  50.77±5.22  61.53±7.75  83.49±6.21 85.38±2.07 มะเร็งตอม
ลูกหมาก 

Spe. 87.60±3.63  80.40±4.20  79.00±5.75  76.20±4.47  88.00±4.47 89.00±1.94 

Acc. 54.48±4.41 67.35±3.07 51.41±4.58 53.32±5.26 48.20±4.47 60.76±2.97 
Sen. 35.58±7.39 51.47±6.69 37.05±8.45 40.29±4.81 41.17±8.05 42.94±5.58 มะเร็งเตานม 
Spe. 69.09±4.45 79.54±4.79 62.50±4.82 63.41±9.24 53.63±5.47 74.54±5.00 
Acc. 58.33±6.48 57.33±5.57 54.83±3.88 54.00±6.15 54.33±5.72 59.83±3.64 

Sen. 14.76±7.92 21.90±10.81 21.90±11.49 30.95±11.05 28.57±5.83 16.66±6.04 
เนื้องอกระบบ
ประสาท
สวนกลาง Spe. 81.79±8.15 76.41±7.33 72.56±7.16 66.40±9.55 68.20±6.68 83.07±4.05 

Acc. 93.33±2.05  79.99±3.02  88.47±3.71  89.02±3.84  93.05±1.97 96.95±1.58 

Sen. 96.81±2.07  87.02±4.31  96.81±3.21  94.04±3.99  97.87±1.51 98.72±1.80 
มะเร็งเม็ด
เลือดขาว 

Spe. 86.80±2.70  66.80±6.55  72.80±8.60  79.60±6.92  84.00±2.83 93.60±2.80 

Acc. 98.67±0.70  96.40±0.91  97.79±1.04  97.62±1.04  96.46±1.27 99.22±0.83 

Sen. 94.19±3.33  82.90±0.91  88.70±5.54  88.71±4.09  87.09±6.04 96.45±3.55 มะเร็งปอด 
Spe. 99.60±0.47  99.20±0.53  99.67±0.35  99.46±0.62  98.40±0.36 99.80±0.32 

หมายเหตุ: Acc. แทนความแมน  Sen แทนความไว และ Spe แทนความจําเพาะ 
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ตารางที ่5.5 ผลการทดสอบนัยสําคัญของความแตกตางของคาความแมนดวยคะแนนที (T-
Score) ที่ระดับ 0.05 ระหวางวธิีการทีน่ําเสนอ (EnsClusSNR) กับวิธกีารอื่น ๆ (Sig หมายถึง 
วิธีการ EnsClusSNR ดีกวาอยางมีนยัสําคัญ, -Sig หมายถงึ วิธีการอื่นดีกวาอยางมนีัยสําคัญ 

และ N หมายถึง ไมแตกตางกัน) 
ผลการทดสอบ ชุดขอมูล 

EnsAll EnsSNR EnsBag EnsBoost 
มะเร็งตอมน้ําเหลือง Sig N Sig N 
มะเร็งรังไข Sig Sig Sig Sig 
มะเร็งลําไสใหญ N Sig Sig Sig 
มะเร็งตอมลูกหมาก Sig Sig Sig Sig 
มะเร็งเตานม Sig -Sig Sig Sig 
เนื้องอกระบบประสาทสวนกลาง N N Sig Sig 
มะเร็งเม็ดเลือดขาว Sig Sig Sig Sig 
มะเร็งปอด N Sig Sig Sig 

 

ตารางที ่5.6 ผลการเปรียบเทียบประสทิธภิาพของวธิีการแบบกลุมกอนทีน่ําเสนอกบัวิธีการที่
ตีพิมพในบทความวิจัย 

 มะเร็งตอม
น้ําเหลือง มะเร็งรังไข มะเร็งลําไส

ใหญ 
มะเร็งเม็ด
เลือดขาว มะเร็งปอด 

Hong and Cho (2006) 97.6 98.0 - - 99.4 
Kim and Cho (2006) 85.2 - 74.8 92.8 - 
Cho and Won (2007) 93.0±10.9 - 87.9±17.0 95.9±6.4 - 
วิธีการทีน่ําเสนอ 92.1±3.6 99.2±0.5 87.0±1.7 96.9±1.5 99.2±0.8 

 

 ผลการเปรียบเทียบในตารางที่ 5.6 อาจไมสามารถเปรียบเทียบกันไดโดยตรง เนื่องจาก
ความแตกตางของวิธีการที่ใช เชน วิธีการทดสอบ บางงานวิจัยอาจใชวิธีการ Leave – One – Out, 
5-Fold Cross validation, 10-Fold Cross validation หรือ การแบงชุดขอมูลสอนกับชุดขอมูล
ทดสอบที่ชัดเจน แตผลการเปรียบเทียบก็แสดงใหเห็นวา วิธีการที่นําเสนอนั้นใหประสิทธิภาพที่ดี
สําหรับการสรางกลุมกอนของตัวจําแนกประเภทกําหนดการพันธุกรรม และผลการทดลองยังแสดง
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ใหเห็นวา คาสวนเบี่ยงเบนมาตรฐานของวิธีการที่นําเสนอมีคานอยมากเมื่อเทียบกับ Cho and 
Won (2007) ซึ่งเปนงานเดียวที่มีการรายงานคาสวนเบี่ยงเบนมาตรฐานนี้ 

 

5.5 สรุป 

 วิธีการแบบกลุมกอนเปนวิธีที่สามารถเพิ่มประสิทธิภาพของการจําแนกประเภทขอมูลได
เปนอยางดี ประเด็นสําคัญที่ทําใหวิธีการแบบกลุมกอนมีประสิทธิภาพที่ดี คือ ความหลากหลาย
ของสมาชิกในกลุมกอน โดยที่สมาชิกแตละตัวจะตองมีประสิทธิภาพที่ดีดวย ซึ่งทั้ง  2 ประเด็นนี้
มักมีความขัดแยงกัน 

 งานวิจัยที่ศึกษาทางดานวิธีการแบบกลุมกอน จึงมุงเนนที่จะหาวิธีการสรางความ
หลากหลายที่ยังคงใหสมาชิกแตละตัวมีประสิทธิภาพที่ดี วิธีการที่เปนที่รูจักกันดี 2 วิธี ไดแก 
วิธีการ Bagging และ AdaBoost ซึ่งมักใหประสิทธิภาพที่ดีสําหรับชุดขอมูลสอนที่มีจํานวนขอมูล
มาก ๆแตเนื่องจากขอมูลไมโครอารเรยเปนขอมูลที่มีจํานวนคุณลักษณะมากในขณะที่จํานวน
ขอมูลมีนอย ดังนั้นวิธีการเพิ่มประสิทธิภาพของตัวจําแนกประเภทแตละตัวจึงนิยมใชวิธีการเลือก
คุณลักษณะมาชวย ดังนั้นการสรางความหลากหลายของตัวจําแนกประเภทแตละตัวในกลุมกอน 
จึงพยายามมุงเนนใหเกิดความหลากหลายทางดานมิติเปนหลัก โดยหาวิธีการเลือกคุณลักษณะ
แบบตาง ๆ มาใช 

 ในงานนี้จึงไดนําเสนอวิธีการสรางกลุมกอนโดยใชการเลือกคุณลักษณะแบบ ClusSNR 
ดังรายละเอียดในบทที่ 4 มาประยุกตใช เนื่องจากวิธีการดังกลาวจะทําการจัดกลุมคุณลักษณะที่มี
ลักษณะคลายกันเขาไวในกลุมเดียวกันแลวทําการจัดลําดับคุณลักษณะของแตละกลุมตาม
คะแนน SNR หลังจากนั้นจะทําการสรางเซตยอยของคุณลักษณะโดยเลือกเอาคุณลักษณะที่มี
คะแนน SNR สูงที่สุดลําดับที่ i ของแตละกลุมเพื่อนําไปสรางเปนตัวจําแนกประเภทกําหนดการ
พันธุกรรมตัวที่ i ซึ่งวิธีการนี้ ตัวจําแนกประเภทแตละตัวจะใชคุณลักษณะคนละชุดที่ไมเหมือนกัน
เลยแตมีลักษณะที่ใกลเคียงกัน ทําใหประสิทธิภาพของตัวจําแนกประเภทแตละตัวยังคงมี
ประสิทธิภาพที่ดี แตจะเกิดความหลากหลายของสมาชิกในกลุมกอน ซึ่งสงผลใหประสิทธิภาพ
โดยรวมของกลุมกอนดียิ่งขึ้นตามไปดวย 

 



 
 

บทที่  6 

สรุปผลการวิจัยและขอเสนอแนะ 

 

6.1 สรุปผลการวิจยั 

หัวใจสําคัญของการสรางกลุมกอนที่ดี คือ การสรางความหลากหลายใหกับสมาชิกแตละ
ตัวในกลุมกอนโดยที่สมาชิกแตละตัวนั้นจะตองยังคงมีประสิทธิภาพที่ดีดวย ซึ่งทั้ง 2 ประเด็นนี้มัก
มีความขัดแยงซึ่งกันและกัน กลาวคือ หากตองการใหสมาชิกแตละตัวของกลุมกอนมีประสิทธิภาพ
ที่ดี ความหลากหลายของสมาชิกในกลุมกอนก็จะลดลง แตหากตองการใหไดความหลากหลาย
ของสมาชิกใหมากขึ้น ประสิทธิภาพของสมาชิกแตละตัวก็มักจะลดลง 

งานวิจัยนี้ไดนําเสนอเทคนิควิธีการสรางกลุมกอนตัวจําแนกประเภทกําหนดการพันธุกรรม
สําหรับการจําแนกประเภทขอมูลไมโครอารเรย โดยใชขอดีของเทคนิคการเลือกคุณลักษณะ
รวมกับเทคนิคการจัดกลุมขอมูลมาใชเพื่อเพิ่มประสิทธิภาพของการจําแนกประเภทขอมูล 
เนื่องจาก ขอมูลไมโครอารเรยเปนขอมูลที่มีจํานวนมิติ (คุณลักษณะ) ที่สูงมาก ในขณะที่จํานวน
ขอมูลมีจํากัด ทําใหวิธีการสรางกลุมกอนแบบเดิม ๆ ไมสามารถใชประโยชนจากชุดขอมูลเหลานี้
ไดมากนัก 

จากผลการทดลองในบทที่ 4 พบวา เทคนิคการเลือกคุณลักษณะแบบ ClusSNR สามารถ
ลดความซ้ําซอนของคุณลักษณะที่ถูกเลือก ทําใหคุณลักษณะที่ได ใหขอมูลใหม ๆ ที่เปนประโยชน
สําหรับการเรียนรู ทําใหประสิทธิภาพของตัวจําแนกประเภทกําหนดการพันธุกรรมดีข้ึน ซึ่งจาก
เทคนิคดังกลาวนี้เอง เราพบวา คุณลักษณะที่ถูกจัดกลุมใหอยูในกลุมเดียวกัน จะมีลักษณะที่
คลายกัน ดังนั้น หากเราเลือกคุณลักษณะที่มีคาระดับคะแนนสูงรองลงมา ความสามารถของ
คุณลักษณะนั้นก็จะมีความใกลเคียงกับคุณลักษณะที่มีคาระดับคะแนนที่สูงที่สุดเชนกัน 

ในบทที่ 5 จึงไดนําเทคนิคนี้มาใชเพื่อสรางเปนกลุมกอนของตัวจําแนกประเภทกําหนดการ
พันธุกรรม โดยจะใชวิธีการกระจายคุณลักษณะที่ดีของแตละกลุมใหกับตัวจําแนกประเภทแตละ
ตัว โดยที่คุณลักษณะที่ดีในลําดับที่ i ของแตละกลุมจะถูกนําไปใชสําหรับการเรียนรูเพื่อสรางตัว
จําแนกประเภทกําหนดการพันธุกรรมตัวที่ i ซึ่งวิธีการนี้จะรับประกันไดวา ตัวจําแนกประเภทแตละ
ตัวจะใชคุณลักษณะที่แตกตางกันโดยสิ้นเชิง แตคุณลักษณะทั้งหลายเหลานั้นจะมีลักษณะบาง
ประการที่คลายกัน ทําใหเราสามารถไดตัวจําแนกประเภทที่มีประสิทธิภาพที่ดีแตมีความแตกตาง
กันในการสรางเปนกลุมกอน ซึ่งสงผลใหประสิทธิภาพของกลุมกอนดีข้ึนตามไปดวย 
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6.2 ปญหาทีพ่บและขอเสนอแนะ 

 เทคโนโลยีไมโครอารเรยเปนเทคนิควิธีการที่ใชสําหรับการศึกษารูปแบบการแสดงออกของ
ยีน ซึ่งมักใชศึกษาในเรื่องใดเรื่องหนึ่งทางชีววิทยาหรือทางการแพทย เชน ศึกษารูปแบบการ
เจริญเติบโตของสิ่งมีชีวิต รูปแบบการตอบสนองตอยา หรือรูปแบบของการเกิดโรคตาง ๆ ซึ่งจาํเปน
จะตองมีพื้นความรูทางดานชีววิทยาหรือศาสตรที่เกี่ยวของพอสมควรจึงจะสามารถออกแบบการ
ทดลอง วิเคราะห และสรุปผล เพื่อใหเกิดประโยชนสูงสุดและสามารถนําไปประยุกตใชไดจริง 

 ปญหาหลักที่สําคัญอีกประการหนึ่ง ก็คือ ขอมูลไมโครอารเรยมักประกอบไปดวยขอมูลที่
ขาดหาย (Missing Value) และมีสัญญาณรบกวน เปนจํานวนมาก ซึ่งจะสงผลตอการวิเคราะห
ขอมูล ดังนั้นกอนการนําขอมูลดังกลาวมาทําการวิเคราะห ควรจะมีการจัดเตรียมขอมูล (Pre-
processing) เพื่อใหพรอมสําหรับการประมวลผล เชน การเติมเต็มขอมูลที่ขาดหาย (Imputation) 
และการทําขอมูลใหเปนปกติ ซึ่งมีงานวิจัยหลายชิ้นไดศึกษาเรื่องดังกลาว  

 สําหรับเทคนิควิธีการที่ใชในงานวิจัยนี้ ไดใชประโยชนจากเทคนิคการเลือกคุณลักษณะ
แบบ SNR และเทคนิคการจัดกลุมแบบ K-Means ซึ่งเปนเทคนิคพื้นฐาน ดังนั้นหากตองการเพิ่ม
ประสิทธิภาพของวิธีการดังกลาวอาจมีการศึกษาถึงประสิทธิภาพของเทคนิคการเลือกคุณลักษณะ 
และเทคนิคการจัดกลุมขอมูลในแบบตาง ๆ เพื่อใหคุณลักษณะที่ถูกเลือกมีประโยชนมากยิ่งขึ้น 

 จํานวนคุณลักษณะที่ใชสําหรับเทคนิคการเลือกคุณลักษณะในปจจุบันยังไมไดมี
การศึกษาวาควรจะใชจํานวนเทาใด ซึ่งถาหากกําหนดใหนอยไปอาจไมเพียงพอตอการเรียนรู แต
หากกําหนดใหมากไป สวนที่เกินอาจเปนสัญญาณรบกวน ซึ่งสงผลใหประสิทธิภาพของการเรียนรู
ลดลง ซึ่ง ณ ปจจุบันมีรายงานในบทความวิจัยเพียงวา จํานวนคุณลักษณะประมาณ 25 – 30 
คุณลักษณะ เพียงพอตอการเรียนรู แตหากเราสามารถหาจํานวนที่แนนอนได ก็อาจทําให
ประสิทธิภาพโดยรวมดีข้ึน  
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ประวัติผูเขียนวิทยานิพนธ 
 
 นายสุพจน เฮงพระพรหม เกิดวันที่ 19 กุมภาพันธ 2520 ที่จังหวัดกาญจนบุรี เขารับ
การศึกษาในระดับปริญญาบัณฑิต สาขาวิชาวิทยาการคอมพิวเตอร คณะวิทยาศาสตรและเทคโน 
โลยี สถาบันราชภัฏนครปฐม ในปการศึกษา 2538 และสําเร็จการศึกษา เกียรตินิยมอันดับ 2 ในป
การศึกษา 2541 เขาศึกษาตอในหลักสูตรวิทยาศาสตรมหาบัณฑิต สาขาวิชาวิทยาศาสตร
คอมพิวเตอร คณะวิศวกรรมศาสตร จุฬาลงกรณมหาวิทยาลัย ในปการศึกษา 2542 และสําเร็จใน
ปการศึกษา 2544 โดยไดรับทุน คุรุทายาท (ระดับอุดมศึกษา) ในระดับปริญญาตรี ตอเนื่อง 
ปริญญาโท ไดรับการบรรจุเขารับราชการ ในตําแหนงอาจารย 1 ระดับ 4 ณ มหาวิทยาลัยราชภัฏ
นครปฐม เมื่อวันที่ 14 ธันวาคม 2544 และไดลาศึกษาตอในระดับดุษฎีบัณฑิต สาขาวิชาวิศวกรรม
คอมพิวเตอร คณะวิศวกรรมศาสตร จุฬาลงกรณมหาวิทยาลัย ในปการศึกษา 2547 
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