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Road segmentation on remote sensing images: aerial (or very high resolution) 
images and satellite (or high resolution) images, has been employed to various 
application domains, particularly road extraction in which the segmented objects are 
served as a mandatory layer in geospatial databases. Several attempts in applying deep 
convolutional neural network (DCNN) to extract roads from remotely-sensed images 
have been made; nevertheless, the accuracy is still restricted. This thesis presents an 
enhanced DCNN framework specifically tailored for road extraction on remotely-
sensed images by applying landscape metrics (LMs) and conditional random fields 
(CRFs). To improve DCNN, a modern activation function; called exponential linear unit 
(ELU), is engaged in our architecture resulting in a higher number of and yet more 
accurate extracted roads. To further alleviate falsely classified road objects, a solution 
based on an adoption of LMs is proposed. Lastly, to sharpen the extracted roads, a 
CRF method is added to our framework. The experiments were conducted on 
Massachusetts road aerial imagery as well as Thaichote/THEOS satellite imagery data 
sets. The results demonstrated that our proposed framework outperformed SegNet, 
the state-of-the-art object segmentation technique on any kinds of remotely-sensed 
imagery, in most of the cases in terms of precision, recall, and F1 scores. 
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บทที่ 1 
บทน า 

1.1 ที่มาและความส าคัญของปัญหา  

 ภาพถ่ายระยะไกล (Remotely-sensed Image) มีความส าคัญมากในการน ามาใช้งานใน
รูปแบบโปรแกรมประยุกต์ (Application) โดยเฉพาะอย่างยิ่งการน ามาใช้ปรับปรุงข้อมูลบนระบบ
สารสนเทศภูมิศาสตร์ (Geographic Information System) [1, 2] ให้ทันสมัย ซึ่งตัวอย่างรูปแบบ
โปรแกรมประยุกต์ที่ยังคงได้รับความนิยมในเทคโนโลยีด้านการส ารวจระยะไกล (Remote Sensing) 
คือการสกัดพ้ืนที่ถนนออกจากภาพถ่ายระยะไกล โดยในวิทยานิพนธ์นี้ได้ใช้ภาพถ่ายระยะไกล 2 ชนิด 
ได้แก่ ภาพถ่ายดาวเทียม (Satellite Image) ซึ่งคุณสมบัติของภาพจะเป็นภาพที่มีความละเอียดสูง 
(High Resolution) และภาพถ่ายทางอากาศ (Aerial Image) ซึ่งคุณสมบัติของภาพชนิดนี้จะเป็นภาพ
ที่มีความละเอียดสูงมาก (Very High Resolution)  
 ปัจจุบันการสกัดถนนออกจากภาพถ่ายระยะไกลยังคงมีความส าคัญมากและเป็นหัวข้อที่ มี
ความท้าทาย [1] เนื่องจากเส้นทางถนนมีการเปลี่ยนแปลงเพ่ิมเติมอยู่ตลอดเวลา การที่คนหรือรถจะ
เข้าไปส ารวจบางพ้ืนที่อาจจะท าได้ยากหรือไม่อาจท าได้เลย เช่น ในเขตพ้ืนที่สู้รบหรือพ้ืนที่ที่ก าลังท า
สงคราม รวมถึงพ้ืนที่ภัยพิบัติ ซึ่งพ้ืนที่เหล่านี้จะจัดอยู่ในหมวดที่เรียกว่า พ้ืนที่ที่ไม่ยินดียินร้าย 
(Impervious Surface Extraction) [1]  ท าให้เข้าไปอัพเดทแผนที่ถนนไม่ได้ ดังนั้นการสกัดพ้ืนที่
ถนนโดยใช้ภาพถ่ายระยะไกลจึงเป็นทางเลือกที่ดีที่สุดส าหรับการน ามาอัพเดทข้อมูลถนน ประโยชน์ที่
ได้นอกเหนือจากการสกัดพ้ืนที่ถนนส าหรับพ้ืนที่ที่เข้าไปส ารวจไม่ได้ เช่น การอัพเดทพ้ืนที่ถนนที่ได้
จากภาพถ่ายระยะไกลจะน าไปใช้ประโยชน์ในการวางผังเมือง (Urban Planning) การเพ่ิม
ประสิทธิภาพของเส้นทางและระบบน าทาง (Route Optimization and Navigation) รวมไปถึง
น ามาใช้ประโยชน์ในการหาเส้นทางในการจัดการภัยพิบัติได้ (Disaster Management) [1-6]  
   งานวิจัยด้านการจ าแนกถนนออกจากภาพถ่ายระยะไกลแบ่งวิธีการจ าแนกถนนออกจาก
ภาพถ่ายระยะไกลได้เป็น 2 วิธีการ คือ ใช้วิธีการเรียนรู้แบบไม่มีผู้ฝึกสอน (Unsupervised Learning) 
และใช้วิธีการเรียนรู้แบบมีผู้ฝึกสอน (Supervised Learning) 
 วิธีการแรก คือ วิธีการเรียนรู้แบบไม่มีผู้ฝึกสอน (Unsupervised Learning) เช่น วิธีการสกัด
ถนนออกจากภาพถ่ายระยะไกลโดยใช้เคมีนส์ (K-means) [6, 7] วิธีการสกัดถนนออกจากภาพถ่าย
ระยะไกลโดยใช้ค่าขีดแบ่งแบบโฮโมแกรม (Homogram Thresholding) [8] และวิธีการสกัดถนน
ออกจากภาพถ่ายระยะไกลโดยใช้กราฟคัท (Graph Cut) [5] โดยวิธีการเหล่านี้มีข้อดี คือ สกัดถนนได้
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รวดเร็ว แต่มีข้อจ ากัด คือ เรียนรู้คุณลักษณะส าคัญ (Feature) ได้น้อย สกัดออกมาได้เพียงแค่
คุณลักษณะส าคัญของสี ซึ่งจะมีผลท าให้เมื่อน าวิธีการเหล่านี้ไปใช้กับภาพถ่ายระยะไกลที่มีสีของถนน
ที่แตกต่างกัน หรือในกรณีของพ้ืนที่ถนนและพ้ืนที่ที่ไม่ใช่ถนนอยู่ติดกัน โดยมีคุณลักษณะของสีหรือ
เนื้อผิวของพ้ืนที่ทั้งสองที่เหมือนกัน เมื่อใช้วิธีการเรียนรู้แบบไม่มีผู้ฝึกสอนอย่างวิธีการจ าแนกโดยการ
แบ่งกลุ่ม (Clustering) ด้วยวิธีการเคมีนส์ (K-means) จากวิธีการที่ R. Maurya, P. R. Gupta และ 
A. S. Shukla [4] น าเสนอในปี 2009 หรือจากวิธีการที่ C. Sujatha และ D. Selvathi [9] ในปี 2015 
น าเสนอวิธีการโดยใช้การหาค่าขีดแบ่งมาจ าแนกพ้ืนที่ถนนออกจากภาพถ่ายระยะไกล ปัญหาที่พบใน
งานวิจัยของพวกเขาคือกลุ่มของพ้ืนที่ถนนกับกลุ่มของพ้ืนที่ที่ไม่ใช่ถนนที่อยู่ติดกันจะถูกมองว่าเป็น
กลุ่มเดียวกัน แต่แท้จริงแล้วต้องอยู่แยกกัน  รูปที่ 1 แสดงตัวอย่างของปัญหาที่ใช้วิธีการเรียนรู้แบบไม่
มีผู้ฝึกสอนจ าแนกถนนออกจากภาพถ่ายระยะไกล แต่ด้วยข้อจ ากัดของวิธีการเรียนรู้แบบไม่มีผู้
ฝึกสอนตามที่กล่าวไปข้างต้นท าให้ไม่อาจแก้ปัญหากรณีเหล่านี้ได้ และท าให้ประสิทธิภาพในการสกัด
ถนนออกจากภาพถ่ายระยะไกลนั้นไม่ดี  
 วิธีการที่สอง คือวิธีการเรียนรู้แบบมีผู้ฝึกสอน (Supervised Learning) เช่น การใช้การ
เรียนรู้เชิงลึก (Deep Learning) เข้ามาสกัดถนนออกจากภาพถ่ายระยะไกล ปัจจุบันการเรียนรู้เชิงลึก
ถูกน ามาแก้ไขปัญหาที่เกิดจากวิธีการเรียนรู้แบบไม่มีผู้ฝึกสอนได้ ซึ่งการเรียนรู้ เชิงลึกเรียนรู้
คุณลักษณะส าคัญได้มากมาย เช่น คุณลักษณะส าคัญของสี (Color Feature)  คุณลักษณะส าคัญของ
รูปร่าง (Shape Feature) รวมไปถึงคุณลักษณะส าคัญของเนื้อผิว (Texture Feature) โดยการเรียนรู้
เชิงลึกที่นิยมน ามาใช้ในการสกัดถนนออกจากภาพถ่ายระยะไกลในปัจจุบัน ได้แก่ นิวรอลเน็ตเวิร์ก
คอนโวลูชันเชิงลึก (Deep Convolutional Neural Network)  นิวรอลเน็ตเวิร์กคอนโวลูชันเชิงลึกท่ี
น ามาสกัดถนนแตกแขนงออกได้ เป็นนิวรอลเน็ตเวิร์กคอนโวลูชันเชิงลึกแบบฟูลลี  (Fully 
Convolutional Networks หรือ FCN) [3, 10]  นิวรอลเน็ตเวิร์กคอนโวลูชันเชิงลึกแบบเอนโคด
เดอร์-ดีโคดเดอร์ (Deep Convolutional Encoder-Decoder Neural Networks หรือ DCED) [4, 
11, 12] และนิวรอลเน็ตเวิร์กแบบดีคอนโวลูชันเชิงลึก (Deep Deconvolutional Neural Networks 
หรือ DeCNN) [13, 14] 
 ปัจจุบันแมว้่าการเรียนรู้เชิงลึกจะสกัดคุณลักษณะส าคัญได้มาก และให้ประสิทธิภาพการสกัด
ถนนออกจากภาพถ่ายระยะไกลได้ดี อีกทั้งเรียนรู้และสกัดคุณลักษณะส าคัญจากรูปภาพได้โดย
อัตโนมัติ ไม่จ าเป็นต้องใช้ความรู้ความเชี่ยวชาญเฉพาะด้านของมนุษย์ แต่ยังมีความต้องการในเรื่อง
ของการเพ่ิมประสิทธิภาพให้มากขึ้นกว่าเดิม เนื่องจากปัญหาที่พบในการสกัดถนนออกจากภาพถ่าย
ระยะไกลโดยใช้การเรียนรู้แบบลึก ยังมีปัญหาที่เรียกว่า ปัญหาผลบวกลวง (False Positive หรือ FP) 
คือ ปัญหาที่ท านายว่าพ้ืนที่นั้นเป็นถนน แต่แท้จริงแล้วพ้ืนที่นั้นไม่ใช่ถนน เช่น พ้ืนที่ลานจอดรถ และ
ปัญหาที่เรียกว่า ปัญหาผลลบลวง (False Negative หรือ FN) คือ ปัญหาที่ท านายว่าพ้ืนที่นั้นไม่ใช่
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ถนน แต่แท้จริงแล้วเป็นพ้ืนที่ถนน เช่น ถนนในซอยแคบๆ  รูปที่ 2 แสดงรูปปัญหาที่พบในการสกัด
ถนนออกจากภาพถ่ายทางอากาศ  

 

 

 

 

ภาพถ่ายทางกาศ ภาพผลเฉลย ภาพผลลัพธ์ 

 
รูปที่ 1 ปัญหาที่พบเมื่อใช้วิธีการเรียนรู้แบบไม่มีผู้ฝึกสอน โดยภาพขวาสุดจะแสดงให้เห็นว่ากลุ่มของ

พ้ืนที่ถนนกับกลุ่มของพ้ืนที่ที่ไม่ใช่ถนนที่อยู่ติดกันจะมองว่าอยู่กลุ่มเดียวกันซึ่งเป็นค าตอบที่ผิด  
เมื่อเปรียบเทียบกับภาพกลางที่เป็นผลเฉลยที่ถูกต้อง 

 

 
 

รูปที่ 2 การเกิดปัญหา FP และ FN โดยภาพซ้ายเป็นภาพถ่ายระยะไกลที่มีคุณสมบัติของภาพเป็น
ภาพที่มีความละเอียดสูงมาก และภาพขวาเป็นภาพที่ท านายถนนโดยใช้การเรียนรู้เชิงลึก1  

 
 วิทยานิพนธ์นี้เสนอวิธีการเรียนรู้เชิงลึกแบบนิวรอลเน็ตเวิร์กคอนโวลูชันเชิงลึกเพ่ือสกัดถนน
ออกจากภาพถ่ายระยะไกลทั้งภาพถ่ายดาวเทียมและภาพถ่ายทางอากาศร่วมกับการใช้ตัวชี้วัดภูมิ
ทัศน์ (Landscape Metrics) [15] โดยเลือกตัวชี้วัดภูมิทัศน์ประเภทตัวชี้วัดรูปร่าง (Shape Metrics) 

                                           
1 อ้างอิงจาก Fig. 7.9 ใน [13] 
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เพ่ือน ามาค านวณหาดัชนีค่าความซับซ้อน (Shape Index) และใช้แบบจ าลองทางสถิติคอนดิชันนอล
แรนดอมฟิลด์ส (Conditional Random Fields: CRFs) [16-18] เข้ามาช่วยในการประมวลผลหลัง 
(Post Processing) เพ่ือเพ่ิมความคม (Sharpening) ให้กับผลลัพธ์ที่ไดห้ลังจากการสกัดถนนออกจาก
ภาพถ่ายระยะไกลโดยใช้การเรียนรู้ เชิงลึกแบบนิวรอลเน็ตเวิร์กคอนโวลูชันเชิงลึก ทั้งนี้สิ่งที่
วิทยานิพนธ์นี้มีจุดมุ่งหมายเพ่ือแก้ปัญหาผลบวกลวง (False Positive) และปัญหาผลลบลวง (False 
Negative) โดยน าไปสู่การเพ่ิมประสิทธิภาพให้ดีมากขึ้นกว่าเดิมเมื่อน าไปเปรียบเทียบกับวิธีการ
มาตรฐาน (Baseline) ได้แก่ นิวรอลเน็ตเวิร์กคอนโวลูชันเชิงลึกแบบฟูลลี นิวรอลเน็ตเวิร์กแบบดีคอน
โวลูชันเชิงลึก และนิวรอลเน็ตเวิร์กคอนโวลูชันเชิงลึกแบบเอนโคดเดอร์-ดีโคดเดอร์ 

 
1.2 วัตถุประสงค์ของการวิจัย 

 เพ่ือน าเสนอสถาปัตยกรรมการเรียนรู้เชิงลึกส าหรับสกัดถนนออกจากภาพถ่ายระยะไกลโดย

ใช้วิธีการเรียนรู้เชิงลึกแบบนิวรอลเน็ตเวิร์กคอนโวลูชันเชิงลึกร่วมกับตัวชี้วัดภูมิทัศน์ และคอนดิชัน

นอลแรนดอมฟิลด์ส สกัดถนนได้ทั้งภาพถ่ายดาวเทียมและภาพถ่ายทางอากาศโดยให้ประสิทธิภาพ

การจ าแนกท่ีดีขึ้นกว่าใช้วิธีการเรียนรู้เชิงลึกมาตรฐาน 

 

1.3 ขอบเขตของการวิจัย 

 ในการสกัดถนนออกจากภาพถ่ายระยะไกล วิทยานิพนธ์นี้ใช้ชุดข้อมูลภาพถ่ายระยะไกล 2 

ชุดข้อมูลส าหรับการสอนและการทดสอบ ได้แก่ (1) ชุดข้อมูลของถนนของรัฐแมสซาชูเซตส์ 

(Massachusetts Roads Data Set) [19] ซึ่งชุดข้อมูลนี้ เป็นชุดข้อมูลภาพถ่ายทางอากาศ โดย

คุณสมบัติของภาพชนิดนี้จะเป็นภาพที่มีความละเอียดสูงมาก และ (2) ชุดข้อมูลของประเทศไทย 

(Thailand Roads Data Sets) โดยเป็นชุดข้อมูลภาพถ่ายดาวเทียม (Satellite Image) ซึ่งคุณสมบัติ

ของภาพจะเป็นภาพที่มีความละเอียดสูง (High Resolution)  ส าหรับชุดข้อมูลของประเทศไทยเป็น

ชุดข้อมูลที่ถ่ายจากดาวเทียมธีออส (THEOS) โดยผู้ให้บริการ คือ ส านักงานพัฒนาเทคโนโลยีอวกาศ

และภูมิสารสนเทศ (GISTDA)  ชุดข้อมูลนี้ประกอบด้วย 5 สถานที่ ได้แก่ อ าเภอพุทธมณฑล จังหวัด

นครปฐม, อ าเภอศรีราชา จังหวัดชลบุรี, จังหวัดสงขลา, จังหวัดสุรินทร์ และจังหวัดอุบลราชธานี 
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1.4 ประโยชน์ที่ได้รับ 

 สกัดถนนออกจากภาพถ่ายดาวเทียมและภาพถ่ายทางอากาศได้โดยมีความแม่นย าและ

ประสิทธิภาพการจ าแนกมากกว่าวิธีการเดิม (วิธีการมาตรฐาน) ซึ่งการสกัดถนนออกจากภาพถ่าย

ระยะไกลนี้น าไปช่วยในการวางผังเมือง การส ารวจพ้ืนที่โดยไม่ต้องใช้คนหรือรถ การอัพเดทแผนที่ 

และเพ่ิมประสิทธิภาพของระบบน าทางได้ 

 

1.5 วิธีด าเนินการวิจัย 

1. ศึกษาวรรณกรรมและงานวิจัยที่เกี่ยวข้องกับหัวข้อที่จะท า เช่น การเรียนรู้เชิงลึก การสกัด

ถนนออกจากภาพถ่ายระยะไกล การประมวลผลภาพ 

2. รวบรวมข้อมูลตัวอย่างภาพถ่ายระยะไกล (ภาพถ่ายดาวเทียมและภาพถ่ายทางอากาศ) 

ส าหรับท าการทดลอง 

3. ศึกษาการใช้งานเครื่องมือการเรียนรู้เชิงลึก โดยในงานวิจัยเลือกใช้เครื่องมือการเรียนรู้เชิง

ลึกที่ชื่อว่า ลาซานญา (Lasagne) โดยใช้ภาษาไพธอน (Python) ในการเขียนโค้ด 

4. ศึกษาและเขียนโค้ดเพ่ือจ าลองการท างานวิจัยที่เกี่ยวข้องเพ่ือใช้เป็นมาตรฐานเปรียบเทียบ

ในการประเมินประสิทธิภาพการท างาน 

5. ทดลองแนวทางวิจัยที่จะน าเสนอในเบื้องต้น รวมถึงประเมินประสิทธิภาพสิ่งที่น าเสนอกับ

วิธีการมาตรฐาน  

6. เขียนและตีพิมพ์เพ่ือน าไปเสนอผลงานทางวิชาการ 

7. จัดท าวิทยานิพนธ์ 
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1.6 ผลงานตีพิมพ์จากการวิจัย 

 ส่วนหนึ่งของวิทยานิพนธ์ฉบับนี้ ได้รับการตีพิมพ์เป็นบทความทางวิชาการ 4 เรื่อง ดังนี้ 
1. “Road Segmentation on Remotely-Sensed Images Using Deep 

Convolutional Neural Networks with Landscape Metrics and Conditional 
Random Fields” โดย ธีรพงศ์ ปานบุญยืน, พีรพล เวทีกูล, กุลสวัสดิ์ จิตขจรวานิช, สยาม 
ลววิโรจน์ และภานุ เศรษฐเสถียร ในวารสารระดับนานาชาติ Remote Sensing (ISSN 
2072-4292) อยู่ในฐานข้อมูล ISI Journal/SCImago Journal Rank (SJR): Q1/ Impact 
Factor (2016), 3.244 

2. “An Enhanced Deep Convolutional Encoder-Decoder Network for Road 
Segmentation on Aerial Imagery” โดย ธีรพงศ์ ปานบุญยืน, พีรพล เวทีกูล, กุลสวัสดิ์ 
จิตขจรวานิช และ สยาม ลววิโรจน์วงศ์ ในงานประชุมวิชาการ “The 13th International 
Conference on Computing and Information Technology, Recent Advances in 
Information and Communication Technology 2017 series, Volume 566. The 
proceedings will also be indexed by ISI Proceedings, DBLP, Ulrich's, EI-
Compendex, SCOPUS, Zentralblatt Math, MetaPress, and Springerlink” จัด
ขึ้น ณ โรงแรมอโนมา เซ็นทรัลเวิลด์ กรุงเทพมหานคร ประเทศไทย ระหว่างวันที่ 6  – 7 
กรกฏาคม 2560 

3. “Image Vectorization of Road Satellite Data Sets” โดย ธี รพงศ์  ปานบุญยืน ,  
พีรพล เวทีกูล และ กุลสวัสดิ์ จิตขจรวานิช ในวารสารระดับชาติ  Journal of Remote 
Sensing and GIS Association of Thailand (วารสารสมาคมส า รวจระยะไกลและ
สารสนเทศภูมิศาสตร์แห่งประเทศไทย), Vol.17 (ISSN 1513-4261), Special Issue (Page 
310-321), 2016. (อยู่ในฐานข้อมูล TCI Tier 2) 

4.  “Adapting Landscape Metrics for Connected Component-Based Road 
Extraction on Satellite Images” โดย กุลสวัสดิ์ จิตขจรวานิช, ธีรพงศ์ ปานบุญยืน และ 
พีรพล เวทีกูล ในวารสารระดับนานาชาติ International Review on Computers and 
Software (IRECOS) อยู่ ในฐานข้อมูล Scopus (SCImago Journal Rank (SJR): Q2) 
(อยู่ในช่วงพิจารณาการตอบรับบความวิชาการ)
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บทที่ 2  
ทฤษฎีที่เกี่ยวข้อง 

ทฤษฎีที่เกี่ยวข้องกับวิทยานิพนธ์นี้ประกอบด้วยการจ าแนกทางความหมาย นิวรอลเน็ตเวิร์ก 
(Neural Network)  นิวรอลเน็ตเวิร์กคอนโวลูชัน (Convolutional Neural Network)  การวัด
ประสิทธิภาพ (Performance Evaluation)  การเพ่ิมความราบเรียบโดยใช้ตัวกรองเกาส์เซียน 
(Smoothing with Gaussian Filter)  การท าให้เป็นค่านอร์มัลไลเซชัน (Normalization)  แบบจ าลอง
ทางสถิติคอนดิชันนอลแรนดอมฟิลด์ส (Conditional Random Fields: CRFs) และภาพถ่าย
ระยะไกล (Remotely-Sensed Images) 

 
2.1 การจ าแนกทางความหมาย (Semantic Segmentation)  

  เป็นการจ าแนกวัตถุภายในรูปภาพโดยสกัดออกมาเป็นรูปร่างของวัตถุที่เราสนใจ ซึ่งปัจจุบัน
การเรียนรู้เชิงลึกในทางการประมวลผลภาพ (Image Processing) นิยมท าการจ าแนกทางความหมาย
มากกว่าการจ าแนกรูปภาพ (Image Classification) หรือการตรวจจับรูปภาพ (Image Detection) 
โดยจะแสดงความแตกต่างระหว่างการจ าแนกรูปภาพ การตรวจจับรูปภาพและการจ าแนกทาง
ความหมายไว้ดังรูปที่ 3 

 
2.2 นิวรอลเน็ตเวิร์ก (Neural Network)  

 ด้วยแรงบันดาลใจจากสมองของมนุษย์ท าให้เกิดเป็นแบบจ าลองที่เรียกว่า  นิวรอลเน็ตเวิร์ก 
ซึ่งท าให้คอมพิวเตอร์รู้จักคิดและจดจ าในท านองเดียวกับสมอง การท างานของนิวรอลเน็ตเวิร์ก
เปรียบเสมือนการท างานของโครงข่ายประสาทในสมอง คือ การเรียนรู้จากข้อมูลที่มีอยู่แล้ว เพ่ือใช้
ท านายข้อมูลในลักษณะเดียวกัน2 โดยในหัวข้อนี้จะมีหัวข้อย่อยเรียงตามล าดับดังต่อไปนี้ หน่วย
พ้ืนฐานของนิวรอลเน็ตเวิร์กที่เรียกว่า เพอร์เซ็ปตรอน  ถัดมาเป็นนิวรอลเน็ตเวิร์กแบบป้อนไปข้างหน้า 
และสุดท้าย คือ การแพร่กระจายย้อนกลับ 

 

                                           
2 อ้างอิงจาก [20] 
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1 

 
 

 

2 แมว ลูกแมว ลูกเป็ด ลูกสุนัข ลูกแมว ลูกเป็ด ลูกสุนัข 

3 
การจ าแนก 

(Classification) 
การตรวจจับ (Detection) 

การจ าแนกทางความหมาย 
(Semantic Segmentation) 

 
รูปที่ 3 ลักษณะการจ าแนกทางความหมาย3 โดยแถวที่ 1 เป็นการแสดงภาพต้นฉบับและแสดง 

ผลลัพธ์ที่เกิดข้ึนจากการใช้แต่ละวิธีตามแถวที่ 3 โดยค าตอบที่ได้จะอยู่ในแถวที่ 2  
 
2.2.1 เพอร์เซ็ปตรอน (Perceptron) 
 

 
 

รูปที่ 4 โครงสร้างของเพอร์เซ็ปตรอน ข้อมูลรับเข้าและส่งออก4  
 
 ส่วนประกอบที่เล็กที่สุดของนิวรอลเน็ตเวิร์ก คือเพอร์เซ็ปตรอน (รูปที่ 4) เปรียบได้กับเซลล์
ประสาทหนึ่งเซลล์ที่เรียกว่านิวรอล เพอร์เซ็ปตรอนคือขั้นตอนวิธีการจ าแนกที่ให้ผลลัพธ์เป็นสองกลุ่ม 
คือ 1 และ 0  ก าหนดให้ฟังก์ชันของเพอร์เซ็ปตรอนแทนด้วย 𝑓(𝑥) โดยมีข้อมูลรับเข้า คือ 𝑥 และข้อมูล
ส่งออก คือ 𝑦  สมการเขียนได้โดย 

                                           
3 อ้างอิงจาก Fig. 18 ใน [21] 
4 อ้างอิงจาก http://www.theprojectspot.com/tutorial-post/introduction-to-artificial-neural-networks-
part-1/7 

http://www.theprojectspot.com/tutorial-post/introduction-to-artificial-neural-networks-part-1/7
http://www.theprojectspot.com/tutorial-post/introduction-to-artificial-neural-networks-part-1/7
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�̂� =  𝑓(𝑥) =  {
1    𝑖𝑓 ∑ 𝑤𝑖𝑥𝑖

𝑚

𝑖=1

+ 𝑏 > 0

0    𝑜𝑡ℎ𝑒𝑟𝑤𝑖𝑠𝑒                   

 

 

(1) 

 
 โดย 𝑤 คือเวกเตอร์ของน้ าหนัก (Weights) ถัดมา 𝑏 คือค่าไบแอส (Bias) และสุดท้าย 𝑚 คือ 
ขนาดของข้อมูลรับเข้า ส าหรับกระบวนการเรียนรู้ของเพอร์เซ็ปตรอน  

 
 ก าหนดให้ชุดข้อมูลตัวอย่างแทนด้วย 𝑥 และผลลัพธ์จริงของตัวอย่างแทนด้วย 𝑦 โดยจะมี
สมการดังต่อไปนี้ 

𝑤𝑖  ← 𝑤𝑖 + ∆𝑤𝑖 (2) 
โดยที่ ∆𝑤𝑖 =  𝛼(�̂� − 𝑦)𝑥𝑖 (3) 

 โดยพารามิเตอร์ 𝛼 คืออัตราการเรียนรู้ (Learning rate) เป็นค่าที่ใช้บอกว่าในแต่ละรอบของ
การเรียนรู้ จะมีการเปลี่ยนแปลงน้ าหนักเทียบกับอัตราส่วนของผลต่างของผลลัพธ์ไปมากเท่าใด 

 
2.2.2 นิวรอลเน็ตเวิร์กแบบป้อนไปข้างหน้า (Feedforward Neural Network) 
 นิวรอลเน็ตเวิร์กแบบป้อนไปข้างหน้า (รูปที่ 5)5 มีล าดับในการค านวณและส่งผ่านของข้อมูล
ไปในทิศทางเดียว โดยโครงสร้างจะแบ่งออกเป็นล าดับชั้น ในแต่ละล าดับชั้นจะมีเพอร์เซ็ปตรอน
จ านวนหนึ่งซึ่งไม่มีเส้นเชื่อมถึงกันภายในชั้นเดียวกัน แต่จะมีเส้นเชื่อมกับเพอร์เซ็ปตรอนตัวอ่ืนที่อยู่ใน
ล าดับชั้นที่ติดกันทั้งหมด โดยข้อมูลส่งออกของเพอร์เซ็ปตรอนในชั้นก่อนหน้าเป็นข้อมูลรับเข้าของ
เพอร์เซ็ปตรอนในชั้นปัจจุบัน 
 ก าหนดให้สัญลักษณ์แทนการค านวณไปข้างหน้า (Feedforward) โดยให้  ak

l−1 คือผลลัพธ์
ของเพอร์เซ็ปตรอนตัวที่ 𝑘 ในล าดับชั้น 𝑙−1 และ wjk

l  คือ น้ าหนักส าหรับเพอร์เซ็ปตรอนตัวที่ 𝑗 ใน
ล าดับชั้น 𝑙 ที่มีเส้นเชื่อมมาจากเพอร์เซ็ปตรอนตัวที่ 𝑘 ในล าดับชั้นก่อนหน้า และ bj

l  คือ ค่าไบแอส 
นอกจากนี้ ให้ 𝑔 แทนฟังก์ชันกระตุ้น และให้ 𝑛 แทนจ านวนเพอร์เซ็ปตรอนในล าดับชั้นที่ 𝑙−1 จะ
เขียนสมการของการค านวณ aj

l ได้เป็น 

zj
l = ∑ wjk

l ak
l−1

n

k = 1

+ bj
l 

(4) 

                                           
5 อ้างอิงจาก [20] 
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aj
l = g(zj

l) (5) 

  

 
 

รูปที่ 5 โครงสร้างของนิวรอลเน็ตเวิร์กแบบป้อนไปข้างหน้า6  
 
ฟังก์ชันกระตุ้น (Activation Function) 
 ข้อมูลส่งออกของแต่ละเพอร์เซ็ปตรอน จะมีการใช้ฟังก์ชันกระตุ้น 𝑔(𝑧) เพ่ือท าให้นิวรอล
เน็ตเวิร์กแก้ปัญหาได้หลากหลายมากขึ้น7 ฟังก์ชันกระตุ้นมีหลายรูปแบบ โดยฟังก์ชันกระตุ้นท่ีน ามาใช้
ในวิทยานิพนธ์มีดังต่อไปนี้  
 

 ฟังก์ชันค่าสูงสุดอย่างอ่อน (Softmax Function) 

 เป็นฟังก์ชันที่ให้ค่าผลลัพธ์ออกมาอยู่ในช่วง 0 ถึง 1 ก าหนดให้ในชั้นของเน็ตเวิร์กที่
ต้องการค านวณมีผลลัพธ์ทั้งหมด 𝐾 ตัว ค่าของผลลัพธ์นั้นแทนด้วยสัญลักษณ์ 𝑧 จะได้ว่า 
ฟังก์ชันค่าสูงสุดอย่างอ่อนของผลลัพธ์ตัวที่ 𝑗 หรือแทนด้วยสัญลักษณ์ 𝑓𝑗 โดยค านวณได้จาก
สมการดังต่อไปนี้ 

f(z)j =  
ezj

∑ eziK
i=1

 (6) 

 

                                           
6 อ้างอิงจาก http://www.theprojectspot.com/tutorial-post/introduction-to-artificial-neural-networks-
part-1/7 
7 อ้างอิงจาก [20] 

http://www.theprojectspot.com/tutorial-post/introduction-to-artificial-neural-networks-part-1/7
http://www.theprojectspot.com/tutorial-post/introduction-to-artificial-neural-networks-part-1/7
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 ฟังก์ชันเรคติไฟด์เชิงเส้น (Rectified Linear Unit Function หรือ ReLU) 

 เป็นฟังก์ชันที่ให้ผลลัพธ์ออกมาเป็นจ านวนบวก หรือเป็นศูนย์เสมอ สมการของ
ฟังก์ชันเรคติไฟด์เชิงเส้น 𝑓 ค านวณได้จากสมการที่ 7 

f(z) =  {
0    if z < 0
 z    if z ≥ 0

 (7) 

 
ฟังก์ชันต้นทุน (Cost Function หรือ Lost Function หรือ Objective Function) 
 ฟังก์ชันต้นทุน8 เป็นฟังก์ชันของนิวรอลเน็ตเวิร์กที่แสดงถึงต้นทุนของเน็ตเวิร์ก กล่าวคือ ใน
การเรียนรู้ของเน็ตเวิร์กนั้น จะท าการปรับค่าน้ าหนักเพ่ือที่จะลดค่าผลลัพธ์ของฟังก์ชันต้นทุนนี้ 
ฟังก์ชันต้นทุนที่เป็นที่นิยมจะแสดงไว้ดังต่อไปนี้  
 ทั้งนี้สัญลักษณ์ของสมการในแต่ละข้อจะใช้ 𝐽 แทนฟังก์ชันต้นทุน 𝑛 คือจ านวนข้อมูลทั้งหมด
ที่ใช้ในการเรียนรู้ 𝑦𝑖 แทนผลลัพธ์จริงที่ต้องการของข้อมูลชุดที่ 𝑖 และ 𝑦𝑖 แทนผลลัพธ์ที่ท านายได้ของ
ข้อมูลชุดที่ 𝑖 
 

 ค่าเฉลี่ยความผิดพลาดก าลังสอง (Mean Squared Error หรือ MSE)  

J =  
1

n
∑(yî −  yi)

2

n

i=1

 (8) 

 

 ค่าเฉลี่ยครอสเอนโทรปีแบบทวิภาค (Binary Cross-entropy) 

J =  −
1

n
∑ yi log(yî) + (1 − yi) log(1 − yî)

n

i=1

 (9) 

  
การหาค่าเหมาะที่สุด (Optimization)    
 การเรียนรู้ของนิวรอลเน็ตเวิร์กเป็นการเรียนรู้เพ่ือลดค่าของฟังก์ชันต้นทุนให้น้อยที่สุดโดยใช้
การปรับปรุงน้ าหนักของเส้นเชื่อมในเน็ตเวิร์ก9 ส าหรับวิธีการปรับปรุงน้ าหนักของเส้นเชื่อมที่ใช้ในงาน
วิทยานิพนธ์นี้ คือ สโตแคสติกเกรเดียนเดสเซนท์ (Stochastic Gradient Descent หรือ SGD)  
 

                                           
8 อ้างอิงจาก [20] 
9 อ้างอิงจาก [20] 



 

 

12 

 ก าหนดให้ 𝑤 แทนพารามิเตอร์ซึ่งเป็นน้ าหนักที่ต้องการจะปรับค่า ถัดมาตัว 𝛼 คือ อัตราการ
เรียนรู้ และ  ∂J

∂w
  คือ เกรเดียนของฟังก์ชันต้นทุนเทียบกับ 𝑤  

  
 การเรียนรู้โดยสโตแคสติกเกรเดียนเดสเซนท์จะมีการปรับค่าของ 𝑤 ดังสมการต่อไปนี้ 

 

wt =  wt−1 −  α
∂Jt

∂w
 (10) 

  
 ส าหรับการใช้โมเมนตัม (Momentum) มีจุดประสงค์เพ่ือท าให้การเรียนรู้มีการลู่เข้าที่ดีขึ้น
จากการหลีกเลี่ยงการติดอยู่ที่โลคอลออพติมา (Local Optima) ก าหนดให้ 𝑣 แทนค่าความเร็วซึ่งมี
การปรับค่าพร้อมกับ 𝑤 และ 𝛾 แทนค่าสัมประสิทธ์ของโมเมนตัม (Momentum Coefficient) เขียน
สมการในการเรียนรู้ได้ดังนี้ 

vt =  γvt−1 + α
∂Jt

∂w
 (11) 

wt =  wt−1 − vt (12) 

 
2.2.3 การแพร่กระจายย้อนกลับ (Backpropagation)  
 ในขั้นตอนการป้อนไปข้างหน้า การหาค่าความผิดพลาดของเพอร์เซ็ปตรอนในล าดับชั้น
สุดท้ายท าได้โดยค านวณเกรเดียนของฟังก์ชันต้นทุนเทียบกับค่าผลลัพธ์ในชั้นสุดท้ายเท่านั้น แต่ในการ
หาค่าความผิดพลาดของเพอร์เซ็ปตรอนเพ่ือใช้ในการเรียนรู้ของล าดับชั้นก่อนหน้านั้นไม่อาจหาได้
โดยตรง จึงต้องอาศัยวิธีการที่เรียกว่า การแพร่กระจายย้อนกลับ10 
 
ก าหนดให้   

δj
l คือ ค่าความผิดพลาดของเพอร์เซ็ปตรอนตัวที่ 𝑗 ในล าดับชั้น 𝑙  

𝑗 คือ ฟังก์ชันต้นทุน  
𝑧 คือ ค่าท่ีค านวณได้ก่อนจะผ่านฟังก์ชันกระตุ้น 𝑔  

  

                                           
10 อ้างอิงจาก [20] 
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เขียนสมการค่าความผิดพลาดได้เป็น 
 

𝛿𝑗
𝑙 =

𝜕𝐽

𝜕𝑧𝑗
𝑙 =

𝜕𝐽

𝜕𝑎𝑗
𝑙

𝜕𝑎𝑗
𝑙

𝜕𝑧𝑗
𝑙 =

𝜕𝐽

𝜕𝑎𝑗
𝑙 𝑔′(𝑧𝑗

𝑙) (13) 

  
 การหาค่า ∂J

∂aj
l  ในล าดับชั้นสุดท้ายค านวณหาได้โดยตรงจากฟังก์ชันต้นทุนที่เลือกใช้  ส าหรับ

ล าดับชั้นก่อนหน้าต้องหาโดยวิธีการแพร่กระจายย้อนกลับ โดยจะท าคล้ายกับการป้อนไปข้างหน้า 
เพียงแต่กลับทิศกันเท่านั้น โดยค านวณได้จาก 
 

𝜕𝐽

𝜕𝑎𝑗
𝑙 = ∑

𝜕𝐽

𝜕𝑧𝑘
𝑙+1

𝜕𝑧𝑘
𝑙+1

𝜕𝑎𝑗
𝑙

𝑚

𝑘 = 1

= ∑ 𝛿𝑘
𝑙+1

𝑚

𝑘 = 1

𝑤𝑘𝑗
𝑙+1 

 
(14) 

 
ก าหนดให้ 𝑚 คือจ านวนเพอร์เซ็ปตรอนในล าดับชั้นที่ 𝑙+1  
 เมื่อค านวณค่าความผิดพลาดของแต่ละระดับชั้นได้ จะหาค่าผิดพลาดเทียบกับน้ าหนักและค่า
ไบแอสใดๆ ได้ดังสมการ 

 
𝜕𝐽

𝜕𝑤𝑗𝑘
𝑙 =

𝜕𝐽

𝜕𝑧𝑗
𝑙

𝜕𝑧𝑗
𝑙

𝜕𝑤𝑗𝑘
𝑙 = 𝛿𝑗

𝑙𝑎𝑘
𝑙−1 (15) 

𝜕𝐽

𝜕𝑏𝑗
𝑙 =

𝜕𝐽

𝜕𝑧𝑗
𝑙

𝜕𝑧𝑗
𝑙

𝜕𝑏𝑗
𝑙 = 𝛿𝑗

𝑙 (16) 

 
 เนื่องจากวิทยานิพนธ์นี้ใช้สโตแคสติกเกรเดียนเดสเซนท์ ดังนั้นการปรับปรุงค่าน้ าหนัก wjk

l  
ท าได้โดยการใช้สมการดังต่อไปนี้ 

 

𝑤𝑗𝑘,𝑡
𝑙 = 𝑤𝑗𝑘,𝑡−1

𝑙 − 𝛼𝑎𝑘,𝑡
𝑙−1𝛿𝑗,𝑡

𝑙  (17) 

 
2.3 นิวรอลเน็ตเวิร์กคอนโวลูชัน (Convolutional Neural Network) 

 นิวรอลเน็ตเวิร์กคอนโวลูชันเป็นนิวรอลเน็ตเวิร์กเชิงลึกรูปแบบหนึ่ง มีจุดเริ่มต้นมาจาก
งานวิจัยทางด้านการรู้จ าภาพตัวอักษร โดยส่วนมากจะใช้ข้อมูลรับเข้าเป็นเมทริกซ์ที่แปลงมาจาก
รูปภาพ ซึ่งปัจจุบันรับข้อมูลน าเข้าได้ทั้งภาพ 2 มิติและ 3 มิติ  โครงสร้างของนิวรอลเน็ตเวิร์กคอนโวลู
ชันมีได้หลายรูปแบบจากการน าชั้นต่างๆ มาประกอบเข้าด้วยกันดังรูปที่ 6 
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รูปที่ 6 นิวรอลเน็ตเวิร์กคอนโวลูชัน11  

 
2.3.1 ชั้นคอนโวลูชัน (Convolutional Layer) 
 

 
 

รูปที่ 7 ตัวอย่างการท าคอนโวลูชัน โดยมีข้อมูลรับเข้าขนาด 6×6 และเมทริกตัวกรองขนาด 3×312  
 
 เป็นชั้นที่ท าหน้าที่หาคุณลักษณะจากกลุ่มของข้อมูลรับเข้าที่อยู่ใกล้ๆ กัน โดยใช้วิธีการดอท
เมทริกซ์กับตัวกรอง (Filter)  น้ าหนักของตัวกรองนั้นจะใช้ร่วมกันในทุกๆ การท าคอนโวลูชันของ
ข้อมูลรับเข้า (รูปที่ 7)  ก าหนดให้ข้อมูลรับเข้าแทนด้วยเมทริกซ์ 𝑎𝑙−1 ขนาด 𝑁×𝑁 และมีตัวกรองที่มี
น้ าหนัก 𝑤 ขนาด 𝑚×𝑚  ผลลัพธ์ 𝑎𝑙 ของการท าคอนโวลูชันค านวณได้ดังสมการต่อไปนี้ 

 

zij
l = ∑ ∑ wa,b

l ai+a,j+b
l−1

m−1

b=0

m−1

a=0
+ bl (18) 

aij
l = g(zij

l ) (19) 

  

ในชั้นคอนโวลูชัน มีองค์ประกอบที่ใช้ดังต่อไปนี้ 

                                           
11 อ้างอิงจาก Fig. 5 ใน [20] 
12 อ้างอิงจาก Fig. 2.5 ใน [20] 
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2.3.2 ขนาดของตัวกรอง (Filter Size) 
 คือ ความกว้างและความสูงของตัวกรองท่ีจะน ามาใช้ในการท าคอนโวลูชัน 

 
2.3.3 ชนิดของการท าคอนโวลูชัน (Convolution Type) 

 คอนโวลูชันแบบแคบ (Narrow Convolution) 

การท าคอนโวลูชันโดยทั่วไป มักจะเป็นการท าคอนโวลูชันแบบแคบ ในการท าคอน
โวลูชัน ตัวกรองที่น ามาท าการดอทเมทริกซ์นั้นจะไม่มีการกระท าเลยขอบของเมทริกซ์รับเข้า 
ส่งผลให้ผลลัพธ์ของการท าคอนโวลูชันที่มีข้อมูลรับเข้าขนาด N×N กับตัวกรองขนาด M×M จะ
ได้เมทริกซ์ขนาด (N−M+1) × (N−M+1) 

 

 คอนโวลูชันแบบกว้าง (Wide Convolution) 

เป็นการท าคอนโวลูชันที่มีการกระท าเลยขอบของเมทริกซ์รับเข้าออกไป โดยพ้ืนที่ที่
เกินออกไปนั้น จะมีการแทนค่าของข้อมูลช่องนั้นๆ ด้วย 0 เรียกว่า การเสริมเติม (padding) 
ผลลัพธ์ของการท าคอนโวลูชันแบบกว้างที่มีข้อมูลรับเข้าขนาด NxN กับตัวกรองขนาด MxM 
จะได้เมทริกซ์ขนาด (N+M-1) × (N+M-1) ทั้งนี้การท าคอนโวลูชันแบบกว้างมีขึ้นเพ่ือป้องกันการ
สูญเสียข้อมูลตรงบริเวณขอบของข้อมูลรับเข้าดังรูปที่ 8 

 

 
 

รูปที่ 8 การท าคอนโวลูชันแบบกว้างและการเสริมเติม13 
 

 

                                           
13 อ้างอิงจาก Fig. 2.6 ใน [20] 
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 ขนาดของการก้าวข้าม (Stride Size)  

ขนาดของการก้าวข้าม คือจ านวนช่องของข้อมูลรับเข้าที่จะเลื่อนไปเมื่อท าการหา
ผลลัพธ์ของคอนโวลูชันในแต่ละครั้ง โดยทั่วไปขนาดของการก้าวข้ามจะมีค่าเท่ากับหนึ่งหรือ
สอง ดังรูปที่ 9 

 

 
 

รูปที่ 9 การท าคอนโวลูชันโดยมีข้อมูลรับเข้าขนาด 5×5 ตัวกรองขนาด 3×3  
และมีขนาดของการก้าวข้ามเป็น 214 

 

 จ านวนตัวกรอง (Number of Filters) 

ในการด าเนินการส าหรับแต่ละชั้นคอนโวลูชันมีตัวกรองได้มากกว่าหนึ่งตัว และ
น้ าหนักของตัวกรองแต่ละตัวอาจต่างกันได้ การก าหนดจ านวนตัวกรองในชั้นคอนโวลูชันใดๆ 
จะเป็นการก าหนดจ านวนช่องสัญญาณ (Channel) ของข้อมูลรับเข้าในชั้นถัดไปดังรูปที่ 10 

 

 
 

รูปที่ 10 การท าคอนโวลูชันโดยมีจ านวนตัวกรองเท่ากับ 315 

                                           
14  อ้างอิงจาก Fig. 2.7 ใน [20] 
15  อ้างอิงจาก Fig. 2.8 ใน [20] 
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 จ านวนช่องสัญญาณ (Channel) 

จ านวนช่องสัญญาณ หรือเรียกได้อีกอย่างหนึ่งว่า ความลึกของข้อมูลรับเข้า มีค่าได้
มากกว่าหนึ่งค่า ยกตัวอย่างเช่น ในงานวิจัยทางด้านการใช้รูปภาพมีการใช้ช่องสัญญาณ
ทั้งหมด 3 ช่องสัญญาณแทนค่าของแม่สี หรือเกิดจากจ านวนของตัวกรองในชั้นคอนโวลูชัน
ก่อนหน้า  ก าหนดให้จ านวนช่องสัญญาณมีค่าเป็น 𝑘 เขียนสมการในการค านวณผลลัพธ์ของ
ชั้นคอนโวลูชัน16 ไดด้ังสมการต่อไปนี้ 

zij
l = ∑ ∑ ∑ wa,b

l ac,i+a,j+b
l−1

m−1

b=0

m−1

a=0

k−1

c=0
+ bl (20) 

aij
l = g(zij

l ) (21) 

 การแพร่กระจายย้อนกลับ (Backpropagation) 

เป็นไปในลักษณะเดียวกับนิวรอลเน็ตเวิร์กโดยทั่วไป คือ การหาค่าความผิดพลาด
เทียบกับค่า zij

l  ในระดับชั้นใดๆ จะท าได้จาก 
 

δij
l =

∂J

∂zij
l

=
∂J

∂aij
l

∂aij
l

∂zij
l

=
∂J

∂aij
l

g′(zij
l ) (22) 

 
 และหา ∂J

∂aij
l  ได้จากการแพร่กระจายย้อนกลับดังสมการต่อไปนี้ 

 
∂J

∂aij
l

= ∑ ∑
∂J

∂zi−a,j−b
l+1

∂zi−a,j−b
l+1

∂aij
l

m−1

b=0

m−1

a=0
 

= ∑ ∑ δi−a,j−b
l+1 wa,b

l+1
m−1

b=0

m−1

a=0
 

(23) 

 
โดยที่ 𝑚 คือ ขนาดของตัวกรอง  

 

                                           
16 อ้างอิงจาก [20] 
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ถัดไปเมื่อค านวณค่าความผิดพลาดของแต่ละระดับชั้นได้ จะหาค่าผิดพลาดเทียบกับ
น้ าหนักและค่าไบแอสใดๆ ได้จากสมการดังต่อไปนี้ 

 
∂J

∂wab
l

= ∑ ∑
∂J

∂zij
l

∂zij
l

∂wab
l

N−m

j=0

N−m

i=0
= ∑ ∑ δij

l ai+a,j+b
l−1

N−m

j=0

N−m

i=0
 (24) 

∂J

∂bl
= ∑ ∑

∂J

∂zij
l

∂zij
l

∂bl

N−m

j=0

N−m

i=0
= ∑ ∑ δij

l
N−m

j=0

N−m

i=0
 (25) 

 
 โดย 𝑁 คือขนาดของข้อมูลรับเข้าในชั้นที่ 𝑙 
 
2.3.4 ชั้นพูลลิ่ง (Pooling Layer) และช้ันอันพูลลิ่ง (Unpooling Layer) 
 ส าหรับชั้นพูลลิ่งเป็นชั้นที่ใช้เพ่ือท าการลดขนาดของรูปภาพที่ผ่านการคอนโวลูชันมาแล้ว 
โดยทั่วไปจะนิยมน ามาต่อกับชั้นคอนโวลูชันทันที และส าหรับชั้นอันพูลลิ่งเป็นชั้นที่ใช้เพ่ือท าการเพ่ิม
ขนาดของรูปภาพที่ผ่านการคอนโวลูชันมาแล้ว โดยแสดงวิธีการท าพูลลิ่งและอันพูลลิ่งไว้ดังรูปที่ 11 
ถัดมาเป็นการแสดงการท าพูลลิ่งโดยการเลือกค่ามากท่ีสุดซึ่งเป็นชนิดที่นิยมน ามาใช้มากท่ีสุด และการ
ท าพูลลิ่งโดยใช้ค่าเฉลี่ยไว้ดังรูปที่ 12  
 

 
 

รูปที่ 11 การท าชั้นพูลลิ่งและชั้นอันพูลลิ่ง17  
 

 
 

                                           
17 อ้างอิงจาก Fig. 3 ใน [14] 
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รูปที่ 12 ชั้นการรวมโดยใช้ค่าเฉลี่ย (ซ้าย) และค่ามากสุด (ขวา)18  
 
2.3.5 ชั้นการเชื่อมโยงเต็มรูปแบบ (Fully Connected Layer) 
 หลังจากการประกอบกันของชั้นคอนโวลูชันและชั้นพูลลิ่งจ านวนหนึ่งแล้ว ในชั้นสุดท้ายของ
นิวรอลเน็ตเวิร์กคอนโวลูชัน จะเป็นการเชื่อมโยงเต็มรูปแบบ กล่าวคือ ในชั้นนี้ประกอบด้วยชั้นย่อยๆ 
ที่มีเพอร์เซ็ปตรอนอยู่จ านวนหนึ่ง โดยที่เพอร์เซ็ปตรอนแต่ละตัว จะมีเส้นเชื่อมกับเพอร์เซ็ปตรอนทุก
ตัวในชั้นก่อนหน้า และเพอร์เซป็ตรอนทุกตัวในชั้นถัดไป ทั้งนี้การค านวณการป้อนไปข้างหน้าและการ
แพร่กระจายย้อนกลับท าได้ด้วยวิธีการปกติ [20]  ในปัจจุบันมีวิธีที่นิยมน ามาใช้เพ่ือป้องกันปัญหาการ
เกิดโอเวอร์ฟิต (Overfitting) กับชั้นการเชื่อมโยงเต็มรูปแบบ เรียกว่า วิธีดรอปเอาท์ (Dropout) ซึ่ง
เป็นวิธีที่ใช้การก าหนดค่าความน่าจะเป็นแบบแบร์นูลลี (Bernoulli) ให้กับแต่ละเส้นเชื่อมของค่า
น้ าหนัก (Weight) 
 ส าหรับการเรียนรู้ของวิธีดรอปเอาท์ แบ่งออกเป็น 2 ขั้นตอน ได้ดังนี้ 
 (1) ขั้นตอนการเรียนรู้ ในแต่ละการเชื่อมต่อของค่าน้ าหนักจะมีการสุ่มค่าตามความน่าจะ
เป็นที่ผู้วิจัยก าหนดในขั้นตอนการเรียนรู้ซึ่งน้ าหนักแต่ละค่าจะถูกสุ่มค่าระหว่าง 0 หรือ 1 ถ้าน้ าหนักมี
ค่าเป็น 0 จะไม่น าไปใช้ในการเรียนรู้ 
 (2) ขั้นตอนการทดสอบ ค่าน้ าหนักในสถาปัตยกรรมทุกค่าจะถูกคูณด้วยค่าความน่าจะเป็นที่
ก าหนด เช่น ก าหนดค่าความน่าจะเป็นเท่ากับ 0.5 เป็นต้น 
 วิธีดรอปเอาท์ได้รับการพิสูจน์จากงานวิจัยหลายๆ งานแล้วว่า ป้องกันการเกิดปัญหาโอเวอร์
ฟิตและเพ่ิมประสิทธิภาพการจ าแนกในการเรียนรู้ของเครื่องได้ [22] 

                                           
18 อ้างอิงจาก http://www.embedded-vision.com/platinum-members/cadence/embedded-vision-
training/documents/pages/neuralnetworksimagerecognition 
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2.3.6 ชั้นดีคอนโวลูชัน (Deconvolutional Layer) 
 เป็นชั้นที่จะมีลักษณะเดียวกันกับการท าคอนโวลูชัน โดยมีส่วนประกอบที่ส าคัญได้แก่ เคอร์
เนลฟิลเตอร์ (Kernel Filter) ซึ่งในขั้นตอนการเรียนรู้เริ่มต้น เคอร์เนลฟิลเตอร์แต่ละเคอร์เนลจะถูก
ก าหนดโดยการสุ่มค่าเพ่ือน าไปคูณกับข้อมูลน าเข้า เรียกว่า ฟีเจอร์แมพ (Feature Map)  หลังจากนั้น
จะมีการปรับค่าโดยการเรียนรู้แบบแพร่กระจายย้อนกลับ (Backpropagation) จ านวนผลลัพธ์ที่ได้
จากชั้นดีคอนโวลูชันจะเท่ากับจ านวนผลลัพธ์จากชั้นคอนโวลูชัน  รูปที่ 13 แสดงวิธีการท าคอนโวลูชัน
และดีคอนโวลูชัน  
 

 
 

รูปที่ 13 การท าชั้นคอนโวลูชันและชั้นดีคอนโวลูชัน19  
 
2.4 การวัดประสิทธิภาพ (Performance Evaluation) 

 การวัดประสิทธิภาพการจ าแนกแบบสองคลาส (Binary-Class Classification) แสดงได้ดังนี้ 
 

2.4.1 คอนฟิวชั่นเมทริกซ์ (Confusion Matrix) 
 ตารางที่ 1 คอนฟิวชันเมทริกซ์ของการจ าแนกแบบ 2 คลาส 

 คลาสที่ท านาย 
ถนน ไม่ใช่ถนน 

คลาสจริง 
ถนน TP FN 

ไม่ใช่ถนน FP TN 

 

                                           
19 อ้างอิงจาก Fig. 3 ใน [14] 
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 คอนฟิวชันเมทริกซ์ของการจ าแนกจากข้อมูลทั้งหมด 2 คลาส ประกอบด้วย คลาสที่ตอบว่า
เป็นถนนและคลาสที่ตอบว่าไม่ใช่ถนน ค่าในแต่ละแถวแสดงจ านวนข้อมูลที่มีคลาสนั้นเป็นค าตอบที่
ถูกต้อง ส่วนค่าในแต่ละหลักแสดงจ านวนข้อมูลที่ท านายได้คลาสนั้น  ก าหนดให้ ส าหรับคลาสใดๆ 

(1)  TP คือ จ านวนข้อมูลที่ท านายได้คลาสนั้นและผลลัพธ์คือคลาสนั้น (True Positive) 
(2)  FP คือ จ านวนข้อมูลที่ท านายได้คลาสนั้นแต่ผลลัพธ์คือคลาสอื่น (False Positive) 
(3)  TN คือ จ านวนข้อมูลที่ท านายได้คลาสอื่นและผลลัพธ์คือคลาสอื่น (True Negative) 
(4)  FN คือ จ านวนข้อมูลที่ท านายได้คลาสอื่นแต่ผลลัพธ์คือคลาสนั้น (False Negative) 
 

2.4.2 ตัววัดประสิทธิภาพจ าแนกโดยคลาส 
 การค านวณหาค่า Precision Recall และ F1 ค านวณได้จาก 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 (26) 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 (27) 

𝐹1 =
2 × 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 × 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
 (28) 

 
2.5 การก าหนดให้วัตถุท่ีอยู่ติดกันเชื่อมกัน (Connected-Component Labeling) 

 วิธีนี้เป็นวิธีส าหรับน ามาพิจารณาวัตถุที่มีส่วนเชื่อมกันให้นับรวมกันเป็นหนึ่งวัตถุ โดยวิธีการที่
นิยมน ามาพิจารณาว่า วัตถุที่อยู่ใกล้กันจะนับรวมเป็นวัตถุเดียวกันได้ คือ การพิจารณาวัตถุที่อยู่รอบ
วัตถุที่สนใจแบบ 4 จุดเพ่ือนบ้าน และ 8 จุดเพ่ือนบ้านตามล าดับ โดยจะแสดงต าแหน่งเพ่ือนบ้าน
ส าหรับพิจารณาดังรูปที่ 14 และตัวอย่างส าหรับการก าหนดให้วัตถุท่ีอยู่ติดกันเชื่อมกัน (Connected-
Component Labeling) ดังรูปที่ 15 ซึ่งวิธีประเภทนี้เป็นวิธีที่นิยมใช้กันมากในกลุ่มของคอมพิวเตอร์
วิทัศน์ (Computer Vision) 
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(1) แบบจุด 4 จุดเพื่อนบ้านเชื่อมกัน (2) แบบจุด 8 จุดเพื่อนบ้านเชื่อมกัน 

 
รูปที่ 14 การพิจารณาแบบ 4 จุดเพื่อนบ้าน และ 8 จุดเพื่อนบ้านตามล าดับ20 

 

  

(1) แสดงรูปภาพที่อยู่ในรูปแบบภาพฐาน
สอง 

(2) แสดงวัตถุท่ีอยู่ติดกันให้เชื่อมกัน 

 
รูปที่ 15 ตัวอย่างภาพการก าหนดให้วัตถุท่ีอยู่ติดกันเชื่อมกัน21  

 
2.6 การเพิ่มความราบเรียบโดยใช้ตัวกรองเกาส์เซียน (Smoothing with Gaussian Filter) 

 ในรูปถนนจะมีวัตถุที่อยู่บนถนนปะปนอยู่มาก เช่น รถยนต์ เงาของต้นไม้ เสาไฟฟ้า เป็นต้น  
วัตถุเหล่านี้เสมือนเป็นสิ่งรบกวน (Noise) บนท้องถนน ในวิทยานิพนธ์นี้ได้น าตัวกรองเกาส์เซียนมาใช้
เพ่ือก าจัดสิ่งรบกวนเหล่านี้ เนื่องจากตัวกรองเกาส์เซียนช่วยเพ่ิมความราบเรียบให้กับวัตถุได้ด้วยการ
เบลอ (Blur) และปรับค่าพารามิเตอร์ σ ไดด้ังสมการที่ 29 

 

                                           
20 อ้างอิงจาก https://en.wikipedia.org/wiki/Connected-component_labeling 
21 อ้างอิงจาก https://en.wikipedia.org/wiki/Connected-component_labeling 
 

https://en.wikipedia.org/wiki/Connected-component_labeling
https://en.wikipedia.org/wiki/Connected-component_labeling
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𝑆𝑖,𝑗 = 𝐼(𝑖, 𝑗) ∗ 𝐺(𝑖, 𝑗, 𝜎) (29) 

 
 โดย 𝑆𝑖,𝑗 คือ ภาพภายหลังการกรอง   𝐼(𝑖, 𝑗)  คือ ภาพที่ต้องการหาขอบ และ 𝐺(𝑖, 𝑗, 𝜎) คือ 
ฟังก์ชั่นเกาส์เซียนที่มีค่าเบี่ยงเบนมาตรฐานของการกระจาย σ  ผลลัพธ์เบื้องต้นที่ได้จากการทดลอง
กับภาพถ่ายแสดงไว้ดัง 
รูปที่ 16 

 

  

(1) ภาพต้นฉบับก่อนน าไปเข้า 
ตัวกรองเกาส์เซียน 

(2) ภาพต้นฉบับหลังน าไปเข้า 
ตัวกรองเกาส์เซียน 

 
รูปที่ 16 ตัวอย่างภาพการเพ่ิมความราบเรียบให้กับวัตถุโดยใช้ตัวกรองเกาส์เซียน 

 
2.7 การท าให้เป็นค่านอร์มัลไลเซชัน (Normalization) 

 ภาพถ่ายระยะไกลที่ใช้ในวิทยานิพนธ์นี้มีช่องสัญญาณ 3 ช่องสัญญาณ คือช่องสัญญาณสีแดง, 
ช่องสัญญาณสีเขียว และช่องสัญญาณสีน้ าเงิน ในงานวิจัยนี้ค านวณค่านอร์มัลไลเซชันของภาพถ่าย
ระยะไกลด้วยการปรับค่าแต่ละช่องสัญญาณจากช่วง [0, 255] ให้อยู่ในช่วง [0, 1) โดยการน าแต่ละ
ช่องสัญญาณมาลบด้วยค่า 128 และหารด้วย 128 ตามล าดับ ในกรณีของภาพเฉลยจะมีเพียง 1 
ช่องสัญญาณ คือ ช่องสัญญาณสีเทาซึ่งอยู่ในช่วง [0,255] งานวิจัยนี้น าช่องสัญญาณสีเทามาหารด้วย 
255 เพ่ือให้ช่องสัญญาณมี 2 ค่า คือ 0 และ 1 โดย 0 คือ พิกเซลที่ไม่ใช่ถนน และ 1 คือ พิกเซลที่เป็น
ถนนตามล าดับ  
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2.8 แบบจ าลองทางสถิติคอนดิชันนอลแรนดอมฟิลด์ส (Conditional Random Fields: CRFs) 

 ในปัจจุบันแบบจ าลองทางสถิติคอนดิชันนอลแรนดอมฟิลด์ส (CRFs) เป็นแบบจ าลองที่
นักวิจัยยอมรับว่ามีประสิทธิภาพมากกว่าแบบจ าลอง Hidden Markov Models (HMMs)  CRFs 
เป็น Generative Models ที่อาศัยค่าความน่าจะเป็นร่วม (Joint Probability) ระหว่างข้อมูล
ภาพถ่ายกับผลที่ได้หลังจากการจ าแนก หรือข้อมูลภาพถ่ายกับภาพผลเฉลย งานวิจัยที่ผ่านมามีการน า 
CRFs มาประยุกต์ใช้ในส่วนการประมวลผลหลัง เพ่ือก าจัดสิ่งรบกวนหลังการจ าแนกจากการเรียนรู้
เชิงลึก (Smooth Noisy Segmentation Maps)  ในวิทยานิพนธ์นี้จึงเลือกโมเดล CRFs เข้ามาช่วย
ท าให้วัตถุถนนที่เป็นผลลัพธ์จากโมเดลการเรียนรู้เชิงลึกมีความคมและความถูกต้องมากขึ้น (Road 
Object Sharpening) เช่นเดียวกัน 
 โมเดล CRFs ประกอบไปด้วยฟังก์ชั่นพลังงาน (Energy Function) ซ่ึงเป็นตัวหาค่าความ
น่าจะเป็นร่วมระหว่างข้อมูลภาพถ่ายกับผลที่ได้หลังจากการจ าแนก หรือข้อมูลภาพถ่ายกับภาพผล
เฉลย  ฟังก์ชั่นพลังงาน (Energy Function) ของ CRFs แสดงได้ดังสมการที ่30 
 

E(𝑥) =  ∑ 𝜃𝑖(𝑥𝑖) + ∑ 𝜃𝑖𝑗(𝑥𝑖, 𝑥𝑗)

𝑖𝑗𝑖

 (30) 

 
 โดยที่  𝑥 คือ ผลเฉลยของแต่ละพิกเซล โดยที่สมการ Unary Potential คือ 𝜃𝑖(𝑥𝑖) =

 −(log𝑃(𝑥𝑖)) ขณะที่ 𝑃(𝑥𝑖) คือ ค่าความน่าจะเป็นของผลเฉลยของพิกเซลที่ 𝑖 ที่ค านวณจากการ
เรียนรู้เชิงลึก  
 สมการ Pairwise Potential กระจายได้เป็น 𝜃𝑖𝑗(𝑥𝑖, 𝑥𝑗) =  𝜇(𝑥𝑖, 𝑥𝑗) ∑ 𝑤𝑚𝑘𝑚(𝑓𝑖, 𝑓𝑗)𝐾

𝑚=1  
โดยที่ 𝜃𝑖𝑗(𝑥𝑖, 𝑥𝑗) = 1 และ 𝑥𝑖 ≠ 𝑥𝑗 โดยเมื่อรวมกับ Kernel ที่ประยุกต์มาจากต าแหน่งทวิภาคี 
(Bilateral Position) และเงื่อนไขของสี (Color Terms) แสดงสมการเต็มรูปแบบได้ดังสมการที ่31 
 

𝜃𝑖𝑗(𝑥𝑖 , 𝑥𝑗) =  𝜇(𝑥𝑖 , 𝑥𝑗)[𝜔1exp (
‖𝑝𝑖 − 𝑝𝑗‖

2

2𝜎𝛼
2 −

‖𝐼𝑖 − 𝐼𝑗‖
2

2𝜎𝛽
2 ) + 𝜔2exp (−

‖𝑝𝑖 − 𝑝𝑗‖
2

2𝜎𝛾
2 )] (31) 

   
 โดยก าหนดให้ 𝑝 คือ ต าแหน่งของพิกเซล และ 𝐼 คือต าแหน่งของสี RGB และไฮเปอร์
พารามิเตอร์ 𝜎𝛼 𝜎𝛽  และ 𝜎𝛾  เป็นตัวควบคุมค่าสเกลของเกาส์เซียนเคอร์เนล (Gaussian Kernels) 
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2.9 ภาพถ่ายระยะไกล (Remotely-Sensed Images) 

 ภาพถ่ายระยะไกลส าหรับงานวิจัยชิ้นนี้ แบ่งออกเป็น 2 ชนิด ได้แก่ ภาพถ่ายที่มีคุณสมบัติ
เป็นภาพถ่ายที่มีความละเอียดสูงมาก (Very High Resolution Images) บันทึกภาพโดยดาวเทียม 
(Satellite) และภาพถ่ายที่มีความละเอียดสูง (High Resolution Images) บันทึกภาพโดยกล้องที่อยู่
บนอากาศ ภาพสองชนิดมีความคมชัดแตกต่างกันเนื่องจากระยะทางที่บันทึกภาพต่างกัน 
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บทที่ 3  
งานวิจัยท่ีเกี่ยวข้อง 

งานวิจัยที่เกี่ยวข้องในวิทยานิพนธ์นี้แบ่งออกเป็น 3 กลุ่ม ได้แก่ งานวิจัยเกี่ยวกับการเรียนรู้
เชิงลึกส าหรับการจ าแนกทางความหมาย (Deep Learning for Semantic Segmentation) งานวิจัย
เกี่ยวกับการเรียนรู้เชิงลึกส าหรับการจ าแนกถนนทางความหมาย (Deep Learning for Semantic 
Road Segmentation) และงานวิจัยเกี่ยวกับเทคนิคใหม่ส าหรับการเรียนรู้ เชิงลึก ( Recent 
Techniques in Deep Learning) 

 
3.1. งานวิจัยเกี่ยวกับการเรียนรู้เชิงลึกส าหรับการจ าแนกทางความหมาย (Deep Learning for 
Semantic Segmentation) 

 ปัจจุบันการจ าแนกภาพทางความหมายเป็นที่นิยมท ากันมากโดยใช้การเรียนรู้เชิงลึกเข้ามา
ช่วยในการจ าแนก  ในปี 2015 J. Long, E. Shelhamer, และ T. Darrell [10] ได้น าเสนอวิธีการ
เรียนรู้เชิงลึกเพ่ือน ามาจ าแนกภาพทางความหมายโดยใช้นิวรอลเน็ตเวิร์กคอนโวลูชันเชิงลึกแบบฟูลลี 
(FCN) ซึ่งเน็ตเวิร์กที่ใช้จะเหมือนกับนิวรอลเน็ตเวิร์กคอนโวลูชันเชิงลึก (Deep Convolutional 
Neural Network) โดยทั่วไป เพียงแต่ชั้นสุดท้ายหลังจากชั้นการจ าแนก (Classification Layer) 
ค าตอบจะกระจายไปบนทุกพิกเซลบนภาพ (Pixel-wise Class Prediction Map) โดยใช้วิธีการอัพ
แซมปิง (Upsampling) เพ่ิมเข้ามาอีกหนึ่งชั้นหลังจากชั้น Fully Connected ซ่ึงแสดงได้ดังรูปที่ 17 

 
 

รูปที่ 17 รูปเน็ตเวิร์กคอนโวลูชันเชิงลึกแบบฟูลลี22  
 

                                           
22 อ้างอิงจาก Fig. 1 ใน [10] 
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 จากนั้น J. Long, E. Shelhamer, และ T. Darrell ได้ท าการเสนอการข้ามชั้นเลเยอร์ของเน็ต
เวิร์กในส่วนของการท าการสกัดคุณลักษณะล าคัญ โดยเสนอวิธีการข้ามเลเยอร์ถึง 3 รูปแบบ ดังรูปที่ 
18 คือข้ามเลเยอร์ที่ 4 , 5 และ 6 ส่งไปท าการจ าแนกที่ชั้น Fully Connected และท าการตอบแบบ 
กระจายทุกพิกเซลบนภาพ เรียกว่า FCN-8s ถัดมา คือข้ามเลเยอร์ที่ 5 และ 6 ส่งไปท าการจ าแนกที่
ชั้น Fully Connected และท าการตอบแบบกระจายทุกพิกเซลบนภาพเรียกว่า FCN-16s และ
สุดท้ายคือการท าครบทุกเลเยอร์เรียกว่า FCN-32s โดยสิ่งที่เขาน าเสนอถูกน าไปทดสอบกับชุดข้อมูล 
PASCAL VOC [24] พบว่า FCN-8s ให้ค่าความแม่นย าเฉลี่ย (Mean Accuracy) สูงถึง 75.9 ซึ่ง
ประสิทธิภาพที่ได้สูงกว่าวิธีการ FCN-16s และ FCN-32s ตามล าดับ และเมื่อน าไปเทียบกับวิธีการ
มาตรฐาน (Baseline) พบว่าวิธีการ FCN-8s มีประสิทธิภาพสูงที่สุด 

 
 

รูปที่ 18 การข้ามชั้นเลเยอร์ของเน็ตเวิร์กในส่วนของการสกัดคุณลักษณะล าคัญของเน็ตเวิร์ก FCN23  
 
 ถัดมาในปี 2015 H. Noh, S. Hong, และ B. Han [14] ได้เสนอวิธีการเรียนรู้เชิงลึกเพ่ือน ามา
จ าแนกภาพทางความหมายโดยใช้การเรียนรู้เชิงลึกแบบดีคอนโวลูชั่น (Deconvolution Network) 
โดยจะแบ่งเน็ตเวิร์กออกเป็น 2 ฝั่ง คือ ฝั่งแรกจะเป็นการน าเน็ตเวิร์ก VGG16 [25] มาท าในส่วนคอน
โวลูชั่นเน็ตเวิร์กทั่วๆ ไป โดยที่ฝั่งที่สองจะเป็นการท า Upsampling (ดีคอนโวลูชั่น) ด้วยเน็ตเวิร์ก 
VGG16 เช่นกัน เ พ่ือกลับขึ้นไปตอบแบบการกระจายทุกพิกเซลบนภาพ (Pixel-wise Class 
Prediction Map) โดยรูปของเน็ตเวิร์กทั้งหมดจะถูกแสดงไว้ยังรูปที่ 19 และรูปแบบของการท าดีคอน
โวลูชั่นและอันพูลลิ่ง (Unpooling) จะแสดงไว้รูปที่ 20 โดยสิ่งที่น าเสนอ H. Noh, S. Hong, และ B. 
Han ถูกน าไปใช้เทียบประสิทธิภาพกับชุดข้อมูลที่เป็นการแข่งขันในรายการ PASCAL VOC [24] 

                                           
23 อ้างอิงจาก Fig. 3 ใน [10] 
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พบว่าประสิทธิภาพสิ่งที่พวกเขาน าเสนอนั้นดีกว่าวิธีการอย่าง FCN-8s [10] และ DeepLab-CRF 
[16] 

 
 

รูปที่ 19 เน็ตเวิร์กการเรียนรู้เชิงลึกแบบดีคอนโวลูชั่น (Deconvolution network)24   

 
 

รูปที่ 20 รูปแบบของการท าดีคอนโวลูชั่นและอันพูลลิ่ง (Unpooling)25 
 

 ในช่วงปลายปี 2015 V. Badrinarayanan, A. Kendall, R. Cipolla และ S. Member [4, 
11, 12] ได้เสนอวิธีการเรียนรู้เชิงลึกเพ่ือน ามาจ าแนกภาพทางความหมายโดยใช้การเรียนรู้เชิงลึก
รูปแบบใหม่โดยการเลียนแบบดีคอนโวลูชัน (Deconvolution network) โดยตัดชั้นการจ าแนก 
(Classification Layer) คือชั้น Fully Connected ออก โดยเหลือเพียงแค่ส่วนการท าการสกัด
คุณลักษณะล าคัญ (Feature Extraction) ทั้ง 2 ฝั่งเน็ตเวิร์ก โดยเรียกการจ าแนกภาพทางความหมาย
โดยใช้การเรียนรู้เชิงลึกรูปแบบนี้ว่า เน็ตเวิร์กคอนโวลูชันเชิงลึกแบบเอนโคดเดอร์ -ดีโคดเดอร์ (Deep 
Convolutional Encoder-Decoder Networks หรือ DCED) โดยใช้ชื่อเน็ตเวิร์กที่เขาน าเสนอว่า 

                                           
24 อ้างอิงจาก Fig. 2 ใน [14] 
25 อ้างอิงจาก Fig. 3 ใน [14] 
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SegNet ดังรูปที่ 21 เมื่อเปรียบเทียบกับรูปที่ 19 จากการน าเสนอของ H. Noh, S. Hong, และ B. 
Han [5] จะพบว่าจากเดิมฝั่ง Convolution Network ที่ถูกตัดชั้นการจ าแนกออกจะเหลือเพียง 13 
ชั้น จากเดิม 16 ชั้น จะเรียกฝั่งนี้ใหม่ว่า ฝั่งเอนโคดเดอร์  (Encoder) และฝั่ง Deconvolution 
Network ที่ถูกตัดชั้นการจ าแนกออกจะเหลือเพียง 13 ชั้น จากเดิม 16 ชั้น จะเรียกฝั่งนี้ใหม่เช่นกัน
ว่า ฝั่งดีโคดเดอร์ (Decoder) ซึ่งข้อดีของการตัดชั้นการจ าแนก คือ ลดจ านวนพารามิเตอร์ในเน็ตเวิร์ก
จาก 134 ล้านพารามิเตอร์เหลือเพียง 14.7 ล้านพารามิเตอร์ หลังจากสิ้นสุดชั้นของการสกัด
คุณลักษณะส าคัญจากฝั่งดีโคดเดอร์ (Decoder) แล้ว จึงจะเข้าไปสู่ชั้นการจ าแนกโดยในบทความนี้
เสนอการจ าแนกโดยใช้ Softmax ซึ่งจะมีหน้าเป็นตัวตอบแบบการกระจายทุกพิกเซลบนภาพ โดย
ผลลัพธ์ที่ได้จาก SegNet จะตอบออกมาเป็นหลายค าตอบ (Multi class) ส าหรับรูปเน็ตเวิร์กทั้งหมด
จะแสดงไว้ที่รูปที่ 21 โดยเน็ตเวิร์กคอนโวลูชันเชิงลึกแบบเอนโคดเดอร์-ดีโคดเดอร์ ถูกน าไปใช้เทียบ
ประสิทธิภาพกับชุดข้อมูลที่เป็นการแข่งขันในรายการ PASCAL VOC [24] พบว่าประสิทธิภาพสิ่งที่
พวกเขาน าเสนอดีกว่าวิธีที่ของ H. Noh, S. Hong, และ B. Han เสนออย่างวิธีการเรียนรู้เชิงลึกแบบดี
คอนโวลูชั่น 

 

 
 

รูปที่ 21 เน็ตเวิร์กคอนโวลูชันเชิงลึกแบบเอนโคดเดอร์-ดีโคดเดอร์ (Deep Convolutional 
Encoder-Decoder Networks หรือ DCED)26  

 
 และถัดมาในปี 2016 มีการน าเน็ตเวิร์กคอนโวลูชันเชิงลึกแบบเอนโคดเดอร์-ดีโคดเดอร์ไปใช้
จ าแนกภาพทางความหมายในวงการแพทย์ โดย A. Kalinovsky, A. Kalinovsky, และ V. Kovalev 
[26] ได้น าเน็ตเวิร์กคอนโวลูชันเชิงลึกแบบเอนโคดเดอร์ -ดีโคดเดอร์ (รูป 21) เข้ามาจ าแนกภาพทาง
ความหมายโดยใช้ชุดข้อมูลภาพเอ็กซเรย์หน้าอก (X-Ray Chest Images) ดังรูปที่ 22 โดยในชั้น
สุดท้ายหลังจากชั้นการจ าแนกโดยใช้ Softmax ซ่ึงจะมีหน้าเป็นตัวตอบแบบการกระจายทุกพิกเซล

                                           
26 อ้างอิงจาก Fig. 2 ใน [4] 
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บนภาพ (Pixel-wise Class Prediction Map) ส าหรับบทความนี้จะตอบออกมาเป็นสองค าตอบ 
(Binary Class) คือค าตอบที่เป็นปอด (พิกเซลจะเป็นสีขาว) และ ค าตอบที่ไม่ใช่ปอด (พิกเซลจะเป็นสี
ด า) โดยจ าแนกหน้าอกออกจากภาพถ่ายเอกซเรย์ได้อย่างแม่นย า เมื่อเปรียบเทียบประสิทธิภาพการ
ท างานโดยใช้ค่า Dice Score พบว่าค่าประเมินที่ได้มีค่า Dice ที่สูงมากซึ่งค่าที่ได้จากการทดสอบจะ
อยู่ในช่วง 0.926 ถึง 0.974 

 
 

รูปที่ 22 เน็ตเวิร์กคอนโวลูชันเชิงลึกแบบเอนโค้ดเดอร์-ดีโค้ดเด้อร์โดยมีข้อมูลน าเข้าเป็นภาพ
เอกซเรย์27  

 
 จากงานวิจัยที่ผ่านมาพบว่าตั้งแต่ปี 2015 เป็นต้นมา แสดงให้เห็นว่าเริ่มมีบทความที่ใช้การ
เรียนรู้เชิงลึกเข้ามาช่วยในการจ าแนกภาพทางความหมาย (Semantic Segmentation) โดยแบ่งชนิด
ของการเรียนรู้เชิงลึกส าหรับการจ าแนกทางความหมายได้ 3 ชนิด ได้แก่ เน็ตเวิร์กคอนโวลูชันเชิงลึก
แบบฟูลลี (FCN) [10], เน็ตเวิร์กแบบดีคอนโวลูชันเชิงลึก (DeCNN) [14] และสุดท้ายเน็ตเวิร์กคอน
โวลูชันเชิงลึกแบบเอนโคดเดอร์-ดีโคดเดอร์ (DCED) [4] โดยจาก 3 เน็ตเวิร์กที่กล่าวมาข้างต้น พบว่า
เมื่อน าไปประเมินประสิทธิภาพในรายการแข่งขันการจ าแนกรูปภาพของ PASCAL VOC [21] 
พบว่าเน็ตเวิร์กคอนโวลูชันเชิงลึกแบบเอนโค้ดเดอร์-ดีโค้ดเด้อร์ให้ประสิทธิภาพดีที่สุด  และยังน าไปใช้
กับการจ าแนกภาพทางความหมายที่ต้องการตอบหลายค าตอบและต้องการตอบเพียงสองค าตอบได้
อย่างมีประสิทธภาพ 

 

                                           
27 อ้างอิงจาก Fig. 2 ใน [26] 
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3.2. งานวิจัยเกี่ยวกับการเรียนรู้เชิงลึกส าหรับการจ าแนกถนนทางความหมาย (Deep Learning 
for Semantic Road Segmentation) 

 ตั้งแต่ปี 2015 ที่ผ่านมาเริ่มมีบทความที่ใช้การเรียนรู้เชิงลึกเข้ามามาจ าแนกภาพทาง
ความหมายมากขึ้น โดยในส่วนของการจ าแนกถนนทางความหมายออกจากภาพถ่ายระยะไกล เริ่มมี
นักวิจัยใช้วิธีการที่กล่าวไปข้างต้นเข้ามาจ าแนกถนนทางความหมายออกจากภาพถ่ายระยะไกล เริ่ม
จากช่วงกลางปี 2015 J. Wang, J. Song, M. Chen และ Z. Yang [1] ได้เสนอเสนอการเรียนรู้เชิงลึก
โดยใช้นิวรอลเน็ตเวิร์กชนิดคอนโวลูชันเชิงลึก (Deep Convolutional Neural Network) (แสดงรูป
ที่ 23) เข้ามาจ าแนกรูปแบบของถนนซึ่งจะมีอยู่ 5 รูปแบบ คือ ถนนทางตรง, ถนนทางซ้าย, ถนน
ทางขวา, สีแยก, และทางตัน (แสดงรูปที่ 24) ซึ่งบทความนี้จะยังเป็นเพียงแค่ใช้การเรียนรู้เชิงลึกเข้า
มาช่วยท างานร่วมกับวิธีที่เขาน าเสนออีกหนึ่งวิธี เรียกว่า Finite State Machine (FSM) โดยตัว FSM 
จะท าหน้าที่เสมือน Tracker คอยลากเส้นในส่วนที่เป็นพ้ืนที่ถนนบนภาพถ่ายระยะไกล โดยจะ
พิจารณาจากค าตอบที่ได้จากการเรียนรู้เชิงลึกว่าควรจะลากเส้นไปทิศทางใด ซึ่งจากการร่วมกัน
ท างานโดยใช้การเรียนรู้เชิงลึกร่วมกับ FSM นี้เองท าให้ผลลัพธ์ที่ได้หลังจากการประเมินประสิทธิภาพ
ในการสกัดถนนออกจากภาพถ่ายดาวเทียมสูงกว่าวิธีการที่เป็นที่ยอมรับในการสกััดถนนออกจาก
ภาพถ่ายระยะไกลวิธีหนึ่ง (ดีที่สุด ณ ขณะนั้นโดยใช้วิธีการเรียนรู้แบบไม่มีผู้ฝึกสอน) ที่เรียกว่า 
Tensor-Cuts [5] ซึ่งน าเสนอโดย C. Poullis ปี 2014 ที่ตีพิมพ์ลงในวารสาร ISPRS Journal of 
Photogrammetry and Remote Sensing โดยเป็นวารสารระดับนานาชาติซึ่งมีอิมแพคสูงมาก
วารสารหนึ่งของวงการการส ารวจข้อมูลจากระยะไกล (Remote Sensing) 

 
 

รูปที่ 23 เน็ตเวิร์กชนิดคอนโวลูชันเชิงลึกที่เสนอโดย J. Wang, J. Song, M. Chen และ Z. Yang28  
 

 ถัดมาในปี 2016 S. Saito, T. Yamashita และ Y. Aoki [3] ได้เสนอการเรียนรู้เชิงลึกโดย
ใช้เน็ตเวิร์กคอนโวลูชันเชิงลึกแบบฟูลลี (Fully Convolutional Networks หรือ FCN) (แสดงรูปที่ 

                                           
28 อ้างอิงจาก Fig. 5 ใน [1] 
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25) เข้ามาจ าแนกถนนทางความหมายออกจากภาพถ่ายทางอากาศ โดยภาพถ่ายทางอากาศนี้เป็นชุด
ข้อมูลของถนนของรัฐแมสซาชูเซตส์ (Massachusetts Roads Data Set) [19] โดยข้อมูลน าเข้าจะ
ถูกส่งเข้าไปเรียนรู้ (Training) ในเน็ตเวิร์กซึ่งจะมีขนาด 64x64 ซึ่งผลลัพธ์สุดท้ายที่ S. Saito, T. 
Yamashita และ Y. Aoki เสนอนั้นจะตอบออกมาอยู่ในรูปของสามค าตอบ ได้แก่ ค าตอบที่เป็นถนน 
(พิกเซลจะเแสดงสีแดง), ค าตอบที่เป็นอาคาร (พิกเซลจะแสดงสีเขียว) และค าตอบที่ไม่ใช่ทั้งถนนและ
อาคาร (พิกเซลจะแสดงเป็นสีน้ าเงิน) โดยผลการประเมินโดยใช้ค่า F1 พบว่าอยู่ที่ 0.762   
 

 
 

รูปที่ 24 รูปแบบของถนนทั้ง 5 รูปแบบ ได้แก่ ถนนทางตรง, ถนนทางซ้าย, ถนนทางขวา, สีแยก และ
ทางตัน29  

 

 
 

รูปที่ 25 เน็ตเวิร์กคอนโวลูชันเชิงลึกแบบฟูลลี (Fully Convolutional Networks หรือ FCN) ที่
น าเสนอโดย S. Saito, T. Yamashita และ Y. Aoki30 

 

                                           
29 อ้างอิงจาก Fig. 6 ใน [1] 
30 อ้างอิงจาก Fig. 1 ใน [3] 
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 และสุดท้ายช่วงปลายปี 2016 S. Muruganandham และคณะ [13] ได้เสนอการเรียนรู้เชิง
ลึกเพ่ือเข้ามาจ าแนกถนนทางความหมายออกจากภาพถ่ายระยะไกลถึง 3 วิธี ได้แก่ เน็ตเวิร์กคอนโว -
ลูชันเชิงลึกแบบฟูลลี (Fully Convolutional Networks หรือ FCN), FCN-8s และ เน็ตเวิร์กแบบดี
คอนโวลูชันเชิงลึก (Deep Deconvolutional Neural Networks หรือ DeCNN) โดยทั้ง 3 เน็ตเวิร์ก
ถูกน ามาท าการฝึกสอนและทดสอบเพ่ือจ าแนกถนนทางความหมายออกจากภาพถ่ายทางอากาศ โดย
ภาพถ่ายทางอากาศนี้เป็นชุดข้อมูลของถนนของรัฐแมสซาชูเซตส์ (Massachusetts Roads Data 
Set) [19] เช่นเดียวกันกับชุดข้อมูลที่ S. Saito, T. Yamashita และ Y. Aoki [3] ใช้ โดยผลลัพธ์หลัก
จากที่น าไปทดสอบกับชุดข้อมูลถนนของรัฐแมสซาชูเซตส์แล้วประเมินออกมาเป็นค่า F1 อยู่ที่ 0.657 
(วิธีการ DeCNN), 0.742 (วิธีการ FCN) และสุดท้าย 0.762 (วิธีการ FCN-8s)  
 จากงานวิจัยที่เกี่ยวข้องในส่วนของการจ าแนกถนนทางความหมายออกจากภาพถ่าย
ระยะไกลโดยใช้การเรียนรู้เชิงลึกแสดงให้เห็นว่าเริ่มมีงานวิจัยที่น าวิธีการเรียนรู้เชิงลึกในรูปแบบมาใช้
ในการจ าแนกถนน โดยวิธีการที่ดีที่สุดในจ าแนกถนนทางความหมายออกจากภาพถ่ายระยะไกลโดย
ใช้การเรียนรู้เชิงลึก คือวิธีการ FCN-8s ซึ่งให้ค่า F1 อยู่ที่ 0.762 โดยท าการฝึกสอนและทดสอบกับชุด
ข้อมูลของถนนของรัฐแมสซาชูเซตส์ 

 
3.3. งานวิจัยเกี่ยวกับเทคนิคใหม่ส าหรับการเรียนรู้เชิงลึก (Recent Techniques in Deep 
Learning) 

 ปัจจุบันเทคนิคในส่วนของฟังก์ชันกระตุ้น (Activation Function) ที่นิยมใช้ในการเรียนรู้เชิง
ลึกแบบนิวรอลเน็ตเวิร์กคอนโวลูชันเชิงลึก (Deep Convolutional Neural Network) คือฟังก์ชันเร
คตไิฟด์เชิงเส้น (Rectified Linear Unit Function หรือ ReLU) แต่ในช่วงปี 2016 ได้มีบทความหนึ่ง
เสนอวิธีการที่เรียกว่า ฟังก์ชันเอกซ์โพเนนเชียลเชิงเส้น  (Exponential Linear Unit Function หรือ 
ELU) โดย Clevert และคณะ [27] โดยเขาน าเสนอฟังก์ชันเอกซ์โพเนนเชียลเชิงเส้นเพ่ือน ามาใช้ใน
การเรียนรู้ (Learning) ให้กับการเน็ตเวิร์กการเรียนรู้เชิงลึก (Deep Network) โดยจะช่วยให้เน็ตเวิร์ก
เรียนรู้ได้เร็วและให้ประสิทธิภาพสูงกว่าฟังก์ชันกระตุ้นอย่างฟังก์ชันเรคติไฟด์เชิงเส้น โดยงานวิจัยชิ้น
นี้ได้การตอบรับการตีพิมพ์จาก International Conference on Learning Representations หรือ 
ICLR ปี 2016 โดยสมการ ELU จะแสดงดังสมการที่ 30 และ 31 และกราฟของ ELU เมื่อเทียบกับ
ฟังก์ชันกระตุ้นที่นิยมใชักันในปัจจุบันอย่าง ReLU, LReLU (leaky ReLU) และ SReLU (S-shaped 
ReLU) ไว้รูปที่ 26 
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𝑓(𝑥) =  {
𝑥;  𝑖𝑓 𝑥 > 0

𝛼(𝑒𝑥𝑝(𝑥) − 1);  𝑖𝑓 𝑥 < 0
 (32) 

 

𝑓′(𝑥) =  {
𝑥; 𝑖𝑓 𝑥 > 0

𝑓(𝑥) + 𝛼;  𝑖𝑓 𝑥 < 0
 

(33) 

 
 โดยผลการทดลองที่ได้เมื่อน าไปวัดประสิทธิภาพกับเน็ตเวิร์กต่างๆ เช่น เน็ตเวิร์ก AlexNet 
หรือเน็ตเวิร์ก CNN ที่ใช้ ฟังก์ชันกระตุ้นชนิด ReLU หรือ Leaky ReLU โดยท าการฝึกสอนและ
ทดสอบกับสองชุดข้อมูลมาตรฐาน ได้แก่ ชุดข้อมูล CIFAR-10 และชุดข้อมูล CIFAR-100 พบว่า เน็ต
เวิร์กที่ใช้ ELU ให้ผลค่าความผิดพลาด (Error) อยู่ที่ 6.55 และ 24.28 ขณะที่ AlexNet มีค่าความ
ผิดพลาดอยู่ที่ 18.04 และ 45.80 สุดท้าย เน็ตเวิร์ก CNN มีค่าความผิดพลาดอยู่ที่ 7.25 และ 33.71 
เมื่อน าไปฝึกสอนและทดสอบกับชุดข้อมูล CIFAR-10 และชุดข้อมูล CIFAR-100 ตามล าดับ ส าหรับ
งานวิจัยชิ้นนี้ได้แสดงกราฟค่าลอสของครอสเอนโทรปี (Cross Entropy Loss) ระหว่าง ELU กับ 
ReLU และ Leaky ReLU โดยแสดงในรูปที่ 27 จะเห็นได้ว่าการเรียนรู้โดยเน็ตเวิร์กเชิงลึกแบบ ELU-
Network จะให้ Loss ลู่เข้า (Convergence) ได้รวดเร็วและมีประสิทธิภาพสูงกว่า 

 

 
 

รูปที่ 26 กราฟของ ELU เมื่อเทียบกับฟังก์ชันกระตุ้นที่นิยมใชักันในปัจจุบันอย่าง ReLU, LReLU 
(leaky ReLU) และ SReLU (S-shaped ReLU)31  

 

                                           
31 อ้างอิงจาก Fig. 1 ใน [27] 
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รูปที่ 27 กราฟ Cross Entropy Loss ระหว่าง ELU กับ ReLU และ Leaky ReLU โดยค่าแกน x 
เป็นจ านวน Epoch และแกน y เป็นค่า Loss ของ ครอสเอนโทรปี (Cross Entropy)32 

  
  นอกจากนั้น อีกเทคนิคหนึ่งที่ เข้ามาใช้ในส่วนของการประมวผลหลัง (Post 
Processing) เพ่ือเพ่ิมประสิทธิภาพให้กับวิธีการเรียนรู้เชิงลึก คือ เทคนิคแบบจ าลองทางสถิติคอนดิ
ชันนอลแรนดอมฟิลด์ส (Conditional Random Fields: CRFs) โดยในงานวิจัยที่ผ่านมา [16-18] 
พบว่าเทคนิค CRFs ถูกน ามาใช้ในงานของการประมวลผลหลังจากผลลัพธ์ที่ได้ของการเรียนรู้เชิงลึก 
โดยน าโมเดล CRFs เข้ามาปรับตารางคะแนน (Score Map) ซึ่งเสมือนเป็นข้อมูลน าเข้า (Input) ก่อน
เข้าฟังก์ชั่น Softmax และตารางความเชื่อ (Belief Map) เสมือนเป็นผลลัพธ์ (Output) จากฟังก์ชั่น 
Softmax โดยแสดงผลลัพธ์ที่ใช้โมเดล CRFs ร่วมกับการเรียนรู้เชิงลึกไว้ดังรูปที่ 28, รูปที่ 29 และรูป
ที่ 30 

 
 

รูปที่ 28 ภาพรวมทั้งหมดของการประยุกต์การเรียนรู้เชิงลึกกับโมเดล CRFs33 

                                           
32  อ้างอิงจาก Fig. 4 ใน [27] 
33  อ้างอิงจาก Fig. 3 ใน [18] 
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รูปที่ 29 การปรับผลลัพธ์ที่ได้ในแต่ละรอบ CRFs (CRF Iteration) ซึ่งผลลัพธ์ที่เมื่อสิ้นสุดรอบท่ี 10 
จะมีลักษณใกล้เคียงกับผลเฉลย34 

 

 
รูปที่ 30 ตัวอย่างผลลัพธ์ที่ได้จากการประยุกต์การเรียนรู้เชิงลึกร่วมกับการใช้ CRFs โดยภาพซ้าย คือ 
ข้อมูลนพเข้า ภาพกลาง คือ ผลลัพธ์ที่ท านายจากการเรียนรู้เชิงลึก และภาพขวา คือ ผลลัพธ์ที่ท านาย

จากการเรียนรู้เชิงลึกร่วมกับการใช้โมเดล CRFs35 
 
จากนั้นในงานวิจัยที่ผ่านมานั้นได้แสดงผลการประเมินจากการที่ใช้สถาปัตยกรรมการเรียนรู้

เชิงลึกร่วมกับโมเดล CRFs โดยทดลองกับชุดข้อมูล Pascal VOC 2012 ไว้ดังรูปที่ 31 แสดงให้เห็นว่า

                                           
34 อ้างอิงจาก Fig. 2 ใน [18] 
35 อ้างอิงจาก Fig. 7 ใน [18] 
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การน ามาโมเดล CRFs เข้ามาประยุกต์กับการเรียนรู้เชิงลึกให้ประสิทธิภาพที่ดีกว่าการเรียนรู้เชิงลึก
เพียงอย่างเดียว 

 

Method Mean IOU (%) 
MSRA-CFM 61.2 

FCN-8s 62.2 
TTI-Zoomout-16 64.4 

DeepLab-CRF 66.4 
DeepLab-MSc-CRF 67.1 
DeepLab-CRF-7x7 70.3 

DeepLab-CRF-LargeFOV 70.3 
DeepLab-MSc-CRF-LargeFOV 71.6 

 
รูปที่ 31 ผลลัพธ์ที่ได้จากการประเมินโดยเทียบกันระหว่างโมเดลที่ใช้ CRFs และโมเดลการเรียนรู้เชิง
ลึกมาตรฐาน โดยโมเดลการเรียนรู้เชิงลึกที่ใช้ CRFs ให้ประสิทธิภาพที่สูงกว่าโมเดลการเรียนรู้เชิงลึก

แบบปกติมากกว่า 7 เปอร์เซ็นต์36 
  

                                           
36 อ้างอิงจาก Table. 1 ใน [18] 
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บทที่ 4  
แนวคิดและวิธีการด าเนินงาน 

 ในบทนี้น าเสนอวิธีการเรียนรู้เชิงลึกเพ่ือเข้ามาจ าแนกถนนทางความหมายออกจากภาพถ่าย
ระยะไกล โดยวิธีการที่น าเสนอท้ังหมดถูกแบ่งออกเป็น 4 ส่วน ดังรูปที่ 32 ไดแ้ก่ ในส่วนแรก (1) เป็น
การอธิบายชุดข้อมูลภาพถ่ายระยะไกลทั้งหมดที่ใช้ในวิทยานิพนธ์นี้ (2) แสดงวิธีการประมวลผลก่อน 
(Pre Processing) ก่อนน าเข้าไปฝึกสอนให้กับการเรียนรู้เชิงลึก (3) แสดงวิธีการที่ใช้ในการจ าแนก
ถนนทางความหมายออกจากภาพถ่ายระยะไกลด้วยการเรียนรู้เชิงลึกที่วิทยานิพนธ์นี้น าเสนอ (4) เป็น
การท าวิธีการประมวลผลหลัง (Post Processing) โดยการใช้ตัวชี้วัดภูมิทัศน์และวิธีการคอนดิชันนอล
แรนดอมฟิลด์ส 

 
รูปที่ 32 ภาพรวมของขั้นตอนทั้งหมดท่ีวิทยานิพนธ์นี้น าเสนอ 

 
4.1 การเตรียมข้อมูล 
 ในส่วนของการเตรียมข้อมูลแบ่งออกเป็น 2 ส่วน โดยเริ่มจากเตรียมชุดข้อมูลถนนของรัฐ
แมสซาชูเซตส์และเตรียมชุดข้อมูลถนนของประเทศไทย 
 
4.1.1 ชุดข้อมูลถนนของรัฐแมสซาชูเซตส์ 
 ชุดข้อมูลของถนนของรัฐแมสซาชูเซตส์เป็นชุดข้อมูลภาพถ่ายทางอากาศ (Aerial Image) ซ่ึง
คุณสมบัติของภาพชนิดนี้จะเป็นภาพที่มีความละเอียดสูงมาก (แสดงรูปที่ 33) โดยแบ่งชุดข้อมูลย่อย
ออกเป็น 3 ชุด คือชุดข้อมูลส าหรับท าการฝึกสอนจ านวน 1,108 ภาพ ชุดข้อมูลส าหรับตรวจสอบ
จ านวน 14 ภาพ และ ดข้อมูลส าหรับท าการทดสอบจ านวน 49 ภาพ โดยแต่ละภาพจะมีขนาดอยู่ที่ 
1500x1500 พิกเซล (Pixel) โดยมีค่า Resolution อยู่ที่ 1 เมตร2/พิกเซล [19] 

(1)
เตรียม
ข้อมูล

(2) การ
ประมวล
ผลก่อน

(3) การ
จ าแนกโดยใช้
การเรียนรู้เชิง

ลึก

(4) การ
ประมวล
ผลหลัง
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1 

  

2 

  

 ภาพถ่ายทางอากาศ ภาพผลเฉลย 
 

รูปที่ 33 สองตัวอย่างภาพถ่ายทางอากาศและภาพผลเฉลยของชุดข้อมูลรัฐแมสซาชูเซตส์ 
 
4.1.2 ชุดข้อมูลถนนของประเทศไทย 
 ชุดข้อมูลถัดมาเป็นชุดข้อมูลของประเทศไทยโดยเป็นชุดข้อมูลภาพถ่ายดาวเทียม (Satellite 
Image) ซึ่งคุณสมบัติของภาพจะเป็นภาพที่มีความละเอียดสูง (High Resolution) ส าหรับชุดข้อมูล
ของประเทศไทยเป็นชุดข้อมูลที่ถูกถ่ายจากดาวเทียมไทยโชต (Thaichote) หรือดาวเทียมธีออส 
(THEOS) โดยผู้ให้บริการ คือส านักงานพัฒนาเทคโนโลยีอวกาศและภูมิสารสนเทศ (องค์การมหาชน), 
(GISTDA)  
 ส าหรับภาพถ่ายดาวเทียมในชุดข้อมูลนี้ถูกถ่ายโดยดาวเทียมธีออสซ่ึงเปนระบบดาวเทียม
ส ารวจทรัพยากรของประเทศไทยโดยถูกออกแบบให้เป็นดาวเทียมขนาดเล็กอีกทั้งมีอายุการใช้งาน
อย่างน้อย 5 ปี ท างานโดยอาศัยแหล่งพลังงานจากดวงอาทิตย์  บันทึกภาพได้ครอบคลุมพ้ืนที่ทั่วโลก 
ติดตั้งอุปกรณ์ถ่ายภาพแบบออฟติคคอล (Optical Imagery) ท าให้บันทึกข้อมูลภาพในช่วงคลื่นแสงที่
ตามองเห็น (Visible band) จนถึงช่วงคลื่นอินฟราเรดใกล้ (Near Infrared) ทั้งนี้เมื่อเปรียบเทียบช่วง
คลื่นของดาวเทียมธีออสกับดาวเทียมอ่ืนๆ พบว่า 3 ช่วงคลื่นของดาวเทียมธีออส มีความคล้ายคลึงกับ
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ช่วงคลื่นของดาวเทียม SPOT ยกเว้นช่วงคลื่นสีน้ าเงินที่มีเพ่ิมมากกว่าของดาวเทียม SPOT และมี
ความคล้ายคลึงกันกับช่วงคลื่นของดาวเทียม Landsat ระบบ TM ส าหรับในงานวิทยานิพนธ์นี้
เลือกใช้ชุดข้อมูลจากผลิตภัณฑแบบ Pan-Sharpened ซึ่งรวมขอมูลที่ตามองเห็นจาก 4 ชวงคลื่น (น้ัา
เงิน เขียว แดง อินฟราเรดใกล) เขากับขอมูลเชิงพ้ืนที่ของชวงคลื่นขาว-ด า โดยจะอธิบายคุณลักษณะ
ดาวเทียมธีออสไว้ตารางที่ 237 
 

ตารางที่ 2 คุณลักษณะดาวเทียมธีออส 
น้ าหนัก 715 กิโลกรัม 

ขนาด 2.1 เมตร x 2.1 เมตร (Sun Synchronous) 

แผงรับแสงอาทิตย์ 840 วัตต์ 

เชิ้อเพลิงและความจุของถังเชื้อเพลิง 
(Hydrazine) 

80 กก. 

วงโคจรแบบ สัมพันธ์กับดวงอาทิตย์ (Sun Synchronous) 
ความสูงของวงโคจร 822 กิโลเมตร จากพ้ืนโลก 

ความเอียงของแนวการโคจร 98.7 องศา 

จ านวนวงโคจรต่อวัน 14+5/26 วงโคจรต่อวัน 
เวลาท้องถิ่นที่โคจรผ่าน 10:00 น. 

ระยะเวลาโคจรรอบโลก 1 รอบ 101.4 นาที 

การโคจรกลับมาแนวเดิม ทุก 26 วัน (369 วงโคจร) 
ความเร็วเมื่อเทียบกับพ้ืนโลก 6.6 กม./วินาที 

ความจุของอุปกรณ์เก็บข้อมูล 40 Gbit solid-state memory 
การประมวลผลข้อมูลบนดาวเทียม อัตราส่วนของการบีบอัดข้อมูล 

2.80 or 3.75 for PAN 

2.95 or 3.75 for MS 

อัตราการส่งข้อมูลภาพ 
(Image Telemetry) 

120 Mbit/s (X band) 

                                           
37 อ้างอิงจาก http://www.gistda.or.th/main/th/node/90 
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ช่องว่างระหว่างแนวโคจร 
(ที่เส้นศูนย์สูตร) 

108 กิโลเมตร ระหว่างแนวการโคจร 2 แนวที่
ใกลที่สุดที่ ดาวเทียมผ่าน 
2800 กิโลเมตร ระหว่างแนวโคจร 2 วงที่
ต่อเนื่องกัน 

ขอบเขตการบันทกึข้อมูล ทั่วทั้งโลก 

ขอบเขตการรับสัญญาณ รัศมีมากกว่า 2000 กิโลเมตร จากสถานีรับ
ภาคพ้ืนดิน (ท่ีมุมเงย 5 องศา) 

เวลาในการโคจรมาถึงเป้าหมาย 2 วัน เมื่อดาวเทียมเอียงถึง 50 องศา 
5 วัน เมื่อดาวเทียมเอียงถึง 30 องศา 

อุปกรณ์บันทึกข้อมูล Panchromatic (ช่วงคลื่นเดยีว) 
รายละเอียดภาพ 2 เมตร, ความกว้างแนวภาพ 
22 กิโลเมตร 
Multispectral (หลายช่วงคลื่น) 
รายละเอียดภาพ 15 เมตร, ความกว้างแนวภาพ 
90 กิโลเมตร 

อายุการใช้งาน อย่างน้อย 5 ปี 

 
 ในส่วนของผลเฉลยวิทยาพนธ์นี้ใช้ชุดข้อมูล Shape Files จากข้อมูลภูมิสารสนเทศพ้ืนฐาน
ของประเทศ (Fundamental Geographic Data Set : FGDS) ซึ่งเป็นชั้นข้อมูลที่มีศักยภาพสูงที่
น ามาใช้งานร่วมกันระหว่างหน่วยงานต่างๆ ได้ และใช้เป็นข้อมูลพ้ืนฐานในการอ้างอิงเพ่ือเพ่ิมเติมชั้น
ข้อมูลในด้านอื่นๆ ไดเ้ช่นเดียวกัน ข้อมูลประเภทนี้เกี่ยวข้องกับลักษณะของภูมิประเทศท่ัวไป 
 คณะกรรมการภูมิสารสนเทศแห่งชาติได้มีก าหนดชั้นข้อมูลภูมิสารสนเทศพ้ืนฐานของ
ประเทศไทยไว้ทั้งหมด 13 ชั้นข้อมูล โดยในวิทยานิพนธ์นี้ใช้ข้อมูลผลเฉลยจากชั้นข้อมูลเส้นทาง
คมนาคมของกระทรวงคมนาคมร่วมกับภาพถ่ายจากดาวเทียม-สทอภ.38  
 ในชุดข้อมูลประกอบด้วย 5 สถานที่ คือ พุทธมณฑล นครปฐม, ศรีราชา ชลบุรี, สงขลา, 
สุรินทร์ และอุบลราชธานี โดยขนาดภาพถ่ายดาวเทียมมีขนาด 1500x1500 พิกเซล 
 (1)  พุทธมณฑล (นครปฐม) มีทั้งหมดจ านวน 263 ภาพ แบ่งออกเป็นชุดข้อมูลส าหรับท า
การฝึกสอนจ านวน 200 ภาพ ชุดข้อมูลส าหรับท าการตรวจสอบจ านวน 14 ภาพ และชุดข้อมูล
ส าหรับท าการทดสอบจ านวน 49 ภาพ (แสดงรูปที่ 34, 35) 

                                           
38 อ้างอิงจาก http://thaisdi.gistda.or.th/en/index.php 
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 (2)  ศรีราชา (ชลบุรี) มีทั้งหมดจ านวน 100 ภาพ แบ่งออกเป็นชุดข้อมูลส าหรับท าการ
ฝึกสอนจ านวน 87 ภาพ ชุดข้อมูลส าหรับท าการตรวจสอบจ านวน 3 ภาพ และชุดข้อมูลส าหรับท า
การทดสอบจ านวน 10 ภาพ (แสดงรูปที่ 36, 37) 
 (3)  สงขลา มีทั้งหมดจ านวน 100 ภาพ แบ่งออกเป็นชุดข้อมูลส าหรับท าการฝึกสอนจ านวน 
87 ภาพ ชุดข้อมูลส าหรับท าการตรวจสอบจ านวน 3 ภาพ และชุดข้อมูลส าหรับท าการทดสอบจ านวน 
10 ภาพ (แสดงรูปที่ 38, 40) 
 (4)  สุรินทร์ มีทั้งหมดจ านวน 70 ภาพ แบ่งออกเป็นชุดข้อมูลส าหรับท าการฝึกสอนจ านวน 
57 ภาพ ชุดข้อมูลส าหรับท าการตรวจสอบจ านวน 3 ภาพ และชุดข้อมูลส าหรับท าการทดสอบจ านวน 
10 ภาพ (แสดงรูปที่ 39, 42) 
 (5)  อุบลราชธานี มีทั้งหมดจ านวน 70 ภาพ แบ่งออกเป็นชุดข้อมูลส าหรับท าการฝึกสอน
จ านวน 57 ภาพ ชุดข้อมูลส าหรับท าการตรวจสอบจ านวน 3 ภาพ และชุดข้อมูลส าหรับท าการ
ทดสอบจ านวน 10 ภาพ (แสดงรูปที่ 41, 43) 
 

 
รูปที่ 34 ต าแหน่งที่ตั้งของเขตพ้ืนที่พุทธมณฑล (นครปฐม) ในชุดข้อมูลภาพถนนประเทศไทย 
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 ภาพถ่ายดาวเทียม ภาพผลเฉลย 
 

รูปที่ 35 สองตัวอย่างของภาพถ่ายดาวเทียมที่เขตพ้ืนที่พุทธมณฑล (นครปฐม) ในชุดข้อมูลภาพถนน
ประเทศไทย 

 

1 
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 ภาพถ่ายดาวเทียม ภาพผลเฉลย 
 

รูปที่ 36 สองตัวอย่างของภาพถ่ายดาวเทียมที่เขตพ้ืนที่ศรีราชา (ชลบุรี) ในชุดข้อมูลภาพถนนประเทศ
ไทย 

 

 
รูปที่ 37 ต าแหน่งที่ตั้งของเขตพ้ืนที่ศรีราชา (ชลบุรี) ในชุดข้อมูลภาพถนนประเทศไทย 
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 ภาพถ่ายดาวเทียม ภาพผลเฉลย 
 

รูปที่ 38 สองตัวอย่างของภาพถ่ายดาวเทียมที่เขตพ้ืนที่สงขลาในชุดข้อมูลภาพถนนประเทศไทย 
 

1 
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 ภาพถ่ายดาวเทียม ภาพผลเฉลย 
 

รูปที่ 39 สองตัวอย่างของภาพถ่ายดาวเทียมที่เขตพ้ืนที่สุรินทร์ในชุดข้อมูลภาพถนนประเทศไทย 
 

 
รูปที่ 40 ต าแหน่งที่ตั้งของเขตพ้ืนที่สงขลาในชุดข้อมูลภาพถนนประเทศไทย 
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 ภาพถ่ายดาวเทียม ภาพผลเฉลย 

 
รูปที่ 41 สามตัวอย่างของภาพถ่ายดาวเทียมที่เขตพ้ืนที่อุบลราชธานีในชุดข้อมูลภาพถนนประเทศไทย 
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รูปที่ 42 ต าแหน่งที่ตั้งของเขตพ้ืนที่สุรินทร์ในชุดข้อมูลภาพถนนประเทศไทย 

 
รูปที่ 43 ต าแหน่งที่ตั้งของเขตพ้ืนที่อุบลราชธานีในชุดข้อมูลภาพถนนประเทศไทย 
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4.2 การประมวลผลก่อน (Pre Processing) 
 ในส่วนของการประมวลผลก่อนแบ่งออกเป็น 3 ส่วน โดยเริ่มจากการท านอร์มัลไลเซชัน ถัด
มาเป็นการเพ่ิมปริมาณข้อมูลให้กับภาพถ่ายระยะไกล และสุดท้ายคือการแปลงชุดข้อมูลภาพถ่าย
ระยะไกลให้เก็บอยู่ในรูปเวกเตอร์นัมพาย 
 
4.2.1 การท านอร์มัลไลเซชัน (Normalization) 
 ส าหรับภาพถ่ายระยะไกลที่ ใช้ ในวิทยานิพนธ์นี้มีช่องสัญญาณ 3 ช่องสัญญาณ คือ
ช่องสัญญาณสีแดง, ช่องสัญญาณสีเขียว และช่องสัญญาณสีน้ าเงิน ส าหรับการท าให้ให้เป็นค่านอร์
มัลไลเซชันกับภาพถ่ายระยะไกล งานวิจัยนี้น าแต่ละช่องสัญญาณมาท าการปรับค่าแต่ละช่องสัญญาณ
จากช่วง [0, 255] ให้อยู่ช่วง  [0, 1) โดยการน าแต่ละช่องสัญญาณมาลบด้วยค่า 128 และหารด้วย 
128 ตามล าดับ ส่วนในกรณีของภาพเฉลยมี 1 ช่องสัญญาณ คือ ช่องสัญญาณสีเทาซึ่งอยู่ในช่วง 
[0,255] งานวิจัยนี้น าช่องสัญญาณสีเทามาหารด้วย 255 เพ่ือให้ช่องสัญญาณมีเพียง 2 ค่า คือ [23] 
โดย 0 คือพิกเซลที่ไม่ใช่ถนน และ 1 คือพิกเซลที่เป็นถนน ตามล าดับ  
 
4.2.2 การเพิ่มปริมาณข้อมูลให้กับภาพถ่ายระยะไกล 
 ส าหรับการเพ่ิมปริมาณให้กับชุดข้อมูลการฝึกสอน (Training data set) วิทยานิพนธ์นี้เลือก
วิธีการหมุนภาพให้กับแต่ละภาพถ่ายระยะไกลโดยหมุนภาพถ่ายไปครั้งละ 45 องศา ดังนั้น 1 
ภาพถ่ายระยะไกลจะให้ภาพถ่ายที่มีปริมาณเพ่ิมขึ้นอีก 7 ภาพ โดยแสดงการหมุนภาพถ่ายระยะไกล
และภาพผลเฉลยไว้ดังรูปที่ 44 และรูปที่ 45 
 
4.2.3. การแปลงชุดข้อมูลภาพถ่ายระยะไกลให้เก็บอยู่ในรูปเวกเตอร์นัมพาย 
 ส าหรับการแปลงชุดข้อมูลภาพถ่ายระยะไกลให้อยู่ในรูปแบบเวกเตอร์นัมพาย (นัมพายเป็น
ไลบรารี่ของภาษาไพธอนส าหรับใช้ค านวณทางคณิตศาสตร์) มีวัตถุประสงค์เพ่ือที่จะลดเวลาในการ
เปิดไฟล์เวลาน าไปเข้าเน็ตเวิร์กส าหรับฝึกสอน เพ่ือลดขั้นตอนแบบเดิมซึ่งเป็นการเปิดภาพทีละภาพ
ส าหรับเวลาส่งไปฝึกสอนที่เน็ตเวิร์ก (แสดงรูปที่ 46) 
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ภาพถ่ายระยะไกล หมุนภาพ 45 องศา หมุนภาพ 90 องศา หมุนภาพ 135 องศา 

    

หมุนภาพ 180 องศา หมุนภาพ 2255 องศา หมุนภาพ 270 องศา หมุนภาพ 315 องศา 

 
รูปที่ 44 การน าภาพถ่ายระยะไกล 1 ภาพมาเพ่ิมปริมาณข้อมูลโดยการหมุนภาพไปทีละ 45 องศา (1 

ภาพเพ่ิมปริมาณขึ้นอีก 7 ภาพ) 
 

    

ภาพผลเฉลย หมุนภาพ 45 องศา หมุนภาพ 90 องศา หมุนภาพ 135 องศา 

    

หมุนภาพ 180 องศา หมุนภาพ 2255 องศา หมุนภาพ 270 องศา หมุนภาพ 315 องศา 
 

รูปที่ 45 การน าภาพผลเฉลย 1 ภาพมาเพ่ิมปริมาณข้อมูลโดยการหมุนภาพไปทีละ 45 องศา (1 ภาพ
เพ่ิมปริมาณข้ึนอีก 7 ภาพ) 
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 ภาพถ่ายระยะไกล ภาพถ่ายถูกเก็บอยู่รูปแบบของเวกเตอร์นัมพาย 

 
รูปที่ 46 การแปลงภาพถ่ายระยะไกล (1) และภาพผลเฉลย (2) ให้อยู่ในรูปแบบของเวกเตอร์นัมพาย 
 
4.3 การจ าแนกถนนทางความหมายด้วยการเรียนรู้เชิงลึก 

 จากงานวิจัยที่ผ่านมา ผู้วิจัยได้เห็นว่ามีเน็ตเวิร์ก (Network) ที่น ามาท าการจ าแนกภาพทาง
ความหมายโดยใช้การเรียนรู้เชิงลึกหลายเน็ตเวิร์ก และหนึ่งในเน็ตเวิร์กที่ดีที่สุดโดยประเมินกับชุด
ข้อมูล PASCAL VOC [24] คือเน็ตเวิร์กชนิดคอนโวลูชันเชิงลึกแบบเอนโคดเดอร์-ดีโคดเดอร์ (Deep 
Convolutional Encoder-Decoder Networks หรือ DCED) ซึ่งน ามาตอบแบบตอบหลายค าตอบ 
(Multi Class) ส าหรับการจ าแนกทางความหมาย และในปี 2016 ที่ผ่านมาพบว่ามีงานวิจัยที่เสนอ
โดย Kalinovsky, A. Kalinovsky, และ V. Kovalev [26] น า DCED มาใช้จ าแนกทางความหมายกับ
ชุดข้อมูลภาพเอ็กซเรย์หน้าอก (X-Ray Chest Images) ซึ่งตอบผลลัพธ์สุดท้ายแบบสองค าตอบ 
(Binary Class) คือส่วนที่เป็นปอด (พิกเซลเป็นสีขาว) กับส่วนที่ไม่ใช่ปอด (พิกเซลเป็นสีด า) ดังนั้น 
วิทยานิพนธ์จึงเสนอการน า DCED มาใช้จ าแนกถนนทางความหมายออกจากภาพถ่ายระยะไกล เพ่ือ
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น ามาใช้ตอบแบบตอบสองค าตอบ (Binary Class) คือส่วนที่เป็นถนน และส่วนที่ไม่ใช่ถนน ส าหรับ
การปรับปรุงเน็ตเวิร์ก วิทยานิพนธ์นี้จึงเสนอวิธีการใหม่ ดังต่อไปนี้ 
 1.  เพ่ิมประสิทธิภาพการจ าแนกให้กับเน็ตเวิร์กโดยการเปลี่ยนฟังก์ชั่นการกระตุ้น 
(Activation Function) ใหม่  จากเดิม ReLU เป็น ELU โดยเรียกวิธีการที่น า เสนอใหม่นี้ ว่ า
สถาปัตยกรรม ELU-DCED (แสดงรูปที่ 47) 
 2.  เพ่ิมจ านวนข้อมูลฝึกสอนโดยก าหนดให้แต่ละภาพถ่ายระยะไกลหมุนภาพไปทีละ 45 
องศา (1 ภาพถ่ายระยะไกลเมื่อหมุนครบแล้ว จะได้เพ่ิมมาอีก 7 ภาพถ่าย) จากนั้นจึงส่งข้อมูลภาพ
ถ่ายระยะไกลไปท าการเรียนรู้ (Training) ให้กับสถาปัตยกรรม ELU-DCED  
 3.  หลังจากได้แยกถนนทางความหมายออกจากภาพถ่ายระยะไกลโดยท าการทดสอบกับ
สถาปัตยกรรม ELU-DCED เสร็จสิ้น จากนั้นเป็นขั้นตอนของการท าการประมวลผลหลัง (Post 
Processing) โดย วิทยานิพนธ์นี้การใช้ตัวชี้วัดภูมิทัศน์ (Landscape Metrics: LMs) [15] โดยจะ
อธิบายไว้ที่หัวข้อ 4.4 ซึ่งเหตุผลที่วิทยานิพนธ์เสนอตัวชี้วัดภูมิทัศน์เข้ามาท าวิธีการประมวลผลหลัง 
(Post Processing) เพ่ือจะน ามาแก้ปัญหาผลบวกลวง (False Positive) โดยเรียกวิธีการใหม่นี้ว่า
สถาปัตยกรรม ELU-DCED-LMs  
 4. ขั้นตอนสุดท้ายเป็นการใช้เทคนิค CRFs เข้ามาเพ่ิมความคมและความถูกต้องให้กับผลลัพธ์
ที่ได้จากข้ันตอนที ่3 โดยเรียกวิธีการใหม่นี้ว่าสถาปัตยกรรม ELU-DCED-LMs-CRFs  
 

 
 

รูปที่ 47 ภาพสถาปัตยกรรมการเรียนรู้เชิงลึกที่งานวิทยานิพนธ์นี้น าเสนอ (ELU-DCED) 
 

4.4 การประมวลผลหลัง (Post Processing)  

 วิธีการนี้เป็นการท าหลังจากกระบวนการท างานของการเรียนรู้เชิงลึกเสร็จสิ้น โดยเลือก
ตัวชี้วัดภูมิทัศน์ [15] ประเภทตัวชี้วัดรูปร่าง (Shape Metrics) เพ่ือน ามาค านวณหาดัชนีความซับซ้อน 
(Shape Index) โดยจะพิจารณาวัตถุที่ได้ทั้งหมดที่ตอบออกมาทั้งหมด แล้วเลือกวัตถุที่อยู่ติดกัน
ทั้งหมดโดยใช้เทคนิคการก าหนดให้วัตถุที่อยู่ติดกันเชื่อมกัน (Connected-Component Labeling) 
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[28] ร่วมกันกับการเพ่ิมประสิทธิภาพการจ าแนกให้กับวัตถุที่เชื่อมกันแล้วโดยการเพ่ิมความราบเรียบ
โดยใช้ตัวกรองเกาส์เซียน (Smoothing with Gaussian Filter) จากนั้นจึงน าไปพิจารณาทีละวัตถุที่
อยู่ติดกันโดยการดูดัชนีความซับซ้อน (Shape Index) หากดัชนีความซับซ้อนต่ าวัตถุนั้นจะถือว่าไม่ใช่
ถนน ส าหรับตัวอย่างวัตถุที่มีดัชนีความซับซ้อนในแบบต่างๆ จะแสดงไว้รูปที่ 48 โดยสูตรการหาดัชนี
ความซับซ้อน (Shape Index) จะแสดงไว้ที่สมการ 32 

 

𝑆ℎ𝑎𝑝𝑒 𝐼𝑛𝑑𝑒𝑥 =
𝑝𝑒𝑟𝑖𝑚𝑒𝑡𝑒𝑟

4𝑥√𝑎𝑟𝑒𝑎
 (32) 

 

 

 
 

รูปที่ 48 ตัวอย่างวัตถุที่มีดัชนีความซับซ้อนรูปแบบต่างๆ  
วัตถุท่ีมีดัชนีความซับซ้อนสูง (รูปซ้าย) และวัตถุท่ีมีดัชนีความซับซ้อนต่ า (รูปขวา)39 

  
 จากรูปที่ 48 ทางด้านซ้าย จะพบว่า เส้นรอบวงมีค่า 14 หน่วย พ้ืนที่มีค่า 6 หน่วย เมื่อน าไป
เข้าสูตรเพ่ือหาดัชนีความซับซ้อนสูงจะพบว่ามีค่า 1.43 และในท านองเดียวกันกับภาพด้านขวาพบว่า 
เส้นรอบวงมีค่า 16 หน่วย พ้ืนทีม่ีค่า 16 หน่วย เมื่อน าไปเข้าสูตรเพื่อหาดัชนีความซับซ้อนสูงจะพบว่า
มีค่า 1 ซึ่งแนวคิดนี้ถูกน ามาใช้เพ่ือหาวัตถุถนน เนื่องจากวัตถุถนนจริงๆ จะมีค่าความซับซ้อนที่สูง
คล้ายกับตัวอย่างที่ได้แสดงดังรูปที่ 48 ด้านซ้าย โดยวิทยานิพนธ์นี้ได้ใช้เทคนิคของ Connected-
Component Labeling และ Gaussian Filter เข้ามาช่วยในการจับวัตถุถนนในแต่ละก้อนก่อนน าไป
พิจารณาหาค่าความซับซ้อนจากเทคนิคของตัวชี้วัดภูมิทัศน์โดยจะแสดงผลลัพธ์ที่ใช้ทั้งสองเทคนิค
ข้างต้นไว้รูปที่ 49 และแสดงค่าความซับซ้อนของวัตถุแต่ละก้อนไว้รูปที่ 50 
 

                                           
39 อ้างอิงจาก Fig. 9.16 ใน [15] 
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ก ข ค ง 

 
รูปที่ 49 ผลลัพธ์จากการใช้เทคนิค Connected-Component Labeling และ Gaussian Filter 

เพ่ือเข้ามาช่วยจับวัตถุถนนแต่ละก้อนก่อนน าไปค านวณหาค่าความซับซ้อนจากเทคนิคตัวชี้วัดภูมิทัศน์
โดยแสดงดังรูป ค และผลลัพธ์ที่ได้หลังจากผ่านเทคนิคตัวชี้วัดภูมิทัศน์จะแสดงไว้ดังรูป ง โดยที่รูป ก 

คือ ภาพถ่ายต้นฉบับ และรูป ข คือ ภาพผลเฉลย ตามล าดับ 
 

 
 

รูปที่ 50 ผลลัพธ์การค านวณดัชนีความซับซ้อนแต่ละวัตถุที่ได้จากหลังจากการเรียนรู้เชิงลึก เพื่อน ามา
พิจารณาหาวัตถุที่มีค่าความซับซ้อนน้อยจะถือว่าวัตถุนั้นไม่เป็นวัตถุถนน 

 
 หลังจากเสร็จสิ้นวิธีการตัวชี้วัดภูมิทัศน์ ขั้นตอนสุดท้ายจะเป็นการใช้เทคนิค CRFs เข้ามาเพ่ิม
ความคมและความถูกต้องให้กับผลลัพธ์ที่ได้ โดยวิทยานพนธ์นี้ได้ก าหนดรอบของ CRFs (CRFs 
Iteration) เท่ากับ 5 เพ่ือให้เอาต์พุตที่ได้มีค่าความใกล้เคียงผลเฉลยมากยิ่งขึ้น  
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4.5 การสอน (Training) 

 ส าหรับการสอนให้กับเน็ตเวิร์กเป็นขั้นตอนหลักที่ส าคัญที่สุดในการเรียนรู้ของเครื่อง 
ประสิทธิภาพการจ าแนกของวิธีที่น าเสนอจะขึ้นอยู่กับขั้นตอนกระบวนการสอนนี้ วิทยานิพนธ์นี้ได้ท า
การสุ่มภาพที่อยู่ในชุดข้อมูลภาพถ่ายระยะไกลโดยสุ่มตัด (Random Crop) เพ่ือส่งภาพเข้าไปในชั้น
น าเข้า (Input Layer) ทีละ 224x224 พิกเซล โดยก าหนดขนาดรุ่นของการผลิต (Batch Size) เท่ากับ 
24 และจ านวนรุ่นของการผลิตในแต่ละรอบอีพอค (Number batches per epoch) อยู่ที่ 100 โดย
ก าหนดให้มีจ านวนรอบการสอนเท่ากับ 30 รอบอีพอค (Epochs) โดยแต่ละ 1 รอบอีพอคใช้เวลา
ประมาณ 45 นาที ส าหรับโครงสร้างเน็ตเวิร์กที่วิทยานิพนธ์นี้น าเสนอใหม่จะประกอบไปด้วยฝั่ง 
Encoder จ านวน 13 ชั้น Decoder จ านวน 13 ชั้น โดยฟังก์ชั่นการกระตุ้น (Activation Function) 
ที่ใช้ในเน็ตเวิร์กนี้จะเป็นตัว ELU น ามาแทนที่ตัว ReLU ซึ่งทั้ง 26 เลเยอร์จะเป็นตัวท าหน้าที่การสกัด
คุณลักษณะที่ส าคัญ (Feature Extraction) ของวิทยานิพนธ์นี้  และสุดท้ายชั้นการจ าแนก 
(Classification Layer) ใช้ Softmax เข้ามาตอบออกมาเป็นประภทสองค าตอบ (Binary Class) โดย
กระจายออกมาเป็นแบบกระจายไปบนทุกพิกเซลบนภาพ (Pixel-wise Class Prediction Map) โดย
จะแสดงเน็ตเวิร์กที่วิทยานิพนธ์นี้น าเสนอไว้รูปที่ 47 ส าหรับการปรับพารามิเตอร์ส าหรับการท าให้ดี
ที่สุด (Optimization) กับตัวโมเดลนั้น จะใช้วิธีการสโตแคสติกเกรเดียนเดสเซนท์ (Stochastic 
Gradient Descent หรือ SGD) โดยปรับค่าอัตราการเรียนรู้ที่ 0.001 และค่าโมเมนตัมอยู่ที่ 0.9 ทั้งนี้
สาเหตุที่ปรับให้ค่าอัตราการเรียนรู้ต่ ามีจุดประสงค์เพ่ือท าให้การเรียนรู้มีการลู่เข้าที่ดีขึ้นจากการ
หลีกเลี่ยงการติดอยู่ที่โลคอลออพติมา (Local Optima) 
 

4.6 การทดสอบ (Testing) 

 ส าหรับการทดสอบจะใช้โมเดลที่ดีที่สุดในระหว่างการเรียนรู้ของเครื่องโดยวิธีที่วิทยานิพนธ์นี้
น าเสนอ (สถาปัตยกรรม ELU-DCED, สถาปัตยกรรม ELU-DCED-LMs, และสถาปัตยกรรม ELU-
DCED-LMs-CRFs) จะพิจารณาโมเดลที่ให้ประสิทธิภาพการจ าแนก  (ค่า F1) มากที่สุดจากการ
ประเมินบนชุดข้อมูลตรวจสอบ (Validation) เพ่ือที่จะน าโมเดลที่ดีที่สุดไปทดสอบกับชุดข้อมูล
ทดสอบของภาพถ่ายระยะไกลที่เตรียมไว้ 
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บทที่ 5  
การทดลองและผลการทดลอง 

 ในส่วนของการทดลองจะถูกแบ่งออกเป็นทั้งหมด 3 การทดลอง โดยเปรียบเทียบระหว่างสิ่ง
ที่วิทยานิพนธ์นี้น าเสนอทั้ง 3 วิธีเทียบกับวิธีการเรียนรู้เชิงลึกมาตฐาน ได้แก่ (1) การทดลองในส่วน
ของการเพิ่มประสิทธิภาพการจ าแนกของสถาปัตยกรรมการเรียนรู้ที่ใช้ด้วยหน่วยเอกซ์โพเนนเชียลเชิง
เส้น (ELU) เรียกว่า สถาปัตยกรรม ELU-DCED การทดลองถัดไป (2) เป็นการทดลองในส่วนของการ
ประยุกต์ใช้ตัวชี้วัดภูมิทัศน์กับการเรียนรู้เชิงลึกที่น าเสนอ เรียกว่า สถาปัตยกรรม ELU-DCED-LMs 
และสุดท้าย (3) เป็นการใช้เทคนิค CRFs เข้ามาเพ่ิมความคมและความถูกต้องให้กับเอาต์พุตที่ได้ 
เรียกว่า สถาปัตยกรรม ELU-DCED-LMs-CRFs โดยแต่ละการทดลองจะท าอยู่บน 2 ชุดข้อมูล ได้แก่ 
1. ชุดข้อมูลภาพถ่ายทางอากาศ (ชุดข้อมูลของถนนของรัฐแมสซาชูเซตส์ (Massachusetts Roads 
Data Set)) และ 2. ชุดข้อมูลภาพถ่ายทางดาวเทียม (ชุดข้อมูลของประเทศไทย (Thailand Roads 
Data Set)) ส าหรับการทดลองทั้งหมดใช้ภาษาไพธอน (Python) ในการเขียนโปรแกรม โดยใช้ไลบรา
รี่ที่ชื่อว่า ลาซานญ่า (Lasagne) ซึ่งถูกขยายมาจากไลบรารี่เธียโน่ (Theano) โดยท างานบนสเปค
คอมพิวเตอร์ Intel Core i5-4590S Processor (6MCache, up to 3.70 GHz) โดยหน่วยความจ า
ของแรมเท่ากับ 32 GB และใช้ GPU ของการ์ดจอ GeForce GTX 960 (หน่วยความจ า 4 GB) และ
การ์ดจอ GeForce GTX 1080 (หน่วยความจ า 8 GB) จากค่าย Nvidia ในการทดลองทั้งหมด 
 

5.1 ผลการทดลองกับชุดข้อมูลภาพถ่ายทางอากาศ 

ในส่วนของผลการทดลองกับชุดข้อมูลภาพถ่ายทางอากาศ ซึ่งคุณสมบัติของภาพจะเป็นภาพ
ที่มีความละเ อียดสู งมาก (Very High Resolution) ในงานวิทยานิพนธ์ ใช้ชุดข้อมูลถนนรัฐ
แมสซาชูเซตส์ โดยผลการทดลองแสดงให้เห็นว่าวิธีการที่น าเสนอให้ประสิทธิภาพการจ าแนกท่ีดีกว่ามี
วิ ธีมาตรฐานทั้ ง  4 ตัว  ได้แก่  สถาปัตยกรรม Basic-model, สถาปัตยกรรม FCN-no-skip, 
สถาปัตยกรรม FCN-8s และสถาปัตยกรรม SegNet โดยรูปที่ 51 ด้านซ้ายเป็นการแสดงกราฟค่า
ความสูญเสียโดยมีลักษณะของการลู่เข้าเมื่อท าการสอนในแต่ละรอบอีพอค และรูปทางด้านขวาแสดง
ค่าการประเมิน Precision, Recall และ F1 ในแต่ละรอบอีพอคในชุดข้อมูลตรวจสอบ เพ่ือท าการ
เลือกโมเดลที่ดีที่สุดมาท าการทดสอบในชุดข้อมูลทดสอบโดยส าหรับชุดข้อมูลภาพถ่ายทางอากาศ
เลือกโมเดลที่ดีที่สุดในรอบอีพอคเท่ากับ 29   
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ตารางที่ 5 แสดงผลลัพธ์จากการทดลองทั้งหมดว่าวิธีการที่เราน าเสนอให้ผลลัพธ์การสกัด
ถนนออกจากภาพถ่ายระยะไกลชนะวิธีการมาตรฐานทุกการประเมิน โดยหัวข้อถัดไปจะกล่าวถึงผล
การทดลองที่เกิดขึ้นของวิธีการที่วิทยานิพนธ์นี้น าเสนอทั้งหมดโดยท าการทดลอง 3 การทดลอง ดังนี้  

 

5.1.1 ผลการทดลองกับวิธีการเพิ่มประสิทธิภาพการจ าแนกให้กับสถาปัตยกรรมการเรียนรู้เชิงลึก
แบบเอนโคดเดอร์-ดีโคดเดอร์ (ELU-DCED) 
 ผลการทดลองนี้แสดงให้เห็นถึงวิธีการที่เราน าเสนอวิธีแรก คือ การเปลี่ยนฟังก์ชันเรคติไฟ ต์
เชิงเส้นเดิมในสถาปัตยกรรมแบบเอนโคดเดอร์ -ดีโคดเดอร์ มาเป็นฟังก์ชั่นกระตุ้นตัวใหม่ที่เรียกว่า
หน่วยเอกซ์โพเนนเชียลเชิงเส้น โดยจากผลการทดลองพบว่า วิธีการที่เราน าเสนอวิธีแรกนั้นให้ผลที่
ดีกว่าวิธีการมาตรฐานตัวที่ดีที่สุดอย่าง SegNet โดยค่า F1 สูงกว่า 2.6 เปอร์เซ็นต์ (ELU-DCED ได้ค่า
ประเมิน F1 อยู่ที่ 0.788 และ SegNet ได้ค่า F1 อยู่ที่ 0.768 ตามล าดับ) 

 

5.1.2 ผลการทดลองกับวิธีการเพิ่มประสิทธิภาพการจ าแนกให้กับสถาปัตยกรรมการเรียนรู้เชิงลึก
แบบเอนโคดเดอร์-ดีโคดเดอร์ร่วมกับตัวชี้วัดภูมิทัศน์ (ELU-DCED-LMs) 

จากผลการทดลองนี้แสดงให้เห็นถึงวิธีการที่เราน าเสนอวิธีสอง คือ การน าวิธีที่เราเสนอวิธี
แรกร่วมกับการใช้ตัวชี้วัดภูมิทัศน์ เพ่ือก าจัดวัตถุที่ไม่ใช่ถนนออกไปโดยอาศัยการดูจากค่าความ
ซับซ้อนซึ่งเป็นหนึ่งในตัววัดของตัวชี้วัดภูมิทัศน์ โดยจากผลการทดลองพบว่า วิธีที่การที่เรา เสนอนี้
ให้ผลการประเมิน F1 สูงกว่าวิธีการที่เราน าเสนอวิธีแรกและวิธีการมาตรฐานที่ดีที่สุดอย่าง SegNet 
เท่ากับ 6.9 เปอร์เซ็นต์และ 8.9 เปอร์เซ็นต์ตามล าดับ (ELU-DCED-LMs ได้ค่าประเมิน F1 อยู่ที่  
0.857 โดยมากกว่า ELU-DCED ที่ได้ค่าประเมิน F1 อยู่ที่  0.788 และ SegNet ได้ค่าประเมิน F1 อยู่
ที่ 0.768) 

 

5.1.3 ผลการทดลองกับวิธีการเพิ่มประสิทธิภาพการจ าแนกให้กับสถาปัตยกรรมการเรียนรู้เชิงลึก
แบบเอนโคดเดอร์-ดีโคดเดอร์ร่วมกับตัวชี้วัดภูมิทัศน์และคอนดิชันนอลแรนดอมฟิลด์ส (ELU-
DCED-LMs-CRFs) 
 การทดลองสุดท้ายเป็นการรวมทุกวิธีที่ เราน าเสนอเข้าด้วยกัน คือ วิธีการเพ่ิมประสิทธิภาพ
การจ าแนกให้กับสถาปัตยกรรมการเรียนรู้เชิงลึกแบบเอนโคดเดอร์ -ดีโคดเดอร์ร่วมกับการใช้ตัวชี้วัด
ภูมิทัศน์และคอนดิชันนอลแรนดอมฟิลด์ส โดยจากผลการทดลองพบว่า วิธีการที่เราน าเสนอนี้ได้การ
ประเมินประสิทธิภาพการจ าแนกมากกว่าการประเมินในทุกการทดลองที่ผ่านมาทั้งหมด โดยคะแนน 
F1 ชนะวิธีการมาตรฐานที่ดีที่สุดอยู่ที่ 10.8 เปอร์เซ็นต์ และผลการทดลองแสดงให้เห็นว่าคะแนน 
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Precision อยู่ที่ 0.858 และคะแนน Recall อยู่ที่ 0.894 ซึ่งสูงกว่าทุกวิธีที่น าเสนอและทุกวิธีการ
มาตรฐาน โดยรูปที่ 52 เป็นการแสดงผลลัพธ์การทดลองทั้งหมดของชุดข้อมูลภาพถ่ายทางอากาศ 
จากผลการทดลองแสดงให้เห็นว่าผลลัพธ์จากวิธี ELU-DCED-LMs-CRFs รูปขวาสุดให้ผลลัพธ์ได้
ใกล้เคียงภาพผลเฉลยมากที่สุด โดยแสดงผลลัพธ์จากวิธีที่น าเสนอด้วยวิธี ELU-DCED, ELU-DCED-
LMs และ ELU-DCED-LMs-CRFs จากภาพกลางไปจนถึงภาพขวาตามล าดับ 

 
ตารางที่ 3 จ านวนชุดข้อมูลในข้อมูลการสอน, ข้อมูลตรวจสอบ และข้อมูลทดสอบ 

 ชุดข้อมูลฝึกสอน ชุดข้อมูลตรวจสอบ ชุดข้อมูลทดสอบ 

แมสซาชูเซตส์ 1,108 14 49 

นครปฐม 200 14 49 

ชลบุรี 100 14 49 

สงขลา 100 14 49 

สุรินทร์ 70 14 49 

อุบลราชธานี 70 14 49 

 
ตารางที่ 4 จ านวนชุดข้อมูลในข้อมูลการสอนหลังจากการหมุนภาพ, ข้อมูลตรวจสอบและข้อมูล

ทดสอบ 

 ชุดข้อมูลฝึกสอน ชุดข้อมูลตรวจสอบ ชุดข้อมูลทดสอบ 

แมสซาชูเซตส์ 8,864 14 49 

นครปฐม 1,600 14 49 

ชลบุรี 800 14 49 

สงขลา 800 14 49 

สุรินทร์ 560 14 49 

อุบลราชธานี 560 14 49 
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ตารางที่ 5 ประสิทธิภาพการจ าแนกโดยทดสอบกับชุดข้อมูลภาพถ่ายทางกาศ 

 โมเดล Precision Recall F1 

วิธีการมาตรฐาน 

Basic-model 0.657 0.657 0.657 

FCN-no-skip 0.742 0.742 0.742 

FCN-8s 0.762 0.762 0.762 

SegNet 0.773 0.765 0.768 

วิธีการที่น าเสนอ 

ELU-DCED 0.852 0.733 0.788 

ELU-DCED-LMs 0.854 0.861 0.857 

ELU-DCED-LMs-CRFs 0.858 0.894 0.876 

 

 

 

 
รูปที่ 51 กราฟค่าความสูญเสียในแต่ละรอบอีพอค (รูปซ้าย) และกราฟของการประเมินค่า Precision 

Recall และ F1 บนชุดข้อมูลวาลิดเดชั่นเพื่อเลือกโมเดลที่ดีที่สุด (รูปขวา) 
 

ชุดข้อมูลภาพถ่ายทางอากาศ ภาพผลลัพธ์จากวิธีการที่น าเสนอ 

ภาพต้นฉบับ ภาพเฉลย ELU-DCED ELU-DCED-LMs 
ELU-D-LMs-

CRFs 
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ชุดข้อมูลภาพถ่ายทางอากาศ ภาพผลลัพธ์จากวิธีการที่น าเสนอ 

ภาพต้นฉบับ ภาพเฉลย ELU-DCED ELU-DCED-LMs 
ELU-D-LMs-

CRFs 
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ชุดข้อมูลภาพถ่ายทางอากาศ ภาพผลลัพธ์จากวิธีการที่น าเสนอ 

ภาพต้นฉบับ ภาพเฉลย ELU-DCED ELU-DCED-LMs 
ELU-D-LMs-

CRFs 

     

     

     

     

     

     

 
รูปที่ 52 ตัวอย่างผลลัพธ์จากวิธีการที่น าเสนอโดยใช้ชุดข้อมูลภาพถ่ายทางอากาศ 

 



 

 

62 

5.2 ผลการทดลองกับชุดข้อมูลภาพถ่ายดาวเทียม 

ในส่วนของผลการทดลองกับชุดข้อมูลภาพถ่ายดาวเทียม ซึ่งคุณสมบัติของภาพจะเป็นภาพที่
มีความละเอียดสูง (High Resolution) งานวิทยานิพนธ์ใช้ชุดข้อมูลของประเทศไทยเป็นชุดข้อมูลที่ถูก
ถ่ายโดยดาวเทียมไทยโชต (Thaichote) หรือดาวเทียมธีออส (THEOS) โดยภายในชุดข้อมูลจะ
ประกอบด้วย 5 สถานที่ คือพุทธมณฑล (นครปฐม) , ศรีราชา (ชลบุรี) , สงขลา , สุรินทร์ และ
อุบลราชธานี โดยผลการทดลองแสดงให้เห็นว่าวิธีการที่น าเสนอให้ประสิทธิภาพของการจ าแนกที่
ดีกว่ามีวิธีมาตรฐานที่ดีที่สุดอย่างสถาปัตยกรรม SegNet โดยรูปที่ 53 ด้านซ้ายเป็นการแสดงกราฟค่า
ความสูญเสียโดยมีลักษณะของการลู่เข้าเมื่อท าการสอนในแต่ละรอบอีพอค และรูปทางด้านขวาแสดง
ค่าการประเมิน Precision, Recall และ F1 ในแต่ละรอบอีพอคในชุดข้อมูลตรวจสอบ เพ่ือท าการ
เลือกโมเดลที่ดีที่สุดมาท าการทดสอบในชุดข้อมูลทดสอบ โดยรูปภาพแต่ละแถวอ้างอิงถึงแต่ละชุด
ข้อมูลของแต่ละจังหวัด โดยส าหรับชุดข้อมูลภาพถ่ายดาวเทียมเลือกโมเดลที่ดีที่สุดในรอบอีพอคของ
แต่ละชุดข้อมูล (พุทธมณฑล (นครปฐม), ศรีราชา (ชลบุรี), สงขลา, สุรินทร์ และอุบลราชธานี) เท่ากับ 
25, 15, 30, 21 และ 20 ตามล าดับ สุดท้ายจากตารางที่ 6, 7 และ 8 แสดงผลลัพธ์จากการทดลอง
ทั้งหมดว่าวิธีการที่เราน าเสนอให้ผลลัพธ์การสกัดถนนออกจากภาพถ่ายระยะไกลชนะวิธีการมาตรฐาน
ทุกการประเมิน โดยรายละเอียดของการทดลองจะอธิบายในหัวข้อถัดไป 

 

5.2.1 ผลการทดลองกับวิธีการเพิ่มประสิทธิภาพการจ าแนกให้กับสถาปัตยกรรมการเรียนรู้เชิงลึก
แบบเอนโคดเดอร์-ดีโคดเดอร์ (ELU-DCED) 

ผลการทดลองนี้แสดงให้เห็นถึงวิธีการที่เราน าเสนอวิธีแรก คือ การเปลี่ยนฟังก์ชันเรคติไฟต์
เชิงเส้นเดิมในสถาปัตยกรรมแบบเอนโคดเดอร์ -ดีโคดเดอร์ มาเป็นฟังก์ชั่นกระตุ้นตัวใหม่ที่เรียกว่า
หน่วยเอกซ์โพเนนเชียลเชิงเส้น โดยจากผลการทดลองพบว่า วิธีการที่เราน าเสนอวิธีแรกนั้นให้ผลการ
ประเมินเฉลี่ยในทุกชุดข้อมูลลภาพถ่ายดาวเทียมที่ดีกว่าวิธีการมาตรฐานตัวที่ดีที่สุดอย่าง SegNet 
โดยค่า F1 สูงกว่า 9.08 เปอร์เซ็นต์ โดยเฉพาะกับชุดข้อมูลของจังหวัดอุบลราชธานีและจังหวัดชลบุรี
ชนะวิธีการมาตรฐานอยู่ท่ีคะแนน F1 มากกว่า 10 เปอร์เซ็นต์ (10.48% และ 10.68% ตามล าดับ) 

 

5.2.2 ผลการทดลองกับวิธีการเพิ่มประสิทธิภาพการจ าแนกให้กับสถาปัตยกรรมการเรียนรู้เชิงลึก
แบบเอนโคดเดอร์-ดีโคดเดอร์ร่วมกับตัวชี้วัดภูมิทัศน์ (ELU-DCED-LMs) 

จากผลการทดลองนี้แสดงให้เห็นถึงวิธีการที่เราน าเสนอวิธีสอง คือ การน าวิธีที่เราเสนอวิธี
แรกร่วมกับการใช้ตัวชี้วัดภูมิทัศน์ เพ่ือก าจัดวัตถุที่ไม่ใช่ถนนออกไปโดยอาศัยการดูจากค่าความ
ซับซ้อนซึ่งเป็นหนึ่งในตัววัดของตัวชี้วัดภูมิทัศน์ โดยจากผลการประเมินเฉลี่ยในทุกชุดข้อมูลลภาพถ่าย
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ดาวเทียมพบว่า วิธีที่การที่เราเสนอนี้ให้ผลการประเมิน F1 สูงกว่าวิธีการที่เราน าเสนอวิธีแรกและ
วิธีการมาตรฐานที่ดีที่สุดอย่าง SegNet เท่ากับ 3.2 เปอร์เซ็นต์และ 12 เปอร์เซ็นต์ตามล าดับ 

 

5.2.3 ผลการทดลองกับวิธีการเพิ่มประสิทธิภาพการจ าแนกให้กับสถาปัตยกรรมการเรียนรู้เชิงลึก
แบบเอนโคดเดอร์-ดีโคดเดอร์ร่วมกับตัวชี้วัดภูมิทัศน์และคอนดิชันนอลแรนดอมฟิลด์ส (ELU-
DCED-LMs-CRFs) 

การทดลองสุดท้ายเป็นการรวมทุกวิธีที่เราน าเสนอเข้าด้วยกัน คือ วิธีการเพ่ิมประสิทธิภาพ
การจ าแนกให้กับสถาปัตยกรรมการเรียนรู้เชิงลึกแบบเอนโคดเดอร์ -ดีโคดเดอร์ร่วมกับการใช้ตัวชี้วัด
ภูมิทัศน์และคอนดิชันนอลแรนดอมฟิลด์ส โดยจากผลการประเมินเฉลี่ยในทุกชุดข้อมูลลภาพถ่าย
ดาวเทียมพบว่า วิธีการที่เราน าเสนอนี้ได้การประเมินประสิทธิภาพการจ าแนกมากกว่าการประเมินใน
ทุกการทดลองที่ผ่านมาทั้งหมด โดยคะแนน F1 ชนะวิธีการที่เราน าเสนอมาก่อนหน้า (ELU-DCED 
และ ELU-DCED-LMs) และวิธีการมาตรฐานที่ดีที่สุดอยู่ที่ 6.28 เปอร์เซ็นต์ 9.44 เปอร์เซ็นต์ และ 
18.48 เปอร์เซ็นต์ และผลการทดลองแสดงให้เห็นว่าคะแนน Precision เฉลี่ยอยู่ที่ 0.751 และ
คะแนน Recall เฉลี่ยอยู่ที่ 0.584 ซึ่งสูงกว่าทุกวิธีที่น าเสนอและทุกวิธีการมาตรฐาน โดยรูปที่ 54 
จนถึงรูปที่ 58 เป็นการแสดงผลลัพธ์การทดลองทั้งหมดของชุดข้อมูลภาพถ่ายดาวเทียมธีออส จากผล
การทดลองแสดงให้เห็นว่าผลลัพธ์จากวิธี ELU-DCED-LMs-CRFs รูปขวาสุดให้ผลลัพธ์ได้ใกล้เคียง
ภาพผลเฉลยมากที่สุด โดยแสดงผลลัพธ์จากวิธีที่น าเสนอด้วยวิธี ELU-DCED, ELU-DCED-LMs และ 
ELU-DCED-LMs-CRFs จากภาพกลางไปจนถึงภาพขวาตามล าดับ 

 
ตารางที่ 6 ประสิทธิภาพการจ าแนกโดยวัดจากค่า Precision 

 โมเดล นครปฐม ชลบุรี สงขลา สุรินทร์ อุบล เฉลี่ย 

วิธีการ 

มาตรฐาน 
SegNet 0.435 0.668 0.456 0.598 0.601 0.55 

วิธีการ 

ที่น าเสนอ 

ELU-DCED 0.41 0.702 0.478 0.84 0.852 0.66 

ELU-DCED-LMs 0.494 0.852 0.557 0.77 0.867 0.71 

ELU-DCED-LMs-CRFs 0.535 0.909 0.65 0.786 0.871 0.75 
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ตารางที่ 7 ประสิทธิภาพการจ าแนกโดยวัดจากค่า Recall 

 โมเดล นครปฐม ชลบุรี สงขลา สุรินทร์ อุบล เฉลี่ย 

วิธีการ 

มาตรฐาน 
SegNet 0.41 0.499 0.395 0.431 0.306 0.41 

วิธีการ 

ที่น าเสนอ 

ELU-DCED 0.532 0.678 0.517 0.456 0.389 0.52 

ELU-DCED-LMs 0.483 0.642 0.498 0.526 0.416 0.51 

ELU-DCED-LMs-CRFs 0.566 0.676 0.57 0.643 0.467 0.58 

 
ตารางที่ 8 ประสิทธิภาพการจ าแนกโดยวัดจากค่า F1 

 โมเดล นครปฐม ชลบุรี สงขลา สุรินทร์ อุบล เฉลี่ย 

วิธีการ 

มาตรฐาน 
SegNet 0.422 0.572 0.424 0.501 0.406 0.47 

วิธีการ 

ที่น าเสนอ 

ELU-DCED 0.463 0.69 0.497 0.591 0.534 0.56 

ELU-DCED-LMs 0.488 0.732 0.526 0.625 0.562 0.59 

ELU-DCED-LMs-CRFs 0.55 0.775 0.607 0.707 0.608 0.65 

 

ชุดข้อมูล
นครปฐม 

  

ชุดข้อมูล
ชลบุรี 
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ชุดข้อมูล
สงขลา 

  

ชุดข้อมูล
สุรินทร์ 

  

ชุดข้อมูล
อุบลราชธานี 

  

 
รูปที่ 53 กราฟค่าความสูญเสียในแต่ละรอบอีพอค (รูปซ้าย) และกราฟของการประเมินค่า Precision 

Recall และ F1 บนชุดข้อมูลวาลิดเดชั่นเพื่อเลือกโมเดลที่ดีที่สุด (รูปขวา) 
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ชุดข้อมูลภาพถ่ายดาวเทียม ภาพผลลัพธ์จากวิธีการที่น าเสนอ 

ภาพต้นฉบับ ภาพเฉลย ELU-DCED ELU-DCED-LMs 
ELU-D-LMs-

CRFs 

     

     

     

     

     

     
 

รูปที่ 54 ตัวอย่างผลลัพธ์จากวิธีการที่น าเสนอโดยใช้ชุดข้อมูลภาพถ่ายดาวเทียม (ชุดข้อมูลจังหวัด
นครปฐม) 
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ชุดข้อมูลภาพถ่ายดาวเทียม ภาพผลลัพธ์จากวิธีการที่น าเสนอ 

ภาพต้นฉบับ ภาพเฉลย ELU-DCED ELU-DCED-LMs 
ELU-D-LMs-

CRFs 

     

     

     

     

     

     
 

รูปที่ 55 ตัวอย่างผลลัพธ์จากวิธีการที่น าเสนอโดยใช้ชุดข้อมูลภาพถ่ายดาวเทียม (ชุดข้อมูลจังหวัด
ชลบุร)ี 
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ชุดข้อมูลภาพถ่ายดาวเทียม ภาพผลลัพธ์จากวิธีการที่น าเสนอ 

ภาพต้นฉบับ ภาพเฉลย ELU-DCED ELU-DCED-LMs 
ELU-D-LMs-

CRFs 

     

     

     

     

     

     
 

รูปที่ 56 ตัวอย่างผลลัพธ์จากวิธีการที่น าเสนอโดยใช้ชุดข้อมูลภาพถ่ายดาวเทียม (ชุดข้อมูลจังหวัด
สงขลา) 
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ชุดข้อมูลภาพถ่ายดาวเทียม ภาพผลลัพธ์จากวิธีการที่น าเสนอ 

ภาพต้นฉบับ ภาพเฉลย ELU-DCED ELU-DCED-LMs 
ELU-D-LMs-

CRFs 

     

     

     

     

     

     
 

รูปที่ 57 ตัวอย่างผลลัพธ์จากวิธีการที่น าเสนอโดยใช้ชุดข้อมูลภาพถ่ายดาวเทียม (ชุดข้อมูลจังหวัด
สุรินทร์) 
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ชุดข้อมูลภาพถ่ายดาวเทียม ภาพผลลัพธ์จากวิธีการที่น าเสนอ 

ภาพต้นฉบับ ภาพเฉลย ELU-DCED ELU-DCED-LMs 
ELU-D-LMs-

CRFs 

     

     

     

     

     

     
 

รูปที่ 58 ตัวอย่างผลลัพธ์จากวิธีการที่น าเสนอโดยใช้ชุดข้อมูลภาพถ่ายดาวเทียม (ชุดข้อมูลจังหวัด
อุบลราชธานี) 
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บทที่ 6  
สรุปการวิจัยและแนวทางการวิจัยในขั้นถัดไป 

6.1 สรุปการวิจัย 

 วิทยานิพนธ์นี้น าเสนอวิธีการสกัดถนนออกจากภาพถ่ายระยะไกล (ภาพถ่ายทางอากาศและ
ภาพถ่ายดาวเทียม) ด้วยการใช้การเรียนรู้เชิงลึกแบบนิวรอลเน็ตเวิร์กคอนโวลูชันร่วมกับตัวชี้วัดภูมิ
ทัศน์และคอนดิชันนอลแรนดอมฟิลด์ส โดยเลือกใช้ฟังก์ชั่นกระตุ้นตัวใหม่ที่เรียกว่า หน่วยเอกซ์โพเนน
เชียลเชิงเส้นเข้ามาแทนที่ฟังก์ชันเรคติไฟต์เชิงเส้นเดิมในสถาปัตยกรรมแบบเอนโคดเดอร์ -ดีโคดเดอร์ 
เพ่ือเพ่ิมจ านวนวัตถุถนนให้ได้มากยิ่งขึ้น ถัดมาใช้ตัวชี้วัดภูมิทัศน์ในการก าจัดวัตถุที่ไม่ใช่ถนนออกจาก
ภาพถ่ายระยะไกล และสุดท้ายใช้วิธีคอนดิชันนอลแรนดอมฟิลด์สเข้ามาช่วยท าให้วัตถุถนนมีความคม
และความถูกต้องมากยิ่งขึ้น จากการทดสอบวิธีการที่น าเสนอกับข้อมูลภาพถ่ายระยะไกลปรากฏว่า 
วิธีการทั้งหมดที่น าเสนอนั้นมีประสิทธิภาพการจ าแนกที่ดีกว่าวิ ธีมาตรฐานในทุกการประเมิน 
 ประโยชน์ที่ได้จากการใช้นิวรอลเน็ตเวิร์กคอนโวลูชันร่วมกับวิธีการที่วิทยานิพนธ์นี้น าเสนอ 
คือ ช่วยลดขั้นตอนในการผลิตชั้นถนนโดยที่ผ่านมาจ าเป็นต้องใช้ทักษะและความรู้ของผู้ที่ช านาญการ
ในการจ าแนกถนนอออกจากภาพถ่ายระยะไกล ซึ่งใช้เวลาและทรัพยากรค่อนข้างมาก และเป็นการ
เพ่ิมประสิทธิภาพในการผลิตชั้นข้อมูลถนนให้ดียิ่งขึ้น 
 
6.2 ข้อเสนอแนะและข้อจ ากัดในงานวิทยานิพนธ์นี้ 

 สถาปัตยกรรมการของการเรียนรู้เชิงลึกที่ใช้ในงานวิทยานิพนธ์นี้ให้ประสิทธิภาพการจ าแนก
ที่ดีกับชุดข้อมูลภาพถ่ายระยะไกลที่มีความละเอียดสูงมากและชนิดที่มีความละเอียดสูงเท่านั้น อีกทั้ง
ค่าพารามิเตอร์ในส่วนของการเรียนรู้เชิงลึกและส่วนของการประมวลผลหลังจะถูกปรับโดยเลือกการ
ตั้งค่าที่ดีที่สุดให้กับแต่ละชุดข้อมูลทั้งภาพถ่ายทางอากาศและภาพถ่ายดาวเทียมที่ใช้ในวิทยานิพนธ์นี้ 
ดังนั้น การที่จะน าวิธีการที่วิทยานิพนธ์นี้น าเสนอไปใช้กับชุดข้อมูลภาพถ่ายระยะไกลอ่ืนๆ อาจจะต้อง
มีการปรับพารามิเตอร์ใหม่อีกครั้งเพ่ือให้ได้ประสิทธิภาพการจ าแนกที่ดีกับชุดข้อมูลภาพถ่ายระยะไกล
นั้นๆ 
 
6.3 แนวทางวิจัยในขั้นถัดไป 

 เนื่องจากวิธีการที่น าเสนอนั้นใช้จ าแนกวัตถุเพียงสองคลาส คือ คลาสที่เป็นถนนและคลาสที่
ไม่ใช่ถนน โดยยังมีอีกหลายคลาสในชั้นข้อมูลภูมิสารสนเทศที่ใช้การเรียนรู้เชิงลึกเข้ามาสกัดออกมา
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จากภาพถ่ายระยะไกลได้ เช่น คลาสของพ้ืนที่ป่าไม้ คลาสของพ้ืนที่เกษตรกรรม คลาสของพ้ืนที่ชุมชน 
หรือคลาสของกลุ่มแม่น้ า โดยน าวิธีการที่น าเสนอมาสกัดคลาสเหล่านี้รวมถึงน าไปสกัดแบบหลาย
คลาสได้ด้วย ซึ่งแนวทางการพัฒนาต่อท าได้โดยน าวิธีการเรียนรู้เชิงลึกที่วิทยานิพนธ์นี้เสนอไปสกัดทุก
คลาสที่กล่าวมาข้างต้นได้ โดยอาจต้องปรับพารามิเตอร์ในส่วนของการเรียนรู้เชิงลึกเพ่ิมเติม ซึ่งจะ
ส่งผลให้การสกัดวัตถุต่างๆ ออกจากภาพถ่ายระยะไกลมีประสิทธิภาพการจ าแนกท่ีดีขึ้น
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มหาวิทยาลัย เพ่ือเฉลิมฉลองวโรกาสที่พระบาทสมเด็จพระเจ้าอยู่หัวทรงเจริญพระชนมายุครบ 72 
พรรษา 
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