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Nowadays, data are getting more complicated, where an instance in a dataset 
can represent multiple classes. The volume of data is usually large and getting larger. 
This thesis proposes Active learning, and this method gradually learns from the whole 
data by initially learning from the selected sample data, and it incrementally learns 
from misclassified examples. Hence, it can solve the large data volume issue. 
Moreover, multi-label data usually has the imbalanced data issue, therefore, this thesis 
uses appropriate technique for it. The experiments described herein used the Support 
Vector Machine (SVM) and Neural Network classifiers for the construction of an initial 
and incremental model. 

The experiments compared the results of both techniques in binary and 
multi-label data. The performance of Active learning was better than Passive learning, 
when both techniques were constructed by Neural Network. However, its performance 
was lower than the performance of Passive learning constructed by SVM classifier in 
multi-label data. Accordingly, Active learning with SVM was proposed instead. 

The experiments show the comparison of both techniques with SVM classifier 
on the multi-label large data. Both techniques have obtained similar result measured 
by micro-average and macro-average. Moreover, Active learning uses sizing of data less 
than Passive learning for learning and selecting strategies which are suitable with the 
incremental learning. In this thesis two strategies are proposed: UAL and AL-SVM-SV-R. 
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บทที่ 1 
บทน า 

1.1 ที่มาและความส าคัญของปัญหา 
ปัจจุบันการจ าแนกข้อมูลขนาดใหญ่ (Large Scale data Classification) ยังคงเป็นปัญหาใน

เรื่องของการบรรจุข้อมูลขนาดใหญ่เข้าหน่วยความจ าในครั้งเดียวเพ่ือประมวลผล และเรื่องของเวลาที่
ใช้ด าเนินการ ตัวอย่างข้อมูลขนาดใหญ่ เช่น ข้อมูลสื่อสังคมออนไลน์  ข้อมูลข่าว ข้อมูลภาพยนตร์ 
ข้อมูลเพลง การเรียนรู้ เชิงรับ (Passive Learning) เป็นเทคนิคที่นิยมใช้และถูกใช้ในการสร้าง
แบบจ าลองเพ่ือการจ าแนกข้อมูลขนาดใหญ่ การเรียนรู้ของแบบจ าลองจะเรียนรู้เพียงครั้งเดียวต่อ
หนึ่งชุดฝึกสอน (Training Set) กรณีถ้ามีตัวอย่างข้อมูลใหม่เพ่ิมเข้ามา การเรียนรู้ไม่สามารถที่จะ
เรียนรู้เพ่ิมเติมได้ต้องท าการเรียนรู้ข้อมูลทั้งหมดซ้ า ซึ่งตัวจ าแนกข้อมูล (Classifier) ที่นิยมใช้ใน
งานวิจัย เช่น นิวรอลเน็ตเวิร์ก  (Neural Network, NN) ซัพเพอร์ตเวกเตอร์แมชชีน (Support 
Vector Machine, SVM) การเรียนรู้เบย์แบบง่าย (Naive Bayes, NB) 

การเรียนรู้เชิงรุก (Active Learning) เป็นการเรียนรู้ที่ใช้วิธีการเลือกตัวแทนของข้อมูลของ
แต่ละคลาสจากขนาดข้อมูลทั้งหมดเพ่ือน ามาใช้สร้างแบบจ าลองเริ่มต้น (Initial Model) ซึ่งขนาด
ข้อมูลที่ใช้ในการเรียนรู้จะมีขนาดเล็กลง นอกจากนั้นแบบจ าลองที่สร้างด้วยวิธีการนี้สามารถเรียนรู้
ตัวอย่างข้อมูลใหม่จากชุดฝึกสอนและแบบจ าลองสามารถเรียนรู้เพ่ิมเติม (Incremental Learning) 
เฉพาะข้อมูลใหม่โดยที่ไม่ต้องเรียนรู้ข้อมูลทั้งหมดใหม่ซ้ าเหมือนกับวิธีการเรียนรู้เชิงรับ  ดังนั้นเทคนิค
ในการเลือกข้อมูลของการเรียนรู้นี้มีความส าคัญเนื่องจากข้อมูลที่ได้จากเลือกจะถูกน าไปใช้ใน
กระบวนการเรียนรู้เพ่ิมเติมต่อไป และส่งผลต่อประสิทธิภาพความแม่นย าการจ าแนกข้อมูลของ
แบบจ าลองอีกด้วย ตัวอย่างเทคนิคการเลือกข้อมูล เช่น การเลือกตัวอย่างข้อมูลที่มีความไม่มั่นใจ 
(Uncertainty Sampling), Query-By-Committee, การเลือกตัวอย่าง Stream-based  โดยข้อดี
ของการเรียนรู้เชิงรุก คือ ขนาดจ านวนข้อมูลที่ใช้จะมีขนาดลดลงและมีประสิทธิภาพความแม่นย าใน
การจ าแนกข้อมูลที่ดี ส่วนจุดด้อยของการเรียนรู้นี้ คือ การใช้วิธีการเลือกข้อมูลให้เหมาะกับ
คุณลักษณะของชุดข้อมูลตัวอย่างที่จะด าเนินการ เพราะจะมีผลต่อประสิทธิภาพความแม่นย าของการ
จ าแนกข้อมูลของแบบจ าลอง และวิธีการด าเนินการของการเรียนรู้ที่ซับซ้อนกว่าการเรียนรู้เชิงรับมาก 

ปัญหาความไม่สมดุลของข้อมูล (Imbalanced data) เป็นปัญหาที่เก่ียวกับจ านวนของข้อมูล
ระหว่างคลาสที่มีความแตกต่างกันมาก โดยคลาสที่มีปริมาณข้อมูลมากกว่าจะเรียกว่า คลาสฝ่ายข้าง
มาก (majority class) ส่วนคลาสที่มีปริมาณข้อมูลน้อยกว่ามากจะเรียกว่า คลาสฝ่ายข้างน้อย 
(minority class) ตัวอย่างข้อมูลไม่สมดุล เช่น ข้อมูลเกี่ยวกับการทุจริต (fraud data) ข้อมูลเกี่ยวกับ
ผู้ป่วยโรคมะเร็ง โดยการแก้ไขปัญหาการจ าแนกข้อมูลไม่สมดุลโดยทั่วไปจะเป็นการท าให้ข้อมูลทุก
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คลาสมีความสมดุลก่อนบรรจุข้อมูลเข้าหน่วยความจ าเพ่ือสร้างแบบจ าลอง ซึ่งกลยุทธ์ที่นิยมในการท า
ให้ข้อมูลมีความสมดุลระหว่างคลาสมีกลยุทธ์ดังนี้  [1] Oversampling เป็นการเพ่ิมขนาดจ านวน
ข้อมูลในคลาสฝ่ายข้างน้อย เพ่ือให้มีขนาดสมดุลกับจ านวนของคลาสฝ่ายข้างมาก ดังนั้นขนาดข้อมูล
หลังจากท่ีผ่านกลยุทธ์นี้จะมีขนาดเพ่ิมข้ึนจากขนาดเดิม ดังนั้นส าหรับข้อมูลขนาดใหญ่การใช้กลยุทธ์นี้
จะท าให้การจ าแนกข้อมูลเพ่ือสร้างแบบจ าลองจะใช้หน่วยความจ าและระยะเวลาในการด าเนินการ
มากกว่าเดิม Undersampling เป็นการลดขนาดจ านวนข้อมูลในคลาสฝ่ายข้างมากเพ่ือให้สมดุลกับ
จ านวนของคลาสฝ่ายข้างน้อย ดังนั้นปริมาณข้อมูลขนาดใหญ่หลังจากที่ผ่านกลยุทธ์นี้จะมีขนาด    
ลดลง ท าให้การจ าแนกข้อมูลเพ่ือสร้างแบบจ าลองจะใช้หน่วยความจ าและระยะเวลาลดลงจากเดิม      
Cost Sensitive เป็นเทคนิคการเพ่ิมความส าคัญหรือน้ าหนัก (Weight) ให้กับคลาสฝ่ายข้างน้อยให้มี
ความส าคัญมากขึ้นเพ่ือให้สมดุลกับคลาสฝ่ายข้างมาก โดยที่ขนาดข้อมูลที่ใช้ในการเรียนรู้ยังคงมี
ปริมาณเท่าเดิม ท าให้แบบจ าลองสามารถท่ีจะจ าแนกคลาสฝ่ายข้างน้อยได้ดีขึ้น  

งานวิจัยนี้จะมุ่งเน้นการจ าแนกข้อมูลสองคลาส (Binary Classification) แบบหลายฉลาก 

(Multi-Label Classification) ส าหรับข้อมูลขนาดใหญ่และไม่สมดุลด้วยการเรียนรู้ เชิงรุก ที่มี

ประสิทธิภาพการจ าแนกข้อมูลที่ใกล้เคียงหรือสูงกว่าการเรียนรู้เชิงรับ บนชุดข้อมูลที่มีขนาดข้อมูล

ตัวอย่างมากกว่า 100,000 ตัวอย่างข้อมูล 

1.2 วัตถุประสงค์ 
น าเสนอการเรียนรู้เชิงรุก (Active Learning) ส าหรับการจ าแนกข้อมูลที่มีประสิทธิภาพการ

จ าแนกใกล้เคียงหรือสูงกว่าการเรียนรู้เชิงรับ (Passive Learning) บนข้อมูลแบบสองคลาสและแบบ

หลายฉลาก ซึ่งจะใช้เทคนิค One-Versus-All ในการจ าแนกข้อมูลแบบหลายฉลากขนาดใหญ่และไม่

สมดุล โดยที่จะมีการทดสอบบนข้อมูลขนาดใหญ่ที่มีขนาดข้อมูลตัวอย่างมากกว่า 100,000 ตัวอย่าง

ข้อมูลต่อหนึ่งชุดข้อมูล 

1.3 ขอบเขตการด าเนินงาน 
ในงานวิจัยนี้จะประกอบด้วย 2 ส่วน คือ ส่วนแรกจะเป็นการเพ่ิมประสิทธิภาพของ

แบบจ าลองในการจ าแนกข้อมูลขนาดใหญ่ และไม่สมดุลส าหรับข้อมูลสองคลาส โดยข้อมูลที่ใช้จะมา
จากเว็ปไซต์ KDD และ UCI โดยวิธีการที่ใช้จะใช้ข้อมูลเพียงบางส่วนในการสร้างแบบจ าลองเพ่ือการ
จ าแนกข้อมูลและได้ประสิทธิภาพในการท านายที่เหนือกว่าการเรียนรู้เชิงรับ  

ในส่วนที่สอง จะเป็นการเพ่ิมประสิทธิภาพของแบบจ าลองในการจ าแนกข้อมูลขนาดใหญ่
และไม่สมดุลส าหรับข้อมูลหลายฉลาก (Multi-Label Data Sets) โดยข้อมูลที่ใช้จะมาจากเว็ปไซต์ 
Mulan โดยวิธีการจะประยุกต์มาจากส่วนแรกน ามาใช้กับข้อมูลแบบหลายฉลาก โดยประสิทธิภาพใน
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การจ าแนกใกล้เคียงหรือสูงกว่าการเรียนรู้เชิงรับ ซึ่งการวัดประสิทธิภาพการจ าแนกข้อมูลทั้งสองส่วน
จะใช้ตัววัดที่แตกต่างกัน อ้างอิงจากหัวข้อ 2.10.2 และหัวข้อ 2.10.3 

1.4 ประโยชน์ที่คาดว่าจะได้รับ 
ได้วิธีการจ าแนกข้อมูลขนาดใหญ่และไม่สมดุลส าหรับข้อมูลแบบสองคลาสและข้อมูลแบบ

หลายฉลากที่มีประสิทธิภาพการจ าแนกใกล้เคียงหรือสูงกว่าแบบการเรียนรู้เชิงรับในด้านการท านาย
ความแม่นย าของการจ าแนกประเภทข้อมูลดังกล่าว 

1.5 วิธีด าเนินการวิจัย 
วิธีการด าเนินการวิจัยสามารถแบ่งออกได้เป็นขั้นตอนดังนี้ และสามารถดูรายละเอียดการ

ท างานเพ่ิมเติมได้รูปที่ 1.1 

1. ศึกษางานวิจัยที่เกี่ยวข้อง 
2. ศึกษาข้อมูลตัวอย่างที่จะใช้ทดสอบ 
3. ก าหนดตัววัดประสิทธิภาพการท างาน 
4. ก าหนดแนวทางและวิธีการ 
5. ทดลองเพ่ือให้เกิดวิธีการใหม่ 
6. วิเคราะห์ผลการทดลองและปรับปรุง 
7. สรุปผลการทดลองท่ีได้ทั้งหมด 
8. สอบโครงร่างวิทยานิพนธ์ 
9. ตีพิมพ์ผลงานทางวิชาการ 
10. สรุปผลและจัดท าวิทยานิพนธ์ 
11. สอบวิทยานิพนธ์ 

1.6 ผลงานตีพิมพ์จากงานวิจัย 
ส่วนหนึ่งของการศึกษาเบื้องต้นของงานวิจัยชิ้นนี้ ได้รับการตีพิมพ์ดังรายละเอียดต่อไปนี้ 
- Applying active learning to strategy to classify large scale data with 

imbalanced classes โดย ไพโรจน์ ตันติวชิรฐากูร และ พีรพล เวทีกูล ในงานประชุมวิขาการ “The 
5th International Conference on Control, Automation and Information Sciences (ICCAIS 
2016)” ซ่ึงจัดขึ้น ณ เมืองอันซัน ประเทศเกาหลีใต้ ระหว่างวันที่ 27 ถึง 29 ตุลาคม 2559 



 

 

 
รูปที่ 1.1 รายละเอียดขั้นตอนการด าเนินงานเรื่องการท าวิจัย



 

 

บทที่ 2 
ทฤษฎีและงานวิจัยที่เกี่ยวข้อง 

2.1 การเรียนรู้เชิงรุก (Active Learning) 
การเรียนรู้เชิงรุก [2, 3] คือ การเรียนรู้ที่สามารถเลือกขนาดข้อมูลเพียงบางส่วนจากขนาด

ข้อมูลทั้งหมดเพ่ือจะน ามาเรียนรู้และใช้สร้างแบบจ าลอง ท าให้ข้อมูลที่ใช้ในการสร้างแบบจ าลองมี
ขนาดลดลง เทคนิคนี้จะลดขนาดจ านวนข้อมูลตัวอย่างที่ติดฉลาก (Label) เนื่องจากข้อมูลติดฉลากจะ
มีค่าใช้จ่ายสูงส าหรับการติดฉลากจากผู้เชี่ยวชาญของชนิดข้อมูลกลุ่มนั้น การเลือกข้อมูลจะถูกใช้เพ่ือ
คัดเลือกตัวแทนของข้อมูลตัวอย่างบางส่วนจากขนาดข้อมูลทั้งหมดด้วยวิธีการที่เรียกว่า ขั้นตอนวิธี
สอบถาม (query algorithm) [4, 5] ตัวอย่างการใช้วิธีการคัดเลือกข้อมูลด้วยวิธีการสอบถามจาก
ผู้เรียนหรือแบบจ าลอง เช่น การเลือกตัวอย่างข้อมูลที่มีความไม่มั่นใจโดยข้อมูลที่ได้กลับมาจากการ
สอบถามจะเป็นข้อมูลที่ผู้เรียนตอบผิดหรือท านายข้อมูลผลเฉลยของตัวอย่างข้อมูลนั้นผิดไป โดยการ
เรียนรู้เชิงรุกจะมีการเรียนรู้ที่ส าคัญประกอบไปด้วย คือ การเรียนรู้เบื้องต้นหรือการสร้างแบบจ าลอง
เริ่มต้น (Initial Model) และการเรียนรู้ข้อมูลเพ่ิมเติมหรือการเรียนรู้ เ พ่ิมเติม (Incremental 
Learning) [6] เพราะฉะนั้นการเรียนรู้จึงสามารถที่จะเรียนรู้จากขนาดข้อมูลที่ถูกเลือกบางส่วนและ
ค่อยเรียนรู้เ พ่ิมเติมจากชุดข้อมูลฝึกสอนท าให้การจ าแนกข้อมูลของแบบจ าลองที่ใช้เทคนิคมี
ประสิทธิภาพโดยที่ใช้ขนาดข้อมูลที่ลดลง ตัวจ าแนกที่นิยมใช้ในการเรียนรู้เชิงรุก เช่น นิวรอลเน็ตเวิร์ก 
(Neural Network) ซัพพอร์ตเวกเตอร์แมชชีน  (Support Vector Machine) นาอีฟเบย์ (Naïve 
Bayes) สามารถดูการเปรียบเทียบการท างานระหว่างการเรียนรู้เชิงรุกและการเรียนรู้เชิงรับ ดังรูปที่ 
2.1 

การสร้างแบบจ าลองส าหรับการเรียนรู้เบื้องต้น เป็นการเลือกจ านวนข้อมูลตัวอย่างเพ่ือที่จะ
น ามาใช้สร้างแบบจ าลองเริ่มต้น เช่น การเลือกตัวแทนข้อมูลตัวอย่างจากการสุ่มจ านวนข้อมูลตัวอย่าง
ทั้งหมด ซึ่งวิธีการเลือกข้อมูลตัวอย่างและชนิดตัวจ าแนกข้อมูลอาจจะมีผลต่อประสิทธิภาพความ
แม่นย าในการจ าแนกข้อมูล ควรพิจารณาคุณลักษณะของชุดข้อมูลตัวอย่างประกอบกับการเลือกใช้
วิธีการเหล่านั้นให้เหมาะสม  

การเรียนรู้ข้อมูลเพ่ิมเติม หลังจากที่ได้ท าการสร้างแบบจ าลองเริ่มต้น จะมีการท าซ้ าของ 
ขั้นตอนวิธีการสอบถามเพ่ือเลือกข้อมูลส าหรับการเรียนรู้เพ่ิมเติม และขั้นตอนวิธีการฝึกอบรม เพ่ือ
เลือกชุดข้อมูลตัวอย่างที่ยังไม่ได้ถูกเลือก และใช้วิธีการเลือกข้อมูลเพียงบางส่วนจากข้อมูลที่เหลือ
ทั้งหมด ซึ่งข้อมูลตัวอย่างที่ถูกเลือกจะถูกน ามาอัพเดทความรู้เพ่ิมเติมโดยตัวจ าแนกข้อมูลลงใน
แบบจ าลอง ซึ่งการเรียนรู้มีพารามิเตอร์ที่เกี่ยวข้องดังนี้  
1) งบประมาณของการสอบถาม (budget of queries) คือ จ านวนข้อมูลที่ใช้ในการเรียนรู้เพิ่มเติม 
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2) จ านวนรอบในการเรียนรู้เพ่ิมเติม คือ จ านวนรอบที่แบบจ าลองใช้ข้อมูลที่ถูกเลือกแต่ละรอบมา
อัพเดทความรู้เพ่ิมเติม 
3) จ านวนข้อมูลที่ใช้ในการเรียนรู้เพ่ิมเติม คือ จ านวนข้อมูลที่ถูกเลือกในแต่ละรอบเพ่ือน ามาใช้เรียนรู้
เพ่ิมเติม 

 โดยที่การเรียนรู้เพ่ิมเติมแต่ละรอบจะถูกวัดประสิทธิภาพกับชุดข้อมูลการตรวจสอบ และมี
การก าหนดพารามิเตอร์ เช่น งบประมาณการเรียนรู้ของแบบจ าลอง จ านวนรอบในการเรียนรู้เพิ่มเติม 
เพ่ือให้แบบจ าลองหยุดท างานลง ส่วนการเรียนรู้เชิงรับจะเป็นฝึกสอนการจ าแนกข้อมูลที่ผู้เรียนเป็น
ผู้รับฝ่ายเดียวโดยที่ไม่มีการโต้ตอบระหว่างผู้เรียนและผู้สอน และใช้ข้อมูลทั้งหมดในการฝึกสอน 
งานวิจัยนี้จะมุ่งเน้นที่ทฤษฎีที่เกี่ยวข้องกับการเรียนรู้เชิงรุก ซึ่งจะประกอบด้วย 3 หัวข้อ คือ การเลือก
ตัวอย่าง Stream-based, การเลือกตัวอย่าง Pool-based และ การเลือกตัวอย่างข้อมูลที่มีความไม่
มั่นใจ ดังจะได้กล่าวต่อไป  

 

รูปที่ 2.1 การเปรียบเทียบขั้นตอนการท างานระหว่างการเรียนรู้เชิงรุกและการเรียนรู้เชิงรับ (อ้างอิง
จาก Fig. 1 ใน [7]) 

 

2.1.1 การเลือกตัวอย่าง Stream-based (Stream-based Selective Sampling) 
การเลือกตัวอย่าง Stream-based [5] หรือเรียกอีกชื่อหนึ่งว่า การเรียนรู้เชิงรุกเชิงล าดับ ซึ่ง

การเลือกตัวอย่างข้อมูลที่ไม่ติดฉลาก (Unlabeled data) จะถูกแสดงเข้ามาแบบหนึ่งต่อหนึ่งจาก
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แหล่งข้อมูล ซึ่งผู้เรียนจะต้องพิจารณาข้อมูลที่ถูกแสดงนี้และตัดสินใจที่จะเลือกหลังจากที่ข้อมูลไม่ติด

ฉลากที่ได้ถูกเลือกจะถูกส่งต่อไปให้ผู้ช านาญข้อมูลในกลุ่มนั้นเพ่ือติดฉลาก (Labeled data) ส่วน 

ข้อมูลไม่ติดฉลากและไม่ถูกเลือกจะถูกละทิ้งไป การเลือกตัวอย่างข้อมูลนี้จะมีการก าหนดขีดแบ่งขั้น

ต่ า (Minimum thereshold) จะมีความแตกต่างกันออกไปตามแต่รูปแบบของข้อมูลและปัญหา 

แสดงได้ดังรูปที่ 2.2 

 

รูปที่ 2.2 การเลือกตัวอย่าง Stream-based (อ้างอิงจาก Fig. 1.5a ใน [4]) 

2.1.2 การเลือกตัวอย่าง Pool-based (Pool-based Selective Sampling) 
การเลือกตัวอย่าง Pool-based [4, 5] จะถูกใช้มากในโปรแกรมประยุกต์ในปัจจุบัน โดยการ

เลือกข้อมูลตัวอย่างจากชุดข้อมูลที่มีขนาดใหญ่จ านวนมากที่ไม่ติดฉลาก ความแตกต่างของ Pool-

based เมื่อเทียบกับ Stream-based ที่เห็นได้ชัดคือ การประเมินตัวอย่างข้อมูลไม่ติดฉลากที่เข้ามา

เป็นจ านวนมาก ส่วน Stream-based ข้อมูลไม่ติดฉลากจะเข้ามาแบบล าดับหนึ่งต่อหนึ่ง ดังรูปที่ 2.3 

 

รูปที่ 2.3 แสดงการเลือกตัวอย่าง Pool-based (อ้างอิงจาก Fig. 1.5b ใน [4]) 
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2.1.3 การเลือกตัวอย่างข้อมูลที่มีความไม่ม่ันใจ (Uncertainty Sampling) 
การเลือกตัวอย่าง ข้อมูลที่มีความไม่มั่นใจเป็นกลยุทธ์หนึ่งในการเรียนรู้เชิงรุก ซึ่งข้อมูลติด

ฉลากจะมีความไม่มั่นใจหรือมีความม่ันใจน้อย (least confident) [4] โดยที่กลยุทธ์การเลือกตัวอย่าง

ข้อมูลจะมีหลักการในการเลือกดังนี้ เริ่มแรกจะใช้ข้อมูลติดฉลากจ านวนหนึ่งเพ่ือฝึกสอนการจ าแนก

ข้อมูล ซึ่งข้อมูลติดฉลากที่ใช้ในการฝึกสอนและท านายผิดจะถูกน ามาฝึกสอนซ้ าใหม่อีกครั้ง หลังจาก

นั้นกระบวนการนี้จะถูกท าซ้ าจนประสิทธิภาพของแบบจ าลองที่ถูกฝึกสอนโดยข้อมูลติดฉลากเหล่านั้น

มีความแม่นย าในการท านายสูงขึ้นจนเป็นที่พึงพอใจ โดยที่ความไม่มั่นใจของข้อมูลแบบสองคลาสจะ

อยู่ใกล้ค่า 0.5 

2.2 การเรียนรู้เชิงรับ (Passive Learning) 
การเรียนรู้เชิงรับ เป็นการเรียนรู้ข้อมูลทั้งหมดภายในครั้งเดียวโดยการโหลดข้อมูลทั้งหมดเข้า

หน่วยความจ า ซึ่งระยะเวลาที่ใช้ในฝึกสอนกับแบบจ าลอง (Model) ขึ้นกับรูปแบบของตัวจ าแนกท่ีใช้
โดยรูปแบบตัวจ าแนกที่นิยม ได้แก่ ซัพพอร์ตเวกเตอร์แมชชีน (SVM) นาอีพเบย์ (Naïve Bayes) 
นิวรอลเน็ตเวิร์ก (Neural Network) ต้นไม้ตัดสินใจ (decision tree) เพ่ือนบ้านใกล้สุด K (k-Nearest 
Neighbors)  

2.3 การจ าแนกสองคลาส (Binary Classification) 
ข้อมูลที่ถูกใช้ในการจ าแนกจะมีเพียง 2 คลาสเท่านั้น ตัวอย่างข้อมูลที่ใช้ในการจ าแนก เช่น 

ค าตอบของข้อสอบที่ใช้ในการวัดผลถูกหรือผิด การทดสอบส าหรับรายบุคคลว่าเป็นโรคมะเร็งหรือไม่ 
หรือการทดสอบการตั้งครรภ์ โดยการจ าแนกในรูปแบบนี้เป็นแบบที่ง่ายกว่าการจ าแนกหลายประเภท
และแบบหลายฉลาก ซึ่งรูปแบบข้อมูลไม่มีความซับซ้อนท าให้สามารถน ามาใช้ทดสอบสมมติฐานและ
วิธีการของงานวิจัยในเบื้องต้น ก่อนที่จะน าไปประยุกต์ใช้ทดลองการจ าแนกกับข้อมูลที่มีความซับซ้อน
เหล่านั้น 

2.4 การจ าแนกหลายคลาสและแบบหลายฉลาก (Multiclass and Multi-Label) 
การจ าแนกหลายคลาส ข้อมูลที่ถูกใช้ในการจ าแนกจะมีมากกว่าสองคลาสขึ้นไป เช่น การ

จ าแนกยี่ห้อของรถยนต์ โตโยต้า ฮอนด้า เบนซ์ ซึ่งข้อมูลที่ถูกจ าแนกจะเป็นยี่ห้อใดยี่ห้อหนึ่งเท่านั้น 
ส่วนการจ าแนกแบบหลายฉลาก ข้อมูลที่ถูกใช้ในการจ าแนกสามารถมีเป็นได้มากกว่าหนึ่งคลาส เช่น 
ภาพยนตร์หนึ่งเรื่องที่สามารถเป็นได้มากกว่าหนึ่งคลาส Action และ Adventure หรือ การจ าแนก
เพลงซึ่งข้อมูลที่ถูกจ าแนกได้มากกว่าหนึ่งคลาส  
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2.4.1 One-Versus-One 
วิธีการนี้เป็นเทคนิคในการจ าแนกข้อมูลระหว่างคลาสแบบหนึ่งต่อหนึ่งเพ่ือฝึกสอนให้กับ

แบบจ าลอง ซึ่งการจับคู่แต่ละคลาสเป็นจ านวนครั้ง 𝐾(𝐾−1)

2
 โดยที่ค่า 𝐾 คือจ านวนคลาสของข้อมูล 

(Class) โดยที่เทคนิคนี้จะมีความเร็วกว่า One-Versus-All และนิยมใช้ในการจ าแนกแบบหลายคลาส 
(Multiclass Classification) ตัวอย่าง ให้ C1, C2 และ C3 เป็นตัวแทนในแต่ละคลาส โดยมีทั้งหมด 
3 คลาส การท า One-Versus-One ได้แก่ C1 vs C2, C1 vs C3 และ C2 vs C3 เป็นต้น 

2.4.2 One-Versus-All 
วิธีการนี้เป็นเทคนิคการจ าแนกข้อมูลระหว่างคลาสแบบหนึ่งต่อ  (𝐾 − 1) โดยที่ค่า 𝐾 เป็น

จ านวนคลาสทั้งหมด (class) ของข้อมูลชุดนั้น ซึ่งเทคนิคนี้เป็นที่นิยมในการจ าแนกคลาสแบบหลาย
ฉลาก (Multi-Label Classification) [8] โดยที่เทคนิค One-Versus-All ความเร็วในการฝึกสอน
ให้กับผู้เรียนจะช้าและใช้เวลานานกว่าเทคนิค One-Versus-One มาก ตัวอย่าง ให้ C1, C2 และ C3 
เป็นตัวแทนในแต่ละคลาส โดยมีทั้งหมด 3 คลาส การท า One-Versus-All ได้แก่ C1 vs C2+C3, C2 
vs C1+C3 และ C3 vs C1+C2 เป็นต้น ดังรูปที่ 2.4 

 

รูปที่ 2.4 แสดงตัวอย่างการท า One-Versus-All ของคลาส C1, C2 และ C3 

2.5 ซัพพอร์ตเวกเตอร์แมชชีน (Support Vector Manchine: SVM) 
ซัพพอร์ตเวกเตอร์แมชชีน (SVM) เป็นแบบจ าลองที่ได้รับความนิยม เนื่องจากมีความแม่นย า

สูงในการจ าแนกประเภทของข้อมูล จากการเรียนรู้คุณลักษณะต่างๆ ของข้อมูลที่ถูกน ามาฝึกสอน ซึ่ง
ข้อมูลที่น าฝึกสอน จะเป็นข้อมูลรูปแบบเชิงเส้น (linear) หรือข้อมูลรูปแบบไม่เชิงเส้น (nonlinear) 
โดยใช้ เคอร์เนลฟังก์ชัน (Kernel Function) ปรับเปลี่ยนมิติของข้อมูลจากพ้ืนที่มิติต่ า (lower 
dimensional space) ไปยัง พื้นที่มิติสูง (higher dimensional space)  ซัพพอร์ตเวกเตอร์แมชชีน 
สามารถถูกจัดกลุ่มให้อยู่ใน Supervised learning algorithm หรือการเรียนรู้จากข้อมูลที่มีผลเฉลย
และถูกใช้แก้ไขปัญหาการจ าแนกข้อมูลแบบสองคลาส โดยหลักการของซัพพอร์ตเวกเตอร์แมชชีน จะ
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หา Decision Boundary ที่เหมาะสมโดยให้คลาสของข้อมูลมีระยะห่างจากเส้น Hyperplane มาก
ที่สุด ดังรูปที่ 2.5 

 

รูปที่ 2.5 การหา Decision Boundary ที่เหมาะสมของ ซัพพอร์ตเวกเตอร์แมชชีน 

แบบจ าลองซัพพอร์ตเวกเตอร์แมชชีน เลือกเส้นตรง (linear) ที่มีระยะห่าง 2 คลาส มากที่สุด 
การเลือกเส้นตรงที่ใกล้กับข้อมูลแต่ละคลาสมากไป กรณีถ้ามีข้อมูลที่ห่างจากเส้นออกไปเล็กน้อยแบบ 
จ าลองก็จะท านายข้อมูลนั้นผิดไป สามารถก าหนดได้ดังสมการที่ (1) 

𝑦(𝑥) = 𝑠𝑔𝑛((𝑤. 𝑥) + 𝑏)    (1) 

โดยก าหนดให้ 𝑤 คือ เวกเตอร์ของน้ าหนัก (weight)  𝑏 คือ ค่าคงที่เกี่ยวกับความสัมพันธ์
ระนาบ (plane) ที่เลื่อนออกไปจากจุดตั้งต้น จากรูปที่ 2.5 จะแสดงแบบจ าลองเชิงเส้นของตัวจ าแนก 
ซัพพอร์ตเวกเตอร์แมชชีน ระหว่าง 2 คลาส คือ คลาสบวก (positive class) และคลาสลบ (negative 
class) 

 

รูปที่ 2.6 แสดงแบบจ าลองเชิงเส้นของตัวจ าแนก SVM ระหว่าง 2 คลาส (-1 และ +1) 

(อ้างอิงจาก Fig. 1 ใน [9]) 
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แบบจ าลองซัพพอร์ตเวกเตอร์แมชชีน โดยทั่วไปสามารถจ าแนกข้อมูลแบบเชิงเส้น และข้อมูล
แบบไม่เชิงเส้น ตัวจ าแนกซัพพอร์ตเวกเตอร์แมชชีนสามารถแก้ไขปัญหาการเรียนรู้และการจ าแนก
ข้อมูลแบบไม่เชิงเส้น โดยการใช้เคอร์เนลฟังก์ชัน (Kernel Function) ดังสมการที่ (2) เปลี่ยนแปลง
มิติของข้อมูล ซึ่งเคอร์เนลฟังก์ชันที่นิยมใช้มีอยู่ 4 ประเภท ดังสมการ ที่ (3) (4) (5) และ (6) ดังนี้ 

1) เคอร์เนลฟังก์ชัน(Kernel Function) :  
𝐾(𝑥𝑖, 𝑥𝑗) =  ∅(𝑥𝑖)∅(𝑥𝑗)     (2) 

2) เชิงเส้น (Linear):    
𝐾(𝑥𝑖, 𝑥𝑗) =  𝑥𝑖 . 𝑥𝑗      (3) 

3) โพลิโนเมียล (Polynomial): 
𝐾(𝑥𝑖, 𝑥𝑗) =  (𝑥𝑖. 𝑥𝑗 + 1)ℎ    (4) 

4) เกาเชียนเรเดียลเบสิสฟังก์ชัน (Gaussian Radial Basis Function-RBF) : 

𝐾(𝑥𝑖, 𝑥𝑗) =  𝑒−‖𝑥𝑖−𝑥𝑗‖
2

/2𝜎    (5) 

5) ซิกมอยด์ (Sigmoid): 
𝐾(𝑥𝑖, 𝑥𝑗) =  tanh (𝜅𝑥𝑖. 𝑥𝑗 − 𝛿)   (6) 

2.6 สโตแคสติกเกรเดียนเดสเซนท์ (Stochastic Gradient Descent: SGD) 
การเรียนรู้ข้อมูลฝึกสอนด้วยแบบจ าลองซัพพอร์ตเวกเตอร์แมชชีน ส าหรับข้อมูลขนาดใหญ่มี

ข้อจ ากัดในการเรียนรู้เพ่ิมเติม (Incremental Learning) กรณีที่มีข้อมูลใหม่เข้ามา ไม่สามารถที่จะ
เรียนรู้เพ่ิมเติมได้ [10] ได้น าเสนอ สโตแคสติกเกรเดียนเดสเซนท์ หรือ SGD  มาช่วยให้แบบจ าลอง
เชิงเส้น (linear model) สามารถเรียนรู้เพ่ิมเติมได้ โดยที่ไม่ต้องเรียนรู้ข้อมูลฝึกสอนทั้งหมดใหม่ 
(Passive learning)  ก าหนดให้ 𝑤 คือ น้ าหนัก (weight) ที่ต้องการจะปรับค่า 𝛼 คือ อัตราการเรียนรู้ 
𝜕𝐽𝑡

𝜕𝑤
 คือเกรเดียน (gradient) ของฟังก์ชันต้นทุน ดังสมการที่ (7) 

             𝑤𝑡 =  𝑤𝑡−1 − 𝛼
𝜕𝐽𝑡

𝜕𝑤
                     (7) 

ฟังก์ชันการสูญเสีย (Loss Function) [10, 11] ที่ส าคัญที่เก่ียวเนื่องกับ สโตแคสติกเกรเดียน
เดสเซนท์ มีดังนี้ ลอจิสติก (Logistic) การสูญเสียฮินจ์ (Hinge loss) เอสวีเอ็มปรับเรียบยกก าลังสอง 
(Quadratically smoothed SVM)  การสูญ เสี ย ฮู เบอร์  (Huber loss) และ ฮู เบอร์ ดั ดแปลง 
(Modified Huber) สามารถแสดงดังสมการที ่ (8) (9) (10) (11) (12) และ (13) 
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1) ฟังก์ชันการสูญเสีย (Loss Function):  

∅(𝑝, 𝑦)      (8) 

2) ลอจิสติก (Logistic):  
∅(𝑝, 𝑦) =  ln(1 + exp(−𝑝𝑦))    (9) 

3) การสูญเสียฮินจ์ (Hinge loss): 
∅(𝑝, 𝑦) = max (0, 1 − 𝑝𝑦)     (10) 

4) เอสวีเอ็มปรับเรียบยกก าลังสอง (Quadratically smoothed SVM): 
∅(𝑝, 𝑦) =

1

2𝛾
max (0, 1 − 𝑝𝑦)2    (11) 

5) การสูญเสียฮูเบอร์ (Huber loss): 
     ∅(𝑝, 𝑦) = (𝑝 − 𝑦)2     (12) 

6) ฮูเบอร์ดัดแปลง (Modified Huber): 
                       ∅(𝑝, 𝑦) = 𝑚𝑎𝑥(0,1 − 𝑝𝑦)2    (13) 
 

2.7 นิวรอลเน็ตเวิร์ก (Neural Network) 
นิวรอลเน็ตเวิร์ก เป็นแบบจ าลองที่ได้รับความนิยมอย่างสูง ในปัจจุบันน ามาใช้ในงานต่างๆ 

เช่น งานจดจ ารูปภาพ การพยากรณ์อากาศ เป็นต้น นิวรอลเน็ตเวิร์กจัดเป็นการเรียนรู้แบบมีผู้สอน 
(Supervised Learning) มีหน่วยที่เล็กที่สุดที่เรียกว่าเพอร์เซ็ปตรอน (Perceptron) โครงสร้างทั่วไป
ของนิวรอลเน็ตเวิร์กประกอบไปด้วย 3 ชั้น คือ ชั้นน าเข้า (Input Layer) ชั้นซ่อน (Hidden Layer) 
และชั้นน าออก (Output Layer) ซึ่งในแต่ละชั้นจะมีเส้นกับเพอร์เซ็ปตรอนตัวอ่ืนที่อยู่ในชั้นติดกัน
ทั้งหมด และในชั้นเดียวกันเพอร์เซ็ปตรอนจะไม่มีเส้นเชื่อมถึงกัน โดยที่ข้อมูลจะถูกป้อนเข้าชั้นน าเข้า 
ข้อมูลจะส่งผ่านจากชั้นหนึ่งไปสู่อีกชั้นหนึ่งและผลลัพธ์จะออกจากชั้นน าออก ดังรูปที่ 2.6 
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รูปที่ 2.7 โครงสร้างทั่วไปของนิวรอลเน็ตเวิร์กประกอบไปด้วย 3 ชั้น คือ ชั้นน าเข้า ชั้นซ่อน  

และชั้นน าออก 

ก าหนดให้ 𝑓(𝑥) แทนฟังก์ชันของเพอร์เซ็ปตรอน 𝑥 คือข้อมูลป้อนเข้าชั้นน าเข้า 𝑛 เป็น
จ านวนข้อมูล 𝑤 คือค่าเวกเตอร์น้ าหนัก (weight vector) 𝑏 คือค่าไบแอส (bias) ดังสมการที ่(14) 

    𝑓(𝑥) =  { 
    1    𝑖𝑓 ∑ 𝑤𝑖𝑥𝑖

𝑛
𝑖=1 + 𝑏 > 0

−1    𝑜𝑡ℎ𝑒𝑟𝑤𝑖𝑠𝑒                   
  (14) 

ค่าเวกเตอร์น้ าหนักจะเปลี่ยนไปแต่ละรอบ (Iteration) การเรียนรู้ซึ่งเป็นการท าซ้ าจนกระทั่งเพอร์

เซ็ปตรอนสามารถจ าแนกข้อมูลได้ถูกต้อง โดยที่ช่วงเริ่มต้นจะมีการสุ่มค่าน้ าหนักให้ ก าหนด ให้ 𝑡 คือ

ผลเฉลย 𝑜 คือ ผลการท านาย ถ้า (𝑡 − 𝑜) เป็นศูนย์จะไม่มีการอัพเดทเวกเตอร์น้ าหนัก 𝜂 คือ อัตรา

การเรียนรู้ (learning rate) ดังสมการที่ (15) และ (16)  

𝑤𝑖  ← 𝑤𝑖 + ∆𝑤𝑖     (15) 

∆𝑤𝑖 =  𝜂(𝑡 − 𝑜)𝑥𝑖     (16) 

ฟังก์ชันกระตุ้น (Activation Function) จะถูกใช้ในชั้นส่งออกที่แต่ละเพอร์เซ็ปตรอน โดย
ฟังก์ชันกระตุ้นที่นิยมได้แก่ ฟังก์ชันชิกมอยด์ (Sigmoid Function) ฟังก์ชันซอฟต์แมกซ์ (Softmax 
Function) ฟังก์ชันเรคติไฟต์เชิงเส้น (Rectified Linear Unit Function) ฟังก์ชันแทนเจนต์ไฮเพอร์
โบลิก (Hyperbolic Tangent Function) และฟังกชันขีดแบ่ง (Threshold Function) 
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2.8 การวัดความคล้ายคลึงเชิงมุมโคไซน์ (Cosine Similarity) 
การวัดความคล้ายคลีงเชิงมุมโคไซน์เป็นการหาความคล้ายกันของข้อมูล ซึ่งใช้วิธีการก าหนด

ตัวแทนกลุ่มของข้อมูล เพ่ือค านวณหาค่าเชิงมุมโคไซน์กับตัวอย่างข้อมูล โดยที่ถ้าค่าผลลัพธ์ได้ค่า
เท่ากับ 1 ข้อมูลทั้งสองจะมีความคล้ายกันมากและมีทิศทาง (vector) ไปทางเดียวกัน ก าหนดให้ 𝑥 
คือ ตัวแทนของกลุ่มข้อมูล 𝑦 คือ ตัวอย่างข้อมูลที่ต้องการเปรียบเทียบ ดังสมการที่ (17) 

𝑘(𝑥, 𝑦) =  
𝑥𝑦

‖𝑥‖‖𝑦‖
     (17) 

2.9 กลยุทธ์ส าหรับข้อมูลไม่สมดุล 
ในส่วนนี้จะกล่าวถึงวิธีการที่ท าให้ความแตกต่างระหว่างสัดส่วนอย่างเห็นได้ชัดของคลาสฝ่าย

ข้างมากและ คลาสฝ่ายข้างน้อย ซึ่งเป็นแนวทางโดยทั่วไปคือ การท าให้สมดุลกันระหว่างข้อมูล 2 
ประเภท ดังจะกล่าวต่อไปส าหรับ การเลือกตัวอย่างเพ่ิม (Oversampling) การเลือกตัวอย่างลด 
(Undersampling) และ คอสท์เซนซิทีฟ (Cost Sensitive) [1] ซึ่งเทคนิคการเลือกตัวอย่างเพ่ิมจะ
ด าเนินการโดยการเพ่ิมข้อมูลของคลาสฝ่ายข้างน้อย ให้มีจ านวนสัดส่วนของข้อมูลที่เพ่ิมข้ึนเพ่ือสมดุล
กับคลาสฝ่ายข้างมาก ส าหรับการเรียนรู้และสร้างแบบจ าลองเพ่ือให้มีประสิทธิภาพในการท านาย
ส าหรับการจ าแนกข้อมูลมีความแม่นย าขึ้น อย่างไรก็ตามปัญหาของการใช้วิธีการนี้ที่ตามมาแบบ 
จ าลองจดจ ารูปแบบข้อมูลฝึกสอนมากเกินไป (Overfitting) การเรียนรู้จากข้อมูลไม่สมดุลกับวิธีการ
ดังที่กล่าวมาข้างต้นอาจ จะมีผลกับข้อมูลชุดเดียวเท่านั้น แต่เมื่อน าไปใช้กับข้อมูลชุดอ่ืนประสิทธิภาพ
ของการจ าแนกข้อมูลไม่ดีเท่ากับการใช้ชุดข้อมูลก่อนหน้านี้ ในทางตรงข้ามการเลือกข้อมูลตัวอย่างลด
จะเป็นการลดปริมาณตัวอย่างข้อมูลในคลาสฝ่ายข้างมากให้มีจ านวนสัดส่วนข้อมูลสมดุลกับคลาสฝ่าย
ข้างน้อย เพ่ือให้ประสิทธิภาพของแบบจ าลองที่ได้มีการจ าแนกข้อมูลได้ดีขึ้น แต่จุดด้อยของวิธีการนี้
ได้แก่ ข้อมูลที่ถูกขจัดออกไปจากคลาสฝ่ายข้างมาก อาจจะเป็นข้อมูลที่ส าคัญต่อการจ าแนกข้อมูล ที่มี
ผลต่อประสิทธิภาพของแบบจ าลอง นอกเหนือจากนั้นคอสท์เซนซิทีฟ คือ การให้น้ าหนักเพ่ิมกับคลาส
ฝ่ายข้างน้อยเพ่ือให้แบบจ าลองสามารถจ าแนกคลาสฝ่ายข้างน้อยได้แม่นย าขึ้น สามารถแสดงวิธีการ
เลือกตัวอย่างเพ่ิม การเลือกตัวอย่างลด และคอสท์เซนซิทีฟ ได้ดังรูปที่ 2.8 2.9 และ 2.10 ตามล าดับ 
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รูปที่ 2.8 แสดงการเพ่ิมข้อมูลให้กับคลาสฝั่งข้างน้อยโดยใช้เทคนิคการเลือกตัวอย่างเพ่ิม 
(Oversampling) ให้เท่ากับข้อมูลคลาสฝั่งข้างมาก 

 
 
 
 

 

รูปที่ 2.9 แสดงการลดจ านวนข้อมูลของคลาสฝ่ายข้างมากโดยใช้เทคนิคการเลือกตัวอย่างลด 
(Undersampling) ให้เท่ากับข้อมูลคลาสฝั่งข้างน้อย  
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รูปที่ 2.10 แสดงการเพ่ิมน้ าหนักให้กับคลาสฝั่งข้างน้อยโดยใช้เทคนิค Cost Sensitive [12] 

2.9.1 สุ่มเลือกตัวอย่างลด (Random Undersampling) 
เป็นเทคนิคที่ง่ายต่อการแก้ไขปัญหาข้อมูลไม่สมดุลของการเรียนรู้เชิงรับซึ่งการแก้ไขปัญหา

เบื้องต้นโดยการท าให้มีความสมดุลระหว่างคลาสฝ่ายข้างน้อย และคลาสฝ่ายข้ างมาก วิธีการจะท า
การสุ่มเลือกข้อมูลจากคลาสฝ่ายข้างมากในจ านวนที่เท่ากับคลาสฝ่ายข้างน้อย และน าจ านวนข้อมูลที่
ได้จากทั้งสองคลาสไปสร้างแบบจ าลอง วิธีการนี้จะเป็นการลดจ านวนข้อมูลในคลาสฝ่ายข้างมากท าให้
ประสิทธิภาพความแม่นย าของแบบจ าลองมีค่าที่สูงขึ้นกว่าวิธีการเรียนรู้เชิงรับแบบทั่วไป 

2.10 การวัดประสิทธิภาพการท างาน (Performance Evaluation) 

2.10.1 ตัววัดประสิทธิภาพการจ าแนกข้อมูลสองคลาส (Binary Classification Perfor 
mance Measurement) 

ในหัวข้อนี้จะกล่าวถึงตัววัดประสิทธิภาพที่นิยมใช้ในการวัดประสิทธิภาพการจ าแนกข้อมูล
สองคลาส [1] ซึ่งประกอบด้วย TP (True Positive), TN (True Negative), FP (False Positive) 
และ FN (False Negative) ดังตารางที่ 1 โดยที่จะน าค่าเหล่านี้มาใช้ในการหาค่า Precision, Recall, 
Accuracy และค่า F1 ต่อไปดังสมการ (18) (19) (20) และ (21) 

ตารางที่ 2.1 แสดงความสัมพันธ์ Predicted คลาส และ True คลาส 

 Predicted negative Predicted positive 

True negative TN FP 

True positive FN TP 
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  𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛  =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
    (18) 

  𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
    (19) 

 𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
    (20) 

 𝐹⎼𝑀𝑒𝑎𝑠𝑢𝑟𝑒 =  
(1 + 𝛽2) × 𝑅𝑒𝑐𝑎𝑙𝑙 × 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛

𝛽2 × 𝑅𝑒𝑐𝑎𝑙𝑙 + 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛
   (21) 

ก าหนดให้ค่า β = 1 จะได้ดังสมการ (22) 

  𝐹1 =  
2 × 𝑅𝑒𝑐𝑎𝑙𝑙 × 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛

𝑅𝑒𝑐𝑎𝑙𝑙 + 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛
    (22) 

2.10.2 ตัววัดประสิทธิภาพการจ าแนกข้อมูลสองคลาสส าหรับข้อมูลไม่สมดุล (Binary 
Classification Performance Measurement with Imbalanced data) 

ในหัวข้อนี้จะแสดงการใช้ตัววัดผล Geometric Mean (G-mean) [1] เพ่ือวัดประสิทธิภาพ
ของแบบจ าลอง ซึ่งเป็นการเปรียบเทียบของผลลัพธ์ที่ได้จากการจ าแนกกับผลลัพธ์ที่ถูกต้องส าหรับ
ข้อมูลสองคลาสและไม่สมดุล ดังตารางที่ 1 โดยที่สมการที่ (25) จะเป็นตัวประสิทธิภาพที่ใช้ส าหรับ
ข้อมูลสองคลาสที่ไม่สมดุล 

  𝑎+ =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
    (23) 

  𝑎− =  
𝑇𝑁

𝑇𝑁 + 𝐹𝑃
    (24) 

  𝐺 =  √𝑎+× 𝑎−    (25) 

2.10.3 ตั ว วัดประสิ ทธิ ภ าพกา รจ า แนกประ เภทแบบหลายฉลาก  (Multi-Label 
Classification Performance Measurement 

การวัดประสิทธิภาพการจ าแนกประเภทแบบหลายฉลากจะใช้การเฉลี่ยจากค่า Precision, 
Recall และ F1 [1] ซึ่งการเฉลี่ยจะมีสองวิธีที่นิยมคือ  ค่าเฉลี่ยแมโคร (macro-average) และ 
ค่าเฉลี่ยไมโคร (micro-average) [1] โดยวิธีของค่าเฉลี่ยแมโคร จะท าการค านวณค่า Presicsion, 
Recall และ F1 ก่อนหลังจากนั้นจะน ามาค่าเหล่านั้นมาเฉลี่ย ดังสมการที่ (26) ส่วนวิธีการของ
ค่าเฉลี่ยไมโคร จะรวมค่า TP, FP, TN และ FN แต่ละประเภทก่อน ดังสมการ (27) 

โดยที่ 𝑘 เป็นจ านวนคลาส และ 𝐵(𝑇𝑃𝑘, 𝐹𝑃𝑘, 𝑇𝑁𝑘, 𝐹𝑁𝑘) ท าหน้าที่เป็นตัวแทนของ 
“Binary Classification Metric”  

𝐵𝑀𝑎𝑟𝑐𝑟𝑜(ℎ) =
1

𝑞
∑ 𝐵(𝑇𝑃𝑘, 𝐹𝑃𝑘 , 𝑇𝑁𝑘, 𝐹𝑁𝑘)

𝑞

𝑘=1
     (26) 
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𝐵𝑀𝑖𝑐𝑟𝑜(ℎ) = 𝐵(∑ 𝑇𝑃𝑘,𝑞
𝑘=1 ∑ 𝐹𝑃𝑘 ,𝑞

𝑘=1 ∑  𝑇𝑁𝑘,𝑞
𝑘=1 ∑ 𝐹𝑁𝑘

𝒒
𝑘=1 )                       (27) 

2.11 งานวิจัยท่ีเกี่ยวข้อง (Related Work) 
ง านวิ จั ย  [ 13 ]  น า เ สนอ  “Mean Score on Unlabeled set (MSU) ”  ซึ่ ง ถู ก ใ ช้ วั ด

ประสิทธิภาพของแบบจ าลอง การแก้ปัญหาชุดข้อมูลไม่สมดุล โดยกลยุทธ์การเลือกข้อมูลของการ
เรียนรู้เชิงรุก ในรูปแบบที่แตกต่างกันไป ซึ่งสามารถท าได้ดีส าหรับชุดข้อมูลไม่สมดุล 4 ชุดทดสอบ 
ดั งต่อไปนี้  Healthcare Insurance claim (CLAIMS) , Network Instrustion detection (KDD) , 
HIV Active compound (HIVA) และ Embryology (ZEBRA) ซึ่งในงานวิจัย [13] จะใช้ตัวจ าแนก
ข้อมูลเป็น “Linear SVM” และมีการท า “5-fold cross-validation” เพ่ือการเรียนรู้และการวัด
ประสิทธิภาพของแบบจ าลอง โดยที่การเริ่มสร้างแบบจ าลองจะใช้ข้อมูลที่ได้จากสุ่มข้อมูลตัวอย่าง 
หลังจากนั้นจะเปรียบเทียบใช้กลยุทธ์การเลือกข้อมูลแบบต่างๆ ได้แก่ “Uncertainty Sampling” 
“Density Sampling” “Hybrid Sampling” “Certainty Sampling” และ “Sparsity Sampling” 
ซึ่งผลลัพธ์ที่ได้กลยุทธ์การเลือกข้อมูล “Uncertainty Sampling” ได้ผลลัพธ์ที่ดีที่สุดและผลลัพธ์มี
ส่วนส าคัญการปรับปรุงประสิทธิภาพของแบบจ าลอง โดยเหนือกว่ากลยุทธ์ “Pool-based instance 
selection strategies (ISS)” และมีประสิทธิภาพของแบบจ าลองอยู่ที่ 80%-100% โดยการใช้วิธีการ
วัดของงานวิจัย [13] อย่างไรก็ตามยังมีข้อจ ากัดในเรื่องของตัวจ าแนกที่เป็น “Linear SVM” และการ
ใช้วิธีการเลือกข้อมูลของงานวิจัย [13] กับชุดข้อมูลไม่ติดฉลาก 

งานวิ จั ย  [14 ]  น า เสนอวิ ธี การ ใหม่ส าหรับการ เลื อกข้อมูล โดยใช้ความขัดแย้ ง 
(disagreement) เพ่ือตัดสินว่าเป็นข้อมูลที่ส าคัญ โดยวิธีการนี้จัดหามาจาก “Estmation-
Exploration Algorithm (EEA)” การเลือกข้อมูลใช้ในการเรียนรู้เชิงรุก ซึ่งมีประสิทธิภาพเกี่ยวกับ
ความเร็วและลดจ านวนตัวอย่างข้อมูลเพ่ือใช้ในการเรียนรู้ของแบบจ าลอง ตัวจ าแนกที่ใช้ในงานวิจัย 
[14] จะเป็น Artificial Neural Network (ANN) เป็นมาตรฐานทั่วโปคือมี 3 ชั้น โดยที่ชั้นรับเข้า 
(input layer) จะมี 16 โหนด ชั้นซ่อน (hidden layer) จะมี 8 โหนด และชั้นน าออก (output layer) 
จะมี 1 โหนด (binary node) และชุดข้อมูลที่ใช้เป็นข้อมูลที่เกี่ยวกับทางด้านการแพทย์ เรียกว่า 
“National Truma Data Bank (NTDB)” โดยที่ชุดข้อมูลมีขนาดใหญ่และไม่สมดุลมาก (Highly 
Imbalanced data set) ซี่งผลลัพธ์ของการทดลอง [14] คือการเปรียบเทียบระหว่าง “Informative 
Sampling” ซึ่งเป็นวิธีการใหม่ในงานวิจัย  [14] กับ “Random Sampling” และ “Balanced 
Sampling” โดยที่ผลลัพธ์ประสิทธิภาพของแบบจ าลองจะเรียงจากมากไปน้อย ได้แก่ “Informative 
Sampling” “Random Sampling” และ “Balanced Sampling” และผลลัพธ์ค่าเฉลี่ยจ านวน
ข้อมูลการท านายผิดของวิธีการที่กล่าวมาคือ 233.6 407.5 และ 447.2 ตามล าดับ จากจ านวน
ตัวอย่างในการทดสอบทั้งสิ้น 2000 ตัวอย่าง และใช้จ านวนรอบในการท า 600 รอบ และท าเป็น
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จ านวน 30 ครั้งในแต่ละวิธี อย่างไรก็ตาม ข้อจ ากัดของงานวิจัย [14] คือจ านวนรอบในการท าซ้ า
ที่มากและท าซ้ าเป็นจ านวนหลายครั้งในแต่ละวิธีการในการทดลอง 

งานวิจัย [15] น าเสนอวิธีการจ าแนกแบบหลายฉลากส าหรับข้อมูลประเภทข้อความ โดยที่
ต้องการลดจ านวนข้อมูลที่ใช้ในการเรียนรู้เพ่ือสร้างแบบจ าลอง เนื่องจากข้อมูลที่ติดฉลากมีราคาแพง
จงึต้องใช้เวลาและผู้ช านาญในข้อมูลที่เกี่ยวข้อง ข้อมูลแบบหลายฉลากจะต้องใช้ความพยายามในการ
จ าแนกข้อมูลมากกว่าข้อมูลฉลากเดียว (Single-Label) มาก งานวิจัย [15] ต้องการความคาดหมาย
การลดการสูญเสียที่เหมาะที่สุด (Optimize the expected loss reduction) ซึ่งการสูญเสียของ
แบบจ าลองคือการประมาณโดยแบบปริภูมิ (Version space) โดยการใช้การเรียนรู้เชิงรุกแบบ pool-
based (The pool-based Active Learning)  ซึ่งจะใช้ตัวจ าแนก SVM การเลือกข้อมูลตัวอย่างมา
ใช้ในการเรียนรู้เชิงรุกและใช้วิธีการความไม่แน่นอนแบบ Query By Committee ส าหรับข้อมูลที่มี
ความขัดแย้งกัน (disagreement) เทคนิคที่นิยมใช้ส าหรับข้อมูลแบบหลายฉลากและใช้ในงานวิจัย 
[15] คือ One-Versus-All ซึ่งจะถูกใช้จ าแนกความเป็นไปได้ของคลาสทั้งหมด ในการทดลองของ
งานวิจัย [15] มีการน าเสนอวิธีการที่เรียกว่า MMC เปรียบเทียบกับวิธีการ  Random BinMin และ 
MML ชุดข้อมูลที่ใช้ในงานวิจัย [15] จะมีทั้งสิ้น 7 ชุด ได้แก่ ชุดข้อมูล RCV1-R2 และ ชุดข้อมูล 
yahoo 6 ชุด เริ่มแรกจะสุ่มข้อมูลตัวอย่างจ านวน 500 ตัวอย่าง ในการเริ่มสร้างแบบจ าลอง โดยที่
การท าซ้ ามีจ านวน 50 รอบ แต่ละรอบจะเลือกข้อมูลไม่ติดฉลากจ านวน 20 ตัวอย่าง มาใช้ในการ
เรียนรู้เชิงรุก ซึ่งเมื่อวัดผลจากข้อมูลตัวอย่างจ านวน 1000 ตัวอย่างในชุดข้อมูล RCV1-R2 ผลปรากฏ
ว่าวิธีการ MMC อยู่ที่ 82.88% ซึ่งสูงกว่าวิธีการ BinMin MML Random อยู่ที่ 77.11 75.77 และ 
75.12 ตามล าดับ ในขณะเดียวส าหรับชุดข้อมูลตัวอย่าง yahoo 6 ชุด (Art&Humanities , 
Business&Economy, Computer&Internet, Education, Entetainment, Health)  วิธีการ 
MMC ยังคงเหนือกว่าวิธีการ BinMin MML Random ทุกชุดข้อมูล อยู่ที่ 66.50 78.97 74.40 68.99 
73.40 และ 79.78 ตามล าดับของชุดข้อมูล อย่างไรก็ตามจากงานวิจัย [15] ยังมี ข้อจ ากัดของตัว
จ าแนกที่ใช้คือ SVM และผลการทดลองท่ียังมีค่าที่ไม่สูงมาก 

ในงานวิจัยนี้จะน าเสนอกลยุทธ์ใหม่ส าหรับข้อมูลขนาดใหญ่และไม่สมดุล โดยจะประยุกต์
แนวคิดและวิธีการไปยังชุดข้อมูลแบบสองคลาส (Binary Data sets) และข้อมูลแบบหลายฉลาก 
(Multi-Label Data sets) ซึ่งแนวคิดวิธีการและชุดข้อมูลที่ใช้จะมีความแตกต่างจากงานวิจัย [13-15] 
โดยจุดประสงค์ในงานวิจัยต้องการปรับปรุงความแม่นย าของแบบจ าลอง โดยเปรียบเทียบกับการ
เรียนรู้เชิงรับเท่านั้น เนื่องจากข้อจ ากัดของงานวิจัย [13-15] ที่กล่าวมาข้างต้น 
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บทที่3 
การใช้การเรียนรู้เชิงรุกกับชุดข้อมูลขนาดใหญ่และไม่สมดลุ 

ในบทนี้จะน าเสนอการจ าแนกข้อมูลขนาดใหญ่และไม่สมดุลจ านวน 2 รูปแบบ รูปแบบที่ 1 
เสนอวิธีการจ าแนกข้อมูลขนาดใหญ่และไม่สมดุลด้วยนิวรอลเน็ตเวิร์ก และรูปแบบที่ 2 เสนอวิธีการ
จ าแนกข้อมูลขนาดใหญ่และไม่สมดุลแบบหลายฉลากด้วยซัพพอร์ตเวกเตอร์แมชชีน  

รูปแบบที่ 1 เป็นการจ าแนกข้อมูลสองคลาสและข้อมูลแบบหลายฉลากด้วยตัวจ าแนกนิวรอล
เน็ตเวิร์ก โดยเปรียบเทียบประสิทธิภาพของแบบจ าลองการเรียนรู้เชิงรุกและการเรียนรู้เชิงรับ ด้วย
การวัดจีมีน (G-mean) ส าหรับข้อมูลสองคลาส ส่วนข้อมูลหลายฉลากจะวัดด้วย ค่าเฉลี่ยไมโคร 
(Micro-average) และค่าเฉลี่ยแมโคร (Macro-average) แต่เนื่องด้วยผลการทดลองในบทที่ 4 เมื่อ
เปรียบเทียบผลการวัดประสิทธิภาพที่ได้ระหว่างการเรียนรู้เชิงรุกและการเรียนรู้เชิงรับด้วยนิวรอล
เน็ตเวิร์ก กับการเรียนรู้เชิงรับด้วยซัพพอร์ตเวกเตอร์แมชชีนบนข้อมูลหลายฉลาก ผลการวัดของ
แบบจ าลองที่สร้างด้วยนิวรอลเน็ตเวิร์คจะมีค่าน้อยกว่าแบบจ าลองที่สร้างด้วยซัพพอร์ตเวกเตอร์    
แมชชีนค่อนข้างมาก ดังนั้นจึงเป็นที่มาของการน าเสนอรูปแบบที่ 2   

รูปแบบที่ 2 เป็นการจ าแนกข้อมูลหลายฉลากด้วยตัวจ าแนกซัพพอร์ตเวกเตอร์แมชชีน และมี
การเปรียบเทียบประสิทธิภาพของการเรียนรู้เชิงรุกและการเรียนรู้เชิงรับ โดยที่งานวิจัยชิ้นนี้ได้
น าเสนอกลยุทธ์ส าหรับการเรียนรู้เชิงรุก ได้แก่ การเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพ
พอร์ตเวกเตอร์แบบใช้ข้อมูลซ้ า (Active Learning SVM selective uncertain data with support 
vector repeat: AL-SVM-SV-R) และ การเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพพอร์ต
เวกเตอร์แบบไม่ใช้ข้อมูลซ้ า (Active Learning SVM selective uncertain data with support 
vector no repeat: AL-SVM-SV-N) 
 การเรียนรู้เชิงรุกเป็นการเรียนรู้ที่ค่อยๆเรียนรู้จากข้อมูลขนาดใหญ่ โดยเริ่มต้นเรียนรู้จาก
กลุ่มตัวแทนที่ถูกเลือก และเรียนรู้เพ่ิมเติมจากข้อมูลที่ท านายผิดพลาดในอดีต ท าให้สามารถแก้ไข
ปัญหาการจ าแนกข้อมูลขนาดใหญ่ ดังนั้นในงานวิจัยชิ้นนี้ จึงน าเสนอการเรียนรู้เชิงรุกเพ่ือการจ าแนก
ข้อมูลขนาดใหญ่  3 ขั้นตอน ประกอบด้วย การสร้ างแบบจ าลอง เริ่ มต้น (Initial Model 
Construction), การเลือกข้อมูลส าหรับการเรียนรู้เชิงรุก (Active Data Selection) และการเรียนรู้
เพ่ิมเติมของแบบจ าลอง (Active Model Learning) โดยสามารถดูรายละเอียดขั้นตอนได้ดังรูปที่ 3.1 

1) การสร้างแบบจ าลองเริ่มต้น (Initial Model Construction) เป็นการน ากลุ่มตัวแทน
ข้อมูลจากตัวอย่างข้อมูลทั้งหมดที่ถูกเลือกมาน าใช้ในการสร้างแบบจ าลองเริ่มต้น 
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รูปที่ 3.1 ขั้นตอนวิธีการการเรียนรู้เชิงรุกส าหรับข้อมูลขนาดใหญ่และไม่สมดุล 

2) การเลือกข้อมูลส าหรับการเรียนรู้เชิงรุก (Active Data Selection) เป็นการเลือกตัวอย่าง
ข้อมูลเพื่อใช้ส าหรับการเรียนรู้เพ่ิมเติมของแบบจ าลอง โดยการเลือกข้อมูลของขั้นตอนนี้จะถูกก าหนด
โดยค่างบประมาณของการสอบถาม (budget of queries) และจ านวนรอบของการเรียนรู้ โดย
ก าหนดค่า β คือ งบประมาณของการสอบถาม และ 𝑛 คือ จ านวนรอบของการเรียนรู้ 

3) การเรียนรู้เพ่ิมเติมของแบบจ าลอง (Active Model Learning) เป็นน าข้อมูลที่ได้จากการ
เลือกข้อมูลส าหรับการเรียนรู้เชิงรุกมาใช้ในการเรียนรู้เพ่ิมเติม เพ่ือเพ่ิมประสิทธิภาพของแบบจ าลอง
เริ่มต้น โดยที่การเรียนรู้เพ่ิมเติมจะหยุดท าก็ต่อเมื่อ β หรือ 𝑛 หรือขนาดจ านวนข้อมูลที่ถูกเลือกจะมี
ค่าเท่ากับศูนย์ ซึ่งแต่ละรอบของการเรียนรู้จะถูกวัดด้วยชุดข้อมูลตรวจสอบ (validation set) โดยที่
การเรียนรู้เชิงรุกจะเลือกแบบจ าลองที่ดีที่สุดบนชุดตรวจสอบและทดสอบด้วยชุดทดสอบ (testing 
set) อีกครั้งเพื่อวัดประสิทธิภาพของแบบจ าลอง 

3.1 รูปแบบท่ี 1 เสนอวิธีการจ าแนกข้อมูลขนาดใหญ่และไม่สมดุลด้วยนิวรอลเน็ตเวิร์ก 
ในหัวข้อนี้จะอธิบายขั้นตอนการท างานของการเรียนรู้เชิงรุกที่สร้างแบบจ าลองด้วยนิวรอล

เน็ตเวิร์กบนชุดข้อมูลสองคลาส และบนชุดข้อมูลแบบหลายฉลาก โดยใช้ขั้นตอนที่ได้กล่าวมาข้างต้น 

3 ขั้นตอน ประกอบด้วย การสร้างแบบจ าลองเริ่มต้น การเลือกข้อมูลส าหรับการเรียนรู้เชิงรุก และ

การเรียนรู้เพ่ิมเติมของแบบจ าลอง 

3.1.1 การจ าแนกข้อมูลขนาดใหญ่และไม่สมดุลส าหรับข้อมูลสองคลาสด้วยนิวรอลเน็ตเวิร์ก 
ส าหรับหัวข้อนี้ได้มีก าหนดกลยุทธ์ส าหรับการจ าแนกข้อมูลสองคลาสด้วยนิวรอลเน็ตเวิร์ก 

ได้แก่ การเรียนรู้เชิงรุกไม่เอนเอียง (Unbiased Active Learning: UAL) และการเรียนรู้เชิงรุกไม่เอน
เอียงแบบมีสัดส่วน (Unbiased Active Learning Proportion: UAL-P) ซึ่งทั้งสองกลยุทธ์ถูกน าเสนอ
เพ่ือแก้ไขปัญหาไม่สมดุลของข้อมูลสองคลาส ส าหรับการเรียนรู้เชิงรุก 

1. การสร้างแบบจ าลองเริ่มต้น 

2. การเลือกข้อมูลส าหรับการเรียนรู้เชิงรุก 

3. การเรียนรู้เพ่ิมเติมของแบบจ าลอง 



 

 

22 

1) การเรียนรู้เชิงรุกไม่เอนเอียง (Unbiased Active Learning: UAL) เริ่มต้นการเลือกข้อมูล
ตัวแทนส าหรับการสร้างแบบจ าลองเริ่มต้นของกลยุทธ์นี้จะเลือกตัวแทนข้อมูลของคลาสฝ่ายข้างน้อย 
(Minority class) มาจ านวนทั้งหมดจากชุดข้อมูล โดยที่ข้อมูลของคลาสฝ่ายข้างมาก  (Majority 
class) จะถูกเลือกจากค่าความน่าจะเป็นที่สูง (ความน่าเป็นมากกว่า 0.6 โดยการใช้แบบจ าลองนาอีฟ
เบย์) ในขนาดจ านวนที่เท่ากับคลาสฝ่ายข้างน้อย เพ่ือส าหรับการสร้างแบบจ าลองเริ่ มต้น ขั้นตอนที่
สองการเลือกข้อมูลส าหรับการเรียนรู้เชิงรุก แบบจ าลองที่ถูกสร้างจะท าการเลือกข้อมูลที่ท านายผิด 
โดยเลือกขนาดข้อมูลคลาสฝ่ายข้างมากที่ท านายผิดให้มีขนาดเท่ากับขนาดจ านวนของคลาสฝ่ายน้อย
ที่ท านายผิด (balancing classes) โดยเลือกข้อมูลที่มีค่าความน่าจะเป็นอยู่ระหว่าง 0.45-0.55 ซึ่งค่า
ได้มาจากฟังก์ชันการสูญเสียคลอสเอ็นโทรปี ซึ่งข้อมูลที่ถูกเลือกในขั้นตอนนี้สามารถน ามาใช้ซ้ าได้ 
ขั้นตอนที่สาม เป็นการเรียนรู้เพ่ิมเติมของแบบจ าลอง ซึ่งจะน าข้อมูลที่ได้จากการเลือกจากขั้นตอนที่
สอง มาใช้ในการเรียนรู้เพิ่มเติม โดยมีพารามิเตอร์ที่เกี่ยวข้องคือ β, 𝑛 ซึ่งประสิทธิภาพของแบบจ าลอง
แต่ละรอบของการเรียนรู้จะถูกวัดด้วยชุดตรวจสอบ เมื่อการเรียนรู้เพ่ิมเติมหยุดแบบจ าลองที่ดีที่สุด
บนชุดตรวจสอบจะถูกเลือก และทดสอบด้วยชุดทดสอบอีกครั้ง 

2) การเรียนรู้เชิงรุกไม่เอนเอียงแบบมีสัดส่วน (Unbiased Active Learning Proportion: 
UAL-P) โดยกลยุทธ์นี้มีความคล้ายคลีงกับกลยุทธ์ UAL ต่างกันที่ UAL-P มีการก าหนดสัดส่วนของ
ข้อมูลคลาสฝ่ายข้างน้อยเป็น 15%, 20%, 30%, 35% และ 40% ตามล าดับ และก าหนดให้ UAL-P 
(15%), UAL-P (20%), UAL-P (25%), UAL-P (30%), UAL-P (35%) และ  UAL-P (40%) แทน
สัดส่วนข้างต้นตามล าดับ ซึ่งการท างานขั้นตอนที่หนึ่งถึงขั้นตอนที่สามจะเหมือนกับกลยุทธ์ UAL โดย
สามารถดูรหัสเทียมได้ดังรูปที่ 3.2 

3.1.2 การจ าแนกข้อมูลขนาดใหญ่และไม่สมดุลส าหรับข้อมูลแบบหลายฉลากด้วยนิวรอล
เน็ตเวิร์ก 

ชุดข้อมูลแบบหลายฉลากเป็นข้อมูลที่มีความซับซ้อนและยากต่อการจ าแนกมากกว่าชุดข้อมูล
สองคลาส ในหนึ่งตัวอย่างข้อมูลสามารถเป็นได้มากกว่าหนึ่งคลาส (การเลือกตัวแทนโดยใช้นาอีฟเบย์
เพ่ือหาตัวแทนข้อมูลสองคลาสจากหัวข้อ 3.1.1 จึงไม่เหมาะสม) โดยที่ขั้นตอนการเรียนรู้ อ้างอิงจาก
รูปที่ 3.1 ขั้นตอนที่หนึ่ง การสร้างแบบจ าลองเริ่มต้น จะหากลุ่มตัวแทนของข้อมูลในแต่ละคลาสโดย
ใช้การวัดความคล้ายคลึงเชิงมุมโคไซน์ของข้อมูลมาใช้ในการสร้างแบบจ าลองเริ่มต้น ซึ่งการแก้ไข
ปัญหาไม่สมดุลของข้อมูลจะใช้คอสท์เซนซิทีฟ (Cost Sensitive) ชั้นตอนที่สอง การเลือกข้อมูล
ส าหรับการเรียนรู้เชิงรุกแบบจ าลองจะท าการเลือกข้อมูลส าหรับเรียนรู้เพ่ิมเติมโดยการน าชุดข้อมูล
ฝึกสอน (Training Set) มาท านายแล้วเลือกข้อมูลที่ท านายผิดที่มีค่าความน่าจะเป็นอยู่ระหว่าง 0.45-
0.55 ซึ่งค่าได้มาจากฟังก์ชันการสูญเสียคลอสเอ็นโทรปี โดยข้อมูลที่ถูกเลือกสามารถน ามาใช้ซ้ าได้  
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ขั้นตอนที่สาม การเรียนรู้เพ่ิมเติมของแบบจ าลอง โดยที่แบบจ าลองจะน าข้อมูลที่ถูกเลือกในขั้นตอนที่
สอง มาใช้เรียนรู้เพ่ิมเติม โดยที่มีพารามิเตอร์ที่ส าคัญดังนี้ 𝑈𝑛 คือ ข้อมูลไม่มั่นใจที่ถูกเลือกในแต่ละ
รอบ 𝑛 โดยที่ขนาดของข้อมูลที่ถูกเลือกต้องมีมากกว่าศูนย์ 𝑛 คือ จ านวนรอบที่ใช้ในการเรียนรู้
เพ่ิมเติม ซึ่งการเรียนรู้เพ่ิมเติมจะต้องไม่เกินจากค่า 𝑛 ที่ก าหนดไว้ β คือ งบประมาณการสอบถาม
ส าหรับการเรียนรู้เพ่ิมเติมหรือขนาดข้อมูลส าหรับการเรียนรู้เพ่ิมเติม แต่ละรอบในการเรียนรู้เพ่ิมเติม
แบบจ าลองจะถูกวัดประสิทธิภาพค่าเฉลี่ยไมโครด้วยชุดตรวจสอบ โดยจะเลือกแบบจ าลองทีม่ีค่าเฉลี่ย
ไมโครที่สูงที่สุดที่วัดด้วยชุดตรวจสอบ หลังจากนั้นจะท าการวัดประสิทธิภาพแบบจ าลองด้วยชุด
ทดสอบ โดยสามารถแสดงขั้นตอนการจ าแนกข้อมูลได้ดังรูปที่ 3.3  

กลยุทธ์การเรียนรู้เชิงรุกไม่เอนเอียงแบบมีสัดส่วน (UAL-P) 

𝐿 ← Set of Labeled data 
𝐿𝑖 ← Set of Labeled data at iteration 𝑖 (0 ≤ 𝑖 ≤ 100) 

β ← Budget of queries 

𝑃 ← Percentage proportion of minority class 

𝑛 ← Number of iteration (𝑛 = 100) 

𝑋𝑖 = Set of selected data from 𝐿𝑖  (0 ≤ 𝑖 ≤ 100) ,  𝑖 ← 0  

𝑀𝑜𝑑𝑒𝑙𝑜𝑝𝑡 ← 𝑓(𝑋𝑖, 𝑃, β, 𝑛) 

𝐿𝑖  ← 𝐿 

𝑋𝑖 ← 𝐿𝑖  (Using high probability data and balancing classes with 𝑃 parameter) 
𝑀𝑜𝑑𝑒𝑙𝑖 ← Train (𝑋𝑖) 

𝐿𝑖 ←  𝐿 − 𝑋𝑖 (To eliminate majority class of  𝑋𝑖 in 𝐿) 

𝑖  𝑖 + 1 
while (𝑋𝑖  ≤  β 𝑎𝑛𝑑 𝑖 ≤ 𝑛) do 
 𝑀𝑜𝑑𝑒𝑙𝑖−1 ←  Train (𝐿𝑖−1) 

 𝑋𝑖 ← misclassify data of 𝐿𝑖−1 (Balancing classes) 

 𝑀𝑜𝑑𝑒𝑙𝑖 ← Incremental train (𝑋𝑖) , Validated 𝑀𝑜𝑑𝑒𝑙𝑖 by G-mean 

 𝐿𝑖 ←  𝐿𝑖−1 − 𝑋𝑖 (Specific to eliminate majority class of 𝑋𝑖 in 𝐿) 
 𝑖 ←  𝑖 + 1 
end while 
return 𝑀𝑜𝑑𝑒𝑙𝑜𝑝𝑡 

รูปที่ 3.2 รหัสเทียมของกลยุทธ์การเรียนรู้เชิงรุกไม่เอนเอียงแบบมีสัดส่วน 
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รูปที่ 3.3 ขั้นตอนการจ าแนกข้อมูลขนาดใหญ่และไม่สมดุลหลายฉลากด้วยนิวรอลเน็ตเวิร์ก 
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3.2 รูปแบบที่ 2 เสนอวิธีการจ าแนกข้อมูลขนาดใหญ่และไม่สมดุลแบบหลายฉลากด้วยซัพพอร์ต
เวกเตอร์แมชชีน 

จากผลการวัดประสิทธิภาพของแบบจ าลองการเรียนรู้เชิงรุกบนชุดข้อมูลแบบหลายฉลากที่
สร้างด้วยนิวรอลเน็ตเวิร์คจะมีค่าน้อยกว่าแบบจ าลองที่สร้างด้วยซัพพอร์ตเวกเตอร์แมชชีน
ค่อนข้างมาก ดังนั้นจึงเป็นที่มาของการน าเสนอรูปแบบที่ 2  หัวข้อนี้เป็นน าเสนอกลยุทธ์เพ่ิมเติมใน
การจ าแนกข้อมูลขนาดใหญ่และไม่สมดุลหลายฉลากด้วยซัพพอร์ตเวกเตอร์แมชชีนซึ่งเป็นที่นิยมและมี
ประสิทธิภาพในการจ าแนกข้อมูล ซึ่งจะน าตัวจ าแนกซัพพอร์ตเวกเตอร์แมชชีนมาใช้ในการเรียนรู้เชิง
รุก โดยใช้วิธี One-Versus-All เพ่ือให้การจ าแนกข้อมูลหลายฉลากมีประสิทธิภาพ ส าหรับการใช้ซัพ
พอร์ตเวกเตอร์ที่เป็นแบบจ าลองเส้นตรง (Linear Model) ทั่วไปไม่สามารถที่จะท าการเรียนรู้เพ่ิมเติม
ได้ ดังนั้นในงานวิจัยชิ้นนี้ได้น า สโตแคสติกเกรเดียนเดสเซนท์ (Stochastic Gradient Descent หรือ 
SGD) แบบจ าลองเส้นตรง สร้างแบบจ าลองการเรียนรู้เริ่มต้น และการเรียนรู้เพ่ิมเติม สามารถ
แบ่งเป็นกลยุทธ์เพ่ิมเติมส าหรับการเรียนรู้เชิงรุกได้ 2 แบบ คือ การเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูล
ไม่มั่นใจบนซัพพอร์ตเวกเตอร์แบบใช้ข้อมูลซ้ า (AL-SVM-SV-R) และ การเรียนรู้เชิงรุกเอสวีเอ็มเลือก
ข้อมูลไม่มั่นใจบนซัพพอร์ตเวกเตอร์แบบไม่ใช้ข้อมูลซ้ า(AL-SVM-SV-N) 

3.2.1 การเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูลไม่ม่ันใจบนซัพพอร์ตเวกเตอร์แบบใช้ข้อมูลซ  า 
(AL-SVM-SV-R) 

การเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพพอร์ตเวกเตอร์แบบใช้ข้อมูลซ้ า เป็นการ
เรียนรู้เชิงรุกที่สามารถเลือกข้อมูลที่เคยเรียนรู้ในอดีตแล้วมาใช้ในการเรียนรู้ซ้ าใหม่ได้ โดยข้อมูลการ
เรียนรู้ซ้ าจะถูกใช้ในการเรียนรู้เพ่ิมเติมและถูกจ ากัดให้อยู่บนซัพพอร์ตเวกเตอร์ คือ จากบนเส้นซัพ
พอร์ตเวกเตอร์ข้างลบถึงบนเส้นซัพพอร์ตเวกเตอร์ข้างบวก ก าหนดให้ค่าซัพพอร์ตเวกเตอร์ข้างลบ
เท่ากับ -1 และค่าซัพพอร์ตเวกเตอร์ข้างบวกเท่ากับ +1 การเลือกข้อมูลดังกล่าวในระนาบจะเป็น
บริเวณที่แบบจ าลองที่สร้างด้วยซัพพอร์ตเวกเตอร์แมชชีนจะไม่สามารถจ าแนกตัวอย่างข้อมูลได้อย่าง
ถูกต้อง โดยการค้นหาข้อมูลที่อยู่บนซัพพอร์ตในแต่ละรอบของการเรียนรู้จะใช้แบบจ าลองในการ
ท านายชุดข้อมูลฝึกสอน แล้วท าการเลือกข้อมูลที่อยู่บนซัพพอร์ตเวกเตอร์ทั้งหมด มาใช้ในการเรียนรู้
เพ่ิม สามารถดูตัวอย่างการใช้ข้อมูลซ้ าในการเรียนรู้เพ่ิมเติมของการเรียนรู้เชิงรุกได้ดังรูปที่ 3.4 และ
การเลือกขอ้มูลไม่มั่นใจบนซัพพอร์ตเวกเตอร์ดังรูปที่ 3.5  

อ้างอิงจาก รูปที่ 3.1 ขั้นตอนที่หนึ่ง การสร้างแบบจ าลองเริ่มต้น การเรียนรู้เชิงรุกจะท าการ
หาตัวแทนของกลุ่มข้อมูลของแต่ละคลาสโดยใช้การวัดความคล้ายคลึงเชิงมุมโคไซน์ของข้อมูลมาใช้ใน
หาข้อมูลเพ่ือการสร้างแบบจ าลองเริ่มต้นด้วย SGD แบบจ าลองเส้นตรงและวิธีการ One-Versus-All 
ซึ่งจะท าให้เกิดปัญหาไม่สมดุลด้วยวิธีการนี้ เนื่องจากต้องสร้างแบบจ าลองตามจ านวนของคลาส แบบ
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ตัวอย่างข้อมูลหนึ่งคลาสต่อตัวอย่างข้อมูลของจ านวนคลาสทั้งหมด คอสท์เซนซิทีฟจะถูกน ามาใช้
แก้ไขปัญหาไม่สมดุลระหว่างคลาส   

 
รูปที่ 3.4 ตัวอย่างการเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพพอร์ตเวกเตอร์ 

แบบใช้ข้อมูลซ้ า 
 

 

รูปที่ 3.5 การเลือกข้อมูลที่ไม่มั่นใจบนเส้นซัพพอร์ตเวกเตอร์ข้างลบถึงเส้นซัพพอร์ตเวกเตอร์
ข้างบวก 
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ขั้นตอนที่สอง การเลือกข้อมูลส าหรับการเรียนรู้เชิงรุก โดยขั้นตอนนี้จะเป็นการเลือกข้อมูล
โดยใช้แบบจ าลองมาท านาย แล้วเลือกข้อมูลที่อยู่บนเส้นซัพพอร์ตเวกเตอร์จ านวนทั้งหมด ซึ่งข้อมูลที่
ถูกเลือกสามารถเป็นข้อมูลทีเ่คยถูกเรียนรู้ สามารถน ามาใช้ซ้ าในการเรียนรู้เพ่ิมเติมใหม่ได้  

ขั้นตอนที่สาม การเรียนรู้เพ่ิมเติมของแบบจ าลอง โดยข้อมูลที่ถูกเลือกในขั้นตอนที่สองจะถูก
น ามาใช้เรียนรู้เพ่ิมเติม ก าหนดให้ 𝑛 คือจ านวนรอบของการเรียนรู้เพ่ิมเติม 𝑈𝑛 คือจ านวนข้อมูลที่ไม่
มั่นใจแต่ละรอบ (𝑛) ของการเรียนรู้เพ่ิมเติมที่อยู่บนซัพพอร์ตเวกเตอร์ข้างลบถึงซัพพอร์ตเวกเตอร์ข้าง
บวก งบประมาณของการสอบถาม คือ ขนาดของข้อมูลที่ใช้ในการเรียนรู้เพ่ิมเติม (ในหัวข้อนี้ 
ก าหนดให้ขนาดของการเรียนรู้เชิงรุกมีขนาดน้อยกว่าหรือเท่ากับ 40 เปอร์เซ็นต์ของขนาดข้อมูล
ฝึกสอน)  การเรียนรู้เพ่ิมเติมของแบบจ าลองจะหยุดเมื่อจ านวนรอบการเรียนรู้เกินค่า 𝑛 ที่ก าหนดไว้ 
หรือจ านวนข้อมูลของแบบจ าลองที่ใช้ในการเรียนรู้เริ่มต้นและเรียนรู้เพ่ิมเติมเกินกว่าค่าที่ก าหนดไว้ 
หรือ 𝑈𝑛 เป็นศูนย์ และให้แต่ละรอบของการเรียนรู้ทดสอบด้วยชุดตรวจสอบเพ่ือวัดประสิทธิภาพ F1 
เมื่อแบบจ าลองหยุดการเรียนรู้เพ่ิมเติม แบบจ าลองที่ดีที่สุดบนชุดตรวจสอบจะถูกเลือกและจะถูก
ทดสอบด้วยชุดทดสอบเพ่ือวัดประสิทธิภาพแบบค่าเฉลี่ยไมโคร และค่าเฉลี่ยแมโคร และจบการ
ท างาน สามารถดูขั้นตอนการจ าแนกข้อมูล ได้ดังรูปที่ 3.8 

3.2.2 การเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูลไม่ม่ันใจบนซัพพอร์ตเวกเตอร์แบบไม่ใช้ข้อมูลซ  า 
(AL-SVM-SV-N) 

การเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพพอร์ตเวกเตอร์แบบไม่ใช้ข้อมูลซ้ า  เป็น
การเลือกข้อมูลที่ไม่เคยเรียนรู้หรือไม่เคยถูกใช้ซ้ า มาใช้ในการสร้างแบบจ าลองเริ่มต้นและการเรียนรู้
เพ่ิมเติม อ้างอิงจากรูปที่ 3.1 ขั้นตอนที่หนึ่ง การสร้างแบบจ าลองเริ่มต้นจะท าการค้นหากลุ่มตัวแทน
ข้อมูลของแต่ละคลาสโดยใช้การวัดความคล้ายคลึงเชิงมุมโคไซน์ของข้อมูลมาใช้ในหาข้อมูลเพ่ือการ
สร้างแบบจ าลองเริ่มต้นด้วย SGD แบบจ าลองเส้นตรงและวิธีการ One-Versus-All และท าการ
แก้ปัญหาไม่สมดุลด้วยเทคนิคคอสท์เซนซิทีฟ ขั้นตอนที่สองการเลือกข้อมูลส าหรับการเรียนรู้เชิงรุกซึ่ง
จะใช้แบบจ าลองเลือกข้อมูลที่อยู่บนเส้นซัพพอร์ตเวกเตอร์ทั้งหมด  สามารถดูได้ดังรูปที่ 3.5 โดยที่
ข้อมูลที่เคยถูกใช้ในอดีตจะไม่ถูกเลือก ซึ่งเป็นจุดที่ต่างกับหัวข้อ 3.2.1 ขั้นตอนที่สามการเรียนรู้
เพ่ิมเติมของแบบจ าลอง ข้อมูลที่ถูกเลือกแล้วจะถูกน าไปเรียนรู้เพ่ิมเติมในแบบจ าลอง ซึ่งในแต่ละรอบ
ของการเรียนรู้เพ่ิมเติมจะมีการวัดประสิทธิภาพ F1 ด้วยชุดข้อมูลตรวจสอบ ก าหนดให้ 𝑛 คือจ านวน
รอบของการเรียนรู้เพ่ิมเติม 𝑈𝑛 คือจ านวนข้อมูลที่ไม่มั่นใจแต่ละรอบ การเรียนรู้เพ่ิมเติมท าจนกระทั่ง
ไม่พบข้อมูลบนซัพพอร์ตเวกเตอร์ หรือขนาดข้อมูลที่ใช้ในการเรียนรู้เริ่มต้นและการเรียนรู้เพ่ิมเติมของ
แบบจ าลองมีขนาดจ านวนน้อยกว่าหรือเท่ากับที่ก าหนดไว้คือ 40 เปอร์เซ็นต์ของขนาดข้อมูลฝึกสอน 
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หลังจากนั้นแบบจ าลองที่ดีที่สุดที่ทดสอบบนชุดตรวจสอบจะถูกเลือก และวัดประสิทธิภาพด้วยชุด
ทดสอบและจบการท างาน สามารถดูตัวอย่างการเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพ
พอร์ตเวกเตอร์แบบไม่ใช้ข้อมูลซ้ าได้ดังรูปที่ 3.6 และดูขั้นตอนการจ าแนกข้อมูลได้ดังรูปที่ 3.7 

 

รูปที่ 3.6 ตัวอย่างการเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพพอร์ตเวกเตอร์ 
แบบไม่ใช้ข้อมูลซ้ า 

 

รูปที่ 3.7 การเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพพอร์ตเวกเตอร์แบบไม่ใช้ข้อมูลซ้ า 

 (AL-SVM-SV-N) โดยที่มีจุดเชื่อมไปยังรูปที่ 3.8 
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รูปที่ 3.8 การเรียนรู้เชิงรุกเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพพอร์ตเวกเตอร์แบบใช้ข้อมูลซ้ า 

(AL-SVM-SV-R) 
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บทที่ 4 
การทดลองและผลการทดลอง 

จากแนวคิดและวิธีการในบทที่ 3 ได้แบ่งการทดลองเป็นจ านวน 2 ส่วน เพ่ือแสดงให้เห็นการ
ใช้การเรียนรู้เชิงรุกเปรียบเทียบกับการเรียนรู้เชิงรับ บนข้อมูลขนาดใหญ่และไม่สมดุล สามารถแบ่งได้
ดังนี้ 1) การทดลองเปรียบเทียบการจ าแนกของการเรียนรู้เชิงรุกกับการเรียนรู้เชิงรับด้วยตัวจ าแนก
นิวรอลเน็ตเวิร์ค 2) การทดลองเปรียบเทียบการจ าแนกของการเรียนรู้เชิงรุกกับการเรียนรู้เชิงรับด้วย
ตัวจ าแนกซัพพอร์ตเวกเตอร์แมชชีน 

4.1 ระบบท่ีใช้ในการทดลอง 
คอมพิวเตอร์ที่ใช้ท าการทดลอง มีหน่วยประมวลผลกลาง Intel® Xeon CPU E3-1225 v3 

ความเร็ว 3.2 GHz มีหน่วยความจ า 20 GB ระบบปฏิบัติการณ์ Windows 11 64 bits ภาษา

โปรแกรมท่ีใช้ Python 2.7 โดยใช้ไลบราลี Scikit Learn  

4.2 ข้อมูลที่ใช้ในการทดลอง 
ชุดข้อมูลที่ใช้ในการทดลองจะมี 2 ประเภท ได้แก่ ชุดข้อมูลแบบสองคลาส (Binary Class 

Data Sets) ชุดข้อมูลแบบหลายฉลาก (Multi-Label Data Sets) 

4.2.1 ชุดข้อมูลแบบสองคลาส (Binary Class Data Sets) 
งานวิจัยนี้มุ่งเน้นไปยังชุดข้อมูลขนาดใหญ่และไม่สมดุล ชุดข้อมูลแบบสองคลาสมาจาก 

“IJCNN 2007 Workshop on Agnostic Learning vs. Prior Knowledge” [16] และ “KDD CUP” 
[17] โดยที่ชุดข้อมูลแบบสองคลาสจะถูกแบ่งข้อมูลเป็น 3 ชุด ได้แก่ ชุดฝึกสอน ชุดตรวจสอบ และชุด
ทดสอบ |D| เป็นจ านวนตัวอย่างข้อมูล แสดงรายละเอียดได้ดังตารางที่ 4.1 

ตารางที ่4.1 ลักษณะเฉพาะของชุดข้อมูลแบบสองคลาสที่ใช้ในการทดลอง 

Data Sets |D| Positive Features Classes 
Imbalanced Ratio 

(Positive/Negative) 

ADA 4,146 1,029 49 2 0.33 

HIVA 3,844 135 1,617 2 0.03 
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Data Sets |D| Positive Features Classes 
Imbalanced Ratio 

(Positive/Negative) 

Protein 

Homology 
145,751 1,296 78 2 0.01 

 

 

4.2.2 ชุดข้อมูลแบบหลายฉลาก (Multi-Label Data Sets) 

ชุดข้อมูลแบบหลายฉลากที่ใช้ในการทดลองจะน ามาจาก [18, 19] ซึ่งข้อมูลแบบหลายฉลาก
จะมีความซับซ้อนและยากต่อการจ าแนกข้อมูลมากกว่าชุดข้อมูลแบบสองคลาส โดยที่ข้อมูลหนึ่ง
ตัวอย่างสามารถเป็นได้มากกว่าหนึ่งคลาส ก าหนดให้ชุดข้อมูลแบบหลายฉลากจะถูกแบ่งข้อมูลเป็น 3 
ชุด ได้แก่ ชุดฝึกสอน ชุดตรวจสอบ และชุดทดสอบ |D| เป็นจ านวนตัวอย่างข้อมูล รายละเอียดดัง
ตารางที่ 4.2 และสามารถดูรายละเอียดได้เพ่ิมเติมที่ภาคผนวก ก และภาคผนวก ข 

ตารางที่ 4.2 ลักษณะเฉพาะของชุดข้อมูลแบบหลายฉลากท่ีใช้ในการทดลอง 

Data Sets |D| Features Classes 

NUS-WIDE 269,648 128 81 

RCV1V2 804,414 47,236 101 

4.3 การทดลองเปรียบเทียบการจ าแนกของการเรียนรู้เชิงรุกกับการเรียนรู้เชิงรับด้วยตัวจ าแนก
นิวรอลเน็ตเวิร์ก 

ส าหรับการทดลองนี้จะแบ่งการทดลองเป็นการเปรียบเทียบการจ าแนกของการเรียนรู้เชิงรุก
กับการเรียนรู้เชิงรับบนชุดของสองคลาสในหัวข้อ 4.3.1 4.3.2 และ 4.3.3 โดยใช้ข้อมูลสองคลาสจาก
ตารางที่ 4.1 ส าหรับในการทดลอง ส่วนหัวข้อ 4.3.4 จะเป็นการทดลองการจ าแนกข้อมูลขนาดใหญ่
และไม่สมดุลหลายฉลากด้วยนิวรอลเน็ตเวิร์ก ซึ่งจะใช้ชุดข้อมูลแบบหลายฉลากจากตารางที่ 4.2 
ส าหรับการทดลอง 
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4.3.1 การเปรียบเทียบเปอร์เซ็นต์ของจ านวนข้อมูลแบบสองคลาสในการสร้างแบบจ าลอง
เริ่มต้น 
จากผลการทดลองในตารางที่ 3 จะแสดงการเปรียบเทียบการใช้ข้อมูลสร้างแบบจ าลอง

เริ่มต้นในสัดส่วนที่แตกต่างกันของคลาสฝ่ายข้างน้อย 15% 20% 25% 30% 35% และ 40% ซึ่งตัว
จ าแนกที่ใช้จะเป็น Artificial Neural Network (ANN) การวัดจะใช้ G-Mean และท า 5 Fold Cross-
Validation ผลการทดลองที่ได้ “UAL (100%)” จะได้ค่าสูงที่สุดบนชุดข้อมูล ADA HIVA และ 
Protein Homology อยู่ที่ 0.78 (+/- 0.03) 0.69 (+/- 0.08) และ 0.92 (+/- 0.01) ตามล าดับ ดังนั้น
ในหัวข้อที่ 4.3.2 การเปรียบเทียบประสิทธิภาพความแม่นย าระหว่างการเรียนรู้เชิงรุก  (Active 
learning) และการเรียนรู้เชิงรับ (Passive learning) จะใช้ “UAL (100%)” เป็นตัวเปรียบเทียบ 

ตารางที ่4.3 แสดงการเปรียบเทียบเปอร์เซ็นต์ของจ านวนข้อมูลส าหรับการสร้างแบบจ าลองเริ่มต้น 

Active  

learning 

(ANN) 

Data Sets 

ADA HIVA Protein Homology 

UAL (100%) 
0.78 (+/- 0.03) 

(100%) 

0.69 (+/- 0.08) 

(100%) 

0.92 (+/- 0.01) 

(40%) 

UAL-P (15%) 
0.54 (+/- 0.08) 

(100%) 

0.65 (+/- 0.08) 

(97%) 

0.89 (+/- 0.03) 

(44%) 

UAL-P (20%) 
0.54 (+/- 0.08) 

(100%) 

0.67 (+/- 0.10) 

(98%) 

0.88 (+/- 0.02) 

(45%) 

UAL-P (25%) 
0.55 (+/- 0.06) 

(100%) 

0.68 (+/- 0.07) 

(97%) 

0.88 (+/- 0.01) 

(45%) 

UAL-P (30%) 
0.55 (+/- 0.11) 

(100%) 

0.69 (+/- 0.10) 

(99%) 

0.90 (+/- 0.02) 

(45%) 

UAL-P (35%) 
0.56 (+/- 0.08) 

(100%) 

0.69 (+/- 0.09) 

(100%) 

0.88 (+/- 0.03) 

(46%) 

UAL-P (40%) 
0.57 (+/- 0.13) 

(100%) 

0.69 (+/- 0.03) 

(100%) 

0.89 (+/- 0.02) 

(43%) 
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4.3.2 การเปรยีบเทยีบประสทิธภิาพความแม่นย าบนขอ้มูลแบบสองคลาสระหว่างการเรยีนรูเ้ชงิรกุ
และการเรียนรู้เชิงรับ 

ส าหรับการทดลองในหัวนี้จะเปรียบเทียบประสิทธิภาพของแบบจ าลอง Artificial Neural 
Network หรือ ANN ระหว่างการเรียนรู้เชิงรุกและการเรียนรู้เชิงรับ ในตารางที่ 4.4 โดยใช้ค่าเริ่มต้น
ของแบบจ าลองที่ดีที่สุดของการทดลองที่ 4.3.1 คือ “UAL (100%)” ส าหรับ 3 ชุดข้อมูล จากตาราง
ที่ 4.3  และใช้ Active learning (ANN) เปรียบเทียบกับ Passive learning ด้วยตัวจ าแนกนาอีฟเบย์ 
(NB) เพ่ือนบ้านใกล้ที่สุด K (kNN) ซัพพอร์ตเวกเตอร์แมชชีน (SVM) และต้นไม้ตัดสินใจ (DT) ใน
ตารางที่ 4.5  

จากผลการทดลองตารางที่ 4.4 จะแสดงผลการเปรียบเทียบประสิทธิภาพความแม่นย า
ระหว่างการเรียนรู้เชิงรุกและการเรียนรู้เชิงรับ ตัวจ าแนกที่ใช้คือ ANN ใช้การวัด G-Mean และท า 5 
Fold Cross-Validation บนข้อมูลชุด ADA HIVA และ Protein Homology ซึ่งผลการทดลองที่ได้ 
Active learning จะมีประสิทธิภาพสูงกว่า Passive learning ประมาณ 8%-13% โดยจะน าวิธีการ 
Active learning – UAL (ANN) ในตาราง 4.4 ไปใช้อ้างอิงในผลการทดลองในตารางที่ 4.5 

ตารางที่ 4.4 แสดงการเปรียบเทียบประสิทธิภาพความแม่นย าระหว่างการเรียนรู้เชิงรุกและการ
เรียนรู้เชิงรับ โดยการใช้ตัวจ าแนก ANN และการวัด G-Mean แบบ 5 Fold Cross-Validation 

Data Sets 
Passive learning  

(ANN) 

Active learning - UAL 

(ANN) 

ADA 0.70 (+/- 0.05) 0.78 (+/- 0.03) (100%) 

HIVA 0.56 (+/- 0.08) 0.69 (+/- 0.08) (100%) 

Protein 

Homology 
0.82 (+/- 0.05) 0.92 (+/- 0.01) (40%) 

 
จากผลการทดลองในตารางที่ 4.5 จะแสดงผลการเปรียบเทียบประสิทธิภาพความแม่นย า

ระหว่างการเรียนรู้เชิงรุก (Active learning) ด้วยตัวจ าแนก ANN และการเรียนรู้เชิงรับด้วยตัวจ าแนก 
NB kNN SVM และ DT ซึ่งค่าการวัด G-Mean ของ Active Learn (ANN) จะมีค่าสูงกว่า Passive 
learning ด้วยตัวจ าแนกทั้ง 4 แบบ บน 3 ขุดข้อมูลแบบสองคลาส  
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ตารางที่ 4.5 แสดงการเปรียบเทียบประสิทธิภาพความแม่นย าระหว่างการเรียนรู้เชิงรุกด้วยตัว
จ าแนก ANN และการเรียนรู้เชิงรับด้วยตัวจ าแนก NB kNN SVM และ DT และการวัด G-Mean 

แบบ 5 Fold Cross-Validation 

 

4.3.3 สรุปผลการทดลองการเปรียบเทียบการเรียนรู้เชิงรุกกับการเรียนรู้เชิงรับบนข้อมูลสอง
คลาสขนาดใหญ่และไม่สมดุล 
จากผลการทดลองตารางที่ 4.3 4.4 และ 4.5 สามารถสรุปได้ดังนี้ ส าหรับข้อมูลแบบสอง

คลาสจากตารางที่ 4.1 การเรียนรู้เชิงรุกด้วยตัวจ าแนก ANN เมื่อวัดด้วย G-Mean แบบ 5-Fold 
Cross-Validation ค่าจะสูงกว่าการเรียนรู้เชิงรับด้วยตัวจ าแนก ANN NB kNN SVM และ DT  

Active learning – UAL (ANN) เริ่มจากการสร้างแบบจ าลองเริ่มต้น (Initial Model) ด้วย
วิธีการเลือกตัวอย่างลด (Undersampling) จากคลาสฝ่ายข้างมากสมดุลกับ ตัวอย่างข้อมูล 100% 
ของคลาส ฝ่ายข้างน้อย และใช้งบประมาณส าหรับการเรียนรู้เพ่ิมเติมของแบบจ าลอง และจ านวนใน
การท าซ้ าอยู่ที่ 100 รอบ ส าหรับชุดข้อมูลแบบสองคลาส โดยที่ชุดข้อมูล Protein Homology ใช้
ข้อมูลในการเรียนรู้ 40% ของปริมาณข้อมูลทั้งหมด ส่วนชุดข้อมูล ADA และ HIVA ใช้ข้อมูล 100% 
และทั้งสามชุดข้อมูลมีสิทธิภาพความแม่นย าที่สูงขึ้น โดยขั้นตอนวิธีจะเหมาะกับข้อมูลขนาดใหญ่ที่ไม่
สมดุลมากกว่าข้อมูลขนาดเล็กที่ไม่สมดุล 

Data Sets 

Active 

learning – 

UAL (ANN) 

Passive learning 

NB kNN SVM DT 

ADA 

0.78 
(+/- 0.03) 

(100%) 

0.76 

(+/- 0.02) 

0.64 

(+/- 0.04) 

0.31 

(+/- 0.05) 

0.71 

(+/- 0.04) 

HIVA 

0.69 

(+/- 0.08) 

(100%) 

0.63 

(+/- 0.07) 

0.50 

(+/- 0.14) 

0.56 

(+/- 0.14) 

0.54 

(+/- 0.10) 

Protein 

Homology 

0.92 

(+/- 0.01) 

(40%) 

0.87 

(+/- 0.02) 

0.63 

(+/- 0.05) 

0.63 

(+/- 0.05) 

0.87 

(+/- 0.03) 
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4.3.4 การทดลองการจ าแนกข้อมูลขนาดใหญ่และไม่สมดุลหลายฉลากด้วยนิวรอลเน็ตเวิร์ก 
การทดลองนี้จะแสดงผลการจ าแนกชุดข้อมูล NUS-WIDE จากตารางที่ 4.2 ซึ่งเป็นชุดข้อมูล

แบบหลายฉลากด้วยการเรียนรู้เชิงรุกและการเรียนรู้เชิงรับที่สร้างด้วยตัวจ าแนกนิวรอลเน็ตเวิร์กและ
การเรียนรู้เชิงรับที่สร้างด้วยตัวจ าแนกซัพพอร์ตเวกเตอร์แมชชีน เพ่ือเปรียบเทียบประสิทธิภาพ ซึ่ง
ข้อมูลหลายฉลากที่ใช้ในการทดลอง 4.3.4 จะถูกแบ่งเป็น 3 ส่วน ในปริมาณที่เท่ากันโดยการท า 
Stratify Sampling เพ่ือท าการทดสอบแบบ 3 Fold Cross-Validation และวัดประสิทธิภาพด้วย
ค่าเฉลี่ยไมโคร และค่าเฉลี่ยแมโคร โดยก าหนดพารามิเตอร์ต่างๆ ดังตารางที่ 4.6  

ตารางที่ 4.6 แสดงค่าพารามิเตอร์ของนิวรอลเน็ตเวิร์กส าหรับการเรียนรู้เชิงรับและการเรียนรู้เชิงรุก
บนชุดข้อมูล NUS-WIDE 

ชื่อพารามิเตอร์ ค่าที่ก าหนด 

Activation Function Sigmoid Function 

Hidden Layer 2 ชั้น (450, 450) 
Batch Size 1,000 

Learning Rate 0.001 

Iteration 3,000 

ผลการทดลองการจ าแนกชุดข้อมูล NUS-WIDE ด้วยนิวรอลเน็ตเวิร์ก โดยใช้พารามิเตอร์ดัง
ตารางที่ 4.6 และเปรียบเทียบผลลัพธ์ค่าประสิทธิภาพระหว่างการเรียนรู้เชิงรับและการเรียนเชิงรุกซึ่ง
ใช้วิธีการอ้างอิงจาก 3.1.2 สามารถแสดงผลลัพธ์การทดลองดังตารางที่ 4.7 

ตารางที่ 4.7 แสดงผลการทดลองเปรียบเทียบประสิทธิภาพการจ าแนกชุดข้อมูล NUS-WIDE ระหว่าง
การเรียนรู้เชิงรับด้วยนิวรอลเน็ตเวิร์ก (PL-ANN) การเรียนรู้เชิงรุกด้วยนิวรอลเน็ตเวิร์ก (AL-ANN) 

และการเรียนรู้เชิงรับด้วยซัพพอร์ตเวกเตอร์แมชชีน และมีการท า 3 Fold Cross-Validation วัดด้วย
ค่าเฉลี่ยไมโครและค่าเฉลี่ยแมโคร 

ชื่อเทคนิค ค่าเฉลี่ยไมโคร ค่าเฉลี่ยแมโคร ขนาดข้อมูลที่ใช้ เวลาที่ใช้ 

PL-ANN 
0.3265 

(+/- 0.0042) 
0.1294 

(+/- 0.0047) 
100.00% 

14 ชั่วโมง 
30 นาที 

AL-ANN 
0.3331 

(+/- 0.0007) 
0.1313 

(+/- 0.0024) 
39.27% 

10 ชั่วโมง 
26 นาที 
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ชื่อเทคนิค ค่าเฉลี่ยไมโคร ค่าเฉลี่ยแมโคร ขนาดข้อมูลที่ใช้ เวลาที่ใช้ 

PL-SVM 
0.3698  

(+/- 0.0007) 
0.1866  

(+/- 0.0033) 
100.00% 5 ชั่วโมง 

จากผลการทดลองตารางที่ 4.7 แสดงการเปรียบเทียบสิทธิภาพการจ าแนกชุดข้อมูล NUS-
WIDE ด้วยนิวรอลเน็ตเวิร์กและซัพพอร์ตเวกเตอร์แมชชีน ประสิทธิภาพค่าเฉลี่ยไมโครและแมโครของ 
AL-ANN จะสูงกว่า PL-ANN โดยที่ขนาดข้อมูลและเวลาที่ใช้จะลดลงประมาณ 60 เปอร์เซ็นต์ และ 4 
ชั่วโมง ตามล าดับ อย่างไรก็ตามการจ าแนกด้วยนิวรอลเน็ตเวิร์กเมื่อเทียบกับซัพพอร์ตเวกเตอร์แม
ชชีน (PL-SVM) ค่าเฉลี่ยไมโคร และค่าเฉลี่ยไมโคร มีค่าน้อยกว่าประมาณ 0.03673 และ 0.05532 
ตามล าดับ และเวลาจะใช้มากกว่า 5 ชั่วโมง ดังนั้นจึงท าการทดลองกลยุทธ์เพ่ิมเติมในหัวข้อ 3.2 เพ่ือ
วัดประสิทธิภาพการจ าแนกข้อมูลขนาดใหญ่และไม่สมดุลหลายฉลากด้วยซัพพอร์ตเวกเตอร์แมชชีน
ส าหรับการเรียนรู้เชิงรุก 

4.4 การทดลองเปรียบเทียบการจ าแนกของการเรียนรู้เชิงรุกกับการเรียนรู้เชิงรับด้วยตัวจ าแนก
ซัพพอร์ตเวกเตอร์แมชชีน 

ข้อมูลหลายฉลากที่ใช้ในการทดลอง 4.4 จะถูกแบ่งเป็น 3 ส่วน ในปริมาณที่เท่ากันโดยการ
ท า Stratify Sampling เพ่ือการท าการทดสอบแบบ 3 Fold Cross-Validation ส าหรับการเรียนรู้
เชิงรับ การทดสอบแต่ละ Fold จะแบ่งเป็น ชุดฝึกสอน 70 เปอร์เซ็นต์ และชุดทดสอบ 30 เปอร์เซ็นต์  
การเรียนรู้เชิงรุก แต่ละ Fold จะแบ่งเป็น ชุดฝึกสอน 60 เปอร์เซ็นต์ ชุดตรวจสอบ 10 เปอร์เซ็นต์ 
และชุดทดสอบ 30 เปอร์เซ็นต ์โดยสามารถสรุปได้ดังตารางท่ี 4.8 

ตารางที่ 4.8 การแบ่งข้อมูลเพ่ือวัดประสิทธิภาพแต่ละเทคนิคในเบื้องต้น 
บนชุดข้อมูล NUS-WIDE และ RCV1V2 

ชื่อเทคนิค 
ขนาดชุดฝึกฝน
โดยประมาณ 

ขนาดชุดตรวจสอบ
โดยประมาณ 

ขนาดชุดทดสอบ
โดยประมาณ 

Passive learning 70% - 30% 

Active learning 60% 10% 30% 

 
ในหัวข้อนี้จะท าการทดลองเพ่ิมเติมส าหรับตัวจ าแนกซัพพอร์ตเวกเตอร์แมชชีน โดยการ

เปรียบเทียบประสิทธิภาพระหว่างการเรียนรู้เชิงรุกเทียบกับการเรียนรู้เชิงรับ  โดยจะแบ่งออกเป็น 4
การทดสอบ ดังนี้  
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1) การทดลองเปรียบเทียบประสิทธิภาพการเรียนรู้เชิงรุกกับการเรียนรู้เชิงรับด้วยตัวจ าแนกซัพพอร์ต
เวกเตอร์แมชชีนเบื้องต้นบนชุดข้อมูล NUS-WIDE 
2) การเปรียบเทียบประสิทธิภาพของการเรียนรู้เชิงรุกท้ัง 2 แบบ AL-SVM-SV-R และAL-SVM-SV-N  
3) การวัดประสิทธิภาพการเรียนรู้เชิงรุกด้วย 3 Fold Cross-Validation บนชุดข้อมูล NUS-WIDE 
4) การวัดประสิทธิภาพการเรียนรู้เชิงรุกด้วย 3 Fold Cross-Validation บนชุดข้อมูล RCV1V2  

โดยก าหนดค่าพารามิเตอร์ที่ส าคัญของการใช้สโตแคสติกเกรเดียนเดสเซนท์แบบจ าลอง
เส้นตรงส าหรับใช้ในการเรียนรู้เชิงรุกบนชุดข้อมูล NUS-Wide และ RCV1V2 ดังตารางที่ 4.9 

ตารางที่ 4.9 แสดงค่าพารามิเตอร์ที่ส าคัญของการใช้สโตแคสติกเกรเดียนเดสเซนท์
แบบจ าลองเส้นตรงในการเรียนรู้เริ่มต้นและเรียนรู้เพ่ิมเติมของการเรียนรู้เชิงรุกบนชุดข้อมูล  

NUS-WIDE และ RCV1V2 

ชื่อพารามิเตอร์ ค่าที่ก าหนดของ NUS-WIDE ค่าที่ก าหนดของ RCV1V2 
Loss Function Logistic Logistic 

Learning Rate 0.001 0.001 

Iteration 2,000 2200 

4.4.1 การทดลองเปรยีบเทยีบประสทิธภิาพการเรยีนรูเ้ชงิรกุกบัการเรยีนรูเ้ชงิรบัดว้ยตวัจ าแนกซพั
พอร์ตเวกเตอร์แมชชีนเบื องต้นบนชุดข้อมูล NUS-WIDE 

การทดลองนี้ท าเพ่ือวัตถุประสงค์ในการวัดประสิทธิภาพโดยรวมแต่ละวิธีการในเบื้องต้น การ
เรียนรู้เชิงรับข้อมูลจะมีชุดฝึกฝนและชุดทดสอบเท่านั้น ส่วนการเรียนรู้เชิงรุกจะแบ่งข้อมูลเป็น ชุด
ฝึกฝน ชุดตรวจสอบ และชุดทดสอบ ดังตารางที่ 4.8 ส าหรับการทดลองนี้จะท าบนชุดข้อมูล NUS-
WIDE 

จากผลการทดลองที่ 4.10 แสดงการเปรียบเทียบการทดสอบการเรียนรู้เชิงรุกและการเรียนรู้
เชิงรับด้วยตัวจ าแนกซัพพอร์ตเวกเตอร์แมชชีน โดยมีรายละเอียดเกี่ยวกับเทคนิคดังนี้ 

1) PL-SVM การเรียนรู้เชิงรับด้วยตัวจ าแนกซัพพอร์ตเวกเตอร์แมชชีน 
2) PL-SVM Undersampling (90%) การเรียนรู้เชิงรับด้วยตัวจ าแนกซัพพอร์ตเวกเตอร์  

แมชชีน โดยการลดขนาดข้อมูลคลาสฝั่งข้างมากให้เหลือข้อมูล 90 เปอร์เซ็นต์ ซึ่งจะท า
ทุก Classifier ของการท า One-Versus-All 

3) PL-SVM Selective Representation data การเรียนรู้เชิงรับด้วยตัวจ าแนกซัพพอร์ต
เวกเตอร์แมชชีน โดยการเลือกตัวแทนข้อมูลแล้วท าการสร้างแบบจ าลองโดยใช้ Passive 
learning 
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4) AL-SVM-SV-R การเรียนรู้เชิงรุกด้วยเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพพอร์ตเวกเตอร์
แบบใช้ข้อมูลซ้ า โดยอ้างอิงจากหัวข้อ 3.2.1 

5) AL-SVM-SV-N การเรียนรู้เชิงรุกด้วยเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพพอร์ตเวกเตอร์
แบบไม่ใช้ข้อมูลซ้ า โดยอ้างอิงจากหัวข้อ 3.2.2 

การทดลองในตารางที่ 4.10 แสดงการเปรียบเทียบทั้ง 5 รูปแบบ โดยที่รูปแบบที่ 1 PL-SVM 
จะมีการท า Cost Sensitive ดังรูปที่ 4.1 และ 4.2 ท าให้สามารถท านายคลาสที่มีปริมาณน้อยได้ และ
มีค่าเฉลี่ยแมโครที่สูงที่สุด และใช้เวลามากที่สุดเมื่อเทียบ รูปแบบที่ 3 ที่ใช้เวลาน้อยที่สุด โดยมากกว่า
ประมาณ 1 เท่า ส่วนการเรียนรู้เชิงรุกในรูปแบบที่ 4 AL-SVM-SV-R และรูปแบบที่ 5 AL-SVM-SV-N 
ค่าเฉลี่ยไมโครจะสูงขึ้นเมื่อเที่ยบการเรียนรู้เชิงรับ  

AL-SVM-SV-R ค่าเฉลี่ยไมโครจะสูงที่สุดเมื่อเปรียบเทียบกับการเรียนรู้เชิงรุกแบบที่เหลือ 
และการเรียนรู้เชิงรับ โดยมากกว่าการเรียนรู้เชิงรับ แบบที่ 1 2 และ 3 คือ 0.02733 0.0311 และ 
0.00929 ตามล าดับ ในขณะที่เวลาและขนาดข้อมูลที่ใช้ในการทดสอบลดลงไปประมาณ 20 นาที 
และ 65 เปอร์เซ็นต์ ตามล าดับ เมื่อเปรียบเทียบกับ PL-SVM  

จากทดลองในหัวนี้แสดงว่า การเรียนรู้เชิงรุกทั้ง 2 แบบ คือ AL-SVM-SV-R และ AL-SVM-
SV-N ได้เพ่ิมประสิทธิภาพค่าเฉลี่ยไมโครให้สูงขึ้นเม่ือเทียบกับ PL-SVM อยู่ในช่วง 0.02208-0.02733 
ซึ่งเวลาและขนาดข้อมูลที่ใช้ในการฝึกฝนแบบจ าลองก็ลดลงเมื่อเปรียบเทียบกับการเรียนรู้เชิงรับ  โดย
ที่ AL-SVM-SV-R มีค่าเฉลี่ยไมโครที่ดทีี่สุด อย่างไรก็ตามค่าเฉลี่ยแมโครของการเรียนรู้เชิงรุกก็ลดลงไป
จากเดิม 

ตารางที่ 4.10 แสดงผลการทดลองเปรียบเทียบประสิทธิภาพเบื้องต้นการจ าแนกชุดข้อมูล  
NUS-WIDE ระหว่างการเรียนรู้เชิงรับและการเรียนรู้เชิงรุกด้วยซัพพอร์ตเวกแมชชีน และเบื้องต้นแบ่ง

ข้อมูลเป็นชุดฝึกสอน ชุดตรวจสอบและชุดทดสอบ โดยที่วัดด้วยค่าเฉลี่ยไมโครและค่าเฉลี่ยแมโคร 

ชื่อเทคนิค ค่าเฉลี่ยไมโคร ค่าเฉลี่ยแมโคร ขนาดข้อมูลที่ใช้ เวลาที่ใช้ 

PL-SVM 0.3695 0.1852 100.00% 
1 ชั่วโมง 
42 นาที 

PL-SVM  
Undersampling  (90%) 

0.3657 0.1828 90.00% 
1 ชั่วโมง 
18 นาที 

PL-SVM 
Selective Representation 
data 

0.3875 0.1829 26.16% 52 นาที 



 

 

39 

ชื่อเทคนิค ค่าเฉลี่ยไมโคร ค่าเฉลี่ยแมโคร ขนาดข้อมูลที่ใช้ เวลาที่ใช้ 

AL-SVM-SV-R 0.3968 0.1803 33.64% 
1 ชั่วโมง 
20 นาที 

AL-SVM-SV-N 0.3915 0.1819 27.39% 59 นาที 

 

 

รูปที่ 4.1 การท าคอสท์เซนซิทีฟ (Cost Sensitive) ของ PL-SVM เพ่ือให้แบบจ าลองสามารถ
ท านายคลาสที่มีข้อมูลปริมาณน้อยได้หรือแก้ไขปัญหาไม่สมดุลของคลาส (Label0-Label40) 

 

รูปที่ 4.2 การท าคอสท์เซนซิทีฟ (Cost Sensitive) ของ PL-SVM เพ่ือให้แบบจ าลองสามารถ
ท านายคลาสที่มีข้อมูลปริมาณน้อยได้หรือแก้ไขปัญหาไม่สมดุลของคลาส (Label41-Label80) 
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4.4.2 การเปรียบเทียบประสิทธิภาพของการเรียนรู้เชิงรุกทั ง 2 แบบ AL-SVM-SV-R และ 
AL-SVM-SV-N 

จากผลการทดลองการเปรียบเทียบประสิทธิภาพของการเรียนรู้เชิงรุกทั้ง 2 แบบ อ้างอิงจาก
ตารางที่ 4.10 โดยค่าเฉลี่ยไมโครของ AL-SVM-SV-R จะมีค่าที่สูงกว่า AL-SVM-SV-N โดยที่เมื่อ
เปรียบเทียบการเรียนรู้เชิงรุกแต่ละแบบเพ่ิมเติมด้วยการวัดค่าประสิทธิภาพ F1 แยกแต่ละ Classifier 
ของการท า One-Vs-All พบว่าภาพโดยรวมจากผลการทดลอง ดังตารางที่ 4.11 รูปที่ 4.3 4.4 และ 
4.5 AL-SVM-SV-R จะท าได้ดีกว่า AL-SVM-SV-N เมื่อพิจารณาจากข้อมูลการเรียนรู้เริ่มต้นและการ
เรียนรู้เพิ่มเติมถึงจ านวนรอบทั้งหมดและรอบที่ดีที่สุดของการวัดค่าประสิทธิภาพ F1 บนชุดตรวจสอบ
ของการเรียนรู้เชิงรุกทั้ง 2 รูปแบบ ดังรูปที่ 4.4 และ 4.5 แสดงการเปรียบเทียบจ านวนรอบของการ
เรียนรู้เพิ่มเติมของการเรียนรู้เชิงรุกท้ัง 2 รูปแบบ 

 การเรียนรู้เชิงรุก AL-SVM-SV-R จะมีการเรียนรู้เพ่ิมเติมที่มีจ านวนรอบการเรียนรู้ที่มากกว่า 
AL-SVM-SV-N ในแต่ละคลาส (ดูจากจ านวนรอบทั้งหมด และจ านวนรอบที่ดีที่สุดที่มีการเรียนรู้
เพ่ิมเติม) และรอบที่ดีที่สุดที่หยุดที่แบบจ าลองเริ่มต้นของแต่ละคลาสจะมีจ านวนน้อยกว่า โดย AL-
SVM-SV-R และ AL-SVM-SV-N จะมีรอบที่ดีที่สุดที่หยุดที่แบบจ าลองเริ่มต้นจ านวน 30 คลาส และ 
44 คลาส ตามล าดับ จากข้อมูลของผลการทดลองแสดงว่า AL-SVM-SV-R สามารถเรียนรู้เพ่ิมเติมได้
ดีกว่า AL-SVM-SV-N  อย่างไรก็ตามเมื่อพิจารณาผลเปรียบเทียบดังตารางที่ 4.12 บนชุดข้อมูล
ทดสอบจากค่า F1 ของจ านวนคลาสชนะ AL-SVM-SV-N จะมีจ านวนมากกว่า AL-SVM-SV-R ถึง 11 
คลาส 

ตารางที ่4.11 แสดงผลการทดลองเปรียบเทียบประสิทธิภาพการจ าแนกชุดข้อมูล NUS-WIDE โดย
เปรียบเทียบการเรียนรู้ของแบบจ าลองบนชุดตรวจสอบของการเรียนรู้เชิงรุกท้ัง 2 แบบ 

ชื่อเทคนิค 
ค่า F1ของรอบท่ีดีที่สุดเป็น

แบบจ าลองเริ่มต้น (จ านวนคลาส) 
ค่า F1 ของรอบท่ีดีที่สุดไม่ใช่

แบบจ าลองเริ่มต้น (จ านวนคลาส) 

AL-SVM-SV-R 30 51 

AL-SVM-SV-N 44 37 
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ตารางที่ 4.12 แสดงผลการทดลองเปรียบเทียบประสิทธิภาพการจ าแนกชุดข้อมูล NUS-WIDE โดย
เปรียบเทียบค่า F1 บนชุดทดสอบของทุกคลาส ของการเรียนรู้เชิงรุกท้ัง 2 แบบ 

ชื่อเทคนิค 
ค่าเฉลี่ย 

F1 
ค่าต่ าสุด 

F1 
ค่าสูงสุด 

F1 

ค่า
เบี่ยงเบน
มาตรฐาน 

จ านวน
คลาส
ชนะ 

จ านวน
คลาส
แพ้ 

จ านวน
คลาส
เสมอ 

AL-SVM-SV-R 0.1803 0.0029 0.6566 0.1327 33 44 4 

AL-SVM-SV-N 0.1819 0.0175 0.6558 0.1318 44 33 4 

 

 

รูปที่ 4.3 แสดงการเปรียบเทียบค่าประสิทธิภาพ F1 แต่ละ Classifier ของการท า  
One-Versus-All ของการเรียนรู้เชิงรุก 2 รูปแบบ (Label0-Label80) 
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รูปที่ 4.4 แสดงการเปรียบเทียบจ านวนรอบของการเรียนรู้เพ่ิมเติมของการเรียนรู้เชิงรุกทั้ง 2 รูปแบบ 
(Label0-Label60) 
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รูปที่ 4.5 แสดงการเปรียบเทียบจ านวนรอบของการเรียนรู้เพ่ิมเติมของการเรียนรู้เชิงรุกทั้ง 2 รูปแบบ 
(Label61-Label80) 

4.4.3 การวัดประสิทธิภาพของการเรียนรู้เชิงรุกด้วย 3 Fold Cross-Validation บนชุดข้อมูล 
NUS-WIDE 

การทดลองหัวข้อนี้จะน าเทคนิคที่วัดประสิทธิภาพได้ผลการทดลองจากหัวข้อ 4.4.1 อ้างอิง
ตารางที่ 4.10  ที่มีผลค่าเฉลี่ยไมโครและค่าเฉลี่ยแมโครดีที่สุด คือ AL-SVM-SV-R และ PL-SVM 
ตามล าดับ นอกเหนือจากนั้นได้เลือก AL-SVM-SV-N เพ่ิมเติมเพ่ือน ามาท าการทดลองในการวัด
ประสิทธิภาพการจ าแนกข้อมูลแบบ 3 Fold Cross-Validation บนชุดข้อมูล NUS-WIDE และวัดด้วย
ค่าเฉลี่ยไมโครและค่าเฉลี่ยแมโคร ดังตารางที่ 4.11 

จากผลการทดลองในหัวข้อนี้สามารถสรุปได้ว่า ประสิทธิภาพการวัดจากการท า 3 Fold 
Cross-Validation บนชุดข้อมูล NUS-Wide ค่าเฉลี่ยไมโครของเทคนิค AL-SVM-SV-R มีค่าสูงสุด
และมีค่ามากกว่า PL-SVM, AL-SVM-SV-N อยู่ประมาณ 0.02679 และ 0.00397 ตามล าดับ ค่าเฉลี่ย
แมโครของเทคนิค PL-SVM มีค่าสูงสุดและมีค่ามากกว่า  AL-SVM-SV-R และ AL-SVM-SV-N อยู่
ประมาณ 0.00396 และ 0.0033 ตามล าดับ ส าหรับประสิทธิภาพเรื่องจ านวนขนาดข้อมูลและเวลาที่
ใช้สร้างแบบจ าลองบนชุดข้อมูล NUS-WIDE การเรียนรู้เชิงรุกทั้ง 2 รูปแบบ ใช้ขนาดข้อมูลและเวลา
น้อยกว่าการเรียนรู้เชิงรับ โดยขนาดข้อมูลใช้ลดลงประมาณ 65% และใช้เวลาลดลงประมาณ 1 
ชั่วโมง 
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ตารางที่ 4.13 แสดงผลการทดลองเปรียบเทียบประสิทธิภาพการจ าแนกชุดข้อมูล NUS-WIDE 
ระหว่างการเรียนรู้เชิงรับและการเรียนรู้เชิงรับด้วยซัพพอร์ตเวกเตอร์แมชชีน และมีการท า 3 Fold 

Cross-Validation วัดด้วยค่าเฉลี่ยไมโครและค่าเฉลี่ยแมโคร 

ชื่อเทคนิค ค่าเฉลี่ยไมโคร ค่าเฉลี่ยแมโคร ขนาดข้อมูลที่ใช้ เวลาที่ใช้ 

PL-SVM 
0.3698  

(+/- 0.0007) 
0.1866  

(+/- 0.0033) 
100.00% 5 ชั่วโมง 

AL-SVM-SV-R 
0.3966  

(+/- 0.0014) 
0.1827  

(+/- 0.0041) 
33.79% 

3 ชั่วโมง 
52 นาที 

AL-SVM-SV-N 
0.3926  

(+/- 0.0013) 
0.1833  

(+/- 0.0040) 
27.38% 

2 ชั่วโมง 
50 นาที 

4.4.4 การวัดประสิทธิภาพการเรียนรู้เชิงรุกด้วย 3 Fold Cross-Validation บนชุดข้อมูล 
RCV1V2 

ในการทดลองนี้จะน าผลจากการทดลองที่ 4.4.2 การเรียนรู้เชิงรุกกลยุทธ์ AL-SVM-SV-R ที่มี
ประสิทธิภาพในการเรียนรู้เพ่ิมเติมจากชุดข้อมูลตรวจสอบ มาท าการทดลองเพ่ิมเติมในชุดข้อมูล 
RCV1V2  จากผลการทดลองตารางที่ 4.12 การวัดประสิทธิภาพการเรียนรู้เชิงรุกด้วย 3 Fold Cross- 
Validation เมื่อเปรียบเทียบกับ PL-SVM ได้ผลดังนี้คือ ค่าเฉลี่ยไมโครและแมโครของกลยุทธ์ที่
น าเสนอเพ่ือเปรียบเทียบการเรียนรู้เชิงรับจะน้อยกว่าประมาณ 0.01804 และ 0.04798 ตามล าดับ 
และใช้เวลามากกว่าประมาณ 14 ชั่วโมง สาเหตุที่ PL-SVM ใช้เวลาน้อยกว่ากลยุทธ์ที่น าเสนอไปมาก
เนื่องจากข้อมูลถูกจัดเก็บอยู่ในรูปแบบ Sparse Matrix ส่วนกลยุทธ์การเรียนรู้เชิงรุกท่ีน าเสนอต้องท า
กระบวนการเลือกข้อมูลเพ่ิมเติมเพ่ือเรียนรู้ผ่านการจัดเก็บข้อมูลแบบอะเรย์ (array) โดยข้อมูลที่ใช้ใน
การเรียนรู้เชิงรุกจะน้อยกว่าการเรียนรู้เชิงรับอยู่ประมาณ 60 เปอร์เซ็นต์ 
ตารางที่ 4.14 แสดงผลการทดลองเปรียบเทียบประสิทธิภาพการจ าแนกชุดข้อมูล RCV1V2 ระหว่าง
การเรียนรู้เชิงรุกและการเรียนรู้เชิงรับด้วยซัพพอร์ตเวกเตอร์แมชชีน และมีการท า 3 Fold Cross- 

Validation วัดด้วยค่าเฉลี่ยไมโครและค่าเฉลี่ยแมโคร 

ชื่อเทคนิค ค่าเฉลี่ยไมโคร ค่าเฉลี่ยแมโคร ขนาดข้อมูลที่ใช้ เวลาที่ใช้ 

PL-SVM 
0.8181  

(+/- 0.0005) 
0.6999  

(+/- 0.0031) 
100.00% 

1 ชั่วโมง 
30 นาที 

AL-SVM-SV-R 
0.8001  

(+/- 0.0008) 
0.6520  

(+/- 0.0033) 
32.13% 

14 ชั่วโมง 
40 นาที 
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บทที ่5 
สรุปการวิจัยและแนวทางการวิจัยในขั นถัดไป 

5.1 สรุปการวิจัย 
วิทยานิพนธ์ชิ้นนี้ได้น าเสนอการจ าแนกโดยใช้การเรียนรู้เชิงรุกบนชุดข้อมูลขนาดใหญ่ โดยที่

ในปัจจุบันข้อมูลมีความซับซ้อนและมีความหลากหลายมากขึ้น ซึ่งข้อมูลหนึ่งตัวอย่างสามารถเป็นได้
มากกว่าหนึ่งคลาส และข้อมูลมักจะมีขนาดใหญ่และเพ่ิมขึ้นมหาศาล นอกจากนั้นข้อมูลแบบหลาย
ฉลากมักจะมีความไม่สมดุลระหว่างคลาส จึงได้น าเสนอเทคนิคคอสท์เซนซิทีฟเพ่ิมเติมมาช่วยแก้ไข
ปัญหาความไม่สมดุลของข้อมูลประเภทนี้ด้วย วิทยานิพนธ์ฉบับนี้มุ่งเน้นที่ข้อมูลแบบหลายฉลาก จึง
น าเสนอการจ าแนกแบบหลายฉลากโดยใช้การเรียนรู้เชิงรุกบนชุดข้อมูลขนาดใหญ่และไม่สมดุล เพ่ือ
เปรียบเทียบประสิทธิภาพความแม่นย ากับการเรียนรู้เชิงรับ โดยจะใช้ตัวจ าแนกซัพพอร์ตเวกเตอร์  
แมชชีน และนิวรอลเน็ตเวิร์ก 

จากการทดลองการเปรียบเทียบประสิทธิภาพของการเรียนรู้เชิงรุกและการเรียนรู้เชิงรับเมื่อ
สร้างด้วยตัวจ าแนกนิวรอลเน็ตเวิร์ก  ส าหรับบนข้อมูลสองคลาสที่ใช้ในงานวิจัยชิ้นนี้ เมื่อวัด
ประสิทธิภาพด้วยตัววัดจีมีน ผลจากการทดลองค่าจีมีนของการเรียนรู้เชิงรุกจะสูงกว่าการเรียนรู้เชิง
รับ และส าหรับบนชุดข้อมูลหลายฉลาก เมื่อวัดประสิทธิภาพด้วยค่าเฉลี่ยไมโครและค่าเฉลี่ยแมโคร 
ผลจากการทดลอง การเรียนรู้เชิงรุกจะมีค่าเฉลี่ยไมโครและค่าเฉลี่ยแมโครที่สูงกว่าการเรียนรู้เชิงรับ
และใช้ขนาดข้อมูลในการเรียนรู้และเวลาที่น้อยกว่า อย่างไรก็ตามเม่ือเปรียบเทียบระหว่างแบบจ าลอง
ที่สร้างด้วยตัวจ าแนกนิวรอลเน็ตเวิร์กและตัวจ าแนกซัพพอร์ตเวกเตอร์แมชชีนจะพบว่า ประสิทธิภาพ
การวัดด้วยค่าเฉลี่ยไมโครและแมโครและเวลาของแบบจ าลองที่สร้างด้วยตัวจ าแนกนิวรอลเน็ตเวิร์กมี
ประสิทธิภาพที่ต่ ากว่าแบบจ าลองที่สร้างด้วยตัวจ าแนกซัพพอร์ตเวกเตอร์แมชชีนค่อนข้างมาก  

จากผลการทดลองในข้างต้นจึงเป็นที่มาของการทดลองเพ่ิมเติมส าหรับการเรียนรู้เชิงรุกที่
สร้างแบบจ าลองด้วยซัพพอร์ตเวกเตอร์แมชชีน โดยบนชุดข้อมูลหลายฉลาก โดยที่ได้มีน าเสนอกล
ยุทธ์เพ่ิมเติมสองกลยุทธ์ ได้แก่ การเลือกข้อมูลไม่มั่นใจแบบไม่ใช้ซ้ าบนซัพพอร์ตเวกเตอร์ (AL-SVM-
SV-N) และการเรียนรู้เชิงรุกด้วยเอสวีเอ็มเลือกข้อมูลไม่มั่นใจบนซัพพอร์ตเวกเตอร์แบบใช้ข้อมูลซ้ า  
(AL-SVM-SV-R) เมื่อท าการทดลองเปรียบเทียบประสิทธิภาพระหว่างการเรียนรู้เชิงรุกทั้งสองกลยุทธ์
และการเรียนรู้เชิงรับที่สร้างด้วยตัวจ าแนกซัพพอร์ตเวกเตอร์แมชชีน ประสิทธิภาพที่ได้ใกล้เคียงกับ
การเรียนรู้เชิงรับหรือด้อยกว่าเล็กน้อย แต่ขนาดข้อมูลที่ใช้ในการเรียนรู้จะน้อยกว่า 60% และกลยุทธ์ 
AL-SVM-SV-R จะมีเรียนรู้เพิ่มเติมได้ดีกว่ากลยุทธ์ AL-SVM-SV-N จากผลการทดลอง 
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5.2 แนวทางการวิจัยในขั นถัดไป 
แนวทางในการวิจัยในขั้นถัดไปของงาน มีดังนี้  
1) ทดสอบกับข้อมูลขนาดใหญ่ที่มีมากข้ึนเพ่ิมเติม เพ่ือเปรียบเทียบดูประสิทธิภาพของวิธีการ

ที่ได้น าเสนอไปเมื่อท าการทดลองกับข้อมูลที่มีขนาดใหญ่มากกว่า 1,000,000 ตัวอย่าง
ข้อมูล 

2) การน าการเรียนรู้เชิงรุกมาใช้ในการช่วยลดการติดฉลากจากผู้เชี่ยวชาญให้กับข้อมูลที่ไม่มี
ผลเฉลย ซึ่งเป็นอีกแนวทางหนึ่งที่จะปรับกลยุทธ์การเรียนรู้เชิงรุกที่น าเสนอไปท าการ
ทดลองกับข้อมูลที่ไม่มีผลเฉลยเพ่ิมเติม เพ่ือให้เกิดคุณค่าของงานวิจัยที่น าเสนอไป
เพ่ิมข้ึนจากเดิม 
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ภาคผนวก ก 
รายละเอียดของชุดข้อมูลแบบหลายฉลาก NUS-WIDE 

 

รูปที่ ก.1 แสดงจ านวนข้อมูลของแต่ละคลาสของชุดข้อมูล NUS-WIDE 
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ตารางที่ ก.1 แสดงค่าทางสถิติของจ านวนข้อมูลแต่ละคลาสของข้อมูล NUS-WIDE 

ค่าเฉลี่ย ค่าเบี่ยงเบนมาตรฐาน ค่าสูงสุด ค่าต่ าสุด 

6,220.34 12,559.51 74,190.00 60.00 

 
 

ตารางที่ ก.2 แสดงรายละเอียดจ านวนข้อมูลแต่ละคลาสของชุดข้อมูล NUS-WIDE 

คลาส Label0 Label1 Label2 Label3 Label4 Label5 

จ านวนข้อมูล 864 33,887 5,239 1,271 3,780 4,038 

คลาส Label6 Label7 Label8 Label9 Label10 Label11 

จ านวนข้อมูล 338 2,337 17,835 1,612 537 2,376 

คลาส Label12 Label13 Label14 Label15 Label16 Label17 

จ านวนข้อมูล 2,236 54,087 591 1,601 830 841 

คลาส Label18 Label19 Label20 Label21 Label22 Label23 

จ านวนข้อมูล 2,504 63 832 1,114 1,681 386 

คลาส Label24 Label25 Label26 Label27 Label28 Label29 

จ านวนข้อมูล 8,605 2,685 668 1,149 2,929 504 

คลาส Label30 Label31 Label32 Label33 Label34 Label35 

จ านวนข้อมูล 22,561 541 1,748 3,916 13,392 1,821 

คลาส Label36 Label37 Label38 Label39 Label40 Label41 

จ านวนข้อมูล 60 3,340 941 5,099 3,925 11,307 

คลาส Label42 Label43 Label44 Label45 Label46 Label47 

จ านวนข้อมูล 51,577 2,663 14,345 1,392 845 1,023 

คลาส Label48 Label49 Label50 Label51 Label52 Label53 

จ านวนข้อมูล 420 7,875 9,524 6,327 484 2,114 

คลาส Label54 Label55 Label56 Label57 Label58 Label59 

จ านวนข้อมูล 1,483 74,190 5,404 152 1,810 995 
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คลาส Label60 Label61 Label62 Label63 Label64 Label65 

จ านวนข้อมูล 2,556 3,645 8,418 193 495 426 

คลาส Label66 Label67 Label68 Label69 Label70 Label71 

จ านวนข้อมูล 1,666 710 2,683 2,344 2,770 951 

คลาส Label72 Label73 Label74 Label75 Label76 Label77 

จ านวนข้อมูล 5,352 3,843 6,099 35,264 627 1,353 

คลาส Label78 Label79 Label80    

จ านวนข้อมูล 399 15,051 309    
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ภาคผนวก ข 
รายละเอียดของชุดข้อมูลแบบหลายฉลาก RCV1V2 

 
รูปที่ ข.1 แสดงจ านวนข้อมูลของแต่ละคลาสของชุดข้อมูล RCV1V2 
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ตารางที่ ข.1 แสดงค่าทางสถิติของจ านวนข้อมูลแต่ละคลาสของข้อมูล RCV1V2 

ค่าเฉลี่ย ค่าเบี่ยงเบนมาตราฐาน ค่าสูงสุด ค่าต่ าสุด 

23,565.33 49,096.19 381,327.00 5.00 

 
 

ตารางที่ ข.2 แสดงจ านวนข้อมูลแต่ละคลาสของชุดข้อมูล RCV1V2 

คลาส Label0 Label1 Label2 Label3 Label4 Label5 

จ านวนข้อมูล 24,325 11,944 37,410 7,410 151,785 81,890 

คลาส Label6 Label7 Label8 Label9 Label10 Label11 

จ านวนข้อมูล 23,211 73,092 1,920 42,155 18,313 11,487 

คลาส Label12 Label13 Label14 Label15 Label16 Label17 

จ านวนข้อมูล 2,636 5,871 52,817 43,374 4,671 7,406 

คลาส Label18 Label19 Label20 Label21 Label22 Label23 

จ านวนข้อมูล 25,403 6,119 2,625 32,153 40,509 4,299 

คลาส Label24 Label25 Label26 Label27 Label28 Label29 

จ านวนข้อมูล 6,648 1,115 2,084 15,332 1,210 4,835 

คลาส Label30 Label31 Label32 Label33 Label34 Label35 

จ านวนข้อมูล 11,355 10,272 11,878 381,327 8,568 27,100 

คลาส Label36 Label37 Label38 Label39 Label40 Label41 

จ านวนข้อมูล 2,182 6,603 5,659 939 2,177 376 

คลาส Label42 Label43 Label44 Label45 Label46 Label47 

จ านวนข้อมูล 200 1,206 43,130 15,768 27,405 2,415 

คลาส Label48 Label49 Label50 Label51 Label52 Label53 

จ านวนข้อมูล 1,701 52 111 17,035 2,136 21,280 

คลาส Label54 Label55 Label56 Label57 Label58 Label59 

จ านวนข้อมูล 2,933 12,634 2,290 391 5,268 119,920 
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คลาส Label60 Label61 Label62 Label63 Label64 Label65 

จ านวนข้อมูล 20,672 3,307 2,107 2,360 8,404 2,124 

คลาส Label66 Label67 Label68 Label69 Label70 Label71 

จ านวนข้อมูล 260 2,036 4,300 40 239,267 32,219 

คลาส Label72 Label73 Label74 Label75 Label76 Label77 

จ านวนข้อมูล 8,842 37,739 8,657 3,801 6,261 313 

คลาส Label78 Label79 Label80 Label81 Label82 Label83 

จ านวนข้อมูล 6,030 17,241 5 844 2,802 56,878 

คลาส Label84 Label85 Label86 Label87 Label88 Label89 

จ านวนข้อมูล 5,498 2,849 2,410 35,317 680 32,615 

คลาส Label90 Label91 Label92 Label93 Label94 Label95 

จ านวนข้อมูล 11,532 3,878 1,869 48,696 26,036 53,634 

คลาส Label96 Label97 Label98 Label99 Label100  
จ านวนข้อมูล 28,185 26,752 85,440 47,708 12,130  
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