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บทคัดย่อภาษาไทย 
 วิชยะ ศิริพบพร : การจำแนกรูปภาพเชิงความหมายของภาพติ่งเนื้อชนิดเซลล์แบ่งตัว

แบบผิดปกติในกระเพาะอาหารตามเวลาจริงโดยใช้กระบวนการการเรียนรู้เชิงลึก. ( 
Real-Time Gastric Intestinal Metaplasia Semantic Segmentation Using Deep 
Learning Approach) อ.ที่ปรึกษาหลัก : ผศ. ดร.พีรพล เวทีกูล 

  
ติ่งเนื้อชนิดเซลล์แบ่งตัวแบบผิดปกติในกระเพาะอาหารจัดอยู่ในประเภทรอยโรคชนิด

หนึ่ง เนื่องจากรอยโรคชนิดนี้ตรวจพบได้ยาก ทำให้บ่อยครั้งทีมแพทย์มักจะตรวจไม่พบ และมี
โอกาสสูงที่จะพัฒนากลายเป็นมะเร็งกระเพาะอาหาร ในปัจจุบัน กระบวนการการเรียนรู้เชิงลึกนั้น 
ไม่สามารถตรวจจับบริเวณท่ีเป็นตามเวลาจริงได้ ทำให้งานวิจัยส่วนใหญ่จะตรวจหลังจากทำหัถการ 
ทางผู้จัดทำ จึงเสนอแนวทางในการทำโมเดลใหม่ โดยเน้นไปที่การใช้งานตามเวลาจริง โดยนำ
ภาพถ่ายรอยโรคความละเอียดสูง 802 ภาพ จากศูนย์ส่องกล้องโรงพยาบาลจุฬาลงกรณ์ มาทำการ
ปรับปรุงโมเดล BiSeNet จากงานแข่งขัน โดยเพิ่มเทคนิคเพื่อช่วยเพิ่มความแม่นยำของโมเดล โดย
การใช้การเรียนรู้แบบโอนถ่ายจากภาพการส่องกล้องทางเดินอาหารส่วนล่าง ใช้การปรับภาพแคลช
เพ่ือช่วยเพิ่มรายละเอียดของภาพ และใช้การเพิ่มข้อมูลเพื่อให้โมเดลมีความแม่นยำโดยที่มีภาพ
จำนวนน้อย โดยโมเดลที่ถูกปรับปรุงของผู้จัดทำนั้น สามารถรองรับการใช้งานจริงได้ โดยมีการ
ประมวลผลอยู่ที่ 31.53 เฟรมต่อวินาจึงสาที และสามารถทำนายภาพที่มีรอยโรคได้แม่นยำถึงร้อย
ละ 93 ดั้งนั้น โมเดลของผู้จัดทำ จึงสามารถใช้งานได้ระหว่างการทำหัตถการ และสามารถทำนาย
รอยโรคได้แม่นยำใกล้เคียงกับโมเดลยอดนิยม ในตลาดปัจจุบัน 

 

สาขาวิชา วิทยาศาสตร์คอมพิวเตอร์ ลายมือชื่อนิสิต ................................................ 
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 ง 
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Esophagogastroduodenoscopy 
 Vitchaya Siripoppohn : Real-Time Gastric Intestinal Metaplasia Semantic 

Segmentation Using Deep Learning Approach. Advisor: Asst. Prof. PEERAPON 
VATEEKUL 

  
Gastric intestinal metaplasia (GIM) is a premalignant lesion that is difficult to 

detect and has a high chance to evolve to gastric cancer diseases. Now, deep 
learning approach failed to detect GIM lesion in real-time due to slow inference 
speed. Then, most of the paper in GIM is focus on post-surgery. We proposed the 
new model adapted from real-time competition "BiSeNet" trained by 802 GIM images 
and its label from Chulalongkorn Hospital. With 3 techniques, transfer learning from 
lower gastrointestinal tract image, CLAHE pre-processing, and data augmentation, the 
model can perform real-time environment with 31.53 frames per second and can 
predict with 93% highest sensitivity. Thus, our BiSeNet model can perform in real-
time with high accuracy equivalent to the baseline model in the market. 
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บทที่ 1 
บทนำ 

 

1.1 ที่มาและความสำคัญของปัญหา 
ติ่งเนื้อชนิดเซลล์แบ่งตัวแบบผิดปกติในกระเพาะอาหาร (Gastric intestinal metaplasia, 

GIM) คือการเปลี่ยนแปลงลักษณะของเยื่อบุกระเพาะอาหาร ไปเป็นลักษณะของเยื่อบุลำไส้เล็ก ถือว่า
เป็นรอยโรคก่อนมะเร็งชนิดหนึ่ง (Premalignant lesion) ที่มีความเสี่ยงในการเกิดมะเร็งในกระเพาะ
อาหาร [1] ในการทำหัตถการการส่องกล้อง การตรวจจับรอยโรคชนิดนี้จะแตกต่างจากการตรวจจับ
ติ่งเนื้อในลำไส้ เนื่องจากรอยโรคจะมีความไม่ชัดเจนของขอบเขตที่เป็น ทำให้หลุดรอดจากการ
ตรวจจับได้ง่ายกว่าเมื่อเปรียบเทียบกับก้อนติ่งเนื้อที่มีรูปทรงชัดเจน การทำหัตถการการโดยใช้กล้อง
แสงขาว (White-light endoscopy, WLE) เพียงอย่างเดียวอาจทำให้แพทย์ฝึกหัดนั้นพลาดในการ
ตรวจจับบริเวณที่เกิดโรคได้ [2-4] ในส่วนของเทคนิคด้านการส่องกล้อง ได้มีการประยุกต์วิธีการต่าง 
ๆ เพื่อเพิ่มความสามารถในการตรวจจับรอยโรค เช่น โปรโตคอลการตรวจชิ้นเนื้อแบบสุ่มหลายตัว 
(Multiple random biopsy protocol, Sydney protocol) [5] และการปรับปรุงภาพส่องกล้องวิธี
ต่าง ๆ (Image-enhanced endoscopy, IEE) ตัวอย่างเช่น โหมดแสงมืด (Narrow-band image, 
NBI), การปร ับปร ุ งส ี ของภาพตามส เปกตร ั มย ืดหย ุ ่ น  ( Flexible spectral imaging color 
enhancement, FICE), I-SCAN และ การถ ่ายภาพด ้วยคอนโฟคอลเลเซอร ์ (Confocal laser 
imaging) [6-8] โดยทั่วไป การทำโปรโตคอลการตรวจชิ้นเนื้อแบบสุ่มหลายตัวนั้นจะมีค่าใช้จ่ายที่สูง
มาก การปรับปรุงภาพส่องกล้องจึงเป็นที่นิยมกว่า เนื่องจากใช้เวลาที่น้อยกว่าในการฝึกสอนนักส่อง
กล้องให้มีความชำนาญในการตรวจจับบริเวณท่ีผิดปกติในกระเพาะอาหาร  

 
ในทางวิศวกรรมศาสตร์ โมเดลการเรียนรู้เชิงลึก (Deep learning model, DLM) ได้เข้ามามี

บทบาทในงานด้วนการแพทย์เป็นอย่างมาก โมเดลที่ได้รับความนิยมในการส่องกล้องทางเดินอาหาร
ส่วนบนนั้น จะเป็นโมเดลที่ทำหน้าที่ตรวจจับ (Detection) และการจำแนกรูปภาพเชิงความหมาย 
(Segmentation) บริเวณที่เป็นรอยโรคมะเร็งกระเพาะอาหารเป็นหลัก [9, 10] ในบรรดาโมเดล
ทั้งหมด ณ. ปัจจุบัน โมเดล DeepLabV3+ [11] และ U-Net [12] ถูกจัดให้เป็นโมเดล State-of-the-
art สำหรับโมเดลการจำแนกภาพในงานทางการแพทย์ อย่างไรก็ตาม โมเดลเหล่านี้ไม่สามารถทำงาน
ได้ตามเวลาจริงที ่ต้องการการประมวลผลของโมเดล มากกว่า 25 เฟรมต่อวินาที (Frame per 
second, FPS) [13] เนื่องจากการทำงานของโมเดลการจำแนกรูปภาพเชิงความหมายนั้น จำเป็น
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จะต้องใช้การคำนวณจำนวนมากในภาพถ่ายความละเอียดสูง เป็นเหตุให้ภาพจากกล้องส่องเกิดความ
เหลื่อมล้ำระหว่างเฟรมของภาพ นำมาซึ่งอาการกระตุกในขณะทำหัตถการการส่องกล้อง 

 
ในปัจจุบัน การนำโมเดลมาใช้งานจริง ยังเกิดปัญหาการหน่วงของภาพอยู่มาก โดยผลวิจัย

ของ Rodriguez Diaz ที ่ประยุกต์ DeepLabV3+ ในการจำแนกติ ่งเนื ้อในลำไส้ ได้ผลลัพธ์การ
ประมวลผลของโมเดลเพียงแค่ 10 เฟรมต่อวินาที [14], เช่นเดียวกันกับในงานของ Wang ที่ประยุกต์ 
DeepLabV3+ กับภาพรอยโรคในกระเพาะอาหาร ได้ผลลัพธ์การประมวลผลของโมเดลเพียง 12 
เฟรมต่อวินาที [15], ส่วนในงานของ Sun ที่ประยุกต์ U-Net ได้ผลลัพธ์การประมวลผลของภาพ
ทดสอบความละเอียด 384x288 จุดสี ของโมเดลเพียง 22 เฟรมต่อวินาที [16] และอ้างอิงจากผลการ
ทดลองเบื้องต้นของโมเดล U-Net ของผู้วิจัย เมื่อทดสอบบนชุดทดสอบของโรงพยาบาลจุฬา ที่มี
ขนาด 1920x1080 จุดสีนั้น จะได้ผลลัพธ์การประมวลผลของโมเดลเพียงแค่ 3 เฟรมต่อวินาที ซึ่งไม่
เพียงพอต่อการใช้งานตามเวลาจริง และปัญหาที่เกิดจากจำนวนภาพที่มีน้อย ทำให้โมเดลการจำแนก
รูปภาพเชิงความหมายบริเวณที่เป็นรอยโรคได้ไม่ดีมาก ดังนั้น การเพิ่มเทคนิคต่าง ๆ เพื่อเพิ่มความ
แม่นยำนอกเหนือจากการปรับปรุงโมเดล เช่น การเรียนรู้แบบโอนถ่าย [17], การปรับปรุงภาพ และ
การเพ่ิมข้อมูล จึงมีความสำคัญ และช่วยเพิ่มความแม่นยำของโมเดล 

 

 

ภาพที่ 1 ภาพจากการทำหัตถการการส่องกล้องทางเดินอาหารส่วนบนโดยใช้แสงขาว 
 

วิทยานิพนธ์นี้มุ่งหวังที่จะปรับปรุงโมเดลการเรียนรู้เชิงลึกในชื่อ Bilaterial Segmentation 
Network (BiSeNet) [18] ที ่มีประสิทธิภาพการทำงานตามเวลาจริง อ้างอิงจากงานแข่งขันทาง
ภาพถ่ายท้องถนน CityScapes [19] พร้อมทั้งเพิ่มเทคนิคใหม่ โดยจะเสนอทั้งหมดสามเทคนิค (1) 
การเรียนรู้แบบโอนถ่าย โดยใช้ public dataset ติ่งเนื้อจากลำไส้เป็นส่วนประกอบ (CVC-ClinicDB 
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[20], Kvasir-SEG [21]) (2) ใ ช ้ เ ทคน ิ ค  Contrast Limited Adaptive Histogram Equalized 
(CLAHE) [22] ในการปรับปรุงภาพก่อนเข้าโมเดลเพ่ือเพ่ิมประสิทธิภาพ (3) ใช้เทคนิคการเพิ่มปริมาณ
ข้อมูลในชุดฝึกสอน (Augmentation)  โดยทั้งสามเทคนิคนี้สามารถปรับปรุงความแม่นยำในการ
ตรวจจับรอยโรคให้ดียิ่งขึ้น สามารถใช้งานได้จริงในการส่องกล้องทางเดินอาหารส่วนบน 
 

1.2 วัตถุประสงค์ของงานวิจัย 
เพ่ือพัฒนาโมเดลการจำแนกรูปภาพเชิงความหมาย (Semantic segmentation) ให้สามารถ

ตรวจจับติ่งเนื้อชนิดเซลล์แบ่งตัวแบบผิดปกติในกระเพาะอาหาร (Gastric intestinal Metaplasia) 
ได้อย่างมีประสิทธิภาพ โดยทดสอบบนวีดิทัศน์การทำหัตการส่องกล้องระบบทางเดินอาหารส่วนบน 
(Upper gastroscopy video) และช ุดทดสอบ ของศูนย ์ส ่องกล ้อง โรงพยาบาลจุฬาลงกรณ์
มหาวิทยาลัย โดยมีเป้าหมายหลักคือรองรับการทำงานตามเวลาจริง (Real-time system) หรือได้
ความเร็วในการประมวลผลของภาพต่อวินาที (Frame rate per second) มากกว่า 25 ภาพ ต่อ
วินาที และมีความแม่นยำที่มากกว่าโมเดลบรรทัดฐาน (Baseline model) 

 

1.3 ขอบเขตของงานวิจัย 
▪ งานวิจัยชิ้นนี้มุ่งเน้นไปที่การตรวจจับ บริเวณที่เป็นติ่งเนื้อชนิดเซลล์แบ่งตัวแบบผิดปกติ

ในกระเพาะอาหารเพียงอย่างเดียว 
▪ งานวิจัยชิ้นนี้มุ่งเน้นไปที่การพัฒนาโมเดลที่รองรับการทำงานตามเวลาจริง (ความเร็วใน

การประมวลผลของภาพต่อวินาที มากกว่า 25 ภาพ ต่อวินาที) โดยจะเลือกโมเดลการ
จำแนกรูปภาพเชิงความหมาย BiSeNet มาปรับปรุงแก้ไข และเพิ่มประสิทธิภาพให้
โมเดลสามารถทำงานได้ดีในภาพถ่ายการทำหัตการการส่องกล้องระบบทางเดินอาหาร
ส่วนบน 

▪ งานวิจัยชิ้นนี้จัดทำและทดสอบ บนข้อมูลภาพถ่ายกระเพาะอาหารความละเอียดสูง ของ
ศูนย์ส่องกล้อง โรงพยาบาลจุฬาลงกรณ์มหาวิทยาลัย โดยทางผู้วิจัยได้จัดเตรียมข้อมูล
จริงจากผู้ป่วย  136 คน ร่วมกันกับทางทีมแพทย์  
 

1.4 ประโยชน์ที่ได้รับ 
ได้โมเดลที่มีประสิทธิภาพในการจำแนกรูปภาพเชิงความหมายที่เป็นติ่งเนื้อชนิดเซลล์แบ่งตัวแบบ

ผิดปกติในกระเพาะอาหารได้อย่างแม่นยำ และรองรับการทำงานตามเวลาจริง โดยสามารถพัฒนา
ต่อยอด นำโมเดลนี้ไปใช้งานจริงได้ในอนาคต 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 4 

1.5 วิธีดำเนินวิจัย 
1) ศึกษางานวิจัยที่เกี ่ยวข้องกับหัวข้อที่จะทำ ทั้งงานวิจัยทางการแพทย์ และงานวิจัยทาง

วิศวกรรมศาสตร์ 
2) ศึกษาคลังข้อมูล ทั้งคลังข้อมูลแบบเปิด (Open dataset) และคลังข้อมูลจากศูนย์ส่องกล้อง 

โรงพยาบาลจุฬาลงกรณ์มหาวิทยาลัย เพื่อทำความเข้าใจในตัวข้อมูล และหาแนวทางในการ
ทำวิจัยให้เหมาะสม 

3) จำลองการทำงานของโมเดล Baseline ที่ได้รับการรองรับ เพื่อใช้เป็นมาตรฐานเปรียบเทยีบ
บนชุดข้อมูลของผู้จัดทำ อีกท้ังเป็นการประเมินประสิทธิภาพของโมเดลของวิทยานิพนธ์ชิ้นนี้ 

4) ประยุกต์ ปรับปรุง และเพิ่มเติมวิธีการใหม่ ๆ จากการศึกษางานวิจัยที่เกี่ยวข้อง เพื่อให้เกิด
องค์ความรู้ และเกิดการต่อยอด  

5) วิเคราะห์ผลการทดลองจากงานวิจัยที่ได้รับการรองรับ ข้อที่ 3) และจากผู้วิจัย ข้อที่ 4) ว่ามี
ข้อดี และข้อเสียอย่างไร มีประสิทธิภาพต่างกันอย่างไรบ้าง 

6) ตีพิมพ์ และจัดเสนอผลงานทางวิชาการ 
7) จัดทำวิทยานิพนธ์ 

 
 
 
 
 
 
 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

1.6 แผนการวิจัย 
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1.7 จริยธรรมการวิจัย 
 คณะกรรมการจริยธรรมการวิจัยในคน คณะแพทยศาสตร์ จุฬาลงกรณ์มหาวิทยาลัย 
ดำเนินการให้การรับรองโครงการวิจัยตามแนวทางหลักจริยธรรมการวิจัยในคนที่เป็นมาตรฐานสากล
ได้แก่ Declaration of Helsinki, The Belmont Report, CIOMS Guideline และ International 
Conference on Harmonization in Good Clinical Practice ห ร ื อ  ICH-GCP, COA No. 
1549/2020, IRB No. 726/62. 
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บทที่ 2 
ทฤษฎีที่เกี่ยวข้อง 

 
 ทฤษฎีที่เกี่ยวข้องกับวิทยานิพนธ์ชิ้นนี้ประกอบไปด้วย โครงข่ายประสาทแบบคอนโวลูชัน 
(Convolutional neural network), ก า ร จ ำ แ น ก ร ู ป ภ า พ เ ช ิ ง ค ว า ม ห ม า ย  (Semantic 
segmentation), รูปอาร์จีบี (RGB image), การเพิ่มข้อมูล (Data augmentation), การเรียนรู้แบบ
โอนถ่าย (Transfer learning), การเรียนรู้แบบมีผู้สอน (Supervised learning), การเรียนรู้แบบกึ่งมี
ผู้สอน (Semi-supervised learning), การประเมินประสิทธิภาพ, การปรับค่าปกติ (Normalization), 
และการเพิ่มประสิทธิภาพโมเดลในแง่ของความเร็ว 
 

2.1 โครงข่ายประสาทแบบคอนโวลูชัน (Convolutional neural network) 
 การเรียนรู ้เชิงลึกที ่เกี ่ยวข้องกับรูปภาพ จะนำรูปนำเข้า มาสกัดผ่านตัวแยกคุณสมบัติ 
(Feature Extractor) จนได้แผนที่คุณสมบัติ (Feature Map) ที่อุดมไปด้วยข้อมูลเชิงบริบท (Context 
Information) จำนวนมาก ข้อมูลเชิงบริบทเหล่านี้ จะผ่านชั้นผลรวม (Pooling Layer) เพ่ือให้ได้แผน
ที่คุณสมบัติเข้มข้น (Rich Context Information) จุดสว่างที่เกิดขึ้นบนแผนที่นั้น จะเป็นจุดที่โมเดล 
เกิดความสนใจ (Attention) ซึ่งแผนที่คุณสมบัติเหล่านี้ สามารถแปลงความหมายได้ผ่านชั้นเชื่อมโยง
สมบูรณ์ (Fully Connected Layer, Dense Layer) โดยสามารถออกแบบผลลัพธ์ที่ต้องการจาก
โมเดลได้ การต่อกันของชั้นเหล่านี้ จะถูกเรียกว่า โครงข่ายประสาทแบบคอนโวลูชัน (Convolutional 
Neural Network) [23] 
 

 

ภาพที่ 2 ภาพรวมของโครงข่ายประสาทแบบคอนโวลูชัน (อ้างอิงจาก fig2, [23]) 
 

 ในบางกรณี ตัวแยกคุณสมบัติจะไม่สามารถสกัดข้อมูลจากขอบภาพรับเข้าได้ เนื่องจากเกิด
ปัญหาขนาดของตัวแยกคุณสมบัติ ที่มีขนาดใหญ่เกินกว่าพื้นที่ที่เหลือจากการสกัดภาพ ดังนั้น การ
เพิ่มพื้นที่ขยายความเข้าไปที่ขอบชองภาพรับเข้า จะช่วยให้ตัวแยกคุณสมบัติ สามารถสกัดข้อมูลของ
ภาพได้ 
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ภาพที่ 3 ตัวอย่างการขยายความ (อ้างอิงจาก Cousera course, [24]) 

 

 การก้าวข้าม (Stride) เป็นการกำหนดว่าจะเลื่อนตัวแยกคุณสมบัติออกไปเป็นปริมาณเท่าไหร่ 
จะส่งผลต่อขนาดของผลลัพธ์ที่เกิดจากการผ่านชั้นคอนโวลูชัน โดยการก้าวข้ามที่มาก จะทำให้ขนาด
ของแผนที่คุณสมบัติมีขนาดเล็กลง โดยจะเติมค่าศูนย์เข้าไปบริเวณขอบภาพ โดยที่ตัวแปร p จะแสดง
ถึงจำนวนแถวและหลักที่จะขยายความออกไปทั้ง 4 ด้านของภาพ 
 
 หลังจากที่กำหนดตัวแปรขยายความและการก้าวข้ามแล้ว จึงจะสามารถกำหนดผลลัพธ์จาก  
การทำคอนโวลูชันระหว่างเทนเซอร์ (tensor) และตัวแยกคุณสมบัติ ในงานประเภทรูปนั้น จะแทนตัว
เทนเซอร์ และตัวแยกคุณสมบัติ ด้วยสมการคณิตศาสตร์ดังต่อไปนี้ 
 

𝑑𝑖𝑚(𝑖𝑚𝑎𝑔𝑒)  =  (𝑛𝐻, 𝑛𝑊, 𝑛𝐶)                            (1) 
𝑑𝑖𝑚(𝑓𝑖𝑙𝑡𝑒𝑟)  =  (𝑓, 𝑓, 𝑛𝑐)                                (2) 

 
กำหนดให้ 

𝑛𝐻   แทนความสูงของรูปภาพรับเข้า 

𝑛𝑊 แทนความกว้างของรูปภาพรับเข้า 

𝑛𝐶   แทนจำนวนช่องสัญญาณของรูปรับเข้า 

𝑓    แทนขนาดของฟิลเตอร์จัตุรัสที่มีความกว้างและความยาวเท่ากัน 
 
 ในกรณีของร ูปอาร ์จ ีบ ี จะมีจำนวนช่องส ัญญาณเท่าก ับสามช่อง ประกอบไปด้วย 
ช่องสัญญาณสีแดง, ช่องสัญญาณสีเขียว, และช่องสัญญาณสีน้ำเงิน ในเชิงปฏิบัติ ขนาดของตัวแยก
คุณสมบัติจะมีลักษณะเป็นกล่องสี่เหลี่ยมที่มีความลึกเท่ากับจำนวนช่องสัญญาณ  เพื่อที่จะสามารถ
สกัดคุณสมบัติจากเทนเซอร์ได้ โดยคาดหวังให้ขนาดของช่องสัญญาณ ลดลงเหลือเพียงช่องเดียว
หลังจากผ่านการคำนวณ 
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𝑐𝑜𝑛𝑣(𝐼, 𝐾)𝑥,𝑦 = ∑ (
𝑛𝐻

𝑖=1
∑ (

𝑛𝑊

𝑗=1
∑ (

𝑛𝐶

𝑘=1
𝐾𝑖,𝑗,𝑘 𝐼𝑥𝑖−1,𝑦+𝑗−1,𝑘

)))           (3) 
 

𝑑𝑖𝑚(𝑐𝑜𝑛𝑣(𝐼, 𝐾)) = (
𝑛𝐻+2𝑝−𝑓

𝑠
+ 1,

𝑛𝑊+2𝑝−𝑓

𝑠
+ 1); 𝑠 > 0             (4) 

 
𝑑𝑖𝑚(𝑐𝑜𝑛𝑣(𝐼, 𝐾))  =  (𝑛𝐻 + 2𝑝 − 𝑓, 𝑛𝑊 + 2𝑝 − 𝑓);  𝑠 =  0          (5) 

 
กำหนดให้ 

𝑝 แทนจำนวนการขยายความ  

𝑠 แทนจำนวนการก้าวข้าม  
 

 

ภาพที่ 4 ตัวอย่างการทำคอนโวลูชัน (อ้างอิงจาก Cousera course, [24]) 
 

2.2 การจำแนกรูปภาพเชิงความหมาย  (Semantic Segmentation) 
 เป้าหมายในการจำแนกรูปภาพเชิงความหมาย คือการทำนายทุกจุดสีบนรูปโดยอ้างอิง
หมวดหมู่ที่สนใจ โดยผลลัพธ์จะได้ภาพที่มีรายละเอียดสูง โดยโมเดลส่วนใหญ่จะให้ผลลัพธ์เป็นภาพที่
ถูกจำแนกเชิงความหมาย ที่มีขนาดเท่ากับภาพรับเข้า ในงานที่มีผลเฉลยเพียงแค่ชนิดเดียว ผลลัพธ์
ของโมเดลการจำแนกภาพเชิงความหมาย จะให้ภาพที่มีเพียงสองสีเท่านั้น โดยจะแทนถึงบริเวณที่
สนใจ และบริเวณท่ีไม่สนใจ (Background) โดยภาพผลลัพธ์ที่ได้ในรูปตัวอย่างที่ 5 สีม่วงแทนบริเวณ
ทีโ่มเดลทำนายแล้วเกิด ความมั่นใจมากกว่าร้อยละ 50 
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ภาพที่ 5 ภาพรวมของโครงข่ายประสาทแบบคอนโวลูชัน ที่ทำหน้าที่ในการจำแนกรูปภาพเชิง
ความหมาย 

 

2.3 รูปอาร์จีบี (RGB Image) 
 รูปอาร์จีบีจะประกอบไปด้วยช่องสัญญาณ 3 ช่อง คือช่องสัญญาณสีแดง, ช่องสัญญาณสี
เขียว, และช่องสัญญาณสีน้ำเงิน โดยรูปอาร์จีบีจะนำแนวคิดจากการมองเห็นของมนุษย์มาปรับใช้ 
ด้วยการผสมสีระหว่างช่องสัญญาณทั้งสามให้เกิดเป็นสีที่แตกต่างกัน ดังนั้นแล้ว ช่องสัญญาณแต่ละ
ช่อง จะมีมูลค่าเสมือนเป็น 1 รูปที่ประกอบไปด้วยชุดตัวเลขในรูปสองมิติ ระหว่าง 0 ถึง 255 โดยค่า
ยิ่งน้อย ค่าสว่างที่ตำแหน่งนั้นจะใกล้เคียงกับสีดำ ในทางกลับกัน ค่ายิ่งมาก ค่าสว่างที่ตำแหน่ง
ดังกล่าวจะใกล้เคียงกับสีขาว พอได้ค่ามาแล้วจึงจะทำการคูณเข้ากับตัวแปลงสัญญาณตามแต่ละสีเพ่ือ
ปรับจากภาพขาวดำ ให้เป็นค่าเสกลของแต่ละสี ในขั้นตอนสุดท้าย จะนำค่าจากทั้งสามช่องสัญญาณ
มารวมกันให้ได้เป็นรูปสี 
 

 
ภาพที่ 6 การรวมสัญญาณภาพอาร์จีบี 
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2.4 การเพ่ิมข้อมูล (Data Augmentation) 
 เป้าหมายหลักในการทำกระบวนการนี้ คือการเพ่ิมเติมคลังข้อมูลให้มีปริมาณเพ่ือแก้ไขปัญหา
ปริมาณข้อมูลไม่เพียงพอต่อการฝึกสอนโมเดล โดยหลักการของการเพิ่มข้อมูล จะนำภาพดั้งเดิม มา
ทำกระบวนการเพิ่มข้อมูลแบบอ่อน (weak augmentation) เช่น การหมุนภาพ, ปรับความสว่าง, 
การซูมภาพ และกระบวนการเพิ ่มข้อมูลแบบเข้ม (strong augmentation) เช่น การปรับความ
ยืดหยุ่น, การปรับโครงสร้างภาพ โดยการเพิ่มข้อมูลนั้น ผู้จัดทำจะดูถึงความสอดคล้องและความ
สมเหตุสมผลของวิธีการนั้นด้วย ยกตัวอย่างเช่น ภาพถ่ายหัตถการการส่องกล้องทางเดินอาหาร
ส่วนบนนั้น กระเพาะอาหารของผู้ป่วยทุกคนจะมีโทนสี เป็นสีส้ม ดังนั้นการปรับสีของภาพให้เป็นสี
เขียว หรือสีน้ำเงิน  จะไม่สมเหตุสมผลเพราะโอกาสที่จะเจอผู้ป่วยที่มีสีของกระเพาะอาหารเป็นสีสันที่
ผิดแปลกเป็นไปได้น้อยมาก ดังนั้นการเพิ่มข้อมูล จำเป็นต้องผ่านการพิจารณาจากทั้งผู้วิจัย และทีม
แพทย์ เพื่อฝึกสอนโมเดลให้มีความเที่ยงตรงมากที่สุด โดยในงานวิจัยชิ้นนี้จะใช้โปรแกรม อัลบูเมน
เตชั่น [25] ในการสร้างภาพข้อมูล 
 

 
ภาพที่ 7 ตัวอย่างการเพ่ิมข้อมูลภาพรอยโรค 

 

2.5 การเรียนรู้แบบโอนถ่าย (Transfer learning) 
การเรียนรู้แบบโอนถ่าย จะนำความรู้ที่ได้จากการสอนโมเดลบนข้อมูลที่ใกล้เคียงกัน มาทำ

การสอนโมเดลเป้าหมาย [17] ในงานวิจัยชิ้นนี้จะนำความรู้ที่ได้จากการสอนโมเดล โดยใช้คลังข้อมูล
เปิดคะวาเซอร์  ที ่มีความใกล้เคียงกันกับคลังข้อมูล ศูนย์ส่องกล้อง โรงพยาบาลจุฬาลงกรณ์
มหาวิทยาลัย เป้าหมายหลักของการเรียนรู ้แบบโอนถ่าย เพื่อที่จะบรรเทาปัญหาข้อมูลจากทาง
โรงพยาบาลจุฬา ที่มีปริมาณน้อย ส่งผลต่อความแม่นยำของโมเดลที่ได้ โดยจะนำจะนำชั้นโครงข่าย
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คอนโวลูชันที่ถูกสอนโดยข้อมูลฝึกสอนจำนวนมาก (e.g., ImageNet [26], COCO [27] และ Pascal 
VOC [28]) โอนถ่ายมาฝึกสอนข้อมูลเป้าหมาย โดยจะเรียกชั้นเหล่านี้ว่า ค่าน้ำหนักที่ถูกสอนล่วงหน้า 
(Pre-Trained Weight) 

 

 

ภาพที่ 8 ตัวอย่างกระบวนการ การเรียนรู้แบบโอนถ่าย 
 

2.6 การเรียนรู้ของเครื่อง (Machine learning) 
 การรียนรู้ของเครื่องที่ถูกหยิบยกมาใช้ในงานวิจัยชิ้นนี้ จะประกอบไปด้วย การเรียนรู้แบบมี
ผู้สอน (Supervised learning) และ การเรียนรู้แบบกึ่งมีผู้สอน (Semi-supervised learning) 
 
 การเรียนรู้แบบมีผู้สอน เป็นการเรียนรู้ของเครื่องที่จะนำข้อมูลป้อนเข้า จับคู่กับผลเฉลยจาก
ผู้สอน เข้าไปฝึกสอนโมเดล โดยข้อมูลนำเข้าและผลเฉลยนั้นจะทำการปรับจูนโมเดลให้สามารถ
ทำนายผลลัพธ์ที่ต้องการ ส่วนการเรียนรู้แบบกึ่งมีผู้สอนนั้น จะเป็นการใช้ข้อมูลที่ไม่มีผลเฉลยแต่แรก 
แต่จะสร้างผลเฉลยขึ้นมาโดยใช้โมเดลในการสร้างผลเฉลยแบบเสมือน  (Pseudo label) โดยผลเฉลย
จากการทำนายของโมเดลแบบมีผู้สอน จะถูกนำมาประกบคู่กับข้อมูลถูกทำนายที่ไม่มีผลเฉลย แล้วจึง
นำไปฝึกสอนร่วมกับข้อมูลที่มีผู ้สอนในตอนแรก เพื่อเป็นการเพิ่มข้อมูลในโมเดล และเพิ่มความ
แม่นยำมากขึ้น 

 

2.7 การประเมินประสิทธิภาพ 
 ในการวัดประสิทธิภาพของโมเดล ผู้จัดทำได้ใช้มาตรวัดในการประเมินประสิทธิภาพของ
โมเดลสองรูปแบบ 1) มาตรวัดประสิทธิภาพในการคัดแยกของโมเดล (Classification performance 
criteria) จะเป็นการนับจำนวนที่ภาพโมเดลสามารถคัดแยกได้อย่างถูกต้อง 2) มาตรวัดประสิทธิภาพ
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การจำแนกของโมเดล (Segmentation performance criteria)  จะประเมินโดยการเทียบผลลัพธ์
จากการจำแนกของโมเดลต่อภาพในชุดทดสอบ เทียบกับผลเฉลยจากทีมแพทย์ โดยมาตรวัดที่ใช้ใน
งานวิจัยชิ้นนี้ จะประกอบไปด้วย ค่า Sensitivity, Specificity, Positive predictive value (PPV), 
Negative predictive value (NPV), Accuracy, และ F1-Score สำหรับการวัดประสิทธิภาพการคัด
แยกของโมเดล และ Intersect over Union, และ Error สำหรับการวัดประสิทธิภาพการจำแนกของ
โมเดล 
 
 การวัดประสิทธิภาพการคัดแยกของโมเดลนั้น จะนำผลลัพธ์ที่ได้จากการจำแนกภาพรอยโรค 
และภาพปกติ มาคำนวณหาเมตริกสับสน (Confusion matrix) โดยการจำแนกภาพรอยโรคที่มีค่า 
Intersect over Union (IoU) มากกว่าร้อยละ 0.3 จะถูกนับว่าเป็นผลบวกจริง (Ture positive) และ
การจำแนกภาพที่ไม่มีรอยโรค แล้วได้ค่า Error น้อยกว่าร้อยละ 0.01 จะถูกนับว่าเป็นผลลบจริง 
(True negative) [29] โดยการหาค่า Sensitivity, Specificity, Accuracy, และ F1 จะเป็นไปดั่ง
สมการ 
   

𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
                                          (6) 

 

Specificity=
TP

TP+FP
                                              (7) 

 

Accuracy=
TP+TN

TP+TN+FP+FN
                                        (8) 

 

F1=
2∙(Sensitivity∙Specificity)

Sensitivity+Specificity
                                        (9) 

 
 กำหนดให้ 
 
TP, True Positive, ผลบวกจริง: คือ จำนวนภาพที่โมเดลทายว่ามีรอยโรค บนข้อมูลที่มีผล
เฉลยที่มีรอยโรคปรากฎ 
FP, False Positives, ผลบวกเท็จ: คือ จำนวนภาพที่โมเดลทายว่ามีรอยโรค แต่บนข้อมูลที่มี
ผลเฉลย ไม่มีรอยโรคปรากฎ 
TN, True Negative, ผลลบจริง: คือ จำนวนภาพที่โมเดลทายว่าไม่มีรอยโรค บนข้อมูลที่มีผล
เฉลยท ี่ไม่มีรอยโรคปรากฎ 
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FN, False Negatives: ผลลบเท็จ: คือ จำนวนภาพที่โมเดลทายว่าไม่มีรอยโรค แต่บนข้อมูลที่
มีผลเฉลยมีรอยโรคปรากฏ 

 
 ส่วนการวัดประสิทธิภาพการจำแนกของโมเดลนั้น มาตรวัดดังกล่าวจะสนใจพื้นที่ที่ถูกทับ
ซ้อนระหว่างผลเฉลย กับผลการทำนาย ค่าความแม่นยำจากการใช้มาตรวัดจะอยู่ระหว่าง 0 ถึง 1 โดย
ค่ายิ่งมาก จะหมายถึงบริเวณที่โมเดลทำนายนั้น ทับซ้อนกับผลเฉลยมาก โดยมาตรวัดนี้จะถูกเรียกว่า 
Intersect over Union (IoU) ส่วนค่าความคลาดเคลื่อนนั้น (Error) จะถูกคำนวณจากพื้นที่ ที่โมเดล
ทำนายเป็นผลลัพธ์บวกจากภาพที่ไม่มีรอยโรค หารด้วยพื้นที่ท้ังหมดของภาพ โดยมีการคำนวณดังนี้ 

 

 

ภาพที่ 9 ตัวอย่างการคำนวณ Intersect over Union 
 
 ในส่วนมาตรวัดด้านความเร็วประมวลผล จะบ่งบอกถึงจำนวนภาพผลลัพธ์ที่ได้จากการ
ทำนายโมเดลในหนึ่งวินาที โดยการที่จะทำโมเดลให้สามารถใช้งานได้ตามเวลาจริงนั้น ขั้นต่ำจะ
ต้องการ 25 ภาพต่อวินาที 
 

2.8 การปรับค่าปกติ (Normalization) 
 การปรับค่าปกติ จำเป็นอย่างยิ่งสำหรับการคำนวณที่เกี่ยวกับภาพ เนื่องจากจุดสีของภาพ
รับเข้าแต่ละช่องสัญญาณ จะมีค่าอยู่ที่ระหว่าง 0 ถึง 255 การปรับค่าปกติจะทำให้ค่าของจุดสีแต่ละ
จุดในรูป อยู่ที่ระหว่าง 0 ถึง 1 ทำให้การคำนวณไม่เกิดปัญหาค่าบานออก (Divergent) จนส่งผลให้
โมเดลรับการคำนวณที่มากเกินปกติจนเกิดข้อขัดข้องขึ้น 

 

𝑁𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑎𝑡𝑖𝑜𝑛 =
𝑥 − min (𝑥)

max(𝑥)−min(𝑥)
                               (10) 
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 กำหนดให้  

 𝑥 คือ ค่าจุดสีของภาพ จะมีค่าต่ำสุด และสูงสุด อยู่ระหว่าง 0 ถึง 255 
 

2.9 การเพ่ิมประสิทธิภาพโมเดลในแง่ของความเร็ว 
 ในการเพิ่มประสิทธิภาพโมเดลในแง่ของความเร็ว จะประกอบไปด้วยสองโปรแกรม โอนิกซ์ 
(ONNX, Open Neural Network Exchange) และ เทนเซอร์อาที (TensorRT) 
 
 โอนิกซ์เป็นรูปแบบชนิดหนึ่งสำหรับการทำงานของเครื่อง และการเรียนรู้เชิงลึก ที่สามารถ
เปลี่ยนถ่ายโมเดลจากแพลตฟอร์มพื้นฐานที่แตกต่างกัน (เช่น TensorFlow, PyTorch, MATLAB, 
Keras) ให้อยู่ในโมเดลรูปแบบโอนิกซ์ หรือให้อยู่ในรูปแบบที่มีการคำนวณที่เรียบง่ายขึ้น มีการตัดบาง
การคำนวณที่ไม่จำเป็นออก และลดความซับซ้อนของโมเดลลง โดยโอนิกซ์จะเปลี่ยนถ่ายโมเดลตั้งต้น 
ให้อยู ่ในรูปแบบที่สามารถใช้งานหน่วยประมวลผลกราฟิกของ NVIDIA ได้อย่างมีประสิทธิภาพ 
โดยทั่วไปแล้ว โอนิกซ์จะช่วยให้โมเดลมีขนาดเล็กลงโดยประมาณ 2 เท่า ทำให้ใช้เวลาในการคำนวณ
น้อยลง และเพ่ิมประสิทธิภาพในแง่ของความเร็วทั้งตอนฝึกสอน และตอนนำไปใช้งาน 
 

 
ภาพที่ 10 ขั้นตอนการทำงานของโอนิกซ์ (อ้างอิงจาก Nvidia.com/tensorrt) 

 
 เทนเซอร ์อาท ี เป ็นฟ ังก ์ช ันต ิดต ั ้ งบนโมเดลเสม ือนของ NVIDIA (NVIDIA’s parallel 
programming model, CUDA) โดยจะช่วยเพิ่มประสิทธิภาพในแง่ของความเร็วของโมเดลการเรียนรู้
เชิงลึก โดยจะมอบการปรับปรุงอย่างเหมาะสมในรูปแบบ 8 บิท และ 16 บิท  เช่น การไหลของวีดิ
ทัศน์ (Video streaming) หรืองานทางด้านภาษาธรรมชาติ โดยเป้าหมายหลักจะลดการอนุมานลง 
(Reduced precision inference) ทำให้มีผลช่วยลดความหน่วงของโมเดลเวลานำไปใช้งานจริง 
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ภาพที่ 11 ขั้นตอนการทำงานของเทนเซอร์อาท ี(อ้างอิงจาก Nvidia.com/tensorrt) 
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บทที่ 3 
งานวิจัยที่เกี่ยวข้อง 

 

3.1 โมเดลสถาปัตยกรรมรูปตัวยู (U-Net architecture) 
 โมเดลสถาปัตยกรรมรูปตัวยู เป็นสถาปัตยกรรมที่ถูกออกแบบมาโดยใช้โครงข่ายประสาท
แบบคอนโวลูชันสมบูรณ์ และดัดแปลงให้จำแนกรูปภาพเชิงความหมายได้ดีในภาพถ่ายทางการแพทย์ 
[12] สถาปัตยกรรมรูปตัวยูจะมีจุดแตกต่างจากสถาปัตยกรรมการเรียนรู้เชิงลึกตัวอ่ืนตรงที่ 

 
(1) ชั้นโครงข่ายถูกออกแบบมาให้มีความสมมาตรทั้งฝั่งเข้ารหัส (Encoder) และฝั่งถอดรหัส 

(decoder) คล้ายรูปตัวยู  
 
(2) ช่วงข ้ามการเช ื ่อมต่อ (Skip connection) ของฝ ั ่งเข ้ารห ัส จะนำมาเช ื ่อมต่อกัน 

(Concatenation Operation) กับ ฝั่งถอดรหัส แทนที่จะนำมารวมกันแบบปกติ ทำให้ชั้นที่เกิดช่วง
ข้ามการเชื่อมต่อ จะมีรายละเอียดคุณสมบัติต่ำ (Low level feature) จากฝั่งถอดรหัสติดมาด้วย ทำ
ให้ช่วงการเพิ่มรายละเอียด (Upsampling) จะมีข้อมูลเพิ่มมากขึ้น และช่วยให้รายละเอียดคุณสมบตัิ
ต่ำ ไม่หล่นหายระหว่างทาง และด้วยคุณสมบัติของสถาปัตยกรรมที่ถูกออกแบบมาให้มีความสมมาตร 
และมีช่วงข้ามการเชื่อมต่อระหว่างทั้งสองฝั่ง ทำให้เกิดแผนที่คุณลักษณะ (Feature map) จำนวน
มาก ในช่วงการเพิ่มรายละเอียด 
 
โดยสถาปัตยกรรมรูปตัวยู จะประกอบไปด้วยส่วนหลัก 3 ส่วน 
(1) ช่วงการลดรายละเอียด (Downsampling) 

ในช่วงการลดรายละเอียด จะประกอบไปด้วยโครงข่ายประสาทแบบคอนโวลูชัน 4 กลุ่ม แต่
ละกลุ่มจะประกอบไปด้วย 
 
▪ ชั้นโครงข่ายประสาทแบบคอนโวลูชัน ขนาด 3 x 3 และ ฟังก์ชันกระตุ้นพร้อมกับทำให้

ชุดข้อมูลเป็นมาตรฐาน (Activation function + Batch normalization) 
▪ ชั้นโครงข่ายประสาทแบบคอนโวลูชัน ขนาด 3 x 3 และ ฟังก์ชันกระตุ้นพร้อมกับทำให้

ชุดข้อมูลเป็นมาตรฐาน (Activation function + Batch normalization) 
▪  ชั้นผลรวมสูงสุด (Max pooling layer) ขนาด 2 x 2 ตามลำดับ 
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 จุดประสงค์หลักของการลดรายละเอียด เพื ่อที ่จะตรวจจับข้อมูลบริบท (Contexture 
information) ของภาพที่ป้อนเข้าโมเดล ทำให้สามารถจำแนกตำแหน่งที่สนใจได้ โดยที่ข้อมูลบริบทที่
ได้จะถูกถ่ายโอนไปยังช่วงการเพิ่มรายละเอียดโดยอาศัยผ่านทางช่วงการเชื่อมต่อ 
 
(2) ช่วงคอขวด (Bottleneck) 
 ช่วงคอขวด เป็นช่วงรอยต่อระหว่างช่วงการลดรายละเอียด และช่วงการเพิ่มรายละเอียด 
 ประกอบไปด้วยโครงข่ายประสาทแบบคอนโวลูชันอย่างง่ายสองชั ้น และการเจือจาง 
 (Dropout) 
 
(3) ช่วงการเพิ่มรายละเอียด  
 ในช่วงการเพิ่มรายละเอียด จะประกอบไปด้วยโครงข่ายประสาทแบบคอนโวลูชัน 4 กลุ่ม แต่
ละกลุ่มจะประกอบไปด้วย 
 

▪ ชั้นโครงข่ายประสาทคอนโวลูชันแบบย้อนกลับ (Deconvolution) ที่มีการก้าวย่าง 2 
ระดับ (Stride) 

▪ การเชื่อมต่อแผนที่คุณลักษณะที่ถูกครอบตัดจากฝั่งเข้ารหัส สู่ฝั่งถอดรหัส ผ่านทางช่วง
ข้ามการเชื่อมต่อ 

▪ ชั้นโครงข่ายประสาทแบบคอนโวลูชัน ขนาด 3 x 3 และ ฟังก์ชันกระตุ้นพร้อมกับทำให้
ชุดข้อมูลเป็นมาตรฐาน 

▪ ชั้นโครงข่ายประสาทแบบคอนโวลูชัน ขนาด 3 x 3 และ ฟังก์ชันกระตุ้นพร้อมกับทำให้
ชุดข้อมูลเป็นมาตรฐาน ตามลำดับ 

 

 

ภาพที่ 12 สถาปัตยกรรมรูปตัวยู (อ้างอิงจาก fig 1, [12]) 
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สรุปประโยชน์ของสถาปัตยกรรมโดยสังเขป 
▪ สถาปัตยกรรมรูปตัวยูจะรวมข้อมูลตำแหน่งจากช่วงการลดรายละเอียด เข้ากับข้อมูล

บริบทจากช่วงการเพ่ิมรายละเอียดเข้าด้วยกัน ทำให้ได้รับข้อมูลโดยสังเขปที่มีทั้ง
ตำแหน่งและบริบท ซึ ่งจำเป็นอย่างยิ ่งในการทำนายพื้นที ่ที ่จะจำแนกรูปภาพเชิง
ความหมาย 

▪ สถาปัตยกรรมรูปตัวยู จะไม่มีชั้นเชื่อมโยงสมบูรณ์ (Fully connected layer, Dense 
Layer) ดังนั้นขนาดของรูปที่ต่างกันในคลังข้อมูล จึงไม่เป็นประเด็นที่ทำให้ตัวโมเดล
 ทำงานผิดพลาด 

▪ สถาปัตยกรรมรูปตัวยู จะมีช่วงข้ามการเชื่อมต่อจากช่วงลดรายละเอียด ไปยังช่วงเพ่ิม
รายละเอียด ทำให้เกิดแผนที่คุณลักษณะจำนวนมาก ขึ้นระหว่างดำเนินการ ซึ่งจะเป็น
ประโยชน์อย่างยิ่งต่องานที่เกี่ยวกับภาพถ่ายทางการแพทย์ ที่มีปริมาณข้อมูล อยู่อย่าง
จำกัด 

 

3.2 โมเดลสถาปัตยกรรมดีปแลป  (DeepLab) 
 สถาปัตยกรรมดีปแลป ถูกพัฒนาโดยทีมวิจัยจากกูเกิล (Google) สถาปัตยกรรมตัวนี้ได้นำ 
การทำคอนโวลูชันแบบหลุม (Atrous convolution) ในช่วงการเพิ่มรายละเอียด การทำคอนโวลูชัน
แบบหลุม จะปรับความกว้างของน้ำหนักของตัวกรองให้สามารถนำข้อมูลที่อยู่ไกล มาพิจารณาในการ
คำนวณแผนที่คุณลักษณะได้ เป็นแนวคิดเพื ่อใช้แก้ไขปัญหาการสูญเสียคุณลักษณะของแผนที่
คุณลักษณะ ที่เกิดมาจากจากการคำนวณ ระหว่างการหาผลรวมสูงสุด และการก้าวข้าม ของชั้น
เชื่อมโยงสมบูรณ์ในโครงข่ายประสาท เป็นจำนวนหลาย ๆ ครั้ง ทำให้โมเดลหลงลืมคุณลักษณะต่ำไป
เมื่อถูกคำนวณซ้ำหลาย ๆ รอบ โดยหนึ่งในวิธีที่ทางทีมวิจัยใช้ คือการลดรายละเอียด ของชั้นโครงข่าย
ประสาท ที่อยู่ในช่วงการเพิ่มรายละเอียด โดยการทำคอนโวลูชันแบบหลุมนี้จะเพิ่มประสิทธิภาพใน
การค้นหาตำแหน่งที่กว้างขึ้นโดยที่ไม่เพิ่มจำนวนลักษณะพิเศษ (Parameter)  อีกทั้งยังไม่เพิ่มภาระ
ในการคำนวณ ของโมเดลอีกด้วย 
 

 

ภาพที่ 13 การทำคอนโวลูชันแบบหลุม (อ้างอิงจาก fig 6, [30]) 
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3.2.1 สถาปัตยกรรมดีปแลปวีหนึ่ง (DeeplabV1) 
 สถาปัตยกรรมตัวนี้ได้นำแนวคิดการทำคอนโวลูชันแบบหลุมมาปรับใช้ [31] โดยการถอดการ
คำนวณการลดรายละเอียดในช่วงลดรายละเอียดออก แล้วจึงเพิ่มแนวคิดดังกล่าวลงไปในโครงข่าย
ประสาท ส่งผลให้การคำนวณนั้น เกิดแผนที่คุณลักษณะเพิ่มขึ้นมากกว่าแบบปกติ สามารถแก้ไข
ปัญหาการสูญเสียคุณลักษณะของแผนที่คุณลักษณะได้อย่างมีประสิทธิภาพ 
 
 อีกปัญหาหนึ ่งของโมเดลจำแนกรูปภาพเชิงความหมาย คือการเก็บรายละเอียดของ
คุณลักษณะได้ไม่ครบ อันเนื่องมาจากการผ่านชั้นโครงข่ายประสาท จึงมีการนำสนามสุ่มแบบมีเงื่อนไข 
(Conditional Random field) เข้ามาแก้ปัญหา โดยวิธีดังกล่าวจะหาจุดสีที่มีความคล้ายกัน แล้ว
สร้างความสัมพันธ์ของวัตถุที่สนใจผ่านกลุ่มของจุดสีเพ่ือกำหนดขอบเขตของวัตถุดังกล่าว ทำให้โมเดล
สามารถจับรายละเอียดได้ราบเรียบในแต่ละวัตถุประเภท 
 
 สถาปัตยกรรมดีปแลปวีหนึ่ง จะนำภาพรับเข้า ผ่านชั้นโครงข่ายประสาทที่มีการทำคอนโวลู
ชันแบบหลุม การผ่านชั้นดังกล่าวจะได้คะแนนความสนใจแบบหยาบ (Coarse score map) โดย
คะแนนความสนใจแบบหยาบนี้ คือภาพป้อนเข้าที่ผ่านการเพ่ิมรายละเอียดและอยู่ในรูปแบบของการ
ประมาณค่าในช่วงสองเส้น(Bi-Linear Interpolation) และผ่านสนามสุ่มแบบมีเงื ่อนไข เพื่อเพ่ิม
ประสิทธิภาพของการจำแนกรูปภาพเชิงความหมาย 

 

ภาพที่ 14 ขั้นตอนการทำงานของดีปแลปวีหนึ่ง (อ้างอิงจาก fig 1, [31]) 
 

3.2.2 สถาปัตยกรรมดีปแลปวีสอง (DeeplabV2) 
 สถาปัตยกรรมดีปแลปวีสองได้รับการพัฒนาต่อเนื่องมาจากสถาปัตยกรรมรุ่นก่อนหน้า โดย
จะเพิ่มการรองรับการมีอยู่ของวัตถุหลากหลายสเกล (Existence of object at multiple scale) ใน
การรองรับการมีอยู่ของวัตถุหลากหลายสเกล วิธีการมาตรฐานที่จะจัดการกับปัญหานี้ คื อการ
เปลี่ยนแปลงสเกลของรูปต้นฉบับ และรวมกลุ่ม (Aggregat) แผนที่คุณลักษณะ 
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 วิธีการเปลี่ยนแปลงสเกลของรูปต้นฉบับ ที่งานวิจัยชิ้นนี้จัดทำข้ึน คือการใช้ การรวมเชิงพ้ืนที่
รูปกรวยเหลี่ยมหลุม (Atrous spatial pyramid pooling) โดยแนวคิดดังกล่าวจะนำ การทำคอนโวลู
ชันแบบหลุมหลากหลายขนาด ที่มีค่าการสุ่มหลายค่า (Sampling rate) บนแผนที่คุณลักษณะ ก่อนที่
จะนำมาหลอมรวม (Fuse) เข้าด้วยกัน ทำให้โมเดล สามารถระบุวัตถุชนิดเดียวกัน ที่มีขนาดแตกตา่ง
กันได้ ส่งผลให้สถาปัตยกรรมรุ่นนี้มีความแม่นยำเพิ่มสูงขึ้น 
 

 

ภาพที่ 15 การการรวมเชิงพ้ืนที่รูปกรวยเหลี่ยมหลุม  (อ้างอิงจาก fig 4, [31]) 
 

3.2.3 สถาปัตยกรรมดีปแลปวีสามพลัส (DeeplabV3+) 
 สถาปัตยกรรมดีปแลปวีสามพลัสจะเป็นการต่อยอดจากสถาปัตยกรรมรุ่นก่อนหน้า ที่มี
ความสามารถในการแก้ไขปัญหาการสูญเสียคุณลักษณะเมื่อผ่านการคำนวณในชั ้นลึก , การเก็บ
รายละเอียดของคุณลักษณะได้ครบครับ , และการรองรับการมีอยู่ของวัตถุหลากหลายสเกล โดย
สถาปัตยกรรมตัวนี้จะเพิ่มความสามารถในการตรวจจับเหลี่ยมมุมได้คมชัดขึ้น โดยอาศัยการกู้คืน
ข้อมูลเชิงพ้ืนที่แบบค่อยเป็นค่อยไป  
 
 สถาปัตยกรรมดีปแลปวีสามพลัส จะนำตัวเข้ารหัส และตัวถอดรหัส ที่ผ่านการดัดแปรโดย
เพิ่มการทำคอนโวลูชันแบบหลุมมาใช้ในการแก้ไขปัญหาที่โมเดลไม่สามารถเก็บเหลี่ยมมุมได้ชัดเจน 
[32]  
 
โดยทั่วไปนั้น โครงข่ายการเข้ารหัส และถอดรหัส จะประกอบไปด้วย 
 

▪ โมเดลการเข้ารหัส ที่จะลดจำนวนแผนที่คุณลักษณะและตรวจจับข้อมูลการจำแนก
รูปภาพเชิงความหมายแบบค่อยเป็นค่อยไป 
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▪ โมเดลการถอดรหัสที่ฟ้ืนฟูข้อมูลเชิงพ้ืนที่แบบค่อยเป็นค่อยไป 
 
 โครงข่ายการเข้ารหัสของสถาปัตยกรรมตัวนี้ จะนำแนวคิดโครงข่ายความฉลาดทางลึกแบบ
แยกกันได้ (Depth-wise separable convolution) [33] เพื่อเพิ่มประสิทธิภาพการคำนวณให้มาก
ขึ้น  

 

3.2 โมเดลการจำแนกรูปภาพเชิงความหมายตามเวลาจริง ที่ได้รับความนิยมในข้อมูลภาพถ่ายท้อง
ถนนแบบเปิด 
 

3.2.1 โมเดลสถาปัตยกรรมการจำแนกรูปภาพเชิงความหมายแบบเครือข่ายทวิภาคี (Bilateral 
Segmentation Network Architecture, BiSeNet) [18] 
 

 โดยทั่วไปแล้ว การจำแนกรูปภาพเชิงความหมายจะสกัดคุณลักษณะจากภาพ หรือวีดิทัศน์
นำเข้า โดยใช้องค์ประกอบสองอย่าง ประกอบไปด้วย 
 

▪ ข้อมูลเชิงพ้ืนที่มั่งค่ัง (Rich spatial information) 
▪ เขตข้อมูลเปิดกว้างขนาดใหญ่ (Sizable receptive field) 

 
 อย่างไรก็ตาม วิธีการสมัยใหม่จะพยายามทำสององค์ประกอบดังกล่าว ให้รองรับการใช้งาน
ตามเวลาจริง ทำให้ทั้งประสิทธิภาพของโมเดล และความแม่นยำ ตกลงเป็นอย่างมาก 
 
 ในงานวิจัยที่ผ่านมาในเชิงของสถาปัตยกรรมการจำแนกภาพ แสดงให้เห็นถึงวิธีการที่จะชว่ย
เร่งความเร็วของการอนุมาน (Accelerate a Model Inference Speed) ดังต่อไปนี้ 
 

▪ จำกัดขนาดของภาพนำเข้า (Restrict image size) [34] กำหนดความสูง และความยาว 
ของภาพนำเข้า ภาพใดก็ตามที่มีขนาดเกินกว่าค่าที่กำหนด จะถูกปรับขนาด หรือครอบ
ตัด 

▪ การตัดแต่งช ่องส ัญญาณ (Pruning channels) [35] เป ็นว ิธ ีการที ่จะลดจำนวน
ช่องสัญญาณลงโดยตรง ทำให้โครงข่ายมีขนาดลดลง ทำให้การทำงาน ทั้งบนหน่วย
ประมวลผลกลาง และหน่วยประมวลผลด้านกราฟิก มีประสิทธิภาพเพ่ิมข้ึนอย่างมาก 
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▪ การลดรายละเอียด (Downsampling) ในอีกความหมายหนึ่ง คือการลดจำนวนจุดสี
ของภาพนำเข้า ทำให้ภาพมีขนาดเล็กลง เมื่อผ่านการคำนวณในช่วงลดรายละเอียด 

 
 วิธีการข้างต้น ถึงแม้ว่าจะช่วยเพิ่มประสิทธิภาพในแง่ของความเร็วก็จริง แต่ก็ต้องแลกมาด้วย
ความแม่นยำที่ตกลงไป ด้วยเหตุผลดังกล่าว ทีมนักวิจัยจึงได้พยายามประยุกต์วิธีการที่จะช่วยรักษา
ข้อมูลเชิงพื้นจากข้อเสียข้างต้น โดยปรับปรุงโครงสร้างรูปตัวยู [12] ลงไปในแกนหลัก โครงสร้าง
ดังกล่าวจะช่วยเพิ่มปริมาณข้อมูลเชิงพื้นที่และช่วยเพิ่มเติมข้อมูลที่สูญหาย  อย่างไรก็ตาม การ
ประยุกต์โครงสร้างรูปตัวยูลงไปจะมีข้อเสียสองประการ 
 

▪ โครงสร้างรูปตัวยูแบบเต็มจะลดประสิทธิภาพด้านความเร็วลง เนื่องจากการสกัดข้อมูล
ต้องการการคำนวณเพ่ิมเติมจากปกติ 

▪ ข้อมูลเชิงพ้ืนที่ ที่สูญเสียจากการตัดแต่งช่องสัญญาณ ไม่สามารถกู้คืนได้โดยง่าย 
 
 ดังนั้น โมเดลสถาปัตยกรรมการจำแนกรูปภาพเชิงความหมายแบบเครือข่ายทวิภาคี จึงได้
ปรับปรุงโมเดล โดยแยกออกมาเป็นสองก่ิง ประกอบไปด้วยกิ่งเชิงพ้ืนที่ (Spatial path) และก่ิงบริบท 
(Context path) 

 

ภาพที่ 16 โมเดลไบร์เน็ต (อ้างอิงจาก fig 2, [18]) 

 กิ่งเชิงพื้นที่ จะเป็นวิธีการที่จะรักษาไว้ ซึ่งข้อมูลเชิงบริบทของภาพนำเข้า กิ่งเชิงพื้นที่จะ

ประกอบไปด้วย โครงข่ายคอนโวลูชัน สามชั้น แต่ละชั้นของโครงข่ายคอนโวลูชันจะมีอัตราการก้าว

ข้าม เป็น 2 ตามด้วยการทำชุดข้อมูลให้เป็นมาตรฐาน และหน่วยแก้ไขเส้นตรง (Rectified Linear 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 20 

Unit, ReLU) โดยกิ่งเชิงพื้นที่จะให้ผลลัพธ์ออกมาเป็นแผนที่คุณลักษณะที่มีขนาดพื้นที่ น้อยกว่าภาพ

ป้อนเข้า 8 เท่า โดยแผนที่ดังกล่าว จะอุดมไปด้วยข้อมูลเชิงบริบท หรือข้อมูลลักษณะเฉพาะชั้นต่ำ 

(low level feature) จำนวนมาก 

 กิ่งบริบท มีวัตถุประสงค์หลักเพื่อทำงานคู่ขนานกันไปกับกิ่งเชิงพื้นที่ ด้วยคุณสมบัติที่ถูกทำ

มาเพ่ือให้เป็นโมเดลขนาดเบา (Lightweight) และมีการทำผลรวมค่าเฉลี่ยทั้งหมดในชั้นโครงข่ายคอน

โวลูชั ่นในชั้นสุดท้าย (Global average pooling) ทำให้ได้รับข้อมูลบริบทขนาดใหญ่ ยกตัวอย่าง

โมเดลที่ประสบความสำเร็จในงานวิจัย เช่นโมเดล อินเซ็ปชั่น (Inception) [36] ในสถาปัตยกรรมดีป

แลปวีสามพลัส (DeeplabV3+) [11] ที่ใช้เทคนิคการทำโครงข่ายความฉลาดทางลึกแบบแยกกันได้ 

โดยกิ่งบริบทจะมีหน้าที่มอบข้อมูลเชิงพื้นที่ หรือข้อมูลลักษณะเฉพาะชั้นสูง (high level feature) 

อย่างเพียงพอ ซึ่งข้อมูลดังกล่าวนี้จะส่งผลต่อความแม่นยำของโมเดลอย่างมีนัยสำคัญด้วยหลักการลด

รายละเอียดอย่างรวดเร็ว  
  
 ในแง่ของการเพิ ่มความแม่นยำยิ่งขึ ้นนั้น  นักวิจัยชาวจีน Changqian ได้เพิ ่มโมเดลการ
รวมกันของรายละเอียด (Feature Fusion Module, FFM)  เพื ่อปร ับปร ุงประสิทธ ิภาพของ
รายละเอียดเพิ่มขึ้น และเพิ่มโมเดลการปรับแต่งจุดสนใจ (Attention Refinement Module, ARM) 
เพื ่อเพิ ่มน้ำหนักของรายละเอียดที ่สำคัญในแต่ละชั ้น โดยโมเดลการปรับแต่งจุดสนใจจะให้
รายละเอียดของบริบทจากการทำผลรวมค่าเฉลี่ยทั้งหมดในกิ่งบริบท ซึ่งกระบวนการทั้งหมดจะ
ปราศจากกระบวนการการเพ่ิมรายละเอียด จึงไม่ต้องพ่ึงทรัพยากรในการคำนวณกระบวนการนี้ 
 

 

ภาพที่ 17 ผลลัพธ์จากการทดลองโมเดลไบร์เน็ตบนข้อมูลท้องถนน (อ้างอิงจาก fig 3, [18]) 
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 กล่าวโดยสรุป โมเดลสถาปัตยกรรมการจำแนกรูปภาพเชิงความหมายแบบเครือข่ายทวิภาคี 

จะพยายามหาจุดกึ่งกลาง ระหว่างความแม่นยำในการจำแนกรูปภาพเชิงความหมาย และความเร็วใน

การประมวลผล โดยมีการทดลองบนคลังข้อมูลภาพถ่ายท้องถนนแบบเปิด โดยเป็นคลังข้อมูลที ่มี

ขนาดภาพ 2048 x 1024 จุดสี โมเดลดังกล่าวได้ความแม่นยำในการตรวจจับพื้นที่ (Intersect over 

Union) อยู่ที ่ ร้อยละ 68.4 และมีความเร็วในการประมวลผล อยู่ที ่ 105 ภาพต่อวินาที ซึ ่งไวกว่า

โมเดลที่เข้าแข่งขันทั้งหมดที่ มีค่าความแม่นยำใกล้เคียงกัน บนคลังข้อมูลชุดนี้ 

 

3.3 การปรับภาพแคลช (CLAHE) 
 การปรับภาพแคลช เป็นอีกเทคนิคหนึ ่งทางการมองเห็นของคอมพิวเตอร์ ที ่ช ่วยเพ่ิม
รายละเอียดของภาพ หรือวีดีโอผ่านการแยกสีอย่างชัดเจน  (Image contrast) โดยจะเน้นไปที่การ
ปรับสีของภาพให้กระจายไปในทุก ๆ ส่วนของขอบเขตสี ทำให้ภาพที่มีความเอนเอียงของย่านสีไป
ในทางใดทางหนึ่งมากเกินไป เช่น ภาพถ่ายในที่มืด ที่มีความเอนเอียงของสีในภาพค่อนไปในโทนมืด 
กลับมาชัดเจนได้ โดยหลักการทำงานของแคลชพัฒนามาจาก การสมดุลฮิสโทรแกรม (Histogram 
equalization) [37] ของนักวิจัย…. โดยจะนำทุกจุดสีบนรูปมาจัดหาผลรวมฮิสโทรแกรมของแต่ละ
ย่านสี เรียงลำดับตามฟังก์ชันการกระจายสะสม (Cumulative distribution function, cdf) และทำ
การกระจายค่าของฮิสโทรแกรมไปยังระนาบจุดสีดั่งสมการ 
 

ℎ(𝑣) = 𝑟𝑜𝑢𝑛𝑑 (
𝑐𝑑𝑓(𝑣)−𝑐𝑑𝑓𝑚𝑖𝑛

(𝐻 × 𝑊)−𝑐𝑑𝑓𝑚𝑖𝑛
× (𝐿 − 1))                               (12) 

 
 กำหนดให้  

𝑣   แทนค่าความหนาแน่นของจุดสี 
𝑐𝑑𝑓𝑚𝑖𝑛 แทนค่าที่น้อยที่สุดของฟังก์ชันการกระจายสะสมของจุดสี  
𝐻   แทนค่าความสูงของภาพ 
𝑊   แทนค่าความกว้างของภาพ 
𝐿    แทนค่า gray level ที่กำหนด (โดยทั่วไป จะกำหนดค่าอยู่ที่ 256) 
 
 
 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 22 

 

 

    
 
 
 
 

 
ภาพที่ 18 ตัวอย่างการคำนวณหาค่าสมดุลฮิสโทรแกรมของภาพขนาด 4x4 จุดสี 

 
 

  
 
 
 
 
 

ภาพที่ 19 ผลลัพธ์ที่ได้จากการทำสมดุลฮิสโทรแกรมของรูปตัวอย่าง 
 
 

 

ภาพท่ี 20 ตัวอย่างภาพรอยโรคก่อนมะเร็งที่ถูกนำไปทำเป็นภาพขาว-ดำ และกราฟฮิสโทรแกรมแสดง
ถึงผลรวมของแต่ละจุดสีในภาพ โดยฝั ่งซ้ายแสดงถึงภาพปกติ ฝั ่งขวาแสดงถึงภาพปกติหลังถูก
ปรับปรุง โดยวิธีการสมดุลฮิสโทรแกรม 
 
 โดยนักวิจัย Stephen M.Pizer ได้นำวิธีการสมดุลฮิสโทรแกรมจากที่เคยทำทั้งภาพ มา
ปรับปรุงแค่เพียงบางส่วนของรูปภาพ โดยจะไล่ทำทีส่วนของภาพจนครบ หลักการแยกทำทีละส่วนนี้ 
จะถูกเรียกว่า การสมดุลฮิสโทรแกรมแบบยืดหยุ่น (Adaptive Histogram Equalized, AHE) [38]  
 

𝑣 𝑐𝑑𝑓(𝑣) ℎ(𝑣) 

28 4 0 

95 9 107 

192 12 170 

221 14 213 

234 16 255 
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ภาพที่ 21 ตัวอย่างภาพรอยโรคก่อนมะเร็งที่ถูกนำไปทำเป็นภาพขาว-ดำ และกราฟฮิสโทรแกรมแสดง
ถึงผลรวมของแต่ละจุดสีในภาพ โดยฝั ่งซ้ายแสดงถึงภาพปกติ ฝั ่งขวาแสดงถึงภาพปกติหลังถูก
ปรับปรุง โดยวิธีการสมดุลฮิสโทรแกรมแบบยืดหยุ่น 
 
 ในส่วนของการทำแคลชนั้น จะเพิ ่มตัวแปรเข้าไปในวิธีการการสมดุลฮิสโทรแกรมแบบ
ยืดหยุ่น เพื่อกำหนดค่าสูงสุดที่จะปรับปรุงภาพ โดยหลักการทำงานของแคลชนั้นจะตัดค่าส่วนเกิน
ออกจากฐานฮิสโทรแกรมก่อนที่จำไปคำนวณค่าฟังก์ชันสะสม ทำให้แก้ไขปัญหาสัญญาณรบกวน 
(Noise) ที่เกิดจากการเกลี่ยส่วนที่เป็นสัญญาณรบกวนตรงขอบมุมของภาพที่มักจะมีจุดสีสีดำ ไปใน
การคำนวณฮิสโทรแกรม จากการทดลอง รูปภาพที่ผ่านการปรับปรุงแคลชในงานวิจัยชิ้นนี้ จะแยก
ย่านสีของบริเวณที่เป็นรอยโรค กับบริเวณปกติได้ชัดเจนขึ้น และเพิ่มค่าความแม่นยำของโมเดลอยา่ง
มีนัยสำคัญ 
  

 

ภาพที่ 22 ตัวอย่างภาพรอยโรคก่อนมะเร็งที่ถูกนำไปทำเป็นภาพขาว-ดำ และกราฟฮิสโทรแกรมแสดง
ถึงผลรวมของแต่ละจุดสีในภาพ โดยฝั ่งซ้ายแสดงถึงภาพปกติ ฝั ่งขวาแสดงถึงภาพปกติหลังถูก
ปรับปรุง โดยวิธีการแคลช  
 

 

ภาพที่ 23 ตัวอย่างภาพรอยโรคก่อนมะเร็งที่ถูกดัดแปลงไปเป็นภาพขาว -ดำ และกราฟฮิสโทรแกรม
แสดงถึงผลรวมของแต่ละจุดสีในภาพ โดยฝั่งซ้ายแสดงถึงภาพที่ผ่านการทำสมดุลฮิสโทรแกรมแบบ
ยืดหยุ่น ฝั่งขวาแสดงถึงภาพปกติหลังถูกปรับปรุงโดยวิธีการแคลช 
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 ในงานวิจัยชิ ้นนี ้ ได้ดัดแปลงการวิธ ีการทำแคลชมาใช้กับภาพสี โดยผู ้จ ัดทำได้เสนอ
กระบวนการดังกล่าวผ่านช่องสัญญาณ RGB โดยจะนำภาพ มาแยกเป็นแต่ละช่องสัญญาณ R, G, และ 
B เพื ่อนำไปเข้าสู ่กระบวนการเข้ารหัส (Encoding) โดยทั้งสามช่องสัญญาณนั้น จะถูกแปลงให้
กลายเป็นภาพขาว-ดำ โดยการตัดช่องสัญญาณที่เก็บค่า 0 ทิ้ง ผลลัพธ์จากการเข้ารหัสจะได้ภาพขาว-
ดำ ของแต่ละช่องสัญญาณ หลังจากนั ้นจะนำภาพที ่ได ้ไปทำการถอดรหัส (Decoding) ผ ่าน
กระบวนการการทำแคลชที่กล่าวไปข้างต้น ในขั้นตอนสุดท้ายจะเป็นการรวมแต่ละช่องสัญญาณเข้า
ด้วยกัน ทำให้ได้ภาพสีที่ผ่านการปรับปรุงแคลช และเห็นตำแหน่งของรอยโรคที่ชัดเจน 
 

 

ภาพที่ 24 กระแสงานในการทำแคลชบนภาพสี โดยทำผ่านช่องสัญญาณ RGB 
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บทที่ 4 
แนวคิดและวิธีดำเนินงาน 

 
 ในบทนี้ ผู้วิจัยต้องการพัฒนาโมเดลที่สามารถรองรับการทำงานตามเวลาจริง และยังคงไวซ้ึ่ง
ความแม่นยำในการทำนาย โดยมีขั้นตอนตามลำดับดังต่อไปนี้ (1) การเตรียมข้อมูล ข้อมูลดิบที่ทาง
ผู้วิจัยได้รับนั้น ยังไม่สมบูรณ์และพร้อมใช้งานตั้งแต่วันที่ได้รับ จึงจำเป็นต้องมีกระบวนการเตรี ยม
ข้อมูลเพื่อให้พร้อมในการใช้งาน ในที่นี้ จะประกอบไปด้วยการเตรียมข้อมูลของทั้งฝั่งผู้วิจัย และฝั่ง
แพทย์ (2) การประมวลผลก่อน โดยนำโมเดลจากงานแข่งขันภาพถ่ายท้องถนนแบบเปิด เพื่อใช้
ปรับปรุงให้เข้ากับข้อมูลภาพถ่ายหัตถการการส่องกล้อง  (3) ปรับปรุงโมเดล เพ่ิมแนวคิด, วิธีการใหม่ 
ๆ ปรับปรุงให้โมเดลฐานมีความทันสมัย เพ่ิมประสิทธิภาพในแง่ของความแม่นยำ (4) วัดประสิทธิภาพ
ของโมเดล ทั้งในแง่ของความแม่นยำ และในแง่ของความเร็ว (5) ทดสอบโมเดล ด้วยการนำไปใช้งาน
จริง ที่ศูนย์ส่องกล้อง โรงพยาบาลจุฬาลงกรณ์มหาวิทยาลัย 

 

ภาพที่ 25 ขั้นตอนการดำเนินงาน 
 

4.1 การเตรียมข้อมูล (Data Preparation)  

4.1.1 คลังข้อมูลคะวาเซอร์ (Kvasir Dataset) 
 คลังข้อมูลประกอบไปด้วยภาพติ่งเนื้อทางเดินอาหารส่วนล่าง จำนวน 1,000 ภาพ แต่ละภาพ
มีผลเฉลย มีขนาดหลากหลาย โดยมีขนาดเล็กท่ีสุด 332 x 487 จุดสี ไปจนถึงใหญ่ที่สุด 1920 x 1072 
จุดสี ภาพถูกเข้ารหัสด้วยรหัสเจเปค (.jpeg)  
 

4.1.2 คลังข้อมูลซีวีซี (CVC-Colon Dataset) 
 คลังข้อมูลประกอบไปด้วยภาพติ่งเนื้อทางเดินอาหารส่วนล่าง จำนวน 1,680 ภาพ แต่ละภาพ
มีผลเฉลย มีขนาดหลากหลาย โดยมีขนาด 320 x 480 จุดสี ภาพถูกเข้ารหัสด้วยรหัสเจเปค (.jpeg)  
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ก         ข         ค 

 
ภาพที่ 26 ตัวอย่างภาพจากคลังข้อมูลคะวาเซอร์ (ก) ภาพต้นฉบับ (ข) ผลเฉลย โดยพื้นที่สีขาวจะ
แทนบริเวณท่ีเป็นติ่งเนื้อ (ค) ผลเฉลย โดยบริเวณท่ีถูกตีกรอบจะเป็นบริเวณท่ีเป็นติ่งเนื้อ (อ้างอิงจาก 
[21]) 
 

4.1.3 คลังข้อมูลศูนย์ส่องกล้อง โรงพยาบาลจุฬาลงกรณ์มหาวิทยาลัย 
 ผู้จัดทำได้รวบรวมข้อมูลจากคลังข้อมูลของโรงพยาบาลจุฬา โดยมีคนไข้ที่มีรอยโรคทั้งหมด 
136 คน เริ ่มเก็บข้อมูลตั้งแต่เดือนมกราคม 2559 จนถึงเดือนธันวาคม 2563 โดยคลังข้อมูลจะ
ประกอบไปด้วยภาพติ่งเนื้อชนิดเซลล์แบ่งตัวแบบผิดปกติในกระเพาะอาหาร จำนวน 802 ภาพ แต่ละ
ภาพมีผลเฉลยที่ทางผู ้ว ิจัยได้ร่วมมือกับทางทีมแพทย์ศูนย์ส่องกล้อง โรงพยาบาลจุฬาลงกรณ์
มหาวิทยาลัยตลอดทั้งโครงการ มีขนาดของภาพอยู่ที่ 1920 x 1080 จุดสี โดยมีรุ่นกล้องส่องกระเพาะ
เป็น โอลิมปัส ชื่อรุ่น Olympus® EVIS EXERA III GIF-HQ190 gastroscope (Olympus Medical 
System Corps, Tokyo, Japan) ภาพถูกเข้ารหัสด้วยรหัสเจเปค มีชนิดของภาพทั้งหมดสองชนิด คือ
ภาพชนิดแสงขาว (white light) และภาพชนิดเอ ็นบีไอ (Narrow band image, NBI) [39] ใน
อัตราส่วน ร้อยละ 40 ต่อ 60 

 

 
ก ข 

ภาพที่ 27 ตัวอย่างภาพจากคลังข้อมูลศูนย์ส่องกล้อง โรงพยาบาลจุฬาลงกรณ์มหาวิทยาลัย (ก) ภาพ
ต้นฉบับ (ข) ผลเฉลยที่ได้จากการใช้เครื่องมือเลเบลมี 
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 ในการตีผลเฉลยบริเวณท่ีเป็นติ่งเนื้อชนิดเซลล์แบ่งตัวแบบผิดปกติในกระเพาะอาหารนั้น ทาง
ผู้วิจัยได้เลือกใช้เครื่องมือ เลเบลมี (LabelMe) [40] ในการรวบรวมผลเฉลยจากคลังข้อมูลคนไข้ โดย
ตัวเครื่องมือจะสร้างผลเฉลยเป็นเอกสาร เจสัน (.json) ซึ่งสามารถนำมาเปลี่ยนแปลงให้เป็นข้อมูลผล
เฉลยที่เป็นไฟล์ภาพได้ผ่านการเขียนโปรแกรมไพธอน  

 

 

ภาพที่ 28 ขั้นตอนการเตรียมข้อมูลผ่านเครื่องมือ LabelMe 
 
 โดยภาพที่ได้จากการรวบรวมนั้น ยังคงมีพื้นที่ด้านซ้ายที่ไม่เกี่ยวข้องกับการทำหัตถการการ
ส่องกล้อง ดังนั้น ก่อนที่จะนำภาพเหล่านี้ไปใช้ในการสอนโมเดล จะต้องครอบตัดบริเวณที่ไม่สนใจทิ้ง 
เพ่ือเป็นการขจัดปัญหาโมเดลเรียนรู้พื้นที่ที่ไม่สนใจ 
 
 

 

 
 
 
 
 
 
 
 
 
 

ก ข 
 

ภาพที่ 29 ขั้นตอนการครอบตัดบริเวณท่ีไม่สนใจ (ก) ภาพต้นฉบับและผลเฉลย (ข) ภาพต้นฉบับและ
ผลเฉลย หลังจากถูกครอบตัดแล้ว  
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4.1.4 การกำหนดชุดตัวอย่างสอน  
 จะกำหนดโดยใช้อัตราส่วนหลักของ คลังฝึกสอน  (Training Dataset) ต่อคลังตรวจสอบ
ความถูกต้อง (Validating Dataset)  ต่อคลังทดสอบ (Testing Dataset) เป็นอัตราส่วนร้อยละ 70 
ต่อ 10 ต่อ 20 โดยคำนึงถึงคนไข้คนเดียวกัน จะถูกรวมอยู่ในคลังข้อมูลชุดเดียวกันเท่านั้น คลังข้อมูล
ชุดนี ้ มีจำนวนภาพทั้งหมด 802 ภาพ แบ่งเป็น ภาพแสงขาว 307 ภาพ และภาพชนิดเอ็นบีไอ 
(Narrow Band Image, NBI) 495 ภาพ สำหรับการประเมินค่า Error นั้น ทางผู ้ว ิจัยได้นำข้อมูล
กระเพาะอาหารที่ไม่มีรอยโรค 160 ภาพ มาทดสอบหาค่าผิดพลาดจากการจำแนกส่วนเกินของโมเดล 
โดยข้อมูลที่ใช้จะมาจากคนไข้ปกติที่ไม่เจอโรคใด ๆ จากการทำหัตถการการส่องกล้อง โดยจำนวนรูป
ที่ใช้ทดสอบค่า Error จะเท่ากันกับจำนวนภาพบนบนชุดทดสอบ ในการรวบรวมผลลัพธ์การทดลอง 
ทางผู้วิจัยได้ใช้เทคนิค 3 folds cross validation เพื่อให้การทดลองมีความน่าเชื่อถือ และเพื่อบ่ง
บอกประสิทธิภาพที่แท้จริงของโมเดล 
 
 ในส่วนเทคนิคการทำ Hard negative sample จะมีการเติมภาพที่ไม่มีรอยโรคเพิ่มเข้ามา
เพื่อฝีกสอนโมเดลร่วมกันกับภาพรอยโรค มีจำนวนภาพทั้งหมดก่อนทำการฝึกสอน ทั้งสิ้น 838 ภาพ 
โดยภาพเหล่านี้ จะถูกคัดเพ่ือนำไปฝึกสอน จำนวน 320 ภาพ โดยจะแบ่งเป็นชุดฝึกสอน จำนวน 280 
ภาพ และชุดตรวจสอบ 40 ภาพ ทั้งนี้ ภาพที่ไม่มีรอยโรคที่เพิ่มเข้ามานั้น จะไม่มีความเกี่ยวข้อง 
(Independent) กับชุดทดสอบที่กล่าวไปข้างต้น 
 

4.2 การประมวลผลก่อน (Data Preprocessing)  
 ในการประมวลผลก่อน ผู ้จ ัดทำจะนำข้อมูลที ่ผ ่านการเตรียมข้อมูลจาก 4.1 มาเข้าสู่
กระบวนการแคลช เพื่อเพิ่มรายละเอียดให้กับภาพ หลังจากนั้นจะนำภาพในชุดฝึกสอน และชุด
ตรวจสอบ ไปผ่านกระบวนการเพิ่มข้อมูล โดยใช้เทคนิคจาก 2.4 เพื่อเพิ่มปริมาณรูป โดยผู้จัดทำจะ
เพิ่มข้อมูลเป็นจำนวน 10 เท่า ก่อนนำไปฝึกสอนนั้น จะมีการแปลงภาพให้กลายเป็นเวกเตอร์โดยใช้
กระบวนการปรับค่าปกติจาก 2.9 เพื่อทำให้การฝึกสอนเป็นไปอย่างราบลื่นและไม่เกิดข้อผิดพลาด
จากการคำนวณท่ีมากเกินปกติ 
 

4.3 การปรับปรุงโมเดล (Model Implementation)  
 ในการปรับปรุงโมเดล ผู้จัดทำได้เพิ่มเทคนิคต่าง ๆ เพื่อเพิ่มความแม่นยำให้กับโมเดล โดย
ส่วนแรกจะปรับปรุงส่วนขาออกของโมเดล BiSeNet จากที่เคยทำนายออกมา 20 ความเป็นไปได้ตาม
ข้อมูล cityscapes ให้ทำนายอยู่บนความเป็นไปได้เพียงสองอย่างเท่านั้น คือเป็นรอยโรค และไม่เป็น
รอยโรค บนข้อมูลของโรงพยาบาลจุฬา ในส่วนถัดมาจะจะเพ่ิมหลักการการทำแคลช การเพ่ิมปริมาณ
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ข้อมูล และการนำภาพปกติเข้ามาร่วมฝึกสอนโมเดลให้มีความแม่นยำขึ้น  อ้างอิงจาก 2.4 2.5 3.3 
ตามลำดับ 
 

 
ภาพท่ี 30 ภาพรวมกระแสงานของโมเดล โดยตัวเลขจะแทนเทคนิคต่าง ๆ ที่ผู้จัดทำใช้ 1) การเรียนรู้
แบบโอนถ่าย 2) การปรับภายโดยแคลช 3) การเพ่ิมข้อมูล และ 4) โมเดล BiSeNet 
 

4.4 การวัดประสิทธิภาพโมเดล (Model Evaluation)  
 จะใช้มาตรวัดสองค่าในการประเมินประสิทธิภาพของโมเดล คือมาตรวัดพื้นที่ทับซ้อนส่วน
พื้นที่รวม เพื่อประเมินประสิทธิภาพในแง่ของความแม่นยำ และมาตรวัดความเร็วในการประมวลผล
ของภาพต่อวินาที เพ่ือวัดประสิทธิภาพในแง่ของความเร็ว ดังที่กล่าวไว้ที่ 2.8 

 

4.5 การทดสอบโมเดล (Model Deployment)  
 ตัวโมเดลที่พัฒนาเสร็จแล้ว จะถูกนำไปติดตั้งเพื่อใช้งานจริง ที่ศูนย์ส่องกล้อง โรงพยาบาล
จุฬาลงกรณ์มหาวิทยาลัย โดยจะมีแบบสอบถามความพึงพอใจในการใช้งานให้กับทีมแพทย์ เพ่ือ
ประเมินประสิทธิภาพในแง่ของการนำไปใช้จริง โดยจะมีการประเมิน และปรับปรุงโมเดลระหว่างช่วง
ทดสอบนี้เป็นระยะ 
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บทที่ 5 
ผลการทดลอง 

 
 ในเนื้อหาบทนี้ จะแบ่งผลการทดลองออกเป็นสองส่วน โดยส่วนแรก 5.1 จะเป็นผลการ
ทดลองบนชุดทดสอบทั้งสามชุด ในตารางที่ 1 จะกล่าวถึงผลการทดลองโดยละเอียด ในตารางที่ 2 
จะกล่าวถึงค่าเฉลี่ยของแต่ละโมเดลบนชุดทดสอบทั้งสามชุด และตารางที่ 3 จะกล่าวถึงค่าความ
มั่นใจของโมเดลบนชุดทดสอบทั้งสามชุดที่ร้อยละ 95  
 
 ในส่วน 5.2 จะเป็นตัวอย่างผลลัพธ์ของชุดทดสอบ โดยจะเรียงลำดับตามตัวอักษร (ก) ภาพ
ต้นฉบับ (ข) ผลเฉลย (ค) ผลลัพท์จากโมเดล U-Net (ง) ผลลัพท์จากโมเดล DeepLabV3 (จ) ผลลัพท์
จากโมเดล BiSeNet (ฉ) ผลลัพท์จากโมเดล BiSeNet + Transfer learning (TL) (ช) ผลลัพท์จาก
โมเดล BiSeNet + Transfer learning (TL) + CLAHE (ซ) ผลลัพท์จากโมเดล BiSeNet + Transfer 
learning (TL) + CLAHE + Augmentation (AUG) (ฌ) ผลลัพท์จากโมเดล BiSeNet + Transfer 
learning (TL) + CLAHE + Augmentation (AUG) + Hard negative sample (HNS) 
 
 จากผลลัพธ์การทดลอง โมเดล BiSeNet ที่ผ่านกระบวนการประมวลผลก่อน จะได้ค่าเฉลี่ย 
IoU ท ี่สูงที่สุด เมื่อเทียบกันกับโมเดลตัวอื่น ๆ ที่ร้อยละ 54.87 ซึ่งมากกว่าตัว baseline ที่ร้อยละ 
54.15 และตัว BiSeNet มาตรฐานที่ไม่ผ่านการปรับปรุง ที่ร้อยละ 50.15 โดยได้ค่า Error น้อยกว่า
ร้อยละ 1 ดังนั้น ในแง่ของประสิทธิภาพการจำแนกนี้ ตัวโมเดลของผู้จัดทำ สามารถทำได้ดี ในแง่ของ
การจำแนกรอยโรค และจำแนกบริเวณที่ปกติ อีกทั้งยังสามารถทำงานได้ตามเวลาจริง โดยที่ยังคง
ประสิทธิภาพไว้เทียบเท่ากับโมเดล baseline 
 
 ส่วนผลลัพธ์การคัดแยกนั้น โมเดล BiSeNet ที่ผ่านกระบวนการประมวลผลก่อน ได้ผลลัพธ์
ค่า Sensitivity มากกว่าร้อยละ 90 แต่โมเดลนั้น ยังมีจุดอ่อนที่ค่า Specificity ยังคงได้น้อย เป็นผล
ให้ค่า F1 Score มีค่าที่น้อยตามไปด้วย ดังนั้น ทางผู้จัดทำจึงได้เพ่ิมเทคนิคการใช้ภาพปกติที่ไม่มีรอย
โรค ผสมผสานกับเทคนิคการเรียนรู้แบบกึ่งมีผู้สอน (Semi supervised) มาช่วยเพิ่มความแม่นยำ
มากขึ ้น ในผลลัพธ์ส ุดท้าย ว ิธ ีการ Hard negative sample สามารถเพิ ่มความแม่นยำในฝั่ง 
Specificity ที่สูงขึ้นมาก โดยสูญเสียความแม่นยำฝั่ง Sensitivity ลงไปเพียงเล็กน้อย ดังนั้น ค่าเฉลี่ย 
F1 Score ของโมเดลปรับปรุง ได้ร้อยละ 90.47 สูงกว่าทั้งโมเดล baseline ที่ร้อยละ 83.54 และ
โมเดล BiSeNet มาตรฐาน ที่ร้อยละ 84.06  
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 ในงานวิจัยชิ้นนี้ ทางผู้จัดทำได้สรุปผลการทดลองในแต่ละประเด็นเพื่อทำการสรุปเทคนิคแต่
ละหัวข้อ ประกอบไปด้วย ผลกระทบจากการใช้เทคนิคการเรียนรืแบบโอนถ่าย ผลกระทบจากการใช้
แคลช ผลผลกระทบจากการใช้เทคนิคการเพ่ิมข้อมูล ผลกระทบจากการใช้ Hard negative sample 
และผลกระทบจากการใช้โมเดล BiSeNet  
 
ผลกระทบจากการใช้เทคนิคการเรียนรู้แบบโอนถ่าย 

ด้วยข้อมูลรอยโรคที่น้อยในคลังข้อมูล ทางผู้จัดทำจึงได้นำข้อมูลที่มีความใกล้เคียงกันที่มี
เยอะกว่า อย่างข้อมูลระบบทางเดินอาหารส่วนล่าง ทั้งในงานแข่ง และข้อมูลจากศูนย์ส่องกล้อง ที่มี
ความคล้ายคลึงเรื ่องโทนสีของภาพ และรุ่นกล้องที่ใช้ โดยการเพิ่มเตินภาพเข้าไปร่วมสอนก่อน 
(Pretrained) ทำให้โมเดลมีค่า negative predivtive value เพิ่มขึ้นจากร้อยละ 87 เป็นสูงสุดร้อย
ละ 92 ในผลการทดลองแบบประมวลผลในขั้นตอนของการใส่ augmentation ร่วม และมีค่าเฉลี่ย
สูงสุดที่ร้อยละ 80.42 สูงกว่าค่าเฉลี่ยของโมเดล baseline ทั้งสองตัว แต่ในทางเดียวกัน การใช้
เทคนิคการเรียนรู้แบบโอนถ่าย กลับไม่ค่อยเพิ่มความแม่นยำในด้านของ Accuracy และ F1-Score 
มากนัก ถึงแม้ว่าการใช้เทคนิคนี้จะทำได้ดีในแง่ของการเพิ่ม Specificity ให้แก่โมเดล แต่ในทาง
กลับกัน การใช้เทคนิคนี้เพียงอย่างเดียวอาจไม่เพียงพอต่อค่าความแม่นยำที่คาดหวังไว้ 
 
ผลกระทบจากการใช้แคลช 
 การใช้แคลชได้ผลลัพธ์ที ่ด ีท ี ่ส ุดในแง่ของการเพิ ่มความแม่นยำให้แก่ต ัวโมเดล โดย
ประสิทธิภาพการจำแนกของโมเดลในค่า Sensitivity เพิ่มขึ้นจากกร้อยละ 82 เป็นร้อยละ 89 และมี 
mIoU เพิ่มขึ้นจากร้อยละ 46 เป็นร้อยละ 55 ในชุดข้อมูลที่ 1 และได้ค่าเฉลี่ยรวมของ Sensitivity 
และ mIoU อยู่ที่ร้อยละ 91 และร้อยละ 95 สูงกว่าค่าเฉลี่ยของโมเดล Baseline โดยผลลัพธ์ที่ออกมา
นี้อาจเกิดขึ้นจากการที่โมเดลที่ผ่านการทำแคลชนั้นให้ข้อมูลที่มีความละเอียดเพ่ิมขึ้น คล้ายกับการทำ 
NBI หรือ IEE ในขณะส่องกล้อง ซึ่งการใช้เทคนิคนี้ ได้ความแม่นยำที่สูงมากพอที่จะไม่ต้องพ่ึงพาโหมด
แสงดำในระหว่างส่องกล้อง 
 
ผลกระทบจากการใช้เทคนิคการเพิ่มข้อมูล 
 ทางผู้จัดทำได้ใช้เทคนิคนี้ในการเพ่ิมข้อมูล 10 เท่าตัว โดยการสร้างข้อมูลใหม่ขึ้นมานั้น จะมี
พื้นฐานมาจากรูปในคลังข้อมูล โดยการเพิ่มข้อมูลมีส่วนช่วยในการเพิ่ม Sensitivity เมื่อเปรียบเทียบ
กับโมเดลก่อนหน้านี้ร้อยละ 4 (เพิ่มขึ้นจากร้อยละ 89 เป็นร้อยละ 93) และค่า mIoU เพิ่มขึ้นร้อยละ 
2 (เพ่ิมจากร้อยละ 55 เป็นร้อยละ 57)  
 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 32 

ผลกระทบจากการใช้ Hard negative sample  
 ในขั้นตอนสุดท้าย ผู้จัดทำได้เพ่ิมภาพถ่ายปกติเข้าไปในตัวโมเดล ผ่านการใช้เทคนิคแบบกึ่งมี
ผู้สอน เพื่อชดเชยค่า Specificity ที่ตกลงไปเป็นอย่างมาก โดยพยายามหาจุดสมดุลที่จะเพิ่มค่าความ
แม่นยำ และค่า F1-Score ให้มากขึ้น การนำเทคนิคสุดท้ายนี้เข้ามาใช้ ทำให้ค่าเฉลี่ย Accuracy และ
ค่า F1-Score สูงขึ้นถึงร้อยละ 91 และร้อยละ 90 ตามลำดับ สูงกว่าค่าเฉลี่ยของโมเดลก่อนหน้าที่ทำ
ได้เพียงร้อยละ 86 ทั้ง Accuracy และ F1-Score โดยการเพิ่มขึ้นมานี้ เกิดขึ้นจากการเพิ่มขึ้นของค่า 
spcificity จากร้อยละ 80 เป็นร้อยละ 98 (ผลเฉลี่ย) โดยสูญเสีย Sensitivity ลงไปจากร้อยละ 91 
เป็นร้อยละ 85 (ผลเฉลี่ย) สิ่งที่เห็นได้เด่นชัดจากการปรับปรุงโดยเทคนิคนี้ คือการทำนายบริเวณที่
ไม่ใช่รอยโรคลดลงเป็นอย่างมาก (อ้างอิงจากภาพถ่าย negative ในบทที่ 5) โดยสะท้อนถึงค่าเฉลี่ย 
Error ที่ลดลงจากร้อยละ 0.81 เป็นร้อยละ 0.08 ในชุดทดสอบท้ังสามชุด 
 
ผลกระทบจากการใช้โมเดล BiSeNet 
 โมเดล BiSeNet เป็นโมเดลที่พยายามหาจุดสมดุล โดยตั้งเงื่อนไขว่าต้องทำงานตามเวลาจริง
ได้ และสูญเสียความแม่นยำให้น้อยที่สุด ดังนั้นแล้ว ผู้จัดทำจึงเลือกที่จะปรับปรุงโมเดลตัวนี้ โดยการ
เพิ่มเทคนิคดังที่กล่าวไปก่อนหน้าเพื่อชดเชยความแม่นยำที่สูญเสียจากการลดขนาดของโมเดลลงเมื่อ
เทียบกับโมเดล Baseline อย่าง โมเดล U-Net และ DeepLabV3+ ที่ถูกออกแบบมาให้จำแนกภาพ
โดยเฉพาะ โดยความเร็วในการประมวลผลโดยเฉลี่ยของโมเดลนั้นได้ผลลัพธ์ที่สูงมากกว่าโมเดล 
Baseline มากถึง 10-20 เท่า (จากผลเฉลี่ยความเร็วประเมินผลที่ร้อยละ 31.73 เทียบกับ 3.94 และ 
2.35) ซึ่งเพียงพอต่อความต้องการขั้นต่ำที่ 25 เฟรมต่อวินาที 
 
 ด้วยวิธีการทั้งหมดนี้ ทำให้โมเดล Bisenet ที่ผ่านการปรับปรุง สามารถทำงานได้ตามเวลา
จริง อีกท้ังยังมีความแม่นยำเทียบเท่าโมเดล Baseline ที่ได้รับความนิยามในงานแพทย์อีกด้วย 
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บทที่ 6 
สรุปผลการทดลอง 

 
เทคนิคการเรียนรู้เชิงลึก ในการตรวจจับ และวิเคราะห์ (Computer-aided detection & 

diagnosis, CADe/CADx) โรคต่าง ๆ ภายในทางเดินอาหารโดยใช้โครงข่ายประสาท ได้ถูกพัฒนา
อย่างรวดเร็วในช่วงปี 2018 [41]  โดยโมเดลส่วนใหญ่นั้นได้เข้ามามีบทบาทสำคัญในการตรวจจับติ่ง
เนื้อ และโรคต่าง ๆ ในทางเดินอาหารส่วนล่างก่อนเป็นอันดับแรก โดยในปัจจุบัน โมเดลเหล่านี้
สามารถทำงานได้ตามเวลาจริง และมีค่า Sensitivity มากถึงร้อยละ 90 [42] 

 
มีงานวิจัยหลายชิ้นในแวดวงการแพทย์ ที่ใช้การเรียนรู้เชิงลึกในการตรวจจับรอยโรคภายใน

ทางเดินอาหารส่วนบน แต่ส่วนใหญ่นั้นจะมุ่งเน้นไปทางพัฒนาโมเดลตรวจจับมะเร็งกระเพาะอาหาร 
[43-46] มีเพียงส่วนน้อยที่ตรวจจับรอยโรคก่อนมะเร็ง ผลงานที่ใกล้เคียงที่สุด โดยนักวิจัย Xu M. et 
al. ได้ใช้โมเดลการเรียนรู้เชิงลึก 4 ชนิด ประกอบไปด้วย ResNet-50 [47] VGG-16 [48] DenseNet-
169 [49] EfficentNet-B4 [50] เพื่อตรวจจับรอยโรคระหว่างทำหัตถการ แต่การใช้งานจริงนั้น ทาง
แพทย์จะต้องหยุดกล้องชั่วขณะเพื่อให้โมเดลสามารถตรวจจับบริเวณที่มีรอยโรคในขณะนั้นได้ ซึ่งมี
ความยุ่งยากในทางปฏิบัติ [51] อีกทั้งยังมีข้อจำกัดของโมเดล ที่สามารถใช้งานได้กับภาพแสงดำ
เท่านั้น ทำให้ไม่สามารถใช้งานได้จริงในกรณีท่ีการส่องกล้องส่วนใหญ่ จะใช้แสงขาวในการทำหัตถการ 

 
โมเดล BiSeNet นั้น ถือว่าเป็นโมเดลที่สามารถใช้งานได้ตามเวลาจริง และยังคงไว้ซึ่งความ

แม่นยำ โดยการใช้โมเดล BiSeNet แบบดั้งเดิมนั้น ได้ความเร็วในการประมวลผลมากกว่าโมเดล 
Baseline U-Net และ DeeplabV3+ มากถึง 10 เท่า แต่ในแง่ความแม่นยำของการคัดแยกนั้น 
BiSeNet กลับทำได้พียงร้อยละ 86 เท่านั้น ซึ่งไม่เพียงพอต่อค่ามาตรฐานของ Preservation and 
Incorporation of Valuable Endoscopic Innovations (PIVI) ที ่กำหนดเอาไว้ว ่า โมเดลที ่ด ีนั้น 
ควรจะมีค่า NPV ร้อยละ 90 [52] ดังนั้น การเพิ่มเทคนิคต่าง ๆ เข้าไปนั้น จึงจำเป็นในการบรรลุค่า
มาตรฐานนี้ โดยผลลัพธ์ท้ายสุด โมเดล BiSeNet + Transfer learning + CLAHE + AUG ได้ผลลัพธ์ 
NPV อยู่ร้อยละ 92.09 ซึ่งมากกว่าค่ามาตรฐาน PIVI กำหนดไว้ อีกทั้งค่าเฉลี่ย NPV ที่ได้จากการ
ทดลองทั้ง 3 ชุดข้อมูล ร้อยละ 89.78 ซึ่งใกล้เคียงกับค่ามาตรฐาน PIVI  
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ในส่วนของการจำแนก โมเดล BiSeNet ของทางผู้จัดทำ ได้ผลลัพธ์ค่าเฉลี่ย IoU อยู่ที่ร้อยละ 
52.10 ซึ่งเพียงพอต่อการบอกขอบเขตคร่าว ๆ ในระหว่างการทำหัตถการ โดยเป้าหมายหลักของ
โมเดลจะเป็นการเตือนทีมแพทย์ให้ไม่พลาดเมื่อกล้องทำการจับรอยโรคตามเวลาจริง  

 
งานวิจัยชิ้นนี้ แสดงให้เห็นว่า การเพ่ิมเทคนิคต่าง ๆ เข้าไปในตัวโมเดล BiSeNet ดั้งเดิม เช่น 

การทำการเรียนรู้แบบโอนถ่าย การทำแคลช การเพิ่มข้อมูล และการใช้การเรียนรู้แบบกึ่งผู้สอนนั้น 
ทำให้โมเดลที่ผ่านการปรับปรุง ได้ค่าเฉลี่ย F1-Score ในชุดทดสอบทั้งสามชุด มากกว่าร้อยละ 90 
และยังสามารถใช้งานได้จริง โดยมีประสิทธิภาพการแสดงผล มากกว่า 25 เฟรมต่อวินาที ในอนาคต
นั้น งานวิจัยชิ้นนี้สามารถต่อยอดได้ในอีกสองทาง หนึ่งคือ สามารถนำผลลัพธ์จากการคัดแยก มาช่วย
คัดเลือกภาพที่จะนำไปจำแนกต่อ เพื่อเพิ่มประสิทธิภาพในการประมวลผลด้านความเร็วให้มากยิ่งขึ้น 
โดยไม่จำเป็นต้องจำแนกทุกเฟรมแบบปกติ สองคือ การนำค่าสูญเสียจากการทำการคัดแยก มาเฉลี่ย
รวมกับการจำแนก เพื ่อสะท้อนค่าที ่แท้จร ิงก่อนที ่จะนำไปทำกระบวนการย้อนกลับ (Back 
propagation) เพ่ือให้ค่าสูญเสียทีเกิดข้ึน มีความเท่ียงตรง และอาจช่วยเพิ่มความแม่นยำให้กับโมเดล 
 

ประโยชน์ของงานวิจัยชิ้นนี้ ตัวโมเดลของผู้จัดทำสามารถตรวจจับรอยโรคได้ตามเวลาจริง ไม่
ว่าจะเป็นภาพแสงขาว หรือแสงดำ อีกทั้งยังคงไว้ซึ่งความแม่นยำเทียบเท่ากับโมเดล benchmark 
ทางผู้จัดทำคาดหวังว่า งานวิจัยชิ้นนี้ จะช่วยเพิ่มความแม่นยำให้แก่แพทย์ฝึกหัด ให้สามารถตรวจจับ
รอยโรคได้เทียบเท่าแพทย์ผู้ชำนาญ โดยไม่จำเป็นต้องเปลี่ยนเป็นแสงดำในการตรวจจับ อีกทั้งยังเป็น
แนวทางใหม่ ๆ ให้กับการวิจัยการเรียนรู้เชิงลึก ในระบบทางเดินอาหารส่วนบนต่อไป 
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