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This research is aimed to compare the variable screening methods including 
Lasso, Adaptive Lasso and Elastic Net for hierarchical testing of high-dimensional 
regression coefficients. Hierarchical Clustering is employed to group independents 
variables based on their correlations. Multi-split method is then used to obtain p-
values for each group of regression coefficients. Simulated data and real data are 
carried out to compare the performance of variable screening methods. For 
simulated data, we consider the case when ratios of the sample size and number of 
independent variables are 100:500 and 100:1000 and the correlation among 
independent variables are 0.0 , 0.5 and 0.9. For real data sets, normal correlation and 
high correlation among independent variables are considered here. Family wise error 
rate and power of the test are computed to compare the performance of variable 
screening methods. 

In this study, we found that all three screening methods have low power. 
Furthermore, Lasso has the largest power followed by Adaptive Lasso and Elastic Net 
respectively. However, Adaptive Lasso and Elastic Net has lower family wise error 
rate than Lasso. 
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บทที่ 1 
 

บทน า 

1.1 ความเป็นมาและความส าคัญของปัญหา 

เนื่องจากความเจริญก้าวหน้าทางด้านเทคโนโลยีในโลกยุคปัจจุบันมีความรวดเร็วและสะดวก

มากขึ้น ในการเก็บข้อมูลเพ่ือใช้ในการวิจัยสามารถท าได้ง่าย อีกทั้งยังเก็บข้อมูลในปริมาณที่มากได้ใน

ระยะเวลาอันสั้น ท าให้ในปัจจุบันเราต้องพบเจอกับข้อมูลที่มีขนาดใหญ่ขึ้นกว่าในอดีตมาก ซึ่งส่งผลให้

มีผู้สนใจที่จะวิเคราะห์เพื่อศึกษาข้อมูลที่มีขนาดใหญ่เพ่ิมมากข้ึน โดยในการวิเคราะห์การถดถอยเพ่ือดู

ความสัม พันธ์ของตั วแปร อิสระ (Independent Variables) และตั วแปรตาม (Dependent 

Variables) จะสามารถประมาณค่าสัมประสิทธิ์การถดถอยได้โดยใช้วิธีก าลังสองน้อยที่สุด(Ordinary 

Least Squares(OLS)) โดยวิธีนี้จะสามารถใช้ได้กับข้อมูลที่จ านวนตัวแปรน้อยกว่าขนาดตัวอย่าง

เท่านั้น ส าหรับข้อมูลที่ตัวแปรอิสระมีจ านวนมากกว่าขนาดตัวอย่าง จะเรียกข้อมูลลักษณะนี้ว่า ข้อมูล

ที่มีมิติสูง (High-Dimensional Data) ซึ่งจะไม่สามารถใช้วิธีการวิเคราะห์การถดถอยแบบดั้งเดิมได้ 

นอกจากนี้ ในข้อมูลที่มีมิติสูง ยังอาจจะต้องเผชิญกับปัญหาที่ตัวแปรอิสระมีความสัมพันธ์กันสูง 

(Multicollinearity) จนไม่สามารถเลือกได้ว่าตัวแปรอิสระตัวใดมีความส าคัญมากกว่ากัน ดังนั้นการ

ทดสอบความส าคัญของสัมประสิทธิ์การถดถอยทีละตัวอาจไม่เหมาะสม ในกรณีนี้เราควรทดสอบ

ความส าคัญของตัวแปรอิสระเป็นกลุ่มตามระดับความสัมพันธ์ของตัวแปรอิสระแทน ซึ่งMandozzi 

and Bühlmann (2013) ได้เสนอการทดสอบสมมติฐานแบบเป็นล าดับชั้นของกลุ่มสัมประสิทธิ์การ

ถดถอย โดยที่กลุ่มสัมประสิทธิ์การถดถอยจะถูกจัดกลุ่มตามความสัมพันธ์ของตัวแปรอิสระ โดยใช้

เทคนิคการจัดกลุ่มแบบเป็นล าดับชั้น (Hierarchical Clustering)  ในการวิเคราะห์การถดถอยในแต่

ละล าดับชั้นของการแบ่งกลุ่มตัวแปรอิสระ  

ในปัจจุบันได้มีการเสนอวิธี Penalized Likelihood Estimator เพ่ือใช้ในการหาตัวแบบการ

ถดถอยที่เหมาะสมส าหรับข้อมูลที่มีมิติสูง โดยเป็นการเพ่ิม Likelihood ด้วย Penalty Function ซึ่ง

เป็นฟังก์ชันในรูปของสัมประสิทธิ์และหาค่าสัมประสิทธิ์ที่ท าให้ค่า Penalized Likelihood ดังกล่าวมี

ค่าสูงสุด หากเราเลือกใช้ Penalty Function ที่เหมาะสม จะท าให้ค่าสัมประสิทธิ์บางตัวมีค่าเท่ากับ

ศูนย์ โดยที่วิธี Penalized Likelihood Estimator จะท าการประมาณค่าสัมประสิทธิ์ไปพร้อมๆกับ



 2 

การคัดเลือกตัวแปรเข้ามายังตัวแบบได้ ซึ่งในการวิจัยครั้งผู้วิจัยสนใจท าการเปรียบเทียบวิธีการคัด

กรองตัวแปร 3 วิธี ดังนี้ 

วิ ธี  Least Absolute Shrinkage and Selection Operator (Lasso) น า เส น อ โ ด ย 

Tibshirani (1996) ในวิธี Lasso จะมีการใช้  ℓ1 – norm ส าหรับ Penalty Function ในการปรับ

ค่าผลรวมความคลาดเคลื่อนก าลังสองให้มีค่าน้อยที่สุด ซึ่งวิธี Lasso มีข้อดีคือจะท าการประมาณค่า

สัมประสิทธิ์แบบต่อเนื่อง (Continuous Shrinkage) ไปคราวเดียวกันกับการคัดเลือกตัวแปรเข้ามายัง

ตัวแบบ และวิธี Lasso จะมีประสิทธิภาพสูงในการพยากรณ์ เมื่อตัวแบบจริงมีจ านวนตัวแปรอิสระที่มี

ความสัมพันธ์กับตัวแปรตามมีจ านวนไม่มากนัก แต่วิธี Lasso  ยังมีข้อเสียคือ ในกรณีที่ตัวแปรอิสระมี

ความสัมพันธ์กันสูง วิธี Lasso มีแนวโน้มที่จะเลือกตัวแปรเพียงตัวแปรเดียวจากกลุ่มตัวแปรอิสระที่มี

ความสัมพันธ์กันสูงเข้ามายังตัวแบบ จึงท าให้ตัวประมาณค่าสัมประสิทธิ์ที่ได้มีความเอนเอียง (Bias)  

วิธี Adaptive Least Absolute Shrinkage and Selection Operator (Adaptive Lasso) 

น าเสนอโดย Hui Zou (2006) เป็นวิธีที่พัฒนามาจากวิธี Lasso แต่มีการเพ่ิมเงื่อนไขโดยการให้ค่า

น้ าหนัก (Weight) กับพารามิเตอร์แต่ละตัวแตกต่างกันใน Penalty Function ซึ่งการเพ่ิมค่าน้ าหนัก

นี้จะช่วยแก้ไขปัญหาความไม่คงเส้นคงวาที่ท าให้เกิดความเอนเอียงในวิธี Lasso ได้อีกด้วย ซึ่งการใช้  

Penalty Function ดังกล่าวจะท าให้ได้ตัวประมาณที่มีคุณสมบัติ Oracle ของตัวประมาณค่า 

กล่าวคือ เมื่อขนาดตัวอย่างเข้าสู่ค่าอนันต์ วิธี Adaptive Lasso จะมีความสามารถในการเลือกตัว

แปรได้เสมือนกับว่าทราบตัวแบบที่แท้จริง (True Model) ซึ่งคุณสมบัตินี้ไม่มีในวิธี Lasso 

วิธี Elastic Net (EN) น าเสนอโดย Hui Zou and Trevor (2005) เป็นวิธีที่แก้ไขข้อจ ากัด

ของวิธี Lasso เนื่องจากมีคุณสมบัติช่วยลดค่าสัมประสิทธิ์ของตัวแปรแบบต่อเนื่องและท าการ

คัดเลือกตัวแปรไปพร้อมๆกัน  โดยวิธี EN มีการให้ Penalty Function อยู่ในรูปของ  ℓ1 – norm 

และ  ℓ2 – norm และวิธี EN จะมีประสิทธิภาพที่ดีกว่าวิธี Lasso ในกรณีที่ตัวพยากรณ์ในแต่ละตัว

แบบมีความสัมพันธ์กันมาก โดยเฉพาะอย่างยิ่งในกรณีที่จ านวนตัวแปรอิสระมีขนาดใหญ่กว่าขนาด

ของตัวอย่างมากๆ เนื่องจาก วิธี EN สามารถคัดกรองตัวแปรอิสระและประมาณค่าได้ในคราวเดียวกัน  

อย่างไรก็ตามวิธีดังกล่าวให้เพียงค่าประมาณของสัมประสิทธิ์โดยไม่ได้รายงานค่า p-value 

ซึ่งเป็นค่าที่บ่งบอกถึงความส าคัญของตัวแปรและมีความจ าเป็นต่อผู้วิเคราะห์ผล ดังนั้นการคัดกรอง

ตัวแปร จึงอาศัยเพียงค่าสัมประสิทธิ์การถดถอยของตัวแปรเท่านั้น ต่อมา ในปี 2009 Meinshausen, 

Meier, and Bühlmann (2009) ได้เสนอวิธีการหาค่า p-value  ส าหรับการทดสอบสัมประสิทธิ์การ
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ถดถอยกรณีที่ข้อมูลมีมิติสูงโดยใช้วิธีการแบ่งข้อมูลแบบสุ่มหลายๆครั้ง (Multi-split) ซึ่งจะท าการ

ทดสอบสัมประสิทธิ์การถดถอยทีละตัว โดยวิธีการดังกล่าวจะท าการสุ่มแบ่งข้อมูลออกเป็นสองส่วน

เท่าๆกัน จากนั้นใช้ข้อมูลเพียงส่วนแรกในการคัดกรองตัวแปรโดยวิธี Penalized Likelihood และใช้

ข้อมูลส่วนที่สองในการค านวณหาค่า p-value ส าหรับตัวแปรที่ผ่านการคัดกรองแล้วเท่านั้น ซึ่ง

จ านวนตัวแปรที่ผ่านการคัดกรองจะมีจ านวนน้อยกว่าครึ่งหนึ่งของขนาดตัวอย่าง ดังนั้น การหาค่า p-

value สามารถท าได้ปกติโดยไม่ติดปัญหาเรื่องมิติที่สูงของข้อมูลอีกต่อไป จากนั้นจึงท าการสุ่มแบ่ง

ข้อมูลหลายๆครั้งและท าซ้ ากระบวนการข้างต้น 

ต่อมา ศุภวัฒน์ อังคะสี (2556) ได้ท าการศึกษาเปรียบเทียบประสิทธิภาพของวิธี Penalized 

Likelihood ต่างๆในขั้นตอนการคัดกรองตัวแปรส าหรับวิธีการหาค่า p-value โดยวิธีการแบ่งข้อมูล

แบบสุ่มหลายๆครั้ง โดยท าการเปรียบเทียบวิธี  Lasso (Tibshirani (1996)), วิธี Adaptive Lasso 

(Hui Zou (2006)), Elastic Net (EN) (Hui Zou and Trevor (2005)) และ Smoothly Clipped 

Absolute  Deviation (SCAD) (Fan and Li (2001)) และใช้เกณฑ์ในการเปรียบเทียบประสิทธิภาพ

ของแต่ละวิธีสามเกณฑ์ ได้แก่ ความผิดพลาดในการตรวจจับเชิงบวก ความผิดพลาดในการตรวจจับ

เชิงลบ และจ านวนของสัมประสิทธิ์ของตัวแปรอิสระที่มีค่าไม่เท่ากับศูนย์ ศุภวัฒน์ อังคะสี (2556) 

พบว่าวิธี Adaptive Lasso และวิธี  SCAD มีประสิทธิภาพดีกว่าอีกสองวิธีในแง่ของความผิดพลาดใน

การตรวจจับเชิงบวกและความผิดพลาดในการตรวจจับเชิงลบ แต่หากพิจารณาจ านวนสัมประสิทธิ์

ของตัวแปรอิสระที่ไม่เท่ากับศูนย์ พบว่าวิธี Lasso และวิธี Elastic Net จะให้จ านวนสัมประสิทธิ์ของ

ตัวแปรอิสระท่ีไม่เท่ากับศูนย์ใกล้เคียงกับตัวแบบที่แท้จริงมากกว่า 

จากการใช้วิธีการแบ่งข้อมูลแบบสุ่มหลายๆครั้ง และหาค่า p-value ของสัมประสิทธิ์การ

ถดถอยทีละตัวเราจะท าการหาค่า p-value ของกลุ่มสัมประสิทธิ์การถดถอยแทน แล้วน าค่า p-value 

ที่ได้ในแต่ละครั้งมาท าการปรับค่าโดยยังไม่มีการรวมค่า หลังจากนั้นจึงน าค่า p-value ที่ท าการปรับ

ค่าแล้วทั้งหมดมาท าการรวมค่าอีกครั้งด้วยฟังก์ชันควอนไทล์ (Quantile Function) เมื่อได้ค่า p-

value ส าหรับการทดสอบกลุ่มสัมประสิทธิ์การถดถอยจากวิธี Multi-Split เป็นที่เรียบร้อยแล้วจึงน า

ค่า p-value ดังกล่าวมาใช้ในการเปรียบเทียบวิธีการคัดกรองตัวแปรอิสระว่าส่งผลต่อการทดสอบ

สมมติฐานของกลุ่มสัมประสิทธิ์การถดถอยหรือไม่ และวิธีการคัดกรองตัวแปรอิสระแบบใดที่มี

ประสิทธิภาพในการทดสอบสมมติฐานของกลุ่มสัมประสิทธิ์การถดถอยมากที่สุด โดยใช้อัตราความ
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ผิดพลาดรวม (Family Wise Error Rate (FWER)) และค่าอ านาจการทดสอบ (Power of Test) ของ

ค่า p-value ที่ได้จากการทดสอบกลุ่มสัมประสิทธิ์การถดถอยของข้อมูลที่มีมิติสูงแบบเป็นล าดับชั้น 

ในการศึกษาครั้งนี้ ผู้วิจัยมีความสนใจในการทดสอบกลุ่มสัมประสิทธิ์การถดถอยของข้อมูลที่

มีมิติสูงแบบเป็นล าดับชั้นและต้องการจะเปรียบเทียบว่าวิธีการคัดกรองตัวแปรที่ดีที่สุด  จากวิธี 

Lasso, Adaptive Lasso และ Elastic Net แล้วน าตัวแปรที่ได้จากการคัดกรองจากทั้ง 3 วิธีที่กล่าว

มานั้นมาใช้ในการหาค่า p-value และน าค่า p-value ที่ได้นี้มาใช้ในหาอัตราความผิดพลาดรวม 

(Family Wise Error Rate (FWER)) และค่าอ านาจการทดสอบ (Power of Test) เพ่ือเปรียบเทียบ

ว่าวิธีการคัดกรองตัวแปรอิสระแบบใดที่มีประสิทธิภาพในการทดสอบสมมติฐานของกลุ่มสัมประสิทธิ์

การถดถอยมากท่ีสุด 

 

1.2 วัตถุประสงค์ 

เพ่ือศึกษาและเปรียบเทียบวิธีการคัดกรองตัวแปรอิสระในแบบจ าลองเชิงเส้นตรง เพ่ือหาค่า 
p-value ส าหรับทดสอบกลุ่มสัมประสิทธิ์การถดถอย 

 

1.3 ข้อตกลงเบื้องต้น 

ในการศึกษาครั้งนี้จะท าการเปรียบเทียบวิธีการคัดกรองตัวแปรอิสระในแบบจ าลองเชิง

เส้นตรง  เพ่ือหาค่า p-value ส าหรับทดสอบกลุ่มสัมประสิทธิ์การถดถอย โดยใช้ข้อมูลจ าลองจากตัว

แบบข้างล่างดังนี ้                             

                                                            Y = 𝐗β + ε                                                     (1.1) 

             เมื่อ   Y = (y1, y2, … , yn)
′   เป็นเวกเตอร์ของตัวแปรตามขนาด n x 1 ที่เป็นตัวแปรสุ่ม  

มาตรฐาน 

          𝐗 = (X1, X2, … , Xn)
′   เป็นเมทริกซ์ตัวแปรอิสระขนาด n x p ที่เป็นตัวแปรสุ่ม

มาตรฐาน  โดยที่  Xi =  [
xi1

⋮
xip

] 

           β = (β1, β2, … , βp)
′
   เป็นเวกเตอร์ค่าสัมประสิทธิ์การถดถอยขนาด p x 1     

           ε =  (ε1, ε2, … , εn)
′   เป็นเวกเตอร์ความคลาดเคลื่อนขนาด n x 1 และ 

ε~N(0, σ2In)  
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โดยค่าแปรปรวนของค่าความคลาดเคลื่อน σ2 จะถูกเลือกเพ่ือให้ได้อัตราส่วนสัญญาณต่อ

สัญญาณรบกวนอยู่ในระดับปานกลาง (Moderate Signal-to-noise Ratio) ดังสมการ

ต่อไปนี้ 

SNR = √(β0)T𝐗T𝐗β0

nσ2               (1.2) 

 เมื่อ  SNR  เป็นอัตราส่วนสัญญาณต่อสัญญาณรบกวนที่ก าหนดตามจ านวนของตัวแปร 

        n    คือขนาดตัวอย่าง 

              p    คือจ านวนตัวแปรอิสระ 

 

และเวกเตอร์ค่าสัมประสิทธิ์การถดถอย β จะได้จากการสุ่ม มาเป็นจ านวน 20 ค่าท่ีไม่เท่ากับ 0  

ในต าแหน่งของ β ดังนี้  

                                        {  β1 = β2 … = β8 = 1, 
                                           β101 = β102 = ⋯ = β104 = 1, 
                                           β201 = β202 = ⋯ = β204 = 1, 
                                           β301 = β302 = 1, 
                                           β401 = β402 = 1 } 

 

 

1.4 ขอบเขตของการวิจัย 

 ในการศึกษาครั้งนี้จะท าการศึกษาในส่วนของข้อมูลจ าลองและข้อมูลจริง ภายใต้ขอบเขตการ

วิจัยดังนี้ 

1.4.1 ข้อมูลจ าลอง 

ศึกษาภายใต้อัตราส่วนระหว่างขนาดตัวอย่างและจ านวนตัวแปรอิสระที่ต่างกัน  ( n:p )          

2 ระดับ คือ 100:500 และ 100:1000  และระดับความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 3 

ระดับ คือ 

ระดับท่ี 1 :  ρ  = 0.0 

ระดับท่ี 2 :  ρ  = 0.5 

ระดับท่ี 3 :  ρ  = 0.9 
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ส าหรับเมทริกซ์ 𝐗 จะใช้การจ าลอง Xi~N(0, Σ) 

โดยที่  Σ =  

[
 
 
 
 
 
 
 
(

1 ⋯ ρ1,100

⋮ ⋱ ⋮
ρ100,1 ⋯ 1

) ⋯ 0

⋮ ⋱ ⋮

0 ⋯ (

1 ⋯ ρp−100,p

⋮ ⋱ ⋮
ρp,p−100 ⋯ 1

)

]
 
 
 
 
 
 
 

   

 

นอกจากนี้ในส่วนของค่าแปรปรวนของค่าความคลาดเคลื่อน σ2 จะถูกเลือกเพ่ือให้ได้อัตราส่วน

สัญญาณต่อสัญญาณรบกวน(SNR) เท่ากับ 12 เมื่อ p = 500 และ 24 เมื่อ p = 1,000 

 

1.4.2 ข้อมูลจริง 

1.4.2.1 ชุดข้อมูลเกี่ยวกับผู้ป่วยโรคมะเร็งเต้านมที่มีความสัมพันธ์กันปกติ 

ข้อมูลที่ได้มาจาก (Van't Veer et al., 2002) เป็นข้อมูลไมโครแอเรย์ของดีเอ็นเอเนื้องอกในเต้านม

ของผู้ป่วย 337 คน โดยตัวแปรอิสระแต่ละตัว คือ ระดับการแสดงออกของยีน (Gene Expression) 

แต่ละตัวซึ่งมีทั้งหมดมากกว่า 20,000 ยีนในข้อมูลชุดนี้ โดยที่ข้อมูลยีนที่เก็บจะเรียงล าดับตาม

ต าแหน่งทางพันธุกรรม ( เช่น จากโครโมโซมที่ 1 ถึง 22 ) จากนั้นท าการสุ่มตัวแปรอิสระขึ้นมาตาม

จ านวนที่ต้องการและท าการสุ่มคนไข้มาเพียง 100  คน  

       โดยเปรียบเทียบอัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปร ( n:p ) ที่ 100:500 , 100:1000 

 

1.4.2.2 ชุดข้อมูลเกี่ยวกับผู้ป่วยโรคมะเร็งเต้านมที่มีความสัมพันธ์กันสูง 

ซึ่งจะใช้ข้อมูลจากชุดแรกแต่จะแตกต่างกันในกระบวนการสุ่มที่จะท าการสุ่มเป็นชุดๆ คือ จะสุ่มตัว
แปรอิสระทีละ 100 ตัวแปรที่อยู่ติดกันจากตัวแปรทั้งหมด เนื่องจากข้อมูลยีนมีการจัดเรียงล าดับตาม
ต าแหน่งทางพันธุกรรม ดังนั้นตัวแปรที่อยู่ติดกันจึงมีความสัมพันธ์กันสูงกว่าตัวแปรที่อยู่ห่างกัน และ
ท าการสุ่มคนไข้มาเพียง 100  คน  

       โดยเปรียบเทียบอัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปร ( n:p ) ที่ 100:500 , 100:1000 
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1.5 ค าจ ากัดความท่ีใช้ในงานวิจัย 

ข้อมูลที่มีมิติสูง (High-Dimensional Data)  

คือ ข้อมูลที่มีจ านวนตัวแปรอิสระมากกว่าขนาดตัวอย่าง 

การแบ่งข้อมูลโดยสุ่มหลายๆครั้ง (The Multi - Split) 

คือ การแบ่งข้อมูลออกเป็น 2 ส่วนโดยการสุ่มหลายๆครั้ง และน าข้อมูลดังกล่าวไปใช้ในการ
วิเคราะห์ผลทางสถิติ 

อัตราความผิดพลาดรวม (Family Wise Error Rate (FWER))  

คือ อัตราส่วนของจ านวนการจ าลองที่เกิดความผิดพลาดประเภทที่ 1 อย่างน้อย 1 ครั้ง ต่อ
จ านวนครั้งที่ท าการจ าลองข้อมูล 

ค่าอ านาจการทดสอบ (Power of Test)                                                                           
คือ การวัดจ านวนที่เกิดความถูกต้องจากข้อสรุปที่ว่าค่าประมาณสัมประสิทธ์การถดถอยเชิง 

เส้นตรงมีค่าไม่เท่ากับศูนย์เมื่อค่าประมาณสัมประสิทธ์การถดถอยที่แท้จริงมีค่าไม่เท่ากับศูนย์  

 

1.6 เกณฑ์ที่ใช้ในการตัดสินใจ 

เกณฑ์ที่ใช้ในการตัดสินใจว่าวิธีการคัดกรองตัวแปรอิสระวิธีใดเหมาะสมในการคัดกรองตัว
แปรและมีประสิทธิภาพมากที่สุด ส าหรับการทดสอบกลุ่มของสัมประสิทธิ์การถดถอยที่มีมิติสูง ในการ
ทดสอบสมมติฐาน H0

C ∶  βj = 0  ส าหรับ ทุกๆ j ∈ C  และ  HA
C ∶  βj ≠ 0 ส าหรับ j อย่างน้อย 1 

ตัวที่ j ∈ C เราจะท าการปฏิเสธสมมติฐานก็ต่อเมื่อ Ph
C < α  เมื่อ α คือระดับนัยส าคัญ  

 

1. อัตราความผิดพลาดรวม (Family Wise Error Rate (FWER))  

อัตราความผิดพลาดรวม คือ ความน่าจะเป็นที่จะเกิดความผิดพลาดประเภทที่ 1 (Type I error rate) 

อย่างน้อย 1 ครั้ง โดยความผิดพลาดประเภทที่  1 เกิดจากการปฏิเสธสมมติฐานว่าง H0 เมื่อ

สมมติฐานว่าง H0 เป็นจริง ในข้อมูลจ าลองแต่ละกรณี ซึ่งเป็นโอกาสของการกระท าความผิดพลาด

ประเภทที่ 1 อย่างน้อย 1 ครั้งของชุดการเปรียบเทียบจ านวน 1 ชุด ดังนั้นอัตราความผิดพลาดรวมจะ

หาได้จากสมการตอ่ไปนี้ 

FWER =
จ านวนการจ าลองที่เกิดความผิดพลาดประเภทที่ 1 อย่างน้อย 1 คร้ัง 

จ านวนการจ าลองข้อมูล
                                       (1.3) 
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ส าหรับการวิจัยในครั้งนี้ทางผู้วิจัยจะท าการจ าลองข้อมูล 50 ครั้ง ดังนั้นอัตราความผิดพลาดรวมจะหา

ได้จาก 

             FWER =
จ านวนการจ าลองที่เกิดความผิดพลาดประเภทที่ 1 อย่างน้อย 1 คร้ัง 

50
                                (1.4) 

 

โดยทฤษฎีที่ 1 ใน Mandozzi and Bühlmann (2013) ระบุว่าหากเราท าการปฏิเสธ H0
C ก็ 

ต่อเมื่อ Ph
C < α แล้ว อัตราความผิดพลาดรวมจะเท่ากับ α ด้วย ดังนั้นอัตราความผิดพลาดรวม 

(FWER) ที่ค านวณได้จึงไม่ควรเกิน α  

2. ค่าอ านาจการทดสอบ (Power of Test)  

อ านาจการทดสอบ หมายถึง ความน่าจะเป็นที่จะปฏิเสธสมมติฐานว่าง  H0 เมื่อสมมติฐานว่าง H0 

เป็นเท็จ ซึ่งในการทดสอบทางสถิติที่มีค่าอ านาจการทดสอบยิ่งมากจะแสดงว่าการทดสอบนั้นยิ่งดี ค่า

อ านาจการทดสอบสามารถค านวณได้ดังนี้ 

                   Power =
จ านวนคร้ังที่ปฏิเสธ H0 เม่ือ H0 เป็นเท็จ

จ านวน H0 ทีเ่ป็นเท็จ
                                          (1.5) 

 

 โดยที่ถ้าวิธีใดให้ค่าวัดประสิทธิภาพ FWER ต่ าที่สุด และให้ค่าวัดประสิทธิภาพ Power สูง

ที่สุด จะถือว่าวิธีนั้นมีความเหมาะสมที่จะใช้ในการคัดกรองตัวแปรอิสระและมีความเหมาะสมที่จะใช้

ในการประมาณค่ากลุ่มของสัมประสิทธิ์การถดถอยที่มีมิติสูง 

 

1.7 วิธีการศึกษา 

1. ศึกษาตัวแบบและทฤษฎีที่เกี่ยวข้อง 

2. ก าหนดการจ าลองข้อมูล 

2.1 ก าหนดค่าเริ่มต้นและรูปแบบของตัวแบบที่ใช้จ าลองข้อมูลโดยจะท าการสร้างข้อมูลที่มี

จ านวนค่าสังเกต n ค่า และพารามิเตอร์จ านวน p ตัว โดยใช้อัตราส่วน n:p ดังนี้ 

 - 100:500 

- 100:1000 
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 2.2 ท าการจ าลองข้อมูลในส่วนของข้อมูลจ าลองให้มีการแจกแจงแบบนอร์มอล (Normal 

Distribution )  

                                         Y = 𝐗β + ε    โดยที่  Xi~N(0, Σ) , ε~N(0, σ2In) 

      ส าหรับเมทริกซ์ 𝐗 จะใช้การจ าลอง Xi~N(0, Σ) 

โดยที่  Σ =  

[
 
 
 
 
 
 
 
(

1 ⋯ ρ1,100

⋮ ⋱ ⋮
ρ100,1 ⋯ 1

) ⋯ 0

⋮ ⋱ ⋮

0 ⋯ (

1 ⋯ ρp−100,p

⋮ ⋱ ⋮
ρp,p−100 ⋯ 1

)

]
 
 
 
 
 
 
 

 

เมื่อ      Y = (y1, y2, … , yn)
′  เป็นเวกเตอร์ของตัวแปรตามขนาด n x 1 ที่เป็นตัวแปรสุ่ม

มาตรฐาน 

𝐗 = (X1, X2, … , Xn)
′  เป็นเมทริกซ์ตัวแปรอิสระขนาด n x p ที่เป็นตัวแปรสุ่ม

มาตรฐาน  โดยที่  Xi =  [
xi1

⋮
xip

] 

β = (β1, β2, … , βp)
′
   เป็นเวกเตอร์ค่าสัมประสิทธิ์การถดถอยขนาด p x 1     

          ε  =  (ε1, ε2, … , εn)
′   เป็นเวกเตอร์ความคลาดเคลื่อนขนาด n x 1 และ 

ε~N(0, σ2In)  
โดยในส่วนของค่าแปรปรวนของค่าความคลาดเคลื่อน σ2 จะถูกเลือกเพ่ือให้ได้อัตราส่วน

สัญญาณต่อสัญญาณรบกวน(SNR) เท่ากับ 12 เมื่อ p = 500 และ 24 เมื่อ p = 1,000 

n    คือขนาดตัวอย่าง 

p    คือจ านวนตัวแปรอิสระ 

และเวกเตอร์ค่าสัมประสิทธิ์การถดถอย β  จะได้จากการสุ่ม มาเป็นจ านวน 20 ค่าที่ไม่

เท่ากับ 0 ในต าแหน่งของ β ดังนี้  
                                        {  β1 = β2 … = β8 = 1, 
                                           β101 = β102 = ⋯ = β104 = 1, 
                                           β201 = β202 = ⋯ = β204 = 1, 
                                           β301 = β302 = 1, 
                                           β401 = β402 = 1 } 
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2.3 ท าการสุ่มข้อมูลจากข้อมูลจริงที่ได้เลือกมาศึกษาดังนี้ ในอัตราส่วนของขนาดตัวอย่างต่อ 

จ านวนตัวแปรที่เท่ากับข้อมูลจ าลอง  

2.3.1 ชุดข้อมูลเกี่ยวกับผู้ป่วยโรคมะเร็งเต้านมที่มีความสัมพันธ์กันปกติ 

ข้อมูลที่ได้มาจาก (Van't Veer et al., 2002) เป็นข้อมูลไมโครแอเรย์ของดีเอ็นเอเนื้องอกใน

เต้านมของผู้ป่วย 337 คน โดยตัวแปรอิสระแต่ละตัว คือ ระดับการแสดงออกของยีน (Gene 

Expression) แต่ละตัวซึ่งมีทั้งหมดมากกว่า 20,000 ยีนในข้อมูลชุดนี้  โดยที่ข้อมูลยีนที่ เก็บจะ

เรียงล าดับตามต าแหน่งทางพันธุกรรม ( เช่น จากโครโมโซมที่ 1 ถึง 22 ) จากนั้นท าการสุ่มตัวแปร

อิสระขึ้นมาตามจ านวนที่ต้องการและท าการสุ่มคนไข้มาเพียง 100  คน  

2.3.2 ชุดข้อมูลเกี่ยวกับผู้ป่วยโรคมะเร็งเต้านมที่มีความสัมพันธ์กันสูง 

ซึ่งจะใช้ข้อมูลจากชุดแรกแต่จะแตกต่างกันในกระบวนการสุ่มที่จะท าการสุ่มเป็นชุดๆ คือ จะ
สุ่มตัวแปรอิสระทีละ 100 ตัวแปรที่อยู่ติดกันจากตัวแปรทั้งหมด เนื่องจากข้อมูลยีนมีการจัดเรียง  
ล าดับตามต าแหน่งทางพันธุกรรม ดังนั้นตัวแปรที่อยู่ติดกันจึงมีความสัมพันธ์กันสูงกว่าตัวแปรที่อยู่
ห่างกัน และท าการสุ่มคนไข้มาเพียง 100  คน     

3. น าข้อมูลที่จ าลองขึ้นมาศึกษาและใช้วิธีการดังต่อไปนี้ ในขั้นตอนการคัดกรองตัวแปรอิสระ

ส าหรับวิธีการจัดกลุ่มแบบเป็นล าดับชั้นของตัวแปรอิสระ และค านวณค่า p-value 

3.1  วิธี Lasso 

3.2  วิธี Adaptive Lasso  

3.3  วิธี Elastic Net  

      4. ท าการเปรียบเทียบประสิทธิภาพของ วิธี Lasso, Adaptive Lasso และ Elastic Net โดยใช้

เกณฑ์อัตราความผิดพลาดรวม (Family Wise Error Rate (FWER)) และ ค่าอ านาจการทดสอบ 

(Power of Test) ในการวิเคราะห์ข้อมูลและสถิติที่ได้ 

 

1.8 ประโยชน์ที่คาดว่าจะได้รับ 

สามารถหาวิธีการคัดกรองตัวแปรอิสระในแบบจ าลองเชิงเส้นตรง  เพ่ือหาค่า p-value 

ส าหรับทดสอบกลุ่มสัมประสิทธิ์การถดถอยของข้อมูลที่มีมิติสูงแบบเป็นล าดับชั้นได้อย่างเหมาะสม



บทที่ 2 
 

ทฤษฎีและตัวสถิติที่เกี่ยวข้อง 

การประมาณค่าสัมประสิทธิ์การถดถอย (β) ของข้อมูลในตัวแบบเพ่ือคัดเลือกตัวแปรเข้า

มายังตัวแบบในกรณีที่ข้อมูลมีจ านวนตัวอย่างมากกว่าจ านวนของตัวแปรอิสระ (n>p) สามารถท าได้

โดยวิธีก าลังสองน้อยที่สุด (Ordinary Least Squares : OLS) แต่ในปัจจุบันฐานข้อมูลส่วนใหญ่มี

ขนาดใหญ่ขึ้น ดังนั้นจึงมีข้อมูลที่มีจ านวนของตัวแปรอิสระมากกว่าขนาดตัวอย่าง (p>n) เกิดขึ้นและ

เรียกข้อมูลประเภทนี้ ว่า “ข้อมูลที่มีมิติสูง (High-Dimensional Data)” โดยการประมาณค่า

สัมประสิทธิ์ของตัวแปรอิสระในกรณีเป็นข้อมูลที่มีมิติสูงนั้นไม่สามารถหาจากวิธีดังกล่าวได้ นอกจากนี้ 

ในข้อมูลที่มีมิติสูง เรายังจะต้องเผชิญกับปัญหาที่ตัวแปรอิสระมีความสัมพันธ์กันสูง จนไม่สามารถ

เลือกได้ว่าตัวแปรอิสระตัวใดมีความส าคัญมากกว่ากันได้ ดังนั้นในงานวิจัยนี้จะกล่าวถึงการทดสอบ

สมมติฐานแบบเป็นล าดับชั้นของกลุ่มสัมประสิทธิ์การถดถอย โดยที่กลุ่มสัมประสิทธิ์การถดถอยจะถูก

จัดกลุ่มตามความสัมพันธ์ของตัวแปรอิสระ โดยใช้เทคนิคการจัดกลุ่มแบบเป็นล าดับชั้น (Hierarchical 

Clustering) และใช้วิธีการคัดกรองตัวแปรส าหรับข้อมูลที่มีมิติสูง คือ วิธี Lasso วิธี Adaptive Lasso 

และวิธี Elastic Net แต่เนื่องจากทั้ง 3 วิธีข้างต้นไม่ได้รายงานค่า p-value ที่มีความส าคัญต่อการ

วิเคราะห์ผลทางสถิติ ดังนั้นจึงจะกล่าวถึงวิธี Multi–Split ซึ่งเป็นวิธีที่ใช้ในการหาค่า p-value 

ส าหรับข้อมูลที่มีมิติสูง และเกณฑ์ที่ใช้ในการตัดสินใจ คือ อัตราความผิดพลาดรวม (Family Wise 

Error Rate) และค่าอ านาจการทดสอบ (Power of Test) เพ่ือใช้ในการวิเคราะห์ข้อมูลและสถิติที่ได้ 

 

2.1 การทดสอบสมมติฐานแบบเป็นล าดับชั้น ( Mandozzi and Bühlmann (2013) ) 

Mandozzi and Bühlmann (2013) เสนอการหาค่า p-value ส าหรับการทดสอบกลุ่ม

สัมประสิทธิ์การถดถอยโดยพัฒนามาจากแนวคิดการแบ่งข้อมูลแบบสุ่มหลายๆครั้ง (Multi-split) ของ 

Meinshausen, Meier, and Bühlmann (2009) โดยขั้นตอนหลักในการทดสอบสมมติฐานแบบเป็น

ล าดับชั้นส าหรับสมมติฐาน H0
C ∶  βj = 0  ส าหรับ ทุกๆ j ∈ C  และ   HA

C ∶  βj ≠ 0 ส าหรับ j 

อย่างน้อย 1 ตัวที่ j ∈ C  

มีทั้งหมด 3 ขั้นตอน ดังนี้ 
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2.1.1 การจัดกลุ่มแบบเป็นล าดับชั้น (Hierarchical Clustering) ของตัวแปรอิสระ 

2.1.2 การหาค่า p-value ในการทดสอบสมมติฐานของกลุ่มสัมประสิทธิ์การถดถอยโดย

วิธีการแบ่งข้อมูลแบบสุ่ม B ครั้ง 

2.1.3 การรวมค่า p-value B ค่า ส าหรับการทดสอบสมมติฐานของกลุ่มสัมประสิทธิ์การ

ถดถอยแต่ละกลุ่ม  

ส าหรับรายละเอียดในแต่ละข้ันตอน เป็นดังต่อไปนี้ 

 

2.1.1 การจัดกลุ่มแบบเป็นล าดับชั้นของตัวแปรอิสระ 

ในการจัดกลุ่มแบบเป็นล าดับชั้นของตัวแปรอิสระ ผู้วิจัยสนใจที่จะเลือกใช้วิธี Agglomerative 

Hierarchical Method และใช้ Complete Linkage ในการค านวณค่าความต่างของตัวแปรอิสระแต่

ละคู่  ในการจัดกลุ่มแบบเป็นล าดับชั้นของตัวแปรอิสระทั้ งหมด p ตัว  วิธี  Agglomerative 

Hierarchical Method จะเริ่มต้นด้วยกลุ่ม p กลุ่ม  ซึ่งแต่ละกลุ่มจะมีตัวแปรอิสระเพียงตัวเดียว 

จากนั้นจึงท าการจับกลุ่มตัวแปรอิสระที่มีความคล้ายคลึงกันมากที่สุด และท าแบบนี้ต่อไปเรื่อยๆ

จนกระทั่งเหลือกลุ่มเพียงกลุ่มเดียวเท่านั้น ส าหรับขั้นตอนการจัดกลุ่มแบบเป็นล าดับชั้นมีรายละเอียด

ดังต่อไปนี้ 

1.) เริ่มต้นจากกลุ่มทั้งหมด p กลุ่ม ซึ่งแต่ละกลุ่มจะมีตัวแปรอิสระเพียงตัวเดียว และเมทริกซ์ 

ความต่าง (Distance Matrix) D = {djk} โดยที่ djk คือระยะห่างแบบ Euclidean ของ

กลุ่มท่ี j และ k  

2.) พิจารณาเมทริกซ์ความต่าง โดยหาระยะห่างของสองกลุ่มที่น้อยที่สุด สมมติให้กลุ่ม U 

และ V มีระยะห่างท่ีน้อยที่สุด ซึ่งเท่ากับ dUV 

3.) ท าการรวมกลุ่ม U และ V เข้าด้วยกันเป็นกลุ่ม (UV)  และปรับค่าระยะห่างในเมทริกซ์

ความต่าง ดังนี้ 

a. ลบแถวและคอลัมน์ที่เกี่ยวกับกลุ่ม U และ V ทั้งหมด 

b. เพ่ิมแถวและคอลัมน์ และค านวณค่าความต่างของกลุ่ม (UV)  กับกลุ่มอื่นๆ ที่เหลือ 

โดยวิธี Complete Linkage เช่น กลุ่ม W ซึ่งสามารถเขียนในรูปของสมการได้ดังนี้  

                                           d(UV)W = max{dUW, dVW}             (2.1) 
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ซึ่ง dUW และ dVW จะใช้เป็นค่าความต่างที่มากที่สุดระหว่างกลุ่ม  U กับกลุ่ม W และ

กลุ่ม V กับกลุ่ม W ตามล าดับ 

4.) ท าซ้ าขั้นตอนที่ 2.) และ 3.) จ านวน p - 1 ครั้งจนกระทั่งเหลือกลุ่มเพียงกลุ่มเดียวซึ่ง

ประกอบไปด้วยตัวแปรอิสระท้ังหมด 

 

2.1.2 การหาค่า p-value ในการทดสอบสมมติฐานของกลุ่มสัมประสิทธิ์การถดถอยโดยวิธีการ
แบ่งข้อมูลแบบสุ่ม B ครั้ง 

ก าหนดให้  b = 1,2, … , B  เมื่อ B คือจ านวนครั้งในการจ าลองข้อมูล  

และมีขั้นตอนในการหาค่า p-value ดังนี้ 

1.)   ท าการแบ่งข้อมูลออกเป็นสองส่วน เรียกว่า Din
(b) และ Dout

(b)    ซึ่งมีขนาด Nin
(b) และ  

Nout
(b)   ตามล าดับ โดยที่   Nin

(b)
+ Nout

(b)
= n  และ Nin

(b)
= Nout

(b)     เมื่อ  n  เป็นเลขคู่  หรือ 

Nin
(b)

+ 1 = Nout
(b)   เมื่อ n  เป็นเลขค่ี       

2.)   ใช้เฉพาะข้อมูล Din
(b)  ในการคัดกรองตัวแปร ซึ่งจะให้ตัวประมาณ  

Ŝ(b) = {j ∶  β̂j
(b)

≠ 0}  โดยมีเงื่อนไขว่า  |Ŝ(b)| <  
n

2
  

3.)  ใช้เฉพาะข้อมูล Dout
(b)    ในการค านวณหาค่า p-value ของการทดสอบสมมติฐานว่าง 

H0
C∩Ŝ(b)

:  βj = 0   ส าหรับ ทุกๆ  j ∈ C ∩ Ŝ(b) โดยใช้การทดสอบแบบเอฟ  

 

 การทดสอบสมมติฐานเกี่ยวกับพารามิเตอร์ของกลุ่มสัมประสิทธิ์การถดถอย 

 การทดสอบสมมติฐานเกี่ยวกับพารามิเตอร์ βj  ส าหรับ ทุกๆ j ∈ C  เมื่อ j = 1, 2, 3, ...,p 

เป็นการทดสอบว่า βj = 0  หรือไม่ ถ้า βj = 0  แล้ว จะหมายความว่าไม่มีความสัมพันธ์เชิงเส้น

ระหว่างตัวแปรอิสระ Xj ส าหรับ ทุกๆ j ∈ C  กับ Y แต่ถ้า βj ≠ 0 นั่นหมายความว่า Xj ส าหรับ 

ทุกๆ j ∈ C  กับ Y มีความสัมพันธ์เชิงเส้นต่อกัน ซึ่งรวมไปถึงว่าในการรู้ค่าของ Xj จะช่วยให้การ

คาดคะเนค่า Y ได้ถูกต้องเพ่ิมมากขึ้น การทดสอบสมมติฐานเกี่ยวกับพารามิเตอร์ βj จึงเป็นการ

ทดสอบสมมติฐาน 

     H0
C ∶  βj = 0  ส าหรับ ทุกๆ j ∈ C 

HA
C ∶  βj ≠ 0  ส าหรับ j อย่างน้อย 1 ตัวที่ j ∈ C 
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ถ้ามีตัวแปรอิสระที่มีความสัมพันธ์กับตัวแปรตาม (Y)  p ตัว คือ X1, X2, … , Xp  สมการ

ถดถอยเชิงซ้อน คือ  

                      Y = β0 + β1X1 + β2X2 + ⋯+ βpX p + ℯ                              (2.2) 

โดยทั่วไปค่าพารามิเตอร์  β0, β1, β2, … , βp เราจะไม่สามารถทราบค่าได้ดังนั้นจึงท าการสุ่ม

ตัวอย่างมาจากประชากรแล้วจึงน ามาหาสมการถดถอยเชิงเส้นของกลุ่มตัวอย่าง 

 Ŷ = β̂0 + β̂1x1 + β̂2x2. . . +β̂pxp                       (2.3) 

โดยที่ β̂
0

 คือ ระยะตัดแกน Y  ซ่ึง  β1, β2, … , βp หมายถึงเม่ือก าหนดให้ X1 = X2 = ⋯ = Xp = 0 

β̂1, β̂2, … , β̂p เป็นค่าประมาณของสัมประสิทธิ์การตัดสินใจเชิงส่วนซึ่งมีหน่วยเหมือนกัน 

และมีความหมาย ดังนี้ 

β̂1 เป็นค่าที่แสดงถึงความสัมพันธ์ระหว่าง Y และ X1 หมายถึง ถ้า X1 เพ่ิมขึ้น 1 หน่วย จะ

ท าให้ Y  เปลี่ยนไป β̂1 หน่วย  (ขึ้นอยู่กับเครื่องหมายของ β̂1)   โดยที่ก าหนดให้ตัวแปรอิสระอ่ืนๆ มี

ค่าคงที่  

β̂2 เป็นค่าที่แสดงถึงความสัมพันธ์ระหว่าง Y และ X2 หมายถึง ถ้า X2 เพ่ิมขึ้น 1 หน่วย จะ

ท าให้ Y  เปลี่ยนไป β̂2 หน่วย (ขึ้นอยู่กับเครื่องหมายของ β̂2)  โดยที่ก าหนดให้ตัวแปรอิสระอ่ืนๆ มี

ค่าคงที่  
.
.
.
 

 

β̂p เป็นค่าที่แสดงถึงความสัมพันธ์ระหว่าง  Y และ Xp หมายถึง ถ้า Xp เพ่ิมข้ึน 1 หน่วย จะ

ท าให้ Y  เปลี่ยนไป β̂p  หน่วย (ขึ้นอยู่กับเครื่องหมายของ β̂p)  โดยที่ก าหนดให้ตัวแปรอิสระอ่ืนๆ มี

ค่าคงที่ 

เราจะใช้ค่าสถิติ  β̂0, β̂1, β̂2, … , β̂pที่ ได้จากการสุ่มตัวอย่างไปทดสอบว่าพารามิ เตอร์ 

β0, β1, β2, … , βp ของประชากรว่ามีค่าเท่ากับ 0 หรือไม่  

การประมาณค่า β0, β1, β2, … , βp ด้วยค่า  β̂0, β̂1, β̂2, … , β̂p  เพ่ือท าให้ผลบวกของค่า

คลาดเคลื่อนก าลังสองมีค่าน้อยสุด โดยใช้วิธีก าลังสองน้อยที่สุด (Ordinary Least Square) นั่นคือ

การหาค่า β̂0, β̂1, β̂2, … , β̂p ที่ท าให้  ∑ ej
2n

j=1 = ∑ (Yj − Ŷj)
2n

j=1  มีค่าต่ าที่สุด 

ดังนั้น ค่าความคลาดเคลื่อนในการประมาณค่า Yj ด้วย Ŷj คือ  ej = Yj − Ŷj 
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การวิเคราะห์การถดถอยเชิงเส้นพหุ คูณ (multiple linear regression analysis) เป็น

เทคนิคการวิเคราะห์การถดถอยที่เกี่ยวข้องกับตัวแปรอิสระที่มากกว่าหนึ่งตัวแปร ซึ่งการเพ่ิมตัวแปร

อิสระที่เกี่ยวข้องเข้ามาในการวิเคราะห์จะท าให้ความถูกต้องของการวิเคราะห์เพ่ิมมากขึ้นและค่า

คลาดเคลื่อนมาตรฐานของตัวประมาณค่า (standard error of estimates) ลดลง  

จากสมการความถดถอยเชิงเส้นพหุคูณ 

                                 Yi = β0 + β1X1 + β2X2 + ⋯+ βpX p + εi                      (2.4) 

สมการถดถอยเชิงเส้นพหุคูณมีข้อตกลงที่เกี่ยวข้อง ดังนี้ 

1. ความคลาดเคลื่อน  εi  มีการแจกแจงแบบปกติ โดยมีค่าเฉลี่ยเท่ากับ 0 และความแปรปรวน

คงท่ีเท่ากับ σ2 หรือ εi~N(0, σ2 ) 

2. εi แต่ละค่าเป็นอิสระต่อกัน 

จากข้อตกลงดังกล่าวท าให้ค่าของตัวแปรตามมีการแจกแจงแบบปกติ หรือสามารถเขียนได้ในรูปของ   

Yi~N( β0 + β1Xi1 + β2Xi2 + ⋯+ βpXi p , σ
2) 

 

หากมีตัวแปรอิสระ p - 1 ตัว แล้วตัวแบบการถดถอยเชิงเส้นพหุคูณในรูปทั่วไปสามารถแสดง 

ได้ด้วยสมการนี้ 

                    Yi = β0 + β1Xi1 + β2Xi2 + β3Xi3 + ⋯+ βp−1Xi p−1 + εi             (2.5) 

โดย   β0, β1, β2, β3, … , βp−1 = ค่าสัมประสิทธิ์การถดถอย  

  Xi1, Xi2, Xi3, … , Xi p−1 = ค่าของตัวแปรอิสระ p – 1ตัวในการเก็บข้อมูลครั้งที่ i 

ฟังก์ชันระหว่างตัวแปรอิสระ p - 1 ตัวกับตัวแปรตามจะเป็นแนวระนาบหลายระดับ 

(hyperplane) ในกรณีของสมการ (2.5) เป็นสมการที่ตัวแปรอิสระไม่มีปฏิสัมพันธ์กัน (interaction) 

หรือเรียกว่ามีอิทธิพลแบบรวมกัน (additive effect) คือการที่ตัวแปรอิสระตัวหนึ่งมีผลต่อการ

เปลี่ยนแปลงค่าของตัวแปรตามโดยไม่ได้รับอิทธิพลของตัวแปรอิสระอีกตัวหนึ่ง 

หากตัวแปรอิสระทั้งสองมีปฏิสัมพันธ์กันแล้วการเปลี่ยนแปลงค่าของตัวแปรตามที่เกิดจากตัว

แปรอิสระตัวหนึ่งจะเปลี่ยนค่าไปมากหรือน้อยขึ้นอยู่กับระดับของตัวแปรอิสระอีกตัวหนึ่ง ซึ่งสามารถ

แสดงได้ด้วยสมการดังนี้ 

                        Yi = β0 + β1Xi1 + β2Xi2 + β3Xi1Xi2 + ⋯+ εi                        (2.6) 

โดย     β3 = ค่าสัมประสิทธิ์การถดถอยที่เกิดจากปฏิสัมพันธ์  
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ค่าแปรปรวนของ Y = ค่าความแปรปรวนที่เกิดจากอิทธิพลของ X1, X2, X3, … , Xp + ค่าแปรปรวน

อย่างสุ่ม หรือ  SST = SSR - SSE  

โดยที่  SST (Sum Square of Total) คือ ค่าความแปรปรวนทั้งหมดของ Y  ความผันแปรทั้งหมด 

หรือ SST = ∑ (Yi − y̅)2n
i=1   เมื่อ  i คือครั้งของการเก็บข้อมูล ; i = 1,2,…,จ านวนครั้งที่เก็บข้อมูล 

 SSR (Sum Square of Regression) คือ ค่าความแปรปรวนของ Y เนื่องจากอิทธิพลของ 
X1, X2, X3, … , Xp 
 SSE (Sum Square of Error) คือ ค่าความแปรปรวนของ Y เนื่องจากอิทธิพลอ่ืนๆ หรือ

เรียกว่า ค่าแปรปรวนอย่างสุ่ม  

 

ตารางท่ี 2.1 การวิเคราะห์ความแปรปรวนส าหรับการวิเคราะห์การถดถอยเชิงเส้นพหุคูณ 
 

แหล่งแปรปรวน 

(SV) 

 

  

ผลบวกก าลังสอง 

(Sum of Squares) 

 

 

องศาอิสระ 

(df) 

   

 

ผลบวกก าลังสองเฉลีย่ 

(Mean Square) 

 

F 

 

ความถดถอย 

(Regression) 

 

SSR 

 

 

p 

 

 

MSR = SSR/p 

 

MSR/ MSE 

 

 

ความคลาดเคลื่อน 

(Error) 

 

SSE 

 

 

n-p-1 

 

 

MSE = SSE/(n-p-1) 

 

  

Total SST n-1   

 

โดยมีสูตรการค านวณ ดังนี้ 

SST = ∑(Yi − y̅)2

n

i=1

 

 

SSR = β′𝐗′Y − ny̅2 
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SSE = ∑ [Yi − (β1X1 + β2X2 + ⋯+ βpX p)]
2n

i=1   
 หรือ  SSE = SST − SSR = Y′Y − β′𝐗′Y  

 

โดยที่ Y = (y1, y2, … , yn)
′  เป็นเวกเตอร์ของตัวแปรตามขนาด n x 1 ที่เป็นตัวแปรสุ่ม

มาตรฐาน 

𝐗 = (X1, X2, … , Xn)
′  เป็นเมทริกซ์ตัวแปรอิสระขนาด n x p ที่เป็นตัวแปรสุ่ม

มาตรฐาน  เมื่อ  Xi =  [
xi1

⋮
xip

] 

β = (β1, β2, … , βp)
′
  เป็นเวกเตอร์ค่าสัมประสิทธิ์การถดถอยขนาด p x 1     

 

 จากตารางการวิเคราะห์ความแปรปรวนจะใช้ในการทดสอบสมมติฐานเกี่ยวกับความสัมพันธ์

ระหว่าง Y และ X1, X2, X3, … , Xp โดยมีการตั้งสมมติฐาน ดังนี้ 

 
H0 ∶  β0 = β1 = ⋯ = βp = 0 
HA  : มี βi อย่างน้อย 1 ค่าท่ี ≠ 0  ; i = 1,2, … , p 

 

สถิติทดสอบ    F =
MSR

MSE
=

(β′𝐗′Y−ny̅2)/p

(Y′Y−β′𝐗′Y  )/(n−p−1)
                                                 (2.7) 

 

เขตปฏิเสธ  จะปฏิเสธสมมติฐาน H0  ถ้า F > Fp ,   n−p−1 ; 1−α 

 

ผลของการทดสอบสมมติฐาน อาจจะเป็น 

ก. ไม่ปฏิเสธสมมติฐาน H0 ∶  β0 = β1 = ⋯ = βp = 0 ซึ่งสามารถสรุปได้ว่า Y  ไม่มี

ความสัมพันธ์กับ X1, X2, X3, … , Xp  ในรูปเชิงเส้น 

ข. ปฏิเสธสมมติฐาน H0   หรือ ไม่ปฏิเสธสมมติฐาน HA ซึ่งสามารถสรุปได้ว่า มี Xi  อย่าง

น้อย 1 ตัว ที่มีความสัมพันธ์กับ Y  ในรูปเชิงเส้น จึงต้องท าการทดสอบต่อไปว่า Xi ตัวใดที่มี

ความสัมพันธ์กับ Y โดยใช้สถิติทดสอบที 
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ลักษณะเส้นโค้งของการแจกแจงแบบเอฟ มีการแจกแจงแบบเบ้ทางบวก และค่าของ F จะ

เป็นค่าบวกเสมอ นั่นคือ 0 < F < ∞  และลักษณะของเส้นโค้งจะขึ้นกับ degree of freedom   

ดังรูป 

 

รูปภาพ  แสดงลักษณะเส้นโค้งของการแจกแจงแบบเอฟ 

 

 ค่า P – Value 

 ในการทดสอบสมมติฐานจะสนใจว่าสมมติฐานว่างนั้นจะถูกปฏิเสธหรือไม่ หากสมมติฐานว่าง

ไม่ถูกปฏิเสธนั่นไม่ได้หมายความว่าสมมติฐานว่างนั้นเป็นจริงเสมอ แต่ยังไม่มีหลักฐานที่เพียงพอที่จะ

ปฏิเสธสมมติฐานว่าง ในการตัดสินใจว่าจะปฏิเสธสมมติฐานว่างหรือไม่นั้นเราจ าเป็นต้องก าหนดระดับ

นัยส าคัญ α โดยที่ α = P(ปฏิเสธ H0 | H0 เป็นจริง) การทดสอบสมมติฐานนั้นสามารถท าได้สองวิธี

คือ การเปรียบเทียบขอบเขตวิกฤต และ การพิจารณาค่า p-value  

ค่า p –value คือ ค่าความน่าจะเป็นที่แสดงถึงหลักฐานที่จะน ามาแย้งกับสมมติฐานว่างว่า

เหตุการณ์นั้นมีโอกาสเกิดขึ้นได้มากน้อยเพียงไร ภายใต้สมมติฐานว่างนั้นเป็นจริงที่ได้จากการค านวณ

ชุดของข้อมูลตัวอย่างที่เก็บรวบรวมมา ซึ่งมีค่ามากหรือน้อยขึ้นอยู่กับว่าค่าที่ก าหนด (Cut off point) 

ภายใต้สมมติฐานว่างที่เป็นจริง  ในการค านวณค่า p-value อาศัยทฤษฎี Integration เพ่ือที่จะหา

พ้ืนที่ใต้กราฟ (ในทางสถิติ พ้ืนที่ใต้กราฟคือค่าความน่าจะเป็น) ในการทดสอบสมมติฐานจะปฏิเสธ

สมมติฐานว่างก็ต่อเมื่อค่า p-value< α  

 

 

F df 
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การค านวณค่า P-Value 

กรณีการทดสอบ F-test 

หลักการพิจารณาการทดสอบสมมติฐานหางเดียวด้านขวาสามารถค านวณ p-value ได้ดังนี ้

P-value = ∫ f(t)
∞

Fcal
dt   โดยขอบเขตของการอินทิเกรต คือ [Fcal,∞] 

 

                          เมื่อ f(t) คือฟังก์ชันการแจกแจงเอฟ ( Student’s F-distribution ) 

 

 
แสดงการหาพ้ืนที่ค่า p-value ของการแจกแจงแบบเอฟ 

เมื่อ Fcal คือ ค่าสถิติ F ที่ได้จากการค านวณจากสูตรที่ (2.7) 

หมายเหตุ ในทางปฏิบัติการค านวณค่า p-value โดยอาศัยทฤษฎี Integration มีความยุ่งยากและ

ซับซ้อนในการค านวณ ดังนั้นนักสถิติจึงใช้ตารางสถิติ  F เข้ามาช่วยในการทดสอบ หากค่าที่ได้จาก

การค านวณ  Fcal ไม่ปรากฏในตาราง นักสถิติมักใช้วิธีการเทียบบัญญัติไตรยางค์ 

 

จากเงื่อนไขในขั้นตอนที่ 2.) ที่ว่า |Ŝ(b)| <
n

2
 ท าให้ผู้วิเคราะห์ไม่ต้องประสบกับปัญหาข้อมูลที่มีมิติสูง

ในการทดสอบแบบเอฟอีกต่อไปจากนั้นท าการก าหนดค่า p-value ส าหรับกลุ่มสัมประสิทธิ์การ

ถดถอย C  ดังนี้ 

                        pC,(b) = {
1                                                                             ,   เม่ือ   C∩Ŝ(b)= ∅       

pF−test
C∩Ŝ(b)

  based on 𝐘
Nout

(b) ,𝐗
Nout

(b)
 ,Ŝ(b)      ,   เม่ือ   C∩Ŝ(b) ≠ ∅ 

           (2.8) 

 

 

 

 

p-value 
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        4.) ท าการปรับค่า p-value ที่ได้ในขั้นตอนที่ 3.) ดังนี้  

                     padj
C,(b)

= {
1                                                    ,    เม่ือ   C∩Ŝ(b)= ∅       

min(pC,(b)
|Ŝ(b)|

|C∩Ŝ(b)|
 ,1)           ,    เม่ือ   C∩Ŝ(b) ≠ ∅ 

               (2.9) 

 

 การประมาณค่าสัมประสิทธิ์การถดถอยด้วยวิธีก าลังสองน้อยที่สุดสามารถท างานได้ภายใต้

เงื่อนไขที่ขนาดของตัวอย่างใหญ่กว่าจ านวนตัวแปรอิสระ (n > p) แต่ในกรณีที่ขนาดของตัวอย่างเล็ก

กว่าจ านวนตัวแปรอิสระ (n < p) จะไม่สามารถหาค่า (𝐗′𝐗)−1 ได้เนื่องจาก 𝐗′𝐗  ไม่เป็นเมตริกซ์

เอกฐาน (Nonsingular Matrix) ดังนั้นในกรณีที่ n < p จะสามารถท าการประมาณค่าสัมประสิทธิ์

การถดถอยได้ด้วยวิธี Penalized Likelihood 

 

2.1.3 การรวมค่า p-value B ค่าส าหรับกลุ่มสัมประสิทธิ์การถดถอยแต่ละกลุ่ม 

จากข้ันตอนที่ 2.1.2 จะได้ค่า p-value ของการทดสอบสมมติฐานของสัมประสิทธิ์การ 

ถดถอยในแต่ละกลุ่ม  C จ านวน B ค่า  ดังนั้นจึงต้องท าการรวม p-value B ค่าให้เป็นค่าเดียว             

โดยใช้ควอนไทล์เชิงประจักษ์ (Empirical Quantile) ดังนี้   

                                       QC(γ) = min {1, qγ({
padj

C,(b)

γ
; b = 1,… , B})}                   (2.10) 

 

          โดยที่ qγ(∙) คือ ฟังก์ชันควอนไทล์เชิงประจักษ์   เมื่อ γ ∈ (0,1)  จากนั้นจึงปรับค่า p-

value ของกลุ่มสัมประสิทธิ์ในแต่ละกลุ่มในล าดับชั้น τ โดยนิยามค่า Hierarchically Adjusted 

Aggregated P-values ดังนี้   

                                                    Qh
C(γ) = max

Dϵτ ∶ C⊆D
QD(γ)           (2.11) 

 

จากการปรับค่าในสมการที่  (2.11)  จะได้ว่าค่า Qh
C(γ) ส าหรับกลุ่มสัมประสิทธ์ C จะมีค่ามากกว่า 

Qh
A(C)(γ) เสมอ เมื่อ A(C) คือกลุ่มสัมประสิทธิ์ที่เป็นบรรพบุรุษของกลุ่ม C 
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 Mandozzi and Bühlmann (2013) กล่าวว่า การหาค่า  γ  ที่ดีที่สุดในสมการ (2.10) อาจ

ไม่มีความเหมาะสม กล่าวคือ ค่า γ  ที่ดีที่สุดอาจท าให้ไม่สามารถควบคุมความผิดพลาดประเภทที่

หนึ่งตามระดับที่เราต้องการได้ ดังนั้น Mandozzi and Bühlmann (2013) จึงเสนอให้ใช้สมการ 

(2.12) แทนสมการ (2.10) ดังนี้ 

                   PC = min {1, (1 − log γmin) 
inf

γϵ(γmin, 1)
QC(γ)}        (2.12) 

โดยที่  γmin = 0.05   

 

และใช้สมการ (2.13) แทนสมการ (2.11) ดังนี้  

                                                          Ph
C = max

Dϵτ ∶  C⊆D
PD.                    (2.13) 

ซึ่งค่า  Ph
C  คือค่า p-value ที่เราต้องการในการทดสอบสมมติฐานว่าง H0

C ส าหรับ c ∈  τ  

 

2.2 การประมาณค่าสัมประสิทธิ์การถดถอยด้วยวิธี Penalized Regression 

การหาค่าประมาณของสัมประสิทธิ์การถดถอย ที่ท าให้ Penalized Likelihood มีค่าสูงสุด  

นั่นคือ 

          β̂ = argminβ (−ℓ(β) + Pλ(β)) ,   λ ≥ 0                            (2.14) 

 

โดยที่  −ℓ(β)    = - Log Likelihood Function 

Pλ(β)   คือ  Penalty Function  

     λ   คือ  Tuning Parameter โดยที่  λ ≥ 0   

สมการข้างต้นถือเป็นการคัดกรองตัวแปรเข้าในตัวแบบ หากเราเลือกใช้  Penalty Function 

ที่เหมาะสมจะสามารถคัดกรองตัวแปรเข้าในตัวแบบได้  กล่าวคือ Penalty Function จะท าให้ค่า

สัมประสิทธิ์บางตัวมีค่าเท่ากับศูนย์  ซึ่งในการวิจัยครั้งผู้วิจัยสนใจท าการเปรียบเทียบวิธีการคัดกรอง

ตัวแปร 3 วิธี ดังนี้ 
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2.2.1   Penalty Function ของวิธี Least Absolute Shrinkage and Selection Operator 
(Lasso) 

วิธี Least Absolute Shrinkage and Selection Operator (Lasso) เสนอโดย Tibshirani  

(1996) ในวิธี  Lasso จะใช้   ℓ1 – norm ส าหรับ Penalty Function (Pλ(β)) ในการปรับค่า

ผลรวมความคลาดเคลื่อนก าลังสองให้มีค่าน้อยที่สุด  

 

                        Pλ(β) = λ∑ |βj|
P
j=1     โดยที่ λ > 0                                (2.15) 

 

วิธี Lasso มีข้อดีคือจะท าการประมาณสัมประสิทธิ์แบบต่อเนื่อง (Continuous Shrinkage) 

ไปคราวเดียวกันกับการคัดกรองตัวแปรเข้ามายังตัวแบบ และวิธี Lasso จะมีประสิทธิภาพสูงในการ

พยากรณ์ เมื่อตัวแบบจริงมีจ านวนตัวแปรอิสระที่มีความสัมพันธ์กับตัวแปรตามมีจ านวนไม่มากนัก แต่

วิธี Lasso  ยังมขี้อเสียคือ ตัวประมาณค่าสัมประสิทธิ์ที่ได้มีความเอนเอียง (Bias)  

 

2.2.2   Penalty Function ของวิธี Adaptive Least Absolute Shrinkage and Selection 
Operator (Adaptive Lasso)  

วิธี Adaptive Least Absolute Shrinkage and Selection Operator (Adaptive Lasso)  

เสนอโดย Hui Zou (2006) เป็นวิธีที่พัฒนามาจากวิธี  Lasso แต่มีการเพ่ิมเงื่อนไขโดยการให้ค่า

น้ าหนัก (Weight) กับพารามิเตอร์แต่ละตัวแตกต่างกันใน Penalty Function (Pλ(β))  ซึ่งการเพ่ิม

ค่าน้ าหนักนี้จะช่วยแก้ไขปัญหาความไม่คงเส้นคงวาที่ท าให้เกิดความเอนเอียงในวิธี Lasso ได้อีกด้วย  

 

                                          Pλ(β) = λ∑ Ŵj|βj|
P
j=1                                         (2.16) 

โดยที่   Ŵj = {

1

|β̂OLS|
  ; n > p

1

|β̂Ridge|
  ; n < p

 

การใช้  Penalty Function ดังกล่าวจะท าให้ได้ตัวประมาณท่ีมีคุณสมบัติ Oracle ของตัว 

ประมาณค่า กล่าวคือ เมื่อขนาดตัวอย่างเข้าสู่ค่าอนันต์ วิธี Adaptive Lasso จะมีความสามารถใน

การเลือกตัวแปรได้เสมือนกับว่าทราบตัวแบบที่แท้จริง  (True Model) ซึ่งคุณสมบัตินี้ไม่มีในวิธี 

Lasso 
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2.2.3   Penalty Function ของวิธี Elastic Net (EN) 

วิธี Elastic Net (EN) เสนอโดย Hui Zou and Trevor (2005) วิธี Elastic Net มีคุณสมบัติ 

ช่วยลดค่าสัมประสิทธิ์ของตัวแปรแบบต่อเนื่องและท าการคัดกรองตัวแปรไปพร้อมๆกัน โดยวิธี 

Elastic Net มีการให้ Penalty Function (Pλ(β))  อยู่ในรูปของ  ℓ1 – norm และ  ℓ2 – norm  

 

          Pλ1,λ2
(β) = λ1 ∑ |βj|

P
j=1 + λ2 ∑ βj

2P
j=1      โดยที่  λ1 > 0  และ   λ2 > 0         (2.17) 

 

เนื่องจาก วิธี Elastic Net สามารถคัดกรองตัวแปรอิสระและประมาณค่าได้ในคราวเดียวกัน 

ดังนั้นวิธีนี้จึงเหมาะสมในการวิเคราะห์ข้อมูลที่มีจ านวนตัวแปรอิสระมากกว่าขนาดตัวอย่างมากๆ และ

มีตัวแปรอิสระที่มีความสัมพันธ์กันสูง 

 

2.3 อัตราความผิดพลาดรวม (Family Wise Error Rate (FWER))  

อัตราความผิดพลาดรวม คือ ความน่าจะเป็นที่จะเกิดความผิดพลาดประเภทที่ 1 (Type I 

error rate) อย่างน้อย 1 ครั้ง โดยความผิดพลาดประเภทที่ 1 เกิดจากการปฏิเสธสมมติฐานว่าง H0 

เมื่อสมมติฐานว่าง H0 เป็นจริง ในข้อมูลจ าลองแต่ละกรณี ซึ่งเป็นโอกาสของการกระท าความ

ผิดพลาดประเภทที่ 1 อย่างน้อย 1 ครั้งของชุดการเปรียบเทียบจ านวน 1 ชุด ดังนั้นอัตราความ

ผิดพลาดรวมจะหาได้จากสมการต่อไปนี้ 

                                                  

              FWER =
จ านวนการจ าลองที่เกิดความผิดพลาดประเภทที่ 1 อย่างน้อย 1 คร้ัง 

จ านวนการจ าลองข้อมูล
                    (2.18) 

 

โดยทฤษฎีที่ 1 ใน Mandozzi and Bühlmann (2013) ระบุว่าหากเราท าการปฏิเสธ H0
C  

ก็ต่อเมื่อ Ph
C < α แล้ว อัตราความผิดพลาดรวมจะเท่ากับ α ด้วย ดังนั้นอัตราความผิดพลาดรวม 

(FWER) ที่ค านวณได้จึงไม่ควรเกิน α  
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2.4 ค่าอ านาจการทดสอบ (Power of Test)  

อ านาจการทดสอบ หมายถึง ความน่าจะเป็นที่จะปฏิเสธสมมติฐานว่าง  H0 เมื่อสมมติฐาน

ว่าง H0 เป็นเท็จ ซึ่งในการทดสอบทางสถิติที่มีค่าอ านาจการทดสอบยิ่งมากจะแสดงว่าการทดสอบนั้น

ยิ่งดี ค่าอ านาจการทดสอบสามารถค านวณได้ดังนี้ 

 

                       Power =
จ านวนคร้ังที่ปฏิเสธ H0 เม่ือ H0 เป็นเท็จ

จ านวน H0 ทีเ่ป็นเท็จ
                                    (2.19)    

 

 โดยที่ถ้าวิธีใดให้ค่าวัดประสิทธิภาพ FWER ต่ าที่สุด และให้ค่าวัดประสิทธิภาพ Power สูง

ที่สุด จะถือว่าวิธีนั้นมีความเหมาะสมที่จะใช้ในการคัดกรองตัวแปรอิสระและมีความเหมาะสมที่จะใช้

ในการประมาณค่ากลุ่มของสัมประสิทธิ์การถดถอยที่มีมิติสูง 

 

 

 

 

 



บทที่ 3 
 

วิธีการด าเนินการศึกษา 

ในงานวิจัยนี้มีวัตถุประสงค์เพ่ือเปรียบเทียบประสิทธิภาพของวิธีการคัดเลือกตัวแปรอิสระ

และทดสอบกลุ่มของสัมประสิทธิ์การถดถอยที่มีมิติสูง โดยใช้เทคนิคการจัดกลุ่มแบบเป็นล าดับชั้น 

(Hierarchical Clustering) ในการจัดกลุ่มตัวแปร ระหว่างวิธี Lasso วิธี Adaptive Lasso และวิธี 

Elastic Net  โดยมีการจ าลองข้อมูลที่มีการแจกแจงแบบปกติ (Normal Distribution) และใช้ข้อมูล

จริงที่ได้จาก (Van't Veer et al., 2002) ซึ่งเป็นข้อมูลไมโครแอเรย์ของดีเอ็นเอเนื้องอกในเต้านม 

หลังจากนั้นท าการจัดกลุ่มตัวแปรอิสระตามความสัมพันธ์แล้วจึงท าการประมาณค่า p-value ให้กับ

กลุ่มของกลุ่มสัมประสิทธิ์การถดถอยของตัวแปรอิสระที่ได้รับการคัดเลือกเข้ามายังตัวแบบจากวิธี

ข้างต้น โดยใช้เกณฑ์อัตราความผิดพลาดรวม (Family Wise Error Rate (FWER)) และพิจารณา

ประสิทธิภาพของแต่ละวิธีจากค่าอ านาจการทดสอบ (Power of Test) จากการทดสอบสมมติฐาน

ของกลุ่มสัมประสิทธิ์การถดถอย โดยท าการวิเคราะห์ข้อมูลทั้งหมดโดยใช้โปรแกรม R เวอร์ชัน 3.1.3 

ภายใต้ขอบเขตและวิธีการด าเนินการดังนี้ 

 

3.1 ขอบเขตของการวิจัย 

 ในการศึกษาครั้งนี้จะท าการศึกษาในส่วนของข้อมูลจ าลองและข้อมูลจริง ภายใต้ขอบเขตการ

วิจัยดังนี้ 

3.1.1 ข้อมูลจ าลอง 

ศึกษาภายใต้อัตราส่วนระหว่างขนาดตัวอย่างและจ านวนตัวแปรอิสระที่ต่างกัน ( n:p )          

2 ระดับ คือ 100:500 และ 100:1000  และระดับความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 3 

ระดับ คือ 

ระดับท่ี 1 :  ρ  = 0.0 

ระดับท่ี 2 :  ρ  = 0.5 

ระดับท่ี 3 :  ρ  = 0.9 
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ส าหรับเมทริกซ์ 𝐗 จะใช้การจ าลอง Xi~N(0, Σ) 

โดยที่   Σ =  

[
 
 
 
 
 
 
 
(

1 ⋯ ρ1,100

⋮ ⋱ ⋮
ρ100,1 ⋯ 1

) ⋯ 0

⋮ ⋱ ⋮

0 ⋯ (

1 ⋯ ρp−100,p

⋮ ⋱ ⋮
ρp,p−100 ⋯ 1

)

]
 
 
 
 
 
 
 

   

 

นอกจากนี้ในส่วนของค่าแปรปรวนของค่าความคลาดเคลื่อน σ2 จะถูกเลือกเพ่ือให้ได้อัตราส่วน

สัญญาณต่อสัญญาณรบกวน(SNR) เท่ากับ 12 เมื่อ p = 500 และ 24 เมื่อ p = 1,000 

 

3.1.2 ข้อมูลจริง 

3.1.2.1 ชุดข้อมูลเกี่ยวกับผู้ป่วยโรคมะเร็งเต้านมที่มีความสัมพันธ์กันปกติ 

ข้อมูลที่ได้มาจาก (Van't Veer et al., 2002) เป็นข้อมูลไมโครแอเรย์ของดีเอ็นเอเนื้องอกในเต้านม
ของผู้ป่วย 337 คน โดยตัวแปรอิสระแต่ละตัว คือ ระดับการแสดงออกของยีน (Gene Expression) 
แต่ละตัวซึ่งมีทั้งหมดมากกว่า 20,000 ยีนในข้อมูลชุดนี้ โดยที่ข้อมูลยีนที่เก็บจะเรียงล าดับตาม
ต าแหน่งทางพันธุกรรม ( เช่น จากโครโมโซมที่ 1 ถึง 22 ) จากนั้นท าการสุ่มตัวแปรอิสระขึ้นมาตาม
จ านวนที่ต้องการและท าการสุ่มคนไข้มาเพียง 100  คน  

       โดยเปรียบเทียบอัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปร ( n:p ) ที่ 100:500 , 100:1000 

 

3.1.2.2 ชุดข้อมูลเกี่ยวกับผู้ป่วยโรคมะเร็งเต้านมที่มีความสัมพันธ์กันสูง 

ซึ่งจะใช้ข้อมูลจากชุดแรกแต่จะแตกต่างกันในกระบวนการสุ่มที่จะท าการสุ่มเป็นชุดๆ คือ จะสุ่มตัว
แปรอิสระทีละ 100 ตัวแปรที่อยู่ติดกันจากตัวแปรทั้งหมด เนื่องจากข้อมูลยีนมีการจัดเรียงล าดับตาม
ต าแหน่งทางพันธุกรรม ดังนั้นตัวแปรที่อยู่ติดกันจึงมีความสัมพันธ์กันสูงกว่าตัวแปรที่อยู่ห่างกัน     
และท าการสุ่มคนไข้มาเพียง 100  คน  

  โดยเปรียบเทียบอัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปร ( n:p ) ที่ 100:500 , 100:1000 

 



 27 

3.2 ขั้นตอนในการด าเนินการศึกษา 

1. ศึกษาตัวแบบและทฤษฎีที่เกี่ยวข้อง 

2. ก าหนดการจ าลองข้อมูล 

2.1 ก าหนดค่าเริ่มต้นและรูปแบบของตัวแบบที่ใช้จ าลองข้อมูลโดยจะท าการสร้างข้อมูลที่มี 

จ านวนค่าสังเกต n ค่า และพารามิเตอร์จ านวน p ตัว โดยใช้อัตราส่วน n:p ดังนี้ 

 - 100:500 

- 100:1000 

 2.2 จ าลองข้อมูลที่มีการแจกแจงแบบนอร์มอล ( Normal Distribution )  

                                      Y = 𝐗β + ε    โดยที่  Xi~N(0, Σ) , ε~N(0, σ2In) 

      ส าหรับเมทริกซ์ 𝐗 จะใช้การจ าลอง Xi~N(0, Σ) 

โดยที่  Σ =  

[
 
 
 
 
 
 
 
(

1 ⋯ ρ1,100

⋮ ⋱ ⋮
ρ100,1 ⋯ 1

) ⋯ 0

⋮ ⋱ ⋮

0 ⋯ (

1 ⋯ ρp−100,p

⋮ ⋱ ⋮
ρp,p−100 ⋯ 1

)

]
 
 
 
 
 
 
 

   

เมื่อ   Y = (y1, y2, … , yn)
′    เป็นเวกเตอร์ของตัวแปรตามขนาด n x 1 ที่เป็นตัวแปรสุ่ม

มาตรฐาน      

        𝐗 = (X1, X2, … , Xn)
′   เป็นเมทริกซ์ตัวแปรอิสระขนาด n x p ที่เป็นตัวแปรสุ่ม

มาตรฐาน  โดยที่  Xi =  [
xi1

⋮
xip

] 

        β = (β1, β2, … , βp)
′
   เป็นเวกเตอร์ค่าสัมประสิทธิ์การถดถอยขนาด p x 1     

         ε  =  (ε1, ε2, … , εn)
′   เป็นเวกเตอร์ความคลาดเคลื่อนขนาด n x 1 และ 

ε~N(0, σ2In)                 
โดยค่าแปรปรวนของค่าความคลาดเคลื่อน σ2 จะถูกเลือกเพ่ือให้ได้อัตราส่วนสัญญาณต่อ

สัญญาณรบกวน(SNR) เท่ากับ 12 เมื่อ p = 500 และ 24 เมื่อ p = 1,000 

n    คือขนาดตัวอย่าง 

              p    คือจ านวนตัวแปรอิสระ 
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และเวกเตอร์ค่าสัมประสิทธิ์การถดถอย β  จะได้จากการสุ่ม มาเป็นจ านวน 20 ค่าที่ไม่

เท่ากับ 0 ในต าแหน่งของ β ดังนี้  
                                        {  β1 = β2 … = β8 = 1, 
                                           β101 = β102 = ⋯ = β104 = 1, 
                                           β201 = β202 = ⋯ = β204 = 1, 
                                           β301 = β302 = 1, 
                                           β401 = β402 = 1 } 

 

2.3 ท าการจ าลองข้อมูลขึ้นมาตามอัตราส่วน ( n:p ) ตามที่ก าหนดไว้ข้างต้น และท าการสุ่ม

ข้อมูลจากข้อมูลจริงที่ได้เลือกมาศึกษาดังกล่าวในอัตราส่วนที่เท่ากับข้อมูลจ าลอง             

       3. น าข้อมูลที่จ าลองขึ้นมาศึกษาและใช้วิธีการดังต่อไปนี้ ในขั้นตอนการคัดกรองตัวแปรอิสระ

ส าหรับวิธีการจัดกลุ่มแบบเป็นล าดับชั้นของตัวแปรอิสระ และค านวณค่า p-value 

3.1 วิธี Lasso 

3.2 วิธี Adaptive Lasso  

3.3 วิธี Elastic Net  

      4. น าข้อมูลที่ได้จากข้อ 3. มาหาค่าอัตราความผิดพลาดรวม(Family Wise Error Rate (FWER)) 

และค่าอ านาจการทดสอบ (Power of Test) ของค่า p-value ที่ได้มาจากการจ าลองข้อมูลขึ้นมา

ทั้งหมด 50 ชุดข้อมูล 

      5. วิเคราะห์ผลลัพธ์โดยท าการเปรียบเทียบค่าอัตราความผิดพลาดรวม (Family Wise Error 

Rate (FWER)) และ ค่าอ านาจการทดสอบ (Power of Test) ที่ได้จากการคัดกรองตัวแปรในแต่ละวิธี

โดยจ าแนกตามประเภทของข้อมูล, อัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ ( n:p ) และ

ความสัมพันธ์ (Correlation) ของตัวแปรอิสระในแต่ละวิธีการคัดกรองตัวแปร   
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3.3 ขั้นตอนการท างานของโปรแกรม 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
B 

เริ่มต้น 

ก าหนดข้อมูลตามเงื่อนไขและขอบเขตของการวิจัย 

 ก าหนดขนาดตัวอย่าง (n) = 100  

 ก าหนดค่าความสัมพันธ์ (ρ) ระหว่างตัวแปรอิสระในส่วนของข้อมูลจ าลอง = 0.0, 

0.5 และ 0.9 ส่วนของข้อมูลจริงก าหนดให้มีความสัมพันธ์ระหว่างตัวแปรอิสระกัน

แบบปกติและมีความสัมพันธ์ระหว่างตัวแปรอิสระกันสูง 

 ก าหนดอัตราส่วน  n : p = 100:500 และ 100:1000 

ก าหนดจ านวนสัมประสิทธิ์ที่แท้จริงที่ไม่เท่ากับ 0 มาเป็นจ านวน 20 ค่าในต าแหน่ง

ของ β ดังนี้  
                                        {  β1 = β2 … = β8 = 1, 
                                           β101 = β102 = ⋯ = β104 = 1, 
                                           β201 = β202 = ⋯ = β204 = 1, 
                                           β301 = β302 = 1, 
                                           β401 = β402 = 1 } 

 จ าลองข้อมูลที่มีการแจกแจงแบบนอร์มอล ( Normal Distribution ) Y = 𝐗β + ε  

           โดยที่  Xi~N(0, Σ) , ε~N(0, σ2In) 

 

จ าลองข้อมูลตามขอบเขตของการวิจัย 

ใช้ข้อมูลตัวแปรอิสระทั้งหมดที่ได้จากการจ าลอง
เพ่ือท าการจัดกลุ่มตัวแปรอิสระตามความสัมพันธ์แบบเป็น
ล าดับชั้นทั้งหมด 10  ล าดับชั้น ซ่ึงผู้วิจัยสนใจที่จะเลือกใช้
วิธี Agglomerative Hierarchical Method โดยใช้ Complete 

Linkage ค านวณค่าความต่างของตัวแปรอิสระแต่ละคู่      
ในการจัดกลุ่มแบบเป็นล าดับชั้นของตัวแปรอิสระท้ังหมด 
p ตัว 

A 
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แบ่งข้อมูลออกเป็น 2 ส่วน เรียกว่า Din
(b) และ Dout

(b)     

ซึ่งมีขนาด Nin
(b) และ  Nout

(b)   ตามล าดบั 
 

คัดกรองตัวแปรด้วยวิธี Lasso, Adaptive 

Lasso และ Elastic Net ในแต่ละล าดับ

ชั้นของการแบ่งกลุ่ม จะให้ตัวประมาณ 

Ŝ(b) =  {j ∶  β̂j
(b)

≠ 0} 

 

เปรียบเทียบประสิทธิภาพของวิธีการคัดกรองตัวแปรในแต่ละวิธีโดยการ

พิจารณาจากค่าอัตราความผิดพลาดรวม (Family Wise Error Rate (FWER)) และ 

ค่าอ านาจการทดสอบ (Power of Test) ที่ได้จากการคัดกรองตัวแปรในแต่ละวิธี 
 

สิ้นสุดการท างาน 

ใช้ Din
(b) 

ใช้ Dout
(b)     

ค านวณหาค่า p-value ส าหรับกลุม่สัมประสิทธ์ิการ

ถดถอย C ของสมมติฐานว่าง H0
C∩Ŝ(b)

: βj = 0                        

ส าหรับ ทุกๆ  j ∈ C ∩ Ŝ(b)          

pC,(b) = {
  1                                           ,   เมื่อ   C∩Ŝ(b)= ∅       

โดยใช้การทดสอบแบบเอฟ   ,   เมื่อ   C∩Ŝ(b) ≠ ∅   

 

ท าครบ 50 รอบ  (B = 50) ไม่ใช่ 

ใช่ 

        รวมค่า p-value  B ค่าให้ เป็นค่าเดียว  ส าหรับการ

ทดสอบสมมติฐานของกลุ่มสัมประสิทธิ์การถดถอยแต่ละ

กลุ่ม โดยใช้ควอนไทล์เชิงประจักษ ์(Empirical Quantile)  

A B 



บทที่ 4 
 

ผลการวิจัย 

 งานวิจัยนี้มีวัตถุประสงค์เพ่ือเปรียบเทียบประสิทธิภาพวิธีการคัดกรองตัวแปรอิสระระหว่าง

วิธี Lasso, Adaptive Lasso และ Elastic Net ส าหรับการทดสอบกลุ่มของสัมประสิทธิ์การถดถอยที่

มีมิติสูง โดยใช้เทคนิคการจัดกลุ่มแบบเป็นล าดับชั้น (Hierarchical Clustering) ในการจัดกลุ่มตัว

แปรอิสระตามความสัมพันธ์ของตัวแปรอิสระ จากนั้นจึงใช้วิธีการแบ่งข้อมูลแบบสุ่มหลายๆครั้ง 

(Multi-split) เพ่ือหาค่า p-value ของกลุ่มสัมประสิทธิ์การถดถอย โดยการจ าลองข้อมูลและใช้ข้อมูล

จริงที่มีขอบเขตต่างกัน โดยจะพิจารณาในส่วนของอัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปรเป็น 

100:500 และ 100:1000 และความสัมพันธ์ของตัวแปรอิสระเป็น 0.0 , 0.5 และ 0.9 แต่ในส่วนของ

ข้อมูลจริงจะมีความสัมพันธ์ของตัวแปรแปรอิสระเป็น 2 แบบคือมีความสัมพันธ์แบบปกติและมี

ความสัมพันธ์กันสูง โดยมีเกณฑ์ในการพิจารณาประสิทธิภาพของแต่ละวิธีจากค่าอัตราความผิดพลาด

รวม (Family Wise Error Rate : FWER) และค่าอ านาจการทดสอบ (Power of Test : Power)  

โดยถ้าวิธีใดให้ค่าอัตราความผิดพลาดรวมต่ าที่สุดหรือมีค่าใกล้ 0 และมีค่าเฉลี่ยของค่าอ านาจการ

ทดสอบมากที่สุด จะถือได้ว่าเป็นวิธีที่มีประสิทธิภาพและมีความเหมาะสมในการคัดเลือกตัวแปร

ส าหรับข้อมูลที่มีมิติสูง (High-Dimensional Data) มากที่สุด 

 

 อักษรย่อและสัญลักษณ์ต่างๆที่ปรากฏในการน าเสนอผลการวิจัยทั้งในตารางและข้อความ

ต่างๆแทนความหมายดังนี้ 

 

n    แทน ขนาดของตัวอย่าง 

p   แทน จ านวนตัวแปรอิสระ 

ρ   แทน ความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 

n: p   แทน ขนาดของตัวอย่างต่อจ านวนตัวแปรอิสระ 

Lasso   แทน การคัดเลือกตัวแปรด้วยวิธี Lasso 

Adaptive Lasso แทน การคัดเลือกตัวแปรด้วยวิธี Adaptive Lasso 
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Elastic Net  แทน การคัดเลือกตัวแปรด้วยวิธี Elastic Net 

FWER   แทน อัตราความผิดพลาดรวม (Family Wise Error Rate) 

Power   แทน อ านาจการทดสอบ (Power of Test) 

β   แทน สัมประสิทธิ์การถดถอยของตัวแปรอิสระ 

Mean   แทน ค่าเฉลี่ย 

S.D.   แทน ค่าเบี่ยงเบนมาตรฐาน 

 ส าหรับงานวิจัยนี้จะน าเสนอผลการเปรียบเทียบโดยแบ่งออกเป็น 2 ส่วน คือ ในส่วนที่ 1 จะ

เปรียบเทียบอัตราความผิดพลาดรวม (Family Wise Error Rate) ระหว่างการคัดกรองตัวแปรจากวิธี 

Lasso, Adaptive Lasso และ Elastic Net และส่วนที่  2 จะเปรียบเทียบอ านาจการทดสอบ 

(Power of Test) ระหว่างการคัดกรองตัวแปรจากทั้ง 3 วิธีข้างต้น 

 

โดยผลการวิจัยจะแบ่งออกเป็น 2 ส่วน ดังนี้  

 

ส่วนที่ 1 ผลการเปรียบเทียบอัตราความผิดพลาดรวม (Family Wise Error Rate) จากการทดสอบ

กลุ่มของสัมประสิทธิ์การถดถอยโดยใช้เทคนิคการจัดกลุ่มแบบเป็นล าดับชั้นทั้งหมด 10 ล าดับชั้น 

ระหว่างการคัดกรองตัวแปรจากวิธี Lasso, Adaptive Lasso และ Elastic Net   

เมื่อพิจารณาในกรณี  

1. ข้อมูลจ าลอง 

1.1 เมื่อก าหนดให้อัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ ( n : p ) ที่ 

100:500 และ 100:1000 

1.2 เมื่อก าหนดให้ความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 3 ระดับ คือ ρ  = 0.0 

ρ  = 0.5 และ ρ  = 0.9 

2. ข้อมูลจริง 

2.1 เมื่อก าหนดให้อัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ ( n : p ) ที่ 

100:500 และ 100:1000 

2.2 เมื่อก าหนดให้ความสัมพันธ์  (Correlation) ของตัวแปรอิสระ 2 ระดับ คือ มี

ความสัมพันธ์แบบปกติและมีความสัมพันธ์กันสูง  
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ส่วนที่ 2 ผลเปรียบเทียบอ านาจการทดสอบ (Power of Test) จากการทดสอบกลุ่มของสัมประสิทธิ์

การถดถอยโดยใช้เทคนิคการจัดกลุ่มแบบเป็นล าดับชั้นทั้งหมด 10 ล าดับชั้น ระหว่างการคัดกรองตัว

แปรจากวิธี Lasso, Adaptive Lasso และ Elastic Net   

เมื่อพิจารณาในกรณี  

1. ข้อมูลจ าลอง 

1.1 เมื่อก าหนดให้อัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ ( n : p ) ที่ 

100:500 และ 100:1000 

1.2 เมื่อก าหนดให้ความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 3 ระดับ คือ ρ  = 0.0 

ρ  = 0.5 และ ρ  = 0.9 

2. ข้อมูลจริง 

2.1 เมื่อก าหนดให้อัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ ( n : p ) ที่ 

100:500 และ 100:1000 

2.2 เมื่อก าหนดให้ความสัมพันธ์  (Correlation) ของตัวแปรอิสระ 2 ระดับ คือ มี

ความสัมพันธ์แบบปกติและมีความสัมพันธ์กันสูง  
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4.1 ผลการเปรียบเทียบอัตราความผิดพลาดรวม (Family Wise Error Rate) จากการทดสอบ
กลุ่มของสัมประสิทธิ์การถดถอยโดยใช้เทคนิคการจัดกลุ่มแบบเป็นล าดับชั้นทั้งหมด 10 ล าดับชั้น 
ระหว่างการคัดกรองตัวแปรจากวิธี Lasso, Adaptive Lasso และ Elastic Net   

 ในส่วนนี้ผู้วิจัยต้องการศึกษาเปรียบเทียบการคัดกรองตัวแปรจากวิธี Lasso, Adaptive 
Lasso, และ Elastic Net  และเพ่ือพิจารณาว่าปัจจัยใดที่ส่งผลต่อประสิทธิภาพการท างานของวิธีการ
คัดกรองตัวแปรแต่ละวิธี ภายใต้ปัจจัยดังต่อไปนี้ 

1. กรณีของข้อมูลจ าลอง 

1.1 อัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ ( n : p ) ที่ 100:500 และ 

100:1000 

1.2 ความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 3 ระดับ คือ ρ  = 0.0 , ρ  = 0.5   

    และ ρ  = 0.9 

2. กรณีของข้อมูลจริง 

2.1 อัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ ( n : p ) ที่ 100:500 และ 

100:1000 

2.2 ความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 2 ระดับ คือ มีความสัมพันธ์แบบ

ปกติและมีความสัมพันธ์กันสูง  

โดยแสดงผลในตารางที่ 4.1.1 -  4.1.2    โดยแต่ละตารางมีรายละเอียดดังนี้ 

 

เกณฑ์ที่ใช้

ในการวัด 

ประเภทของ

ข้อมูล 
ตารางที ่ ปัจจัยที่ใช้ในการพิจารณา 

วิธีการคัดกรองตัวแปร 

ที่ต้องการเปรียบเทียบ 

FWER 

ข้อมูลจ าลอง 4.1.1 
 อัตราส่วนของขนาดตัวอยา่ง

ต่อจ านวนตัวแปรอสิระ          

( n : p ) 

 ความสัมพันธ์ (Correlation) 

ของตัวแปรอิสระ 

 

1. Lasso 

2. Adaptive Lasso 

3. Elastic Net   

 
ข้อมูลจริง 4.1.2 
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ตารางท่ี 4.1.1 แสดงค่าอัตราความผิดพลาดรวม (FWER) ของแต่ละสถานการณ์จากข้อมูลจ าลอง 50 ชุด 
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จากตารางที่  4.1.1 ซึ่งแสดงผลของอัตราความผิดพลาดรวม (FWER) โดยนับจากข้อมูลจ าลอง 50 

ชุดข้อมูล ระหว่างการคัดกรองตัวแปรด้วยวิธี Lasso, Adaptive Lasso และ Elastic Net  พบว่า 

1.)  ที่จ านวนตัวแปรอิสระ (p) เท่ากับ 500  

 เมื่อตัวแปรอิสระมีค่าความสัมพันธ์(Correlation) ของตัวแปรอิสระที่ ρ = 0.0 การคัดกรอง

ตัวแปรด้วย 3 วิธีข้างต้นหาค่า FWER ได้เท่ากับ 0 เท่ากันทุกวิธี นั่นแสดงว่าวิธีคัดกรองตัว

แปรทั้ง 3 วิธีเป็นวิธีที่เหมาะสมกับการคัดกรองตัวแปร 

 เมื่อตัวแปรอิสระมีค่าความสัมพันธ์ที่  ρ = 0.5  และ 0.9 การคัดกรองตัวแปรด้วยวิธี  

Adaptive Lasso และวิธี Elastic Net  หาค่า FWER ได้เท่ากับ 0 ดังนั้นการคัดกรองตัวแปร

ด้วยวิธี  Adaptive Lasso และวิธี Elastic Net จึงเป็นวิธีที่เหมาะสมที่สุด 

2.)  ที่จ านวนตัวแปรอิสระ (p) เท่ากับ 1000 

 เมื่อตัวแปรอิสระมีค่าความสัมพันธ์ที่ ρ = 0.0 , 0.5  และ 0.9 การคัดกรองตัวแปรด้วย 3 วิธี

ข้างต้นหาค่า FWER ได้เท่ากับ 0 เท่ากันทุกวิธี นั่นแสดงว่าวิธีคัดกรองตัวแปรทั้ง 3 วิธีเป็นวิธี

ที่เหมาะสมกับการคัดกรองตัวแปร 
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ตารางที่ 4.1.2 แสดงค่าอัตราความผิดพลาดรวม (FWER) ของแต่ละสถานการณ์โดยสุ่มข้อมูลจาก
ข้อมูลจริงจ านวน 50 ชุด 

n : p 

อัตราความผิดพลาดรวม 

ความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 

ปกติ  สูง 

Lasso 
Adaptive 

Lasso 
Elastic Net Lasso 

Adaptive 

Lasso 
Elastic Net 

 

100:500 

 

0.06 

 

0.00 

 

0.00 

 

0.04  

 

0.00 

 

0.00 

          

 

100:1000 

 

0.04 0.00 0.00 0.08 0.00 0.00 

หมายเหตุ  ช่องที่ระบายสี หมายถึง วิธีที่เหมาะสมที่สุดในแต่ละกรณี 

 

จากตารางที่  4.1.2 ซึ่งแสดงผลของอัตราความผิดพลาดรวม (FWER) โดยนับจากข้อมูลที่ท าการสุ่ม

มาจากข้อมูลจริง 50 ชุดข้อมูล ระหว่างการคัดกรองตัวแปรด้วยวิธี Lasso, Adaptive Lasso และ 

Elastic Net  พบว่า 

1.)  ที่จ านวนตัวแปรอิสระ (p) เท่ากับ 500  

 เมื่อตัวแปรอิสระมีความสัมพันธ์ของตัวแปรอิสระแบบปกติและมีความสัมพันธ์กันสูง การคัด

กรองตัวแปรด้วยวิธี  Adaptive Lasso และวิธี Elastic Net หาค่า FWER ได้เท่ากับ 0 

ดังนั้นการคัดกรองตัวแปรด้วยวิธี  Adaptive Lasso และวิธี  Elastic Net จึงเป็นวิธีที่

เหมาะสมที่สุด 

 เมื่อตัวแปรอิสระมีความสัมพันธ์ของตัวแปรอิสระแบบปกติ จะเห็นได้ว่าค่า  FWER ของการ

คัดกรองตัวแปรด้วยวิธี Lasso มีค่ามากกว่าค่า FWER เมื่อตัวแปรอิสระมีความสัมพันธ์กันสูง 
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นั่นแสดงให้เห็นว่าวิธี Lasso จะมีประสิทธิภาพมากขึ้นเมื่อตัวแปรอิสระมีความสัมพันธ์กัน

มากขึ้น  

2.)  ที่จ านวนตัวแปรอิสระ (p) เท่ากับ 1000 

 เมื่อตัวแปรอิสระมีความสัมพันธ์ของตัวแปรอิสระแบบปกติและมีความสัมพันธ์กันสูง การคัด

กรองตัวแปรด้วยวิธี  Adaptive Lasso และวิธี Elastic Net หาค่า FWER ได้เท่ากับ 0 

ดังนั้นการคัดกรองตัวแปรด้วยวิธี  Adaptive Lasso และวิธี  Elastic Net จึงเป็นวิธีที่

เหมาะสมที่สุด 

 เมื่อตัวแปรอิสระมีความสัมพันธ์ของตัวแปรอิสระกันสูง จะเห็นได้ว่าค่า FWER ของการคัด

กรองตัวแปรด้วยวิธี Lasso มีค่ามากกว่าค่า FWER เมื่อตัวแปรอิสระมีความสัมพันธ์แบบ

ปกติ นั่นแสดงให้เห็นว่าในกรณีท่ีมีจ านวนตัวแปรอิสระมากวิธี Lasso จะมีประสิทธิภาพมาก

ขึ้นเมื่อตัวแปรอิสระมีความสัมพันธ์กันน้อยลง  

 

และจากตารางที่ 4.1.1 และตารางที่ 4.1.2 จะได้ว่าจ านวนของตัวแปรอิสระที่มีขนาดใหญ่ขึ้นจะหาค่า 

FWER ให้มีค่าเท่ากับ 0 ได้ดีกว่าจ านวนของตัวแปรอิสระที่มีขนาดเล็ก 
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4.2 ผลเปรียบเทียบอ านาจการทดสอบ (Power of Test) จากการทดสอบกลุ่มของสัมประสิทธิ์
การถดถอยโดยใช้เทคนิคการจัดกลุ่มแบบเป็นล าดับชั้นทั้งหมด 10 ล าดับชั้น ระหว่างการคัดกรอง
ตัวแปรจากวิธี Lasso, Adaptive Lasso และ Elastic Net   

ในส่วนนี้ผู้วิจัยต้องการศึกษาเปรียบเทียบการคัดกรองตัวแปรจากวิธี Lasso, Adaptive 
Lasso, และ Elastic Net  และเพ่ือพิจารณาว่าปัจจัยใดที่ส่งผลต่อประสิทธิภาพการท างานของวิธีการ
คัดกรองตัวแปรแต่ละวิธี ภายใต้ปัจจัยดังต่อไปนี้ 

1. กรณีของข้อมูลจ าลอง 

1.1 อัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ ( n : p ) ที่ 100:500 และ 

100:1000 

1.2 ความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 3 ระดับ คือ ρ  = 0.0 , ρ  = 0.5 

และ ρ  = 0.9 

2. กรณีของข้อมูลจริง 

2.1 อัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ ( n : p ) ที่ 100:500 และ 

100:1000 

2.2 ความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 2 ระดับ คือ มีความสัมพันธ์แบบ

ปกติและมีความสัมพันธ์กันสูง  

โดยแสดงผลในตารางที่ 4.2.1 -  4.2.2    โดยแต่ละตารางมีรายละเอียดดังนี้ 

 

เกณฑ์ที่ใช้

ในการวัด 

ประเภทของ

ข้อมูล 
ตารางที ่ ปัจจัยที่ใช้ในการพิจารณา 

วิธีการคัดกรองตัวแปร 

ที่ต้องการเปรียบเทียบ 

Power 

ข้อมูลจ าลอง 4.2.1 
 อัตราส่วนของขนาดตัวอยา่ง

ต่อจ านวนตัวแปรอสิระ          

( n : p ) 

 ความสัมพันธ์ (Correlation) 

ของตัวแปรอิสระ 

 

1. Lasso 

2. Adaptive Lasso 

3. Elastic Net   

 
ข้อมูลจริง 4.2.2 
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ตารางท่ี 4.2.1 แสดงค่าเฉลี่ย (ค่าส่วนเบี่ยงเบนมาตรฐาน) ของค่าอ านาจการทดสอบ (Power) ที่ค านวณจากข้อมูลจ าลอง 50 ชุด 
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จากตารางที่  4.2.1 ซึ่งแสดงผลของค่าอ านาจการทดสอบ (Power) โดยเป็นค่าเฉลี่ยของข้อมูลจ าลอง

ขนาด 50 ชุดข้อมูล ระหว่างการคัดกรองตัวแปรด้วยวิธี Lasso, Adaptive Lasso และ Elastic Net  

พบว่า 

1.)  ที่จ านวนตัวแปรอิสระ (p) เท่ากับ 500  

 เมื่อตัวแปรอิสระมีค่าความสัมพันธ์ที่ ρ = 0.0 , ρ = 0.5 และ 0.9 การคัดกรองตัวแปรด้วย

วิธี  Lasso  สามารถหาค่า Power ได้มากที่สุด ดังนั้นในกรณีนี้การคัดกรองตัวแปรด้วยวิธี 

Lasso จึงมีความเหมาะสมที่สุด  

 เมื่อตัวแปรอิสระมีค่าความสัมพันธ์ที่ ρ = 0.5 การคัดกรองตัวแปรด้วยวิธี Lasso จะมีค่า

มากที่สุดเมื่อเทียบกับกรณีที่ตัวแปรอิสระมีความสัมพันธ์ ρ = 0.0 และ 0.9  ดังนั้นในกรณีนี้

การคัดกรองตัวแปรด้วยวิธี  Lasso และมีความสัมพันธ์ของตัวแปรอิสระ  ρ = 0.5 จึง

เหมาะสมที่สุด  

2.)  ที่จ านวนตัวแปรอิสระ (p) เท่ากับ 1000  

 เมื่อตัวแปรอิสระมีค่าความสัมพันธ์ที่ ρ = 0.0 , ρ = 0.5 และ 0.9 การคัดกรองตัวแปรด้วย

วิธี  Lasso  สามารถหาค่า Power ได้มากที่สุด ดังนั้นในกรณีนี้การคัดกรองตัวแปรด้วยวิธี 

Lasso จึงมีความเหมาะสมที่สุด  

 เมื่อตัวแปรอิสระมีค่าความสัมพันธ์ที่ ρ = 0.5 การคัดกรองตัวแปรด้วยวิธี Lasso จะมีค่า

มากที่สุดเมื่อเทียบกับกรณีที่ตัวแปรอิสระมีความสัมพันธ์ ρ = 0.0 และ 0.9  ดังนั้นในกรณีนี้

การคัดกรองตัวแปรด้วยวิธี  Lasso และมีความสัมพันธ์ของตัวแปรอิสระ  ρ = 0.5 จึง

เหมาะสมที่สุด  

 

และจากผลในตารางที่ 4.2.1 ยังสามารถสรุปได้อีกว่า  

 ค่า Power ที่ ได้ ในทุ กๆกรณี มีค่ าน้ อยมาก ซึ่ งอาจไม่ เหมาะสมกับการใช้ งานจริง
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ตารางที่ 4.2.2 แสดงค่าเฉลี่ย (ค่าส่วนเบี่ยงเบนมาตรฐาน) ของค่าอ านาจการทดสอบ (Power) ที่
ค านวณจากการสุ่มข้อมูลจากข้อมูลจริงจ านวน 50 ชุด 

n : p 

อ านาจการทดสอบ 

ความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 

ปกติ สูง 

Lasso 
Adaptive 

Lasso 
Elastic Net Lasso 

Adaptive 

Lasso 
Elastic Net 

 

100:500 

 

0.7829 

(0.2352) 

 

0.1265 

(0.0467) 

 

0.1113 

(0.0574)  

 

0.7650 

(0.2159)  

 

0.1195 

(0.0387) 

 

0.1188 

(0.0615) 

          

 

100:1000 

 

0.7215 

(0.2563)  

 

0.1216 

(0.0463)  

 

0.1013 

(0.0611) 

 

0.8386 

(0.2080)  

 

0.1432 

(0.0435)  

 

0.1174 

(0.0668)  

          

หมายเหตุ  ช่องที่ระบายสี หมายถึง วิธีที่เหมาะสมที่สุดในแต่ละกรณี 

 

จากตารางที่  4.2.2 ซึ่งแสดงผลของค่าอ านาจการทดสอบ (Power) โดยเป็นค่าเฉลี่ยของข้อมูลจาก

การสุ่มข้อมูลจริงขนาด 50 ชุดข้อมูล ระหว่างการคัดกรองตัวแปรด้วยวิธี Lasso, Adaptive Lasso 

และ Elastic Net  พบว่า 

1.)  ที่จ านวนตัวแปรอิสระ (p) เท่ากับ 500  

 เมื่อตัวแปรอิสระมีความสัมพันธ์ของตัวแปรอิสระแบบปกติและมีความสัมพันธ์กันสูง การคัด

กรองตัวแปรด้วยวิธี  Lasso  สามารถหาค่า Power ได้มากท่ีสุด ดังนั้นในกรณีนี้การคัดกรอง

ตัวแปรด้วยวิธี Lasso จึงมีความเหมาะสมที่สุด  
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 เมื่อตัวแปรอิสระมีความสัมพันธ์ของตัวแปรอิสระแบบปกติ การคัดกรองตัวแปรด้วยวิธี 

Lasso จะมีค่า Power มากกว่ากรณีท่ีตัวแปรอิสระมีความสัมพันธ์กันสูง ดังนั้นในกรณีนี้การ

คัดกรองตัวแปรด้วยวิธี Lasso และมีความสัมพันธ์ของตัวแปรอิสระแบบปกติ จึงเหมาะสม

ที่สุด  

2.)  ที่จ านวนตัวแปรอิสระ (p) เท่ากับ 1000  

 เมื่อตัวแปรอิสระมีความสัมพันธ์ของตัวแปรอิสระแบบปกติและมีความสัมพันธ์กัน การคัด

กรองตัวแปรด้วยวิธี  Lasso  สามารถหาค่า Power ได้มากท่ีสุด ดังนั้นในกรณีนี้การคัดกรอง

ตัวแปรด้วยวิธี Lasso จึงมีความเหมาะสมที่สุด  

 เมื่อตัวแปรอิสระมีความสัมพันธ์ของตัวแปรอิสระกันสูง การคัดกรองตัวแปรด้วยวิธี Lasso 

จะมีค่า Power มากกว่ากรณีที่ตัวแปรอิสระมีความสัมพันธ์แบบปกติ ดังนั้นในกรณีนี้การคัด

กรองตัวแปรด้วยวิธี Lasso และมีความสัมพันธ์ของตัวแปรอิสระกันสูง จึงเหมาะสมที่สุด  

 

และจากตารางที่ 4.2.1 และตารางที่ 4.2.2 จะได้ว่าประเภทของข้อมูลมีผลต่อค่าของอ านาจการ

ทดสอบ ซึ่งจะเห็นได้ว่าข้อมูลจ าลองให้ค่า Power ที่น้อยมาก ซึ่งอาจไม่เหมาะกับการใช้งานจริงเลย 

แต่ข้อมูลจริงให้ค่า Power ที่มากพอที่จะสามารถน าไปใช้งานจริงได้  

 

 

 

 

 

 

 



 

 

บทที่ 5 
 

สรุปผลการวิจัยและข้อเสนอแนะ 

 การศึกษาเปรียบเทียบประสิทธิภาพของวิธีการคัดเลือกตัวแปรอิสระของวิธี Lasso วิธี 

Adaptive Lasso และวิธี Elastic Net โดยจะพิจารณาอัตราส่วนของขนาดตัวอย่างต่อจ านวนตัวแปร

เป็น 100:500 และ 100:1000  และความสัมพันธ์ของตัวแปรอิสระเป็น 0.0 , 0.5 และ 0.9 แต่ใน

ส่วนของข้อมูลจริงจะมีความสัมพันธ์ของตัวแปรแปรอิสระเป็น 2 แบบคือมีความสัมพันธ์แบบปกติ

และมีความสัมพันธ์กันสูง  โดยมีเกณฑ์ในการพิจารณาประสิทธิภาพของแต่ละวิธีจากค่าอัตราความ

ผิดพลาดรวม (Family Wise Error Rate : FWER) และค่าอ านาจการทดสอบ (Power of Test : 

Power) โดยสรุปผลการวิจัยได้ดังนี้ 

 

5.1 สรุปผลการวิจัย 

 

5.1.1 แบ่งผลการวิจัยออกเป็น 2 ส่วน โดยพิจารณาตามขนาดของตัวอย่าง ดังนี้ 

 

ส่วนที่ 1 ผลการเปรียบเทียบอัตราความผิดพลาดรวม (Family Wise Error Rate) จากการ

ทดสอบกลุ่มของสัมประสิทธิ์การถดถอยโดยใช้เทคนิคการจัดกลุ่มแบบเป็นล าดับชั้นทั้งหมด 10 ล าดับ

ชั้น ระหว่างการคัดกรองตัวแปรจากวิธี Lasso, Adaptive Lasso และ Elastic Net   
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ตารางที่ 5.1.1 แสดงวิธีการคัดกรองตัวแปรที่เหมาะสมที่สุด เมื่อพิจารณาอัตราความผิดพลาดรวม 
(FWER) ระหว่างวิธี Lasso, Adaptive Lasso, และ Elastic Net จากการวิเคราะห์ขนาดตัวอย่าง (n) 
เท่ากับ 100 โดยจ าแนกตามอัตราส่วน ขนาดตัวอย่างต่อจ านวนตัวแปร (n:p) ,ประเภทของข้อมูล 
และความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 
 

n : p 

ความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 

ρ = 0.0 ρ = 0.5 ρ = 0.9 ปกติ สูง 
ข้อมูลจ าลอง ข้อมูลจริง 

              พิจารณาจากค่า FWER 

100:500 L+AL+EN AL+EN AL+EN AL+EN AL+EN 

100:1000 L+AL+EN L+AL+EN L+AL+EN AL+EN AL+EN 

 

หมายเหตุ 

L หมายถึง วิธี LASSO 

AL หมายถึง วิธี Adaptive Lasso 

EN หมายถึง วิธี Elastic Net 

 

 จากตารางที่ 5.1.1 สามารถสรุปผลได้ว่า เมื่อขนาดตัวอย่าง (n) เท่ากับ 100 พิจารณาจากค่า 

FWER โดยค่าของ FWER จะได้วิธีที่เหมาะสมในการคัดกรองตัวแปรคล้ายกัน นั่นคือการคัดกรองตัว

แปรด้วยวิธี Adaptive Lasso และ Elastic Net  จะเหมาะสมมากที่สุด โดยทุกวิธีจะสามารถท างาน

ได้ดีในทุกระดับความสัมพันธ์ของตัวแปรอิสระและในทุกประเภทของข้อมูล  

 

 

ส่วนที่ 2 ผลเปรียบเทียบอ านาจการทดสอบ (Power of Test) จากการทดสอบกลุ่มของ

สัมประสิทธิ์การถดถอยโดยใช้เทคนิคการจัดกลุ่มแบบเป็นล าดับชั้นทั้งหมด 10 ล าดับชั้น ระหว่างการ

คัดกรองตัวแปรจากวิธี Lasso, Adaptive Lasso และ Elastic Net   
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ตารางที่ 5.1.2 แสดงวิธีการคัดกรองตัวแปรที่เหมาะสมที่สุด เมื่อพิจารณาอ านาจการทดสอบ 
(Power) ระหว่างวิธี Lasso, Adaptive Lasso, และ Elastic Net จากการวิเคราะห์ขนาดตัวอย่าง 
(n) เท่ากับ 100 โดยจ าแนกตามอัตราส่วน ขนาดตัวอย่างต่อจ านวนตัวแปร (n:p) ,ประเภทของข้อมูล 
และความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 
 

n : p 

ความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 

ρ = 0.0 ρ = 0.5 ρ = 0.9 ปกติ สูง 
ข้อมูลจ าลอง ข้อมูลจริง 

              พิจารณาจากค่า Power 

100:500 L L L L L 

100:1000 L L L L L 

 

หมายเหตุ 

L หมายถึง วิธี LASSO 

AL หมายถึง วิธี Adaptive Lasso 

EN หมายถึง วิธี Elastic Net 

 

 จากตารางที่ 5.1.2 สามารถสรุปผลได้ว่า เมื่อขนาดตัวอย่าง(n) เท่ากับ 100 พิจารณาจากค่า 

Power โดยค่าของ Power จะได้วิธีที่เหมาะสมในการคัดกรองตัวแปรคล้ายกัน นั่นคือการคัดกรองตัว

แปรด้วยวิธี Lasso จะเหมาะสมมากที่สุด โดยในกรณีของข้อมูลจ าลองจะให้ค่า Power ที่มีค่าน้อย

มากจนไม่เหมาะสมกับการใช้งานจริง แต่ในกรณีของข้อมูลจริงจะให้ค่า Power ที่มีค่ามากพอสมควร

แก่การใช้งานจริง 
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5.1.2 ผลจากความแตกต่างระหว่างขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ (n:p) 

 จากผลที่ได้จะพบว่าเมื่ออัตราส่วนระหว่างขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ (n:p) ยิ่งมี

ค่าห่ างกันมาก การคัดกรองตัวแปรของวิธี  Lasso, Adaptive Lasso และ Elastic Net จะมี

ประสิทธิภาพลดลงในทุกวิธีกรณีที่ความสัมพันธ์ของตัวแปรอิสระมีความสัมพันธ์กันน้อย แต่ในกรณีที่

ความสัมพันธ์ของตัวแปรอิสระมีความสัมพันธ์กันมากขึ้น ขนาดตัวอย่างต่อจ านวนตัวแปรอิสระ (n:p) 

ยิ่งมีค่าห่างกันมาก การคัดกรองตัวแปรของวิธี Lasso, Adaptive Lasso และ Elastic Net จะมี

ประสิทธิภาพเพ่ิมขึ้นในทุกวิธี นั่นแสดงว่าทั้ง 3 วิธีข้างต้นจะมีประสิทธิภาพสูงสุดเมื่อขนาดของ n 

และ p มีค่าใกล้กันมากที่สุด หรือทั้ง 3 วิธีจะมีประสิทธิภาพลดลงในกรณีที่ข้อมูลมีมิติสูงขึ้น  

 

5.1.3 ผลจากความแตกต่างของความสัมพันธ์ (Correlation) ของตัวแปรอิสระ 

 จากผลการวิจัยที่ได้พบว่าในกรณีของข้อมูลจ าลองเมื่อความสัมพันธ์ของตัวแปรอิสระมีค่า

เท่ากับ 0.0 และ 0.5 การหาค่า FWER และ Power จะมีประสิทธิภาพ แต่เมื่อเพ่ิมขนาดของ

ความสัมพันธ์ของตัวแปรอิสระเป็น 0.9 จะพบว่าประสิทธิภาพในการหาค่า FWER และ Power จะ

ลดลงเมื่อความสัมพันธ์ของตัวแปรอิสระเพ่ิมขึ้น ส่วนในกรณีของข้อมูลจริงเมื่อความสัมพันธ์ของตัว

แปรอิสระเป็นแบบมีความสัมพันธ์กันปกติ การหาค่า FWER และ Power จะมีประสิทธิภาพ แต่เมื่อ

เพ่ิมขนาดของความสัมพันธ์ของตัวแปรอิสระเป็นแบบมีความสัมพันธ์กันสูง จะพบว่าประสิทธิภาพใน

การหาค่า FWER และ Power จะลดลงเมื่อความสัมพันธ์ของตัวแปรอิสระเพ่ิมข้ึน 

 

5.2 สรุปผลโดยรวม 

จากผลการวิจัยในการเปรียบเทียบวิธีการคัดกรองตัวแปรอิสระจากวิธี  Lasso , วิธี 

Adaptive Lasso และวิธี Elastic Net  ส าหรับการทดสอบกลุ่มของสัมประสิทธิ์การถดถอยที่มีมิติสูง 

โดยใช้เทคนิคการจัดกลุ่มแบบเป็นล าดับชั้น ในการจัดกลุ่มตัวแปรตามความสัมพันธ์ของตัวแปรอิสระ 

ผลปรากฏว่าการคัดกรองตัวแปรด้วยวิธี Lasso มีอ านาจการทดสอบมากที่สุด รองลงมาคือวิธี 

Adaptive Lasso และ วิธี Elastic Net ตามล าดับ แต่เมื่อพิจารณาถึงอัตราความผิดพลาดรวม พบว่า

วิธี Adaptive Lasso และวิธี Elastic Net มีค่าต่ าที่สุด ซึ่งเมื่อพิจารณาถึงทั้งสองค่าพร้อมกัน พบว่า 

วิธีการคัดกรองตัวแปรวิธีใดมีอ านาจการทดสอบมากก็จะมีอัตราความผิดพลาดรวมสูงเช่นกัน 
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ดังนั้นจึงไม่สามารถสรุปได้ว่าวิธีการในการคัดกรองตัวแปรอิสระวิธีใดเป็นวิธีที่ดีที่สุด อย่างไร

ก็ตาม ในการน าไปใช้งานจริง ผู้น าไปใช้ควรจะพิจารณาว่าจะให้ความส าคัญกับอัตราความผิดพลาด

รวม หรือ อ านาจการทดสอบ มากกว่ากัน และเลือกวิธีการคัดกรองที่เหมาะสม 

 

5.3 ข้อเสนอแนะ 

 จากงานวิจัยนี้ผู้ที่สนใจอาจจะน าไปศึกษาต่อได้อีกในเรื่องของ 

1. วิธีการคัดกรองตัวแปร ในงานวิจัยนี้เลือกมาศึกษาเพียง 3 วิธีเท่านั้น ในความเป็น

จริงแล้วยังมีอีกหลายวิธีที่น่าสนใจโดยผู้ที่สนใจอาจจะน าวิธีการคัดกรองตัวแปรอ่ืนๆ

มาร่วมพิจารณาเพ่ือเปรียบเทียบประสิทธิภาพได้อีก 

2. ขอบเขตในการวิจัย ในเรื่องของขนาดตัวอย่าง, อัตราส่วนระหว่างขนาดตัวอย่างต่อ

จ านวนตัวแปร (n:p) , ประเภทของข้อมูล และความสัมพันธ์ (Correlation) ของตัว

แปรอิสระ อาจจะมีการเพิ่มหรือลดให้มีความหลากหลายมากยิ่งข้ึนได้ 

3. กรณีท่ี Y ไม่มีการแจกแจงแบบ Normal 

4. กรณีท่ีรูปแบบความสัมพันธ์ของ 𝐗 เปลี่ยนไป  

 5.  ค่าเฉลี่ยของการรันโปรแกรม 50 รอบอาจไม่ใช่ค่าที่ดีที่สุด ดังนั้นการรายงาน

ผลการวิจัยอาจใช้ค่ามัธยฐานแทนหรือค่าเปอร์เซนไทล์ที่ k เมื่อ k มีค่าเล็กเพ่ือแสดง

ถึงค่าที่ดีหรือมีประสิทธิภาพสูงในแต่ละกรณี 

6. การแบ่งกลุ่มแบบเป็นล าดับชั้นทั้งหมด 10 ล าดับชั้นอาจจะไม่เพียงพอต่อการ

พิจารณาในการตัดสินใจ 

7. เกณฑ์ที่ ใช้ ในการตัดสินใจอาจต้องมีการใช้ เกณฑ์ ในการตัดสินใจว่าวิธี ใดมี

ประสิทธิภาพในหลายวิธีมากกว่านี้ 
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ค าสั่งการวิเคราะห์ข้อมูลด้วยโปรแกรม R 
 
 ตัวอย่างกรณีสุ่มข้อมูลจากข้อมูลจ าลองที่มีขนาดตัวอย่างเท่ากับ 100 และจ านวนตัวแปรอิสระ
เท่ากับ 500 ที่ระดับความสัมพันธ์ของตัวแปรอิสระเป็น 0.0 โดยมีการคัดกรองตัวแปรด้วยวิธี 

o Lasso 
o Adaptive Lasso 
o EN 

 

library(mvtnorm)  

library(lars)   

library(Matrix) 

library(parcor) 

library(elasticnet) 

library(ncvreg)  

 

###define function equantile### 

equantile<-function(P,gamma) 

{ output<-rep(0, length(gamma)) 

 for (m in 1:length(gamma)) 

  { output[m]<-(quantile(P/gamma[m], probs=gamma[m])) 

   output[m]<-min(1, output[m]) 

} 
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return(c(output,m)) 

}  

####################################### 

######## Case n=100 ; p=500 rho=0.0 ######### 

####################################### 

n<-100 

p<-500 

rho<-0.0 

####################################### 

########### Mean and Sigma for  X ########## 

####################################### 

mean_X<-matrix(c(numeric(p)),nrow=p,ncol=1) 

Sigma_X<-diag(p) 

 

for(i in 1:(p/100)){ 

 Sigma_X[(i*100-99):(i*100),(i*100-99):(i*100)]<-rho 

} 

diag(Sigma_X)<-1 

######################################################### 
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power.Lasso<-matrix(0,50,1) 

type1error.Lasso<-matrix(0,50,1) 

 

power.AdapLasso<-matrix(0,50,1) 

type1error.AdapLasso<-matrix(0,50,1) 

 

power.EN<-matrix(0,50,1) 

type1error.EN<-matrix(0,50,1) 

 

for(dd in 1:50){ 

 

####################################### 

############ Simulation Data X ############ 

####################################### 

X<-rmvnorm(n,mean_X,Sigma_X) 

########################################################## 
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###################################### 

############ Simulation Beta ############# 

###################################### 

beta_matrix<-matrix(0,p,1) 

fixBeta<-c(1:8,101:104,201:204,301:302,401:402) 

beta_matrix[fixBeta,]<-1 

Beta<-as.matrix(beta_matrix) 

########################################################## 

 

###################################### 

############ Simulation Error ############# 

###################################### 

if(p==500){ SNR<-12 

     sigmasquar <- (t(Beta[fixBeta, ])%*%t(X[ ,fixBeta])%*%X[ 

,fixBeta]%*%Beta[fixBeta, ])/((SNR^2)*n) } 

 

if(p==1000){ SNR<-24 

     sigmasquar <- (t(Beta[fixBeta, ])%*%t(X[ ,fixBeta])%*%X[ 

,fixBeta]%*%Beta[fixBeta, ])/((SNR^2)*n) } 
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sigmasq<-as.numeric(sigmasquar) 

error<-matrix(rnorm(n, mean=0, sd=sqrt(sigmasq)), ncol=1)  

 

###################################### 

########  Calculate Y = X(Beta) + error ####### 

###################################### 

Y <- X%*%Beta + error 

########################################################## 

B<-50 

pval.lasso.1group <- matrix(1,B,1) 

pval.lasso.2group <- matrix(1,B,2) 

pval.lasso.3group <- matrix(1,B,3) 

pval.lasso.4group <- matrix(1,B,4) 

pval.lasso.5group <- matrix(1,B,5) 

pval.lasso.6group <- matrix(1,B,6) 

pval.lasso.7group <- matrix(1,B,7) 

pval.lasso.8group <- matrix(1,B,8) 

pval.lasso.9group <- matrix(1,B,9) 

pval.lasso.10group <- matrix(1,B,10) 
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pval.AdapLasso.1group <- matrix(1,B,1) 

pval.AdapLasso.2group <- matrix(1,B,2) 

pval.AdapLasso.3group <- matrix(1,B,3) 

pval.AdapLasso.4group <- matrix(1,B,4) 

pval.AdapLasso.5group <- matrix(1,B,5) 

pval.AdapLasso.6group <- matrix(1,B,6) 

pval.AdapLasso.7group <- matrix(1,B,7) 

pval.AdapLasso.8group <- matrix(1,B,8) 

pval.AdapLasso.9group <- matrix(1,B,9) 

pval.AdapLasso.10group <- matrix(1,B,10) 

 

pval.EN.1group <- matrix(1,B,1) 

pval.EN.2group <- matrix(1,B,2) 

pval.EN.3group <- matrix(1,B,3) 

pval.EN.4group <- matrix(1,B,4) 

pval.EN.5group <- matrix(1,B,5) 

pval.EN.6group <- matrix(1,B,6) 

pval.EN.7group <- matrix(1,B,7) 

pval.EN.8group <- matrix(1,B,8) 
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pval.EN.9group <- matrix(1,B,9) 

pval.EN.10group <- matrix(1,B,10) 

 

for(b in 1:50){ 

in.index <- sample(1:n, round(n/2)) 

 Xin <- X[in.index,] 

 Xout <- X[-in.index,] 

 Yin <- as.matrix(Y[in.index,]) 

 Yout <- as.matrix(Y[-in.index,]) 

 

######################################### 

############  Hierarchical Clustering ########### 

######################################### 

fit <- hclust(dist(t(X)),method = "complete" ) 

#####plot(fit)##### 

betaJ <- matrix(NA,10,10) 

aa <- vector("list", 55) 

 

for(k in 1:10){ 
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 groups <- cutree(fit,k = k) 

 

for(j in 1:k) 

{ 

 indexclust<-which(groups==j) 

 BB <- Beta[which(groups==j,)] 

 betaJ[k,j] <- nnzero(BB, na.counted = NA) 

 

 index.betaJ <- (which(groups==j)) 

    aa[[(((k*(k+1))/2)-k+j)]] <- index.betaJ 

 

##################################### 

################ Lasso ################ 

##################################### 

Lassomodel <-

lars(Xin,Yin,type="lasso",use.Gram=FALSE,normalize=TRUE,intercept=TRUE) 

cvlars <- cv.lars(Xin,as.numeric(Yin),K=10,type='lasso',plot.it=FALSE) 

sAtbest <- cvlars$index[which.min(cvlars$cv)] 

tmp <-   predict.lars(Lassomodel, type="coefficients", s=sAtbest, mode="fraction") 
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rtmp <- as.matrix(tmp$coefficients) 

beta_lasso <- matrix(rep(0,p),ncol=1) 

beta_lasso[1:p,] <- rtmp 

count.lasso.nonzero <- nnzero(beta_lasso, na.counted = NA) 

 

if(count.lasso.nonzero>=49){ 

 border <- order((abs(beta_lasso[,1])), decreasing = TRUE) 

 beta_lasso[border[-(1:48)],1] <- 0  

beta_lasso[1:p,] <- beta_lasso 

count.lasso.nonzero <- nnzero(beta_lasso, na.counted = NA) 

    } 

###################################### 

########### Multi  Sample Split ########### 

###################################### 

indexXlout<-which(beta_lasso[,1]!=0) 

Xlout <- intersect(indexXlout,indexclust) 

Xlasso_out <-matrix(Xout[,Xlout],nrow=n/2,) 

 

if(length(Xlout)!=0){ lasso_model <- lm(Yout ~  Xlasso_out) 
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 sum_lasso <- summary(lasso_model) 

 pVal.lasso <- as.matrix( 1-pf(sum_lasso$f[1],sum_lasso$f[2],sum_lasso$f[3])) 

 

  if (k==1){ pval.lasso.1group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==2){ pval.lasso.2group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==3){ pval.lasso.3group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==4){ pval.lasso.4group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

     if (k==5){ pval.lasso.5group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==6){ pval.lasso.6group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==7){ pval.lasso.7group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==8){ pval.lasso.8group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==9){ pval.lasso.9group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 
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 if (k==10){ pval.lasso.10group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

   } 

 

###################################### 

############ Adaptive lasso ############## 

###################################### 

AdapLassomodel <- adalasso(Xin, Yin,k=10, use.Gram=FALSE) 

beta_AdapLasso <- matrix(rep(0,p), ncol=1) 

beta_AdapLasso[1:p,] <- AdapLassomodel$coefficients.adalasso 

count.AdapLasso.nonzero <- nnzero(beta_AdapLasso, na.counted = NA) 

 

if(count.AdapLasso.nonzero>=49){ 

 border <- order((abs(beta_AdapLasso[,1])), decreasing = TRUE) 

 beta_AdapLasso[border[-(1:48)],1] <- 0 

beta_AdapLasso[1:p,] <- beta_AdapLasso 

count.AdapLasso.nonzero <- nnzero(beta_AdapLasso, na.counted = NA) 

} 
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###################################### 

########### Multi  Sample Split ########### 

###################################### 

indexXadaplout<-which(beta_AdapLasso[,1]!=0) 

Xadaplout <- intersect(indexXadaplout,indexclust) 

Xadaplasso_out <- matrix(Xout[,Xadaplout],nrow=(n/2),) 

 

if(length(Xadaplout)!=0){ AdapLasso_model <- lm(Yout ~ Xadaplasso_out) 

 sum_AdapLasso <- summary(AdapLasso_model) 

 pVal.aLasso <- as.matrix( 1-

pf(sum_AdapLasso$f[1],sum_AdapLasso$f[2],sum_AdapLasso$f[3])) 

 

  if (k==1){ pval.AdapLasso.1group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==2){ pval.AdapLasso.2group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==3){ pval.AdapLasso.3group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==4){ pval.AdapLasso.4group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 
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     if (k==5){ pval.AdapLasso.5group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==6){ pval.AdapLasso.6group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==7){ pval.AdapLasso.7group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==8){ pval.AdapLasso.8group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==9){ pval.AdapLasso.9group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==10){ pval.AdapLasso.10group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

    

###################################### 

############## Elastic Net ############### 

###################################### 

cvEN    <- cv.glmnet(x=Xin, y=Yin, family="gaussian", nfolds=10) 

fitElasticNetmodel <-  glmnet(x=Xin, y=Yin, family="gaussian", alpha=0.5, 

lambda=cvEN$lambda.min) 

beta_EN <- matrix(fitElasticNetmodel$beta) 

count.EN.nonzero <- nnzero(beta_EN, na.counted = NA) 
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if(count.EN.nonzero>=49){ 

 border <- order((abs(beta_EN[,1])), decreasing = TRUE) 

 beta_EN[border[-(1:48)],1] <- 0 

beta_EN[1:p,] <- beta_EN 

count.EN.nonzero <- nnzero(beta_EN, na.counted = NA) 

   } 

###################################### 

########### Multi  Sample Split ########### 

###################################### 

indexXENout<-which(beta_EN[,1]!=0) 

XENout <- intersect(indexXENout,indexclust) 

XEN_out <- matrix(Xout[,XENout],nrow=(n/2),) 

 

if(length(XENout)!=0){ EN_model <- lm(Yout ~ XEN_out) 

 sum_EN <- summary(EN_model) 

 pVal.EN <- as.matrix( 1-pf(sum_EN$f[1],sum_EN$f[2],sum_EN$f[3])) 

 

 if (k==1){ pval.EN.1group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==2){ pval.EN.2group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 
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 if (k==3){ pval.EN.3group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==4){ pval.EN.4group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

     if (k==5){ pval.EN.5group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==6){ pval.EN.6group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==7){ pval.EN.7group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==8){ pval.EN.8group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==9){ pval.EN.9group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==10){ pval.EN.10group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

   } 

 

}  

} 

} 

write.table(betaJ, paste("./p500rho0.0/p500rho0.0_BetaJ","_",dd,".csv"), sep = "," 

,col.names = FALSE ,row.names = FALSE )  

 

pval.lasso.1group[pval.lasso.1group>1] <- 1 

pval.lasso.2group[pval.lasso.2group>1] <- 1 

pval.lasso.3group[pval.lasso.3group>1] <- 1 
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pval.lasso.4group[pval.lasso.4group>1] <- 1 

pval.lasso.5group[pval.lasso.5group>1] <- 1 

pval.lasso.6group[pval.lasso.6group>1] <- 1 

pval.lasso.7group[pval.lasso.7group>1] <- 1 

pval.lasso.8group[pval.lasso.8group>1] <- 1 

pval.lasso.9group[pval.lasso.9group>1] <- 1 

pval.lasso.10group[pval.lasso.10group>1] <- 1 

 

pval.AdapLasso.1group[pval.AdapLasso.1group>1] <- 1 

pval.AdapLasso.2group[pval.AdapLasso.2group>1] <- 1 

pval.AdapLasso.3group[pval.AdapLasso.3group>1] <- 1 

pval.AdapLasso.4group[pval.AdapLasso.4group>1] <- 1 

pval.AdapLasso.5group[pval.AdapLasso.5group>1] <- 1 

pval.AdapLasso.6group[pval.AdapLasso.6group>1] <- 1 

pval.AdapLasso.7group[pval.AdapLasso.7group>1] <- 1 

pval.AdapLasso.8group[pval.AdapLasso.8group>1] <- 1 

pval.AdapLasso.9group[pval.AdapLasso.9group>1] <- 1 

pval.AdapLasso.10group[pval.AdapLasso.10group>1] <- 1 
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pval.EN.1group[pval.EN.1group>1] <- 1 

pval.EN.2group[pval.EN.2group>1] <- 1 

pval.EN.3group[pval.EN.3group>1] <- 1 

pval.EN.4group[pval.EN.4group>1] <- 1 

pval.EN.5group[pval.EN.5group>1] <- 1 

pval.EN.6group[pval.EN.6group>1] <- 1 

pval.EN.7group[pval.EN.7group>1] <- 1 

pval.EN.8group[pval.EN.8group>1] <- 1 

pval.EN.9group[pval.EN.9group>1] <- 1 

pval.EN.10group[pval.EN.10group>1] <- 1 

###################################### 

########## aggregate_pvalue_split ########## 

###################################### 

##### call function ##### 

##################### 

gammamin <- 0.05 

aggregate_pvalue_split_Lasso <- matrix(0,10,10) 

aggregate_pvalue_split_AdapLasso <- matrix(0,10,10) 

aggregate_pvalue_split_EN <- matrix(0,10,10) 
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for(c in 1:10) 

{ tmp1<-matrix(0,10,10) 

 tmp1<-get(paste("pval.lasso.",c,"group",sep="")) 

 tmp2<-matrix(0,10,10) 

 tmp2<-get(paste("pval.AdapLasso.",c,"group",sep="")) 

 tmp3<-matrix(0,10,10) 

 tmp3<-get(paste("pval.EN.",c,"group",sep="")) 

  for(d in 1:c){ 

   aggregate_pvalue_split_Lasso[c,d] <- min(1,(1-

log(gammamin))*min(equantile(as.vector(tmp1[,d]), seq(gammamin, 1, 0.05))))  

  aggregate_pvalue_split_AdapLasso[c,d] <- min(1,(1-

log(gammamin))*min(equantile(as.vector(tmp2[,d]), seq(gammamin, 1, 0.05))))  

  aggregate_pvalue_split_EN[c,d] <- min(1,(1-

log(gammamin))*min(equantile(as.vector(tmp3[,d]), seq(gammamin, 1, 0.05))))  

  } 

} 

 

pvalue.Lasso.h <- matrix(0,10,10) 

pvalue.AdapLasso.h <- matrix(0,10,10) 

pvalue.EN.h <- matrix(0,10,10) 
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 pvalue.Lasso.h[1,1] <- aggregate_pvalue_split_Lasso[1,1] 

 pvalue.AdapLasso.h[1,1] <- aggregate_pvalue_split_AdapLasso[1,1] 

 pvalue.EN.h[1,1] <- aggregate_pvalue_split_EN[1,1] 

 

for(g in 2:10){  

 for(f in 1:g){  maxx1 <- 0 

   maxx2 <- 0 

   maxx3 <- 0 

 for(e in 1:(g-1)){ if( all(aa[[(((g*(g+1))/2)-g+f)]] %in% aa[[((((g-1)*g)/2)-(g-1)+e)]])) 

   { if(aggregate_pvalue_split_Lasso[g,f] < pvalue.Lasso.h[g-1,e]) 

    { maxx1<-pvalue.Lasso.h[g-1,e] } 

     else{ maxx1<-aggregate_pvalue_split_Lasso[g,f] } 

     } 

  { if(aggregate_pvalue_split_AdapLasso[g,f] < pvalue.AdapLasso.h[g-1,e]) 

    { maxx2<-pvalue.AdapLasso.h[g-1,e] } 

     else{ maxx2<-aggregate_pvalue_split_AdapLasso[g,f] } 

     } 

{ if(aggregate_pvalue_split_EN[g,f] < pvalue.EN.h[g-1,e]) 

    { maxx3<-pvalue.EN.h[g-1,e] } 
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     else{ maxx3<-aggregate_pvalue_split_EN[g,f] } 

     } 

 pvalue.Lasso.h[g,f] <- maxx1  

 pvalue.AdapLasso.h[g,f] <- maxx2  

 pvalue.EN.h[g,f] <- maxx3  

       } 

 }} 

 

write.table(pvalue.Lasso.h, 

paste("./p500rho0.0/p500rho0.0_pvalue.Lasso.h","_",dd,".csv"), sep = "," ,col.names = 

FALSE ,row.names = FALSE )  

write.table(pvalue.AdapLasso.h, 

paste("./p500rho0.0/p500rho0.0_pvalue.AdapLasso.h","_",dd,".csv"), sep = "," 

,col.names = FALSE ,row.names = FALSE )  

write.table(pvalue.EN.h, paste("./p500rho0.0/p500rho0.0_pvalue.EN.h","_",dd,".csv"), 

sep = "," ,col.names = FALSE ,row.names = FALSE )  
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###################################### 

######### POWER AND TYPE I ERROR ######## 

###################################### 

Pow.L<-0 

Pow.A<-0 

Pow.E<-0 

for(u in 1:10){ 

 for(v in 1:u){ {if(betaJ[u,v]!=0 && pvalue.Lasso.h[u,v] < 0.05) 

     Pow.L <- Pow.L + 1 } 

   {if(betaJ[u,v]!=0 && pvalue.AdapLasso.h[u,v] < 0.05) 

     Pow.A <- Pow.A + 1 } 

    {if(betaJ[u,v]!=0 && pvalue.EN.h[u,v] < 0.05) 

     Pow.E <- Pow.E + 1 } 

    } 

 } 

power.Lasso[dd,] <- Pow.L/nnzero(as.numeric(betaJ), na.counted = FALSE) 

power.AdapLasso[dd,] <- Pow.A/nnzero(as.numeric(betaJ), na.counted = FALSE) 

power.EN[dd,]<- Pow.E/nnzero(as.numeric(betaJ), na.counted = FALSE) 
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Type1.L <- 0 

Type1.A <- 0 

Type1.E <- 0 

for(s in 1:10){ 

 for(t in 1:s){ {if(betaJ[s,t]==0 && pvalue.Lasso.h[s,t] < 0.05) 

     Type1.L <- Type1.L + 1  } 

   {if(betaJ[s,t]==0 && pvalue.AdapLasso.h[s,t] < 0.05) 

     Type1.A <- Type1.A + 1  } 

   {if(betaJ[s,t]==0 && pvalue.EN.h[s,t] < 0.05) 

     Type1.E <- Type1.E + 1  } 

    } 

 } 

type1error.Lasso[dd,] <- Type1.L 

type1error.AdapLasso[dd,] <- Type1.A 

type1error.EN[dd,] <- Type1.E 

 

} 

power<- data.frame(power.Lasso= power.Lasso, power.AdapLasso= power.AdapLasso, 

power.EN= power.EN) 
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write.table(power, paste("./p500rho0.0/p500rho0.0_power.test",".csv"), sep = "," 

,col.names = TRUE ,row.names = FALSE )  

TypeIerror<-data.frame(type1error.Lasso= type1error.Lasso, type1error.AdapLasso= 

type1error.AdapLasso, type1error.EN= type1error.EN) 

write.table(TypeIerror,paste("./p500rho0.0/p500rho0.0_TypeIerror",".csv"), sep = "," 

,col.names = TRUE ,row.names = FALSE )  

 

#################################### 

###############  FWER  ############### 

#################################### 

FWER.Lasso <- nnzero(as.numeric(type1error.Lasso), na.counted = FALSE)/50 

FWER.AdapLasso <- nnzero(as.numeric(type1error.AdapLasso), na.counted = 

FALSE)/50 

FWER.EN <- nnzero(as.numeric(type1error.EN), na.counted = FALSE)/50 

 

FWER<-data.frame(FWER.Lasso=FWER.Lasso , FWER.AdapLasso=FWER.AdapLasso , 

FWER.EN=FWER.EN )  

write.table(FWER, paste("./p500rho0.0/p500rho0.0_FWER.csv"), sep = "," ,col.names = 

TRUE ,row.names = FALSE )  

################################################################ 
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 ตัวอย่างกรณีสุ่มข้อมูลจากข้อมูลจริงที่มีขนาดตัวอย่างเท่ากับ 100 และจ านวนตัวแปรอิสระ
เท่ากับ 500 ที่ระดับความสัมพันธ์ของตัวแปรอิสระเป็นความสัมพันธ์กันสูง โดยมีการคัดกรองตัวแปร
ด้วยวิธี 

o Lasso 
o Adaptive Lasso 
o EN 

 

library(mvtnorm)  

library(lars)   

library(Matrix) 

library(parcor) 

library(elasticnet) 

library(ncvreg)  

nki<-read.table("C:/nki_new.csv",sep=",",header=T) 

############################################################# 

####RealData#### 

nki<-read.table('./nki_new.csv',sep=',',header=T) 

 

###define function equantile### 

equantile<-function(P,gamma) 

{ output<-rep(0, length(gamma)) 
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 for (m in 1:length(gamma)) 

  { output[m]<-(quantile(P/gamma[m], probs=gamma[m])) 

   output[m]<-min(1, output[m]) 

  } 

 return(c(output,m)) 

}  

############ Biobase  Data ############ 

####################################### 

######## Case n=100 ;p=500 High Rho ######## 

####################################### 

n<-100 

p<-500 

########################################################## 

power.Lasso <- matrix(0,50,1) 

type1error.Lasso <- matrix(0,50,1) 

power.AdapLasso <- matrix(0,50,1) 

type1error.AdapLasso <- matrix(0,50,1) 

power.EN <- matrix(0,50,1) 

type1error.EN <- matrix(0,50,1) 
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for(dd in 1:50){ 

####################################### 

############ Simulation Data X ############ 

####################################### 

########## sample index for  X ########## 

################################### 

######### Highrho ######### 

gp<-p/100 

startindex<-rep(NA,gp) 

startindex[1]<-sample(1:(ncol(nki)-100), 1) 

i<-2 

while (i<=gp) 

{ 

  tmp<-sample(1:(ncol(nki)-100), 1) 

  if (sum(abs(startindex[1:(i-1)]-tmp)>100)==(i-1))  

  { 

    startindex[i]<-tmp 

    i<-i+1 

  } 
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} 

for (i in 1:length(startindex)) 

{ 

  if (i ==1) 

  { 

    x<-nki[seq(startindex[i], startindex[i]+99)] 

  } else { 

    x<-cbind(x, nki[seq(startindex[i], startindex[i]+99)]) 

  } 

} 

Nindex<-sample(1:nrow(nki),n) 

x<-x[Nindex,] 

X<-as.matrix(x) 

########################################################## 

###################################### 

############# Simulation Beta ############ 

###################################### 

beta_matrix <- matrix(0,p,1) 

fixBeta <- c(1:8,101:104,201:204,301:302,401:402) 
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beta_matrix[fixBeta,]<- 1 

Beta<- as.matrix(beta_matrix) 

########################################################## 

 

###################################### 

############# Simulation Error ############ 

###################################### 

if(p==500){ SNR<-12 

     sigmasquar <- (t(Beta[fixBeta, ])%*%(t(X[ ,fixBeta])%*%X[ 

,fixBeta])%*%Beta[fixBeta, ])/((SNR^2)*n) } 

 

if(p==1000){ SNR<-24 

     sigmasquar <- (t(Beta[fixBeta, ])%*%(t(X[ ,fixBeta])%*%X[ 

,fixBeta])%*%Beta[fixBeta, ])/((SNR^2)*n) } 

 

sigmasq<- as.numeric(sigmasquar) 

error<- matrix(rnorm(n, mean=0, sd=sqrt(sigmasq)), ncol=1)  

########################################################## 
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###################################### 

######## Calculate Y = X(Beta) + error ####### 

###################################### 

Y <-  X%*%Beta + error 

############################################### 

B<-50 

pval.lasso.1group <- matrix(1,B,1) 

pval.lasso.2group <- matrix(1,B,2) 

pval.lasso.3group <- matrix(1,B,3) 

pval.lasso.4group <- matrix(1,B,4) 

pval.lasso.5group <- matrix(1,B,5) 

pval.lasso.6group <- matrix(1,B,6) 

pval.lasso.7group <- matrix(1,B,7) 

pval.lasso.8group <- matrix(1,B,8) 

pval.lasso.9group <- matrix(1,B,9) 

pval.lasso.10group <- matrix(1,B,10) 

 

pval.AdapLasso.1group <- matrix(1,B,1) 

pval.AdapLasso.2group <- matrix(1,B,2) 
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pval.AdapLasso.3group <- matrix(1,B,3) 

pval.AdapLasso.4group <- matrix(1,B,4) 

pval.AdapLasso.5group <- matrix(1,B,5) 

pval.AdapLasso.6group <- matrix(1,B,6) 

pval.AdapLasso.7group <- matrix(1,B,7) 

pval.AdapLasso.8group <- matrix(1,B,8) 

pval.AdapLasso.9group <- matrix(1,B,9) 

pval.AdapLasso.10group <- matrix(1,B,10) 

 

pval.EN.1group <- matrix(1,B,1) 

pval.EN.2group <- matrix(1,B,2) 

pval.EN.3group <- matrix(1,B,3) 

pval.EN.4group <- matrix(1,B,4) 

pval.EN.5group <- matrix(1,B,5) 

pval.EN.6group <- matrix(1,B,6) 

pval.EN.7group <- matrix(1,B,7) 

pval.EN.8group <- matrix(1,B,8) 

pval.EN.9group <- matrix(1,B,9) 

pval.EN.10group <- matrix(1,B,10) 
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for(b in 1:50){ 

in.index <- sample(1:n, round(n/2)) 

 Xin <- X[in.index,] 

 Xout <- X[-in.index,] 

 Yin <- as.matrix(Y[in.index,]) 

 Yout <- as.matrix(Y[-in.index,]) 

 

######################################### 

############ Hierarchical Clustering ########### 

######################################### 

fit <- hclust(dist(t(X)),method = "complete" ) 

##### plot(fit) ##### 

betaJ <- matrix(NA,10,10) 

aa <- vector("list", 55) 

for(k in 1:10){ 

 groups <- cutree(fit,k = k) 

for(j in 1:k) 

{ indexclust<-which(groups==j) 

 BB <- Beta[which(groups==j,)] 
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 betaJ[k,j] <- nnzero(BB, na.counted = NA) 

 index.betaJ <- (which(groups==j)) 

    aa[[(((k*(k+1))/2)-k+j)]] <- index.betaJ 

 

##################################### 

################ Lasso  ############### 

##################################### 

Lassomodel <- 

lars(Xin,Yin,type="lasso",use.Gram=FALSE,normalize=TRUE,intercept=TRUE) 

cvlars <- cv.lars(Xin,as.numeric(Yin),K=10,type='lasso',plot.it=FALSE) 

sAtbest <- cvlars$index[which.min(cvlars$cv)] 

tmp  <- predict.lars(Lassomodel, type="coefficients", s=sAtbest, 

mode="fraction") 

rtmp <- as.matrix(tmp$coefficients) 

 

beta_lasso <- matrix(rep(0,p),ncol=1) 

beta_lasso[1:p,] <- rtmp 

count.lasso.nonzero <- nnzero(beta_lasso, na.counted = NA) 
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if(count.lasso.nonzero>=49){ 

 border <- order((abs(beta_lasso[,1])), decreasing = TRUE) 

 beta_lasso[border[-(1:48)],1] <- 0 

beta_lasso[1:p,] <- beta_lasso 

count.lasso.nonzero <- nnzero(beta_lasso, na.counted = NA) 

} 

###################################### 

########### Multi  Sample Split ########### 

###################################### 

Xlout <- Xout[,which(beta_lasso[,1]!=0)] 

indexXlout<-which(beta_lasso[,1]!=0) 

Xlout <- intersect(indexXlout,indexclust) 

Xlasso_out <-matrix(Xout[,Xlout],nrow=n/2,) 

if(length(Xlout)!=0){ lasso_model <- lm(Yout ~  Xlasso_out) 

 sum_lasso <- summary(lasso_model) 

 pVal.lasso <- as.matrix( 1-pf(sum_lasso$f[1],sum_lasso$f[2],sum_lasso$f[3])) 

 

  if (k==1){ pval.lasso.1group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 
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 if (k==2){ pval.lasso.2group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==3){ pval.lasso.3group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==4){ pval.lasso.4group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

     if (k==5){ pval.lasso.5group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==6){ pval.lasso.6group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==7){ pval.lasso.7group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==8){ pval.lasso.8group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==9){ pval.lasso.9group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

 if (k==10){ pval.lasso.10group[b,j] <- 

pVal.lasso*(count.lasso.nonzero/length(Xlout))} 

   } 
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###################################### 

############# Adaptive lasso ############# 

###################################### 

AdapLassomodel <- adalasso(Xin, Yin,k=10, use.Gram=FALSE) 

beta_AdapLasso <- matrix(rep(0,p), ncol=1) 

beta_AdapLasso[1:p,] <- AdapLassomodel$coefficients.adalasso 

count.AdapLasso.nonzero <- nnzero(beta_AdapLasso, na.counted = NA) 

 

if(count.AdapLasso.nonzero>=49){ 

 border <- order((abs(beta_AdapLasso[,1])), decreasing = TRUE) 

 beta_AdapLasso[border[-(1:48)],1] <- 0 

beta_AdapLasso[1:p,] <- beta_AdapLasso 

count.AdapLasso.nonzero <- nnzero(beta_AdapLasso, na.counted = NA) 

} 

###################################### 

########### Multi  Sample Split ########### 

###################################### 

Xadaplout <- Xout[,which(beta_AdapLasso[,1]!=0)] 

indexXadaplout<-which(beta_AdapLasso[,1]!=0) 
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Xadaplout <- intersect(indexXadaplout,indexclust) 

Xadaplasso_out <- matrix(Xout[,Xadaplout],nrow=(n/2),) 

if(length(Xadaplout)!=0){ AdapLasso_model <- lm(Yout ~ Xadaplasso_out) 

 sum_AdapLasso <- summary(AdapLasso_model) 

 pVal.aLasso <- as.matrix( 1-

pf(sum_AdapLasso$f[1],sum_AdapLasso$f[2],sum_AdapLasso$f[3])) 

 

  if (k==1){ pval.AdapLasso.1group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==2){ pval.AdapLasso.2group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==3){ pval.AdapLasso.3group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==4){ pval.AdapLasso.4group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

     if (k==5){ pval.AdapLasso.5group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==6){ pval.AdapLasso.6group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==7){ pval.AdapLasso.7group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 
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 if (k==8){ pval.AdapLasso.8group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==9){ pval.AdapLasso.9group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

 if (k==10){ pval.AdapLasso.10group[b,j] <- 

pVal.aLasso*(count.AdapLasso.nonzero/length(Xadaplout))} 

   } 

 

###################################### 

############## Elastic Net ############### 

###################################### 

cvEN    <- cv.glmnet(x=Xin, y=Yin, family="gaussian", nfolds=10) 

fitElasticNetmodel <-  glmnet(x=Xin, y=Yin, family="gaussian", alpha=0.5, 

lambda=cvEN$lambda.min) 

beta_EN <- matrix(fitElasticNetmodel$beta) 

count.EN.nonzero <- nnzero(beta_EN, na.counted = NA) 

 

if(count.EN.nonzero>=49){ 

 border <- order((abs(beta_EN[,1])), decreasing = TRUE) 

 beta_EN[border[-(1:48)],1] <- 0 
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beta_EN[1:p,] <- beta_EN 

count.EN.nonzero <- nnzero(beta_EN, na.counted = NA) 

} 

###################################### 

############ Multi  Sample Split ########### 

###################################### 

XENout <- Xout[,which(beta_EN[,1]!=0)] 

indexXENout<-which(beta_EN[,1]!=0) 

XENout <- intersect(indexXENout,indexclust) 

XEN_out <- matrix(Xout[,XENout],nrow=(n/2),) 

if(length(XENout)!=0){ EN_model <- lm(Yout ~ XEN_out) 

 sum_EN <- summary(EN_model) 

 pVal.EN <- as.matrix( 1-pf(sum_EN$f[1],sum_EN$f[2],sum_EN$f[3])) 

 

 if (k==1){ pval.EN.1group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==2){ pval.EN.2group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==3){ pval.EN.3group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==4){ pval.EN.4group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

     if (k==5){ pval.EN.5group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 



 
 

 

89 

 if (k==6){ pval.EN.6group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==7){ pval.EN.7group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==8){ pval.EN.8group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==9){ pval.EN.9group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

 if (k==10){ pval.EN.10group[b,j] <- pVal.EN*(count.EN.nonzero/length(XENout))} 

   } 

} } 

} 

write.table(betaJ, paste("./p500nki_high/p500nki_high_BetaJ","_",dd,".csv"), sep = "," 

,col.names = FALSE ,row.names = FALSE )  

 

pval.lasso.1group[pval.lasso.1group>1] <- 1 

pval.lasso.2group[pval.lasso.2group>1] <- 1 

pval.lasso.3group[pval.lasso.3group>1] <- 1 

pval.lasso.4group[pval.lasso.4group>1] <- 1 

pval.lasso.5group[pval.lasso.5group>1] <- 1 

pval.lasso.6group[pval.lasso.6group>1] <- 1 

pval.lasso.7group[pval.lasso.7group>1] <- 1 

pval.lasso.8group[pval.lasso.8group>1] <- 1 
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pval.lasso.9group[pval.lasso.9group>1] <- 1 

pval.lasso.10group[pval.lasso.10group>1] <- 1 

 

pval.AdapLasso.1group[pval.AdapLasso.1group>1] <- 1 

pval.AdapLasso.2group[pval.AdapLasso.2group>1] <- 1 

pval.AdapLasso.3group[pval.AdapLasso.3group>1] <- 1 

pval.AdapLasso.4group[pval.AdapLasso.4group>1] <- 1 

pval.AdapLasso.5group[pval.AdapLasso.5group>1] <- 1 

pval.AdapLasso.6group[pval.AdapLasso.6group>1] <- 1 

pval.AdapLasso.7group[pval.AdapLasso.7group>1] <- 1 

pval.AdapLasso.8group[pval.AdapLasso.8group>1] <- 1 

pval.AdapLasso.9group[pval.AdapLasso.9group>1] <- 1 

pval.AdapLasso.10group[pval.AdapLasso.10group>1] <- 1 

 

pval.EN.1group[pval.EN.1group>1] <- 1 

pval.EN.2group[pval.EN.2group>1] <- 1 

pval.EN.3group[pval.EN.3group>1] <- 1 

pval.EN.4group[pval.EN.4group>1] <- 1 

pval.EN.5group[pval.EN.5group>1] <- 1 
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pval.EN.6group[pval.EN.6group>1] <- 1 

pval.EN.7group[pval.EN.7group>1] <- 1 

pval.EN.8group[pval.EN.8group>1] <- 1 

pval.EN.9group[pval.EN.9group>1] <- 1 

pval.EN.10group[pval.EN.10group>1] <- 1 

 

###################################### 

########## aggregate_pvalue_split ########## 

###################################### 

### call function ### 

################# 

gammamin <- 0.05 

aggregate_pvalue_split_Lasso <- matrix(0,10,10) 

aggregate_pvalue_split_AdapLasso <- matrix(0,10,10) 

aggregate_pvalue_split_EN <- matrix(0,10,10) 

for(c in 1:10) 

{ tmp1<-matrix(0,10,10) 

 tmp1<-get(paste("pval.lasso.",c,"group",sep="")) 

 tmp2<-matrix(0,10,10) 
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 tmp2<-get(paste("pval.AdapLasso.",c,"group",sep="")) 

 tmp3<-matrix(0,10,10) 

 tmp3<-get(paste("pval.EN.",c,"group",sep="")) 

  for(d in 1:c){ 

   aggregate_pvalue_split_Lasso[c,d] <- min(1,(1-

log(gammamin))*min(equantile(as.vector(tmp1[,d]), seq(gammamin, 1, 0.05))))  

  aggregate_pvalue_split_AdapLasso[c,d] <- min(1,(1-

log(gammamin))*min(equantile(as.vector(tmp2[,d]), seq(gammamin, 1, 0.05))))  

  aggregate_pvalue_split_EN[c,d] <- min(1,(1-

log(gammamin))*min(equantile(as.vector(tmp3[,d]), seq(gammamin, 1, 0.05))))  

  } 

} 

pvalue.Lasso.h <- matrix(0,10,10) 

pvalue.AdapLasso.h <- matrix(0,10,10) 

pvalue.EN.h <- matrix(0,10,10) 

 

 pvalue.Lasso.h[1,1] <- aggregate_pvalue_split_Lasso[1,1] 

 pvalue.AdapLasso.h[1,1] <- aggregate_pvalue_split_AdapLasso[1,1] 

 pvalue.EN.h[1,1] <- aggregate_pvalue_split_EN[1,1] 
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for(g in 2:10){  

 for(f in 1:g){  maxx1 <- 0 

   maxx2 <- 0 

   maxx3 <- 0 

 for(e in 1:(g-1)){ if( all(aa[[(((g*(g+1))/2)-g+f)]] %in% aa[[((((g-1)*g)/2)-(g-1)+e)]])) 

  { if(aggregate_pvalue_split_Lasso[g,f] < pvalue.Lasso.h[g-1,e]) 

    { maxx1<-pvalue.Lasso.h[g-1,e] } 

    else{ maxx1<-aggregate_pvalue_split_Lasso[g,f] } 

     } 

  { if(aggregate_pvalue_split_AdapLasso[g,f] < pvalue.AdapLasso.h[g-1,e]) 

    { maxx2<-pvalue.AdapLasso.h[g-1,e] } 

    else{ maxx2<-aggregate_pvalue_split_AdapLasso[g,f] } 

     } 

  { if(aggregate_pvalue_split_EN[g,f] < pvalue.EN.h[g-1,e]) 

    { maxx3<-pvalue.EN.h[g-1,e] } 

     else{ maxx3<-aggregate_pvalue_split_EN[g,f] } 

     } 

 pvalue.Lasso.h[g,f] <- maxx1  

 pvalue.AdapLasso.h[g,f] <- maxx2  
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 pvalue.EN.h[g,f] <- maxx3  

       } 

 }} 

 

write.table(pvalue.Lasso.h, 

paste("./p500nki_high/p500nki_high_pvalue.Lasso.h","_",dd,".csv"), sep = "," ,col.names 

= FALSE ,row.names = FALSE )  

write.table(pvalue.AdapLasso.h, 

paste("./p500nki_high/p500nki_high_pvalue.AdapLasso.h","_",dd,".csv"), sep = "," 

,col.names = FALSE ,row.names = FALSE )  

write.table(pvalue.EN.h, 

paste("./p500nki_high/p500nki_high_pvalue.EN.h","_",dd,".csv"), sep = "," ,col.names = 

FALSE ,row.names = FALSE )  

 

###################################### 

########POWER AND TYPE I ERROR######## 

###################################### 

Pow.L<-0 

Pow.A<-0 

Pow.E<-0 
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for(u in 1:10){ 

 for(v in 1:u){ {if(betaJ[u,v]!=0 && pvalue.Lasso.h[u,v] < 0.05) 

     Pow.L <- Pow.L + 1 } 

   {if(betaJ[u,v]!=0 && pvalue.AdapLasso.h[u,v] < 0.05) 

     Pow.A <- Pow.A + 1 } 

    {if(betaJ[u,v]!=0 && pvalue.EN.h[u,v] < 0.05) 

     Pow.E <- Pow.E + 1 } 

    } 

 } 

power.Lasso[dd,] <- Pow.L/nnzero(as.numeric(betaJ), na.counted = FALSE) 

power.AdapLasso[dd,] <- Pow.A/nnzero(as.numeric(betaJ), na.counted = FALSE) 

power.EN[dd,]<- Pow.E/nnzero(as.numeric(betaJ), na.counted = FALSE) 

 

Type1.L <- 0 

Type1.A <- 0 

Type1.E <- 0 

for(s in 1:10){ 

 for(t in 1:s){ {if(betaJ[s,t]==0 && pvalue.Lasso.h[s,t] < 0.05) 

     Type1.L <- Type1.L + 1  } 
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   {if(betaJ[s,t]==0 && pvalue.AdapLasso.h[s,t] < 0.05) 

     Type1.A <- Type1.A + 1  } 

   {if(betaJ[s,t]==0 && pvalue.EN.h[s,t] < 0.05) 

     Type1.E <- Type1.E + 1  } 

    } 

 } 

type1error.Lasso[dd,] <- Type1.L 

type1error.AdapLasso[dd,] <- Type1.A 

type1error.EN[dd,] <- Type1.E 

} 

 

power<- data.frame(power.Lasso= power.Lasso, power.AdapLasso= power.AdapLasso, 

power.EN= power.EN) 

write.table(power, paste("./p500nki_high/p500nki_high_power.test",".csv"), sep = "," 

,col.names = TRUE ,row.names = FALSE )  

TypeIerror<-data.frame(type1error.Lasso= type1error.Lasso, type1error.AdapLasso= 

type1error.AdapLasso, type1error.EN= type1error.EN) 

write.table(TypeIerror,paste("./p500nki_high/p500nki_high_TypeIerror",".csv"), sep = "," 

,col.names = TRUE ,row.names = FALSE )  
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#################################### 

###############  FWER  ############### 

#################################### 

FWER.Lasso <- nnzero(as.numeric(type1error.Lasso), na.counted = FALSE)/50 

FWER.AdapLasso <- nnzero(as.numeric(type1error.AdapLasso), na.counted = 

FALSE)/50 

FWER.EN <- nnzero(as.numeric(type1error.EN), na.counted = FALSE)/50 

 

FWER<-data.frame(FWER.Lasso=FWER.Lasso , FWER.AdapLasso=FWER.AdapLasso , 

FWER.EN=FWER.EN )  

write.table(FWER, paste("./p500nki_high/p500nki_high_FWER",".csv"), sep = "," 

,col.names = TRUE ,row.names = FALSE )  

 

################################################################ 
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