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# # 5781522626 : MAJOR STATISTICS 
KEYWORDS: ARIMA MODEL / ARTIFICIAL NEURAL NETWORK MODEL / SUPPORT VECTOR 
MACHINE MODEL / HYBRID MODEL 

CHAYANIN BOONMANA:  A COMPARATIVE PREDICTION ACCURACY OF HYBRID 
TIME SERIES MODELS. ADVISOR: NAT KULVANICH, Ph.D.{, 175 pp. 

This research is aimed to compare the prediction accuracy between three 
time series models, traditional ARIMA model, a hybrid model combing ARIMA model 
and Artificial neural network model, and a hybrid model combing ARIMA model and 
Support vector machine model by using real stock price datasets of the Siam 
commercial bank company and time series datasets simulated from ARIMA( 0,1,1) , 
ARIMA(0,1,2) , ARIMA(1,1,0) , ARIMA(1,1,1) , ARIMA(1,1,2) , ARIMA(2,1,0) , ARIMA(2,1,1) and 
ARIMA(2,1,2) model. Root mean square error (RMSE) is used to compare the prediction 
accuracy from each model. The model which has the lowest RMSE is the best model. 
The results suggest that a hybrid model combing ARIMA model and Support vector 
machine model has the highest prediction accuracy for the case of ARIMA( 0,1,2) , 
ARIMA( 1,1,1)  and ARIMA( 2,1,2)  model.  However, the prediction accuracy of a hybrid 
model combing ARIMA model and Artificial neural network model is found to be 
highest in the case of ARIMA( 0,1,1) , ARIMA( 1,1,0) , ARIMA( 1,1,2) , ARIMA( 2,1,0)  and 
ARIMA(2,1,1) model. 

A similar three forecasting models was developed and evaluated for the 
weekly closing price of stock price of the Siam commercial bank company. The results 
suggest that a hybrid model combing ARIMA(1,1,1) model and Support vector machine 
model has the highest prediction accuracy.  We observed 
concordant results on real and simulated data. 
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บทที่ 1 
 

บทน า 

1.1 ความเป็นมาและความส าคญัของปัญหา 

ภายใต้สภาพเศรษฐกิจและสังคมในปัจจุบันที่มีความซับซ้อนประกอบกับมีการเปลี่ยนแปลง

อย่างรวดเร็ว นักลงทุนต่างต้องค านึงถึงผลประโยชน์และความสูญเสียที่อาจเกิดข้ึนจากการตัดสินใจ

น าสินทรัพย์ที่ตนมีอยู่ไปลงทุน เช่น การซื้อขายหุ้นในตลาดหลักทรัพย์ แม้จะเป็นทางเลือกในการ

ลงทุนที่มีโอกาสได้รับผลตอบแทนสูง แต่ก็มีความเสี่ยงสูงกว่าการลงทุนในรูปแบบอื่น ๆ  นักลงทุนจึง

ต้องมีการวางแผนหรือการตัดสินใจที่ถูกต้องและเป็นระบบเพื่อให้เกิดประโยชน์สูงสุดแก่ตนเองทั้งใน

ระยะสั้นและระยะยาว นอกจากนักลงทุนสามารถใช้ความรู้ ประสบการณ์ และวิจารณญาณของ

ตนเองในการคาดคะเนหรือท านายราคาปิดหุ้นล่วงหน้าได้ แต่การใช้ข้อมูลราคาปิดหุ้นในอดีตมา

พยากรณ์ราคาปิดหุ้นในอนาคตอาจช่วยลดความเสี่ยงเนื่องจากความไม่แน่นอนของเหตุการณ์ที่จะ

เกิดข้ึนในอนาคตได้ ด้วยเหตุนี้จึงจ าเป็นอย่างยิ่งที่จะต้องสรรหาวิธีการทางสถิติที่มีประสิทธิภาพใน

การพยากรณ์ เพื่อให้ค่าพยากรณ์ที่ได้มีความแม่นย าและมค่ีาคลาดเคลื่อนจากการพยากรณ์น้อยที่สุด 

ซึ่งจะท าให้นักลงทุนเกิดความมั่นใจต่อค่าพยากรณ์ที่ได้และน าไปใช้ในการวางแผนและการตัดสินใจ 

 การวิเคราะห์อนุกรมเวลา (Time series analysis) เป็นวิธีการทางสถิติวิธีหนึ่งที่มีการน า

ข้อมูลในอดีตที่เก็บรวบรวมตามล าดับเวลาอย่างต่อเนื่องมาศึกษาหารูปแบบการเคลื่อนไหวของข้อมูล 

ด้วยการสร้างสมการหรือตัวแบบเชิงคณิตศาสตร์แทนลักษณะการเคลื่อนไหวดังกล่าว ส าห รับ

พยากรณ์ข้อมูลในอนาคต (ทรงศิริ แต้สมบัติ, 2553; ภูมิฐาน รังคกูลนุวัฒน์, 2556) ซึ่งมีงานวิจัย

มากมายที่พยายามศึกษาและพัฒนาตัวแบบอนุกรมเวลา เช่น ปี ค.ศ. 1970 ได้มีการน าเสนอตัวแบบ 

ARIMA หรือรู้จักกันดีในช่ือตัวแบบของ Box และ Jenkins (Robert H. Shumway & David S. 

Stoffer, 2010; ภูมิฐาน รังคกูลนุวัฒน์, 2556) มาใช้อธิบายลักษณะการเคลื่อนไหวของอนุกรมเวลา

เมื่อข้อมูลมีสหสมัพันธ์กันในตัวและเปน็แบบคงที่ (Stationary time series) พบว่า ตัวแบบนี้จะให้ค่า

พยากรณ์ที่มีความถูกต้องสูงกว่าค่าพยากรณ์ที่ได้จากวิธีการพยากรณ์ด้วยตัวแบบอื่น  ๆ ในการ

พยากรณ์ระยะสั้น ซึ่งเป็นตัวแบบที่เหมาะส าหรับใช้พยากรณ์ข้อมูลอนุกรมเวลาที่เป็นแบบคงที่ 
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(Stationary) ไม่มีแนวโน้ม (Trend) และเป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพามิเตอร์ แต่ข้อมูล

อนุกรมเวลาส่วนใหญ่ลักษณะความสัมพันธ์ดังกล่าวมักไม่เป็นฟังก์ชันเชิงเส้นตรง ในเทอมของค่าพา

มิเตอร์ ในปี ค.ศ. 1991 จึงได้มีการน าเสนอตัวแบบเครือข่ายประสาทเทียม (Artificial neural 

network model: ANN) ข้ึน (สายชล สินสมบูรณ์ทอง, 2558; เอกสิทธ์ิ พัชรวงศ์ศักดา, 2557) เพื่อ

ใช้ในการพยากรณ์ข้อมูลอนุกรมเวลา เป็นตัวแบบที่มีความแม่นย าสูง มีความแกร่ง (Robust) เมื่อมีค่า

นอกเกณฑ์ (Outlier) สามารถเรียนรู้ที่จะท างานในชุดข้อมูลที่มีค่าคลาดเคลื่อนได้ดี ส่วนใหญ่ใช้ใน

การพยากรณ์ข้อมูลที่มีความซับซ้อน โดยเฉพาะข้อมูลอนุกรมเวลาในส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรง

ในเทอมของค่าพารามิเตอร์ รวมทั้งเป็นตัวแบบที่ง่ายต่อการใช้งานเนื่องจากไม่จ าเป็นต้องมีเงื่อนไข 

(Assumptions) ในการสร้างตัวแบบ ต่อมาในปี ค.ศ. 1995 ได้มีการพัฒนาตัวแบบใหม่ขึ้นคือ ตัวแบบ

ซัพพอร์ทเวกเตอร์แมชชีน (Support vector machine model: SVM) (Steve R. Gunn, 1998; 

ต้อง ศรีคชา, 2550) เป็นตัวแบบที่ให้ผลการพยากรณ์ที่ดี มีความแม่นย าสูง ส าหรับใช้พยากรณ์ข้อมูล

อนุกรมเวลาที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์โดยมีแนวคิดเดียวกับตัวแบบ

เครือข่ายประสาทเทยีมแต่แตกต่างกันทีก่ระบวนการลดความเสีย่งใหม้ีค่าต่ าสุด (Risk minimization) 

กล่าวคือ ตัวแบบซัพพอร์ทเวกเตอร์แมชชีนจะใช้กระบวนการลดความเสี่ยงเชิงโครงสร้างให้มีค่าต่ า

ที่สุด (Structural risk minimization: SRM) ส่วนตัวแบบเครือข่ายประสาทเทียมจะใช้กระบวนการ

ลดความเสี่ยงเชิงการทดลองให้มีค่าต่ าที่สุด (Empirical risk minimization: ERM) แต่ข้อมูลอนุกรม

เวลาทางธุรกิจส่วนใหญ่ โดยเฉพาะราคาปิดหุ้นในตลาดหลักทรัพย์มักมีโครงสรา้งทั้งสว่นที่เป็นฟังก์ชัน

เชิงเส้นตรงในเทอมของค่าพารามิเตอร์และไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ 

ดังนั้น ตัวแบบ ARIMA, ตัวแบบเครือข่ายประสาทเทียม หรือตัวแบบซัพพอร์ทเวกเตอร์แมชชีนเพียง

ตัวแบบเดียวอาจไม่สามารถอธิบายลักษณะของข้อมูลอนุกรมเวลาเหล่าน้ันได้อย่างถูกต้องและมีความ

แม่นย ามากนัก    

  ตัวแบบผสม (Hybrid model) (Zhang, 2003) ได้ถูกพัฒนาข้ึนมาส าหรับแก้ปัญหาดังกล่าว 

เป็นตัวแบบที่ได้รับความนิยมในการพยากรณ์ข้อมูลอนุกรมเวลาทางธุรกิจ โดยการน าตัวแบบที่ใช้

ส าหรับพยากรณ์ข้อมูลอนุกรมเวลาในส่วนที่เปน็ฟังกชั์นเชิงเสน้ตรงในเทอมของค่าพารามเิตอร ์คือ ตัว

แบบ ARIMA มารวมกับตัวแบบที่ใช้ส าหรับพยากรณ์ข้อมูลในส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอม

ของค่าพารามิเตอร์ คือ ตัวแบบเครือข่ายประสาทเทียม และตัวแบบซัพพอร์ทเวกเตอร์แมชชีนเพื่อท า

ให้การพยากรณ์มีความถูกต้องและมีความแม่นย ามากยิ่งข้ึน  



 

 

3 

 พงษ์ศิริ ศิริพานิช (พงษ์ศิริ ศิริพานิช, 2550) ได้ท าการพยากรณ์อนุกรมเวลาด้วยตัวแบบผสม 

ARIMA และเครือข่ายประสาทเทียม โดยใช้ข้อมูลราคาปิดหุ้น PTT และใช้เกณฑ์ในการเปรียบเทียบ

ความแม่นย าของตัวแบบ 3 เกณฑ์ ได้แก่ ค่าคลาดเคลื่อนก าลังสองเฉลี่ย, ค่าคลาดเคลื่อนสมบูรณ์

เฉลี่ย และเปอร์เซ็นต์ค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย สรุปได้ว่า ส าหรับการพยากรณ์ระยะยาว (30 วัน) 

ตัวแบบผสมระหว่างตัวแบบ ARIMA กับตัวแบบเครือข่ายประสาทเทียมมีความแม่นย าในการ

พยากรณ์สูงกว่าการใช้ตัวแบบ ARIMA เพียงตัวแบบเดียว นอกจากนี้ Da-yong Zhang และคณะ 

(Da-yong Zhang, Pu Chen, & Hong-wei Song, 2008) ได้ท าการพยากรณ์ราคาปิดหุ้นในตลาด

หลักทรัพย์ด้วยตัวแบบผสม ARMA และซัพพอร์ทเวกเตอร์แมชชีน โดยใช้ข้อมูลราคาปิดหุ้น S&P500 

และ Nikkei225 และใช้เกณฑ์ในการเปรียบเทียบความแม่นย าของตัวแบบ 4 เกณฑ์ ได้แก่ ค่า

คลาดเคลื่อนก าลังสองเฉลี่ย, รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย, ค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย 

และเปอร์เซ็นต์ค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย สรุปได้ว่า ตัวแบบผสมระหว่างตัวแบบ ARMA กับตัว

แบบซัพพอร์ทเวกเตอร์แมชชีนมีความแม่นย าในการพยากรณ์สูงกว่าการใช้ตัวแบบซัพพอร์ทเวกเตอร์

เพียงตัวแบบเดียว 

ภัทร วรภู  (ภัทร วรภู, 2556) ได้ท าการเปรียบเทียบความแม่นย าของการพยากรณ์อนุกรม

เวลาระหว่างตัวแบบผสมและตัวแบบเดี่ยว โดยท าการเปรียบเทียบตัวแบบ ARIMA, ตัวแบบเครือข่าย

ประสาทเทียม, ตัวแบบซัพพอร์ทเวกเตอร์แมชชีน, ตัวแบบผสมระหว่างตัวแบบ ARIMA กับตัวแบบ

เครือข่ายประสาทเทียม, ตัวแบบผสมระหว่างตัวแบบ ARIMA กับตัวแบบซัพพอร์ทเวกเตอร์แมชชีน 

และตัวแบบ Hybrid combined โดยใช้ข้อมูล The british pound/US dollar exchange rate 

และใช้เกณฑ์ในการเปรียบเทียบความแม่นย าของตัวแบบ 4 เกณฑ์ ได้แก่ ค่าคลาดเคลื่อนก าลังสอง

เฉลี่ย, รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย , ค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย และเปอร์เซ็นต์ค่า

คลาดเคลื่อนสมบูรณ์เฉลี่ย สรุปได้ว่า ตัวแบบผสมไม่ได้มีความแม่นย าในการพยากรณ์สูงกว่าตัวแบบ

เดี่ยวเสมอไป 

ในการศึกษาครั้งนี้ผู้วิจัยสนใจที่จะท าการศึกษาและเปรียบเทียบความแม่น ย าของค่า

พยากรณ์ที่ได้จากตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัว

แบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน โดยใช้ชุดข้อมูลจริงของราคาปิดหุ้น SCB 

และชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(0,1,0), ตัวแบบ ARIMA(0,1,1), ตัวแบบ 

ARIMA(0,1,2), ตัวแบบ ARIMA(1,1,0), ตัวแบบ ARIMA(1,1,1), ตัวแบบ ARIMA(1,1,2), ตัวแบบ 
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ARIMA(2,1,0) , ตัวแบบ ARIMA(2,1,1) และตัวแบบ ARIMA(2,1,2) เมื่อใช้เกณฑ์รากของ ค่า

คลาดเคลื่อนก าลังสองเฉลี่ย (Root mean square error: RMSE) เป็นเครื่องมือในการเปรียบเทียบ

ตัวแบบ โดยตัวแบบใดที่มีค่า RMSE ต่ าสุด จะเป็นตัวแบบที่ให้ผลดีสุด 

1.2 วัตถุประสงค์ของการวิจัย 

 เพื่อเปรียบเทียบความแม่นย าของค่าพยากรณ์ที่ได้จากตัวแบบ ARIMA, ตัวแบบผสมระหว่าง 

ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน 

ในการพยากรณ์ราคาปิดหุ้น SCB 

1.3 ข้อตกลงเบื้องต้น 

 ในการศึกษาครั้งนี้มีข้อตกลงเบื้องต้นส าหรับการด าเนินงานวิจัยดังนี้ 

 ศึกษาตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบ

ผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน โดยที่ตัวแปรที่สนใจศึกษา คือ ข้อมูลราคาปิดหุ้น 

SCB รายสัปดาห์ของธนาคารไทยพาณิชย์ จ ากัด (มหาชน) ซึ่งเป็นข้อมูลที่มีลักษณะเป็นอนุกรมเวลา 

(Time series) หรืออนุกรมเวลาแบบสุ่ม (Stochastic process หรือ Random process) นั่นคือ มี

การเก็บรวบรวมข้อมูลของตัวแปรหนึ่งตามล าดับเวลาอย่างต่อเนื่อง 

1.4 ขอบเขตของการวิจัย 

 ในการศึกษาครั้งนี้จะท าการศึกษาในส่วนของข้อมูลจริงและข้อมูลจ าลอง ภายใต้ขอบเขตการ

วิจัยดังนี้ 

1.4.1 ข้อมูลจริง 

ชุดข้อมูลราคาปิดหุ้น SCB รายสัปดาห์ของธนาคารไทยพาณิชย์ จ ากัด (มหาชน) ตั้งแต่วันที่ 

2 เดือนกรกฎาคม พ.ศ. 2550 ถึงวันที่ 8 เดือนกุมภาพันธ์ พ.ศ. 2559 จ านวน 456 สัปดาห์ ชุดข้อมูล

นี้ได้มาจาก http://finance.yahoo.com/q?s=SCB.BK โดยท าการศึกษาและเปรียบเทียบตัวแบบ

ภายใต้ขอบเขตของการวิจัย ดังนี้  
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 1.4.1.1 ตัวแบบ ARIMA(p,d,q) ภายใต้ค่า p ตั้งแต่ 0 ถึง 2, ค่า d เท่ากับ 1 และค่า q ตั้งแต่ 

0 ถึง 2 กล่าวคือ จะท าการเปรียบเทียบตัวแบบทั้งหมดจ านวน 9 ตัวแบบ คือ ตัวแบบ ARIMA(0,1,0), 

ตัวแบบ ARIMA(0,1,1), ตัวแบบ ARIMA(0,1,2), ตัวแบบ ARIMA(1,1,0), ตัวแบบ ARIMA(1,1,1), ตัว

แบบ ARIMA(1,1,2), ตัวแบบ ARIMA(2,1,0), ตัวแบบ ARIMA(2,1,1) และตัวแบบ ARIMA(2,1,2) เมื่อ

ข้อมูลราคาปิดหุ้น SCB เป็นแบบคงที่ (Stationary) และไม่มีแนวโน้ม (Trend) จากนั้นจะท าการ

พิจารณาคัดเลือกตัวแบบข้างต้นโดยตัวแบบทีเ่หมาะสมที่สดุ คือ ตัวแบบ ARIMA(1,1,1) เนื่องจากเปน็

ตัวแบบที่มีเกณฑ์สารสนเทศของอะกะอิเกะหรือค่า AIC ต่ าที่สุด ซึ่งแสดงได้ดังนี้ 

 

        q               
  p 

0 1 2 

0 2,045.402 1,775.070 1,764.654 
1 1,911.304 1,764.347 1,766.271 
2 1,845.700 1,766.208 1,765.949 

 

ตารางที่ 1- 1 เกณฑ์สารสนเทศของอะกะอิเกะหรือค่า AIC ของตัวแบบ ARIMA(p,d=1,q) 

 

 

 

 

 

 

 

ภาพที่ 1- 1 ฟังก์ชันสหสัมพันธ์ในตัว (ACF) และฟังก์ชันสหสัมพันธ์บางส่วน (PACF) ของตัวแบบ
ARIMA(1,1,1) 



 

 

6 

 1.4.1.2 ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม โดยน าค่าส่วนเหลือ 

(Residuals) ที่ได้จากตัวแบบ ARIMA ไปพยากรณ์ด้วยตัวแบบเครือข่ายประสาทเทียมแบบส่ง

สัญญาณไปข้างหน้า (Feedforward artificial neural network) โดยใช้เทคนิคการแพร่แบบ

ย้อนกลับ (Back-propagation) เป็นเทคนิคการเรียนรู้เมื่อก าหนดอัตราการเรียนรู้เท่ากับ 0.01 ซึ่งตัว

แบบเครือข่ายประสาทเทียมประกอบด้วยช้ันข้อมูลน าเข้า (Input layer) 1 ช้ันภายใต้จ านวนโหนด 1 

โหนด, ช้ันซ่อน (Hidden layer) 1 ช้ันภายใต้จ านวนโหนดตั้งแต่ 1 ถึง 5 โหนดโดยใช้ Sigmoid 

logistics function เป็น Activation function และช้ันผลลัพธ์ (Output layer) 1 ช้ันภายใต้จ านวน

โหนด 1 โหนด โดยใช้ Linear function เป็น Activation function เมื่อก าหนดจ านวนรอบของการ

ท าซ้ า (Iterations) เท่ากับ 100 รอบ กล่าวคือ จะท าการเปรียบเทียบตัวแบบเครือข่ายประสาทเทียม

ทั้งหมดจ านวน 5 ตัวแบบ คือ ตัวแบบเครือข่ายประสาทเทียม 1-1-1, ตัวแบบเครือข่ายประสาทเทียม 

1-2-1, ตัวแบบเครือข่ายประสาทเทียม 1-3-1, ตัวแบบเครือข่ายประสาทเทียม 1-4-1 และตัวแบบ

เครือข่ายประสาทเทียม 1-5-1 จากนั้นท าการพิจารณาคัดเลือกตัวแบบเครือข่ายประสาทเทียมข้างตน้

โดยตัวแบบที่เหมาะสมกว่า คือ ตัวแบบที่มีรากของค่าคลาดเคลื่อนก าลังสองเฉลี่ยหรือค่า RMSE ต่ า

กว่า 

1.4.1.3 ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน โดยน าค่าส่วนเหลือ 

(Residuals) ที่ได้จากตัวแบบ ARIMA ไปพยากรณ์ด้วยตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการ

ถดถอยภายใต้จ านวนช่วงเวลาที่ช้ากว่ากัน (Lag) เท่ากับ 1 หน่วยเวลา เมื่อก าหนดค่า C เท่ากับ 1, 

ก าหนดค่า   เท่ากับ 0.1 โดยใช้ Gaussian radial basis function เป็น Kernel function และ

ก าหนดจ านวนรอบของการท าซ้ า (Iterations) เท่ากับ 100 รอบ จากนั้นท าการพิจารณาคัดเลือกตัว

แบบซัพพอร์ทเวกเตอร์แมชชีนข้างต้นโดยตัวแบบที่เหมาะสมกว่า คือ ตัวแบบที่มี รากของค่า

คลาดเคลื่อนก าลังสองเฉลี่ยหรือค่า RMSE ต่ ากว่า 

 1.4.2 ข้อมูลจ าลอง 

  ท าการจ าลองชุดข้อมูลอนุกรมเวลาด้วยตัวแบบ ARIMA(0,1,1), ตัวแบบ ARIMA(0,1,2), ตัว

แบบ ARIMA(1,1,0), ตัวแบบ ARIMA(1,1,1), ตัวแบบ ARIMA(1,1,2), ตัวแบบ ARIMA(2,1,0), ตัว

แบบ ARIMA(2,1,1) และตัวแบบ ARIMA(2,1,2) เมื่อชุดข้อมูลจ าลองอนุกรมเวลาเป็นแบบคงที่  

(Stationary) และไม่มีแนวโน้ม (Trend) โดยกระบวนการจ าลองจะน าค่าพารามิเตอร์ที่ Estimate ได้
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จากการสร้างตัวแบบ ARIMA ในชุดข้อมูลจริงของราคาปิดหุน้ SCB มาใช้ส าหรับการจ าลอง โดยแต่ละ

ตัวแบบจะท าการจ าลองชุดข้อมูลอนุกรมเวลาภายใต้สถานการณ์เดียวกันจ านวน 1,000 รอบ จากนั้น

น าค่าส่วนเหลือ (Residuals) ที่ได้จากชุดข้อมูลจ าลองไปพยากรณ์ด้วยตัวแบบผสมระหว่าง ARIMA 

กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน ภายใต้

ขอบเขตของการวิจัยในข้อมูลจริงข้างต้น 

1.5 ค าจ ากัดความท่ีใช้ในงานวิจัย 

อนุกรมเวลา (Time series)  

 คือ ชุดข้อมูลที่สังเกตค่าตามล าดับเวลาการเกิด นอกจากนี้ อนุกรมเวลา คือ อนุกรมของค่า

วัดหรือค่าสังเกตตามล าดับเวลาของตัวแปรสุ่ม โดยทั่วไปมักมีระยะห่างของเวลาเท่า ๆ กัน เช่น 

รายวัน รายเดือน รายไตรมาส รายปี มักน าเสนอโดยใช้แผนภาพเส้น 

 การจ าลอง (Simulation) 

 คือ วิธีการที่ใช้วิเคราะห์ปัญหาที่เกี่ยวข้องกับตัวแปรสุ่มที่ซับซ้อนหรือไม่มีวิธีการหาผลลัพธ์

เชิงวิเคราะห์ โดยใช้เลขคล้ายสุ่มแทนตัวแปรสุ่มที่เกี่ยวข้อง 

 ตัวแบบผสม (Hybrid model) 

 คือ ตัวแบบส าหรับพยากรณ์ข้อมูลอนุกรมเวลาที่มีแนวคิดว่าข้อมูลอนุกรมเวลาชุดหนึ่งจะมี

ทั้งส่วนประกอบที่เป็นเชิงฟังก์ชันเชิงเส้นตรงและไม่เป็นฟังก์ชันเชิงเส้นตรงรวมกัน  

 ความแม่นย า (Accuracy) 

 คือ สมบัติของการวัดค่าหลาย ๆ  ครั้ง ที่สามารถให้ค่าที่ถูกต้องหรือใกล้เคียงกับค่าจริง หรือ

สมบัติของตัวประมาณที่ให้ค่าประมาณที่มีค่าคลาดเคลื่อนจากค่าจริงน้อย ซึ่งวัดโดยค่าคลาดเคลื่อน

ก าลังสองเฉลี่ย, รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย, ค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย และเปอร์เซ็นต์

ค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย เป็นต้น 

 ค่าพี (p-value) 

 คือ ค่านัยส าคัญน้อยที่สุดที่ท าให้ปฏิเสธสมมุติฐานว่าง นั่นคือ ค่าความน่าจะเป็นที่แสดงถึง

ความเสี่ยงในการปฏิเสธสมมุติฐานว่างเมื่อสมมุติฐานว่างเป็นจริง 
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ถ้าให้  T  แทนตัวสถิติทดสอบ และ  t  แทนค่าของสถิติทดสอบ การค านวณค่าพี แบ่งได้

เป็น 3 กรณี ดังนี้ 

1. ในการทดสอบด้านเดียวโดยช่วงปฏิเสธอยู่ด้านซ้าย :  trueisHtTPvaluep 0|  

2. ในการทดสอบด้านเดียวโดยช่วงปฏิเสธอยู่ด้านขวา :  trueisHtTPvaluep 0|  

3. ในการทดสอบสองด้าน :  trueisHtTPvaluep 0|2   

นอกจากนี้ ค่าพี คือ ความน่าจะเป็นของค่าคลาดเคลื่อนที่เกิดจากการใช้ตัวอย่างสุ่มชุดหนึ่งเพื่อใช้ใน

การตัดสินใจ หากความน่าจะเป็นของค่าคลาดเคลื่อนมีค่าน้อยกว่าค่าความน่าจะเป็นของค่า

คลาดเคลื่อนที่ก าหนด จะปฏิเสธสมมุติฐานว่าง หรืออาจกล่าวได้ว่าค่าความน่าจะเป็นของค่า

คลาดเคลื่อนที่ยอมรับได้ แต่หลักฐานจากตัวอย่างให้ค่าความน่าจะเป็นของค่าคลาดเคลื่อนน้อยกว่าที่

ก าหนด จะสามารถปฏิเสธสมมุติฐานว่างได ้

 ราคาปิดหุ้น (Close price) 

 คือ ราคาของหุ้นที่เกิดจากการซื้อขายในตลาดหลักทรัพย์เป็นรายการสุดท้ายของแต่ละวัน 

1.6 เกณฑ์ท่ีใช้ในการตัดสนิใจ 

 จากการศึกษาและวิเคราะห์ข้อมูลราคาปิดของหุ้น SCB ด้วยตัวแบบ ARIMA, ตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์

แมชชีน จะท าการพิจารณาว่าตัวแบบที่ได้จากการวิเคราะห์ตัวแบบใดจะมีความเหมาะสมมากที่สุด 

โดยการพิจารณาคัดเลือกตัวแบบที่มีค่าคลาดเคลื่อนที่ต่ ากว่า ด้วยการพิจารณาค่าวัดดังต่อไปนี้ 

1.6.1 ค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: MSE) เป็นค่าที่ใช้วัดความ

แม่นย าของตัวประมาณที่วัดจากก าลังสองของค่าคลาดเคลื่อนของการพยากรณ์ มีสูตรในการค านวณ

ดังนี้  

 

pn

xx

MSE

n

t

tt










2

1

ˆ

                                           (1-1) 

เมื่อ n  แทน ขนาดของอนุกรมเวลา และ p  แทน จ านวนพารามิเตอร์ในตัวแบบ 
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 1.6.2 รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Root mean square error: RMSE) เป็น

ค่าที่ใช้วัดความแม่นย าของตัวประมาณที่วัดจากรากที่สองของค่าคลาดเคลื่อนก าลังสองเฉลี่ย  ซึ่งมี

หน่วยวัดเดียวกับค่าสังเกต มีสูตรในการค านวณดังนี้ 

 

pn

xx

MSERMSE

n

t

tt










2

1

ˆ

                             (1-2)   

เมื่อ n  แทน ขนาดของอนุกรมเวลา และ p  แทน จ านวนพารามิเตอร์ในตัวแบบ 

 1.6.3 ค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean absolute error: MAE) เป็นค่าที่ใช้วัดความ

แม่นย าของตัวประมาณที่วัดจากขนาดของค่าคลาดเคลื่อนของการพยากรณ์โดยไม่ค านึงถึงทศิทางของ

ค่าคลาดเคลื่อน ซึ่งมีหน่วยวัดเดียวกับค่าสังเกต มีสูตรในการค านวณดังนี้ 

pn

xx

MAE

n

t

tt








1

ˆ

                                            (1-3)   

เมื่อ n  แทน ขนาดของอนุกรมเวลา และ p  แทน จ านวนพารามิเตอร์ในตัวแบบ 

 โดยทั้ง 3 เกณฑ์นั้น ตัวแบบใดที่มีค่าคลาดเคลื่อนต่ าสุด จะเป็นตัวแบบที่ดีที่สุด 

หมายเหตุ : เนื่องจากเกณฑ์ที่ใช้ในการเปรียบเทียบตัวแบบมีด้วยกันหลายค่าวัดและยังไม่มี

ผลการวิจัยใดที่ระบุได้แน่ชัดว่าค่าวัดใดมีความถูกต้องและเหมาะสมที่สุด ดังนั้น งานวิจัยน้ีจะเลือกใช้

รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Root mean square error: RMSE) เป็นเครื่องมือในการ

เปรียบเทียบตัวแบบ เนื่องจากเป็นค่าวัดที่มีหน่วยวัดเดียวกับค่าสังเกต ซึ่งจะท าให้สามารถ

เปรียบเทียบตัวแบบได้สะดวกและมีความชัดเจนมากยิ่งข้ึน 

1.7 วิธีการศึกษา 

1. ศึกษาตัวแบบและทฤษฎีที่เกี่ยวข้อง 

2. เก็บรวบรวมข้อมูลจริงราคาปิดหุ้น SCB รายสัปดาห์ของธนาคารไทยพาณิชย์ จ ากัด 

(มหาชน) ตั้งแต่วันที่ 2 เดือนกรกฎาคม พ.ศ. 2550 ถึงวันที่ 8 เดือนกุมภาพันธ์ พ.ศ. 2559 จ านวน 

456 สัปดาห์ จากเว็บไซต์ http://finance.yahoo.com/q?s=SCB.BK โดยแบ่งชุดข้อมูลราคาปิดหุ้น 
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SCB ออกเป็นชุดข้อมูลฝึกสอนจ านวน 319 สัปดาห์ (คิดเป็น 70%) ส าหรับสร้างตัวแบบ และชุด

ข้อมูลทดสอบจ านวน 137 สัปดาห์ (คิดเป็น 30%) ส าหรับประเมินความถูกต้องของตัวแบบ 

3. ท าการจ าลองชุดข้อมูลอนุกรมเวลาด้วยตัวแบบ ARIMA(0,1,1), ตัวแบบ ARIMA(0,1,2), 

ตัวแบบ ARIMA(1,1,0), ตัวแบบ ARIMA(1,1,1), ตัวแบบ ARIMA(1,1,2), ตัวแบบ ARIMA(2,1,0), ตัว

แบบ ARIMA(2,1,1) และตัวแบบ ARIMA(2,1,2) ซึ่งในแต่ละตัวแบบจะท าการจ าลองชุดข้อมูลภายใต้

สถานการณ์เดียวกันจ านวน 1,000 รอบ โดยในแต่ละรอบของการจ าลองจะท าการจ าลองชุดข้อมูล

อนุกรมเวลาจ านวน 456 สัปดาห์ และแบ่งออกเป็นชุดข้อมูลฝึกสอนจ านวน 319 สัปดาห์ (คิดเป็น 

70%) ส าหรับสรา้งตัวแบบ และชุดข้อมูลทดสอบจ านวน 137 สัปดาห์ (คิดเป็น 30%) ส าหรับประเมนิ

ความถูกต้องของตัวแบบ และค านวณหาค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: MSE), 

รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Root mean square error: RMSE) และค่าคลาดเคลื่อน

สมบูรณ์เฉลี่ย (Mean absolute error: MAE) หลังจากนั้นค านวณหาค่าเฉลี่ยของค่าคลาดเคลื่อน

ก าลังสองเฉลี่ย, ค่าเฉลี่ยของรากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย และค่าเฉลี่ยของค่าคลาดเคลื่อน

สมบูรณ์เฉลี่ย จากการจ าลองทั้งหมด 1,000 รอบ และค านวณหาค่าส่วนเหลือ (Residuals) ที่ได้จาก

การพยากรณ์ด้วยตัวแบบ ARIMA ในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบจากการจ าลองข้อมูลใน

แต่ละรอบ 

4. น าค่าส่วนเหลือ (Residuals) ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA ในชุดข้อมูล

ฝึกสอนจากข้อมูลจ าลองในแต่ละรอบ มาสร้างตัวแบบเครือข่ายประสาทเทียมแบบส่งสัญญาณไป

ข้างหน้า (Feedforward artificial neural network model) โดยใช้เทคนิคการแพร่แบบย้อนกลับ 

(Back-propagation) เป็นเทคนิคการเรียนรู้เมื่อก าหนดอัตราการเรียนรู้เท่ากับ 0.01 ซึ่งตัวแบบ

เครือข่ายประสาทเทียมประกอบด้วยช้ันข้อมูลน าเข้า (Input layer) 1 ช้ันภายใต้จ านวนโหนด 1 

โหนด, ช้ันซ่อน (Hidden layer) 1 ช้ันภายใต้จ านวนโหนด 1 ถึง 5 โหนดโดยใช้ Sigmoid logistic 

function เป็น Activation function และช้ันผลลัพธ์ (Output layer) 1 ช้ันภายใต้จ านวนโหนด 1 

โหนด โดยใช้ Linear function เป็น Activation function เมื่ อก าหนดรอบของการท าซ้ า  

(Iterations) เท่ากับ 100 รอบ จากนั้นท าการพิจารณาคัดเลือกตัวแบบเครือข่ายประสาทเทียมโดยตัว

แบบที่เหมาะสมกว่า คือ ตัวแบบที่มีรากของค่าคลาดเคลื่อนก าลงัสองเฉลี่ยหรือค่า RMSE ต่ ากว่า และ

ท าการพยากรณ์ข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ด้วยตั วแบบ

เครือข่ายประสาทเทียมในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบจากข้อมูลจ าลองในแต่ละรอบ 
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หลังจากนั้นค านวณหาค่าพยากรณ์รวม (Total Forecasting) ซึ่งเป็นการรวมข้อมูลส่วนที่เป็นฟังก์ชัน

เชิงเส้นตรงในเทอมของค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA และข้อมูลส่วนที่ไม่

เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบเครือข่าย

ประสาทเทียมเข้าด้วยกัน และค านวณหาค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: 

MSE), รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย ( Root mean square error: RMSE) และค่า

คลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean absolute error: MAE) ในแต่ละรอบของการจ าลอง หลังจากนั้น

ค านวณหาค่าเฉลี่ยของค่าคลาดเคลื่อนก าลังสองเฉลี่ย, ค่าเฉลี่ยของรากของค่าคลาดเคลื่อนก าลังสอง

เฉลี่ย และค่าเฉลี่ยของค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย จากการจ าลองทั้งหมด 1,000 รอบ 

5. น าค่าส่วนเหลือ (Residuals) ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA ในชุดข้อมูล

ฝึกสอนจากข้อมูลจ าลองในแต่ละรอบมาสร้างตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการถดถอย 

(Support vector machine model for regression) ภายใต้จ านวนช่วงเวลาที่ช้ากว่ากัน (Lag) 

เท่ากับ 1 หน่วยเวลา และก าหนดค่า C เท่ากับ 1, ก าหนดค่า   เท่ากับ 0.1 โดยใช้ Gaussian radial 

function เป็น Kernel function เมื่อก าหนดรอบของการท าซ้ า (Iterations) เท่ากับ 100 รอบ 

จากนั้นท าการพิจารณาคัดเลือกตัวแบบซัพพอร์ทเวกเตอร์แมชชีนโดยตัวแบบที่เหมาะสมกว่า คือ ตัว

แบบที่มีรากของค่าคลาดเคลื่อนก าลังสองเฉลี่ยหรือค่า RMSE ต่ ากว่า และท าการพยากรณ์ข้อมูลส่วน

ที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ด้วยตัวแบบซัพพอร์ทเวกเตอร์แมชชีนในชุด

ข้อมูลฝึกสอนและชุดข้อมูลทดสอบจากข้อมูลจ าลองในแต่ละรอบ หลังจากนั้นค านวณหาค่าพยากรณ์

รวม (Total Forecasting) ซึ่ ง เป็นการรวมข้อมูลส่วนที่ เป็นฟังก์ ชันเชิงเส้นตรงในเทอมของ

ค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA และข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรง

ในเทอมของค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบซัพพอร์ทเวกเตอร์แมชชีนเข้าด้วยกัน 

และค านวณหาค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: MSE), รากของค่าคลาดเคลื่อน

ก าลังสองเฉลี่ย (Root mean square error: RMSE) และค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean 

absolute error: MAE) ในแต่ละรอบของการจ าลอง หลังจากนั้นค านวณหาค่าเฉลี่ยของค่า

คลาดเคลื่อนก าลังสองเฉลี่ย, ค่าเฉลี่ยของรากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย และค่าเฉลี่ยของค่า

คลาดเคลื่อนสมบูรณ์เฉลี่ย จากการจ าลองทั้งหมด 1,000 รอบ 

6. น าชุดข้อมูลฝึกสอนจ านวน 319 สัปดาห์จากข้อมูลจริงมาสร้างตัวแบบ ARIMA ภายใต้ค่า 

p ตั้งแต่ 0 ถึง 2, ค่า d เท่ากับ 1 และค่า q ตั้งแต่ 0 ถึง 2 จากนั้นท าการพิจารณาคัดเลือกตัวแบบ
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ข้างต้นโดยตัวแบบที่เหมาะสมที่สุด คือ ตัวแบบ ARIMA(1,1,1) เนื่องจากเป็นตัวแบบที่มี เกณฑ์

สารสนเทศของอะกะอิเกะหรือค่า AIC ต่ าที่สุด 

7. ท าการพยากรณ์ราคาปิดหุ้น SCB ด้วยตัวแบบ ARIMA(1,1,1) ในชุดข้อมูลฝึกสอนและชุด

ข้อมูลทดสอบจากข้อมูลจริง ซึ่งจัดเป็นข้อมูลส่วนที่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ 

และค านวณหาค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: MSE), รากของค่าคลาดเคลื่อน

ก าลังสองเฉลี่ย (Root mean square error: RMSE) และค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean 

absolute error: MAE) หลังจากนั้นค านวณหาค่าส่วนเหลือ (Residuals) ที่ได้จากการพยากรณ์ด้วย

ตัวแบบ ARIMA(1,1,1) ในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบจากข้อมูลจริงข้างต้น 

 8. น าค่าส่วนเหลือ (Residuals) ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA(1,1,1) ในชุด

ข้อมูลฝึกสอนจากข้อมูลจริง มาสร้างตัวแบบเครือข่ายประสาทเทียมแบบส่งสัญญาณไปข้างหน้า 

(Feedforward artificial neural network model) โดยใช้เทคนิคการแพร่แบบย้อนกลับ (Back-

propagation) เป็นเทคนิคการเรียนรู้เมื่อก าหนดอัตราการเรียนรู้เท่ากับ 0.01 ซึ่งตัวแบบเครือข่าย

ประสาทเทียมประกอบด้วยช้ันข้อมูลน าเข้า (Input layer) 1 ช้ันภายใต้จ านวนโหนด 1 โหนด, ช้ัน

ซ่อน (Hidden layer) 1 ช้ันภายใต้จ านวนโหนด 1 ถึง 5 โหนดโดยใช้ Sigmoid logistic function 

เป็น Activation function และช้ันผลลัพธ์ (Output layer) 1 ช้ันภายใต้จ านวนโหนด 1 โหนด โดย

ใช้ Linear function เป็น Activation function เมื่อก าหนดรอบของการท าซ้ า (Iterations) เท่ากับ 

100 รอบ จากนั้นท าการพิจารณาคัดเลือกตัวแบบเครือข่ายประสาทเทียมโดยตัวแบบที่เหมาะสมกว่า 

คือ ตัวแบบที่มีรากของค่าคลาดเคลื่อนก าลังสองเฉลี่ยหรือค่า RMSE ต่ ากว่า และท าการพยากรณ์

ข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ด้วยตัวแบบเครือข่ายประสาทเทียม

ในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบจากข้อมูลจริงข้างต้น หลังจากนั้นค านวณหาค่าพยากรณ์รวม 

(Total Forecasting) ซึ่งเป็นการรวมข้อมูลสว่นที่เป็นฟังก์ชันเชิงเสน้ตรงในเทอมของค่าพารามิเตอรท์ี่

ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA(1,1,1) และข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอม

ของค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบเครือข่ายประสาทเที ยมเข้าด้วยกัน และ

ค านวณหาค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: MSE), รากของค่าคลาดเคลื่อน

ก าลังสองเฉลี่ย (Root mean square error: RMSE) และค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean 

absolute error: MAE) 
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 9. น าค่าส่วนเหลือ (Residuals) ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA(1,1,1) ในชุด

ข้อมูลฝึกสอนจากข้อมูลจริง มาสร้างตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการถดถอย (Support 

vector machine model for regression) ภายใต้จ านวนช่วงเวลาที่ ช้ากว่ากัน (Lag) เท่ากับ 1 

หน่วยเวลา และก าหนดค่า C เท่ากับ 1, ก าหนดค่า   เท่ากับ 0.1 โดยใช้ Gaussian radial function 

เป็น Kernel function เมื่อก าหนดรอบของการท าซ้ า (Iterations) เท่ากับ 100 รอบ จากนั้นท าการ

พิจารณาคัดเลือกตัวแบบซัพพอร์ทเวกเตอร์แมชชีนโดยตัวแบบที่เหมาะสมกว่า คือ ตัวแบบที่มีราก

ของค่าคลาดเคลื่อนก าลังสองเฉลี่ยหรือค่า RMSE ต่ ากว่า และท าการพยากรณ์ข้อมูลส่วนที่ไม่เป็น

ฟังก์ชันเชิงเส้นตรงในเทอมชองค่าพารามิเตอร์ด้วยตัวแบบซัพพอร์ทเวกเตอร์แมชชีนในชุดข้อมูล

ฝึกสอนและชุดข้อมูลทดสอบจากข้อมูลจริงข้างต้น หลังจากนั้นค านวณหาค่าพยากรณ์รวม (Total 

Forecasting) ซึ่งเป็นการรวมข้อมูลส่วนที่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ที่ได้จาก

การพยากรณ์ด้วยตัวแบบ ARIMA(1,1,1) และข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของ

ค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบซัพพอรท์เวกเตอร์แมชชีนเข้าด้วยกัน และค านวณหา

ค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: MSE), รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย 

(Root mean square error: RMSE) และค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean absolute error: 

MAE) 

10. ท าการเปรียบเทียบความแม่นย าของตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน โดยใช้เกณฑ์

รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Root mean square error: RMSE) เป็นเครื่องมือในการ

เปรียบเทียบตัวแบบ โดยตัวแบบใดที่มีค่า RMSE ต่ าสุด จะเป็นตัวแบบที่ให้ผลดีสุด 

11. วิเคราะห์และสรุปผลการวิจัย 

1.8 ประโยชน์ที่คาดว่าจะได้รบั 

 เพื่อเป็นแนวทางส าหรับพยากรณ์ราคาปิดหุ้นตัวอื่น ๆ ในตลาดหลักทรัพย์ต่อไป ด้วยตัวแบบ

อนุกรมเวลาแบบผสม 
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บทที่ 2 
 

ทฤษฎีและตัวสถิติที่เก่ียวข้อง 

2.1 ตัวแบบ Integrated autoregressive moving average หรือ ตัวแบบ ARIMA(p,d,q) 

 ตัวแบบ ARIMA เป็นตัวแบบที่พัฒนาข้ึนโดย George E.P.Box และ Gwilym M.Jenkins 

โดยได้เขียนไว้ในหนังสือช่ือ Time series analysis: Forecasting and Control และพิมพ์จ าหน่าย

ครั้งแรกในปี ค.ศ. 1970 เป็นวิธีการพยากรณ์ที่น าข้อมูลอนุกรมเวลาในอดีตที่เก็บรวบรวมตามล าดับ

เวลาอย่างต่อเนื่องมาหาตัวแบบที่เหมาะสม และใช้ตัวแบบที่ได้มาพยากรณ์ข้อมูลอนุกรมเวลาใน

อนาคต ซึ่งเป็นวิธีการหนึ่งที่มีความแม่นย า (Accuracy) เหมาะสมจะน าไปประยุกต์ใช้กับข้อมูลทาง

ธุรกิจและเศรษฐกิจ เนื่องจากรูปแบบของข้อมูลจะเปลี่ยนแปลงไปเรื่อย ๆ โดยข้อมูลอนุกรมเวลาที่

น ามาวิเคราะห์นั้นต้องเป็นแบบคงที่ (Stationary) หรือบางครั้งเรียกว่า คงที่อย่างอ่อน (Weakly 

stationary) กล่าวคือ 

1. ค่าเฉลี่ยของตัวแปร x  ในแต่ละช่วงเวลา t  มีค่าคงที่ หรือเขียนได้ว่า )( txE  

ส าหรับทุกช่วงเวลา nt ,...,2,1  

2. ความแปรปรวนของตัวแปร x  ในแต่ละช่วงเวลา t  มี ค่าคงที่  หรือเ ขียนได้ ว่า 

  )0,0(var tx ])[( 2 txE  ส าหรับทุกช่วงเวลา nt ,...,2,1  

3. ความแปรปรวนร่วมของตัวแปร x  ณ เวลา ht   และเวลา t  จะมีค่าคงที่ โดยความ

แปรปรวนร่วมระหว่างข้อมูลอนุกรมเวลา tx  ที่ต่างช่วงเวลากัน จะข้ึนอยู่กับระยะห่างของช่วงเวลา

ทั้งสอง ซึ่งก็คือ h  นั่นเอง และไม่ข้ึนกับเวลา t  หรือกล่าวอีกอย่างหนึ่งว่า ความแปรปรวนร่วม

ระหว่างข้อมูลอนุกรมเวลา tx  ที่ต่างช่วงเวลากัน จะไม่ขึ้นอยู่กับว่าขณะนั้นตัวแปร tx  อยู่ที่ ณ เวลา 

ht   หรือ t   หรือเขียนได้ว่า ),cov(),( tht xxtht   )0,(),cov( 0 hxxh   ส าหรับทุก

ช่วงเวลา nt ,...,2,1  

  และข้อมูลอนุกรมเวลาต้องไม่มีแนวโน้ม (Trend) จึงจะสามารถน าตัวแบบของ Box และ 

Jenkins ไปใช้พยากรณ์ข้อมูลอนุกรมเวลาได้ ซึ่งการพยากรณ์ด้วยวิธีการดังกล่าวจะเลือกตัวแบบที่ใช้

ในการพยากรณ์ โดยพิจารณาจากลักษณะของฟังก์ชันสหสัมพันธ์ในตัว (Autocorrelation function: 
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ACF) และฟังก์ชันสหสัมพันธ์บางส่วน (Partial autocorrelation function: PACF) โดยตัวแบบที่

เป็นไปได้ในเบื้องต้นอาจมีมากกว่า 1 ตัวแบบ ดังนั้น จึงต้องมีข้ันตอนการตรวจสอบเพื่อเลือกตัวแบบ

ที่เหมาะสมที่สุดเพื่อใช้ในการพยากรณ์อนุกรมเวลาดังกล่าว ซึ่งตัวแบบ ARIMA ประกอบไปด้วย 3 

ส่วนหลัก ๆ  ได้แก่ ตัวแบบ Autoregressive, ตัวแบบ Moving average และกระบวนการหาผลต่าง 

(Differencing) ที่ถูกน ามาใช้แปลงข้อมูลอนุกรมเวลาแบบไม่คงที่ให้เป็นข้อมูลอนุกรมเวลาแบบคงที่ 

โดยมีรายละเอียดดังนี้ 

2.1.1 ตัวแบบ Autoregressive หรือ ตัวแบบ AR(p) 

ตัวแบบ AR(p) เป็นตัวแบบที่แสดงถึงค่าปัจจุบันของอนุกรมเวลา tx  เป็นฟังก์ชันของค่า

อนุกรมเวลาในอดีต p ค่า คือ 
pttt xxx  ,...,, 21
 เมื่อ p คือ จ านวนช่วงเวลาที่ช้ากว่ากันของค่า

อนุกรมเวลาในอดีต p หน่วยเวลาที่ต้องการส าหรับพยากรณ์ค่าอนุกรมเวลาในปัจจุบัน ซึ่งสามารถ

เขียนอยู่ในรูปสมการ ได้ดังนี ้

   
tptpttt wxxxx    ...2211
                              (2-1) 

เมื่อ  ...},2,1,0;{ txt  เป็นอนุกรมเวลาแบบคงที่ (Stationary time series)  

       
p ,...,, 21
 เป็นค่าคงที่ โดยที่ 0p  

และ tw  เป็นตัวรบกวนขาวแบบเกาส์เซียน (Gaussian white noise) ที่มีค่าเฉลี่ย 0 และความ

แปรปรวน 2

w  

ถ้าอนุกรมเวลา tx  มีค่าเฉลี่ยเท่ากับ   โดยที่ 0  เราสามารถเขียนตัวแบบ AR(p) 

ข้างต้นให้อยู่ในรูปสมการ ได้ดังนี ้

tptpttt wxxxx    ...2211
                     (2-2) 

เมื่อ   )...1( 1 p   

   จากสมการที่ (2-1) เราสามารถใช้ Backshift operator เขียนตัวแบบ AR(p) ได้ดังนี้ 

tt

p

p wxBBB  )...1( 2

21                                (2-3) 

เมื่อ  p

p BBBB   ...1)( 2

21  คือ Autoregressive operator 
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ตัวอย่าง  ตัวแบบอนุกรมเวลา AR(1) สามารถเขียนได้ในรูปแบบสมการ ttt wxx  1  หรือ 

tt wx)B( 1  โดยเงื่อนไขที่ท าให้ตัวแบบอนุกรมเวลา AR(1) เป็น Causal process คือ รากของ

สมการ   BB  1  ต้องอยู่นอกวงกลมหนึ่งหน่วย (Outside of the unit circle) กล่าวคือ 

  0B  เมื่อ 1B  เท่านั้น จะได้รากของสมการ   0B  คือ 


1
B  ดังนั้น 1B  ก็

ต่อเมื่อ 1  ซึ่งเป็นเงื่อนไขที่ท าให้อนุกรมเวลา tx  เป็น Causal process 

โดยการท าซ้ าแบบย้อนหลัง (Iterating backwards) ไป k ช่วงเวลา จะได้ว่า 

  tttttt wwxwxx   121   

                                             
ttt wwx   12

2   

   




 
1

0

k

j

jt

j

kt

k wx                                           (2-4) 

 จากเงื่อนไข 1  ข้างต้นท าให้สามารถเขียนตัวแบบ AR(1) ได้ในรูปของกระบวนการเชิง

เส้น (Linear process) ดังนี ้







0j

jt

j

t wx                                           (2-5) 

และกล่าวได้ว่าสมการที่ (2-5) หาค่า limit ได้ใน mean square sense เนื่องจาก  

  0limlim 22

2
1

0














 





  kt

k

k

k

j

jt

j

tk xEwx                (2-6) 

 จากการพิจารณากระบวนการ AR(1) ซึ่งนิยามในสมการที่ (2-5) พบว่าเป็นอนุกรมเวลาแบบ

คงที่ (Stationary time series) โดยมีค่าเฉลี่ย คือ 

                                                      0
0








j

jt

j

t wExE                               (2-7) 

 

 


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ฟังก์ชันความแปรปรวนร่วมในตัว (Autocovariance function) คือ 

   
































 













00

,cov,
k

kt

k

j

jht

j

tht wwExxtht   

                                             0
1 2

2

0

22

0

2 


 









h,
h

w

j

jh

w

hj

j

j

w



     (2-8) 

ฟังก์ชันสหสมัพันธ์ในตัว (Autocorrelation function: ACF) คือ 

 
 
 

0,
0

 h
h

h h



                                      (2-9) 

ฟังก์ชันสหสัมพันธ์บางส่วน (Partial autocorrelation function: PACF) คือ 

      1, 0111 xxcorr                               (2-10) 

และ     1

00

1

2222 xx,xxcorr   

พิจารณาหาค่า 1

2x  จากสมการการถดถอย 1

1

2 xx   จากนั้นจะท าการหาค่า   ที่ท าให้ 

 212 xxE   มีค่าน้อยที่สุด โดยการหาอนุพันธ์ของ  212 xxE   เทียบกับ   และให้เท่ากับ 0 

จะได้    นั่นคือ 1

1

2 xx   

พิจารณาหาค่า 1

0x  จากสมการการถดถอย 
1

1

0 xx   จากนั้นจะท าการหาค่า   ที่ท าให้ 

 210 xxE   มีค่าน้อยที่สุด โดยการหาอนุพันธ์ของ  210 xxE   เทียบกับ   และให้เท่ากับ 0 

จะได้    นั่นคือ 
1

1

0 xx   

แต่เนื่องจาก     hh  0  ดังนั้น         00122 21

00

1

22  xx,xxcorr   

นั่นคือ      01

00

1

2222  xx,xxcorr           (2-11) 

ในท านองเดียวกันจะได้ว่า 0hh  ส าหรับทุก 1h  
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ภาพที่ 2- 1 ฟังก์ชันสหสัมพันธ์ในตัว (ACF) และฟังก์ชันสหสัมพันธ์บางส่วน (PACF) ของตัวแบบ 

AR(1) เมื่อ 0  

(ที่มา: https://www.unc.edu/courses/2010fall/ecol/563/001/) 

ตัวอย่าง  ตัวแบบอนุกรมเวลา AR(2) สามารถเขียนได้ในรูปแบบสมการ tttt wxxx   2211   

หรือ 
tt wxBB  )1( 2

21   โดยเงื่อนไขที่ท าให้ตัวแบบอนุกรมเวลา AR(2) เป็น Causal process คือ 

รากของสมการ   2

211 BBB    ต้องอยู่นอกวงกลมหนึ่งหน่วย (Outside of the unit 

circle)  กล่ าว คือ    0B  เ มื่ อ  1B  เท่ านั้ น  จะ ได้  ร ากของสมการ    0B  คือ 

2

2

2

11

2

4








B  ดังนั้น 1

2

4

2

2

2

11









 ก็ต่อเมื่อ 1,1 1221    และ 

12   ซึ่งเป็นเงื่อนไขที่ท าให้อนุกรมเวลา เป็น Causal process 

การค านวณหาค่าฟังก์ชันสหสัมพันธ์ในตัว (Autocorrelation function: ACF) ส าหรับตัว

แบบ AR(2) สามารถหาได้จากสมการ tttt wxxx   2211    

โดยคูณทั้งสองข้างของสมการด้วย htx   จะได้ htthtthtthtt xwxxxxxx   2211   

ใส่ค่าคาดหมายตลอดสมการ จะได้        htthtthtthtt xwExxExxExxE   2211   

เนื่องจาก   0
0














 







j

jhtjthtt wwExwE    

ดังนั้น      htthtthtt xxExxExxE   2211   

หรือ สามารถเขียนสมการได้ในรูปของ       ,...2,1,21 21  hhhh   
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โดยหารทั้งสองข้างของสมการด้วย  0  จะได้สมการเชิงอนุพันธ์เอกพันธ์ (Homogeneous 

differential equations) อันดับที่ 2 ของฟังก์ชันสหสัมพันธ์ในตัวส าหรับตัวแบบ AR(2) คือ 

      ,...2,1,021 21  hhhh                     (2-12) 

ภ า ย ใ ต้ เ งื่ อ น ไ ข เ ริ่ ม ต้ น  ( Initial conditions)  คื อ    10   แ ล ะ   
2

1

1
1







 ทั้ ง นี้  

   11    

สมมติให้ 1z  และ 2z  เป็นรากของสมการ   2

211 zzz     

โดยที่     021  zz   

กรณีท่ี 1 : 1z  และ 2z  เป็นจ านวนจริงที่แตกต่างกัน กล่าวคือ 21 zz    

ดังนั้น ผลเฉลยทั่วไป (General solution) ของสมการที่ (2-12) คือ   hh zczch   2211   

เมื่อ hz

1  และ hz

2  เป็นอิสระเชิงเส้นกัน 

กรณีท่ี 2 : 1z  และ 2z  เป็นจ านวนจริงที่เท่ากัน กล่าวคือ  021 zzz    

ดังนั้น ผลเฉลยทั่วไป (General solution) ของสมการที่ (2-12) คือ    hcczh h

210     

เมื่อ hz 

0  และ hz h

0  เป็นอิสระเชิงเส้นกัน 

กรณีท่ี 3 : 1z  และ 2z  เป็นคู่สังยุคของจ านวนเชิงซ้อน (Complex conjugate pair) กล่าวคือ 

21 zz   

ดังนั้น ผลเฉลยทั่วไป (General solution) ของสมการที่ (2-12) คือ   hh zczch   1111  โดยที่ 

12 cc   และจากสูตรของออยเลอร์ (Euler’s formula) จะได้ว่า    bhzah
h




 cos1  เมื่อ 

  ,  

การค านวณหาค่าฟังก์ชันสหสัมพันธ์บางส่วน (Partial autocorrelation function: PACF) 

ส าหรับตัวแบบ AR(2) สามารถหาได้โดยใช้ The Durbin-Levinson Algorithm ซึ่งนิยามโดย 
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   

 



















1

1

,1

1

1

,1

1
n

k

kn

n

k

kn

nn

k

knn





   ส าหรับ 1n                     (2-13) 

ดังนั้น   
2

1
11

1
1







                                                                              (2-14) 

    
 

22

2

1

2

2

1
2

2

1
1

2

2

22

1
1

11

11

12



















 
















































                            (2-15) 

 121                                                                                               (2-16) 

และ      
   

0
211

123

21

21
33 









                                                            (2-17) 

ในท านองเดียวกันจะได้ว่า 0hh  ส าหรับทุก 2h  

 

 

 

 

 

 

 

 

ภาพที่ 2- 2 ฟังก์ชันสหสัมพันธ์ในตัว (ACF) และฟังก์ชันสหสัมพันธ์บางส่วน (PACF) ของตัวแบบ 

AR(2) เมื่อ 5.11   และ 75.02   

(ที่มา: Time series analysis and its applications with R examples) 
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2.1.2 ตัวแบบ Moving average หรือ ตัวแบบ MA(q) 

 ตัวแบบ MA(q) เป็นตัวแบบที่แสดงถึงค่าปัจจุบันของอนุกรมเวลา tx  เป็นฟังก์ชันของตัว

รบกวนขาวแบบเกาส์เซียนต้ังแต่อดีตจนถึงปัจจุบัน คือ 
qtttt wwww  ,...,,, 21
 เมื่อ q คือ จ านวน

ช่วงเวลาที่ช้ากว่ากัน (Lag) ของตัวรบกวนขาวแบบเกาส์เซียนต้ังแต่อดีตจนถึงปัจจุบัน q หน่วยเวลา 

ซึ่งสามารถเขียนในรูปสมการ ได้ดังนี ้

   
qtqtttt wwwwx    ...2211
                             (2-18) 

เมื่อ  ...},2,1,0;{ txt  เป็นอนุกรมเวลาแบบคงที่ (Stationary time series) 

       
q ,...,, 21
 เป็นค่าคงที่ โดยที่ 0q  

และ tw  เป็นตัวรบกวนขาวแบบเกาส์เซียน (Gaussian white noise) ที่มีค่าเฉลี่ย 0 และความ

แปรปรวน 2

w  

จากสมการที่ (2-18) เราสามารถใช้ Backshift operator เขียนตัวแบบ MA(q) ได้ดังนี้ 

  tt wBx                                             (2-19) 

เมื่อ  q

qBBBB   ...1)( 2

21
 คือ Moving average operator 

ตัวอย่าง  ตัวแบบอนุกรมเวลา MA(1) สามารถเขียนได้ในรูปแบบสมการ 1 ttt wwx   หรือ 

tt wBx )1(   โดยเงื่อนไขที่ท าให้ตัวแบบอนุกรมเวลา MA(1) เป็น Invertible process (Infinite AR 

representation) คือ รากของสมการ BB  1)(  ต้องอยู่นอกวงกลมหนึ่งหน่วย (Outside of 

the unit circle) กล่าวคือ   0B  เมื่อ 1B  เท่านั้น จะได้รากของสมการ   0B  คือ 



1
B  ดังนั้น 1B  ก็ต่อเมื่อ 1  ซึ่งเป็นเงื่อนไขที่ท าให้อนุกรมเวลา tx  เป็น Invertible 

process 

 ถ้า 1  แล้วเราสามารถเขียนสมการ tt wBx )(  เมื่อ BB  1)(  ได้ในรูปของ

สมการ   tt wxB   เมื่อ       j

j

j
B

B
BB 





 



0

1

1

1



   

โดยมีค่าเฉลี่ย คือ 
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    0
1

0






j

jtjt wExE                                      (2-20) 

ฟังก์ชันความแปรปรวนร่วมในตัว (Autocovariance function) คือ 

               0,1 22  hw  

        h        ,2

w             1h                               (2-21) 

             ,0                 1h  

ฟังก์ชันสหสมัพันธ์ในตัว (Autocorrelation function: ACF) คือ 

                                                        
 

1,
1 2




h


  

               ,0                  1h  

และ  ฟังก์ชันสหสัมพันธ์บางส่วน (Partial autocorrelation function: PACF) คือ 

   
 

1,
1

1
12

2








h

h

h

hh



                               (2-23) 

 

 

 

 

 
 

 

 

 

 

ภาพที่ 2- 3 ฟังก์ชันสหสัมพันธ์ในตัวและฟงัก์ชันสหสมัพันธ์บางส่วนของตัวแบบ MA(1) 

(ที่มา: Time series analysis and its applications with R examples) 

  h
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2.1.3 ตัวแบบ Autoregressive moving average หรือ ตัวแบบ ARMA(p,q) 

 ตัวแบบ ARMA(p,q) เป็นตัวแบบที่แสดงถึงค่าปัจจุบันของอนุกรมเวลา tx  เป็นฟังก์ชันของ

ค่าอนุกรมเวลาในอดีต p หน่วยเวลา และตัวรบกวนขาวแบบเกาส์เซียนตั้งแต่อดีตจนถึงปัจจุบัน q 

หน่วยเวลา ซึ่งสามารถเขียนในรูปสมการ ได้ดังนี ้  

qtqtttptpttt wwwwxxxx    ...... 22112211
        (2-24) 

เมื่อ  ...},2,1,0;{ txt  เป็นอนุกรมเวลาแบบคงที่ (Stationary time series)  

        
p ,...,, 21
 เป็นค่าคงที่ โดยที่ 0p  

        
q ,...,, 21
 เป็นค่าคงที่ โดยที่ 0q  

และ tw  เป็นตัวรบกวนขาวแบบเกาส์เซียน (Gaussian white noise) ที่มีค่าเฉลี่ย 0 และความ

แปรปรวน 2

w  

ถ้าอนุกรมเวลา tx  มี ค่าเฉลี่ยเท่ากับ   โดยที่  0  เราสามารถเขียนตัวแบบ 

ARMA(p,q) ข้างต้นให้อยู่ในรูปสมการ ได้ดังนี ้

    
qtqtttptpttt wwwwxxxx    ...... 22112211
             (2-25) 

เมื่อ   )...1( 1 p   

จากสมการที่ (2-25) เราสามารถใช้ Backshift operator เขียนตัวแบบ ARMA(p,q) ได้ดังนี ้

tt wBxB )()(                                            (2-26) 

เมื่อ   p

p BBBB   ...1)( 2

21
 คือ Autoregressive operator 

และ  q

q BBBB   ...1)( 2

21
  คือ Moving average operator 

ข้อสังเกต  :  เมื่อ 0q  สมการที่ (2-24) จะเป็นตัวแบบ Moving average หรือ ตัวแบบ AR(p) 

       เมื่อ 0p สมการที่ (2-24) จะเป็นตัวแบบ Autoregressive หรือ ตัวแบบ MA(q) 
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ตัวอย่าง :  ตัวแบบอนุกรมเวลา ARMA(1,1) สามารถเขียนได้อยู่ ในรูปแบบของสมการคือ 

11   tttt wwxx   หรือ      tt wBxB   11  โดยเงื่ อนไขที่ท า ให้ตัวแบบอนุกรม เ วลา 

ARMA(1,1) เป็น Causal process คือ รากของสมการ   BB  1  ต้องอยู่นอกวงกลมหนึ่ง

หน่วย (Outside of the unit circle) กล่าวคือ   0B  เมื่อ 1B  เท่านั้น จะได้รากของสมการ 

  0B  คือ 


1
B  ดังนั้น 1B  ก็ต่อเมื่อ 1  ซึ่งเป็นเงื่อนไขที่ท าให้อนุกรมเวลา tx  เป็น 

Causal process และเงื่อนไขที่ท าให้ตัวแบบอนุกรมเวลา ARMA(1,1) เป็น Invertible process 

(Infinite AR representation) คือ รากของสมการ BB  1)(  ต้องอยู่นอกวงกลมหนึ่งหน่วย 

(Outside of the unit circle) กล่าวคือ   0B  เมื่อ 1B  เท่านั้น จะได้รากของสมการ 

  0B  คือ 


1
B  ดังนั้น 1B  ก็ต่อเมื่อ 1  ซึ่งเป็นเงื่อนไขที่ท าให้อนุกรมเวลา tx  เป็น

แบบ Invertible process 

 เราสามารถเขียนตัวแบบอนุกรมเวลา ARMA(1,1) ให้อยู่ในรูปกระบวนการเชิงเส้น (Linear 

process) โดยใช้  -weight ได้ดังนี ้

    BBBB   1...1 2

210                         (2-27) 

โดยวิธีการเทียบสัมประสิทธ์ิ จะได้   10 ,1  และ 1 jj   ส าหรับ 1j  

นั่นคือ    1


j

j   ส าหรับ 1j  

ดังนั้น ตัวแบบอนุกรมเวลา ARMA(1,1) ที่มีรูปแบบสมการ 11   tttt wwxx   สามารถเขียนให้

อยู่ในรูปของ Causal process ได้ดังนี ้

 







1

1

j

jt

j

tt wwx                                 (2-28) 

และเขียนให้อยู่ในรูปของ Invertible process ได้ดังนี ้

  tjt

j

j

t wxx  






1

1                               (2-29) 

 โดยมีค่าเฉลี่ย คือ 
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    0
1

1 







 









j

jt

j

tt wwExE                            (2-30) 

การค านวณหาค่าฟังก์ชันสหสัมพันธ์ในตัว (Autocorrelation function: ACF) ส าหรับตัว

แบบ ARMA(1,1) สามารถหาได้จากสมการเชิงอนุพันธ์เอกพันธ์ (Homogeneous differential 

equations) อันดับที่ 1 ดังนี ้

         ,...3,2,01  hhh                                  (2-31) 

ภายใต้เงื่อนไขเริ่มต้น คือ      22 110   w  และ      201 w  

ท าการแก้สมการหาค่า  0  และ  1  จากสมการข้างต้นจะได้  
2

2
2

1

21
0









 w  และ 

 
  

2

2

1

1
1









 w

 

ดังนั้น ผลเฉลยทั่วไป (General solution) ของสมการที่ (2-31) คือ 

  ,...2,1,  hch h                                       (2-32) 

ท าการแก้สมการหาค่า c จากสมการที่ (2-32) จะได้    c1  นั่นคือ  


 1
c        

ดังนั้น ผลเฉลยเฉพาะ (Specific solution) ของสมการที่ (2.31) คือ 

     
    

1,
1

11 1

2

2 



  hh h

w

h 








                         (2-33) 

น า  0  หารตลอดสมการที่ (2-33) จะได้ฟังก์ชันสหสัมพันธ์ในตัว (Autocorrelation function: 

ACF) ของตัวแบบอนุกรมเวลา ARMA(1,1) คือ 

   
  

1,
21

1 1

2





  hh h




                                 (2-34) 

หมายเหตุ :  ค่าฟังก์ ชันสหสัมพันธ์ในตัว (Autocorrelation function: ACF) และค่าฟังก์ชัน

สหสัมพันธ์บางส่วน (Partial autocorrelation function: PACF) ของตัวแบบ ARMA มีลักษณะ

เหมือนกัน คือ มีค่าลดลงอย่างรวดเร็ว (Tails off) 
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2.1.4 ตัวแบบ Integrated autoregressive moving average หรือ ตัวแบบ ARIMA(p,d,q) 

 เป็นตัวแบบ Autoregressive moving average หรือ ตัวแบบ ARMA(p,q) ที่มีการหาผลตา่ง 

(Differencing) อันดับที่ d (หรือกล่าวได้ว่าอนุกรมเวลา tx  อยู่ในรูปผลรวมอันดับที่ d (Integrated 

of  order d) นั่นคือ )(~ dIxt  เพื่อแปลงข้อมูลอนุกรมเวลาแบบไม่คงที่ (Nonstationary time 

series) ให้เป็นข้อมูลอนุกรมเวลาแบบคงที่ (Stationary time series) ซึ่งสามารถเขียนในรูปสมการ 

ได้ดังนี ้

       t

d

t

d xBx )1(                                              (2-35) 

หรือสามารถเขียนสมการข้างต้นได้เป็น 

   tt

d wBxBB )()1)((                                          (2-36) 

ถ้าอนุกรมเวลา t

d x  มีค่าเฉลี่ยเท่ากับ   โดยที่  0  เราสามารถเขียนตัวแบบ 

ARIMA(p,d,q) ข้างต้นให้อยู่ในรูปสมการ ได้ดังนี ้

tt

d wBxBB )()1)((                                        (2-37) 

เมื่อ  )...1( 1 p   

 

 

 

 

 
 

 

ภาพที่ 2- 4 ข้อมูล U.S. GNP ที่มีการหาผลต่างอันดับที่ 1 เพื่อแปลงอนุกรมเวลาแบบไม่คงที ่

ให้เป็นอนุกรมเวลาแบบคงที ่

(ที่มา: Time series analysis and its applications with R examples) 
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2.1.5 ขั้นตอนการวิเคราะห์ข้อมูลด้วยตัวแบบ ARIMA 

ขั้นตอนท่ี 1 : ท าการพล็อตแผนภาพการกระจาย (Scatter diagram) ของราคาปิดหุ้น SCB เพื่อดู

ลักษณะของข้อมูลอนุกรมเวลาเบื้องต้น เช่น ข้อมูลอนุกรมเวลามีแนวโน้ม (Trend) มีความแปรผัน

ตามฤดูกาล (Seasonal variation) หรือไม่ เป็นต้น 

การทดสอบข้อมูลอนุกรมเวลาแบบคงท่ี (Stationary time series) โดยใช้การทดสอบ Unit 

root 

 ในปี ค.ศ. 1979 มีนักสถิติ 2 ท่าน คือ Dickey และ Fuller ได้เสนอวิธีการทางสถิติที่ใช้

ส าหรับทดสอบข้อมูลอนุกรมเวลาที่อยู่ในรูปแบบ ARMA(p,q) ว่าเป็นแบบคงที่หรือไม่ ซึ่งเราสามารถ

น ามาใช้ทดสอบว่า อันดับที่ควรท าผลต่าง (d) ควรเป็นที่เท่าใดจึงจะได้ข้อมูลอนุกรมเวลาแบบคงที่ ซึ่ง

สามารถแบ่งออกได้ 2 วิธี ดังนี ้

วิธีท่ี 1 : Dickey-fuller  

ใช้ส าหรับทดสอบข้อมูลอนุกรมเวลาที่อยู่ในรูปแบบ ARMA(p,q) ว่ามีแนวโน้มแบบสุ่มหรือไม่ 

โดยแบ่งสมการที่ใช้ทดสอบ Unit root ดังนี ้

1. ttt wxx  1     (Random walk) 

2. ttt wxx  1   (Random walk with drift) 

3. ttt wxtx  1  (Random walk with drift and linear deterministic trend) 

 จะเห็นว่าสมการที่ 3 มีตัวแปร Deterministic trend )(t  และค่าคงที่ )(  มาร่วมในการ

ทดสอบ Unit root ด้วย ส่วนสมการที่ 2 มีเฉพาะค่าคงที่เท่านั้น และสมการที่ 1 ไม่มีทั้งค่าคงที่และ 

Deterministic trend การเลือกใช้สมการที่ 1-3 มีหลักเกณฑ์ดังนี้ 

 เมื่อเราพล็อตกราฟของข้อมูลอนุกรมเวลาที่ต้องการทดสอบว่าเป็นแบบคงที่หรือไม่ แล้ว

พบว่าข้อมูลอนุกรมเวลานั้นมีลักษณะข้ึน ๆ ลง ๆ อยู่รอบ ๆ จุดก าเนิด เราควรเลือกใช้สมการที่ 1 

และหากพบว่าข้อมูลอนุกรมเวลาไม่มีแนวโน้มที่เพิ่มข้ึนหรือลดลงเมื่อเวลาผ่านไป แต่มีลักษณะข้ึน ๆ 
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ลง ๆ อยู่รอบ ๆ ค่าคงที่ค่าหนึ่ง เราควรเลือกใช้สมการที่ 2 และหากพบว่าข้อมูลอนุกรมเวลานั้นมี

แนวโน้มที่เพิ่มข้ึนหรือลดลงเมื่อเวลาผ่านไป เราควรเลือกใช้สมการที่ 3 

 เมื่อเราน า 1tx  ไปลบออกทั้งสองข้างของสมการที่ 1-3 เราจะได้สมการดังต่อไปนี้ 

4. ttt wxx  1     (Random walk) 

5. ttt wxx  1  (Random walk with drift) 

6. ttt wxtx  1  (Random walk with drift & linear deterministic trend) 

โดยที่ 1   

สามารถท าได้โดยการทดสอบสมมุติฐาน ดังต่อไปนี้ 

สมมุติฐานการทดสอบ 0:0 H  

0: aH  

ซึ่งเทียบเท่ากับ  1:0 H   

1: aH  

ก าหนดระดับนัยส าคัญ 05.0  

ตัวสถิติทดสอบ  
 


ˆ

ˆ

se
tc    หรือ  

 


ˆ

1ˆ

se
tc


  

หมายเหตุ : ถ้าผลการทดสอบสมมุติฐาน คือ ปฏิเสธ 0H  แสดงว่า ข้อมูลอนุกรมเวลาเป็นแบบคงที่ 

(Stationary time series) ที่ระดับนัยส าคัญ 0.05 

วิธีท่ี 2 : Augmented dickey-fuller (ADF) 

เป็นวิธีการทดสอบ Unit root อีกวิธีหนึ่งซึ่งพัฒนามาจากวิธี Dickey-fuller ใช้ส าหรับ

ทดสอบข้อมูลอนุกรมเวลาที่อยู่ในรูปแบบ ARMA(p,q) เพื่อให้ตัวแปรสุ่มคลาดเคลื่อน )( tw  ของตัว

แบบที่ใช้ทดสอบ Unit root ในกรณีที่มีปัญหาสหสัมพันธ์เชิงอนุกรม (Serial correlation) ในระดับที่

สูงมากมีคุณสมบัติเป็นตัวรบกวนขาว โดยแบ่งสมการที่ใช้ทดสอบ Unit root ดังนี ้

1. tit

p

i

itt wxcxx  





 
1

1

1          (Random walk) 
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2. tit

p

i

itt wxcxx  





 
1

1

1          (Random walk with drift) 

3. tit

p

i

itt wxcxtx  





 
1

1

1     (Random walk with drift & linear time trend) 

โดยที่ )1...( 21  p  และ p  คือช่วงเวลาที่ช้ากว่ากัน (Lag) ที่ใช้ในสมการข้างต้น 

สามารถท าได้โดยการทดสอบสมมุติฐาน ดังต่อไปนี้ 

สมมุติฐานการทดสอบ 0:0 H  

0: aH  

ก าหนดระดับนัยส าคัญ 05.0  

ตัวสถิติทดสอบ  
 


ˆ

ˆ

se
tc    

หมายเหตุ : ถ้าผลการทดสอบสมมุติฐาน คือ ปฏิเสธ 0H  แสดงว่า ข้อมูลอนุกรมเวลาเป็นแบบคงที่ 

(Stationary time series) ที่ระดับนัยส าคัญ 0.05 

วิธีการหาผลต่าง (Differencing) 

 จากที่เราทราบมาแล้วว่าตัวแบบของ Box และ Jenkins จะต้องน าไปใช้กับข้อมูลอนุกรม

เวลาแบบคงที่ (Stationary time series) เท่านั้น ดังนั้นหากเราพบว่าอนุกรมเวลาเป็นแบบไม่คงที่ 

(Nonstationary time series) เราจะต้องแปลงข้อมูลอนุกรมเวลาน้ันให้เป็นแบบคงที่เสียก่อน จึงจะ

น ามาใช้กับตัวแบบของ Box และ Jenkins ได้ และวิธีการหนึ่งที่มักถูกน ามาใช้แปลงข้อมูลอนุกรม

เวลาแบบไม่คงที่ให้เป็นข้อมูลอนุกรมเวลาแบบคงที่ก็คือ วิธีการหาผลต่าง (Differencing) 

ตั วอย่ า ง  :  พิ จ ารณาอนุกรม เ วลาที่ อยู่ ใ นรู ปแบบ Random walk with drift  กล่ าว คื อ 

ttt wxx  1   พบว่าอนุกรมเวลา tx  เป็นแบบไม่คงที่ เนื่องจากค่าเฉลี่ยในแต่ละช่วงเวลา t 

ไม่คงที่ จึงท าการแปลงอนุกรมเวลา tx  โดยการหาผลต่างอันดับที่ 1 จะท าให้ได้อนุกรมเวลาแบบคงที ่

ซึ่งแสดงได้ดังนี้ 

tttt wxxx   1  หรือ tt wxB  )1(                (2-38) 
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 ในกรณีนี้เราจะกล่าวว่า อนุกรมเวลา tx  อยู่ในรูปผลรวมอันดับที่ 1 (Integrated of order 

1) หรือแทนด้วย )1(~ Ixt  

หมายเหตุ : หลังจากท าการหาผลต่างอันดับที่ 1 จะต้องน าข้อมูลอนุกรมเวลาชุดใหม่นั้นมาทดสอบ 

Unit root อีกครั้ง ว่าข้อมูลอนุกรมเวลาชุดใหม่นั้นเป็นแบบคงที่หรือไม่ ถ้าเป็นแบบไม่คงที่อยู่ให้ท า

การหาผลต่างอีกครั้ง แล้วจึงน าข้อมูลอนุกรมเวลาชุดใหม่ที่ได้มาทดสอบ Unit root ต่อไป 

ขั้นตอนท่ี 2 : การระบุตัวแบบ (Model identification)  เป็นข้ันตอนของการตรวจสอบค่า

สหสัมพันธ์ของข้อมูลอนุกรมเวลาที่ก าลังพิจารณาว่ามีความสัมพันธ์ในตัวเชิงเส้นตรงกับช่วงเวลาอื่น ๆ  

หรือไม่ การตรวจสอบนี้สามารถท าได้โดยการค านวณค่าฟังก์ชันสหสัมพันธ์ในตัว (Autocorrelation 

function: ACF) และฟังก์ชันสหสัมพันธ์บางส่วน (Partial autocorrelation function: PACF) จาก

ข้อมูลอนุกรมเวลาที่เก็บรวบรวมมา แล้วน ามาใช้ตัดสินใจเบื้องต้นว่าควรเลือกใช้ตัวแบบของ Box 

และ Jenkins ชนิดใด เช่น ควรเลือกตัวแบบ AR หรือตัวแบบ MA หรือตัวแบบ ARMA 

ฟังก์ชันสหสัมพันธ์ในตัว (Autocorrelation function: ACF) แทนด้วยสัญลักษณ์ )(h  เป็น

ฟังก์ชันที่ให้ค่าสหสัมพันธ์ในตัวของค่าสังเกตที่ช้ากว่ากัน h  ช่วงเวลาในอนุกรมเวลาแบบคงที่  

(Stationary time series) โดยอนุกรมเวลาอาจเป็นแบบต่อเนื่องหรอืไม่ต่อเนื่องในเวลา ซึ่งค านวณได้

จากสูตร 

)0(

)(

),(),(

),(
)(










h

tththt

tht
h 




            (2-39) 

โดยอสมการของ Cauchy-Schwarz จะได้ว่า 1)(1  h   

การทดสอบ Ljung-box-pierce Q-statistics 

เป็นการทดสอบว่าข้อมูลอนุกรมเวลาเป็นอิสระกับช่วงเวลาอื่น ๆ  หรือไม่ สามารถท าได้โดย

การทดสอบสมมุติฐาน ดังต่อไปนี ้

สมมุติฐานการทดสอบ 0)(...)2()1(:0  HH    

:aH  มี 0)( k  อย่างน้อย 1 ค่า ส าหรับ Hk ,...,2,1  
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ก าหนดระดับนัยส าคัญ 05.0  

ตัวสถิติทดสอบ  
 


H

k kn

k
nnQ

1

2 )(ˆ
)2(


 

เมื่อ n  แทน ขนาดของอนุกรมเวลา และ H  แทน ช่วงเวลาห่างสูงสุดระหว่างค่าสังเกต tx  

เกณฑ์การตัดสินใจ จะปฏิเสธ 0H  ถ้า 2

,HQ    

หมายเหตุ : ถ้าผลการทดสอบสมมุติฐาน คือ ไม่ปฏิเสธ 0H  แสดงว่า ข้อมูลอนุกรมเวลา ณ ช่วงเวลา

ปัจจุบันมีความสัมพันธ์กับข้อมูลอนุกรมเวลาในอดีต H  ช่วงเวลาที่ผ่านมา ที่ระดับนัยส าคัญ 0.05 

จากนั้นท าการพิจารณาที่ค่า H  อื่น ๆ ถ้าให้ข้อสรุปเดียวกัน เราสามารถสรุปได้ว่า ข้อมูลอนุกรมเวลา

ไม่เป็นอิสระกับช่วงเวลาอื่น ๆ อย่างมีนัยส าคัญ 

การทดสอบความมีนัยส าคัญของค่าสหสัมพันธ์ในตัวจากตัวอย่าง 

สามารถท าได้โดยการทดสอบสมมุติฐาน ดังต่อไปนี้ 

สมมุติฐานการทดสอบ 0)(:0 hH   

    0)(: hH a   

ก าหนดระดับนัยส าคัญ 05.0  

ตัวสถิติทดสอบ  
n

h
Z c

1

)(̂
     

เมื่อ n  แทน ขนาดของอนุกรมเวลา 

เกณฑ์การตัดสินใจ จะปฏิเสธ 0H  ถ้า 
2

ZZ c    

หมายเหตุ : ถ้าผลการทดสอบสมมุติฐาน คือ ไม่ปฏิเสธ 0H  แสดงว่า ข้อมูลอนุกรมเวลา ณ เวลา 

ht   มีความสัมพันธ์เชิงเส้นตรงกับข้อมูลอนุกรมเวลา ณ เวลา t  ที่ระดับนัยส าคัญ 0.05  

ฟังก์ชันสหสัมพันธ์บางส่วน (Partial autocorrelation function: PACF) ของอนุกรมเวลาแบบ

คงที่ (Stationary time series) แทนด้วยสัญลักษณ์ hh  ส าหรับ ,...2,1h  ซึ่งค านวณได้จากสูตร 

)1(),( 0111   xxcorr  และ 2),,( 1

00

1   hxxxxcorr hh

hhhh         (2-40) 
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การทดสอบความมีนัยส าคัญของค่าสหสัมพันธ์บางส่วนจากตัวอย่าง 

สามารถท าได้โดยการทดสอบสมมุติฐาน ดังต่อไปนี้ 

สมมุติฐานการทดสอบ 0:0 hhH   

0: hhaH   

ก าหนดระดับนัยส าคัญ 05.0  

ตัวสถิติทดสอบ  
n

Z hh

c
1

̂
     

เมื่อ n  แทน ขนาดของอนุกรมเวลา 

เกณฑ์การตัดสินใจ จะปฏิเสธ 0H  ถ้า 
2

ZZ c    

หมายเหตุ : ถ้าผลการทดสอบสมมุติฐาน คือ ไม่ปฏิเสธ 0H  แสดงว่า ข้อมูลอนุกรมเวลา ณ เวลา 

ht   มีความสัมพันธ์เชิงเส้นตรงกับข้อมูลอนุกรมเวลา ณ เวลา t  ที่ระดับนัยส าคัญ 0.05 เมื่อไม่มี

อิทธิพลของข้อมูลอนุกรมเวลา ณ เวลา 1,...,2,1  httt  เข้ามาเกี่ยวข้อง 

 จากการพิจารณาค่าฟังก์ชันสหสัมพันธ์ในตัวและค่าฟังก์ชันสหสัมพันธ์บางส่วนส าหรับ

คัดเลือกตัวแบบที่น่าจะเหมาะสมที่สุดส าหรับข้อมูลอนุกรมเวลาที่ก าลังพิจารณา สามารถสรุปได้ดังนี้ 

ลักษณะของฟังก์ชันสหสัมพันธใ์นตัวและฟังก์ชันสหสัมพันธ์บางส่วนส าหรบัตัวแบบ ARMA 

 

 ตัวแบบ AR(p)  ตัวแบบ MA(q) ตัวแบบ ARMA(p,q) 

ฟังก์ชันสหสัมพันธ์

ในตัว (ACF) 
มีค่าลดลงอย่างรวดเร็ว  

สิ้นสุดหลงัจาก q 

ช่วงเวลาที่แล้ว  
มีค่าลดลงอย่างรวดเร็ว  

ฟังก์ชันสหสัมพันธ์

บางส่วน (PACF) 

สิ้นสุดหลงัจาก p 

ช่วงเวลาที่แล้ว  
มีค่าลดลงอย่างรวดเร็ว มีค่าลดลงอย่างรวดเร็ว  

 

ตารางที่ 2- 1 ลักษณะของฟังก์ชันสหสัมพันธ์ในตัว (ACF) และฟังก์ชันสหสัมพันธ์บางส่วน (PACF) 
ส าหรับตัวแบบ ARMA 
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ขั้นตอนท่ี 3 : การประมาณค่าพารามิเตอร์ (Parameter estimation) 

 จากข้ันตอนที่ 2 เราทราบแล้วว่าควรจะเลือกตัวแบบ Box และ Jenkins ชนิดใด และทราบ

ถึงวิธีการคาดเดาว่าควรใช้ช่วงเวลาที่ช้ากว่ากัน (Lag) เท่าใดกับตัวแบบชนิดนั้น ในข้ันตอนน้ีจะท าการ

ประมาณค่าพารามิเตอร์ของตัวแบบ ARIMA(p,q) โดยมีรูปแบบของสมการคือ 

qtqtttptpttt wwwwxxxx    ...... 22112211             (2-41) 

โดยมีวิธีการประมาณค่าพารามิเตอร์ 4 วิธี ดังนี้ 

1. วิธีก าลังสองน้อยสุดแบบมีเงื่อนไข (Conditional least square estimation)  

การประมาณค่าพารามิเตอร์ด้วยวิธีนี้จะเริ่มจากการก าหนดค่าเริ่มต้น (Initial value) ของค่า

ส่วนเหลือข้ึนมาก่อน โดยก าหนดให้ 0,...,,, 1210  qwwww  ซึ่งในการค านวณจะมีการท าซ้ า 

(Iterations) หลายรอบจนกว่าจะได้ค่าประมาณที่คงที่และท าให้ค่าผลบวกก าลังสองของค่า

คลาดเคลื่อน (SSE) มีค่าต่ าที่สุด 

2. วิธีก าลังสองน้อยสุดแบบไม่มีเง่ือนไข (Unconditional least square estimation)  

การประมาณค่าพารามิเตอร์ด้วยวิธีนี้จะเริ่มจากการน าค่าพยากรณ์ถอยหลัง (Back-casting) 

ในค่าเริ่มแรกของค่าส่วนเหลือ หมายถึง 
qwwww  1210

ˆ,...,ˆ,ˆ,ˆ  มาใช้ในการประมาณค่าพารามิเตอร์

ที่ท าให้ค่าผลบวกก าลังสองของค่าคลาดเคลื่อน (SSE) มีค่าต่ าที่สุด 

3. วิธีภาวะน่าจะเป็นสูงสุดแบบมีเ ง่ือนไข (Conditional maximum likelihood 

estimation) 

การประมาณค่าพารามิเตอร์ด้วยวิธีนี้จะเริ่มจากการก าหนดค่าเริ่มต้น (Initial value) ของค่า

ส่วนเหลือข้ึนมาก่อน โดยก าหนดให้ 0,...,,, 1210  qwwww  แต่วิธีภาวะน่าจะเป็นสูงสุดต้องการ

ข้อสมมติเกี่ยวกับลักษณะการแจกแจงแบบปรกติของส่วนเหลือ โดยที่ค่าประมาณที่ได้จากวิธีภาวะ

น่าจะเป็นสูงสุดจะเป็นค่าประมาณที่ท าให้ฟังก์ชันภาวะน่าจะเป็นมีค่าสูงที่สุด 
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4. วิธีภาวะน่าจะเป็นสูงสุดแบบไม่มีเง่ือนไข (Unconditional maximum likelihood 

estimation) 

การประมาณค่าพารามิเตอร์ด้วยวิธีนี้จะเริ่มจากการน าค่าพยากรณ์ถอยหลัง (Back-casting) 

ในค่าเริ่มแรกของค่าส่วนเหลือ หมายถึง 
qwwww  1210

ˆ,...,ˆ,ˆ,ˆ  มาใช้ในการประมาณค่าพารามิเตอร์

ที่ท าให้ฟังก์ชันภาวะน่าจะเป็นมีค่าสูงที่สุด 

ขั้นตอนท่ี 4 : การตรวจสอบความเหมาะสมของตัวแบบ (Diagnostic checking) 

 หลังจากระบุตัวแบบและประมาณค่าพารามิเตอร์ในตัวแบบแล้ว ต้องตรวจสอบความ

เหมาะสมของตัวแบบที่ก าหนดจากค่าส่วนเหลือ (Residuals) แทนด้วย te  โดยที่ 

  11 ˆˆ  t

t

t

ttt Pxxe                                         (2-42) 

เมื่อ   1ˆ t

tx  แทน ค่าพยากรณ์ 1 ช่วงเวลาล่วงหน้า (One-step-ahead prediction) 

และ 1ˆ t

tP   แทน ความแปรปรวนของค่าคลาดเคลื่อนของการพยากรณ์ 1 ช่วงเวลาล่วงหน้า 

(Estimated one-step-ahead error variance) 

ซึ่งเกณฑ์ที่ใช้พิจารณาก็คือ tw  ในตัวแบบที่เลือกต้องมีคุณสมบัติเป็นตัวรบกวนขาวแบบเกาส์

เซียนที่มีค่าเฉลี่ยเป็นศูนย์ ความแปรปรวนคงที่ และเป็นอิสระกับช่วงเวลาอื่น ๆ  (ไม่มีความสัมพันธ์

กันเอง) 

การทดสอบว่าส่วนเหลือมีค่าเฉลี่ยเป็นศูนย์และความแปรปรวนคงท่ี 

 พิจารณาได้จากการน าส่วนเหลือ )( te  มาพล็อตแผนภาพการกระจาย (Scatter plot) ที่มี

แกนตั้งเป็นส่วนเหลือ )( te  และแกนนอนเป็นช่วงเวลา )(t  ซึ่งกราฟต้องมีลักษณะการกระจาย

แบบสุ่มรอบ ๆ ศูนย์และมีภาวะความแปรปรวนเท่ากัน (Homoscedasticity) 

การทดสอบความเป็นอิสระของส่วนเหลือ (Tests of independence) โดยใช้ Ljung-box-

pierce Q-statistics 

สามารถท าได้โดยการทดสอบสมมุติฐาน ดังต่อไปนี้ 
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สมมุติฐานการทดสอบ 0)(...)2()1(:0  HH eee    

:aH  มี 0)( he  อย่างน้อย 1 ค่า ส าหรับ Hh ,...,2,1  

ก าหนดระดับนัยส าคัญ 05.0  

ตัวสถิติทดสอบ  
 


H

h

e

hn

h
nnQ

1

2 )(ˆ
)2(


 

เมื่อ n  แทน ขนาดของอนุกรมเวลา และ h  แทน ช่วงเวลาห่างสูงสุดระหว่างค่าสังเกต tx  

เกณฑ์การตัดสินใจ จะปฏิเสธ 0H  ถ้า 2

, qpHQ     

หมายเหตุ : ถ้าผลการทดสอบสมมุติฐาน คือ ไม่ปฏิเสธ 0H  แสดงว่า tw  เป็นอิสระกับช่วงเวลาอื่น 

ๆ ที่ระดับนัยส าคัญ 0.05 

การทดสอบภาวะปรกติของส่วนเหลือ (Tests of normality) 

 พิจารณาได้จากฮิสโทแกรมของส่วนเหลือ ต้องมีลักษณะใกลเ้คียงกับเส้นโค้งปรกติ และกราฟ 

Q-Q ต้องมีลักษณะการกระจายอยู่ในแนวเส้นตรง ถ้ามีจุดของค่าสังเกตกระจายห่างจากเส้นตรงมาก

เพียงใด แสดงถึงการแจกแจงไม่เป็นปรกติมากเท่านั้น หรือสามารถทดสอบสมมุติฐานโดยใช้การ

ทดสอบคอลโมโกรอฟ-สมีร์นอฟ ดังนี้ 

สมมุติฐานการทดสอบ   twH :0  มีการแจกแจงแบบปรกติ 

     ta wH :  ไม่ได้มีการแจกแจงแบบปรกติ 

ก าหนดระดับนัยส าคัญ 05.0  

ตัวสถิติทดสอบ  )-)= tt x(Sx(FmaxD  

เมื่อ  txF  และ  txS  แทน ฟังก์ชันความน่าจะเป็นสะสมของตัวอย่าง tx  

เกณฑ์การตัดสินใจ จะปฏิเสธ 0H  ถ้า  D ค่าวิกฤตที่ได้จากตารางคอลโมโกรอฟ-สมีร์นอฟ 

หมายเหตุ : ถ้าผลการทดสอบสมมุติฐาน คือ ไม่ปฏิเสธ 0H  แสดงว่า tw  มีการแจกแจงแบบปรกติ 

ที่ระดับนัยส าคัญ 0.05 
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การทดสอบความสุ่มของส่วนเหลือ (Tests of randomness) โดยใช้การทดสอบแบบรันส์ 

(Runs tests) 

สามารถท าได้โดยการทดสอบสมมุติฐาน ดังต่อไปนี้ 

สมมุติฐานการทดสอบ twH :0  เป็นไปอย่างสุ่ม 

   ta wH :  ไม่เป็นไปอย่างสุ่ม 

ก าหนดระดับนัยส าคัญ 05.0  

ตัวสถิติทดสอบ  
 

)1(

22

1
2

2

2121

21

















nn

nnnnn

n

nn
R

Z c
 

เมื่อ R จ านวนรันส์ (Runs) = อัตราการเปลี่ยนแปลงค่าของตัวแปร โดยตัวแปรในที่นี้มีค่าได้ 2 ค่า 

คือเป็น A ถ้าข้อมูลตัวอย่างมากกว่าหรือเท่ากับค่ามัธยฐาน และจะมีค่าเป็น B ถ้าข้อมูลตัวอย่างมีค่า

น้อยกว่าค่ามัธยฐาน ดังนั้น R จึงหมายถึง จ านวนครั้งที่มีการเปลี่ยนจาก A เป็น B หรือ B เป็น A  

โดยที่ 1n  คือ จ านวนค่าของ A, 2n  คือ จ านวนค่าของ B และ  21 nnn ขนาดของอนุกรมเวลา 

เกณฑ์การตัดสินใจ จะปฏิเสธ 0H  ถ้า 
2

1



 ZZ c   

หมายเหตุ : ถ้าผลการทดสอบสมมุติฐาน คือ ไม่ปฏิเสธ 0H  แสดงว่า tw  เป็นไปอย่างสุ่ม ที่ระดับ

นัยส าคัญ 0.05 

 หลังจากที่ท าการตรวจสอบคุณสมบัติของ tw  หากพบว่า tw  ไม่มีคุณสมบัติเป็นตัวรบกวน

ขาวแบบเกาส์เซียน เราจะต้องกลับไปเริ่มท าข้ันตอนที่ 2 และ 3 ใหม่ แล้วท าการตรวจสอบความ

เหมาะสมของตัวแบบใหม่อีกครั้ง หากพบว่า tw  ไม่มีคุณสมบัติเป็นตัวรบกวนขาวแบบเกาส์เซียนอีก 

ก็ต้องกลับไปท าข้ันตอนที่ 2 และ 3 ใหม่ ท าเช่นน้ีไปเรื่อย ๆ จนกว่า tw  ในตัวแบบสุดท้ายที่ประมาณ

ข้ึนมีคุณสมบัติเป็นตัวรบกวนขาวแบบเกาส์เซียน 

 ในทางปฏิบัติอาจพบว่า มีมากกว่า 1 ตัวแบบที่เหมาะสมกับข้อมูลอนุกรมเวลา กรณีนี้จะท า

การเลือกเพียงหนึ่งตัวแบบที่จะน าไปสร้างสมการส าหรับพยากรณ์และหาค่าพยากรณ์ การพิจารณา
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ความเหมาะสมของตัวแบบ ARMA(p,q) เพียงหนึ่งตัวแบบมักจะใช้ค่าสถิติเป็นเกณฑ์ในการพิจารณา 

ได้แก่ 

1. เกณฑ์สารสนเทศของอะกะอิเกะ (Akaike’s information criterion: AIC)  

เป็นเกณ์การคัดเลือกตัวแบบที่เหมาะสมภายใต้ตัวแบบที่มีการใช้ข้อมูลชุดเดียวกันแต่มี

จ านวนพารามิเตอร์แตกต่างกันที่ใช้อธิบายความสัมพันธ์ระหว่างตัวแปรตอบสนองกับตัวแปรอธิบาย

ชุดหนึ่ง ตัวแบบที่เหมาะสมกว่า คือตัวแบบที่มีค่า AIC ต่ ากว่า มักใช้ในการวิเคราะห์การถดถอยเชิง

เส้นและการวิเคราะห์อนุกรมเวลา  

 กรณีที่มีการประมาณค่าพารามิเตอร์ของตัวแบบด้วยวิธีก าลังสองน้อยสุด มีสูตรในการ

ค านวณดังนี้ 

p
n

SSE
AIC 2log2 








                                    (2-43) 

 กรณีที่มีการประมาณค่าพารามิเตอร์ของตัวแบบด้วยวิธีภาวะน่าจะเป็นสูงสุด มีสูตรในการ

ค านวณดังนี้ 

     pLAIC 2log2                          (2-44) 

เมื่อ p   แทน จ านวนพารามิเตอร์ในตัวแบบ 

 n   แทน จ านวนข้อมูลที่น ามาพิจารณา 

 SSE   แทน ผลบวกก าลงัสองของค่าคลาดเคลื่อน 

และ L  แทน ฟังก์ชันภาวะน่าจะเป็นสูงสุด 

2. เกณฑ์สารสนเทศของเบส์ (Bayesian information criterion: BIC) 

เป็นเกณฑ์การคัดเลือกตัวแบบที่เหมาะสมอีกเกณฑ์หนึ่งที่ปรับจากตัวสถิติ AIC โดยน าขนาด

ตัวอย่างมาพิจารณาด้วย ตัวแบบที่เหมาะสมกว่า คือตัวแบบที่มีค่า BIC ต่ ากว่า มีสูตรในการค านวณ

ดังนี ้
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 
MSE

n

MSE

np

n

MSE
nBIC

422
222

log













                     (2-45) 

เมื่อ p   แทน จ านวนพารามิเตอร์ในตัวแบบ 

 n   แทน จ านวนข้อมูลที่น ามาพิจารณา 

 MSE  แทน ค่าคลาดเคลื่อนก าลังสองเฉลี่ยของตัวแบบเต็ม (Full model) 

และ   แทน ค่าเบี่ยงเบนมาตรฐานของค่าคลาดเคลื่อนในตัวแบบ 

 ในกรณีที่ตัวแปรตอบสนองเป็นตัวแปรจ าแนกประเภท ค่า BIC แสดงได้ด้วย nvG log2   

เมื่อ 2G  คือ ตัวสถิติอัตราส่วนภาวะน่าจะเป็นส าหรับตัวแบบที่มีองศาเสรี v  สูตรนี้อาจเรียกว่า 

Schwarz criterion (SC) 

3. เอสบีซี (Schwarz-Bayesian criterion: SBC) 

เป็นเกณฑ์การคัดเลือกตัวแบบที่เหมาะสมอีกเกณฑ์หนึ่งที่ปรับจากตัวสถิติ AIC โดยน าขนาด

ตัวอย่างมาพิจารณาด้วย ตัวแบบที่เหมาะสมกว่า คือตัวแบบที่มีค่า SCB ต่ ากว่า มีสูตรในการค านวณ

ดังนี ้

    npLSBC loglog2                                                         (2-46) 

เมื่อ p   แทน จ านวนพารามิเตอร์ในตัวแบบ 

 n   แทน จ านวนข้อมูลที่น ามาพิจารณา 

 L  แทน ฟังก์ชันภาวะน่าจะเป็นสูงสุด 

ขั้นตอนท่ี 5 : การพยากรณ์ (Forecasting) 

 เมื่อตรวจสอบความเหมาะสมของตัวแบบแล้วพบว่าตัวแบบที่ก าหนดเหมาะสมกับข้อมูล

อนุกรมเวลา ข้ันตอนต่อไปซึ่งเป็นข้ันตอนสุดท้ายของวิธีของ Box และ Jenkins เป็นการน าสมการ

พยากรณ์ที่สร้างจากตัวแบบดังกล่าวไปประมาณค่า ณ เวลาใดเวลาหนึ่งในอนาคตโดยใช้ ชุดข้อมูล

ทดสอบ 
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 ก าหนดเซตของข้อมูลอนุกรมเวลา  11 ,...,, xxxx nn   โดยที่ tx  เป็นข้อมูลอนุกรมเวลา

แบบคงที่และทราบค่าพารามิเตอร์ของตัวแบบ ค่าพยากรณ์ของข้อมูลอนุกรมเวลาล่วงหน้าไป m  

ช่วงเวลา (m-step ahead forecast)  ค านวณได้จาก 

   11 ,...,,|| xxxxExxEx nnmnmn

n

mn                        (2-47) 

 ซึ่งการพยากรณ์ตามสมการข้างต้น จะท าให้ค่าคลาดเคลื่อนก าลังสองเฉลี่ยจากการพยากรณ์

(Minimum mean square error predictor) มีค่าน้อยที่สุด นั่นคือ ท าให้   2xgxE mn 
 มีค่าน้อย

ที่สุด เมื่อ  xg  แทน ฟังก์ชันค่าสังเกตของอนุกรมเวลา  

พิจารณาการพยากรณ์ข้อมูลอนุกรมด้วยตัวแบบ ARIMA(p,1,q) 

 สมมติให้ตัวแบบ ARIMA(p,1,q) เขียนสมการได้ดังนี้ 

   qtqtttptpttt wwwwxxxx    ...... 22112211  

    qtqtttptptptttt wwwwxxxxxx    ...... 221112111  

              qtqtttptpptpptt wwwwxxxx    ......1 22111111  

หรือเขียนใหม่ได้ว่า 

            qtqtttptpptptt wwwwxxxx    ...... 221111110      (2-48) 

เมื่อ  1110 ,1,  jjj   ส าหรับ pj ,...,2  และ pp  1  

จากนั้นใช้สมการข้างต้นในการพยากรณ์ข้อมูลอนุกรมเวลาล่วงหน้าไป m ช่วงเวลา 
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2.1.6 แผนภาพขั้นตอนการวิเคราะห์ข้อมูลด้วยตัวแบบ ARIMA 

 

 

 

 

 

 

 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

ไม่ใช่ 

ใช่ 

       ท าการแบ่งชุดข้อมูลราคาปิดหุ้น SCB จ านวน 456 สัปดาห์ออกเป็นชุดข้อมูล

ฝึกสอน 319 สัปดาห์ (คิดเป็น 70%) และชุดข้อมูลทดสอบ 137 สัปดาห์ (คิดเป็น 30%) 

 
 
 
 
 
 
 
 
 
 
 

น าชุดข้อมูลฝึกสอนมาสร้างตัวแบบ ARIMA ภายใต้

ค่า p ตั้งแต่ 1 ถึง 2, d=1 และ q ตั้งแต่ 1 ถึง 2 

 

 
 
 
 
 
 
 
 
 
 
 

พล็อตกราฟเพื่อตรวจสอบลกัษณะของข้อมลูเบื้องต้น 

 

 

 
 
 
 
 
 
 
 
 
 
 

ข้อมูลอนุกรมเวลา
เป็นแบบคงที่ ? 

 

ท าการหาผลต่าง  
(Differencing) 
 

 

 

 
 
 
 
 
 
 
 
 
 
 

ระบุตัวแบบ (Model identification) 

 

 

 
 
 
 
 
 
 
 
 

ประมาณค่าพารามิเตอร์ (Parameter estimation) ด้วยวิธีก าลังสองนอ้ยสุด 

 

 

 
 
 
 
 
 

A 

เริ่มต้นการท างาน 

B 
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ใช่ 

ไม่ใช่ ตัวแบบมีความเหมาะสม ? 
(Diagnostic checking) 

 

A 

ค านวณหาค่า AIC ในแต่ละชุดค่าพารามิเตอร์ของตัวแบบ 

 

 

 
 
 
 
 
 
 
 
 
 
 

เลือกตัวแบบทีม่ีค่า AIC ต่ าที่สุด 

 

 

 
 
 
 
 
 
 
 
 
 
 

ท าการพยากรณ์ราคาปิดหุ้น SCB ในชุดข้อมูลฝกึสอนและชุดข้อมูลทดสอบ 

 

 

 
 
 
 
 
 
 
 
 
 
 

จบการท างาน 

B 
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2.2 ตัวแบบเครือข่ายประสาทเทียม (Artificial neural network model: ANN) 

 ตัวแบบเครือข่ายประสาทเทียม เป็นตัวแบบเชิงคณิตศาสตร์ที่มีที่มาจากงานวิจัยด้าน

ปัญญาประดิษฐ์ (Artificial intelligence: AI) ซึ่งถูกคิดค้นข้ึนในปี ค.ศ. 1991 โดย Mc Culloch และ 

Pitts เพื่อลอกเลียนแบบความสามารถของสมองมนุษย์ด้วยวัตถุประสงค์ที่ จะสร้างเครื่องมือที่มี

ความสามารถในการเรียนรู้ที่ซับซ้อน ได้แก่ การจดจ ารูปแบบ (Pattern recognition) และการ

อนุมานความรู้ (Knowledge deduction) ซึ่งนิยมใช้ในการพยากรณ์ด้านธุรกิจโดยเฉพาะการเงิน 

เพราะสามารถพยากรณ์ข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ได้ดี 

เครือข่ายประสาทเทียมประกอบด้วยชุดของเซลล์ประสาท (Neural) ที่เช่ือมต่อกันและจุดประสาน

ประสาท (Synapses) โดยโครงสร้างของการส่งสัญญาณประสาทประกอบจากการเช่ือมต่อระหว่าง

เซลล์ประสาทหลายพันลา้นเซลล์ เซลล์ประสาทแต่ละเซลลป์ระกอบด้วยแขนงรับสญัญาณประสาทซึง่

เป็นเสมือนหน่วยรับข้อมูลเข้า เรียกว่า เดนไดรท์ (Dendrites) และส่วนปลายของเซลล์ประสาทใน

การส่งสัญญาณประสาทซึ่งเสมือนหน่วยส่งข้อมูลออกของเซลล์ เรียกว่า แอคซอน (Axons) โดยการ

ส่งสัญญาณประสาทดังกล่าวอาจท าให้เกิดได้ทั้งการกระตุ้นและยับยั้ง ทั้งนี้นอกจากลักษณะดังกล่าว

แล้ว วิธีการประมวลผลภายในเซลล์ประสาทแต่ละเซลล์ยังมีการขยายหรือลดขนาดของสัญญาณอีก

ด้วย โดยสัญญาณจากเดนไดรท์ต่าง ๆ  จะรวมกันเข้าสู่เซลลป์ระสาท และหากสัญญาณรวมมีความแรง

เกินค่าระดับ (Threshold) ของเซลล์ประสาทนั้น  เซลล์ประสาทก็จะส่งสัญญาณออกทางแอคซอน

ต่อไป 

 
 

 
 
 
 
 

 
ภาพที่ 2- 5 กระบวนการท างานภายในเซลลป์ระสาท 

(ที่มา: http://cnx.org/contents/Sr8Ev5Og@1.13:SO2ufnKm@2/) 
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 เครือข่ายประสาทเทียมมีคุณลักษณะคล้ายกับการส่งผ่านสัญญาณประสาทในสมองของ

มนุษย์กล่าวคือ มีความสามารถในการรวบรวมความรู้ (Knowledge) โดยผ่านกระบวนการเรียนรู้ 

(Learning process) และความรู้เหล่าน้ีจะจัดเก็บอยู่ในเครือข่ายในรูปแบบค่าถ่วงน้ าหนัก (Weight) 

ซึ่งสามารถปรับเปลี่ยนค่าได้เมื่อมีการเรียนรู้สิ่งใหม่ ๆ  เข้าไป ค่าถ่วงน้ าหนักท าหน้าที่เปรียบเสมือน

ความรู้ที่รวบรวมไว้เพื่อใช้ในการแก้ปัญหาเฉพาะอย่างของมนุษย์ 

 การประมวลผลต่าง ๆ เกิดข้ึนในหน่วยประมวลผลย่อย เรียกว่า โหนด (Node) ซึ่งโหนดเป็น

การจ าลองลักษณะการท างานมาจากเซลล์การส่งสัญญาณ (Signal) ระหว่างโหนดที่เช่ือมต่อกัน 

(Connection) จ าลองมาจากการเช่ือมต่อของเดนไดรท์และแอคซอนในระบบประสาทของมนุษย์ 

ภายในโหนดจะมีฟังก์ชันก าหนดสัญญาณส่งออกที่เรียกว่า ฟังก์ชันกระตุ้น (Activation function) 

หรือฟังก์ชันการแปลง (Transfer function) ซึ่งท าหน้าที่เปรียบเสมือนกระบวนการท างานในเซลล์ 

ดังรูป 

 
                   Bias  
                          
 
 
 
 
 
  

ภาพที่ 2- 6 กระบวนการท างานในเซลล์เสมือนเป็นการจ าลองการท างานภายในโหนด 
 

2.2.1 ข้อดีและข้อเสียของการใช้เครือขา่ยประสาทเทียม 

 ข้อดีของการใช้เครือข่ายประสาทเทียม คือ ความแกร่ง (Robust) เมื่อมีข้อมูลรบกวน (Noisy 

data) ที่มีการกระจายตัวมาก ส่ายไปส่ายมา และมีค่านอกเกณฑ์ (Outlier) เนื่องจากเครือข่าย

ประสาทเทียมมีโหนดจ านวนมาก (เซลล์ประสาทเทียม) ด้วยการถ่วงน้ าหนักเพื่อการเช่ือมต่อกบัโหนด

ต่าง ๆ เครือข่ายประสาทเทียมสามารถเรียนรู้ที่จะท างานในชุดข้อมูลที่มีค่าคลาดเคลื่อนได้ดี ส่วน

ฟังก์ชันการรวมกัน                         ฟังก์ชันกระตุ้น 

ค่าถ่วงน้ าหนัก 

 
 

โหนด 

w 

w 

   


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ข้อเสียของการใช้เครือข่ายประสาทเทียม คือ การแปลความหมายที่เข้าใจได้ยากและบ่อยครั้ง

เครือข่ายประสาทเทียมจ าเป็นต้องใช้ระยะเวลาในการฝึกหัดนานหลายช่ัวโมง  

2.2.2 การจัดเตรียมข้อมูลก่อนประมวลผลข้อมูลและหลังประมาณผลข้อมูล  ( Data 
preprocessing and postprocessing) 

 ข้อมูลดิบ (Raw data) ที่อยู่ในฐานข้อมูลส่วนใหญ่อาจประกอบไปด้วยข้อมูลที่ล้าสมัยหรือ

ฟุ่มเฟือยเกินไป (Obsolete หรือ Redundant), ข้อมูลสูญหาย (Missing value) และค่านอกเกณฑ์ 

(Outlier) ในการสร้างตัวแบบเครือข่ายประสาทเทียม ฐานข้อมูลจ าเป็นที่จะต้องได้รับการจัดเตรียม

ข้อมูลก่อนประมวลผลข้อมูลในรูปของการแปลงข้อมูลหรือการปรับเปลี่ยนรูปแบบข้อมูล (Data 

transformation) เพื่อท าให้การสร้างตัวแบบใช้เวลาน้อยลงรวมถึงท าให้ค่าพยากรณ์ที่ ได้มี

ประสิทธิภาพมากยิ่งข้ึน ซึ่งมีวิธีการแปลงข้อมูลหลายวิธี เช่น การแปลงข้อมูลให้อยู่ในรูปปรกติ

มาตรฐานน้อยที่สุด-มากที่สุด (Min-Max normalization), การแปลงข้อมูลให้อยู่ในรูปคะแนน Z (Z-

score standardization), การเปลงข้อมูลให้อยู่ในช่วง -1 ถึง 1 เป็นต้น แต่เนื่องจากราคาปิดของหุ้น

มีค่าเป็นบวกเสมอ เพื่อให้สอดคล้องกับข้อมูลข้างต้น จึงใช้การแปลงข้อมูลให้อยู่ในรูปปรกติมาตรฐาน

น้อยที่สุด-มากที่สุด และภายหลังจากการพยากรณ์ด้วยตัวแบบเครือข่ายประสาทเทียมแล้ว ค่า

พยากรณ์ที่ได้ต้องท าการแปลงกลับให้อยู่ในรูปแบบเดิมก่อนจึงจะสามารถน าไปใช้ในการวิ เคราะห์

ต่อไป  

2 .2 . 3  การแปลงข้ อมู ล ใ ห้อยู่ ในรูปปรกติมาตรฐานน้อย ท่ีสุด -มาก ท่ีสุ ด  (Min-Max 
normalization) 

ข้อมูลที่อยู่ในรูปปรกติมาตรฐานน้อยที่สุด-มากที่สุด ใช้พิจารณาว่าค่าของข้อมูลมากกว่าค่า

น้อยที่สุดอยู่เท่าไร และหารความแตกต่างนี้ด้วยพิสัย ซึ่งค่าที่ได้จะอยู่ในช่วง 0 ถึง 1 นั่นคือ 

)min()max(
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                            (2-49) 

โดยที่ *

tx       แทน ค่าของข้อมูลที่ท าให้เป็นปรกติมาตรฐานน้อยทีสุ่ด-มากที่สุด 

 tx        แทน ค่าของข้อมูลเริ่มต้น 
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 )min( tx   แทน ค่าน้อยที่สุด 

และ )max( tx  แทน ค่ามากที่สุด 

2.2.4 เทคนิคการเรียนรู้ของเครือข่ายประสาทเทียม (Artificial neural network learning) 

 เทคนิคการเรียนรู้ของเครือข่ายประสาทเทียม จะมีประสิทธิภาพเพียงใดนั้นข้ึนอยู่กับค่าถ่วง

น้ าหนัก (Weight) โดยทั่วไปสามารถจ าแนกเทคนิคการเรียนรู้ของเครือข่ายประสาทเทียมได้เป็น 2 

ประเภทหลัก ๆ คือ เทคนิคการเรียนรู้แบบมีผู้สอนและเทคนิคการเรียนรู้แบบไม่มีผู้สอน 

2.2.4.1 เทคนิคการเรียนรู้แบบมีผูส้อน (Supervised learning) 

เทคนิคการเรียนรู้แบบมีผู้สอน จะมีการก าหนดข้อมูลชุดฝึกสอน (Training data set) ให้กับ

เครือข่ายประสาทเทียม ซึ่งชุดข้อมูลนี้ประกอบด้วยข้อมูลน าเข้า (Input data) และข้อมูลเป้าหมาย 

(Target data) ที่ต้องการ จากนั้นเครือข่ายประสาทเทียมจะท าการค านวณค่าถ่วงน้ าหนักที่เหมาะสม

ให้กับชุดข้อมูลฝึกสอนนี้ โดยข้อมูลผลลัพธ์ (Output data) ที่ได้จากเครือข่ายประสาทเทียมจะถูก

ค านวณหาค่าคลาดเคลื่อน (Error) ถ้ายังมีค่าคลาดเคลื่อนสูงอยู่ การฝึกสอนจะด าเนินต่อไปจนกว่าค่า

คลาดเคลื่อนจะลดลงต่ ากว่าค่าที่ยอมรับได้ (Accept level) จึงจะหยุดการฝึกสอน ซึ่งเทคนิคใน

ประเภทนี้จะเน้นการเรียนรู้จากข้อมูลที่มีอยู่ในอดีตเพื่อน ามาสร้างตัวแบบส าหรับพยากรณ์หรือ

คาดการณ์สิ่งที่เกิดข้ึนในอนาคต ตัวแบบในที่นี้อาจจะเป็นสมการเชิงคณิตศาสตร์หรือกฎต่าง ๆ  ก็ได้ 

นอกจากนี้เทคนิคการเรียนรู้แบบมีผู้สอนยังสามารถแบ่งย่อยได้อีก คือ การจ าแนกประเภทข้อมูล 

(Classification) และการถดถอย (Regression) ซึ่งทั้งสองเทคนิคนี้มีลกัษณะคลา้ยกันมากแต่แตกต่าง

กันที่ผลลัพธ์ที่ต้องการพยากรณ์นั่นเอง 

2.2.4.2 เทคนิคการเรียนรู้แบบไม่มผีู้สอน (Unsupervised learning) 

เทคนิคการเรียนรู้แบบไม่มีผูส้อน จะอาศัยชุดข้อมูลน าเข้า (Input data set) เพียงอย่างเดียว

ในการฝึกสอนเครือข่ายประสาทเทียมโดยไม่มีข้อมูลเป้าหมาย (Target data) แต่จะใช้ข้อมูลผลลัพธ์ 

(Output data) จากเครือข่ายประสาทเทียมแทน เมื่อป้อนข้อมูลน าเข้าสู่เครือข่ายประสาทเทียม 

เครือข่ายประสาทเทียมจะค านวณค่าความสัมพันธ์ที่มีอยู่ภายในกลุ่มข้อมูลน าเข้า โดยอาศัยค่าถ่วง

น้ าหนักเป็นตัวแยกความแตกต่างของข้อมูลน าเข้าและน าไปเก็บไว้ในโหนดของข้อมูลผลลัพธ์ของ



 

 

46 

เครือข่ายประสาทเทียม ซึ่งเทคนิคในประเภทนี้จะเน้นการพิจารณาข้อมูลเป็นหลัก เช่น พิจารณาว่า

ข้อมูลมีความสัมพันธ์กันในลักษณะใดบ้าง เป็นต้น นอกจากนี้เทคนิคในประเภทนี้ยังแบ่งย่อยได้อีก 

คือ เทคนิคการค้นหากฎความสัมพันธ์ (Association rules) และการแบ่งกลุ่มข้อมูล (Clustering)  

2.2.5 การเชื่อมโยงของเครือขา่ยประสาทเทียม (Artificial neural network linking) 

 เพื่อให้เครือข่ายประสาทเทียมสามารถเรียนรู้ได้อย่างมีประสิทธิภาพ จ าเป็นต้องมีการ

เช่ือมโยงกันระหว่างเซลล์ประสาท โดยทั่วไปสามารถแบ่งการเช่ือมโยงของเครือข่ายประสาทเทียมได้ 

2 ลักษณะ คือ เครือข่ายประสาทเทียมแบบส่งสัญญาณไปข้างหน้า (Feedforward artificial neural 

network) และเครือข่ายประสาทเทยีมแบบมีการย้อนกลับ (Feedback artificial neural network)   

2.2.5.1 เครือข่ายประสาทเทียมแบบส่งสัญญาณไปข้างหน้า (Feedforward artificial neural 
network) 

เครือข่ายประสาทเทียมแบบส่งสัญญาณไปข้างหน้า  เป็นเครือข่ายประสาทเทียมที่การ

ประมวลผลจะอาศัยชุดข้อมูลปัจจุบันและส่งค่าที่ประมวลผลได้ไปยังช้ันถัด ๆ ไป กล่าวคือ เครือข่าย

ประสาทเทียมประเภทนี้จะประกอบด้วยช้ันต่าง ๆ  โดยช้ันแรกจะเป็นช้ันข้อมูลน าเข้า ( Input layer) 

และช้ันสุดท้ายเป็นช้ันผลลัพธ์ (Output layer) ส่วนระหว่างช้ันข้อมูลน าเข้ากับช้ันผลลัพธ์อาจจะมี

หรือไม่มีช้ันซ่อน (Hidden layer) อยู่ภายในก็ได้ซึ่งข้ึนกับกฎการเรียนรู้ (Learning rule) ที่ใช้ในการ

สอนเครือข่ายประสาทเทียม เช่น ถ้าเป็นเครือข่ายเพอร์เซปตรอนแบบหลายช้ัน (Multi-layer 

perceptron) จะมีช้ันซ่อนอยู่ระหว่างช้ันข้อมูลน าเข้ากับช้ันผลลัพธ์ซึ่งอาจมีมากกว่า 1 ช้ันก็ได้ การ

เช่ือมต่อระหว่างช้ันของเครือข่ายประสาทเทียมแบบส่งสัญญาณไปข้างหน้าจะมีค่าถ่วงน้ าหนัก 

(Weight) เป็นตัวเช่ือม และสัญญาณน าเข้าที่เข้ามาจะถูกส่งไปตามทิศทางของลูกศรที่มีการจ ากัดทิศ

ทางการเคลื่อนที่เป็นแบบทางเดียวหรือเคลื่อนที่ไปข้างหน้าโดยเครือข่ายมีการเช่ือมต่อกันอย่าง

สมบูรณ์ (Complete connected network) นั่นคือ ที่โหนดทุกโหนดในช้ันที่ก าหนดเช่ือมต่อกันทุก

โหนดกับช้ันถัดไปจนถึงช้ันผลลัพธ์โดยไม่มีการย้อนกลับ โดยทั่วไปจ านวนโหนดในช้ันข้อมูลน าเข้า

ข้ึนอยู่กับจ านวนและประเภทของข้อมูล จ านวนของช้ันซ่อนและจ านวนของโหนดในแต่ละช้ันซ่อน

ข้ึนอยู่กับผู้ใช้เป็นผู้ก าหนด และในช้ันผลลัพธ์อาจจะมี 1 โหนดหรือมากกว่า 1 โหนดก็ได้ เช่น ต้องการ

สร้างตัวแบบเครือข่ายประสาทเทียมส าหรับพยากรณ์ราคาปิดของหุ้น SCB โดยใช้ชุดข้อมูลฝึกสอน
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w11 

bias 

จ านวน 318 สัปดาห์ ส าหรับสร้างตัวแบบ ซึ่งประกอบด้วยช้ันข้อมูลน าเข้า 1 ช้ันภายใต้จ านวนโหนด 

1 โหนด, ช้ันซ่อน 1 ช้ันภายใต้จ านวนโหนด 5 โหนดโดยใช้ Sigmoid logistics function เป็น 

Activation function และช้ันผลลัพธ์ 1 ช้ันภายใต้จ านวนโหนด 1 โหนด โดยใช้ Linear function 

เป็น Activation function ซึ่งสามารถแสดงตัวแบบของเครือข่ายประสาทเทียม ได้ดังนี้  

 
 
 
 
 
 

 
 
 
 
 

ภาพที่ 2- 7 ตัวแบบเครือข่ายประสาทเทียมซึง่มีทัง้หมด 3 ช้ัน (Layer) 

 ก าหนดเวกเตอร์  31721 ,...,,~ xxxx   เป็นชุดข้อมูลส าหรับช้ันข้อมูลน าเข้า (Input layer) 

ในการสร้างตัวแบบเครือข่ายประสาทเทียม แต่ละโหนดที่อยู่ในช้ันซ่อนและช้ันผลลัพธ์ จะประกอบไป

ด้วย 2 ข้ันตอน คือ 

พิจารณาโหนดท่ีอยู่ในชั้นซ่อน 
                           
 
                                     
           

 

 

ภาพที่ 2- 8 การท างานภายในโหนดที่ j ของช้ันซ่อน 

  

 

  Sum          Activate                      
                  function 
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ขั้นตอนท่ี 1 : ค านวณค่าผลรวมของโหนดในช้ันซ่อน (Hidden layer) โดยใช้ฟังก์ชันการรวมกัน 

(Combination function:  )  ซึ่งเป็นการน าค่าของโหนดข้อมูลน าเข้าที่เช่ือมโยงมาคูณกับค่าถ่วง

น้ าหนักในแต่ละเส้นเช่ือมโยง แล้วจึงน ามารวมกันเป็นค่าสุดท้าย ดังนั้น ค่าผลรวมของโหนดที่ j ในช้ัน

ซ่อน คือ 

biasxwnet jj  11
  ส าหรับ 5,...,2,1j                             (2-50) 

โดยที่ ix    แทน  ข้อมูลน าเข้าที่ i  

 และ 
tjw   แทน  ค่าถ่วงน้ าหนักที่สัมพันธ์กบัข้อมลูน าเข้าที่ i ไปยงัโหนดที่ j ในช้ันซ่อน 

ขั้นตอนท่ี 2 : ท าการปรับค่าผลรวมของข้อมูลในช้ันซ่อนด้วยฟังก์ชันกระตุ้น (Activation function) 

เพื่อให้ได้ผลลัพธ์ )( jy  ของช้ันซ่อนโดยใช้ Sigmoid logistic function เพื่อให้สอดคล้องกับการ

แปลงข้อมูลก่อนการประมวลผลข้อมูลในรูปค่าปรกติมาตรฐานน้อยที่สุด-มากที่สุด (Min-Max 

normalization) และขอบเขตของผลลัพธ์ที่ได้หลังจากการปรับด้วย Sigmoid logistic function นี้

อยู่ระหว่าง 0 และ 1 โดยที่ 

jnetjj

e
netfy





1

1
)(                                     (2-51) 

พิจารณาโหนดท่ีอยู่ในชั้นผลลัพธ ์

 
 
                           
 
                                     
           

 
 

 

ภาพที่ 2- 9 การท างานภายในโหนดที่ k ของช้ันผลลัพธ์ 

  Sum          Activate                                          
                  function 
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ขั้นตอนท่ี 1 : ค านวณค่าผลรวมของโหนดในช้ันผลลัพธ์ (Output layer) โดยใช้ฟังก์ชันการรวมกัน 

(Combination function:  )  ดังนั้น ค่าผลรวมของโหนดที่ k ในช้ันผลลัพธ์ คือ 

biasywywywywnet
j

jjkk 


551221111

5

1

...   ส าหรับ 1k               (2-52) 

ขั้นตอนท่ี 2 : จากนั้นท าการปรบัค่าผลรวมของข้อมูลในช้ันผลลัพธ์ด้วยฟังก์ชันกระตุ้น (Activation 

function) โดยใช้ Linear function เพือ่ให้ได้ผลลพัธ์ )( ky  ของช้ันผลลพัธ์ โดยที่ 

     kkk netnetfy  )(                                            (2-53) 

2.2.6 เทคนิคการแพร่แบบย้อนกลับ (Back-propagation) 

 การแพร่แบบย้อนกลับเปน็ข้ันตอนที่ใช้สอนเครือข่ายประสาทเทยีมแบบเพอร์เซปตรอนหลาย

ช้ัน (Multi-layer perceptron) ซึ่งตัวแบบเครือข่ายประสาทเทียมมีการเช่ือมโยงกันเป็นเครือข่าย

แบบเป็นช้ัน ๆ  เครือข่ายชนิดน้ีมีการเช่ือมโยงกัน 3 ช้ัน ประกอบด้วยช้ันข้อมูลน าเข้า (Input layer) 

ถัดมาเป็นช้ันซ่อน (Hidden layer) และช้ันสุดท้ายเป็นช้ันผลลัพธ์ (Output layer) โดยก่อนที่จะท า

การสอนเครือข่ายประสาทเทียมแบบหลายช้ันนั้นจ าเป็นต้องก าหนดค่าเริ่มต้นให้กับค่าถ่วงน้ าหนักที่

เช่ือมโยงระหว่างช้ันทุกช้ัน โดยค่าน้ีได้มาจากการสุ่ม (Randomness)  

 การแพร่แบบย้อนกลับนั้นมีที่มาจาก วิธีการปรับค่าถ่วงน้ าหนักเพื่อให้ได้ค่าที่เหมาะสมนั้นจะ

ใช้วิธีการสอนว่าข้อมูลเป้าหมาย (Target data) ของแต่ละข้อมูลน าเข้า (Input data) นั้นคืออะไร 

และใช้ผลบวกก าลังสองของค่าคลาดเคลื่อน (Sum of squares error: SSE) ของข้อมูลผลลัพธ์ 

(Output data) มาใช้เป็นตัวช้ีน าในการปรับค่าถ่วงน้ าหนัก โดยการสร้างชุดของค่าถ่วงน้ าหนักที่ท า

ให้ SSE มีค่าน้อยที่สุดด้วยวิธีลดองศา (Gradient descent method) ซึ่งจะให้ทิศทางที่ควรจะ

ปรับค่าถ่วงน้ าหนักเพื่อลดค่า SSE ดังนั้นเทคนิคการแพร่แบบย้อนกลับจึงเป็นเทคนิคเรียนรู้แบบมี

ผู้สอน 

ก าหนดเวกเตอร์ของค่าถ่วงน้ าหนักจ านวน m ค่า คือ ),...,,( 21 mwwww   ในตัวแบบ

เครือข่ายประสาทเทียม องศาของ SSE เมื่อเทียบกับเวกเตอร์ของค่าถ่วงน้ าหนัก w คือ อนุพันธ์

บางส่วนของ SSE เมื่อเทียบกับค่าถ่วงน้ าหนักแต่ละค่า กล่าวคือ 
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

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

















mw

SSE

w

SSE

w

SSE
wSSE ,...,,)(

21

                               (2-54) 

 พิจารณาการท างานของวิธีลดองศาในกรณีที่มีค่าถ่วงน้ าหนัก 
1w  เพียงค่าเดียว 

 
 
 
 
 

 
 

 

 

 

ภาพที่ 2- 10 ความสัมพันธ์ระหว่างผลบวกก าลงัสองของค่าคลาดเคลื่อนกับค่าถ่วงน้ าหนัก 
1w  

จากกราฟข้างต้น เราต้องการหาค่าถ่วงน้ าหนัก 
1w  ที่ท าให้ SSE มีค่าน้อยที่สุด สมมติว่าค่า

ถ่วงน้ าหนักที่เหมาะสมที่สุดของ 
1w  คือ *

1w  ดังนั้นเราต้องท าการเคลื่อนที่ค่าถ่วงน้ าหนักปัจจุบัน 

)( currentw  ให้ใกล้กับค่าถ่วงน้ าหนักที่เหมาะสมที่สุด )( *

1w  กล่าวคือ 

currentcurrentnew www                                        (2-55) 

โดยที่  currentw   เป็นการเปลี่ยนแปลงค่าถ่วงน้ าหนักในต าแหน่งปัจจุบันของ 
1w  

 สมมติว่าค่าถ่วงน้ าหนัก currentw  อยู่ใกล้เคียงกับค่าถ่วงน้ าหนัก 
Lw1
 เราต้องท าการปรับเพิ่ม

ค่าถ่วงน้ าหนัก currentw  เพื่อให้ใกล้เคียงกับค่าถ่วงน้ าหนัก *

1w  โดยท าการหาค่า 
1w

SSE




 ซึ่งก็คือ

ความชันของเส้นโค้ง SSE ที่ 
1w  ที่ใกล้กับ

Lw1
 พบว่าความชันของเส้นโค้งนี้มีค่าเป็นลบ ในทางตรงกัน

ข้ามถ้าค่าถ่วงน้ าหนัก currentw  อยู่ใกล้เคียงกับค่าถ่วงน้ าหนัก 
Rw1

 เราต้องท าการปรับลดค่าถ่วง

น้ าหนัก currentw  เพื่อให้ใกล้เคียงกับค่าถ่วงน้ าหนัก *

1w  พบว่าค่าถ่วงน้ าหนัก 
1w  ที่ใกล้กับ 

Rw1
 

w1R
 w1L

 w1
* 

w1 

SSE 
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ความชันของเส้นโค้งมีค่าเป็นบวก ดังนั้น ทิศทางส าหรับการปรับค่าถ่วงน้ าหนัก currentw  มีค่าเป็น 

















currentw

SSE
sign  

พิจารณาค่าอนุพันธ์บางส่วนของ SSE ที่ค่าถ่วงน้ าหนัก currentw  พบว่า เมื่อเส้นโค้งมีความ

ชันเพิ่มข้ึน การปรับค่าถ่วงน้ าหนัก currentw  ในทิศทางของ 
















currentw

SSE
sign  จะมาก เนื่องจากค่า

ของอนุพันธ์ที่จุดนั้นมีค่ามากข้ึน ในทางตรงกันข้ามเมื่อเส้นโค้งค่อนข้างแบนราบ การปรับค่าถ่วง

น้ าหนัก currentw  ในทิศทางของ 
















currentw

SSE
sign  จะน้อย เนื่องจากความชันที่จุดนั้นมีค่าน้อยลง 

จากนั้นท าการคูณค่าอนุพันธ์บางส่วนข้างต้นกับค่าคงที่ซึ่งช่วยให้การเคลื่อนที่ของค่าถ่วงน้ าหนักใน

เครือข่ายประสาทเทียมไปยังจดุที่มีค่า SSE น้อยที่สุด เรียกค่าคงที่นั้นว่า อัตราการเรียนรู้ (Learning 

rate) แทนด้วย   มีค่าอยู่ระหว่าง 0 และ 1 โดยทั่วไปค่าที่เหมาะสมจะอยู่ในช่วง 0.01 ถึง 0.5 

ดังนั้น สามารถเขียนรูปแบบของ currentw  ได้ในรูปสมการ ดังนี้ 

















current

currnt
w

SSE
w                                        (2-56) 

นั่นคือ การเปลี่ยนแปลงค่าถ่วงน้ าหนักปัจจุบันมีค่าเท่ากับค่าคงที่ที่มีค่าเป็นลบ )(   คูณกับความ

ชันของค่าคลาดเคลื่อนที่ค่าถ่วงน้ าหนักปัจจุบัน 

 จากกราฟระหว่างผลบวกก าลังสองของค่าคลาดเคลื่อนกับค่าถ่วงน้ าหนัก 
1w  โดยที่ *

1w  เป็น

ค่าถ่วงน้ าหนักที่เหมาะสมที่สุดส าหรับถ่วงน้ าหนัก 
1w  ซึ่งมีค่าถ่วงน้ าหนักปัจจุบันเป็น currentw  ตาม

กฎการลดองศา 
















current

currnt
w

SSE
w   พบว่าค่าถ่วงน้ าหนัก currentw  จะปรับตัวตามทิศทาง

ของค่าถ่วงน้ าหนัก *

1w  แต่ถ้าอัตราการเรียนรู้ )( ซึ่งเป็นตัวคูณในสูตรของ currntw  มีค่ามากเกินไป 

จะท าให้ค่าถ่วงน้ าหนักใหม่ )( neww  ที่ได้มีค่ามากกว่าค่าถ่วงน้ าหนักที่เหมาะสมที่สุด )( *

1w  และค่า

ถ่วงน้ าหนัก neww  อาจจะอยู่ห่างไกลจากค่าถ่วงน้ าหนัก *

1w  มากกว่าค่าถ่วงน้ าหนัก currentw  ในทาง

ตรงกันข้ามถ้าอัตราการเรียนรู้ )(  มีค่าน้อยเกินไป แสดงว่าก าหนดให้เครือข่ายประสาทเทียมมีการ

เปลี่ยนแปลงค่าถ่วงน้ าหนักที่น้อยซึ่งจ าเป็นต้องใช้ระยะเวลาในการเรียนรู้ที่มากขึ้น 
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2.2.7 กฎการแพร่แบบย้อนกลับ (Back-propagation rules) 

ปัญหาที่เกิดข้ึนจากการที่ไม่มีค่าเป้าหมาย (Target data) ที่ออกมาจากแต่ละโหนดในช้ัน

ซ่อนน้ันท าให้มีความจ าเป็นที่ต้องอาศัยการแพร่ของค่าคลาดเคลื่อนจากช้ันผลลัพธ์ย้อนกลับมายังช้ัน

ซ่อน นั่นคือ ค่าคลาดเคลื่อน (Error) จะถูกค านวณที่ช้ันผลลัพธ์แล้วแพร่ย้อนกลับไปยังช้ันข้อมูล

น าเข้า และมีการปรับเปลี่ยนค่าถ่วงน้ าหนักของเส้นเช่ือมระหว่างโหนดต่าง ๆ ใหม่อีกครั้งจนได้ค่าที่มี

ค่าคลาดเคลื่อนน้อยที่สุด แสดงดังรูป 

 
 

 
 
 
 
 
 

 

ภาพที่ 2- 11 การแพร่แบบยอ้นกลบัของค่าคลาดเคลื่อนจากช้ันผลลัพธ์มายังช้ันข้อมลูน าเข้า 

 การปรับปรุงค่าคลาดเคลื่อนเกิดหลงัจากที่เครือข่ายประสาทเทียมด าเนินการส่งสัญญาณไป

ข้างหน้าแล้ว โหนดแต่ละโหนดในช้ันผลลัพธ์จะให้ค่าผลลพัธ์ (Output data) ที่ต้องน ามาเปรียบเทยีบ

กับค่าเป้าหมาย (Target data) ในชุดข้อมูลฝึกสอน ความแตกต่างนั้นคือ ค่าคลาดเคลื่อนส าหรับแต่

ละโหนดในช้ันผลลัพธ์ ซึ่งค่าถ่วงน้ าหนักของทุกการเช่ือมโยงไปยังช้ันผลลัพธ์จะถูกปรับเพื่อลดค่า

คลาดเคลื่อนโดยใช้วิธีลดองศาและใช้ Linear function เป็น Activation function จากนั้นค่า

คลาดเคลื่อนของโหนดในช้ันซ่อนจะถูกปรับเช่นกัน โดยใช้ Sigmoid logistic function เป็น 

Activation function กระบวนการนี้จะด าเนินไปจนกระทั่งถึงช้ันข้อมูลน าเข้า 

 ค่าคลาดเคลื่อนของโหนดที่ j แทนด้วย Errorj สามารถค านวณได้โดยใช้อนุพันธ์บางส่วนของ 

Activation function เทียบกับ netj โดยข้ึนอยู่กับโหนดว่าอยู่ในช้ันผลลัพธ์หรือช้ันซ่อน นั่นคือ 

ชั้นข้อมูลน าเขา้             ชั้นซ่อน           ชั้นผลลัพธ ์

Errori = ค่าคลาดเคลื่อน 
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   
 

j

j

jj

j

j

jjj
net

netf
outputett

net

y
outputettError









 argarg                (2-57) 

 
                          jjjj outputettoutputoutput  arg1      ส าหรับโหนดในช้ันผลลพัธ์ 
หรือ jError                                                                                              (2-58) 

                
jk

N

j

jjj wErroroutputoutput 



1

1         ส าหรับโหนดในช้ันซอ่น 

 หลังจากนั้นน าค่าคลาดเคลื่อนที่ได้มาท าการปรับปรุงค่าถ่วงน้ าหนักของเส้นเช่ือมระหว่าง

โหนดด้วยสมการ 

 
ijcurrentijnewij outputErrorww  ,,

                    (2-59) 

โดยที่ 
ijw         แทน ค่าถ่วงน้ าหนักของเส้นเช่ือมต่อระหว่างโหนดที่ i และโหนดที่ j 

           แทน อัตราการเรียนรู ้

 
jError   แทน ค่าคลาดเคลื่อนของโหนดที่ j 

และ ioutput   แทน ค่าผลลัพธ์ที่ค านวณได้จากโหนดที่ i 

2.2.8 โมเมนตมั (Momentum term) 

 โมเมนตัม )(  ถูกคิดค้นโดย Rumelhart Hinton และ William เป็นค่าคงที่ที่ช่วยไม่ให้

การเปลี่ยนแปลงของค่าถ่วงน้ าหนักมากเกินไปและท าให้ค่าถ่วงน้ าหนักเข้าใกล้ค่าที่เหมาะสมที่สุด 

พบว่าการเพิ่มค่าคงที่โมเมนตัมนั้นจะท าให้ข้ันตอนการแพร่แบบย้อนกลับในเครือข่ายประสาทเทียมมี

ประสิทธิภาพเพิ่มมากขึ้นและท าให้มีการเรียนรู้ที่เร็วข้ึน ซึ่งค่าโมเมนตัมมีค่าอยู่ระหว่าง 0 และ 1 โดย

ที่ค่าโมเมนตัมที่เหมาะสมจะมีค่าเข้าใกล้ 1 นอกจากนั้นจะต้องก าหนดค่าอัตราการเรียนรู้ )(  ให้

สอดคล้องกับค่าโมเมนตัมด้วย เช่น ถ้าอัตราการเรียนรู้สูงก็ควรที่จะมีค่าโมเมนตัมที่ต่ า ท าให้การ

เปลี่ยนแปลงของค่าถ่วงน้ าหนักนั้นไม่มากจนเกินไป โดยที่ค่าถ่วงน้ าหนักจะถูกปรับโดยสมการ 

previous

current

currnt w
w

SSE
w 














                                  (2-60) 

เมื่อ 
previousw  แทน การปรับค่าถ่วงน้ าหนักที่ผ่านมา และ 10    
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 จากสมการข้างต้น พบว่า ค่าโมเมนตัมที่มากจะมีอิทธิพลต่อการปรับค่าถ่วงน้ าหนักปัจจุบัน 

)( currntw  เพื่อเคลื่อนที่ไปในทิศทางเดียวกันกับการปรับค่าถ่วงน้ าหนักที่ผ่านมา  
previousw  การรวม

โมเมนตัมในการแพร่แบบย้อนกลับจะท าให้การปรับค่าถ่วงน้ าหนักเป็นการเฉลี่ยเอ็กโปเนนเชียลของ

การปรับค่าถ่วงน้ าหนักที่ผ่านมาทั้งหมด นั่นคือ 






















kcurrentk

k

current
w

SSE
w

0

                                       (2-61) 

พบว่า ถ้าค่าโมเมนตัมมีค่ามากขึ้นจะท าให้มีอิทธิพลต่อการปรับค่าถ่วงน้ าหนักที่ผ่านมามีค่า

มากยิ่งข้ึน ในทางตรงกันข้าม ถ้าค่าโมเมนตัมมีค่าน้อยจะช่วยลดอิทธิพลต่อการปรับค่าถ่วงน้ าหนักที่

ผ่านมา และถ้าค่าโมเมนตัมเป็นศูนย์จะท าให้เทอมทั้งหมดนั้นหายไป 

 พิจารณากราฟระหว่างผลบวกก าลังสองของค่าคลาดเคลื่อนกับค่าถ่วงน้ าหนัก 1w  

 
 
 
 
 
 
 
 
 
 

 

ภาพที่ 2- 12 การปรับค่าถ่วงน้ าหนักเมื่อพจิารณาค่าโมเมนตัมร่วมกบัอัตราการเรียนรู้ 

 พบว่า ค่าถ่วงน้ าหนักเริ่มต้นที่ต าแหน่ง i ซึ่งมีค่าต่ าสุด Local (Local minimum) ของ SSE 

อยู่ที่ต าแหน่ง A และต าแหน่ง C โดยที่ค่าต่ าสุด Global (Global minimum) ของ SSE ที่เหมาะสม

ที่สุดอยู่ที่ต าแหน่ง B สมมติว่าโมเมนตัม )(  มีค่าน้อย แทนด้วยลูกบอลขนาดเล็ก ถ้าท าการกลิ้งลูก

บอลขนาดเล็กไปตามเส้นโค้ง ลูกบอลอาจจะหยุดอยู่ที่ต าแหน่ง A ท าให้สามารถหาค่าที่ต่ าสุด Local 

ของ SSE ที่ต าแหน่ง A ได้ แต่ไม่สามารถหาค่าต่ าสุด Global ของ SSE ที่ต าแหน่ง B ได้ ในทางตรงกัน

I       A                   B               C I      A                   B               C 
w1 

SSE 

w1 

SSE 
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ข้ามถ้าสมมติว่าโมเมนตัม )(  มีค่ามาก แทนด้วยลูกบอลขนาดใหญ่ ถ้าท าการกลิ้งลูกบอลขนาด

ใหญ่ไปตามเส้นโค้ง ลูกบอลอาจจะมีโมเมนตัมมากจนผ่านเลยค่าต่ าสุด Global ของ SSE ที่ต าแหน่ง 

B ไปและหยุดอยู่ที่ค่าต่ าสุด Local ของ SSE ที่ต าแหน่ง C แทน ดังนั้นในการสร้างตัวแบบเครือข่าย

ประสาทเทียมจะต้องท าการพิจารณาก าหนดทั้งค่าอัตราการเรียนรู้ )(  และค่าโมเมนตัม )(  โดย

ท าการทดลองเลือกค่าอัตราการเรียนรู้และค่าโมเมนตัม ณ ระดับต่าง ๆ เพื่อหาค่าที่ท าให้ได้ผลลัพธ์ที่

ดีที่สุด 

2.2.9 เกณฑ์การหยุด (Termination criteria) 

 เกณฑ์ในการหยุดฝึกสอนน้ันข้ึนอยู่กับผู้ที่ท าการออกแบบเครือข่ายประสาทเทียมว่าต้องการ

ที่จะให้เครือข่ายประสาทเทียมมีความแม่นมากน้อยเพียงใด โดยทั่วไปนิยมใช้ผลบวกก าลังสองของค่า

คลาดเคลื่อน (Sum of squares error: SSE) เป็นเกณฑ์ในการประเมินซึ่งมีวิธีในการตรวจสอบการ

หยุดดังนี้ 

1. ใช้ชุดข้อมูลเริ่มต้นเป็นข้อมูลตรวจสอบความถูกต้อง 

2. ประมวลผลข้อมูลเพื่อฝึกสอนเครือข่ายประสาทเทียมข้างต้นกับข้อมูลฝึกสอนที่เหลือ 

3. ใช้ค่าถ่วงน้ าหนักที่เรียนรู้จากข้อมูลฝึกสอนกับข้อมูลตรวจสอบความถูกต้อง 

4. ท าการตรวจสอบความถูกต้องของค่าถ่วงน้ าหนัก 2 ชุด ชุดแรกคือชุดของค่าถ่วงน้ าหนัก

ปัจจุบันส าหรับข้อมูลฝึกสอน และชุดที่สองคือชุดของค่าถ่วงน้ าหนักที่ดีที่สุด (มีค่า SSE ต่ าที่สุด) 

ส าหรับข้อมูลตรวจสอบความถูกต้อง 

 5. เมื่อชุดของค่าถ่วงน้ าหนักปัจจุบันมีค่า SSE มากกว่าชุดของค่าถ่วงน้ าหนักที่ดีที่สุด แล้ว

อัลกอริทึมจะหยุดการฝึกสอนลง 
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2.2.10 แผนภาพขั้นตอนการวิเคราะห์ข้อมูลด้วยตัวแบบเครือข่ายประสาทเทียม 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

เริ่มต้นการท างาน 

     น าค่าส่วนเหลือ (Residuals) จากตัวแบบ ARIMA ในชุด

ข้อมูลฝึกสอน มาสร้างตัวแบบเครือข่ายประสาทเทียม 

 

 
 
 
 
 
 
 
 
 
 
 

พล็อตกราฟข้อมลูเพื่อตรวจสอบลกัษณะของข้อมลูเบื้องต้น 

 

 

 
 
 
 
 
 
 
 
 
 
 

     แปลงข้อมูลให้อยู่ในรูปปรกติมาตรฐานน้อยที่สดุ-มากทีส่ดุ 
(Min-Max normalization) โดยค่าที่ได้อยู่ในช่วง 0 ถึง 1 
 

 

 
 
 
 
 
 
 
 
 
 
 

     สร้างตัวแบบเครือข่ายประสาทเทียมแบบสง่สญัญาณไปข้างหน้า โดยใช้การแพร่
แบบย้อนกลับเป็นเทคนิคในการเรียนรู้ เมื่อก าหนดอัตราการเรียนรู้เท่ากับ 0.01 
 
 

 

 
 
 
 
 
 
 
 
 
 
 

ก าหนดจ านวนโหนดในช้ันข้อมูลน าเข้า เท่ากับ 1 โหนด 

 

 

 
 
 
 
 
 
 
 
 
 

     ก าหนดจ านวนโหนดในช้ันซ่อนมีค่าตั้งแต่ 1 ถึง 5 โหนด 

โดยใช้ Sigmoid logistic function เป็น Activation function 

 

 

 
 
 
 
 
 

A 
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     ก าหนดจ านวนโหนดในช้ันผลลัพธ์ เท่ากับ 1 โหนด 

โดยใช้ Linear function เป็น Activation function 

 

 

 
 
 
 
 
 
 
 
 
 
 

ก าหนดจ านวนรอบของการท าซ้ า เท่ากบั 100 รอบ 

 

 

 

 
 
 
 
 
 
 
 
 
 
 

A 

ค านวณหาค่า RMSE ในแต่ละชุดค่าพารามิเตอร์ของตัวแบบ 

 

 

 

 
 
 
 
 
 
 
 
 
 
 

เลือกตัวแบบทีม่ีค่า RMSE ต่ าทีสุ่ด 

 

 

 

 
 
 
 
 
 
 
 
 
 
 

     ท าการพยากรณ์ข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรง

จากตัวแบบที่ได้ในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบ 

 

 

 
 
 
 
 
 
 
 
 
 
 

แปลงข้อมูลกลบัให้อยู่ในรูปแบบเดมิ 

(Min-Max De-normalization) 

 

 

 
 
 
 
 
 
 
 

จบการท างาน 
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2.3 ตัวแบบซัพพอร์ทเวกเตอร์แมชชีน (Support vector machine model: SVM) 

 ตัวแบบซัพพอร์ทเวกเตอร์แมชชีน ถูกพัฒนาข้ึนในปี ค.ศ. 1995 โดย Vapnik มีแนวคิดมา

จากตัวแบบเครือข่ายประสาทเทียม ซึ่งเป็นการใช้ความรู้ทางด้านสถิติและกระบวนการลดความเสี่ยง

เชิงโครงสร้างให้มีค่าต่ าที่สุด (Structural risk minimization: SRM) จัดเป็นเทคนิคการเรียนรู้แบบมี

ผู้สอน (Supervised learning) เพื่อให้สามารถสร้างตัวจ าแนกประเภทข้อมูล (Classifier) ด้วยระนาบ

หลายมิติที่มีความเป็นนัยทั่วไป (Generalize) สูง กล่าวคือ สามารถท างานได้ดีกับฐานข้อมูลตัวอย่าง

ที่ไม่รู้จัก (Unknown database) ด้วยกระบวนการปรับรูปแบบข้อมูลจากข้อมูลที่มีมิติต่ า (Low 

dimension dataset) บนพื้นที่ข้อมูลน าเข้า (Input space) ให้อยู่ในรูปแบบของข้อมูลที่มีมิติสูง 

(High dimension dataset) บนพื้นที่ข้อมูลคุณลักษณะ (Feature space หรือ High dimension 

space) โดยใช้ฟังก์ชันในการปรับรูปแบบข้อมูลเรียกว่า ฟังก์ชันเคอร์เนล (Kernel function) ซึ่ง

ความสามารถดังกล่าวช่วยให้การสร้างตัวจ าแนกข้อมูลด้วยสมการก าลังสอง (Quadratic equation) 

บนพื้นที่ข้อมูลคุณลักษณะเป็นไปได้ง่ายข้ึนและมีความชัดเจนในการจ าแนกกลุ่มมากยิ่งข้ึนด้วย 

นอกจากนี้ตัวจ าแนกข้อมูลที่ดีควรมีโครงสร้างแบบเส้นตรง (Linear classifier) และสามารถสร้าง

พื้นที่ระยะห่างระหว่างตัวจ าแนกข้อมูลกับค่าที่ใกล้ที่สุดของแต่ละกลุ่มข้อมูลได้มากที่สุดเพื่อ

ประสิทธิภาพในการแยกแยะประเภทของชุดข้อมูลแต่ละประเภทออกจากกันอย่างชัดเจน ซึ่งเส้นที่

เหมาะสมดังกล่ าวเรียก ว่า ระนาบแบ่ งกลุ่ มข้ อมูล ท่ี เหมาะสม (Optimal separating 

hyperplane) โดยทั่วไปตัวแบบซัพพอร์ทเวกเตอร์แมชชีนสามารถแบ่งได้เป็น 2 ประเภท คือ ตัว

แบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการจ าแนกประเภทข้อมูล ( Support vector machine 

model for classification) และตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการถดถอย (Support 

vector machine model for regression)  

2.3.1 ตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการจ าแนกประเภทข้อมูล (Support vector 

machine model for classification) 

ตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการจ าแนกประเภทข้อมูล  เป็นสมการเชิง

คณิตศาสตร์ที่ใช้ในการจ าแนกค่าคุณลักษณะของข้อมูล 2 กลุ่มที่วางตัวอยู่ในพื้นที่คุณลักษณะ 

(Feature space) ออกจากกันโดยจะสร้างเส้นแบ่ง (Hyperplane) ที่เป็นเส้นตรงข้ึนมาและเพื่อให้
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ทราบว่าเส้นตรงที่แบ่งข้อมูล 2 กลุ่มออกจากกันนั้นเส้นตรงใดเป็นเส้นตรงที่ดีที่สุด โดยเส้นตรงนั้นจะ

เพิ่มเส้นขอบ (Margin) ออกไปทั้งสองข้าง โดยเส้นขอบที่เพิ่มนั้นจะขนานกับเส้นเดิมเสมอ เส้นขอบที่

เพิ่มข้ึนมาน้ีจะขยายออกไปจนกว่าจะสัมผัสกับค่าของกลุ่มตัวอย่างที่ใกล้ที่สุด ดังรูป 

 

 

 

 

 

 

 

 

 

ภาพที่ 2- 13 เส้นตรงที่แบ่งข้อมูลทั้ง 2 กลุ่มในตัวแบบซัพพอร์ทเวกเตอร์แมชชีน 

 จากกราฟข้างต้น พบว่าเส้นตรง 
LM  และเส้นตรง 

RM  คือเส้นขอบที่ขยายออกไปด้านซ้าย

และด้านขวาตามล าดับ และ P  คือเส้นตรงที่แบ่งข้อมูลทั้ง 2 กลุ่ม เมื่อเส้นตรง 
LM  และเส้นตรง 

RM  ขยายออกไปจนสัมผัสค่าของข้อมูลที่ใกล้ที่สุด ซึ่งค่าของข้อมูลที่อยู่บนเส้นขอบของทั้งสองฝั่งนั้น

เรียกว่า ซัพพอร์ทเวกเตอร์ (Support vector) จะวัดค่าระยะความห่างขอบเส้นขอบ โดยเส้น P

จะเปลี่ยนความชันไปเรื่อย ๆ เพื่อที่จะหาความกว้างสูงสุดของเส้นขอบ (Maximum margin) 

 ดังนั้น กระบวนการโดยรวมของซัพพอร์ทเวกเตอร์แมชชีนจะเป็นการหาค่าความชันของเส้น 

P  ที่มีขนาดของเส้นขอบสูงสุดน่ันเอง 

2.3.1.1 สมการพ้ืนฐานของตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการจ าแนกประเภทข้อมูล 

กรณีท่ีสามารถแบ่งกลุม่ข้อมูลท้ังหมดได้ด้วยเส้นตรงบนไฮเปอร์เพลน 

 ถ้าน าแนวคิดของซัพพอร์ทเวกเตอร์แมชชีนมาเขียนเป็นสมการเชิงคณิตศาสตร์เพื่อใช้ในการ

แก้ปัญหาข้างต้น โดยข้อมูลที่น ามาวางลงในพื้นที่คุณลักษณะนั้นเป็นกลุ่มของข้อมูลที่อยู่ ในรูป

เวกเตอร์     ll yxyxD ,,...,, 11  เมื่อ nRx  ส าหรับ li ,...,2,1  และ }1,1{y  จะท า

Support vector 

  

ML      P      MR 

 

y 

x 
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การหาระนาบที่แบ่งข้อมูลตัวอย่างที่เป็นบวกและข้อมูลตัวอย่างที่เป็นลบออกจากกันโดยข้อมูล

ตัวอย่างดังกล่าวจะถูกแบ่งด้วยเส้นตรง P  บนไฮเปอร์เพลน (Hyperplane) ซึ่งแบ่งข้อมูลที่มี

ลักษณะเป็นเชิงเส้นตรงสองกลุ่มออกจากกันโดยที่ไม่มีค่าคลาดเคลื่อนจากการแบ่งกลุ่ม ดังรูป 

 

 

 

 

 

 

 

 

ภาพที่ 2- 14 สมการที่ใช้แบ่งกลุม่ข้อมลูทั้ง 2 กลุม่ในตัวแบบซัพพอร์ทเวกเตอร์แมชชีน 

 จากกราฟข้างต้น เส้นตรง LM  แทนด้วยสมการ 1,  ybxw i  ซึ่งค่าของข้อมูล 

1y  ก็จะ ถูกก าหนดใหม่ เป็น 1y  เ ช่นเดียวกันกับ เส้นตรง RM  ที่ แทนด้วยสมการ 

1,  ybxw i  ซึ่งค่าของข้อมูล 1y  ก็จะถูกก าหนดใหม่เป็น 1y  ดังนั้น สมการที่

ใช้แบ่งกลุ่มข้อมูล คือ 

1,  bxw i   ส าหรับ  1iy                               (2-62) 

และ    1,  bxw i    ส าหรับ  1iy                             (2-63) 

เมื่อ w  แทน เวกเตอร์ค่าถ่วงน้ าหนัก (Weight) 

 b  แทน ค่าความเอนเอียง (Bias) 

ix  แทน เวกเตอร์ข้อมูลน าเข้า (Input data) 

และ     iy   แทน ค่ากลุ่มของข้อมูล โดยที่ }1,1{iy  

เราสามารถน าสมการที่ (2-62) และ (2-63) ข้างต้นมาเขียนรวมกันได้เป็นสมการใหม่ ดังนี ้

  1,  bxwy ii  ส าหรับทุก li ,...,2,1                            (2-64) 

 
 

 

1,  ybxw i

0,  ybxw i

1,  ybxw i

1y

1y

y 

x 
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 ส าหรับการหาระนาบส าหรับการแบ่งกลุ่มที่เหมาะสม (Optimal separating hyperplane) 

ท าได้โดยการหาค่าระยะห่าง (Distance) จากต าแหน่งของซัพพอร์ทเวกเตอร์ x  ถึงไฮเปอร์เพลน 

),( bw  เมื่อ 

w

bxw
xbwd

i 


,
);,(                                       (2-65) 

 โดยการค านวณหาค่าความกว้างของเส้นขอบที่มากทีสุ่ด (Maximum margin) สามารถท าได้

ดังนี ้

 );,(min);,(min),(
1,1,

i
yx

i
yx

xbwdxbwdbw
iiii 

  

   
w

bxw

w

bxw i

yx

i

yx iiii









,
min

,
min

1,1,
 

   






 


bxwbxw
w

i
yx

i
yx iiii

,min,min
1

1,1,
 

   
w

2
                                                                                    (2-66) 

 พบว่า “ถ้าขนาดของเวกเตอร์ค่าถ่วงน้ าหนัก w  มีค่าน้อยเท่าไหร่ ความกว้างของเส้นขอบก็

จะมีค่ามากขึ้นเท่านั้น” ดังนั้น การหาระนาบส าหรับการแบ่งกลุ่มที่เหมาะสมจึงเป็นการหาค่าที่น้อย

ที่สุดของฟังก์ชันต่อไปนี้ 

2

2

1
)( wwMinimize                                      (2-67) 

  1,  bxwytoSubject ii  ส าหรบัทุก li ,...,2,1  

 ต้องการหาค่าเวกเตอร์ค่าถ่วงน้ าหนัก w  ที่ท าให้ฟังก์ชัน )(w  มีค่าน้อยที่สุด ภายใต้

เงื่อนไข   1,  bxwy ii  ส าหรับทุก li ,...,2,1  ดังนั้นจะใช้วิธีของลากรองจ์ (Lagrangian 

method) โดยใช้ตัวคูณลากรองจ์ (Lagrange multiplier) มาช่วยหาค่าถ่วงน้ าหนัก w  ซึ่งท าให้ L  

มีค่าน้อยที่สุด นั่นคือ 

  1,
2

1

1

2
 



bxwywL ii

l

i

i                               (2-68) 
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0itoSubject   ส าหรบัทุก li ,...,2,1  

เมื่อ   '1 ,..., l   แทน ตัวคูณลากรองจ์ 

 ท าการหาอนุพันธ์เทียบกับ w  และ b  แล้วก าหนดให้เท่ากับ 0 จะได ้

 0




w

L  จะได ้ 



l

i

iii xyw
1

              (2-69) 

 0




b

L  จะได ้ 



l

i

ii y
1

0              (2-70) 

 จากสมการที่ (2-68), (2-69) และ (2-70) โดยเปลี่ยนรูปแบบของปัญหาเดิม (Primal 

problem) ให้เป็นรูปแบบของปัญหาควบคู่ (Dual problem) ไดด้ังนี ้


 


l

k

k

l

i

j

j

jijiji xxyyMaximize
11 1

,
2

1
                            (2-71) 

0itoSubject   และ 



l

i

ii y
1

0  ส าหรบัทุก li ,...,2,1  

ส าหรับค่าประมาณของตัวคูณลากรองกส์ามารถหาได้จาก 














 

 

l

k

k

l

i

j

j

jijiji xxyy
11 1

* ,
2

1
minarg 


                       (2-72) 

 พิจารณาขอบเขตที่ได้ของค่าประมาณของตัวคูณลากรองจ์จากการแก้สมการที่ ( 2-72) 

ภายใต้เงื่อนไข 0i  และ 



l

i

ii y
1

0  ส าหรับทุก li ,...,2,1  เพื่อหาต าแหน่งของซัพพอร์ท

เวกเตอร์จากข้อมูลในแต่ละกลุ่มที่มีค่าประมาณของตัวลากรองจ์ไม่เท่ากับศูนย์ พบว่า 





l

i

iii xyw
1

*              (2-73) 

และ         sr xxwb  ,
2

1 **             (2-74) 

เมื่อ rx  และ sx  แทน ซัพพอร์ทเวกเตอร์จากข้อมูลในแต่ละกลุ่ม 
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 ดังนั้น สมการที่เหมาะสมส าหรับการแบ่งกลุ่มข้อมูลบนไฮเปอร์เพลน คือ 

 bxwxf  ,sgn)( *              (2-75) 

หรือสามารถเขียนได้ให้อยู่ในรูปของ 

 bxwhxf  ,)( *                                           (2-76) 

         1  เมื่อ 1z  

เมื่อ )(zh         z  เมื่อ 11  z  

        1  เมื่อ 1z  

2.3.1.2 สมการพ้ืนฐานของตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการจ าแนกประเภทข้อมูล 

กรณีท่ีไม่สามารถแบ่งกลุ่มข้อมูลท้ังหมดได้ด้วยเส้นตรงบนไฮเปอร์เพลน 

 โดยทั่วไปเราสามารถท าการหาได้เพียงแค่ไฮเปอร์เพลนที่สามารถแบ่งกลุ่มข้อมูลด้วยเส้นตรง

ออกจากกันให้ได้มากที่สุด และมีข้อมูลบางส่วนที่เกิดค่าคลาดเคลื่อนจากการแบ่งกลุ่ม นั่นคือ

โครงสร้างของตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการแก้ปัญหาในกรณีนี้ประกอบด้วย 2 ส่วน

หลัก คือ การเพิ่มความกว้างของเส้นขอบให้มากที่สุด และการลดค่าคลาดเคลื่อนให้มีค่าน้อยที่สุด 

 

 

 

 

 

 

 

 

 

ภาพที่ 2- 15 ตัวแปรที่ท าให้เกิดค่าคลาดเคลื่อนจากการแบง่กลุม่ข้อมลู 

 

 

0,  ybxw i

4
3

2

1

y 
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ก าหนดให้  Tn ,...,, 21  แทน เวกเตอร์ของตัวแปรที่ท าให้เกิดค่าคลาดเคลื่อนจาก

การแบ่งกลุ่มข้อมูล (Misclassification errors หรือ Slack variables) ภายใต้ Penalty function 

  



l

i

iF
1

0, 

                                         (2-77) 

  ดังนั้น สมการที่ใช้แบ่งกลุ่มข้อมูลในกรณีที่ไม่สามารถแบ่งกลุ่มข้อมูลทั้งหมดได้ด้วยเส้นตรง

บนไฮเปอร์เพลน คือ 

  iii bxwy  1,  และ 0i  ส าหรับทุก li ,...,2,1               (2-78) 

เมื่อ   w  แทน เวกเตอร์ค่าถ่วงน้ าหนัก (Weight) 

b   แทน ค่าความเอนเอียง (Bias) 

ix  แทน เวกเตอร์ข้อมลูน าเข้า (Input data) 

iy  แทน ค่ากลุ่มของข้อมูล โดยที่ }1,1{iy  

และ i  แทน ตัวแปรที่ท าให้เกิดค่าคลาดเคลื่อนจากการแบ่งกลุ่มข้อมูล  

ส าหรับการหาระนาบส าหรับการแบ่งกลุ่มข้อมูลที่ เหมาะสม ( Optimal separating 

hyperplane) ในกรณีที่ 1  จะเป็นการหาค่าที่น้อยที่สุดของฟังก์ชันต่อไปนี้ 





l

i

iCwwMinimize
1

2

2

1
),(                               (2-79) 

  iii bxwytoSubject  1,  และ 0i  ส าหรบัทุก li ,...,2,1     

โดยที่ C  แทน ค่าคงที่ซึ่งท าหน้าที่ปรับความสมดุลระหว่างการให้ความส าคัญกับการเพิ่มความ

กว้างของเส้นขอบให้มากที่สุดและการลดค่าคลาดเคลื่อนที่เกิดข้ึนจากการแบ่งกลุ่มข้อมูลให้มีค่าน้อย

ที่สุด ซึ่งเป็นค่าที่ผู้วิจัยสามารถก าหนดค่าได้เองโดยปกติจะก าหนดให้มค่ีามากกว่า 1 และค่า C ยังท า

ให้ตัวแบบมีความคงทนต่อค่านอกเกณฑ์ (Outlier) อีกด้วย 

 ต้องการหาค่าเวกเตอร์ w  และ   ที่ท าให้ฟังก์ชัน ),( w  มีค่าน้อยที่สุด ภายใต้เงื่อนไข

  iii bxwy  1,   และ 0i  ส าหรับทุก li ,...,2,1  ดังนั้นจะใช้วิธีของลากรองจ์  



 

 

65 

(Lagrangian method) โดยใช้ตัวคูณลากรองจ์ (Lagrange multiplier) มาช่วยหาค่าเวกเตอร์ w  

และ   ซึ่งท าให้ L  มีค่าน้อยที่สุด นั่นคือ 

         



l

i

iiiii

l

i

i

l

i

i bxwyCwL
111

2
1,

2

1
             (2-80) 

0itoSubject   และ 0i  ส าหรบัทุก li ,...,2,1  

เมื่อ    '1 ,..., l   และ  '1 ,..., l   แทน ตัวคูณลากรองจ์  

 ท าการหาอนุพันธ์เทียบกับ ,w  และ b  แล้วก าหนดให้เท่ากับ 0 จะได ้

 0




w

L  จะได ้ 



l

i

iii xyw
1

              (2-81) 

 0




b

L  จะได ้ 



l

i

ii y
1

0              (2-82) 

 0






L  จะได ้ Cii                (2-83) 

 จากสมการที่ (2-80), (2-81), (2-82) และ (2-83) โดยเปลี่ยนรูปแบบของปัญหาเดิม (Primal 

problem) ให้เป็นรูปแบบของปัญหาควบคู่ (Dual problem) ได้ดังนี้ 


 


l

k

k

l

i

j

j

jijiji xxyyMaximize
11 1

,
2

1
                (2-84) 

CtoSubject i 0  และ 



l

i

ii y
1

0  ส าหรบัทุก li ,...,2,1                            

ส าหรับค่าประมาณของตัวคูณลากรองกส์ามารถหาได้จาก 














 

 

l

k

k

l

i

j

j

jijiji xxyy
11 1

* ,
2

1
minarg 


             (2-85)  
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2.3.1.3 สมการพ้ืนฐานของตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการจ าแนกประเภทข้อมูล 

กรณีท าการแบ่งกลุ่มข้อมูลท้ังหมดโดยใช้ระนาบแบบไม่เป็นเชิงเส้นตรง 

  ในความเป็นจริงนั้นข้อมูล 2 กลุ่มไม่ได้วางตัวในพื้นที่คุณลักษณะและไม่สามารถแบ่งได้ด้วย

เส้นตรง แต่ข้อมูลอาจจะจับกลุ่มกันในต าแหน่งต่าง ๆ  ท าให้ไม่สามารถที่จะใช้สมการของซัพพอร์ท

เวกเตอร์แมชชีนแบบเชิงเส้นได้ ดังนั้นจึงต้องหาเครื่องมือเพื่อเข้ามาช่วยในการแปลงข้อมูลเหล่าน้ัน

จากพื้นที่ข้อมูลน าเข้า (Input space) ให้ข้อมูลมีเรียงตัวใหม่ในพื้นที่หลายมิติ (Higher dimensional 

space) หรือพื้นที่คุณลักษณะ (Feature space) เครื่องมือนั้นเรียกว่า “ฟังก์ชันเคอร์เนล” (Kernel 

function) ซึ่งนิยามโดย 

     '' ,, xxxxK                                          (2-86) 

กล่าวคือ ค่าผลคูณภายใน (Inner product) บนพื้นที่ข้อมูลคุณลักษณะ (Feature space) จะมีค่า

เท่ากับฟังก์ชันเคอร์เนลบนพื้นที่ข้อมูลน าเข้า (Input space) 

เง่ือนไขของเมอร์เชอร์ (Mercer’s conditions)  

ถ้า  K  เป็นฟั งก์ ชัน Symmetric positive definite บน Reproducing Kernel Hilbert 

Spaces (RKHS)  แล้วเราสามารถนิยามฟังก์ชันเคอร์เนล ได้ดังนี้ 

      0,, '' 


mmm

m

m axxaxxK                                 (2-87) 

      2''' ,0, LgdxdxxgxgxxK                               (2-88) 

เมื่อ  2L  แทน ฟังก์ชันที่สามารถแยกองค์ประกอบการคูณกันเป็นสององค์ประกอบได้ 
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ภาพที่ 2- 16 การแปลงข้อมูลโดยใช้ฟงัก์ชันเคอรเ์นลจากพืน้ที่ข้อมูลน าเข้าให้ข้อมลู 

มีเรียงตัวใหม่ในพื้นที่คุณลักษณะ 

ประเภทของฟังก์ชันเคอร์เนล 

 

1. Polynomial 

 
d

xxxxK 1,, ''   

2. Gaussian radial basis function 

 














 


2

2
'

'

2
exp,



xx
xxK  

3. Exponential radial basis function 

 












 


2

'

'

2
exp,



xx
xxK  

4. Multi-layer perceptron 

     '' ,tanh, xxxxK  

 

 

 





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5. Fourier series 

 
 

 




















'

'

'

2

1
sin

2

1
sin

,

xx

xxN

xxK  

6. Additive kernel 

   '' ,, xxKxxK
i

i  

7. Tensor product 

   '' ,, ii

i

i xxKxxK   

8. Splines 

     






N

s

k

s

k

s

k

r

rr xxxxxxK
1

'

0

'',   

9. B splines 

   '12

', xxBxxK N    

 

 ดังนั้น จากฟังก์ชันเคอร์เนลข้างต้นเราสามารถแทนค่าฟังก์ชันดังกล่าวลงไปในต าแหน่งของ 

ji xx ,  ในสมการที่ (2-84) ได้เป็นรูปแบบของปัญหาควบคู่ (Dual problem) ดังนี้ 

      
 


l

k

k

l

i

j

j

jijiji xxKyyMaximize
11 1

,
2

1
                     (2-89) 

CtoSubject i  0  และ 



l

i

ii y
1

0  ส าหรบัทุก li ,...,2,1  
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ส าหรับค่าประมาณของตัวคูณลากรองกส์ามารถหาได้จาก 

 













 

 

l

k

k

l

i

j

j

jijiji xxKyy
11 1

* ,
2

1
minarg 


                     (2-90) 

 ดังนั้น สมการที่เหมาะสมส าหรับการแบ่งกลุ่มข้อมูลบนไฮเปอร์เพลน คือ 









 



bxwxf
SVsi

,sgn)( *              (2-91) 

โดยที่   xxKyxw i

l

i

ii ,,
1

* 


   และ     



l

i

ririii xxKxxKyb
1

* ,,
2

1
  

2.3.2 ตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการถดถอย (Support vector machine 

model for regression) 

 ตัวแบบซัพพอร์ทเวกเตอร์แมชชีนนอกจากใช้ส าหรับการจ าแนกประเภทข้อมูล 

(Classification) ดังที่กล่าวมาแล้วข้างต้นยังสามารถน ามาประยุกต์ใช้ส าหรับการวิเคราะห์การถดถอย 

(Regression analysis) และการวิเคราะห์อนุกรมเวลา (Time series analysis) ได้โดยมีวัตถุประสงค์

เพื่อพยากรณ์สิ่งที่เกิดข้ึนในอนาคตโดยใช้ข้อมูลที่มีอยู่ในอดีต 

 

 

 

 

 

 

ภาพที่ 2- 17 ตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรบัการถดถอยกรณีที่ไม่สามารถแยกแยะข้อมูล

ทั้งหมดได้ด้วยเส้นตรงบนไฮเปอร์เพลน เมื่อใช้ฟังก์ชันการสญูเสียไม่ไวแบบเอบ็ซลิอน 

 

y 
*


4



3

* 

2

1

x 
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 ก าหนดข้อมูลน าเข้าอยู่ในรูปเวกเตอร์     ll yxyxD ,,...,, 11  เมื่อ RyRx n  ,  

ส าหรับ li ,...,2,1   การหาค่าถ่วงน้ าหนักที่เหมาะสมที่สุดสามารถหาได้จากการปรับค่าที่เหมาะสม

ของฟังก์ชัน )(w  ตามกระบวนการลดความเสี่ยงเชิงโครงสร้างให้มีค่าต่ าที่สุด ( Structural risk 

minimization: SRM) ซึ่งประกอบไปด้วย 2 ส่วนหลัก คือ การเพิ่มความกว้างของเส้นขอบให้มาก

ที่สุด (Maximum margin) และการลดค่าคลาดเคลื่อนโดยประสบการณ์ (Empirical error) ให้มีค่า

น้อยที่สุด โดยที่ 

  







 



l

i

ii wxfyLCww
1

2
,

2

1
)(                           (2-92) 

โดยที่   wxfyL ii ,   แทน ฟังก์ชันการสูญเสียไม่ไวแบบเอ็บซิลอน (  -insensitive loss 

function) ซึ่งนิยามโดย 

                 0    ส าหรับ     wxfy ii ,  

    wxfyL ii ,                (2-93) 

          wxfy ii ,  กรณีอื่น ๆ 

 ก าหนดให้ 
i  และ *

i แทน ตัวแปรที่ท าให้เกิดค่าคลาดเคลื่อน (Slack variables) และอยู่

ห่างจากระยะขอบเอ็บซิลอน ( -tube) ซึ่งสมการที่ (2-92) ข้างต้นสามารถเขียนใหม่ได้เป็น 

  







  

 

l

i

l

i

iiii Cww
1 1

*2*

2

1
,,                         (2-94) 

ส าหรับการหาฟังก์ชันการถดถอยที่เหมาะสมที่สุด (Optimal regression function) จะเป็น

การหาค่าที่น้อยที่สุดของฟังก์ชันต่อไปนี้ 









  

 

l

i

l

i

iiii CwwMinimize
1 1

*2*

2

1
),,(                    (2-95) 

  iii bxwytoSubject  1, , [ ] *

iii -bx,wy ξ1≥+  และ 0, * ii   
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ต้องการหาค่าเวกเตอร์ w  และ *  ที่ท าให้ฟังก์ชัน ),,( *

iiw   มีค่าน้อยที่สุด ภายใต้

เงื่อนไข   iii bxwy  1,   และ 0, * ii   ส าหรับทุก li ,...,2,1  ดังนั้นจะใช้วิธีของลาก

รองจ์ (Lagrangian method) โดยใช้ตัวคูณลากรองจ์ (Lagrange multiplier) มาช่วยหาค่าเวกเตอร์ 

w  และ *  ซึ่งท าให้ L  มีค่าน้อยที่สุด เมื่อ 

   







 



*

1

*

1

*

1

2
,

2

1
iii

l

i

i

l

i

i

l

i

i bxwyCwL    

   



l

i

iiiiiii

l

i

i ybxw
1

**

1

,                        (2-96) 

0, * iitoSubject   และ 0, * ii   ส าหรบัทุก li ,...,2,1   

 ท าการหาอนุพันธ์เทียบกับ *, w  และ b  แล้วก าหนดให้เท่ากับ 0 จะได ้

 0




w

L
 จะได ้  




l

i

iii xw
1

*             (2-97) 

 0
*








L
 จะได ้ Cii  **               (2-98) 

 0




b

L
 จะได ้  




l

i

ii

1

* 0             (2-99) 

 พิจารณาจากสมการที่ (2-96), (2-97), (2-98) และ (2-99) โดยเปลี่ยนรูปแบบของปัญหาเดมิ 

(Primal problem) ให้เป็นรูปแบบของปัญหาควบคู่ (Dual problem) ส าหรับการถดถอยน้อยที่สุด 

(Minimize regression) ดังนี้ 

             ji

*

jj

l

1j

l

1i

*

iii
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CtoSubject ii  *,0   และ 
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 ดังนั้น สมการการถดถอยที่เหมาะสมส าหรับพยากรณ์ข้อมูลบนไฮเปอร์เพลน คือ 

  bxxxf
l

i

iii 
1
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พิจารณาฟังก์ชันเคอร์เนลข้างต้นเราสามารถแทนค่าฟังก์ชันดังกล่าวลงไปในต าแหน่งของ 

xxi ,  ในสมการที่ (2-101) ได้เพื่อช่วยในการแปลงข้อมูลน าเข้าที่มีลักษณะไม่เป็นเชิงเส้นตรงบน

พื้นที่ข้อมูลน าเข้าให้ข้อมูลมีเรียงตัวใหม่ที่มีลักษณะเป็นเชิงเส้นตรงบนพื้นที่หลายมิติหรือพื้นที่

คุณลักษณะ จะได้สมการการถดถอยที่เหมาะสมส าหรับพยากรณ์ข้อมูลบนไฮเปอร์เพลน คือ 

    bxxKxf
l

i

iii 
1

* ,)(                           (2-102)   
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2.3.3 แผนภาพขั้นตอนการวิเคราะห์ข้อมูลด้วยตัวแบบซพัพอร์ทเวกเตอร์แมชชีน 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

 

 

 

 

 

 

เริ่มต้นการท างาน 

     น าค่าส่วนเหลือ (Residuals) จากตัวแบบ ARIMA ในชุดข้อมูล

ฝึกสอน มาสร้างตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการถดถอย 

 

 
 
 
 
 
 
 
 
 
 
 

ก าหนดจ านวนช่วงเวลาที่ช้ากว่ากัน (Lag) เท่ากบั 1 หน่วยเวลา 

 

 

 
 
 
 
 
 
 
 
 
 
 

พล็อตกราฟข้อมลูเพื่อตรวจสอบลกัษณะของข้อมลูเบื้องต้น 

 

 

 
 
 
 
 
 
 
 
 
 
 

ก าหนดค่า C เท่ากับ 1 

 

 

 
 
 
 
 
 
 
 
 
 
 

ก าหนดค่า    เท่ากับ 0.1 

 

 

 
 
 
 
 
 
 
 
 
 
 

ใช้ Gaussian radial basis function เป็น Kernel function 

 

 

 
 
 
 
 
 
 
 
 
 
 

ก าหนดจ านวนรอบของการท าซ้ า เท่ากบั 100 รอบ 

 

 

 

 
 
 
 
 
 
 
 

ค านวณหาค่า RMSE ในแต่ละชุดค่าพารามิเตอร์ของตัวแบบ 
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เลือกตัวแบบทีม่ีค่า RMSE ต่ าทีสุ่ด 

 

 

 

 
 
 
 
 
 
 
 
 
 
 

     ท าการพยากรณ์ข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรง

จากตัวแบบที่ได้ในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบ 

 

 

 
 
 
 
 
 
 
 
 
 
 

จบการท างาน 
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2.4 ตัวแบบผสม (Hybrid model) 

 ตัวแบบผสม ถูกคิดค้นข้ึนในปี ค.ศ. 2003 โดย Zhang เป็นตัวแบบที่ได้รับความนิยมส าหรับ

ใช้ในการพยากรณ์ข้อมูลอนุกรมเวลาทางธุรกิจ เช่น ด้านการเงิน โดยการน าตัวแบบที่ใช้ส าหรับ

พยากรณ์ข้อมูลอนุกรมเวลาในส่วนที่เป็นฟังก์ชันเชิงเส้นตรง คือ ตัวแบบ ARIMA มารวมกับตัวแบบที่

ใช้ส าหรับพยากรณ์ข้อมูลในส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรง คือ ตัวแบบเครือข่ายประสาทเทียมหรือ

ตัวแบบซัพพอร์ทเวกเตอร์แมชชีนเพื่อท าให้ค่าพยากรณ์ที่ได้มีความถูกต้องและมีความแม่นย ามาก

ยิ่งขึ้น ซึ่งตัวแบบผสมสามารถแสดงได้ด้วยสมการเชิงคณิตศาสตร์ ดังนี้ 

tttt NLy                                      (2-103)   

เมื่อ ty   แทน ค่าสังเกตของข้อมลูอนุกรมเวลา ณ เวลา t 

 tL   แทน ข้อมูลส่วนที่เป็นฟังก์ชันเชิงเส้นตรง ณ เวลา t 

 tN  แทน ข้อมูลส่วนที่ไมเ่ป็นฟงัก์ชันเชิงเส้นตรง ณ เวลา t 

และ t   แทน ค่าคลาดเคลื่อน ณ เวลา t 

2.4.1 ขั้นตอนการสร้างตัวแบบผสม 

1. ท าการวิเคราะห์ข้อมูลอนุกรมเวลาด้วยตัวแบบ ARIMA เพื่อพยากรณ์ข้อมูลส่วนที่เป็น

ฟังก์ชันเชิงเส้นตรง คือ 
tL̂                                               

2. ค านวณค่าส่วนเหลือจากตัวแบบ ARIMA โดยที่ 
ttt Ly ˆˆ           

3. น าค่าส่วนเหลือที่ได้จากตัวแบบ ARIMA ไปพยากรณ์ข้อมูลในส่วนที่ไม่เป็นฟังก์ชันเชิง

เส้นตรง คือ 
tN̂  ด้วยตัวแบบเครือข่ายประสาทเทียมหรือตัวแบบซัพพอร์ทเวกเตอร์แมชชีน 

4. ค านวณหาค่าพยากรณ์รวม (Total Forecasting) จากสมการ 
ttt NLy ˆˆˆ                            
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บทที่ 3 
 

วิธีการด าเนินการศึกษา 

 ในงานวิจัยนี้มีวัตถุประสงค์เพื่อเปรียบเทียบความแม่นย าของค่าพยากรณ์ที่ได้จากตัวแบบ 

ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA 

กับซัพพอร์ทเวกเตอร์แมชชีน ในการพยากรณ์ราคาปิดหุ้น SCB รายสัปดาห์ของธนาคารไทยพาณิชย์

จ ากัด (มหาชน) โดยใช้ชุดข้อมูลจริงจ านวน 456 สัปดาห์ ที่ เก็บรวบรวม มาจากเว็บไซต์ 

http://finance.yahoo.com/q?s=SCB.BK และชุดข้อมูลจ าลองภายใต้สถานการณ์เดียวกันจ านวน 

1,000 รอบ โดยใช้เกณฑ์รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Root mean square error: RMSE) 

เป็นเครื่องมือในการเปรียบเทียบตัวแบบ โดยตัวแบบใดที่มีค่า RMSE ต่ าสุด จะเป็นตัวแบบที่ให้ผลดี

สุด ซึ่งท าการวิเคราะห์ข้อมูลทั้งหมดด้วยโปรแกรม R เวอร์ชัน 3.3.1 และโปรแกรม SAS เวอร์ชัน 9.3

ภายใต้ขอบเขตและวิธีการด าเนินการดังนี้ 

3.1 ขอบเขตของการวิจัย 

ในการศึกษาครั้งนี้จะท าการศึกษาในส่วนของข้อมูลจริงและข้อมูลจ าลอง ภายใต้ขอบเขตการ

วิจัยดังนี ้

3.1.1 ข้อมูลจริง 

ชุดข้อมูลราคาปิดหุ้น SCB รายสัปดาห์ของธนาคารไทยพาณิชย์ จ ากัด (มหาชน) ตั้งแต่วันที่ 

2 เดือนกรกฎาคม พ.ศ. 2550 ถึงวันที่ 8 เดือนกุมภาพันธ์ พ.ศ. 2559 จ านวน 456 สัปดาห์ ชุดข้อมูล

นี้ได้มาจาก http://finance.yahoo.com/q?s=SCB.BK โดยท าการศึกษาและเปรียบเทียบตัวแบบ

ภายใต้ขอบเขตของการวิจัย ดังนี้  

 3.1.1.1 ตัวแบบ ARIMA(p,d,q) ภายใต้ค่า p ตั้งแต่ 0 ถึง 2, ค่า d เท่ากับ 1 และค่า q ตั้งแต่ 

0 ถึง 2 กล่าวคือ จะท าการเปรียบเทียบตัวแบบทั้งหมดจ านวน 9 ตัวแบบ คือ ตัวแบบ ARIMA(0,1,0), 

ตัวแบบ ARIMA(0,1,1), ตัวแบบ ARIMA(0,1,2), ตัวแบบ ARIMA(1,1,0), ตัวแบบ ARIMA(1,1,1), ตัว

แบบ ARIMA(1,1,2), ตัวแบบ ARIMA(2,1,0), ตัวแบบ ARIMA(2,1,1) และตัวแบบ ARIMA(2,1,2) เมื่อ
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ข้อมูลราคาปิดหุ้น SCB เป็นแบบคงที่ (Stationary) และไม่มีแนวโน้ม (Trend) จากนั้นจะท าการ

พิจารณาคัดเลือกตัวแบบข้างต้นโดยตัวแบบทีเ่หมาะสมที่สดุ คือ ตัวแบบ ARIMA(1,1,1) เนื่องจากเปน็

ตัวแบบที่มีเกณฑ์สารสนเทศของอะกะอิเกะหรือค่า AIC ต่ าที่สุด ซึ่งแสดงได้ดังนี้ 

 
 

        q               
  p 

0 1 2 

0 2,045.402 1,775.070 1,764.654 
1 1,911.304 1,764.347 1,766.271 
2 1,845.700 1,766.208 1,765.949 

 

ตารางที่ 3- 1 เกณฑ์สารสนเทศของอะกะอิเกะหรือค่า AIC ของตัวแบบ ARIMA(p,d=1,q) 

 

 

 

 

 

 

 

ภาพที่ 3- 1 ฟังก์ชันสหสัมพันธ์ในตัว (ACF) และฟังก์ชันสหสัมพันธ์บางส่วน (PACF) ของตัวแบบ
ARIMA(1,1,1) 

 3.1.1.2 ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม โดยน าค่าส่วนเหลือ 

(Residuals) ที่ได้จากตัวแบบ ARIMA ไปพยากรณ์ด้วยตัวแบบเครือข่ายประสาทเทียมแบบส่ง

สัญญาณไปข้างหน้า (Feedforward artificial neural network) โดยใช้เทคนิคการแพร่แบบ

ย้อนกลับ (Back-propagation) เป็นเทคนิคการเรียนรู้เมื่อก าหนดอัตราการเรียนรู้เท่ากับ 0.01 ซึ่งตัว
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แบบเครือข่ายประสาทเทียมประกอบด้วยช้ันข้อมูลน าเข้า (Input layer) 1 ช้ันภายใต้จ านวนโหนด 1 

โหนด, ช้ันซ่อน (Hidden layer) 1 ช้ันภายใต้จ านวนโหนดตั้งแต่ 1 ถึง 5 โหนดโดยใช้ Sigmoid 

logistics function เป็น Activation function และช้ันผลลัพธ์ (Output layer) 1 ช้ันภายใต้จ านวน

โหนด 1 โหนด โดยใช้ Linear function เป็น Activation function เมื่อก าหนดจ านวนรอบของการ

ท าซ้ า (Iterations) เท่ากับ 100 รอบ กล่าวคือ จะท าการเปรียบเทียบตัวแบบเครือข่ายประสาทเทียม

ทั้งหมดจ านวน 5 ตัวแบบ คือ ตัวแบบเครือข่ายประสาทเทียม 1-1-1, ตัวแบบเครือข่ายประสาทเทียม 

1-2-1, ตัวแบบเครือข่ายประสาทเทียม 1-3-1, ตัวแบบเครือข่ายประสาทเทียม 1-4-1 และตัวแบบ

เครือข่ายประสาทเทียม 1-5-1 จากนั้นท าการพิจารณาคัดเลือกตัวแบบเครือข่ายประสาทเทียมข้างตน้

โดยตัวแบบที่เหมาะสมกว่า คือ ตัวแบบที่มีรากของค่าคลาดเคลื่อนก าลังสองเฉลี่ยหรือค่า RMSE ต่ า

กว่า 

3.1.1.3 ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน โดยน าค่าส่วนเหลือ 

(Residuals) ที่ได้จากตัวแบบ ARIMA ไปพยากรณ์ด้วยตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการ

ถดถอยภายใต้จ านวนช่วงเวลาที่ช้ากว่ากัน (Lag) เท่ากับ 1 หน่วยเวลา เมื่อก าหนดค่า C เท่ากับ 1, 

ก าหนดค่า   เท่ากับ 0.1 โดยใช้ Gaussian radial basis function เป็น Kernel function และ

ก าหนดจ านวนรอบของการท าซ้ า (Iterations) เท่ากับ 100 รอบ จากนั้นท าการพิจารณาคัดเลือกตัว

แบบซัพพอร์ทเวกเตอร์แมชชีนข้างต้นโดยตัวแบบที่เหมาะสมกว่า คือ ตัวแบบที่มี รากของค่า

คลาดเคลื่อนก าลังสองเฉลี่ยหรือค่า RMSE ต่ ากว่า 

 3.1.2 ข้อมูลจ าลอง 

  ท าการจ าลองชุดข้อมูลอนุกรมเวลาด้วยตัวแบบ ARIMA(0,1,1), ตัวแบบ ARIMA(0,1,2), ตัว

แบบ ARIMA(1,1,0), ตัวแบบ ARIMA(1,1,1), ตัวแบบ ARIMA(1,1,2), ตัวแบบ ARIMA(2,1,0), ตัว

แบบ ARIMA(2,1,1) และตัวแบบ ARIMA(2,1,2) เมื่อชุดข้อมูลจ าลองอนุกรมเวลาเป็นแบบคงที่  

(Stationary) และไม่มีแนวโน้ม (Trend) โดยกระบวนการจ าลองจะน าค่าพารามิเตอร์ที่ Estimate ได้

จากการสร้างตัวแบบ ARIMA ในชุดข้อมูลจริงของราคาปิดหุน้ SCB มาใช้ส าหรับการจ าลอง โดยแต่ละ

ตัวแบบจะท าการจ าลองชุดข้อมูลอนุกรมเวลาภายใต้สถานการณ์เดียวกันจ านวน 1,000 รอบ จากนั้น

น าค่าส่วนเหลือ (Residuals) ที่ได้จากชุดข้อมูลจ าลองไปพยากรณ์ด้วยตัวแบบผสมระหว่าง ARIMA 
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กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน ภายใต้

ขอบเขตของการวิจัยในข้อมูลจริงข้างต้น 

3.2 ขั้นตอนในการด าเนินการศึกษา 

1. ศึกษาตัวแบบและทฤษฎีที่เกี่ยวข้อง 

2. เก็บรวบรวมข้อมูลจริงราคาปิดหุ้น SCB รายสัปดาห์ของธนาคารไทยพาณิชย์ จ ากัด 

(มหาชน) ตั้งแต่วันที่ 2 เดือนกรกฎาคม พ.ศ. 2550 ถึงวันที่ 8 เดือนกุมภาพันธ์ พ.ศ. 2559 จ านวน 

456 สัปดาห์ จากเว็บไซต์ http://finance.yahoo.com/q?s=SCB.BK โดยแบ่งชุดข้อมูลราคาปิดหุ้น 

SCB ออกเป็นชุดข้อมูลฝึกสอนจ านวน 319 สัปดาห์ (คิดเป็น 70%) ส าหรับสร้างตัวแบบ และชุด

ข้อมูลทดสอบจ านวน 137 สัปดาห์ (คิดเป็น 30%) ส าหรับประเมินความถูกต้องของตัวแบบ 

3. ท าการจ าลองชุดข้อมูลอนุกรมเวลาด้วยตัวแบบ ARIMA(0,1,1), ตัวแบบ ARIMA(0,1,2), 

ตัวแบบ ARIMA(1,1,0), ตัวแบบ ARIMA(1,1,1), ตัวแบบ ARIMA(1,1,2), ตัวแบบ ARIMA(2,1,0), ตัว

แบบ ARIMA(2,1,1) และตัวแบบ ARIMA(2,1,2) ซึ่งในแต่ละตัวแบบจะท าการจ าลองชุดข้อมูลอนุกรม

เวลาภายใต้สถานการณ์เดียวกันจ านวน 1,000 รอบ โดยในแต่ละรอบของการจ าลองจะท าการจ าลอง

ชุดข้อมูลอนุกรมเวลาจ านวน 456 สัปดาห์ และแบ่งออกเป็นชุดข้อมูลฝึกสอนจ านวน 319 สัปดาห์ 

(คิดเป็น 70%) ส าหรับสร้างตัวแบบ และชุดข้อมูลทดสอบจ านวน 137 สัปดาห์ (คิดเป็น 30%) 

ส าหรับประเมินความถูกต้องของตัวแบบ และค านวณหาค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean 

square error: MSE), รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Root mean square error: RMSE) 

และค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean absolute error: MAE) หลังจากนั้นค านวณหาค่าเฉลี่ยของ

ค่าคลาดเคลื่อนก าลังสองเฉลี่ย, ค่าเฉลี่ยของรากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย และค่าเฉลี่ยของ

ค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย จากการจ าลองทั้งหมด 1,000 รอบ และค านวณหาค่าส่วนเหลือ 

(Residuals) ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA ในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบจาก

การจ าลองข้อมูลในแต่ละรอบ 

4. น าค่าส่วนเหลือ (Residuals) ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA ในชุดข้อมูล

ฝึกสอนจากข้อมูลจ าลองในแต่ละรอบ มาสร้างตัวแบบเครือข่ายประสาทเทียมแบบส่งสัญญาณไป

ข้างหน้า (Feedforward artificial neural network model) โดยใช้เทคนิคการแพร่แบบย้อนกลับ 

(Back-propagation) เป็นเทคนิคการเรียนรู้เมื่อก าหนดอัตราการเรียนรู้เท่ากับ 0.01 ซึ่งตัวแบบ
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เครือข่ายประสาทเทียมประกอบด้วยช้ันข้อมูลน าเข้า (Input layer) 1 ช้ันภายใต้จ านวนโหนด 1 

โหนด, ช้ันซ่อน (Hidden layer) 1 ช้ันภายใต้จ านวนโหนด 1 ถึง 5 โหนดโดยใช้ Sigmoid logistic 

function เป็น Activation function และช้ันผลลัพธ์ (Output layer) 1 ช้ันภายใต้จ านวนโหนด 1 

โหนด โดยใช้ Linear function เป็น Activation function เมื่ อก าหนดรอบของการท าซ้ า  

(Iterations) เท่ากับ 100 รอบ จากนั้นท าการพิจารณาคัดเลือกตัวแบบเครือข่ายประสาทเทียมโดยตัว

แบบที่เหมาะสมกว่า คือ ตัวแบบที่มีรากของค่าคลาดเคลื่อนก าลงัสองเฉลี่ยหรือค่า RMSE ต่ ากว่า และ

ท าการพยากรณ์ข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ด้วยตัวแบบ

เครือข่ายประสาทเทียมในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบจากข้อมูลจ าลองในแต่ละรอบ 

หลังจากนั้นค านวณหาค่าพยากรณ์รวม (Total Forecasting) ซึ่งเป็นการรวมข้อมูลส่วนที่เป็นฟังก์ชัน

เชิงเส้นตรงในเทอมของค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA และข้อมูลส่วนที่ไม่

เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบเครือข่าย

ประสาทเทียมเข้าด้วยกัน และค านวณหาค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: 

MSE), รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย ( Root mean square error: RMSE) และค่า

คลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean absolute error: MAE) ในแต่ละรอบของการจ าลอง หลังจากนั้น

ค านวณหาค่าเฉลี่ยของค่าคลาดเคลื่อนก าลังสองเฉลี่ย, ค่าเฉลี่ยของรากของค่าคลาดเคลื่อนก าลังสอง

เฉลี่ย และค่าเฉลี่ยของค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย จากการจ าลองทั้งหมด 1,000 รอบ 

5. น าค่าส่วนเหลือ (Residuals) ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA ในชุดข้อมูล

ฝึกสอนจากข้อมูลจ าลองในแต่ละมาสร้างตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรั บการถดถอย 

(Support vector machine model for regression) ภายใต้จ านวนช่วงเวลาที่ช้ากว่ากัน (Lag) 

เท่ากับ 1 หน่วยเวลา และก าหนดค่า C เท่ากับ 1, ก าหนดค่า   เท่ากับ 0.1 โดยใช้ Gaussian radial 

function เป็น Kernel function เมื่อก าหนดรอบของการท าซ้ า (Iterations) เท่ากับ 100 รอบ 

จากนั้นท าการพิจารณาคัดเลือกตัวแบบซัพพอร์ทเวกเตอร์แมชชีนโดยตัวแบบที่เหมาะสมกว่า คือ ตัว

แบบที่มีรากของค่าคลาดเคลื่อนก าลังสองเฉลี่ยหรือค่า RMSE ต่ ากว่า และท าการพยากรณ์ข้อมูลส่วน

ที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ด้วยตัวแบบซัพพอร์ทเวกเตอร์แมชชีนในชุด

ข้อมูลฝึกสอนและชุดข้อมูลทดสอบจากข้อมูลจ าลองในแต่ละรอบ หลังจากนั้นค านวณหาค่าพยากรณ์

รวม (Total Forecasting) ซึ่ ง เป็นการรวมข้อมูลส่วนที่ เป็นฟังก์ ชันเชิงเส้นตรงในเทอมของ

ค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA และข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรง
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ในเทอมของค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบซัพพอร์ทเวกเตอร์แมชชีนเข้าด้วยกัน 

และค านวณหาค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: MSE), รากของค่าคลาดเคลื่อน

ก าลังสองเฉลี่ย (Root mean square error: RMSE) และค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean 

absolute error: MAE) ในแต่ละรอบของการจ าลอง หลังจากนั้นค านวณหาค่าเฉลี่ยของค่า

คลาดเคลื่อนก าลังสองเฉลี่ย, ค่าเฉลี่ยของรากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย และค่าเฉลี่ยของค่า

คลาดเคลื่อนสมบูรณ์เฉลี่ย จากการจ าลองทั้งหมด 1,000 รอบ 

6. น าชุดข้อมูลฝึกสอนจ านวน 319 สัปดาห์จากข้อมูลจริงมาสร้างตัวแบบ ARIMA ภายใต้ค่า 

p ตั้งแต่ 0 ถึง 2, ค่า d เท่ากับ 1 และค่า q ตั้งแต่ 0 ถึง 2 จากนั้นท าการพิจารณาคัดเลือกตัวแบบ

ข้างต้นโดยตัวแบบที่เหมาะสมที่สุด คือ ตัวแบบ ARIMA(1,1,1) เนื่องจากเป็นตัวแบบที่มี เกณฑ์

สารสนเทศของอะกะอิเกะหรือค่า AIC ต่ าที่สุด 

7. ท าการพยากรณ์ราคาปิดหุ้น SCB ด้วยตัวแบบ ARIMA(1,1,1) ในชุดข้อมูลฝึกสอนและชุด

ข้อมูลทดสอบจากข้อมูลจริง ซึ่งจัดเป็นข้อมูลส่วนที่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ 

และค านวณหาค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: MSE), รากของค่าคลาดเคลื่อน

ก าลังสองเฉลี่ย (Root mean square error: RMSE) และค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean 

absolute error: MAE) หลังจากนั้นค านวณหาค่าส่วนเหลือ (Residuals) ที่ได้จากการพยากรณ์ด้วย

ตัวแบบ ARIMA(1,1,1) ในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบจากข้อมูลจริงข้างต้น 

 8. น าค่าส่วนเหลือ (Residuals) ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA(1,1,1) ในชุด

ข้อมูลฝึกสอนจากข้อมูลจริง มาสร้างตัวแบบเครือข่ายประสาทเทียมแบบส่งสัญญาณไปข้างหน้า 

(Feedforward artificial neural network model) โดยใช้เทคนิคการแพร่แบบย้อนกลับ (Back-

propagation) เป็นเทคนิคการเรียนรู้เมื่อก าหนดอัตราการเรียนรู้เท่ากับ 0.01 ซึ่งตัวแบบเครือข่าย

ประสาทเทียมประกอบด้วยช้ันข้อมูลน าเข้า (Input layer) 1 ช้ันภายใต้จ านวนโหนด 1 โหนด, ช้ัน

ซ่อน (Hidden layer) 1 ช้ันภายใต้จ านวนโหนด 1 ถึง 5 โหนดโดยใช้ Sigmoid logistic function 

เป็น Activation function และช้ันผลลัพธ์ (Output layer) 1 ช้ันภายใต้จ านวนโหนด 1 โหนด โดย

ใช้ Linear function เป็น Activation function เมื่อก าหนดรอบของการท าซ้ า (Iterations) เท่ากับ 

100 รอบ จากนั้นท าการพิจารณาคัดเลือกตัวแบบเครือข่ายประสาทเทียมโดยตัวแบบที่เหมาะสมกว่า 

คือ ตัวแบบที่มีรากของค่าคลาดเคลื่อนก าลังสองเฉลี่ยหรือค่า RMSE ต่ ากว่า และท าการพยากรณ์

ข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ด้วยตัวแบบเครือข่ายประสาทเทียม
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ในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบจากข้อมูลจริงข้างต้น หลังจากนั้นค านวณหาค่าพยากรณ์รวม 

(Total Forecasting) ซึ่งเป็นการรวมข้อมูลสว่นที่เป็นฟังก์ชันเชิงเสน้ตรงในเทอมของค่าพารามิเตอรท์ี่

ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA(1,1,1) และข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงในเทอม

ของค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบเครือข่ายประสาทเทียมเข้าด้วยกัน และ

ค านวณหาค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: MSE), รากของค่าคลาดเคลื่อน

ก าลังสองเฉลี่ย (Root mean square error: RMSE) และค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean 

absolute error: MAE) 

 9. น าค่าส่วนเหลือ (Residuals) ที่ได้จากการพยากรณ์ด้วยตัวแบบ ARIMA(1,1,1) ในชุด

ข้อมูลฝึกสอนจากข้อมูลจริง มาสร้างตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการถดถอย (Support 

vector machine model for regression) ภายใต้จ านวนช่วงเวลาที่ช้ากว่ากัน (Lag) เท่ากับ 1 

หน่วยเวลา และก าหนดค่า C เท่ากับ 1, ก าหนดค่า   เท่ากับ 0.1 โดยใช้ Gaussian radial function 

เป็น Kernel function เมื่อก าหนดรอบของการท าซ้ า (Iterations) เท่ากับ 100 รอบ จากนั้นท าการ

พิจารณาคัดเลือกตัวแบบซัพพอร์ทเวกเตอร์แมชชีนโดยตัวแบบที่เหมาะสมกว่า คือ ตัวแบบที่มีราก

ของค่าคลาดเคลื่อนก าลังสองเฉลี่ยหรือค่า RMSE ต่ ากว่า และท าการพยากรณ์ข้อมูลส่วนที่ไม่เป็น

ฟังก์ชันเชิงเส้นตรงในเทอมชองค่าพารามิเตอร์ด้วยตัวแบบซัพพอร์ทเวกเตอร์ แมชชีนในชุดข้อมูล

ฝึกสอนและชุดข้อมูลทดสอบจากข้อมูลจริงข้างต้น หลังจากนั้นค านวณหาค่าพยากรณ์รวม (Total 

Forecasting) ซึ่งเป็นการรวมข้อมูลส่วนที่เป็นฟังก์ชันเชิงเส้นตรงในเทอมของค่าพารามิเตอร์ที่ได้จาก

การพยากรณ์ด้วยตัวแบบ ARIMA(1,1,1) และข้อมูลส่วนที่ไม่เป็นฟังก์ ชันเชิงเส้นตรงในเทอมของ

ค่าพารามิเตอร์ที่ได้จากการพยากรณ์ด้วยตัวแบบซัพพอรท์เวกเตอร์แมชชีนเข้าด้วยกัน และค านวณหา

ค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Mean square error: MSE), รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย 

(Root mean square error: RMSE) และค่าคลาดเคลื่อนสมบูรณ์เฉลี่ย (Mean absolute error: 

MAE) 

10. ท าการเปรียบเทียบความแม่นย าของตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน โดยใช้เกณฑ์

รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Root mean square error: RMSE) เป็นเครื่องมือในการ

เปรียบเทียบตัวแบบ โดยตัวแบบใดที่มีค่า RMSE ต่ าสุด จะเป็นตัวแบบที่ให้ผลดีสุด 

11. วิเคราะห์และสรุปผลการวิจัย 
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3.3 แผนภาพขั้นตอนการท างานของโปรแกรม 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

เริ่มต้นการท างาน 

       เก็บรวบรวมข้อมูลจริงราคาปิดหุ้น SCB รายสัปดาห์ของ

ธนาคารไทยพาณิชย์ จ ากัด (มหาชน) ตั้งแต่วันที่ 2 เดือนกรกฎาคม 

พ.ศ. 2550 ถึงวันที่  8 เดือนกุมภาพันธ์ พ.ศ. 2559 จ านวน 456 

สัปดาห์ จากเว็บไซต์ http://finance.yahoo.com/q?s=SCB.BK 

 
 
 
 
 
 
 
 
 
 
 

       แบ่งชุดข้อมูลราคาปิดหุ้น SCB ออกเป็นชุดข้อมูลฝึกสอนจ านวน 319 

สัปดาห์ (คิดเป็น 70%) ส าหรับสร้างตัวแบบ และชุดข้อมูลทดสอบจ านวน 

137 สัปดาห์ (คิดเป็น 30%) ส าหรับประเมินความถูกต้องของตัวแบบ 

 
 
 
 
 
 
 
 
 
 
 

       น าชุดข้อมูลฝึกสอนจ านวน 319 สัปดาห์จาก

ข้อมูลจริงมาสร้างตัวแบบ ARIMA ภายใต้ค่า p 

ตั้งแต่ 0 ถึง 2, ค่า d=1 และค่า q ตั้งแต่ 0 ถึง 2 

จากนั้นพิจารณาคัดเลือกตัวแบบข้างต้นโดยตัว

แบบที่เหมาะสมที่สุด คือ ตัวแบบ ARIMA(1,1,1) 

เนื่องจากเป็นตัวแบบที่มีค่า AIC ต่ าที่สุด 

 
 
 
 
 
 
 
 
 
 
 

      ท าการพยากรณ์ราคาปิด
ขอ งหุ้ น  SCB ด้ ว ยตั ว แบบ 
ARIMA( 1,1,1)  ใ น ชุด ข้ อมู ล
ฝึกสอนและชุดข้อมูลทดสอบ
จากข้อมูลจริง ซึ่งจัดเป็นข้อมลู
ส่วนที่เป็นฟังก์ชันเชิงเส้นตรง 
 

 
 
 
 
 

      ท าการจ าลองชุดข้อมลูอนุกรมเวลา

ด้วยตัวแบบ ARIMA(0,1,1), 

ARIMA(0,1,2), ARIMA(1,1,0), 

ARIMA(1,1,1), ARIMA(1,1,2), 

ARIMA(2,1,0), ARIMA(2,1,1) และ

ARIMA(2,1,2) ซึ่งในแต่ละตัวแบบจะท า

การจ าลองชุดข้อมลูภายใต้สถานการณ์

เดียวกันจ านวน 1,000 รอบ 

 
 
 
 
 
 
 
 
 

ค านวณหาค่า 
MSE, RMSE 
และ MAE 
 

 
 
 
 
 
 

C 

A 

B 
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      ค านวณหาค่าส่วนเหลือ (Residuals) ที่ได้จาก

การพยากรณ์ด้วยตัวแบบ ARIMA(1,1,1) ในชุด

ข้อมูลฝึกสอนและชุดข้อมูลทดสอบจากข้อมูลจริง 

 
 
 
 
 
 
 
 
 
 

A 

      น าค่าส่วนเหลือที่ได้จากการพยากรณ์ดว้ย

ตัวแบบ ARIMA(1,1,1) ในชุดข้อมูลฝึกสอน

จากข้อมูลจริง มาสร้างตัวแบบเครือข่าย

ประสาทเทียมแบบส่งสัญญาณไปข้างหน้า 

 
 
 
 
 
 
 
 
 

      น าค่าส่วนเหลือที่ได้จากการพยากรณ์ดว้ย
ตัวแบบ ARIMA(1,1,1) ในชุดข้อมูลฝึกสอน
จากข้อมูลจริง มาสร้างตัวแบบซัพพอร์ท
เวกเตอร์แมชชีน (SVM) 
 

 
 
 
 
 
 
 
 
 

      โดยใช้เทคนิคการแพร่แบบย้อนกลับ 

เป็นเทคนิคการเรียนรู้ เมื่อก าหนดอัตราการ

เรียนรู้เท่ากับ 0.01 

 
 
 
 
 
 
 
 
 

      ก าหนดช้ันข้อมูลน าเข้า 1 ช้ัน

ภายใต้จ านวนโหนด 1 โหนด 

 
 
 
 
 
 
 
 
 

ภายใต้จ านวนช่วงเวลาที่ช้า
กว่ากัน (Lag) 1 หน่วยเวลา 

 

 
 
 
 
 
 
 
 
 

ก าหนดค่า C เท่ากับ 1 
 

 
 
 
 
 
 
 
 
 

ก าหนดค่า   เท่ากับ 0.1 

 
 
 
 
 
 
 
 
 

      ก าหนดช้ันซ่อน 1 ช้ันภายใต้จ านวน

โหนด 1 ถึง  5 โหนด โดยใช้ Sigmoid 

logistic function เป็น Activate function 

 
 
 
 
 
 
 
 
 

โดยใช้ Gaussian radial function 
เป็น Kernel function 

 

 
 
 
 
 
 
 
 
 

      ก าหนดช้ันผลลัพธ์ 1 ช้ันภายใต้

จ านวนโหนด 1 โหนด โดยใช้ Linear 

function เป็น Activate function 

 
 
 
 
 
 

ก าหนดรอบของการท าซ้ าเท่ากับ 100 รอบ 
 
 

 
 

ก าหนดรอบของการท าซ้ าเท่ากับ 100 รอบ 
 
 

 
 
 
 
 
 
 
 

      ท าการพยากรณ์ข้อมูลในส่วนที่ไม่
เป็นฟังก์ชันเชิงเส้นตรงด้วยตัวแบบ ANN 
หรือตัวแบบ SVM ในชุดข้อมูลฝึกสอนและ
ชุดข้อมูลทดสอบจากข้อมูลจริง 
 
 

 
 
 

D 
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D B 

      ค า น ว ณ ห า ค่ า พ ย า ก ร ณ์ ร ว ม  ( Total 
Forecasting) ซึ่งเป็นการรวมข้อมูลในส่วนที่เป็น
ฟังก์ชันเชิงเส้นตรงที่ได้จากการพยากรณ์ด้วยตัว
แบบ ARIMA และข้อมูลในส่วนที่ไม่เป็นฟังก์ชัน
เชิงเส้นตรงที่ได้จากการพยากรณ์ด้วยตัวแบบ 
ANN หรือตัวแบบ SVM เข้าด้วยกัน 
 
 

 
 
 
 
 
 
 
 
 

      แบ่งชุดข้อมูลอนุกรมเวลาออกเป็น

ชุดข้อมูลฝึกสอนจ านวน 319 สัปดาห์ 

(คิดเป็น 70%) ส าหรับสรา้งตัวแบบ และ

ชุดข้อมูลทดสอบจ านวน 137 สัปดาห์ 

(คิดเป็น 30%) ส าหรับประเมินความ

ถูกต้องของตัวแบบ 

 
 
 
 
 
 
 
 
 
 
 

      โดยในแต่ละรอบของการจ าลองจะ
ท าการจ าลองชุดข้อมูลอนุกรมเวลา
จ านวน 456 สัปดาห์ 
 

 
 
 
 
 
 
 
 
 
 
 

     ค านวณหาค่า MSE, RMSE และ MAE จาก
ตัวแบบ ARIMA ในแต่ละรอบของการจ าลอง 
 

 
 
 
 
 
 
 
 
 

      ค านวณหาค่าเฉลี่ยของ MSE, ค่าเฉลี่ยของ RMSE 
และค่าเฉลี่ยของ MAE จากการจ าลองทั้งหมด 1,000 รอบ 

 

 
 
 
 
 
 
 
 
 

ค านวณหาค่า MSE, RMSE และ MAE 
 

 
 
 
 
 
 
 
 
        น าค่าส่วนเหลือที่ได้จากการพยากรณ์ด้วยตัว

แบบ ARIMA ในชุดข้อมูลฝึกสอนจากข้อมูลจ าลอง

ในแต่ละรอบ มาสร้างตัวแบบ ANN และตัวแบบ 

SVM ภายใต้ขอบเขตของการวิจัยในข้อมูลจริง 

 
 
 
 
 
 
 
 
 
 

      ท าการพยากรณ์ข้อมูลในส่วนที่ไม่เป็นฟังก์ชันเชิง
เส้นตรงด้วยตัวแบบ ANN หรือตัวแบบ SVM ในชุดข้อมูล
ฝึกสอนและชุดข้อมูลทดสอบจากข้อมลูจ าลองในแต่ละรอบ 
 
 

 
 
 
 

E 

F 

G 



 

 

86 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

 

 

 

ค านวณหาค่าพยากรณ์รวม (Total Forecasting) 
 
 

 
 
 
 
 
 
 
 
 

G 

     ค านวณหาค่า MSE, RMSE และ MAE จาก
ตัวแบบ ARIMA ในแต่ละรอบของการจ าลอง 
 

 
 
 
 
 
 
 
 
 

      ค านวณหาค่าเฉลี่ยของ MSE, ค่าเฉลี่ยของ RMSE 
และค่าเฉลี่ยของ MAE จากการจ าลองทั้งหมด 1,000 รอบ 

 

 
 
 
 
 
 
 
 
 

        ท าการ เปรียบเทียบความแม่นย าของตัวแบบ 
ARIMA, ตัวแบบผสมระหว่างตัวแบบ ARIMA กับตัวแบบ
เครือข่ายประสาทเทียม และตัวแบบผสมระหว่างตัวแบบ 
ARIMA กับตัวแบบซัพพอร์ทเวกเตอร์แมชชีน โดยใช้เกณฑ์
รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย ( Root mean 
square error: RMSE) เป็นเครื่องมือในการเปรียบเทียบตัว
แบบ 
 

 
 
 
 
 
 
 
 

C 

E 

F 

วิเคราะห์และสรุปผลการวิจัย 
 

 
 
 
 
 
 
 
 
 

จบการท างาน 
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บทที่ 4 
 

ผลการวิจัย 

 

งานวิจัยนี้มีวัตถุประสงค์เพื่อเปรียบเทียบความแม่นย าของค่าพยากรณ์ที่ได้จากตัวแบบ 

ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA 

กับซัพพอร์ทเวกเตอร์แมชชีน ในการพยากรณ์ราคาปิดหุ้น SCB ของธนาคารไทยพาณิชย์จ ากัด 

(มหาชน) โดยใช้ชุดข้อมูลจริงของราคาปิดหุ้น SCB รายสัปดาห์ ตั้งแต่วันที่ 2 เดือนกรกฎาคม พ.ศ. 

2550 ถึงวันที่ 9 เดือนกุมภาพันธ์ พ.ศ. 2559 จ านวน 456 สัปดาห์ ซึ่งแบ่งเป็นชุดข้อมูลฝึกสอน

จ านวน 319 สัปดาห์ (คิดเป็น 70%) ส าหรับสร้างตัวแบบ และชุดข้อมูลทดสอบจ านวน 137 สัปดาห์ 

(คิดเป็น 30%) ส าหรับตรวจสอบความถูกต้องของตัวแบบ จากนั้นท าการจ าลองชุดข้อมูลอนุกรมเวลา 

ด้วยตัวแบบ ARIMA(0,1,1), ตัวแบบ ARIMA(0,1,2), ตัวแบบ ARIMA(1,1,0), ตัวแบบ ARIMA(1,1,1), 

ตัวแบบ ARIMA(1,1,2), ตัวแบบ ARIMA(2,1,0), ตัวแบบ ARIMA(2,1,1) และตัวแบบ ARIMA(2,1,2) 

ซึ่งในแต่ละตัวแบบจะท าการจ าลองชุดข้อมูลอนุกรมเวลาภายใต้สถานการณ์เดียวกันจ านวน 1,000 

รอบ และใช้เกณฑ์ในการพิจารณาความแม่นย าของแต่ละตัวแบบ คือ รากของค่าคลาดเคลื่อนก าลัง

สองเฉลี่ย (Root mean square error: RMSE) โดยตัวแบบใดที่ให้ค่า RMSE ต่ าสุด จะเป็นตัวแบบที่

ให้ผลดีสุด 

 อักษรย่อและสัญลักษณ์ต่าง ๆ ที่ปรากฏในการน าเสนอผลการวิจัยในตารางต่าง ๆ แทน

ความหมาย ดังนี้ 

ARIMA  แทน ตัวแบบ Integrated autoregressive moving average หรือ ARIMA(p,d,q) 

ARIMA-ANN แทน ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม 

ARIMA-SVM แทน ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน 

Train  แทน ชุดข้อมูลฝึกสอน (Training data set) 

Test  แทน ชุดข้อมูลทดสอบ (Testing data set) 

ตัวเลขใน (…) แทน ค่าเบี่ยงเบนมาตรฐาน (Standard Deviation)  
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พิจารณาลักษณะเบื้องต้นของข้อมูลจริงราคาปิดหุ้น SCB รายสัปดาห์ ของธนาคารไทย

พาณิชย์จ ากัด (มหาชน) โดยการพล็อตกราฟที่มีแกนตั้ง คือ ราคาปิดหุ้น SCB และแกนนอน คือ เวลา 

 
ภาพที่ 4- 1 ลักษณะเบื้องต้นของข้อมลูจริงราคาปิดหุ้น SCB 

จากภาพที่ 4-1 พบว่า ราคาปิดหุ้น SCB มีแนวโน้ม (Trend) ที่เพิ่มข้ึนเมื่อเวลาผ่านไป นั่นคือ 

ราคาปิดหุ้น SCB เป็นข้อมูลอนุกรมเวลาแบบไม่คงที่ (Nonstationary time series) โดยมีลักษณะ

ของฟังก์ชันสหสัมพันธ์ในตัว (ACF) และฟังก์ชันสัมพันธ์สัมพันธ์บางส่วน (PACF) ดังนี ้

 
ภาพที่ 4- 2 ฟังก์ชันสหสัมพันธ์ในตัว (ACF) และฟังก์ชันสัมพันธ์สัมพันธ์บางส่วน (PACF) ของข้อมลู

จริงราคาปิดหุ้น SCB 
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 โดยการทดสอบ Augmented dickey-fuller (ADF) สรุปได้ว่า ที่ระดับนัยส าคัญ 0.05 ไม่

พบนัยส าคัญทางสถิติที่ว่า ราคาปิดหุ้น SCB เป็นข้อมูลอนุกรมเวลาแบบคงที่ (Stationary time 

series) เพราะว่า 05.09132.0  valuep  

ท าการหาผลต่างอันดับที่ 1 ในชุดข้อมูลจริงราคาปิดหุ้น SCB ข้างต้น และพิจารณาลักษณะ

เบื้องต้นของราคาปิดหุ้น SCB หลังจากการหาผลต่างอันดับที่ 1 อีกครั้ง โดยการพล็อตกราฟที่มีแกน

ตั้ง คือ ราคาปิดหุ้น SCB หลังจากการหาผลต่างอันดับที่ 1 และแกนนอน คือ เวลา 

 
ภาพที่ 4- 3 ลักษณะเบื้องต้นของข้อมลูจริงราคาปิดหุ้น SCB หลังจากการหาผลต่างอันดับที่ 1 

จากภาพที่ 4-3 พบว่า ราคาปิดหุ้น SCB หลังจากการหาผลต่างอันดับที่ 1 มีลักษณะผันผวน

ในอัตราที่คงที่รอบจุดก าเนิด นั่นคือ ราคาปิดหุ้น SCB เป็นข้อมูลอนุกรมเวลาแบบคงที่ (Stationary 

time series) โดยมีลักษณะของฟังก์ชันสหสัมพันธ์ในตัว (ACF) และฟังก์ชันสัมพันธ์สัมพันธ์บางส่วน 

(PACF) ดังนี ้
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ภาพที่ 4- 4 ฟังก์ชันสหสัมพันธ์ในตัว (ACF) และฟังก์ชันสัมพันธ์สัมพันธ์บางส่วน (PACF) ของข้อมลู

จริงราคาปิดหุ้น SCB หลงัจากการหารผลต่างอันดับที่ 1 

 โดยการทดสอบ Augmented dickey-fuller (ADF) สรุปได้ว่า ที่ระดับนัยส าคัญ 0.05 พบ

นัยส าคัญทางสถิติที่ว่า ราคาปิดหุ้น SCB หลังจากการหาผลต่างอันดับที่ 1 เป็นข้อมูลอนุกรมเวลาแบบ

คงที่ (Stationary time series) เพราะว่า 05.001.0  valuep   

 ส าหรับงานวิจัยน้ีจะน าเสนอผลการเปรียบเทียบตัวแบบโดยแบ่งออกเป็น 2 ส่วน ดังนี้ 

ส่วนท่ี 1 ผลการเปรียบเทียบความแม่นย าของค่าพยากรณ์ที่ได้จากตัวแบบ ARIMA, ตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์

แมชชีน โดยใช้ชุดข้อมูลจ าลอง 

ส่วนท่ี 2 ผลการเปรียบเทียบความแม่นย าของค่าพยากรณ์ที่ได้จากตัวแบบ ARIMA, ตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์

แมชชีน โดยใช้ชุดข้อมูลจริง 
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4.1 ผลการเปรียบเทียบความแม่นย าของค่าพยากรณ์ท่ีได้จากตัวแบบ ARIMA, ตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ท

เวกเตอร์แมชชีน โดยใช้ชุดข้อมูลจ าลอง 

ตารางที่ 4- 1 ค่าเฉลี่ยของ MSE, ค่าเฉลี่ยของ RMSE และค่าเฉลี่ยของ MAE ที่ได้จากการจ าลองชุด

ข้อมูลอนุกรมเวลาด้วยตัวแบบ ARIMA(0,1,1) 

ตัวแบบ 
ค่าเฉลีย่ของ MSE ค่าเฉลีย่ของ RMSE ค่าเฉลีย่ของ MAE 
Train Test Train Test Train Test 

ARIMA 
17.9047 
(2.5074) 

31.6692 
(1.1031) 

4.2232 
(0.2940) 

5.6269 
(0.0976) 

3.2376 
(0.2827) 

4.4000 
(0.0843) 

ARIMA-ANN 
15.8461 
(0.8452) 

30.7938 
(0.9868) 

3.9793 
(0.1065) 

5.5485 
(0.0885) 

3.0487 
(0.0777) 

4.3544 
(0.0922) 

ARIMA-SVM 
17.5112 
(2.1901) 

31.3799 
(1.1896) 

4.1769 
(0.2595) 

5.6008 
(0.1056) 

3.2068 
(0.2529) 

4.3725 
(0.0883) 

หมายเหตุ ช่องที่ระบายสี หมายถึง ตัวแบบที่เหมาะสมที่สุด เมื่อใช้ค่าเฉลี่ยของ RMSE เป็นเครื่องมือ

ในการเปรียบเทียบตัวแบบ 

จากตารางที่ 4-1 พบว่า ส าหรับการเปรียบเทียบตัวแบบโดยใช้ค่าเฉลี่ยของ RMSE เป็น

เครื่องมือในการเปรยีบเทียบตัวแบบ สรุปได้ว่า การพยากรณ์ชุดข้อมูลอนุกรมเวลาที่ได้จากจ าลองด้วย

ตัวแบบ ARIMA(0,1,1) ภายใต้สถานการณ์เดียวกันจ านวน 1,000 รอบ โดยใช้ชุดข้อมูลฝึกสอน ตัว

แบบผสมระหว่าง ARIMA(0,1,1) กับเครือข่ายประสาทเทียม ให้ค่าเฉลี่ยของ RMSE ต่ ากว่าตัวแบบ

ผสมระหว่าง ARIMA(0,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA(0,1,1) ตามล าดับ 

กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(0,1,1) กับเครือข่ายประสาทเทียม มีความแม่นย าในการ

พยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสมระหว่าง ARIMA(0,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน และ

ตัวแบบ ARIMA(0,1,1) มีความแม่นย าในการพยากรณ์ต่ าที่สุด ส่วนการพยากรณ์โดยใช้ชุดข้อมูล

ทดสอบ ตัวแบบผสมระหว่าง ARIMA(0,1,1) กับเครือข่ายประสาทเทียม ให้ค่าเฉลี่ยของ RMSE ต่ า

กว่าตัวแบบผสมระหว่าง ARIMA(0,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA(0,1,1) 

ตามล าดับ กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(0,1,1) กับเครือข่ายประสาทเทียม มีความแม่นย าใน



 

 

92 

การพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสมระหว่าง ARIMA(0,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน 

และตัวแบบ ARIMA(0,1,1) มีความแม่นย าในการพยากรณ์ต่ าที่สุด 

ส าหรับการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า 

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ

การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่าเฉลี่ยของ RMSE สรุปได้ว่า ที่ระดับ

นัยส าคัญ 0.05 ไม่พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความ

แม่นย าในการพยากรณ์ที่แตกต่างกัน เพราะว่า 51.3cF  และค่า 2218.0 valuep  ซึ่ง

มากกว่าระดับนัยส าคัญ 0.05 
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ตารางที่ 4- 2 ค่าเฉลี่ยของ MSE, ค่าเฉลี่ยของ RMSE และค่าเฉลี่ยของ MAE ที่ได้จากการจ าลองชุด

ข้อมูลอนุกรมเวลาด้วยตัวแบบ ARIMA(0,1,2) 

ตัวแบบ 
ค่าเฉลีย่ของ MSE ค่าเฉลีย่ของ RMSE ค่าเฉลีย่ของ MAE 
Train Test Train Test Train Test 

ARIMA 
16.8715 
(1.1268) 

31.2301 
(1.4333) 

4.1057 
(0.1347) 

5.5872 
(0.1286) 

3.1375 
(0.0969) 

4.3126 
(0.0722) 

ARIMA-ANN 
17.2194 
(1.9932) 

32.6375 
(1.2105) 

4.1428 
(0.2382) 

5.7119 
(0.1050) 

3.2116 
(0.2173) 

4.4659 
(0.1311) 

ARIMA-SVM 
16.5274 
(1.0851) 

30.9956 
(1.3259) 

4.0634 
(0.1311) 

5.5661 
(0.1194) 

3.1042 
(0.0895) 

4.2756 
(0.0676) 

หมายเหตุ ช่องที่ระบายสี หมายถึง ตัวแบบที่เหมาะสมที่สุด เมื่อใช้ค่าเฉลี่ยของ RMSE เป็นเครื่องมือ

ในการเปรียบเทียบตัวแบบ 

จากตารางที่ 4-2 พบว่า ส าหรับการเปรียบเทียบตัวแบบโดยใช้ค่าเฉลี่ยของ RMSE เป็น

เครื่องมือในการเปรยีบเทียบตัวแบบ สรุปได้ว่า การพยากรณ์ชุดข้อมูลอนุกรมเวลาที่ได้จากจ าลองด้วย

ตัวแบบ ARIMA(0,1,2) ภายใต้สถานการณ์เดียวกันจ านวน 1,000 รอบ โดยใช้ชุดข้อมูลฝึกสอน ตัว

แบบผสมระหว่าง ARIMA(0,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน ให้ค่าเฉลี่ยของ RMSE ต่ ากว่าตัวแบบ 

ARIMA(0,1,2) และตัวแบบผสมระหว่าง ARIMA(0,1,2) กับเครือข่ายประสาทเทียม ตามล าดับ 

กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(0,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการ

พยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบ ARIMA(0,1,2) และตัวแบบผสมระหว่าง ARIMA(0,1,2) กับ

เครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ต่ าที่สุด ส่วนการพยากรณ์โดยใช้ชุดข้อมูล

ทดสอบ ตัวแบบผสมระหว่าง ARIMA(0,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน ให้ค่าเฉลี่ยของ RMSE ต่ า

กว่าตัวแบบ ARIMA(0,1,2) และตัวแบบผสมระหว่าง ARIMA(0,1,2) กับเครือข่ายประสาทเทียม 

ตามล าดับ กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(0,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย า

ในการพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบ ARIMA(0,1,2) และตัวแบบผสมระหว่าง ARIMA(0,1,2) 

กับเครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ต่ าที่สุด 
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ส าหรับการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า 

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ

การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่าเฉลี่ยของ RMSE สรุปได้ว่า ที่ระดับ

นัยส าคัญ 0.05 ไม่พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความ

แม่นย าในการพยากรณ์ที่แตกต่างกัน เพราะว่า 46.6cF  และค่า 1341.0 valuep  ซึ่ง

มากกว่าระดับนัยส าคัญ 0.05 
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ตารางที่ 4- 3 ค่าเฉลี่ยของ MSE, ค่าเฉลี่ยของ RMSE และค่าเฉลี่ยของ MAE ที่ได้จากการจ าลองชุด

ข้อมูลอนุกรมด้วยตัวแบบ ARIMA(1,1,0) 

ตัวแบบ 
ค่าเฉลีย่ของ MSE ค่าเฉลีย่ของ RMSE ค่าเฉลีย่ของ MAE 

Train Test Train Test Train Test 

ARIMA 
42.7047 
(10.4087) 

92.8749 
(24.8893) 

6.4909 
(0.8459) 

9.5688 
(1.2808) 

5.1936 
(0.8683) 

8.0164 
(1.3621) 

ARIMA-ANN 
27.9934 
(7.0722) 

61.4334 
(16.9365) 

5.2518 
(0.6441) 

7.7504 
(1.1731) 

4.1071 
(0.5537) 

6.2733 
(1.0459) 

ARIMA-SVM 
41.5305 
(9.4157) 

91.3336 
(24.3367) 

6.3993 
(0.7767) 

9.4765 
(1.2626) 

5.1422 
(0.8005) 

7.9579 
(1.3466) 

หมายเหตุ ช่องที่ระบายสี หมายถึง ตัวแบบที่เหมาะสมที่สุด เมื่อใช้ค่าเฉลี่ยของ RMSE เป็นเครื่องมือ

ในการเปรียบเทียบตัวแบบ 

จากตารางที่ 4-3 พบว่า ส าหรับการเปรียบเทียบตัวแบบโดยใช้ค่าเฉลี่ยของ RMSE เป็น

เครื่องมือในการเปรยีบเทียบตัวแบบ สรุปได้ว่า การพยากรณ์ชุดข้อมูลอนุกรมเวลาที่ได้จากจ าลองด้วย

ตัวแบบ ARIMA(1,1,0) ภายใต้สถานการณ์เดียวกันจ านวน 1,000 รอบ โดยใช้ชุดข้อมูลฝึกสอน ตัว

แบบผสมระหว่าง ARIMA(1,1,0) กับเครือข่ายประสาทเทียม ให้ค่าเฉลี่ยของ RMSE ต่ ากว่าตัวแบบ

ผสมระหว่าง ARIMA(1,1,0) กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA(1,1,0) ตามล าดับ 

กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(1,1,0) กับเครือข่ายประสาทเทียม มีความแม่นย าในการ

พยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสมระหว่าง ARIMA(1,1,0) กับซัพพอร์ทเวกเตอร์แมชชีน และ

ตัวแบบ ARIMA(1,1,0) มีความแม่นย าในการพยากรณ์ต่ าที่สุด ส่วนการพยากรณ์โดยใช้ชุดข้อมูล

ทดสอบ ตัวแบบผสมระหว่าง ARIMA(1,1,0) กับเครือข่ายประสาทเทียม ให้ค่าเฉลี่ยของ RMSE ต่ า

กว่าตัวแบบผสมระหว่าง ARIMA(1,1,0) กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA(1,1,0) 

ตามล าดับ กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(1,1,0) กับเครือข่ายประสาทเทียม มีความแม่นย าใน

การพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสมระหว่าง ARIMA(1,1,0) กับซัพพอร์ทเวกเตอร์แมชชีน 

และตัวแบบ ARIMA(1,1,0) มีความแม่นย าในการพยากรณ์ต่ าที่สุด 
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ส าหรับการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า 

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ

การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่าเฉลี่ยของ RMSE สรุปได้ว่า ที่ระดับ

นัยส าคัญ 0.05 พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่าย

ประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีบางตัวแบบที่ให้

ความแม่นย าในการพยากรณ์ที่แตกต่างกัน เพราะว่า 31.26cF  และค่า 0366.0 valuep  

ซึ่งน้อยกว่าระดับนัยส าคัญ 0.05 จากนั้นจะท าการทดสอบต่อไปว่าตัวแบบคู่ใดบ้างที่มีความแม่นย าใน

การพยากรณ์ที่แตกต่างกัน ซึ่งท าได้โดยใช้การทดสอบของ Fisher’s Least Significant Difference 

(LSD) สรุปได้ว่า ที่ระดับนัยส าคัญ 0.05 พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA และตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ที่แตกต่างกัน นอกจากนี้ 

ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพ

พอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์ที่แตกต่างกันเช่นกัน แต่ไม่พบนัยส าคัญทาง

สถิติที่ว่า ตัวแบบ ARIMA และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความ

แม่นย าในการพยากรณ์ที่แตกต่างกัน 
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ตารางที่ 4- 4 ค่าเฉลี่ยของ MSE, ค่าเฉลี่ยของ RMSE และค่าเฉลี่ยของ MAE ที่ได้จากการจ าลองชุด

ข้อมูลอนุกรมด้วยตัวแบบ ARIMA(1,1,1) 

ตัวแบบ 
ค่าเฉลีย่ของ MSE ค่าเฉลีย่ของ RMSE ค่าเฉลีย่ของ MAE 
Train Test Train Test Train Test 

ARIMA 
16.6752 
(0.9876) 

31.3430 
(1.5502) 

4.0818 
(0.1192) 

5.5969 
(0.1358) 

3.1126 
(0.1176) 

4.3736 
(0.1327) 

ARIMA-ANN 
17.3899 
(1.9187) 

33.1324 
(2.4670) 

4.1643 
(0.2210) 

5.7522 
(0.2116) 

3.2165 
(0.2049) 

4.5396 
(0.2027) 

ARIMA-SVM 
16.2766 
(0.9819) 

31.0718 
(1.5256) 

4.0327 
(0.1199) 

5.5726 
(0.1339) 

3.0784 
(0.1162) 

4.3379 
(0.1298) 

หมายเหตุ ช่องที่ระบายสี หมายถึง ตัวแบบที่เหมาะสมที่สุด เมื่อใช้ค่าเฉลี่ยของ RMSE เป็นเครื่องมือ

ในการเปรียบเทียบตัวแบบ 

จากตารางที่ 4-4 พบว่า ส าหรับการเปรียบเทียบตัวแบบโดยใช้ค่าเฉลี่ยของ RMSE เป็น

เครื่องมือในการเปรยีบเทียบตัวแบบ สรุปได้ว่า การพยากรณ์ชุดข้อมูลอนุกรมเวลาที่ได้จากจ าลองด้วย

ตัวแบบ ARIMA(1,1,1) ภายใต้สถานการณ์เดียวกันจ านวน 1,000 รอบ โดยใช้ชุดข้อมูลฝึกสอน ตัว

แบบผสมระหว่าง ARIMA(1,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน ให้ค่าเฉลี่ยของ RMSE ต่ ากว่าตัวแบบ 

ARIMA(1,1,1) และตัวแบบผสมระหว่าง ARIMA(1,1,1) กับเครือข่ายประสาทเทียม ตามล าดับ 

กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(1,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการ

พยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบ ARIMA(1,1,1) และตัวแบบผสมระหว่าง ARIMA(1,1,1) กับ

เครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ต่ าที่สุด ส่วนการพยากรณ์โดยใช้ชุดข้อมูล

ทดสอบ ตัวแบบผสมระหว่าง ARIMA(1,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน ให้ค่าเฉลี่ยของ RMSE ต่ า

กว่าตัวแบบ ARIMA(1,1,1) และตัวแบบผสมระหว่าง ARIMA(1,1,1) กับเครือข่ายประสาทเทียม 

ตามล าดับ กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(1,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย า

ในการพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบ ARIMA(1,1,1) และตัวแบบผสมระหว่าง ARIMA(1,1,1) 

กับเครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ต่ าที่สุด 
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ส าหรับการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า 

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ

การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่าเฉลี่ยของ RMSE สรุปได้ว่า ที่ระดับ

นัยส าคัญ 0.05 พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่าย

ประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีบางตัวแบบที่ให้

ความแม่นย าในการพยากรณ์ที่แตกต่างกัน เพราะว่า 32.19cF  และค่า 0492.0 valuep  

ซึ่งน้อยกว่าระดับนัยส าคัญ 0.05 จากนั้นจะท าการทดสอบต่อไปว่าตัวแบบคู่ใดบ้างที่มีความแม่นย าใน

การพยากรณ์ที่แตกต่างกัน ซึ่งท าได้โดยใช้การทดสอบของ Fisher’s Least Significant Difference 

(LSD) สรุปได้ว่า ที่ระดับนัยส าคัญ 0.05 พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA และตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ที่แตกต่างกัน นอกจากนี้ 

ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพ

พอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์ที่แตกต่างกันเช่นกัน แต่ไม่พบนัยส าคัญทาง

สถิติที่ว่า ตัวแบบ ARIMA และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความ

แม่นย าในการพยากรณ์ที่แตกต่างกัน 
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ตารางที่ 4- 5 ค่าเฉลี่ยของ MSE, ค่าเฉลี่ยของ RMSE และค่าเฉลี่ยของ MAE ที่ได้จากการจ าลองชุด

ข้อมูลอนุกรมด้วยตัวแบบ ARIMA(1,1,2) 

ตัวแบบ 
ค่าเฉลีย่ของ MSE ค่าเฉลีย่ของ RMSE ค่าเฉลีย่ของ MAE 
Train Test Train Test Train Test 

ARIMA 
17.9097 
(1.1782) 

31.6099 
(0.4604) 

4.2301 
(0.1409) 

5.6221 
(0.0409) 

3.2677 
(0.1405) 

4.3552 
(0.0233) 

ARIMA-ANN 
15.5032 
(0.3274) 

30.9144 
(0.6801) 

3.9372 
(0.0415) 

5.5597 
(0.0611) 

3.0301 
(0.0436) 

4.3281 
(0.0439) 

ARIMA-SVM 
17.4436 
(1.0664) 

31.4636 
(0.4865) 

4.1746 
(0.1293) 

5.6091 
(0.0433) 

3.2253 
(0.1268) 

4.3276 
(0.0318) 

หมายเหตุ ช่องที่ระบายสี หมายถึง ตัวแบบที่เหมาะสมที่สุด เมื่อใช้ค่าเฉลี่ยของ RMSE เป็นเครื่องมือ

ในการเปรียบเทียบตัวแบบ 

จากตารางที่ 4-5 พบว่า ส าหรับการเปรียบเทียบตัวแบบโดยใช้ค่าเฉลี่ยของ RMSE เป็น

เครื่องมือในการเปรยีบเทียบตัวแบบ สรุปได้ว่า การพยากรณ์ชุดข้อมูลอนุกรมเวลาที่ได้จากจ าลองด้วย

ตัวแบบ ARIMA(1,1,2) ภายใต้สถานการณ์เดียวกันจ านวน 1,000 รอบ โดยใช้ชุดข้อมูลฝึกสอน ตัว

แบบผสมระหว่าง ARIMA(1,1,2) กับเครือข่ายประสาทเทียม ให้ค่าเฉลี่ยของ RMSE ต่ ากว่าตัวแบบ

ผสมระหว่าง ARIMA(1,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA(1,1,2) ตามล าดับ 

กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(1,1,2) กับเครือข่ายประสาทเทียม มีความแม่นย าในการ

พยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสมระหว่าง ARIMA(1,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน และ

ตัวแบบ ARIMA(1,1,2) มีความแม่นย าในการพยากรณ์ต่ าที่สุด ส่วนการพยากรณ์โดยใช้ชุดข้อมูล

ทดสอบ ตัวแบบผสมระหว่าง ARIMA(1,1,2) กับเครือข่ายประสาทเทียม ให้ค่าเฉลี่ยของ RMSE ต่ า

กว่าตัวแบบผสมระหว่าง ARIMA(1,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA(1,1,2) 

ตามล าดับ กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(1,1,2) กับเครือข่ายประสาทเทียม มีความแม่นย าใน

การพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสมระหว่าง ARIMA(1,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน 

และตัวแบบ ARIMA(1,1,2) มีความแม่นย าในการพยากรณ์ต่ าที่สุด 
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ส าหรับการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า 

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ

การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่าเฉลี่ยของ RMSE สรุปได้ว่า ที่ระดับ

นัยส าคัญ 0.05 ไม่พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความ

แม่นย าในการพยากรณ์ที่แตกต่างกัน เพราะว่า 36.2cF  และค่า 2975.0 valuep  ซึ่ง

มากกว่าระดับนัยส าคัญ 0.05 
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ตารางที่ 4- 6 ค่าเฉลี่ยของ MSE, ค่าเฉลี่ยของ RMSE และค่าเฉลี่ยของ MAE ที่ได้จากการจ าลองชุด

ข้อมูลอนุกรมด้วยตัวแบบ ARIMA(2,1,0) 

ตัวแบบ 
ค่าเฉลีย่ของ MSE ค่าเฉลีย่ของ RMSE ค่าเฉลีย่ของ MAE 

Train Test Train Test Train Test 

ARIMA 
32.6787 
(9.1731) 

43.5534 
(13.8165) 

5.6640 
(0.8644) 

6.5339 
(1.0379) 

4.5818 
(0.7884) 

5.2505 
(0.9325) 

ARIMA-ANN 
23.9346 
(3.5034) 

37.2724 
(4.7569) 

4.8786 
(0.3672) 

6.0926 
(0.3926) 

3.7981 
(0.3313) 

4.8474 
(0.3780) 

ARIMA-SVM 
31.5943 
(8.3643) 

43.1729 
(12.5858) 

5.5665 
(0.7961) 

6.5044 
(0.9497) 

4.4965 
(0.7265) 

5.2202 
(0.8541) 

หมายเหตุ ช่องที่ระบายสี หมายถึง ตัวแบบที่เหมาะสมที่สุด เมื่อใช้ค่าเฉลี่ยของ RMSE เป็นเครื่องมือ

ในการเปรียบเทียบตัวแบบ 

จากตารางที่ 4-6 พบว่า ส าหรับการเปรียบเทียบตัวแบบโดยใช้ค่าเฉลี่ยของ RMSE เป็น

เครื่องมือในการเปรยีบเทียบตัวแบบ สรุปได้ว่า การพยากรณ์ชุดข้อมูลอนุกรมเวลาที่ได้จากจ าลองด้วย

ตัวแบบ ARIMA(2,1,0) ภายใต้สถานการณ์เดียวกันจ านวน 1,000 รอบ โดยใช้ชุดข้อมูลฝึกสอน ตัว

แบบผสมระหว่าง ARIMA(2,1,0) กับเครือข่ายประสาทเทียม ให้ค่าเฉลี่ยของ RMSE ต่ ากว่าตัวแบบ

ผสมระหว่าง ARIMA(2,1,0) กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA(2,1,0) ตามล าดับ 

กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(2,1,0) กับเครือข่ายประสาทเทียม มีความแม่นย าในการ

พยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสมระหว่าง ARIMA(2,1,0) กับซัพพอร์ทเวกเตอร์แมชชีน และ

ตัวแบบ ARIMA(2,1,0) มีความแม่นย าในการพยากรณ์ต่ าที่สุด ส่วนการพยากรณ์โดยใช้ชุดข้อมูล

ทดสอบ ตัวแบบผสมระหว่าง ARIMA(2,1,0) กับเครือข่ายประสาทเทียม ให้ค่าเฉลี่ยของ RMSE ต่ า

กว่าตัวแบบผสมระหว่าง ARIMA(2,1,0) กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA(2,1,0) 

ตามล าดับ กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(2,1,0) กับเครือข่ายประสาทเทียม มีความแม่นย าใน

การพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสมระหว่าง ARIMA(2,1,0) กับซัพพอร์ทเวกเตอร์แมชชีน 

และตัวแบบ ARIMA(2,1,0) มีความแม่นย าในการพยากรณ์ต่ าที่สุด 
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ส าหรับการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า  

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ

การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่าเฉลี่ยของ RMSE สรุปได้ว่า ที่ระดับ

นัยส าคัญ 0.05 ไม่พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความ

แม่นย าในการพยากรณ์ที่แตกต่างกัน เพราะว่า 70.13cF  และค่า 0680.0 valuep  ซึ่ง

มากกว่าระดับนัยส าคัญ 0.05 
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ตารางที่ 4- 7 ค่าเฉลี่ยของ MSE, ค่าเฉลี่ยของ RMSE และค่าเฉลี่ยของ MAE ที่ได้จากการจ าลองชุด

ข้อมูลอนุกรมด้วยตัวแบบ ARIMA(2,1,1) 

ตัวแบบ 
ค่าเฉลีย่ของ MSE ค่าเฉลีย่ของ RMSE ค่าเฉลีย่ของ MAE 
Train Test Train Test Train Test 

ARIMA 
17.2696 
(1.0874) 

32.2049 
(1.1359) 

4.1540 
(0.1307) 

5.6742 
(0.1008) 

3.1718 
(0.1749) 

4.4578 
(0.1177) 

ARIMA-ANN 
15.7958 
(0.6305) 

31.4881 
(1.0193) 

3.9736 
(0.0788) 

5.6107 
(0.0903) 

3.0585 
(0.0782) 

4.4027 
(0.0474) 

ARIMA-SVM 
16.8228 
(0.9434) 

31.8561 
(1.0826) 

4.1000 
(0.1152) 

5.6433 
(0.0966) 

3.1291 
(0.1597) 

4.4184 
(0.1072) 

หมายเหตุ ช่องที่ระบายสี หมายถึง ตัวแบบที่เหมาะสมที่สุด เมื่อใช้ค่าเฉลี่ยของ RMSE เป็นเครื่องมือ

ในการเปรียบเทียบตัวแบบ 

จากตารางที่ 4-7 พบว่า ส าหรับการเปรียบเทียบตัวแบบโดยใช้ค่าเฉลี่ยของ RMSE เป็น

เครื่องมือในการเปรยีบเทียบตัวแบบ สรุปได้ว่า การพยากรณ์ชุดข้อมูลอนุกรมเวลาที่ได้จากจ าลองด้วย

ตัวแบบ ARIMA(2,1,1) ภายใต้สถานการณ์เดียวกันจ านวน 1,000 รอบ โดยใช้ชุดข้อมูลฝึกสอน ตัว

แบบผสมระหว่าง ARIMA(2,1,1) กับเครือข่ายประสาทเทียม ให้ค่าเฉลี่ยของ RMSE ต่ ากว่าตัวแบบ

ผสมระหว่าง ARIMA(2,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA(2,1,1) ตามล าดับ 

กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(2,1,1) กับเครือข่ายประสาทเทียม มีความแม่นย าในการ

พยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสมระหว่าง ARIMA(2,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน และ

ตัวแบบ ARIMA(2,1,1) มีความแม่นย าในการพยากรณ์ต่ าที่สุด ส่วนการพยากรณ์โดยใช้ชุดข้อมูล

ทดสอบ ตัวแบบผสมระหว่าง ARIMA(2,1,1) กับเครือข่ายประสาทเทียม ให้ค่าเฉลี่ยของ RMSE ต่ า

กว่าตัวแบบผสมระหว่าง ARIMA(2,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA(2,1,1) 

ตามล าดับ กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(2,1,1) กับเครือข่ายประสาทเทียม มีความแม่นย าใน

การพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสมระหว่าง ARIMA(2,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน 

และตัวแบบ ARIMA(2,1,1) มีความแม่นย าในการพยากรณ์ต่ าที่สุด 
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ส าหรับการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า 

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ

การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่าเฉลี่ยของ RMSE สรุปได้ว่า ที่ระดับ

นัยส าคัญ 0.05 ไม่พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความ

แม่นย าในการพยากรณ์ที่แตกต่างกัน เพราะว่า 00.4cF  และค่า 2000.0 valuep  ซึ่ง

มากกว่าระดับนัยส าคัญ 0.05 
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ตารางที่ 4- 8 ค่าเฉลี่ยของ MSE, ค่าเฉลี่ยของ RMSE และค่าเฉลี่ยของ MAE ที่ได้จากการจ าลองชุด

ข้อมูลอนุกรมด้วยตัวแบบ ARIMA(2,1,2) 

ตัวแบบ 
ค่าเฉลีย่ของ MSE ค่าเฉลีย่ของ RMSE ค่าเฉลีย่ของ MAE 
Train Test Train Test Train Test 

ARIMA 
16.5388 
(0.7724) 

31.2033 
(2.1023) 

4.0659 
(0.0956) 

5.5835 
(0.1876) 

3.0986 
(0.0757) 

4.3902 
(0.1701) 

ARIMA-ANN 
16.5797 
(1.4186) 

31.3785 
(1.6262) 

4.0682 
(0.1719) 

5.5998 
(0.1456) 

3.1584 
(0.1722) 

4.4269 
(0.1292) 

ARIMA-SVM 
16.1344 
(0.7743) 

30.8265 
(2.0531) 

4.0156 
(0.0971) 

5.5492 
(0.1845) 

3.0619 
(0.0768) 

4.3362 
(0.1595) 

หมายเหตุ ช่องที่ระบายสี หมายถึง ตัวแบบที่เหมาะสมที่สุด เมื่อใช้ค่าเฉลี่ยของ RMSE เป็นเครื่องมือ

ในการเปรียบเทียบตัวแบบ 

จากตารางที่ 4-8 พบว่า ส าหรับการเปรียบเทียบตัวแบบโดยใช้ค่าเฉลี่ยของ RMSE เป็น

เครื่องมือในการเปรยีบเทียบตัวแบบ สรุปได้ว่า การพยากรณ์ชุดข้อมูลอนุกรมเวลาที่ได้จากจ าลองด้วย

ตัวแบบ ARIMA(2,1,2) ภายใต้สถานการณ์เดียวกันจ านวน 1,000 รอบ โดยใช้ชุดข้อมูลฝึกสอน ตัว

แบบผสมระหว่าง ARIMA(2,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน ให้ค่าเฉลี่ยของ RMSE ต่ ากว่าตัวแบบ 

ARIMA(2,1,2) และตัวแบบผสมระหว่าง ARIMA(2,1,2) กับเครือข่ายประสาทเทียม ตามล าดับ 

กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(2,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการ

พยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบ ARIMA(2,1,2) และตัวแบบผสมระหว่าง ARIMA(2,1,2) กับ

เครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ต่ าที่สุด ส่วนการพยากรณ์โดยใช้ชุดข้อมูล

ทดสอบ ตัวแบบผสมระหว่าง ARIMA(2,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน ให้ค่าเฉลี่ยของ RMSE ต่ า

กว่าตัวแบบ ARIMA(2,1,2) และตัวแบบผสมระหว่าง ARIMA(2,1,2) กับเครือข่ายประสาทเทียม 

ตามล าดับ กล่าวคือ ตัวแบบผสมระหว่าง ARIMA(2,1,2) กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย า

ในการพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบ ARIMA(2,1,2) และตัวแบบผสมระหว่าง ARIMA(2,1,2) 

กับเครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ต่ าที่สุด 
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ส าหรับการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า 

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ

การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่าเฉลี่ยของ RMSE สรุปได้ว่า ที่ระดับ

นัยส าคัญ 0.05 พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่าย

ประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีบางตัวแบบที่ให้

ความแม่นย าในการพยากรณ์ที่แตกต่างกัน เพราะว่า 81.39cF  และค่า 0245.0 valuep  ซึ่ง

น้อยกว่าระดับนัยส าคัญ 0.05 จากนั้นจะท าการทดสอบต่อไปว่าตัวแบบคู่ใดบ้างที่มีความแม่นย าใน

การพยากรณ์ที่แตกต่างกัน ซึ่งท าได้โดยใช้การทดสอบของ Fisher’s Least Significant Difference 

(LSD) สรุปได้ว่า ที่ระดับนัยส าคัญ 0.05 พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA และตัวแบบผสม

ระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์ที่แตกต่างกัน 

นอกจากนี้ ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA 

กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์ที่แตกต่างกันเช่นกัน แต่ไม่พบนัยส าคัญ

ทางสถิติที่ว่า ตัวแบบ ARIMA และตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม มีความ

แม่นย าในการพยากรณ์ที่แตกต่างกัน 
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4.2 ผลการเปรียบเทียบความแม่นย าของค่าพยากรณ์ท่ีได้จากตัวแบบ ARIMA, ตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ท

เวกเตอร์แมชชีน โดยใช้ชุดข้อมูลจริง 

ตารางที่ 4- 9 ค่า MSE, RMSE และ MAE ที่ได้จากการพยากรณ์ราคาปิดของหุน้ SCB โดยใช้ชุดข้อมูล

จริง 

ตัวแบบ 
MSE RMSE MAE 

Train Test Train Test Train Test 

ARIMA 14.4778 29.2408 3.8049 5.4075 2.9121 4.1488 

ARIMA-ANN 14.4853 29.4017 3.8059 5.4223 2.9147 4.1728 

ARIMA-SVM 13.8246 28.5037 3.7181 5.3389 2.8466 4.0888 

หมายเหตุ ช่องที่ระบายสี หมายถึง ตัวแบบที่เหมาะสมที่สุด เมื่อใช้เกณฑ์ RMSE เป็นเครื่องมือในการ

เปรียบเทียบตัวแบบ 

จากตารางที่ 4-9 การศึกษาตัวแบบ ARIMA ภายใต้ค่า p ตั้งแต่ 0 ถึง 2, ค่า d เท่ากับ 1 และ

ค่า q ตั้งแต่ 0 ถึง 2 พบว่า ตัวแบบที่เหมาะสมที่สุดส าหรับใช้พยากรณ์ราคาปิดของหุ้น SCB คือ ตัว

แบบ ARIMA(1,1,1) เนื่องจากเป็นตัวแบบที่มีเกณฑ์สารสนเทศของอะกะอิเกะหรือค่า AIC ต่ าที่สุด ซึ่ง

มีรูปแบบของสมการคือ tttt wwxx   11 9949.09181.0  โดยให้ค่า RMSE เท่ากับ 3.8049 

ส าหรับชุดข้อมูลฝึกสอน และ RMSE เท่ากับ 5.4075 ส าหรับชุดข้อมูลทดสอบ 

 การศึกษาตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม โดยน าค่าส่วนเหลือที่ได้

จากตัวแบบ ARIMA(1,1,1) มาสร้างตัวแบบเครือข่ายประสาทเทียม พบว่า ตัวแบบเครือข่ายประสาท

เทียม 1-4-1 เป็นตัวแบบที่เหมาะสมที่สุด กล่าวคือ เป็นตัวแบบเครือข่ายประสาทเทียมที่ช้ันข้อมูล

น าเข้ามีจ านวนโหนด 1 โหนด, ช้ันซ่อนมีจ านวนโหนด 4 โหนด และช้ันผลลัพธ์มีจ านวนโหนด 1 

โหนด เนื่องจากเป็นตัวแบบที่ให้ค่า RMSE ต่ าที่สุด จากนั้นท าการค านวณหาค่าพยากรณ์รวม (Total 

forecasting) ซึ่งเป็นการรวมข้อมูลส่วนที่เป็นฟังก์ชันเชิงเส้นตรงที่ได้จากการพยากรณ์ราคาปิดหุ้น 



 

 

108 

SCB ด้วยตัวแบบ ARIMA(1,1,1) และข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงที่ได้จากการพยากรณ์

ราคาปิดหุ้น SCB ด้วยตัวแบบเครือข่ายประสาทเทียม 1-4-1 เข้าด้วยกัน โดยให้ค่า RMSE เท่ากับ 

3.8059 ส าหรับชุดข้อมูลฝึกสอน และ RMSE เท่ากับ 5.4223 ส าหรับชุดข้อมูลทดสอบ 

 การศึกษาตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน โดยน าค่าส่วนเหลือที่ได้

จากตัวแบบ ARIMA(1,1,1) มาสร้างตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการถดถอย พบว่า ตัว

แบบซัพพอร์ทเวกเตอร์แมชชีนที่มีจ านวนช่วงเวลาที่ช้ากว่ากัน (Lag) เท่ากับ 1 หน่วยเวลา, ค่า C 

เท่ากับ 1, ค่า   เท่ากับ 0.1 และค่าส่วนเบี่ยงเบนมาตรฐานเท่ากับ 1.544 เป็นตัวแบบที่เหมาะสม

ที่สุด เนื่องจากเป็นตัวแบบที่ให้ค่า RMSE ต่ าที่สุด จากนั้นท าการค านวณหาค่าพยากรณ์รวม (Total 

forecasting) ซึ่งเป็นการรวมข้อมูลส่วนที่เป็นฟังก์ชันเชิงเส้นตรงที่ได้จากการพยากรณ์ราคาปิดหุ้น 

SCB ด้วยตัวแบบ ARIMA(1,1,1) และข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงที่ได้จากการพยากรณ์

ราคาปิดหุ้น SCB ด้วยตัวแบบซัพพอร์ทเวกเตอร์แมชชีนเข้าด้วยกัน โดยให้ค่า RMSE เท่ากับ 3.7181 

ส าหรับชุดข้อมูลฝึกสอน และ RMSE เท่ากับ 5.3389 ส าหรับชุดข้อมูลทดสอบ 

 ดังนั้น ส าหรับการเปรียบเทียบตัวแบบโดยใช้ค่า RMSE เป็นเครื่องมือในการเปรียบเทียบตัว

แบบ สรุปได้ว่า การพยากรณ์ราคาปิดหุ้น SCB โดยใช้ชุดข้อมูลจริงในชุดข้อมูลฝึกสอน ตัวแบบผสม

ระหว่าง ARIMA(1,1,1) กับซัพพอร์ทเวกเตอร์แมชชีน ให้ค่า RMSE ต่ ากว่าตัวแบบ ARIMA(1,1,1) 

และตัวแบบผสมระหว่าง ARIMA(1,1,1) กับเครือข่ายประสาทเทียม ตามล าดับ ส่วนการพยากรณ์

ราคาปิดหุ้น SCB ในชุดข้อมูลทดสอบ ตัวแบบผสมระหว่าง ARIMA(1,1,1) กับซัพพอร์ทเวกเตอร์แม

ชชีน ให้ค่า RMSE ต่ ากว่าตัวแบบ ARIMA(1,1,1) และตัวแบบผสมระหว่าง ARIMA(1,1,1) กับ

เครือข่ายประสาทเทียม ตามล าดับ ดังนั้นกล่าวโดยสรุปได้คือ ตัวแบบผสมระหว่าง ARIMA(1,1,1) 

กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบ 

ARIMA(1,1,1) และตัวแบบผสมระหว่าง ARIMA(1,1,1) กับเครือข่ายประสาทเทียม มีความแม่นย าใน

การพยากรณ์ต่ าที่สุด ทั้งในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบ 

ส าหรับการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า 

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ
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การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่าเฉลี่ยของ RMSE สรุปได้ว่า ที่ระดับ

นัยส าคัญ 0.05 พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่าย

ประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร ์มีบางตัวแบบที่ใหค้วามแม่นย า

ในการพยากรณ์ที่แตกต่างกัน เพราะว่า 27.99cF  และค่า 0100.0 valuep  ซึ่งน้อยกว่า

ระดับนัยส าคัญ 0.05 จากนั้นจะท าการทดสอบต่อไปว่าตัวแบบคู่ใดบ้างที่มีความแม่นย าในการ

พยากรณ์ที่แตกต่างกัน ซึ่งท าได้โดยใช้การทดสอบของ Fisher’s Least Significant Difference 

(LSD) สรุปได้ว่า ที่ระดับนัยส าคัญ 0.05 พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA และตัวแบบผสม

ระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์ที่แตกต่างกัน 

นอกจากนี้ ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA 

กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์ที่แตกต่างกันเช่นกัน แต่ไม่พบนัยส าคัญ

ทางสถิติที่ว่า ตัวแบบ ARIMA และตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียมมีความ

แม่นย าในการพยากรณ์ที่แตกต่างกัน 
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ภาพที่ 4- 5 การเปรียบเทียบระหว่างค่าพยากรณ์กบัข้อมลูจริงจากตัวแบบ ARIMA  

ในชุดข้อมูลฝึกสอน 

 
 

 
ภาพที่ 4- 6 การเปรียบเทียบระหว่างค่าพยากรณ์กบัข้อมลูจริงจากตัวแบบ ARIMA  

ในชุดข้อมูลทดสอบ 

ข้อมูลจริง 
ค่าพยากรณ์ 

ข้อมูลจริง 
ค่าพยากรณ์ 
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ภาพที่ 4- 7 การเปรียบเทียบระหว่างค่าพยากรณ์กบัข้อมลูจริงจากตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม ในชุดข้อมูลฝึกสอน 

 
 

 
ภาพที่ 4- 8 การเปรียบเทียบระหว่างค่าพยากรณ์กบัข้อมลูจริงจากตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม ในชุดข้อมูลทดสอบ 

ข้อมูลจริง 
ค่าพยากรณ์ 

ข้อมูลจริง 
ค่าพยากรณ์ 
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ภาพที่ 4- 9 การเปรียบเทียบระหว่างค่าพยากรณ์กบัข้อมลูจริงจากตัวแบบผสมระหว่าง ARIMA กับ 

ซัพพอร์ทเวกเตอร์แมชชีน ในชุดข้อมูลฝึกสอน 

 
. 

 
ภาพที่ 4- 10 การเปรียบเทียบระหว่างค่าพยากรณ์กบัข้อมลูจริงจากตัวแบบผสมระหว่าง ARIMA กบั 

ซัพพอร์ทเวกเตอร์แมชชีน ในชุดข้อมูลทดสอบ 

ข้อมูลจริง 
ค่าพยากรณ์ 

ข้อมูลจริง 
ค่าพยากรณ์ 



 

 

113 

บทที่ 5 
 

สรุปผลการวิจัยและข้อเสนอแนะ 

 การศึกษาเปรียบเทียบความแม่นย าของตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน ในการ

พยากรณ์ราคาปิดหุ้น SCB ของธนาคารไทยพาณิชย์จ ากัด (มหาชน) โดยใช้ชุดข้อมูลจริงและชุดข้อมูล

อนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(0,1,1), ตัวแบบ ARIMA(0,1,2), ตัวแบบ ARIMA(1,1,0), ตัว

แบบ ARIMA(1,1,1), ตัวแบบ ARIMA(1,1,2), ตัวแบบ ARIMA(2,1,0), ตัวแบบ ARIMA(2,1,1) และตัว

แบบ ARIMA(2,1,2) เมื่อใช้เกณฑ์ในการพิจารณาความแม่นย าของแต่ละตัวแบบจากรากของค่า

คลาดเคลื่อนก าลังสองเฉลี่ย (Root mean square error: RMSE) ซึ่งตัวแบบใดที่ให้ค่า RMSE ต่ าสุด 

จะเป็นตัวแบบที่ให้ผลดีสุด โดยสรุปผลการวิจัยได้ดังนี้ 

5.1 สรุปผลการวิจัย 

โดยผลการวิจัยจะแบ่งออกเป็น 2 ส่วน ดังนี้ 

ส่วนท่ี 1 ผลการเปรียบเทียบความแม่นย าของค่าพยากรณ์ที่ได้จากตัวแบบ ARIMA, ตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์

แมชชีน โดยใช้ชุดข้อมูลจ าลอง 

ส่วนท่ี 2 ผลการเปรียบเทียบความแม่นย าของค่าพยากรณ์ที่ได้จากตัวแบบ ARIMA, ตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์

แมชชีน โดยใช้ชุดข้อมูลจริง 
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5.1.1 ผลการเปรียบเทียบความแม่นย าของค่าพยากรณ์ท่ีได้จากตัวแบบ ARIMA, ตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ท

เวกเตอร์แมชชีน โดยใช้ชุดข้อมูลจ าลอง 

ตารางที่ 5- 1 ผลการเปรียบเทียบความแม่นย าของค่าพยากรณ์จากตัวแบบ ARIMA, ตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์

แมชชีน โดยใช้ชุดข้อมูลจ าลอง 

 

จ าลองชุดข้อมลู 
อนุกรมเวลา 

อันดับความแม่นย าของ 
ตัวแบบ 

ค่าเฉลีย่ของ RMSE ตัวแบบท่ีเหมาะสม
ท่ีสุด Train Test 

ARIMA(0,1,1) 

1. ตัวแบบผสม ARIMA-ANN 
 
2. ตัวแบบผสม ARIMA-SVM  
 
3. ตัวแบบ ARIMA 
 

 3.9793 
(0.1065) 
4.1769 
(0.2595) 
4.2232 
(0.2940)     

5.5485 
(0.0885) 
5.6008 
(0.1056) 
5.6269 
(0.0976) 

ตัวแบบผสม 
ARIMA-ANN 

ARIMA(0,1,2) 

1. ตัวแบบผสม ARIMA-SVM 
 
2. ตัวแบบ ARIMA 
 
3. ตัวแบบผสม ARIMA-ANN 

4.0634 
(0.1311) 
4.1057 
(0.1347) 
4.1428 
(0.2382) 

5.5661 
(0.1194) 
5.5872 
(0.1286) 
5.7119 
(0.1050) 

ตัวแบบผสม 
ARIMA-SVM 

ARIMA(1,1,0) 

1. ตัวแบบผสม ARIMA-ANN 
 
2. ตัวแบบผสม ARIMA-SVM 
 
3. ตัวแบบ ARIMA 

5.2518 
(0.6441) 
6.3993 
(0.7767) 
6.4909 
(0.8459) 

7.7504 
(1.1731) 
9.4765 
(1.2626) 
9.5688 
(1.2808) 

ตัวแบบผสม 
ARIMA-ANN 
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จ าลองชุดข้อมลู 
อนุกรมเวลา 

อันดับความแม่นย าของ 
ตัวแบบ 

ค่าเฉลีย่ของ RMSE ตัวแบบท่ีเหมาะสม
ท่ีสุด Train Test 

ARIMA(0,1,1) 

1. ตัวแบบผสม ARIMA-ANN 
 
2. ตัวแบบผสม ARIMA-SVM  
 
3. ตัวแบบ ARIMA 
 

 3.9793 
(0.1065) 
4.1769 
(0.2595) 
4.2232 
(0.2940)     

5.5485 
(0.0885) 
5.6008 
(0.1056) 
5.6269 
(0.0976) 

ตัวแบบผสม 
ARIMA-ANN 

ARIMA(0,1,2) 

1. ตัวแบบผสม ARIMA-SVM 
 
2. ตัวแบบ ARIMA 
 
3. ตัวแบบผสม ARIMA-ANN 

4.0634 
(0.1311) 
4.1057 
(0.1347) 
4.1428 
(0.2382) 

5.5661 
(0.1194) 
5.5872 
(0.1286) 
5.7119 
(0.1050) 

ตัวแบบผสม 
ARIMA-SVM 

ARIMA(1,1,0) 

1. ตัวแบบผสม ARIMA-ANN 
 
2. ตัวแบบผสม ARIMA-SVM 
 
3. ตัวแบบ ARIMA 

5.2518 
(0.6441) 
6.3993 
(0.7767) 
6.4909 
(0.8459) 

7.7504 
(1.1731) 
9.4765 
(1.2626) 
9.5688 
(1.2808) 

ตัวแบบผสม 
ARIMA-ANN 

ARIMA(1,1,1) 

1. ตัวแบบผสม ARIMA-SVM 
 
2. ตัวแบบ ARIMA 
 
3. ตัวแบบผสม ARIMA-ANN 

4.0327 
(0.1199) 
4.0818 
(0.1192) 
4.1643 
(0.2210) 

5.5726 
(0.1339) 
5.5969 
(0.1358) 
5.7522 
(0.2116) 

 
ตัวแบบผสม 
ARIMA-SVM 
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จ าลองชุดข้อมลู 
อนุกรมเวลา 

อันดับความแม่นย าของ 
ตัวแบบ 

ค่าเฉลีย่ของ RMSE ตัวแบบท่ีเหมาะสม
ท่ีสุด Train Test 

ARIMA(1,1,2) 

1. ตัวแบบผสม ARIMA-ANN 
 
2. ตัวแบบผสม ARIMA-SVM 
 
3. ตัวแบบ ARIMA 

3.9372 
(0.0415) 
4.1746 
(0.1293) 
4.2301 
(0.1409) 

5.5597 
(0.0611) 
5.6091 
(0.0433) 
5.6221 
(0.0409) 

ตัวแบบผสม 
ARIMA-ANN 

ARIMA(2,1,0) 

1. ตัวแบบผสม ARIMA-ANN 
 
2. ตัวแบบผสม ARIMA-SVM 
 
3. ตัวแบบ ARIMA 

4.8786 
(0.3672) 
5.5665 
(0.7961) 
5.6640 
(0.8644) 

6.0926 
(0.3926) 
6.5044 
(0.9497) 
6.5339 
(1.0379) 

ตัวแบบผสม 
ARIMA-ANN 

ARIMA(2,1,1) 

1. ตัวแบบผสม ARIMA-ANN 
 
2. ตัวแบบผสม ARIMA-SVM 
 
3. ตัวแบบ ARIMA 

3.9736 
(0.0788) 
4.1000 
(0.1152) 
4.1540 
(0.1307) 

5.6107 
(0.0903) 
5.6433 
(0.0966) 
5.6742 
(0.1008) 

ตัวแบบผสม 
ARIMA-ANN 

ARIMA(2,1,2) 

1. ตัวแบบผสม ARIMA-SVM 
 
2. ตัวแบบ ARIMA 
 
3. ตัวแบบผสม ARIMA-ANN 

4.0156 
(0.0971) 
4.0659 
(0.0956) 
4.0682 
(0.1719) 

5.5492 
(0.1845) 
5.5835 
(0.1876) 
5.5998 
(1.6262) 

ตัวแบบผสม 
ARIMA-SVM 

 
 



 

 

117 

จากตารางที่ 5-1 พบว่า ส าหรับการเปรียบเทียบตัวแบบโดยใช้ค่าเฉลี่ยของ RMSE เป็น

เครื่องมือในการเปรียบเทียบตัวแบบ ผลปรากฏว่า การพยากรณ์ในชุดข้อมูลอนุกรมเวลาที่ได้จาก

จ าลองด้วยตัวแบบ ARIMA(0,1,2), ตัวแบบ ARIMA(1,1,1) และตัวแบบ ARIMA(2,1,2) สรุปได้ว่า ตัว

แบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์สูงที่สุด 

รองลงมาคือ ตัวแบบ ARIMA และตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม มีความ

แม่นย าในการพยากรณ์ต่ าที่สุด ทั้งในชุดข้อมูลฝึกสอนและชุดข้อมูลทดสอบ ส่วนการพยากรณ์ในชุด

ข้อมูลอนุกรมเวลาที่ได้จากจ าลองด้วยตัวแบบ ARIMA(0,1,1), ตัวแบบ ARIMA(1,1,0), ตัวแบบ 

ARIMA(1,1,2), ตัวแบบ ARIMA(2,1,0) และตัวแบบ ARIMA(2,1,1) สรุปได้ว่า ตัวแบบผสมระหว่าง 

ARIMA กับเครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสม

ระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA มีความแม่นย าในการพยากรณ์ต่ า

ที่สุด 

ส าหรับการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า 

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ

การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่าเฉลี่ยของ RMSE ผลปรากฏว่า ส าหรับ

การพยากรณ์ในชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(0,1,1), ตัวแบบ ARIMA(0,1,2), ตัว

แบบ ARIMA(1,1,2), ตัวแบบ ARIMA(2,1,0) และตัวแบบ ARIMA(2,1,1) สรุปได้ว่า ที่ระดับนัยส าคัญ 

0.05 ไม่พบนัยส าคัญทางสถิติที่ ว่า ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่าย

ประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร ์มีความแม่นย าในการพยากรณ์

ที่แตกต่างกัน ส าหรับการพยากรณ์ในชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(1,1,0) และ

ตัวแบบ ARIMA(1,1,1) สรุปได้ว่า ที่ระดับนัยส าคัญ 0.05 พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA 

และตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ที่

แตกต่างกัน นอกจากนี้ ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสม

ระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์ที่แตกต่างกันเช่นกัน แต่
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ไม่พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์

แมชชีน มีความแม่นย าในการพยากรณ์ที่แตกต่างกัน ส าหรับการพยากรณ์ในชุดข้อมูลอนุกรมเวลาที่

จ าลองด้วยตัวแบบ ARIMA(2,1,2) สรุปได้ว่า ที่ระดับนัยส าคัญ 0.05 พบนัยส าคัญทางสถิติที่ว่า ตัว

แบบ ARIMA และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการ

พยากรณ์ที่แตกต่างกัน นอกจากนี้ ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัว

แบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์ที่แตกต่างกัน

เช่นกัน แต่ไม่พบนัยส าคัญทางสถิติที่ว่า ตัวแบบผสม ARIMA และตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ที่แตกต่างกัน 

5.1.2 ผลการเปรียบเทียบความแม่นย าของค่าพยากรณ์ท่ีได้จากตัวแบบ ARIMA, ตัวแบบผสม

ระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ท

เวกเตอร์แมชชีน โดยใช้ชุดข้อมูลจริง 

 จากการศึกษาตัวแบบ ARIMA ภายใต้ค่า p ตั้งแต่ 0 ถึง 2, ค่า d เท่ากับ 1 และค่า q ตั้งแต่ 

0 ถึง 2 พบว่า ตัวแบบที่เหมาะสมที่สดุส าหรับใช้พยากรณ์ราคาปิดหุน้ SCB คือ ตัวแบบ ARIMA(1,1,1) 

เนื่องจากเป็นตัวแบบที่มีเกณฑ์สารสนเทศของอะกะอิเกะหรือค่า AIC ต่ าที่สุด ซึ่งมีรูปแบบของสมการ 

คือ tttt wwxx   11 9949.09181.0  โดยให้ค่า RMSE เท่ากับ 3.8049 ส าหรับชุดข้อมูล

ฝึกสอน และ RMSE เท่ากับ 5.4075 ส าหรับชุดข้อมูลทดสอบ 

 จากการศึกษาตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม โดยน าค่าส่วนเหลือที่

ได้จากตัวแบบ ARIMA(1,1,1) มาสร้างตัวแบบเครือข่ายประสาทเทียม พบว่า ตัวแบบเครือข่าย

ประสาทเทียม 1-4-1 เป็นตัวแบบที่เหมาะสมที่สุด กล่าวคือ เป็นตัวแบบเครือข่ายประสาทเทียมที่ช้ัน

ข้อมูลน าเข้ามีจ านวนโหนด 1 โหนด, ช้ันซ่อนมีจ านวนโหนด 4 โหนด และช้ันผลลัพธ์มีจ านวนโหนด 1 

โหนด เนื่องจากเป็นตัวแบบที่ให้ค่า RMSE ต่ าที่สุด จากนั้นท าการค านวณหาค่าพยากรณ์รวม (Total 

forecasting) ซึ่งเป็นการรวมข้อมูลส่วนที่เป็นฟังก์ชันเชิงเส้นตรงที่ได้จากการพยากรณ์ราคาปิดหุ้น 

SCB ด้วยตัวแบบ ARIMA(1,1,1) และข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงที่ได้จากการพยากรณ์

ราคาปิดหุ้น SCB ด้วยตัวแบบเครือข่ายประสาทเทียม 1-4-1 เข้าด้วยกัน โดยให้ค่า RMSE เท่ากับ 

3.8059 ส าหรับชุดข้อมูลฝึกสอน และ RMSE เท่ากับ 5.4223 ส าหรับชุดข้อมูลทดสอบ 
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 จากการศึกษาตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน โดยน าค่าส่วนเหลือ

ที่ได้จากตัวแบบ ARIMA(1,1,1) มาสร้างตัวแบบซัพพอร์ทเวกเตอร์แมชชีนส าหรับการถดถอย พบว่า 

ตัวแบบซัพพอร์ทเวกเตอร์แมชชีนที่มีจ านวนช่วงเวลาที่ช้ากว่ากัน (Lag) เท่ากับ 1 หน่วยเวลา, ค่า C 

เท่ากับ 1, ค่า   เท่ากับ 0.1 และค่าส่วนเบี่ยงเบนมาตรฐานเท่ากับ 1.544 เป็นตัวแบบที่เหมาะสม

ที่สุด เนื่องจากเป็นตัวแบบที่ให้ค่า RMSE ต่ าที่สุด จากนั้นท าการค านวณหาค่าพยากรณ์รวม (Total 

forecasting) ซึ่งเป็นการรวมข้อมูลส่วนที่เป็นฟังก์ชันเชิงเส้นตรงที่ได้จากการพยากรณ์ราคาปิดหุ้น 

SCB ด้วยตัวแบบ ARIMA(1,1,1) และข้อมูลส่วนที่ไม่เป็นฟังก์ชันเชิงเส้นตรงที่ได้จากการพยากรณ์

ราคาปิดหุ้น SCB ด้วยตัวแบบซัพพอร์ทเวกเตอร์แมชชีนเข้าด้วยกัน โดยให้ค่า RMSE เท่ากับ 3.7181 

ส าหรับชุดข้อมูลฝึกสอน และ RMSE เท่ากับ 5.3389 ส าหรับชุดข้อมูลทดสอบ 

 ดังนั้น ส าหรับการพยากรณ์ราคาปิดหุ้น SCB โดยใช้ชุดข้อมูลจริงซึ่งมีลักษณะข้อมูลอนุกรม

เวลาสอดคล้องกับตัวแบบ ARIMA(1,1,1) ในชุดข้อมูลฝึกสอนและข้อมูลชุดทดสอบ โดยใช้ค่า RMSE 

เป็นเครื่องมือในการเปรียบเทียบตัวแบบ สรุปได้ว่า ตัวแบบผสมระหว่าง ARIMA(1,1,1) กับซัพพอร์ท

เวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบ ARIMA(1,1,1) และตัว

แบบผสมระหว่าง ARIMA(1,1,1) กับเครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ต่ าที่สุด 

 ส าหรับการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า 

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ

การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่า RMSE ผลปรากฏว่า ที่ระดับนัยส าคัญ 

0.05 พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ท

เวกเตอร์แมชชีน มีความแม่นย าในการพยากรณ์ที่แตกต่างกัน นอกจากนี้ ตัวแบบผสมระหว่าง ARIMA 

กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความ

แม่นย าในการพยากรณ์ที่แตกต่างกันเช่นกัน แต่ไม่พบนัยส าคัญทางสถิติที่ว่า ตัวแบบ ARIMA และตัว

แบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ที่แตกต่างกัน  
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5.2 สรุปผลโดยรวม 

 จากผลการวิจัยในการเปรียบเทียบความแม่นย าของตัวแบบ ARIMA, ตัวแบบผสมระหว่าง 

ARIMA กับเครือข่ายประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน 

ในการพยากรณ์ราคาปิดหุ้น SCB ของธนาคารไทยพาณิชย์ จ ากัด (มหาชน) โดยใช้ชุดข้อมูลจริงและ

ชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(0,1,1) , ตัวแบบ ARIMA(0,1,2) , ตัวแบบ 

ARIMA(1,1,0), ตัวแบบ ARIMA(1,1,1), ตัวแบบ ARIMA(1,1,2), ตัวแบบ ARIMA(2,1,0), ตัวแบบ 

ARIMA(2,1,1) และตัวแบบ ARIMA(2,1,2) เมื่อใช้เกณฑ์รากของค่าคลาดเคลื่อนก าลังสองเฉลี่ย (Root 

mean square error: RMSE) เป็นเครื่องมือในการเปรียบเทียบตัวแบบ ผลปรากฏว่า ส าหรับการ

พยากรณ์ในชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(0,1,2), ตัวแบบ ARIMA(1,1,1) และตัว

แบบ ARIMA(2,1,2) สรุปได้ว่า ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความ

แม่นย าในการพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบ ARIMA และตัวแบบผสมระหว่าง ARIMA กับ

เครือข่ายประสาทเทียม มีความแม่นย าในการพยากรณ์ต่ าที่สุด ส าหรับการพยากรณ์ในชุดข้อมูล

อนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(0,1,1), ตัวแบบ ARIMA(1,1,0), ตัวแบบ ARIMA(1,1,2), ตัว

แบบ ARIMA(2,1,0) และตัวแบบ ARIMA(2,1,1) สรุปได้ว่า ตัวแบบผสมระหว่าง ARIMA กับเครือข่าย

ประสาทเทียม มีความแม่นย าในการพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบผสมระหว่าง ARIMA 

กับซัพพอร์ทเวกเตอร์แมชชีน และตัวแบบ ARIMA มีความแม่นย าในการพยากรณ์ต่ าที่สุด และการ

พยากรณ์ในชุดข้อมูลจริงของราคาปิดหุ้น SCB ซึ่งมีลักษณะข้อมูลอนุกรมเวลาสอดคล้องกับตัวแบบ 

ARIMA(1,1,1) สรุปได้ว่า ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน มีความแม่นย า

ในการพยากรณ์สูงที่สุด รองลงมาคือ ตัวแบบ ARIMA และตัวแบบผสมระหว่าง ARIMA กับเครือข่าย

ประสาทเทียม มีความแม่นย าในการพยากรณ์ต่ าที่สุด ซึ่งสอดคล้องกับผลจากชุดข้อมูลจ าลอง 

ส าหรับการเปรยีบเทยีบความแม่นย าของตัวแบบ เมื่อใช้การทดสอบหานัยส าคัญทางสถิติโดย

ใช้แผนแบบทดลองสุ่มในบล็อกสมบูรณ์ไม่มีซ้ า (Randomized complete block design without 

replication) ซึ่งเป็น Dependent Test ผลปรากฏว่า ส าหรับการพยากรณ์ในชุดข้อมูลอนุกรมเวลาที่

จ าลองด้วยตัวแบบ ARIMA(0,1,1) , ตัวแบบ ARIMA(0,1,2) , ตัวแบบ ARIMA(1,1,2) , ตัวแบบ 

ARIMA(2,1,0) และตัวแบบ ARIMA(2,1,1) พบว่า เราไม่สามารถสรุปได้ว่าตัวแบบใดมีความแม่นย าใน

การพยากรณ์สูงที่สุด เนื่องจากที่ระดับนัยส าคัญ 0.05 เราไม่พบนัยส าคัญทางสถิติที่ว่า ตัวแบบทั้งสาม
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ตัวแบบนั้นมีความแม่นย าในการพยากรณ์ที่แตกต่างกัน ส าหรับการพยากรณ์ในชุดข้อมูลอนุกรมเวลา

ที่จ าลองด้วยตัวแบบ ARIMA(1,1,0) และตัวแบบ ARIMA(1,1,1) พบว่า เราไม่สามารถสรุปได้ว่า 

ระหว่างตัวแบบ ARIMA และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน ตัวแบบใดมี

ความแม่นย าในการพยากรณ์สูงที่สุด เนื่องจากที่ระดับนัยส าคัญ 0.05 เราไม่พบนัยส าคัญทางสถิติทีว่่า 

ตัวแบบทั้งสองตัวแบบมีความแม่นย าในการพยากรณ์ที่แตกต่างกัน ส าหรับการพยากรณ์ในชุดข้อมูล

อนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(2,1,2) และการพยากรณ์ในชุดข้อมูลจริงของราคาปิดหุ้น 

SCB พบว่า เราไม่สามารถสรุปได้เช่นกันว่าระหว่างตัวแบบ ARIMA และตัวแบบผสมระหว่าง ARIMA 

กับเครือข่ายประสาทเทียมตัวแบบใดมีความแม่นย าในการพยากรณ์สูงที่สุด เนื่องจากที่ระดับ

นัยส าคัญ 0.05 เราไม่พบนัยส าคัญทางสถิติที่ว่า ตัวแบบทั้งสองตัวแบบมีความแม่นย าในการพยากรณ์

ที่แตกต่างกัน กล่าวคือ ตัวแบบผสม (Hybrid model) ไม่ได้มีความแม่นย าในการพยากรณ์สูงกว่าตัว

แบบ ARIMA เสมอไป ดังนั้น การเลือกใช้ตัวแบบใดส าหรับพยากรณ์ข้อมูลอนุกรมเวลานั้นข้ึนอยู่กับ

วัตถุประสงค์ของผู้ที่น าไปใช้งาน แต่การเลือกใช้ตัวแบบ ARIMA ก็เป็นทางเลือกที่น่าสนใจทางเลือก

หนึ่ง เนื่องจากเป็นตัวแบบเพียงตัวแบบเดียวที่เป็น Stocastic process ในขณะที่ตัวแบบอื่นน้ันเป็น 

Pure math นอกจากนั้นยังช่วยประหยัดเวลาในการสร้างตัวแบบอีกด้วย เนื่องจากตัวแบบ ARIMA มี

ข้ันตอนการวิเคราะห์ข้อมูลที่ไม่ซับซ้อนอีกทั้งการเรียนรู้ทางด้านทฤษฏีเพื่อท าความเข้าใจในตัวแบบ 

ARIMA ก็ไม่จ าเป็นต้องอาศัยความรู้ทางคณิตศาสตร์ข้ันสูงเท่ากับการเรียนรู้ทฤษฏีของตัวแบบผสม 

(Hybrid model) เป็นต้น 

5.3 ข้อเสนอแนะ 

 จากงานวิจัยน้ีผู้ที่สนใจอาจจะน าไปศึกษาต่อได้อีกในเรื่องดังต่อไปนี ้

1. ในงานวิจัยนี้เลือกใช้ตัวแบบในการเปรียบเทียบความแม่นย าของค่าพยากรณ์เพียง 3 ตัว

แบบเท่านั้น คือ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และตัว

แบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน ซึ่งในความเป็นจริงแล้วยังมีตัวแบบผสม 

(Hybrid model) อีกหลายตัวแบบที่น่าสนใจ เช่น ตัวแบบผสมระหว่าง ARIMA กับ Pegals, ตัวแบบ

ผสมระหว่าง ARIMA กับ Adaptive neuron-fuzzy inference system, ตัวแบบผสมระหว่าง 

ARIMA กับ  Exponential smoothing, ตัวแบบผสมระหว่าง  ARIMA กับ  Moving average of 
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percentage change เป็นต้น ซึ่งผู้ที่สนใจอาจน าตัวแบบดังกล่าวข้างต้นมาพิจารณาร่วมด้วยเพื่อท า

ให้การเปรียบเทียบความแม่นย าของตัวแบบมีประสิทธิภาพมากยิ่งข้ึน 

2. ในงานวิจัยนี้เลือกใช้ตัวแบบ ARIMA ในการพยากรณ์ข้อมูลอนุกรมเวลา ซึ่งผู้ที่สนใจอาจ

ศึกษาตัวแบบ SARIMA (Seasonal integrated autoregressive moving average) เพิ่มเติม และ

น าตัวแบบดังกล่าวมาสร้างเป็นตัวแบบผสม (Hybrid model) เช่น ตัวแบบผสมระหว่าง SARIMA กับ

เครือข่ายประสาทเทียม, ตัวแบบผสมระหว่าง SARIMA กับซัพพอร์ทเวกเตอร์แมชชีน เป็นต้น 

3. การสร้างตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม ในงานวิจัยน้ีได้มีการค่า

ส่วนเหลือ (Residuals) ที่ได้จากตัวแบบ ARIMA มาสร้างตัวแบบเครือข่ายประสาทเทียมแบบส่ง

สัญญาณไปข้างหน้า (Feed-forward artificial neural network) ซึ่งในการศึกษาครั้งต่อไปผู้ที่สนใจ

อาจน าค่าส่วนเหลือที่ได้จากตัวแบบ ARIMA มาสร้างตัวแบบเครือข่ายประสาทเทียมแบบมีการ

ย้อนกลับ (Feedback artificial neural network) แทนการใช้ตัวแบบเครือข่ายประสาทเทียมแบบ

ส่งสัญญาณไปข้างหน้า นอกจากนี้อาจเลือกใช้วิธีการแปลงข้อมูลก่อนการสร้างตัวแบบด้วยวิธีอื่น  ๆ  

แทนการใช้วิธี Max-Min normalization เช่น Z-score standardization เป็นต้น เพื่อเปรียบเทียบ

ว่าให้ผลเหมือนหรือแตกต่างกันอย่างไร และอาจปรับเปลี่ยนประเภทของ Activation function ที่อยู่

ในซ่อนและช้ันผลลัพธ์ เช่น ในช้ันซ่อนอาจท าการเลือกใช้ Hyperbolic tangent function เป็น 

Activation function แทนการใช้ Sigmoid logistic function เป็นต้น 

4. การสร้างตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน ในการศึกษาครั้ง

ต่อไปอาจเลือกใช้ Kernel function ประเภทอื่น ๆ แทนการใช้ Gaussian radial basis function 

เช่น Exponential radial basis function เป็นต้น และอาจพิจารณาเลือกใช้ค่า C และค่า   ณ 

ระดับต่าง ๆ แทน เพราะอาจท าให้ตัวแบบที่ได้มีความแม่นย ามากยิ่งข้ึน 
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ค าสั่งการวิเคราะห์ข้อมูลด้วยโปรแกรม R 

ตัวอย่างการวิเคราะห์ข้อมูลด้วยตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่าย
ประสาทเทียม และตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน กรณีใช้ชุดข้อมูลจริง
ราคาปิดของหุ้น SCB และชุดข้อมูลอนุกรมเวลาที่ได้จากการจ าลองด้วยตัวแบบ ARIMA(1,1,1) โดยใช้
โปรแกรม R เวอร์ชัน 3.3.1 ซึ่งมีค าสั่งดังต่อไปนี้ 

##################### Library are used to analysis ###################### 
library(tseries) 
library(forecast) 
library(Metrics) 
library(DMwR) 
library(devtools) 
library(neuralnet) 
library(kernlab) 
 
attach(scb) 
nrow.scb<-dim(scb)[1] 
 
################################################################ 
################### Considering real SCB stock data set ################## 
################################################################ 
 
##################### SCB stock before differencing ##################### 
adj.close<-scb[,7] 
 
###### Plot of SCB stock  
adj.close.plot<-plot(adj.close,type='l',xlab="Time",ylab="Adj.close",col="red",main= 
"Plot of SCB stock") 
 
###### Compute ACF & PACF of SCB stock for first 40 lags 
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acf.0<-acf(adj.close,main="ACF of SCB stock",type="correlation",40) 
pacf.0<-pacf(adj.close,main="PACF of SCB stock",40) 
 
###### Test for stationary using augmented dickey and fuller test (ADF) 
test.adf.0<-adf.test(adj.close,alternative="stationary") 
test.adf.0 
 
#################### SCB stock after 1st. differencing #################### 
diff.adj.close<-diff(ts(adj.close)) 
 
###### Plot of diff(SCB stock)  
diff.adj.close.plot<-plot(diff.adj.close,type='l',xlab="Time", 
ylab="diff(Adj.close)",col="red",main= 
"Plot of diff(SCB stock)") 
 
###### Compute ACF & PACF of diff(SCB stock) for first 40 lags 
acf.1<-acf(diff.adj.close,main="ACF of diff(SCB stock)",type="correlation",40) 
pacf.1<-pacf(diff.adj.close,main="PACF of diff(SCB stock)",40) 
 
###### Test for stationary using augmented dickey and fuller test (ADF) 
test.adf.1<-adf.test(diff.adj.close,alternative="stationary") 
test.adf.1 
 
################################################################ 
############## Data set splitting (training 70% and testing 30%) ############## 
################################################################ 
diff.adj.close.train<-ts(diff.adj.close[1:ceiling(length(diff.adj.close)*0.7)]) 
diff.adj.close.test<-ts(diff.adj.close[(ceiling(length(diff.adj.close)*0.7)+1) 
:length(diff.adj.close)]) 
plot.diff.adj.close.splitting<-plot(diff.adj.close,type='l',xlab="Time",ylab="diff(Adj.close) 
of SCB stock",col="red",main="Training data set VS Testing data set") 
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abline(v=319,col="blue",lty=5) 
 
################################################################ 
########################## ARIMA models ########################## 
################################################################ 
 
###### Using diff(SCB stock) in training data set to buliding the ARIMA model 
###### Fitting ARIMA(p,d=1,q) models 
###### Considering initial order p from 0 to max( lag p)  & order q from 0 to max( lag 
q)   
p<-2 ###/// input no. of max(lag p) 
q<-2 ###/// input no. of max(lag q) 
d<-1 ###/// 1.st differenting 
all.model.arima<-c() 
for (i in 0:p){ 
 for(j in 0:q){    
  fit<-Arima(diff.adj.close.train,order=c(i,d,j)) 
  order<-arimaorder(fit) 
  AIC<-fit$aic 
  BIC<-fit$bic 
  SBC<-fit$aicc    
  all.model.arima<-c(all.model.arima,order,AIC,BIC,SBC) 
 } 
} 
head<-c("p","d","q","AIC","BIC","SBC") 
names(all.model.arima)<-rep(head,(p+1)*(q+1)) 
 
###### Show all posible ARIMA(p,d,q) models with (AIC, BIC, SBC) criterions 
num.mod<-(p+1)*(q+1) 
display.model.arima<-c() 
for(i in 1:num.mod){  
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 ARIMA<-c() 
 count.a<-(6*i)-5 
 count.b<-6*i 
 ARIMA<-all.model.arima[count.a:count.b] 
 display.model.arima<-rbind(display.model.arima,ARIMA) 
} 
display.model.arima 
 
###### Choosing the best ARIMA(p,d,q) models using "AIC" 
func.best.arima.model<-c() 
for(i in 1:num.mod){ 
 min.aic<-min(display.model.arima[,4]) 
 if(min.aic==display.model.arima[i,4]){ 
  p.best<-display.model.arima[i,1] 
  d.best<-display.model.arima[i,2] 
  q.best<-display.model.arima[i,3] 
  fit.model<-Arima(diff.adj.close.train,order=c(p.best,d.best,q.best)) 
  func.best.arima.model<-c(func.best.arima.model,summary(fit.model)) 
 } 
} 
 
###### Computing residuals from the best ARIMA models in training data set 
final.arima.train<-arima(diff.adj.close.train,order=c(p.best,d.best,q.best)) 
final.arima.train 
fitted.arima.train<-fitted(final.arima.train) 
res.arima.train<-diff.adj.close.train-fitted.arima.train 
 
###### Comparing real training data VS fitted values from the best ARIMA models in 
training data set 
plot. diff. adj. close. train<- plot( diff. adj. close. train,col= " blue" ,ylab= " diff( SCB 
stock)",main="Real training data VS Fitted values") 
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plot.fitted.arima.train<-lines(fitted.arima.train,col="red") 
 
###### Diagnostic checking in training data set  
time.train<-1:length(diff.adj.close.train) 
plot.res.train<-plot(time.train,res.arima.train,ylab="Residuals",xlab="Time",main="Plot 
of residuals in training data set from ARIMA model") 
abline(h=0) 
box.test.train<-Box.test(res.arima.train,type=c("Box-Pierce","Ljung-Box")) 
box.test.train 
acf. res. arima. train<- acf( res. arima. train,main= " ACF of residuals in training data 
set",type="correlation",40) 
pacf. res. arima. train<- pacf( res. arima. train,main= " PACF of residuals in training data 
set",40) 
histogram.res.arima.train<-hist(res.arima.train) 
 
###### Computing MSE, RMSE & MAE from the best ARIMA models in training data set 
crite.arima.train<-regr.eval(diff.adj.close.train,fitted.arima.train, 
stat=c("mae","mse","rmse")) 
crite.arima.train 
 
############################################################### 
 
###### Using diff(SCB stock) in testing data set to checking validity from ARIMA model 
final.arima.test<-arima(diff.adj.close.test,order=c(p.best,d.best,q.best)) 
fitted.arima.test<-fitted(final.arima.test) 
 
###### Computing residuals from the best ARIMA models in testing data set 
res.arima.test<-diff.adj.close.test-fitted.arima.test 
 
###### Comparing real testing data VS fitted values from the best ARIMA models in 
testing data set 
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plot. diff. adj. close. test<- plot( diff. adj. close. test,col= " blue" ,ylab= " diff( SCB 
stock)",main="Real testing data VS Fitted values") 
plot.fitted.arima.test<-lines(fitted.arima.test,col="red") 
 
###### Diagnostic checking in testing data set  
time.test<-1:length(diff.adj.close.test) 
plot.res.test<-plot(time.test,res.arima.test,ylab="Residuals",xlab="Time",main="Plot of 
residuals in testing data set from ARIMA model") 
abline(h=0) 
box.test.test<-Box.test(res.arima.test,type=c("Box-Pierce","Ljung-Box")) 
box.test.test 
acf. res. arima. test<- acf( res. arima. test,main= " ACF of residuals in testing data 
set",type="correlation",40) 
pacf.res.arima.test<-pacf(res.arima.test,main="PACF of residuals in testing data set",40) 
histogram.res.arima.test<-hist(res.arima.test) 
 
###### Computing MSE, RMSE & MAE from the best ARIMA models in testing data set 
crite.arima.test<-regr.eval(diff.adj.close.test,fitted.arima.test,stat=c("mae","mse","rmse")) 
crite.arima.test 
 
################################################################ 
###################### Hybrid ARIMA+ANN models ##################### 
################################################################ 
 
###### Using residuals in training data set from ARIMA model to building the ANN 
model 
###### Max-Min Normalization the residuals from the best ARIMA models in training 
data set 
norm. res. train<- ( res. arima. train- min( res. arima. train) ) / ( max( res. arima. train) -
min(res.arima.train)) 
norm.res.train.set<-data.frame(norm.res.train) 
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###### Considering initial value of input neurons, hidden neurons, output neurons 
and no.iterations 
no.iterations<-100  ###/// input no.iterations 
no.input<-1      ###/// input no.lags or no.input neurons in "input layers" 
no.hidden<-5     ###/// input max(hidden neurons) in "hidden layers" 
no.output<-1   ###/// input no.output neurons in "output layers" 
all.model.ann.train<-c() 
for(i in 1:no.iterations){ 
 for(j in 1:no.hidden){ 
  ann.train<-neuralnet(norm.res.train[2:319]~norm.res.train[1:318], 

data=norm.res.train.set,hidden=j,learningrate=0.01,act.fct="logistic", 
linear.output=TRUE) 

  preds.train<-ann.train$net.result[[1]] 
  mse.train<-mse(norm.res.train[2:319],preds.train) 
  rmse.train<-rmse(norm.res.train[2:319],preds.train) 
  mae.train<-mae(norm.res.train[2:319],preds.train) 
  order.ann.train<-c(no.input,j,no.output) 
  all.model.ann.train<-c(all.model.ann.train,order.ann.train,i,mse.train, 

rmse.train,mae.train) 
 } 
} 
head<-c("input neurons","hidden neurons","output neurons","iterations","MSE","RMSE", 
"MAE") 
names(all.model.ann.train)<-rep(head,no.input*no.hidden*no.output*no.iterations) 
 
###### Show all posible artificial neuron network models with MSE, RMSE & MAE 
num.mod.ann<-no.input*no.hidden*no.output*no.iterations 
display.model.ann.train<-c() 
for(i in 1:num.mod.ann){  
 ANN<-c() 
 count.a<-(7*i)-6 
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 count.b<-7*i 
 ANN<-all.model.ann.train[count.a:count.b] 
 display.model.ann.train<-rbind(display.model.ann.train,ANN) 
} 
display.model.ann.train 
 
###### Choosing the best artificial neuron network models using "MSE" 
func.best.ann.model.train<-c() 
for(i in 1:num.mod.ann){ 
 min.mse<-min(display.model.ann.train[,5]) 
 if(min.mse==display.model.ann.train[i,5]&display.model.ann.train[i,1]==1){  
  input.best.train<-display.model.ann.train[i,1] 
  hidden.best.train<-display.model.ann.train[i,2] 
  output.best.train<-display.model.ann.train[i,3] 
  interation.best.train<-display.model.ann.train[i,4] 
  best.para.ann.train<-c(input.best.train,hidden.best.train, 

output.best.train,interation.best.train) 
  names(best.para.ann.train)<-c("best input neurons", 

"best hidden neurons","best output neurons","best iterations") 
  print(best.para.ann.train) 
  } 
func.best.ann.model.train<-c(func.best.ann.model.train) 
} 
 
###### Forecasting from the best ANN models in training data set 
final.ann.train<-neuralnet(norm.res.train[2:319]~norm.res.train[1:318], 
data=norm.res.train.set,hidden=hidden.best.train,learningrate=0.01,act.fct="logistic", 
linear.output=TRUE) 
norm.res.train.forec<-final.ann.train$net.result[[1]] 
 
###### Plot diagrams in ANN models from training data set 
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plot.ann.train<-plot.nn(final.ann.train,col.entry="springgreen4",col.entry.synapse= 
"firebrick3",col.hidden="springgreen4",col.hidden.synapse="darkmagenta", 
col.out="springgreen4",col.out.synapse="firebrick3",show.weights=T) 
 
###### Transform forecasting value to the original scale in training data set 
(Denormalization) 
res.train.forec<-(norm.res.train.forec*(max(res.arima.train)-min(res.arima.train)))+ 
min(res.arima.train) 
 
###### Combined forecasting data form ARIMA and ANN models - - - > " Total 
forecasting" in training data set 
real.train.data<-c(rep(0,1),diff.adj.close.train) 
forec.arima.train<-c(rep(0,1),forecast(final.arima.train)$fitted) 
total.arima.ann.train<-c() 
 forec.ann.train<-c(rep(0,2),res.train.forec) 
 total.forec.arima.ann.train<-c(rep(0,2),forec.arima.train[3:320]+ 

forec.ann.train[3:320]) 
total.arima.ann.train<-ts(cbind(total.arima.ann.train,real.train.data,forec.arima.train, 
forec.ann.train,total.forec.arima.ann.train)) 
total.arima.ann.train 
 
###### Comparing real training data VS fitted values from the best Hybrid ARIMA+ANN 
models in training data set 
plot.arima.ann.train<-plot(diff.adj.close.train,col="blue",ylab= 
"diff(SCB stock)",main="Real training data VS Fitted values") 
plot.fitted.arima.ann.train<-lines(total.forec.arima.ann.train,col="red") 
 
###### Computing MSE, RMSE and MAE from Hybrid ARIMA+ ANN models in training 
data set 
crite.arima.ann.train<-regr.eval(real.train.data[3:320],total.forec.arima.ann.train[3:320], 
stat=c("mae","mse","rmse")) 
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crite.arima.ann.train 
 
################################################################ 
 
###### Using residuals in testing data set to checking validation from Hybrid 
ARIMA+ANN model 
###### Max-Min Normalization the residuals from the best ARIMA models in testing 
data set 
norm. res. test<- ( res. arima. test- min( res. arima. test) ) / ( max( res. arima. test) -
min(res.arima.test)) 
norm.res.test.set<-data.frame(norm.res.test) 
 
###### Forecasting from the best ANN models in testing data set 
final.ann.test<-neuralnet(norm.res.test[2:136]~norm.res.test[1:135], 
data=norm.res.test.set,hidden=hidden.best.train,learningrate=0.01,act.fct="logistic", 
linear.output=TRUE) 
norm.res.test.forec<-final.ann.test$net.result[[1]] 
 
###### Plot diagrams in ANN models from testing data set 
plot.ann.test<-plot.nn(final.ann.test,col.entry="springgreen4",col.entry.synapse= 
"firebrick3",col.hidden="springgreen4",col.hidden.synapse="darkmagenta", 
col.out="springgreen4",col.out.synapse="firebrick3",show.weights=T) 
 
###### Transform forecasting value to the original scale in testing data set 
(Denormalization) 
res.test.forec<-(norm.res.test.forec*(max(res.arima.test)-min(res.arima.test)))+ 
min(res.arima.test) 
 
###### Combined forecasting data form ARIMA and ANN models - - - > " Total 
forecasting" in testing data set 
real.test.data<-c(rep(0,1),diff.adj.close.test) 
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forec.arima.test<-c(rep(0,1),forecast(final.arima.test)$fitted) 
total.arima.ann.test<-c() 
 forec.ann.test<-c(rep(0,2),res.test.forec) 
 total.forec.arima.ann.test<-c(rep(0,2),forec.arima.test[3:137]+ 

forec.ann.test[3:137]) 
total.arima.ann.test<-ts(cbind(total.arima.ann.test,real.test.data,forec.arima.test, 
forec.ann.test,total.forec.arima.ann.test)) 
total.arima.ann.test 
 
###### Comparing real testing data VS fitted values from the best Hybrid ARIMA+ANN 
models in testing data set 
plot.arima.ann.test<-plot(diff.adj.close.test,col="blue",ylab= 
"diff(SCB stock)",main="Real testing data VS Fitted values") 
plot.fitted.arima.ann.test<-lines(total.forec.arima.ann.test,col="red") 
 
###### Computing MSE, RMSE and MAE from Hybrid ARIMA+ ANN models in testing 
data set 
crite.arima.ann.test<-regr.eval(real.test.data[3:137],total.forec.arima.ann.test[3:137], 
stat=c("mae","mse","rmse")) 
crite.arima.ann.test 
 
################################################################ 
###################### Hybrid ARIMA+SVM models ##################### 
################################################################ 
###### Using residuals in training data set from ARIMA model to building the SVM 
model 
data.set.svm.train<-data.frame(res.arima.train) 
 
###### Considering initial value of lags, c.value and no.iterations 
no.iterations<-100 ###/// input no.iterations 
lag.value<-1  ###/// input no.lags 
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c.value<-1     ###/// input c.value 
all.model.svm.train<-c() 
for(i in 1:no.iterations){ 
 srange.train<-sigest(res.arima.train[2:319]~res.arima.train[1:318], 

data=data.set.svm.train) 
 svm.train<-ksvm(res.arima.train[2:319]~res.arima.train[1:318],data= 

data.set.svm.train,kernel="rbfdot",kpar=list(sigma=srange.train[2]),C=c.value) 
 preds.train<-predict(svm.train) 
 mse.svm.train<-mse(res.arima.train[2:319],preds.train) 
 rmse.svm.train<-rmse(res.arima.train[2:319],preds.train) 
 mae.svm.train<-mae(res.arima.train[2:319],preds.train) 
 order.svm.train<-c.value 
 all.model.svm.train<-c(all.model.svm.train,lag.value,srange.train[2], 

order.svm.train,i,mse.svm.train,rmse.svm.train,mae.svm.train) 
} 
head<-c("lags","sigma.value","c.value","iteration","MSE","RMSE","MAE") 
names(all.model.svm.train)<-rep(head,length(c.value)*no.iterations*length(lag.value)) 
 
###### Show all posible support vector machine models with MSE, RMSE and MAE 
num.mod.svm<-length(c.value)*no.iterations*length(lag.value) 
display.model.svm.train<-c() 
for(i in 1:num.mod.svm){  
 SVM<-c() 
 count.a<-(7*i)-6 
 count.b<-7*i 
 SVM<-all.model.svm.train[count.a:count.b] 
 display.model.svm.train<-rbind(display.model.svm.train,SVM) 
} 
display.model.svm.train 
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###### Choosing the best support vector machine models in training data set using 
"MSE" 
func.best.svm.model.train<-c() 
for(i in 1:num.mod.svm){ 
 min.mse.svm<-min(display.model.svm.train[,5])  
 if(min.mse.svm==display.model.svm.train[i,5]&display.model.svm.train[i,1]==1){ 
  lag.best.train<-display.model.svm.train[i,1] 
  sigma.best.train<-display.model.svm.train[i,2] 
  c.best.train<-display.model.svm.train[i,3] 
  iteration.best.train<-display.model.svm.train[i,4]  
  best.para.svm.train<-c(lag.best.train,sigma.best.train,c.best.train, 

iteration.best.train) 
  names( best. para. svm. train)<- c( "best lags" ,"best sigma" ," best c" ," best 
iterations") 
  print(best.para.svm.train) 
  } 
func.best.svm.model.train<-c(func.best.svm.model.train) 
} 
 
###### Forecasting from the best SVM models in training data set 
fit.model.svm.train<-ksvm(res.arima.train[2:319]~res.arima.train[1:318], 
data=data.set.svm.train,kernel="rbfdot",kapar=list(sigma=sigma.best.train), 
C=c.best.train) 
preds.res.train.svm<-predict(fit.model.svm.train) 
 
###### Combined forecasting data form ARIMA and SVM models - - - > " Total 
forecasting" in training data set 
real.train.data<-c(rep(0,1),diff.adj.close.train) 
forec.arima.train<-c(rep(0,1),forecast(final.arima.train)$fitted) 
total.arima.svm.train<-c() 
 forec.svm.train<-c(rep(0,2),preds.res.train.svm) 
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 total.forec.arima.svm.train<-c(rep(0,2),forec.arima.train[3:320]+ 
forec.svm.train[3:320]) 

total.arima.svm.train<-ts(cbind(total.arima.svm.train,real.train.data,forec.arima.train, 
forec.svm.train,total.forec.arima.svm.train)) 
total.arima.svm.train 
 
###### Comparing real training data VS fitted values from the best Hybrid ARIMA+SVM 
models in training data set 
plot.arima.svm.train<-plot(diff.adj.close.train,col="blue", 
ylab="diff(SCB stock)",main="Real training data VS Fitted values") 
plot.fitted.arima.svm.train<-lines(total.forec.arima.svm.train,col="red") 
 
###### Computing MSE, RMSE and MAE from Hybrid ARIMA+ ANN models in training 
data set 
crite.arima.svm.train<-regr.eval(real.train.data[3:320],total.forec.arima.svm.train[3:320], 
stat=c("mae","mse","rmse")) 
crite.arima.svm.train 
 
################################################################ 
 
###### Using residuals in testing data set to checking validation from Hybrid 
ARIMA+SVM model 
data.set.svm.test<-data.frame(res.arima.test) 
 
###### Forecasting from the best SVM models in testing data set 
final.svm.test<-ksvm(res.arima.test[2:136]~res.arima.train[1:135], 
data=data.set.svm.test,kernel="rbfdot",kapar=list(sigma=sigma.best.train), 
C=c.best.train) 
preds.res.test.svm<-predict(final.svm.test) 
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###### Combined forecasting data form ARIMA and SVM models - - - > " Total 
forecasting" in testing data set 
real.test.data<-c(rep(0,1),diff.adj.close.test) 
forec.arima.test<-c(rep(0,1),forecast(final.arima.test)$fitted) 
total.arima.svm.test<-c() 
 forec.svm.test<-c(rep(0,2),preds.res.test.svm) 
 total.forec.arima.svm.test<-c(rep(0,2),forec.arima.test[3:137]+ 

forec.svm.test[3:137]) 
total.arima.svm.test<-ts(cbind(total.arima.svm.test,real.test.data,forec.arima.test, 
forec.svm.test,total.forec.arima.svm.test)) 
total.arima.svm.test 
 
###### Comparing real testing data VS fitted values from Hybrid ARIMA+SVM models 
in testing data set 
plot.arima.svm.test<-plot(total.arima.svm.test[,1],col="blue", 
ylab="diff(SCB stock)",main="Real testing data VS Fitted values") 
plot.fitted.arima.svm.test<-lines(total.arima.svm.test[,4],col="red") 
 
###### Computing MSE, RMSE & MAE from Hybrid ARIMA+SVM models in testing data 
set 
crite.arima.svm.test<-regr.eval(real.test.data[3:137],total.forec.arima.svm.test[3:137], 
stat=c("mae","mse","rmse")) 
crite.arima.svm.test 
 
################################################################ 
################# Simulations ARIMA(p=1,d=1,q=1) models ################ 
################################################################ 
 
no.simmu<-1000  ### input no.iterations of simulations 
simmu.func.train<-c() 
simmu.func.test<-c() 
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simmu.data.train<-c() 
simmu.data.test<-c() 
for(i in 1:no.simmu){ 
 sim.data<-arima.sim(list(order=c(1,1,1),ar=final.arima.train$coef[1], 

ma=final.arima.train$coef[2]),n=456) 
 sim.training.data<-sim.data[2:ceiling(length(sim.data)*0.7)] 
 sim.testing.data<-sim.data[(ceiling(length(sim.data)*0.7)+1):456] 
 sim.crite.train<-regr.eval(diff.adj.close.train,sim.training.data, 

stat=c("mae","mse","rmse")) 
 sim.crite.test<-regr.eval(diff.adj.close.test,sim.testing.data, 

stat=c("mae","mse","rmse"))  
 combined.train.data<-c(i,sim.crite.train) 
 combined.test.data<-c(i,sim.crite.test) 
 simmu.func.train<-cbind(simmu.func.train,combined.train.data) 
 simmu.func.test<-cbind(simmu.func.test,combined.test.data) 
 simmu.data.train<-cbind(simmu.data.train,sim.training.data) 
 simmu.data.test<-cbind(simmu.data.test,sim.testing.data) 
} 
 
###### Show all simulations ARIMA(1,1,1) models with MSE, MAE and RMSE in training 
data set 
num.mod<-no.simmu 
display.model.simmu.train<-c() 
for(i in 1:num.mod){  
 no.simmulate<-c() 
 count.sim.a<-(4*i)-3 
 count.sim.b<-4*i 
 no.simulation<-simmu.func.train[count.sim.a:count.sim.b] 
 display.model.simmu.train<-rbind(display.model.simmu.train,no.simulation) 
} 
display.model.simmu.train 
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###### Calculate E[MSE] , E[ RMSE]  and E[MAE]  from all simulations ARIMA( 1 , 1 , 1 ) 
models in training data set 
crite.arima.sim.train.func<-c() 
 mean.mae.arima.sim.train<-mean(display.model.simmu.train[,2]) 
 mean.mse.arima.sim.train<-mean(display.model.simmu.train[,3]) 
 mean.rmse.arima.sim.train<-mean(display.model.simmu.train[,4]) 
 crite.arima.sim.train.func<-c(mean.mae.arima.sim.train, 

mean.mse.arima.sim.train,mean.rmse.arima.sim.train) 
 names(crite.arima.sim.train.func)<-c("E[MAE]","E[MSE]","E[RMSE]") 
crite.arima.sim.train.func 
 
###### Calculate Standard deviation from all simulations ARIMA( 1 , 1 , 1 )  models in 
training data set 
sd.mae.arima.sim.train<-sd(display.model.simmu.train[,2]) 
sd.mae.arima.sim.train 
sd.mse.arima.sim.train<-sd(display.model.simmu.train[,3]) 
sd.mse.arima.sim.train 
sd.rmse.arima.sim.train<-sd(display.model.simmu.train[,4]) 
sd.rmse.arima.sim.train 
 
###### Show all simulations ARIMA(1,1,1) models with MSE, MAE and RMSE in testing 
data set 
display.model.simmu.test<-c() 
for(i in 1:num.mod){  
 no.simmulate<-c() 
 count.sim.a<-(4*i)-3 
 count.sim.b<-4*i 
 no.simulation<-simmu.func.test[count.sim.a:count.sim.b] 
 display.model.simmu.test<-rbind(display.model.simmu.test,no.simulation) 
} 
display.model.simmu.test 
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###### Calculate E[MSE] , E[ RMSE]  and E[MAE]  from all simulations ARIMA( 1 , 1 , 1 ) 
models in testing data set 
crite.arima.sim.test.func<-c() 
 mean.mae.arima.sim.test<-mean(display.model.simmu.test[,2]) 
 mean.mse.arima.sim.test<-mean(display.model.simmu.test[,3]) 
 mean.rmse.arima.sim.test<-mean(display.model.simmu.test[,4]) 
 crite.arima.sim.test.func<-c(mean.mae.arima.sim.test, 

mean.mse.arima.sim.test,mean.rmse.arima.sim.test) 
 names(crite.arima.sim.test.func)<-c("E[MAE]","E[MSE]","E[RMSE]") 
crite.arima.sim.test.func 
 
###### Calculate Standard deviation from all simulations ARIMA( 1 , 1 , 1 )  models in 
testing data set 
sd.mae.arima.sim.test<-sd(display.model.simmu.test[,2]) 
sd.mae.arima.sim.test 
sd.mse.arima.sim.test<-sd(display.model.simmu.test[,3]) 
sd.mse.arima.sim.test 
sd.rmse.arima.sim.test<-sd(display.model.simmu.test[,4]) 
sd.rmse.arima.sim.test 
 
###### Compute residuals in training and testing data set from each simulations 
ARIMA(1,1,1) models  
res.train.arima.sim<-c() 
res.test.arima.sim<-c() 
for(i in 1:num.mod){  
 train.res.sim<-diff.adj.close.train-simmu.data.train[,i] 
 train.all.data.res.sim<-c(train.res.sim) 
 test.res.sim<-diff.adj.close.test-simmu.data.test[,i] 
 test.all.data.res.sim<-c(test.res.sim) 
 res.train.arima.sim<-cbind(res.train.arima.sim,train.all.data.res.sim) 
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 res.test.arima.sim<-cbind(res.test.arima.sim,test.all.data.res.sim) 
} 
 
################################################################ 
################# Simulations Hybrid ARIMA+ANN models ################# 
################################################################ 
 
###### Considering artificial neuron network models from each simulations 
ARIMA(1,1,1) models 
###### By using residuals from all simulations ARIMA(1 ,1 , 1 )  models in training data 
set 
all.model.ann.train.sim<-c() 
force.norm.train.sim.data<-c() 
for(l in 1:no.simmu){ 
 norm.train.data.sim<-(res.train.arima.sim[,l]-min(res.train.arima.sim[,l]))/ 

(max(res.train.arima.sim[,l])-min(res.train.arima.sim[,l])) 
 sim.norm.train.data.set<-data.frame(norm.train.data.sim) 
 for(i in 1:no.iterations){ 
  for(j in 1:no.hidden){ 
   sim.ann1<-neuralnet(norm.train.data.sim[2:319]~ 

norm.train.data.sim[1:318],data=sim.norm.train.data.set, 
hidden=j,learningrate=0.01,act.fct="logistic",linear.output=TRUE) 

   sim.preds1<-sim.ann1$net.result[[1]] 
   sim.mse<-mse(norm.train.data.sim[2:319],sim.preds1) 
   sim.rmse<-rmse(norm.train.data.sim[2:319],sim.preds1) 
   sim.mae<-mae(norm.train.data.sim[2:319],sim.preds1) 
   sim.order.ann<-c(no.input,j,no.output) 
   combined.ann.train<-c(sim.order.ann,l,i,sim.mse,sim.rmse, 

sim.mae) 
   all.model.ann.train.sim<-cbind(all.model.ann.train.sim, 

combined.ann.train) 
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   force.norm.train.sim.data<-cbind(force.norm.train.sim.data, 
sim.preds1) 

  } 
 } 
} 
head<-c("input neurons","hidden neurons","output neurons","no.simulation", 
"no.iterations","MSE","RMSE","MAE") 
names(all.model.ann.train.sim)<-rep(head,no.input*no.iterations*no.hidden* 
no.simmu) 
 
###### Show all simulations artificial neuron network models in training data set with 
MSE, RMSE and MAE 
sim.num.mod.ann<-no.input*no.iterations*no.hidden*no.simmu 
sim.display.model.ann.train<-c() 
for(i in 1:sim.num.mod.ann){  
 ANN<-c() 
 count.ann.sim.a<-(8*i)-7 
 count.ann.sim.b<-8*i 
 ANN<-all.model.ann.train.sim[count.ann.sim.a:count.ann.sim.b] 
 sim.display.model.ann.train<-rbind(sim.display.model.ann.train,ANN) 
} 
sim.display.model.ann.train 
 
###### Transform forecasting value to the original scale in training data set 
(Denormalization) 
denorm.sim.num.mod.ann<-sim.num.mod.ann/no.simmu 
force.denorm.train.sim.data<-c() 
for(i in 1:no.simmu){ 
 for(j in 1:denorm.sim.num.mod.ann){ 
  train.force.ann.sim<-(force.norm.train.sim.data[,j]* 

(max(res.train.arima.sim[,i])-min(res.train.arima.sim[,i])))+ 
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min(res.train.arima.sim[,i]) 
  force.denorm.train.sim.data<-cbind(force.denorm.train.sim.data, 

train.force.ann.sim) 
 } 
} 
 
###### Combined forecasting data form each simulations ARIMA and ANN models ---
> "Total forecasting" in training data set 
real.train.data<-c(rep(0,1),diff.adj.close.train) 
forec.arima.train.sim<-c() 
for(i in 1:no.simmu){ 
 forec.arima.train.sim.data<-c(rep(0,1),simmu.data.train[,i]) 
 rep<-matrix(rep(forec.arima.train.sim.data,no.iterations*no.hidden), 

ncol=no.iterations*no.hidden) 
 forec.arima.train.sim<-cbind(forec.arima.train.sim,rep) 
} 
forec.arima.train.sim 
forec.ann.train.sim<-c() 
for(i in 1:sim.num.mod.ann){ 
 forec.ann.train.sim.data<-c(rep(0,2),force.denorm.train.sim.data[,i]) 
 forec.ann.train.sim<-cbind(forec.ann.train.sim,forec.ann.train.sim.data) 
} 
forec.ann.train.sim 
total.forec.arima.ann.train.sim<-c() 
for(i in 1:sim.num.mod.ann){ 
 total.forec.arima.ann.train.sim.data<-c(rep(0,2),forec.arima.train.sim[3:320,i]+ 

forec.ann.train.sim[3:320,i]) 
 total.forec.arima.ann.train.sim<-cbind(total.forec.arima.ann.train.sim,total.forec. 

arima.ann.train.sim.data) 
} 
total.forec.arima.ann.train.sim 
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###### Computing MSE, RMSE and MAE from each simulations Hybrid ARIMA+ANN 
models in training data set 
compute.crite.arima.ann.train.sim.func<-c() 
for(i in 1:sim.num.mod.ann){ 
 crite.arima.ann.train.sim<-regr.eval(real.train.data[3:320], 

total.forec.arima.ann.train.sim[3:320,i],stat=c("mae","mse","rmse")) 
 compute.crite.arima.ann.train.sim.func<- 

c(compute.crite.arima.ann.train.sim.func,crite.arima.ann.train.sim) 
} 
 
###### Show all simulations Hybrid ARIMA+ANN models in training data set with MSE, 
RMSE and MAE  
sim.display.model.arima.ann<-c() 
for(i in 1:sim.num.mod.ann){  
 ARIMA.ANN<-c() 
 count.arima.ann.sim.a<-(3*i)-2 
 count.arima.ann.sim.b<-3*i 
 ARIMA.ANN<-compute.crite.arima.ann.train.sim.func[count.arima.ann.sim.a: 

count.arima.ann.sim.b] 
 sim.display.model.arima.ann<-rbind(sim.display.model.arima.ann,ARIMA.ANN) 
} 
sim.display.model.arima.ann 
 
###### Calculate E[MSE], E[RMSE] and E[MAE] from all simulations Hybrid ARIMA+ANN 
models in training data set 
crite.arima.ann.sim.train.func<-c() 
 mean.mae.arima.ann.sim.train<-mean(sim.display.model.arima.ann[,1]) 
 mean.mse.arima.ann.sim.train<-mean(sim.display.model.arima.ann[,2]) 
 mean.rmse.arima.ann.sim.train<-mean(sim.display.model.arima.ann[,3]) 
 crite.arima.ann.sim.train.func<-c(mean.mae.arima.ann.sim.train, 
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mean.mse.arima.ann.sim.train,mean.rmse.arima.ann.sim.train) 
 names(crite.arima.ann.sim.train.func)<-c("E[MAE]","E[MSE]","E[RMSE]") 
crite.arima.ann.sim.train.func 
 
###### Calculate Standard deviation from all simulations Hybrid ARIMA+ANN models 
in training data set 
sd.mae.arima.ann.sim.train<-sd(sim.display.model.arima.ann[,1]) 
sd.mae.arima.ann.sim.train 
sd.mse.arima.ann.sim.train<-sd(sim.display.model.arima.ann[,2]) 
sd.mse.arima.ann.sim.train 
sd.rmse.arima.ann.sim.train<-sd(sim.display.model.arima.ann[,3]) 
sd.rmse.arima.ann.sim.train 
 
###### Using residuals from all simulation ARIMA(1,1,1) models in testing data set for 
forecasting in ANN models 
all.model.ann.test.sim<-c() 
force.norm.test.sim.data<-c() 
for(l in 1:no.simmu){ 
 norm.test.data.sim<-(res.test.arima.sim[,l]-min(res.test.arima.sim[,l]))/ 

(max(res.test.arima.sim[,l])-min(res.test.arima.sim[,l])) 
 sim.norm.test.data.set<-data.frame(norm.test.data.sim) 
 for(i in 1:no.iterations){ 
  for(j in 1:no.hidden){ 
   sim.ann2<-neuralnet(norm.test.data.sim[2:136]~ 

norm.test.data.sim[1:135],data=sim.norm.test.data.set, 
hidden=j,learningrate=0.01,act.fct="logistic",linear.output=TRUE) 

   sim.preds2<-sim.ann2$net.result[[1]] 
   sim.mse<-mse(norm.test.data.sim[2:136],sim.preds2) 
   sim.rmse<-rmse(norm.test.data.sim[2:136],sim.preds2) 
   sim.mae<-mae(norm.test.data.sim[2:136],sim.preds2) 
   sim.order.ann<-c(no.input,j,no.output) 
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   combined.ann.test<-c(sim.order.ann,l,i,sim.mse,sim. 
rmse,sim.mae) 

   all.model.ann.test.sim<-cbind(all.model.ann.test.sim, 
combined.ann.test) 

   force.norm.test.sim.data<-cbind(force.norm.test.sim.data, 
sim.preds2) 

  } 
 } 
} 
head<-c("input neurons","hidden neurons","output neurons","no.simulation", 
"no.iterations","MSE","RMSE","MAE") 
names(all.model.ann.test.sim)<-rep(head,no.input*no.iterations*no.hidden*no.simmu) 
 
###### Show all simulation artificial neuron network models in testing data set with 
MSE, RMSE and MAE 
sim.display.model.ann.test<-c() 
for(i in 1:sim.num.mod.ann){  
 ANN<-c() 
 count.ann.sim.a<-(8*i)-7 
 count.ann.sim.b<-8*i 
 ANN<-all.model.ann.test.sim[count.ann.sim.a:count.ann.sim.b] 
 sim.display.model.ann.test<-rbind(sim.display.model.ann.test,ANN) 
} 
sim.display.model.ann.test 
 
###### Transform forecasting value to the original scale in testing data set 
(Denormalization) 
force.denorm.test.sim.data<-c() 
for(i in 1:no.simmu){ 
 for(j in 1:denorm.sim.num.mod.ann){ 
  test.force.ann.sim<-(force.norm.test.sim.data[,j]* 
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(max(res.test.arima.sim[,i])-min(res.test.arima.sim[,i])))+ 
min(res.test.arima.sim[,i]) 

  force.denorm.test.sim.data<-cbind(force.denorm.test.sim.data, 
test.force.ann.sim) 

 } 
} 
 
###### Combined forecasting data form each simulations ARIMA and ANN models ---
> "Total forecasting" in testing data 
real.test.data<-c(rep(0,1),diff.adj.close.test) 
forec.arima.test.sim<-c() 
for(i in 1:no.simmu){ 
 forec.arima.test.sim.data<-c(rep(0,1),simmu.data.test[,i]) 
 rep.test<-matrix(rep(forec.arima.test.sim.data,no.iterations*no.hidden), 

ncol=no.iterations*no.hidden) 
 forec.arima.test.sim<-cbind(forec.arima.test.sim,rep.test) 
} 
forec.arima.test.sim 
forec.ann.test.sim<-c() 
for(i in 1:sim.num.mod.ann){ 
 forec.ann.test.sim.data<-c(rep(0,2),force.denorm.test.sim.data[,i]) 
 forec.ann.test.sim<-cbind(forec.ann.test.sim,forec.ann.test.sim.data) 
} 
forec.ann.test.sim 
total.forec.arima.ann.test.sim<-c() 
for(i in 1:sim.num.mod.ann){ 
 total.forec.arima.ann.test.sim.data<-c(rep(0,2),forec.arima.test.sim[3:137,i]+ 

forec.ann.test.sim[3:137,i]) 
 total.forec.arima.ann.test.sim<-cbind(total.forec.arima.ann.test.sim, 

total.forec.arima.ann.test.sim.data) 
} 
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total.forec.arima.ann.test.sim 
 
###### Computing MSE, RMSE and MAE from each simulations Hybrid ARIMA+ANN 
models in testing data set  
compute.crite.arima.ann.test.sim.func<-c() 
for(i in 1:sim.num.mod.ann){ 
 crite.arima.ann.test.sim<-regr.eval(real.test.data[3:137], 

total.forec.arima.ann.test.sim[3:137,i],stat=c("mae","mse","rmse")) 
 compute.crite.arima.ann.test.sim.func<- 

c(compute.crite.arima.ann.test.sim.func,crite.arima.ann.test.sim) 
} 
 
###### Show all simulations Hybrid ARIMA+ANN models in testing data set with MSE, 
RMSE and MAE  
sim.display.model.arima.ann.test<-c() 
for(i in 1:sim.num.mod.ann){  
 ARIMA.ANN<-c() 
 count.arima.ann.sim.a<-(3*i)-2 
 count.arima.ann.sim.b<-3*i 
 ARIMA.ANN<-compute.crite.arima.ann.test.sim.func[count.arima.ann.sim.a: 

count.arima.ann.sim.b] 
 sim.display.model.arima.ann.test<-rbind(sim.display.model.arima.ann.test, 

ARIMA.ANN) 
} 
sim.display.model.arima.ann.test 
 
###### Calculate E[MSE], E[RMSE] and E[MAE] from all simulations Hybrid ARIMA+ANN 
models in testing data set 
crite.arima.ann.sim.test.func<-c() 
 mean.mae.arima.ann.sim.test<-mean(sim.display.model.arima.ann.test[,1]) 
 mean.mse.arima.ann.sim.test<-mean(sim.display.model.arima.ann.test[,2]) 
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 mean.rmse.arima.ann.sim.test<-mean(sim.display.model.arima.ann.test[,3]) 
 crite.arima.ann.sim.test.func<-c(mean.mae.arima.ann.sim.test, 

mean.mse.arima.ann.sim.test,mean.rmse.arima.ann.sim.test) 
 names(crite.arima.ann.sim.test.func)<-c("E[MAE]","E[MSE]","E[RMSE]") 
crite.arima.ann.sim.test.func 
 
###### Calculate Standard deviation from all simulations Hybrid ARIMA+ANN models 
in testing data set 
sd.mae.arima.ann.sim.test<-sd(sim.display.model.arima.ann.test[,1]) 
sd.mae.arima.ann.sim.test 
sd.mse.arima.ann.sim.test<-sd(sim.display.model.arima.ann.test[,2]) 
sd.mse.arima.ann.sim.test 
sd.rmse.arima.ann.sim.test<-sd(sim.display.model.arima.ann.test[,3]) 
sd.rmse.arima.ann.sim.test 
 
################################################################ 
################# Simulations Hybrid ARIMA+SVM models ################# 
################################################################ 
 
###### Considering support vector machine models from each simulations 
ARIMA(1,1,1) models  
###### By using residuals from all simulation ARIMA(1,1,1) models in training data set 
all.model.svm.train.sim<-c() 
force.svm.train.sim.data<-c() 
for(l in 1:no.simmu){ 
 res.train.data.sim<-res.train.arima.sim[,l] 
 sim.train.data.set<-data.frame(res.train.data.sim) 
 sim.lag.value<-lag.best.train 
 for(i in 1:no.iterations){ 
  sim.srange<-sigest(res.train.data.sim[2:319]~res.train.data.sim[1:318], 

data=sim.train.data.set) 
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  sim.svm1<-ksvm(res.train.data.sim[2:319]~res.train.data.sim[1:318], 
data=sim.train.data.set,kernel="rbfdot",kpar=list(sigma=sim.srange[2]), 
C=c.best.train) 

  sim.preds1<-predict(sim.svm1) 
  sim.mse.svm<-mse(res.train.data.sim[2:319],sim.preds1) 
  sim.rmse.svm<-rmse(res.train.data.sim[2:319],sim.preds1) 
  sim.mae.svm<-mae(res.train.data.sim[2:319],sim.preds1) 
  sim.order.svm<-c(sim.lag.value,c.best.train,sim.srange[2],l) 
  all.model.svm.train.sim<-c(all.model.svm.train.sim,sim.order.svm,i, 

sim.mse.svm,sim.rmse.svm,sim.mae.svm)  
  force.svm.train.sim.data<-cbind(force.svm.train.sim.data,sim.preds1) 
 } 
} 
head<-c("lag.value","c.value","sigma.value","no.simulation", 
"no.iteration","MSE","RMSE","MAE") 
names(all.model.svm.train.sim)<-rep(head,no.iterations*no.simmu) 
 
###### Show all simulations support vector machine models in training data set with 
MSE, RMSE and MAE 
sim.num.mod.svm<-no.iterations*no.simmu 
sim.display.model.svm.train<-c() 
for(i in 1:sim.num.mod.svm){  
 SVM<-c() 
 count.svm.sim.a<-(8*i)-7 
 count.svm.sim.b<-8*i 
 SVM<-all.model.svm.train.sim[count.svm.sim.a:count.svm.sim.b] 
 sim.display.model.svm.train<-rbind(sim.display.model.svm.train,SVM) 
} 
sim.display.model.svm.train 
###### Combined forecasting data from each simulations ARIMA and SVM models ---
> "Total forecasting" in training data set 



 

 

154 

real.train.data<-c(rep(0,1),diff.adj.close) 
forec.arima.train.sim<-c() 
for(i in 1:no.simmu){ 
 forec.arima.train.sim.data<-c(rep(0,1),simmu.data.train[,i]) 
 rep<-matrix(rep(forec.arima.train.sim.data,no.iterations),ncol=no.iterations) 
 forec.arima.train.sim<-cbind(forec.arima.train.sim,rep) 
} 
forec.arima.train.sim 
forec.svm.train.sim<-c() 
for(i in 1:sim.num.mod.svm){ 
 forec.svm.train.sim.data<-c(rep(0,2),force.svm.train.sim.data[,i]) 
 forec.svm.train.sim<-cbind(forec.svm.train.sim,forec.svm.train.sim.data) 
} 
forec.svm.train.sim 
total.forec.arima.svm.train.sim<-c() 
for(i in 1:sim.num.mod.svm){ 
 total.forec.arima.svm.train.sim.data<-c(rep(0,2),forec.arima.train.sim[3:320,i]+ 

forec.svm.train.sim[3:320,i]) 
 total.forec.arima.svm.train.sim<-cbind(total.forec.arima.svm.train.sim, 

total.forec.arima.svm.train.sim.data) 
} 
total.forec.arima.svm.train.sim 
 
###### Computing MSE, RMSE and MAE from each simulations Hybrid ARIMA+ SVM 
models in training data set 
compute.crite.arima.svm.train.sim.func<-c() 
for(i in 1:sim.num.mod.svm){ 
 crite.arima.svm.train.sim<-regr.eval(real.train.data[3:320], 

total.forec.arima.svm.train.sim[3:320,i],stat=c("mae","mse","rmse")) 
 compute.crite.arima.svm.train.sim.func<- 

c(compute.crite.arima.svm.train.sim.func,crite.arima.svm.train.sim) 
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} 
 
###### Show all simulations Hybrid ARIMA+SVM models in training data set with MSE, 
RMSE and MAE  
sim.display.model.arima.svm<-c() 
for(i in 1:sim.num.mod.svm){  
 ARIMA.SVM<-c() 
 count.arima.svm.sim.a<-(3*i)-2 
 count.arima.svm.sim.b<-3*i 
 ARIMA.SVM<-compute.crite.arima.svm.train.sim.func[count.arima.svm.sim.a: 

count.arima.svm.sim.b] 
 sim.display.model.arima.svm<-rbind(sim.display.model.arima.svm,ARIMA.SVM) 
} 
sim.display.model.arima.svm 
 
###### Calculate E[MSE], E[RMSE] and E[MAE] from all simulations Hybrid ARIMA+SVM 
models in training data set 
crite.arima.svm.sim.train.func<-c() 
 mean.mae.arima.svm.sim.train<-mean(sim.display.model.arima.svm[,1]) 
 mean.mse.arima.svm.sim.train<-mean(sim.display.model.arima.svm[,2]) 
 mean.rmse.arima.svm.sim.train<-mean(sim.display.model.arima.svm[,3]) 
 crite.arima.svm.sim.train.func<-c(mean.mae.arima.svm.sim.train, 

mean.mse.arima.svm.sim.train,mean.rmse.arima.svm.sim.train) 
 names(crite.arima.svm.sim.train.func)<-c("E[MAE]","E[MSE]","E[RMSE]") 
crite.arima.svm.sim.train.func 
 
###### Calculate Standard deviation from all simulations Hybrid ARIMA+SVM models 
in training data set 
sd.mae.arima.svm.sim.train<-sd(sim.display.model.arima.svm[,1]) 
sd.mae.arima.svm.sim.train 
sd.mse.arima.svm.sim.train<-sd(sim.display.model.arima.svm[,2]) 
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sd.mse.arima.svm.sim.train 
sd.rmse.arima.svm.sim.train<-sd(sim.display.model.arima.svm[,3]) 
sd.rmse.arima.svm.sim.train 
 
###### Using residuals from all simulation ARIMA(1,1,1) models in testing data set for 
forecasting in SVM models 
all.model.svm.test.sim<-c() 
force.svm.test.sim.data<-c() 
for(l in 1:no.simmu){ 
 res.test.data.sim<-res.test.arima.sim[,l] 
 sim.test.data.set<-data.frame(res.test.data.sim) 
 sim.lag.value<-lag.best.train 
 for(i in 1:no.iterations){ 
  sim.srange<-sigest(res.test.data.sim[2:136]~res.test.data.sim[1:135], 

data=sim.test.data.set) 
  sim.svm2<-ksvm(res.test.data.sim[2:136]~res.test.data.sim[1:135], 

data=sim.test.data.set,kernel="rbfdot",kpar=list(sigma=sim.srange[2]), 
C=c.best.train) 

  sim.preds2<-predict(sim.svm2) 
  sim.mse.svm<-mse(res.test.data.sim[2:136],sim.preds2) 
  sim.rmse.svm<-rmse(res.test.data.sim[2:136],sim.preds2) 
  sim.mae.svm<-mae(res.test.data.sim[2:136],sim.preds2) 
  sim.order.svm<-c(sim.lag.value,c.best.train,sim.srange[2],l) 
  all.model.svm.test.sim<-c(all.model.svm.test.sim,sim.order.svm,i, 

sim.mse.svm,sim.rmse.svm,sim.mae.svm)  
  force.svm.test.sim.data<-cbind(force.svm.test.sim.data,sim.preds2) 
 } 
} 
head<-c("lag.value","c.value","sigma.value","no.simulation", 
"no.iteration","MSE","RMSE","MAE") 
names(all.model.svm.test.sim)<-rep(head,no.iterations*no.simmu) 



 

 

157 

 
###### Show all simulations support vector machine models in testing data set with 
MSE, RMSE and MAE 
sim.display.model.svm.test<-c() 
for(i in 1:sim.num.mod.svm){  
 SVM<-c() 
 count.svm.sim.a<-(8*i)-7 
 count.svm.sim.b<-8*i 
 SVM<-all.model.svm.test.sim[count.svm.sim.a:count.svm.sim.b] 
 sim.display.model.svm.test<-rbind(sim.display.model.svm.test,SVM) 
} 
sim.display.model.svm.test 
 
###### Combined forecasting data form each simulations ARIMA and SVM models ---
> "Total forecasting" in testing data set 
real.test.data<-c(rep(0,1),diff.adj.close.test) 
forec.arima.test.sim<-c() 
for(i in 1:no.simmu){ 
 forec.arima.test.sim.data<-c(rep(0,1),simmu.data.test[,i]) 
 rep.test<-matrix(rep(forec.arima.test.sim.data,no.iterations),ncol=no.iterations) 
 forec.arima.test.sim<-cbind(forec.arima.test.sim,rep.test) 
} 
forec.arima.test.sim 
forec.svm.test.sim<-c() 
for(i in 1:sim.num.mod.svm){ 
 forec.svm.test.sim.data<-c(rep(0,2),force.svm.test.sim.data[,i]) 
 forec.svm.test.sim<-cbind(forec.svm.test.sim,forec.svm.test.sim.data) 
} 
forec.svm.test.sim 
total.forec.arima.svm.test.sim<-c() 
for(i in 1:sim.num.mod.svm){ 
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 total.forec.arima.svm.test.sim.data<-c(rep(0,2),forec.arima.test.sim[3:137,i]+ 
forec.svm.test.sim[3:137,i]) 

 total.forec.arima.svm.test.sim<-cbind(total.forec.arima.svm.test.sim,total. 
forec.arima.svm.test.sim.data) 

} 
total.forec.arima.svm.test.sim 
 
###### Computing MSE, RMSE and MAE from each simulations Hybrid ARIMA+ SVM 
models in testing data set 
compute.crite.arima.svm.test.sim.func<-c() 
for(i in 1:sim.num.mod.svm){ 
 crite.arima.svm.test.sim<-regr.eval(real.test.data[3:137], 

total.forec.arima.svm.test.sim[3:137,i],stat=c("mae","mse","rmse")) 
 compute.crite.arima.svm.test.sim.func<- 

c(compute.crite.arima.svm.test.sim.func,crite.arima.svm.test.sim) 
} 
 
###### Show all simulations Hybrid ARIMA+SVM models in testing data set with MSE, 
RMSE and MAE  
sim.display.model.arima.svm.test<-c() 
for(i in 1:sim.num.mod.svm){  
 ARIMA.SVM<-c() 
 count.arima.svm.sim.a<-(3*i)-2 
 count.arima.svm.sim.b<-3*i 
 ARIMA.SVM<-compute.crite.arima.svm.test.sim.func[count.arima.svm.sim.a: 

count.arima.svm.sim.b] 
 sim.display.model.arima.svm.test<-rbind(sim.display.model.arima.svm.test, 

ARIMA.SVM) 
} 
sim.display.model.arima.svm.test 
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###### Calculate E[MSE], E[RMSE] and E[MAE] from all simulations Hybrid ARIMA+SVM 
models in testing data set 
crite.arima.svm.sim.test.func<-c() 
 mean.mae.arima.svm.sim.test<-mean(sim.display.model.arima.svm.test[,1]) 
 mean.mse.arima.svm.sim.test<-mean(sim.display.model.arima.svm.test[,2]) 
 mean.rmse.arima.svm.sim.test<-mean(sim.display.model.arima.svm.test[,3]) 
 crite.arima.svm.sim.test.func<-c(mean.mae.arima.svm.sim.test, 

mean.mse.arima.svm.sim.test,mean.rmse.arima.svm.sim.test) 
 names(crite.arima.svm.sim.test.func)<-c("E[MAE]","E[MSE]","E[RMSE]") 
crite.arima.svm.sim.test.func 
 
###### Calculate Standard deviation from all simulations Hybrid ARIMA+SVM models 
in testing data set 
sd.mae.arima.svm.sim.test<-sd(sim.display.model.arima.svm.test[,1]) 
sd.mae.arima.svm.sim.test 
sd.mse.arima.svm.sim.test<-sd(sim.display.model.arima.svm.test[,2]) 
sd.mse.arima.svm.sim.test 
sd.rmse.arima.svm.sim.test<-sd(sim.display.model.arima.svm.test[,3]) 
sd.rmse.arima.svm.sim.test 
 
################################################################
######################### Comparing models ######################## 
################################################################ 
 
###### Comparing 3 models from real SCB stock and simulation in training data set 
real.train.data.set<-c(crite.arima.train,crite.arima.ann.train,crite.arima.svm.train) 
simulation.train.data.set<-c(crite.arima.sim.train.func,crite.arima.ann.sim.train.func, 
crite.arima.svm.sim.train.func) 
criterion<-c("MAE","MSE","RMSE","MAE","MSE","RMSE","MAE","MSE","RMSE") 
name.model<-c("ARIMA","ARIMA","ARIMA","ARIMA+ANN","ARIMA+ANN","ARIMA+ANN", 
"ARIMA+SVM","ARIMA+SVM","ARIMA+SVM") 
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final.train.data.compare<-data.frame(cbind(name.model,criterion,real.train.data.set, 
simulation.train.data.set)) 
final.train.data.compare 
 
###### Comparing 3 models from real SCB stock and simulation in testing data set 
real.test.data.set<-c(crite.arima.test,crite.arima.ann.test,crite.arima.svm.test) 
simulation.test.data.set<-c(crite.arima.sim.test.func,crite.arima.ann.sim.test.func, 
crite.arima.svm.sim.test.func) 
criterion<-c("MAE","MSE","RMSE","MAE","MSE","RMSE","MAE","MSE","RMSE") 
name.model<-c("ARIMA","ARIMA","ARIMA","ARIMA+ANN","ARIMA+ANN","ARIMA+ANN", 
"ARIMA+SVM","ARIMA+SVM","ARIMA+SVM") 
final.test.data.compare<-data.frame(cbind(name.model,criterion,real.test.data.set, 
simulation.test.data.set)) 
final.test.data.compare 

################################################################ 
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ค าสั่งและผลลัพธ์จากการวิเคราะห์ข้อมูลด้วยโปรแกรม SAS 

ตัวอย่างการทดสอบหานัยส าคัญทางสถิติโดยใช้แผนแบบทดลองสุ่มในบลอ็กสมบูรณ์ไม่มีซ้ า 

(Randomized complete block design without replication) ซึ่งเป็น Dependent Test เพื่อ

ท าการเปรียบเทียบตัวแบบ 3 ตัวแบบที่ไม่เป็นอิสระต่อกัน (Dependent) ซึ่งจัดเป็นปัจจัยทดลอง 

(Treatment) ได้แก่ ตัวแบบ ARIMA, ตัวแบบผสมระหว่าง ARIMA กับเครือข่ายประสาทเทียม และ

ตัวแบบผสมระหว่าง ARIMA กับซัพพอร์ทเวกเตอร์แมชชีน และชุดข้อมูล (Data set) เป็นปัจจัยของ

การจัดแบ่งบล็อก (Blocking factor) ได้แก่ ชุดข้อมูลฝึกสอน (Training data set) และชุดข้อมูล

ทดสอบ (Testing data set) โดยมีตัวแปรตอบสนอง คือ ค่าเฉลี่ยของ RMSE โดยใช้โปรแกรม SAS 

เวอร์ชัน 9.3 ซึ่งมีค าสั่งดังต่อไปนี้ 

กรณีที่ 1 : ใช้ชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(0,1,1) 

option ls=82 ps=60 nodate center; 
data sim_arima011; 
 input three_model $ dataset $ rmse; 
 datalines; 
  arima  train   4.2232 
  arima  test   5.6269 
  arima_ann train   3.9793 
  arima_ann test   5.5485 
  arima_svm train   4.1769 
  arima_svm test   5.6008 
;run; 
proc print data=sim_arima011; run; 
proc anova data=sim_arima011; 
 class three_model dataset; 
 model rmse=three_model dataset; 
 means three_model/cldiff clm lsd; 
 run; 
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ตารางที่ 1 ผลลัพธ์ของการหานัยส าคัญทางสถิติในการเปรียบเทียบตัวแบบจากการจ าลองชุดข้อมูล

อนุกรมเวลาด้วยตัวแบบ ARIMA(0,1,1) 

The ANOVA Procedure 

Dependent Variable: rmse 

Source DF Sum of Squares Mean Square F Value Pr > F 

Model 3 3.25056988 1.08352329 265.84 0.0037 

Error 2 0.00815173 0.00407586   

Corrected Total 5 3.25872161    

 

Source DF ANOVA SS Mean Square F Value Pr > F 

three_model 2 0.02859484 0.01429742 3.51 0.2218 

dataset 1 3.22197504 3.22197504 790.50 0.0013 

 
กรณีที่ 2 : ใช้ชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(0,1,2) 

option ls=82 ps=60 nodate center; 
data sim_arima012; 
 input three_model $ dataset $ rmse; 
 datalines; 
  arima  train   4.1057 
  arima  test   5.5872 
  arima_ann train   4.1428 
  arima_ann test   5.7119 
  arima_svm train   4.0634 
  arima_svm test   5.5661 
;run; 
proc print data=sim_arima012; run; 
proc anova data=sim_arima012; 
 class three_model dataset; 
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 model rmse=three_model dataset; 
 means three_model/cldiff clm lsd;  

run; 

ตารางที่ 2 ผลลัพธ์ของการหานัยส าคัญทางสถิติในการเปรียบเทียบตัวแบบจากการจ าลองชุดข้อมูล

อนุกรมเวลาด้วยตัวแบบ ARIMA(0,1,2) 

The ANOVA Procedure 

Dependent Variable: rmse 

Source DF Sum of Squares Mean Square F Value Pr > F 

Model 3 3.46890912 1.15630304 1107.20 0.0009 

Error 2 0.00208869 0.00104435   

Corrected Total 5 3.47099782    

 

Source DF ANOVA SS Mean Square F Value Pr > F 

three_model 2 0.01348564 0.00674282 6.46 0.1341 

dataset 1 3.45542348 3.45542348 3308.69 0.0003 

 
กรณีที่ 3 : ใช้ชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(1,1,0) 

option ls=82 ps=60 nodate center; 
data sim_arima110; 
 input three_model $ dataset $ rmse; 
 datalines; 
  arima  train   6.4909 
  arima  test   9.5688 
  arima_ann train   5.2518 
  arima_ann test   7.7504 
  arima_svm train   6.3993 
  arima_svm test   9.4765 
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;run; 
proc print data=sim_arima110; run; 
proc anova data=sim_arima110; 
 class three_model dataset; 
 model rmse=three_model dataset; 
 means three_model/cldiff clm lsd;  

run; 

ตารางที่ 3 ผลลัพธ์ของการหานัยส าคัญทางสถิติในการเปรียบเทียบตัวแบบจากการจ าลองชุดข้อมูล

อนุกรมเวลาด้วยตัวแบบ ARIMA(1,1,0) 

The ANOVA Procedure 

Dependent Variable: rmse 

Source DF Sum of Squares Mean Square F Value Pr > F 

Model 3 15.42103768 5.14034589 92.02 0.0108 

Error 2 0.11172782 0.05586391   

Corrected Total 5 15.53276551    

 

Source DF ANOVA SS Mean Square F Value Pr > F 

three_model 2 2.93995040 1.46997520 26.31 0.0366 

dataset 1 12.48108728 12.48108728 223.42 0.0044 
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t Tests (LSD) for rmse 

Comparsions significant at the 0.05 level are indicated by ***. 

three_model 

Comparison 

Difference Between 

Means 

95% Confidence 

Limits 

 

arima arima_svm 0.0919 -0.9250 1.1089  

arima arima_ann 1.5287 0.5118 2.5457 *** 

arima_svm arima -0.0919 -1.1089 0.9250  

arima_svm arima_ann 1.4368 0.4198 2.4538 *** 

arima_ann arima -1.5287 -2.5457 -0.5118 *** 

arima_ann arima_svm -1.4368 -2.4538 -0.4198 *** 

 

กรณีที่ 4 : ใช้ชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(1,1,1) 

option ls=82 ps=60 nodate center; 
data sim_arima111; 
 input three_model $ dataset $ rmse; 
 datalines; 
  arima  train   4.0818 
  arima  test   5.5969 
  arima_ann train   4.1643 
  arima_ann test   5.7522 
  arima_svm train   4.0327 
  arima_svm test   5.5726 
;run; 
proc print data=sim_arima111; run; 
proc anova data=sim_arima111; 
 class three_model dataset; 
 model rmse=three_model dataset; 
 means three_model/cldiff clm lsd;  

run; 
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ตารางที่ 4 ผลลัพธ์ของการหานัยส าคัญทางสถิติในการเปรียบเทียบตัวแบบจากการจ าลองชุดข้อมูล

อนุกรมเวลาด้วยตัวแบบ ARIMA(1,1,1) 

The ANOVA Procedure 

Dependent Variable: rmse 

Source DF Sum of Squares Mean Square F Value Pr > F 

Model 3 3.61921704 1.20640568 1761.42 0.0006 

Error 2 0.00136981 0.00068491   

Corrected Total 5 3.62058685    

 

Source DF ANOVA SS Mean Square F Value Pr > F 

three_model 2 0.02646364 0.01323182 19.32 0.0492 

dataset 1 3.59275340 3.59275340 5245.61 0.0002 

 

t Tests (LSD) for rmse 

Comparsions significant at the 0.05 level are indicated by ***. 

three_model 

Comparison 

Difference Between 

Means 

95% Confidence 

Limits 

 

arima_ann arima 0.11890 0.00630 0.23150 *** 

arima_ann arima_svm 0.15560 0.04300 0.26820 *** 

arima arima_ann -0.11890 -0.23150 -0.00630 *** 

arima arima_svm 0.03670 -0.07590 0.14930  

arima_svm arima_ann -0.15560 -0.26820 -0.04300 *** 

arima_svm arima -0.03670 -0.14930 0.07590  

 
กรณีที่ 5 : ใช้ชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(1,1,2) 

option ls=82 ps=60 nodate center; 
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data sim_arima112; 
 input three_model $ dataset $ rmse; 
 datalines; 
  arima  train   4.2301 
  arima  test   5.6221 
  arima_ann train   3.9372 
  arima_ann test   5.5597 
  arima_svm train   4.1746 
  arima_svm test   5.6091 
;run; 
proc print data=sim_arima112; run; 
proc anova data=sim_arima112; 
 class three_model dataset; 
 model rmse=three_model dataset; 
 means three_model/cldiff clm lsd; run; 

ตารางที่ 5 ผลลัพธ์ของการหานัยส าคัญทางสถิติในการเปรียบเทียบตัวแบบจากการจ าลองชุดข้อมูล

อนุกรมเวลาด้วยตัวแบบ ARIMA(1,1,2) 

The ANOVA Procedure 

Dependent Variable: rmse 

Source DF Sum of Squares Mean Square F Value Pr > F 

Model 3 3.33446426 1.11148809 147.74 0.0067 

Error 2 0.01504675 0.00752338   

Corrected Total 5 3.34951101    

 

Source DF ANOVA SS Mean Square F Value Pr > F 

three_model 2 0.03553076 0.01776538 2.36 0.2975 

dataset 1 3.29893350 3.29893350 438.49 0.0023 
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กรณีที่ 6 : ใช้ชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(2,1,0) 

option ls=82 ps=60 nodate center; 
data sim_arima210; 
 input three_model $ dataset $ rmse; 
 datalines; 
  arima  train   5.6640 
  arima  test   6.5339 
  arima_ann train   4.8786 
  arima_ann test   6.0926 
  arima_svm train   5.5665 
  arima_svm test   6.5044 
;run; 
proc print data=sim_arima210; run; 
proc anova data=sim_arima210; 
 class three_model dataset; 
 model rmse=three_model dataset; 
 means three_model/cldiff clm lsd; 
 run; 

ตารางที่ 6 ผลลัพธ์ของการหานัยส าคัญทางสถิติในการเปรียบเทียบตัวแบบจากการจ าลองชุดข้อมูล

อนุกรมเวลาด้วยตัวแบบ ARIMA(2,1,0) 

The ANOVA Procedure 

Dependent Variable: rmse 

Source DF Sum of Squares Mean Square F Value Pr > F 

Model 3 1.97692287 0.65897429 39.69 0.0247 

Error 2 0.03321000 0.01660500   

Corrected Total 5 2.01013287    
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Source DF ANOVA SS Mean Square F Value Pr > F 

three_model 2 0.45504366 0.22752183 13.70 0.0680 

dataset 1 1.52187921 1.52187921 91.65 0.0107 

 
กรณีที่ 7 : ใช้ชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(2,1,1) 

option ls=82 ps=60 nodate center; 
data sim_arima211; 
 input three_model $ dataset $ rmse; 
 datalines; 
  arima  train   4.1540 
  arima  test   5.6742 
  arima_ann train   3.9736 
  arima_ann test   5.6107 
  arima_svm train   4.1000 
  arima_svm test   5.6433 
;run; 
proc print data=sim_arima211; run; 
proc anova data=sim_arima211; 
 class three_model dataset; 
 model rmse=three_model dataset; 
 means three_model/cldiff clm lsd; 
 run; 
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ตารางที่ 7 ผลลัพธ์ของการหานัยส าคัญทางสถิติในการเปรียบเทียบตัวแบบจากการจ าลองชุดข้อมูล

อนุกรมเวลาด้วยตัวแบบ ARIMA(2,1,1) 

The ANOVA Procedure 

Dependent Variable: rmse 

Source DF Sum of Squares Mean Square F Value Pr > F 

Model 3 3.69793610 1.23264537 643.18 0.0016 

Error 2 0.00383294 0.00191647   

Corrected Total 5 3.70176904    

 

Source DF ANOVA SS Mean Square F Value Pr > F 

three_model 2 0.01532937 0.00766468 4.00 0.2000 

dataset 1 3.68260673 3.68260673 1921.56 0.0005 

 
กรณีที่ 8 : ใช้ชุดข้อมูลอนุกรมเวลาที่จ าลองด้วยตัวแบบ ARIMA(2,1,2) 

option ls=82 ps=60 nodate center; 
data sim_arima212; 
 input three_model $ dataset $ rmse; 
 datalines; 
  arima  train   4.0659 
  arima  test   5.5835 
  arima_ann train   4.0682 
  arima_ann test   5.5998 
  arima_svm train   4.0156 
  arima_svm test   5.5492 
;run; 
proc print data=sim_arima212; run; 
proc anova data=sim_arima212; 
 class three_model dataset; 
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 model rmse=three_model dataset; 
 means three_model/cldiff clm lsd; 
 run; 

ตารางที่ 8 ผลลัพธ์ของการหานัยส าคัญทางสถิติในการเปรียบเทียบตัวแบบจากการจ าลองชุดข้อมูล

อนุกรมเวลาด้วยตัวแบบ ARIMA(2,1,2) 

The ANOVA Procedure 

Dependent Variable: rmse 

Source DF Sum of Squares Mean Square F Value Pr > F 

Model 3 3.50336820 1.16778940 30731.3 <.0001 

Error 2 0.00007600 0.00003800   

Corrected Total 5 3.50344420    

 

Source DF ANOVA SS Mean Square F Value Pr > F 

three_model 2 0.00302556 0.00151278 39.81 0.0245 

dataset 1 3.50034264 3.50034264 92114.3 <.0001 

 
t Tests (LSD) for rmse 

Comparsions significant at the 0.05 level are indicated by ***. 

three_model 

Comparison 

Difference Between 

Means 

95% Confidence 

Limits 

 

arima_ann arima 0.009300 -0.017223 0.035823  

arima_ann arima_svm 0.051600 0.025077 0.078123 *** 

arima arima_ann -0.009300 -0.035823 0.017223  

arima arima_svm 0.042300 0.015777 0.068823 *** 

arima_svm arima_ann -0.051600 -0.078123 -0.025077 *** 

arima_svm arima -0.042300 -0.068823 -0.015777 *** 
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กรณีที่ 9 : ใช้ชุดข้อมูลจริงของราคาปิดหุ้น SCB ที่มีลักษณะอนุกรมเวลาสอดคล้องกับตัวแบบ 

ARIMA(1,1,1) 

option ls=82 ps=60 nodate center; 
data arima111; 
 input three_model $ dataset $ rmse; 
 datalines; 
  arima  train   3.8049 
  arima  test   5.4075 
  arima_ann train   3.8059 
  arima_ann test   5.4223 
  arima_svm train   3.7181 
  arima_svm test   5.3389 
;run; 
proc print data= arima111; run; 
proc anova data= arima111; 
 class three_model dataset; 
 model rmse=three_model dataset; 
 means three_model/cldiff clm lsd; 
 run; 

ตารางที่ 9 ผลลัพธ์ของการหานัยส าคัญทางสถิติในการเปรียบเทียบตัวแบบจากชุดข้อมูลจริงของราคา

ปิดหุ้น SCB ที่มีลักษณะอนุกรมเวลาสอดคล้องกับตัวแบบ ARIMA(1,1,1) 

The ANOVA Procedure 

Dependent Variable: rmse 

Source DF Sum of Squares Mean Square F Value Pr > F 

Model 3 3.91289538 1.30429846 28928.7 <.0001 

Error 2 0.00009017 0.00004509   

Corrected Total 5 3.91298555    

 



 

 

174 

Source DF ANOVA SS Mean Square F Value Pr > F 

three_model 2 0.00895137 0.00447569 99.27 0.0100 

dataset 1 3.90394401 3.90394401 86587.6 <.0001 

 

t Tests (LSD) for rmse 

Comparsions significant at the 0.05 level are indicated by ***. 

three_model 

Comparison 

Difference Between 

Means 

95% Confidence 

Limits 

 

arima_ann arima 0.007900 -0.020991 0.036791  

arima_ann arima_svm 0.085600 0.056709 0.114491 *** 

arima arima_ann -0.007900 -0.036791 0.020991  

arima arima_svm 0.077700 0.048809 0.106591 *** 

arima_svm arima_ann -0.085600 -0.114491 -0.056709 *** 

arima_svm arima -0.077700 -0.106591 -0.048809 *** 
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