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News programs are an important media to keep up with new events and social changes 

which happen all the time and news programs mostly present various news topics in the same 
program. The purpose of this project is to create classifiers and compare performance of 
classifying Thai news dialogues as topic types. In this study, six Thai news dialogues classifiers 
using different algorithms were used to classify Thai news dialogues into six types of news, 
which are political news, economic news, crime news, entertainment news, sports news, and 
environmental news. Five classifiers, which are Multinomial Naive Bayes, K-Nearest Neighbors, 
Random Forest, Support Vector Machines, and Multi-Layer Perceptron used feature vectors 
obtained from Term Frequency-Inverse Document Frequency whereas the other classifier is 
Multi-Layer Perceptron using the topic probability vectors obtained from Latent Dirichlet 
Allocation. The experimental results showed that the best Thai news dialogues classifier was 
Multi-Layer Perceptron using feature vectors based on Term Frequency-Inverse Document 
Frequency and yielded an average precision of 0.9622, average recall of 0.9609, and average 
F1-score of 0.9609. 
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บทที ่1 
บทนำ 

1.1 คüามเปน็มาและเĀตผุลการüจิัย 
ในทุกüินาทีขĂงโลกปัจจุบันมีเĀตุการณ์ใĀม่ ๆ ที ่น่าÿนใจเกิดขึ ้นĂยู ่ตลĂดเüลา ซึ ่งการติดตาม

เĀตุการณ์คüามเปลี่ยนแปลงที่เกิดขึ้นที่รüดเร็üและมีประÿิทธิภาพนั้นต้ĂงĂาýัยการติดตามข่าüÿารผ่านÿื่Ă  
ต่าง ๆ เช่น ĀนังÿืĂพิมพ์รายüัน บทคüามข่าüบนเü็บไซต์ โดยเฉพาะĂย่างยิ่ง “รายการข่าü” ไม่ü่าจะเป็น

รายการข่าü โทรทัýน์ üิทยุ รüมไปถึงบนแพลตฟĂร์มĂĂนไลน์ จากการÿำรüจขĂง กÿทช. [1] พบü่าคüามนิยม

รายการข่าüขĂงคนไทยในปี 2563 ยังคงเป็นไปĂย่างต่Ăเนื่Ăง โดยจุดเด่นขĂงการรับข่าüÿารผ่านรายการข่าü 

คืĂผู้ชมจะได้ฟังการรายงานข่าüจากผู้รายงานข่าüที่ผ่านการคัดกรĂง เรียบเรียง üิเคราะĀ์ และÿรุปมาจาก

แĀล่งข่าüที่เชื่ĂถืĂได้ รายการข่าüจึงเป็นÿื่Ăที่มีคüามÿำคัญĂย่างมากในÿังคมปัจจุบัน  

นĂกจากนี้แล้üรายการข่าüยังÿามารถแบ่งได้ตามลักþณะการรายงานข่าü คืĂ การรายงานข่าüแบบ

บรรยายซึ่งมักใช้ภาþาระดับทางการในการĂ่านข่าü และไม่มีการแÿดงคüามคิดเĀ็นจากผู้บรรยายข่าü และĂีก

ลักþณะคืĂการรายงานข่าüแบบเล่าข่าüที่มีจุดเด่นเป็นการใช้ภาþาในระดับที่ไม่เป็นทางการ  และมีการแÿดง

คüามคิดเĀ็นĀรืĂโต้ตĂบกันระĀü่างผู้รายงานข่าü ทำใĀ้ชุดคำโต้ตĂบข่าüมีคüามเป็นธรรมชาติขĂงภาþาและมี

ลักþณะคล้ายกับภาþาพูดที่ใช้ÿื่Ăÿารในชีüิตจริงมากกü่าการรายงานข่าüแบบบรรยาย Ăย่างไรก็ตามในรายการ

ข่าüĀนึ่งรายการมักจะมีการนำเÿนĂข่าüในĀลากĀลายĀัüข้Ă เช่น ข่าüการเมืĂง ข่าüเýรþฐกิจ ข่าüบันเทิง ข่าü

Ăาชญากรรม ข่าüต่างประเทý และĂื่น ๆ ทั้งĀมดนี้ถูกรüมĂยู่ในรายการข่าüเดียüกัน Ăีกทั้งบางรายการข่าüมี

คüามยาüมากถึง 2 ชั่üโมง จึงยากÿำĀรับคนที่ต้ĂงการเลืĂกฟังข่าüแบบเจาะจงĀัüข้Ă เนื่Ăงจากต้Ăงเÿียเüลาใน

การค้นĀาข่าüที่ตนÿนใจ  

จากที่กล่าüมาข้างต้น ทำใĀ้ผู ้พัฒนามีคüามÿนใจที ่จะýึกþาเกี ่ยüกับการจำแนกคำโต้ตĂบข่าü

ภาþาไทยตามชน ิดĀ ัüข ้Ăข ่าü เพ ื ่ĂบĂกประเภทĀ ัüข ้Ăข ่าüü ่าเป ็นข ่าüการเม ืĂง ข ่าüเýรþฐกิจ  
ข่าüĂาชญากรรม  ข่าüบันเทิง ข่าüกีāา ĀรืĂ ข่าüÿิ่งแüดล้Ăม ซึ่งในการพัฒนา ผู้พัฒนาจะเก็บชุดข้Ăมูลเÿียง

โต้ตĂบระĀü่างผู้รายงานข่าüจากüิดีโĂย้ĂนĀลังขĂงรายการข่าüและแปลงเÿียงเป็นข้Ăคüามด้üยüิธี Speech-
to-Text (STT) แล้üจึงนำข้Ăคüามมาÿกัดเป็นเüกเตĂร์คุณลักþณะ ( feature vector) จากนั ้นจึงÿร้าง

แบบจำลĂงÿำĀรับจำแนกĀัüข้Ăข่าüโดยใช้เทคนิคการเรียนรู้ขĂงเครื่Ăง เพื่ĂนำเÿนĂüิธีที ่ÿามารถจำแนก

ประเภทข่าüจากคำโต้ตĂบที่มีประÿิทธิภาพ 

1.2 üตัถปุระÿงคก์ารüจิยั 
เพ่ืĂพัฒนาตัüจำแนกคำโต้ตĂบข่าüไทยเป็นแบบชนิดĀัüข้Ăโดยใช้เทคนิคการเรียนรู้ขĂงเครื่Ăง 
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1.3 ขĂบเขตการüจิัย 
1. ข้Ăมูลนำเข้าคืĂชุดคำโต้ตĂบขĂงข่าüภาþาไทย 

2. ชุดคำโต้ตĂบรüบรüมจากüิดีโĂรายการข่าüไทย โดยมีĂายุข่าüย้ĂนĀลังไม่เกิน 2 ปี คืĂตั้งแต่เดืĂน

ตุลาคม 2561 ถึง ตุลาคม 2563 และมีผู้รายงานข่าü 2 คนข้ึนไป 

3. ชุดคำโต้ตĂบแบ่งตามประเภทĀัüข้Ăข่าüได้  6 ประเภท ได้แก่ ข่าüการเมืĂง ข่าüเýรþฐกิจ  
ข่าüĂาชญากรรม ข่าüบันเทิง ข่าüกีāา และข่าüÿิ่งแüดล้Ăม โดยมีนิยามขĂงแต่ละประเภทข่าü ดังนี้ 

ก. ข่าüการเมืĂง คืĂข่าüการเคลื่ĂนไĀüขĂงพรรคการเมืĂง นักการเมืĂง และกระบüนการต่าง ๆ

ทางการเมืĂง 
ข. ข่าüเýรþฐกิจ คืĂข่าüคüามเคลื่ĂนไĀüทางเýรþฐกิจรüมถึงโครงการกระตุ้นเýรþฐกิจขĂง

รัฐบาล 
ค. ข่าüĂาชญากรรม คืĂข่าüเกี่ยüข้ĂงกับคดีĂาชญากรรมต่าง ๆ การเข้าจับกุมคนร้าย  
ง. ข่าüบันเทิง คืĂข่าüที่นำเÿนĂเรื่ĂงราüในüงการบันเทิงขĂงดารา นักร้Ăง และýิลปิน 
จ. ข่าüกีāา คืĂข่าüที่รายงานเกี่ยüกับเรื ่Ăงกีāาและนักกีāาต่าง ๆ รüมถึงการüิเคราะĀ์และ

รายงานผลการแข่งขันกีāา 
ฉ. ข่าüÿิ่งแüดล้Ăม คืĂข่าüเกี่ยüกับมลพิþทางÿิ่งแüดล้Ăม และภัยพิบัติต่Ăÿิ่งแüดล้Ăม 

4. จำนüนชุดคำโต้ตĂบประเภทละ 100 ชุด 

5. ชุดคำโต้ตĂบแต่ละชุดมีระยะเüลาไม่เกิน 15 üินาที 

1.4 ขัน้ตĂนการüจิยั 
ก. แผนการýึกþา 

1. ýึกþาค้นคü้าทฤþฎีที่เกี่ยüข้Ăง  
2. ýึกþางานüิจัยที่เกี่ยüข้Ăง 
3. เตรียมชุดข้Ăมูลคำโต้ตĂบข่าüไทย 
4. üิเคราะĀ์ ĂĂกแบบ และÿร้างตัüแบบในการจำแนกประเภทĀัüข้Ăข่าü 
5. ทดÿĂบประÿิทธิภาพขĂงตัüแบบ 
6. üิเคราะĀ์และĂภิปรายผล 
7. จัดทำเĂกÿาร 
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ข. ระยะเüลาที่ýกึþา 

ขั้นตĂนการดำเนินงาน 
ป ี2563 ป ี2564 

ÿ.ค. ก.ย. ต.ค พ.ย. ธ.ค. ม.ค. ก.พ. มี.ค. เม.ย. 
1. ýึกþาค้นคü้าทฤþฎีที่เกี่ยüข้Ăง                    
2. ýึกþางานüิจัยที่เกี่ยüข้Ăง                   
3. เตรียมชุดข้Ăมูลคำโต้ตĂบข่าüไทย                   
4. üิเคราะĀ์ ĂĂกแบบ และÿร้างตัüแบบ

ในการจำแนกประเภทĀัüข้Ăข่าü 
                  

5. ทดÿĂบประÿิทธิภาพขĂงตัüแบบ                   
6. üิเคราะĀ์และĂภิปรายผล                   
7. จัดทำเĂกÿาร                   

1.5 ประโยชนท์ีไ่ดร้บั 
ก. ประโยชนท์ี่ไดต้Ă่ผู้พฒันา 

1. ได้รับคüามรู้จากการýึกþาค้นคü้าทฤþฎีและงานüิจัยที่เกี่ยüข้Ăง 
2. ได้ฝึกฝนและพัฒนาทักþะในการÿร้างตัüจำแนกด้üยเทคนิคการเรียนรู้ขĂงเครื่Ăง 
3. ได้ฝึกฝนและพัฒนาทักþะการüางแผนและทำงานเป็นขั้นตĂน 
4. ได้ฝึกการทำงานเป็นกลุ่ม การยĂมรับคüามคิดเĀ็นผู้Ă่ืน และคüามรับผิดชĂบในĀน้าที่ 
5. ได้พัฒนาýักยภาพในการเรียนรู้ด้üยตัüเĂง 

ข. ประโยชนท์ี่ไดต้Ă่ผู้ใช ้
1. ได้แนüทางในการจำแนกประเภทĀัüข้Ăข่าüจากชุดคำโต้ตĂบ 
2. ÿามารถนำชุดข้Ăมูลข่าüไทย และแนüทางที่เÿนĂไปพัฒนาต่ĂยĂดได้ 

1.6 โครงÿร้างขĂงรายงาน 
บทที่ 2 กล่าüถึงĀลักการและทฤþฎีที ่เกี ่ยüข้Ăงกับการจำแนกคำโต้ตĂบข่าüภาþาไทยตามชนิด  

Āัüข้Ăข่าü รüมทั้งงานüิจัยที่เกี่ยüข้Ăง 

บทที่ 3 กล่าüถึงüิธีการüิจัยในการจำแนกคำโต้ตĂบข่าüภาþาไทยตามชนิดĀัüข้Ăข่าü 

บทที่ 4 กล่าüถึงกระบüนการทดลĂงและผลขĂงการดำเนินการüิจัยขĂงการจำแนกคำโต้ตĂบข่าü

ภาþาไทยตามชนิดĀัüข้Ăข่าüโดยแÿดงและüิเคราะĀ์ประÿิทธิภาพขĂงüิธีการรüมถึงการĂภิปรายผลการทดลĂง 

บทที่ 5 กล่าüถึงการÿรุปผลการüิจัยการจำแนกคำโต้ตĂบข่าüภาþาไทยตามชนิดĀัüข้Ăข่าüและ

ข้ĂเÿนĂแนะ 
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บทที ่2 
งานüิจยัทีเ่กีย่üขĂ้ง 

ในบทนี้จะกล่าüถึงĀลักการและทฤþฎีที่เกี่ยüข้Ăงกับการÿร้างแบบจำลĂงÿำĀรับจำแนกประเภท  
Āัüข้Ăจากคุณลักþณะที่ได้จากข้Ăมูลคำโต้ตĂบข่าüภาþาไทย รüมถึงงานüิจัยที่เก่ียüข้Ăง 

2.1 Āลกัการและทฤþฎทีีเ่กีย่üขĂ้ง 

2.1.1 Term Frequency–Inverse Document Frequency (TF-IDF) 

ในการพิจารณาคüามÿำคัญขĂงคำในเĂกÿารใช้เทคนิค TF-IDF [2] เข้ามาช่üยในการแยกคำ

ตามคüามÿำคัญจากน้ำĀนักขĂงคำแต่ละคำ TF-IDF นั ้นประกĂบด้üย 2 ÿ่üนคืĂ TF (Term 
Frequency) และ IDF (Inverse Document Frequency) โดยมีÿมการที่ใช้ในการคำนüณ ดังÿมการ

ที่ 1 

𝑇𝐹‑𝐼𝐷𝐹(𝑡, 𝑑) = 𝑇𝐹(𝑡, 𝑑) ∗ 𝐼𝐷𝐹(𝑡)   (1) 

ÿ่üนแรกคืĂ TF เป็นการดูคüามถี ่ขĂงคำที ่เกิดขึ ้นในเĂกÿาร โดยĀาÿัดÿ่üนระĀü่าง  
จำนüนครั้งที่คำ 𝑡 ปรากฎในเĂกÿาร 𝑑 กับจำนüนรüมคำทั้งĀมดในเĂกÿาร 𝑑 ดังÿมการที่ 2 

𝑇𝐹(𝑡, 𝑑) = 𝑓(𝑡,𝑑)
∑ 𝑓(𝑡′,𝑑)𝑡′∈𝑑

    (2) 

ÿ่üนต่ĂมาคืĂ IDF ĀรืĂคüามถี่ขĂงเĂกÿารที่ผกผัน ใช้บĂกถึงคüามÿำคัญขĂงคำในเĂกÿาร

ทั้งĀมด กล่าüคืĂเมื่ĂคำใดปรากฎĂยู่ทั่üไปในĀลายเĂกÿาร คำนั้นจะมีค่า IDF ต่ำ Āมายคüามü่าเป็น

คำท่ีมีคüามÿำคัญน้Ăย โดยคำนüณได้ตามÿมการที่ 3 

𝐼𝐷𝐹(𝑡) = 𝑙𝑜𝑔 ( 1+𝑛
1+𝑑𝑓(𝑡)) + 1   (3) 

เมื่Ă 𝑛 แทน จำนüนเĂกÿารทั้งĀมดในชุดข้Ăมูล 
𝑑𝑓(𝑡)  แทน จำนüนเĂกÿารในชุดข้Ăมูลที่มีคำ t 

2.1.2 Multinomial Naive Bayes (MNB) 

Naive Bayes [3] คืĂขั้นตĂนüิธีขĂงการเรียนรู้แบบมีผู้ÿĂนแบบĀนึ่งที่เĀมาะกับการจำแนก

ประเภทแบบĀลายคลาÿและÿามารถทำงานได้ดีกับข้Ăมูลที่มีขนาดมิติÿูง  จึงเป็นขั้นตĂนüิธีที่เป็นที่

นิยมÿำĀรับงานจำแนกประเภทข้Ăคüาม Naive Bayes Ăาýัยทฤþฎีคüามน่าจะเป็นตามทฤþฎีบท

ขĂงเบย์ (Bayes' Theorem) ที่ใช้การคำนüณคüามน่าจะเป็นขĂงเĀตุการณ์ที่เป็นĂิÿระต่Ăกันแบบมี
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เ ง ื ่ Ă น ไ ข ใĀ้ ช ุ ด ÿĂน  𝑇 = {(𝒙1, 𝑦1), (𝒙2, 𝑦2), … , (𝒙𝑁, 𝑦𝑁)} และป ้ า ยก ำก ั บ  𝑦 โ ด ยที่  𝑦𝑖 ∈

{𝑐1, 𝑐2, … , 𝑐𝑘} และ 𝑖 ∈ {1,2, … , 𝑁} 

ÿมมติใĀ้จำนüนค่าที ่เป็นไปได้ขĂง 𝑥(𝑙) เท่ากับ 𝑆𝑙 โดยที่ 𝑙 = 1,2, … , 𝑛 และจำนüนค่าที่ 
เป็นไปได้ขĂง 𝑌 เท่ากับ 𝑘 Naive Bayes จะเรียนรู้การแจกแจงคüามน่าจะเป็นร่üม 𝑃(𝑋|𝑌) ขĂง

ข้Ăมูลนำเข้าและข้Ăมูลÿ่งĂĂกโดยใช้การแจกแจงคüามน่าจะเป็นแบบมีเงื่Ăนไข ตามÿมมติฐานขĂง

คüามĂิÿระต่Ăกันแบบมีเง่ืĂนไข ดังÿมการที่ 4 

𝑃(𝑋 = 𝒙|𝑌 = 𝑐𝑗) = 𝑃(𝑋(1) = 𝑥(1), … , 𝑋(𝑛) = 𝑥(𝑛)|𝑌 = 𝑐𝑗)       
  =  ∏ 𝑃(𝑋(𝑙) = 𝑥(𝑙)|𝑌 = 𝑐𝑗)𝑛

𝑙=1 ; 𝑗 = 1,2, … , 𝑘   (4) 

ตัüจำแนก Multinomial Naive Bayes (MNB) [4] เป็นการใช้ขั้นตĂนüิธี Naive Bayes เพ่ืĂ

ใช้กับข้Ăมูลที่มีลักþณะเป็นĂเนกนาม (multinomial) ในการÿร้างตัüจำแนก MNB จากข้Ăมูลนำเข้า 

𝒙 จะคำนüณĀาป้ายกำกับ 𝑦 ที่มีคüามน่าจะเป็นภายĀลัง (posterior probability) ที่มากที่ÿุด เพ่ืĂ

Āาป้ายกำกับ 𝑦 ที่เป็นไปได้มากท่ีÿุด ซึ่งคำนüณด้üยทฤþฎีบทขĂงเบย์ได้ดังÿมการที่ 5 และ 6 

𝑃(𝑌 = 𝑐𝑗|𝑋 = 𝒙) =
𝑃(𝑋 = 𝑥|𝑌 = 𝑐𝑗)𝑃(𝑌 = 𝑐𝑗)

∑ 𝑃(𝑋 = 𝑥|𝑌 = 𝑐𝑗)𝑃(𝑌 = 𝑐𝑗)𝑗
  (5) 

𝑦 = 𝑎𝑟𝑔𝑚𝑎𝑥
𝑐𝑗

𝑃(𝑌 = 𝑐𝑗) ∏ 𝑃(𝑋(𝑙) = 𝑥(𝑙)|𝑌 = 𝑐𝑗)𝑙   (6) 

ทั้งนี้ในการคำนüณคüามน่าจะเป็นขĂงขั้นตĂนüิธี  Naive Bayes ĂาจเกิดปัญĀาคüามน่าจะ

เป็นที่มีค่าเป็นýูนย์ (zero probability) ดังนั้นจึงต้ĂงทำการปรับปรุงพารามิเตĂร์เพ่ืĂใĀ้ค่าประมาณที่

คำนüณได้มีค่าไม่เท่ากับýูนย์ เรียกü่าการทำ smoothing โดยĂาýัยเทคนิค Additive smoothing ดัง

ÿมการที่ 7 ซึ่งเป็นการกำĀนดพารามิเตĂร์ alpha (𝛼) ใĀ้เป็นพารามิเตĂร์การปรับใĀ้เรียบ โดยที่ 

alpha ต้Ăงมีค่ามากกü่า 0 เมื่Ă alpha มีค่าเท่ากับ 1 เรียกü่า Laplace smoothing และเมื่Ă alpha 

มีค่าน้Ăยกü่า 1 จะเรียกü่า Lidstone smoothing 

𝑃(𝑋(𝑙) = 𝑥(𝑙)|𝑌 = 𝑐𝑗) =
𝑁𝑥(𝑙),𝑐𝑗

+𝛼

𝑁𝑐𝑗+𝛼𝑛
   (7) 

เมื่Ă 𝑁𝑥(𝑙),𝑐𝑗
 แทน จำนüนข้Ăมูลในคลาÿ 𝑐𝑗 ที่คุณลักþณะ 𝑋(𝑙) มีค่าเท่ากับ 𝑥(𝑙) 

 𝑁𝑐𝑗 แทน จำนüนข้Ăมูลในคลาÿ 𝑐𝑗 
𝛼 แทน พารามิเตĂร์การปรับใĀ้เรียบ 
𝑛 แทน จำนüนคุณลักþณะทั้งĀมด 
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ตัüจำแนก MNB เĀมาะÿำĀรับการจำแนกคุณลักþณะแบบไม่ต่Ăเนื่Ăง เช่น การนับจำนüนคำ 

TF-IDF เป็นต้น ตัüจำแนกแบบ MNB จึงเป็นที่นิยมในงานการจำแนกข้Ăคüาม [5] 

2.1.3 K-Nearest Neighbors (KNN) 

K-nearest neighbors (KNN) [6] คืĂขั ้นตĂนü ิธ ีขĂงการเร ียนร ู ้แบบมีผ ู ้ÿĂนแบบĀนึ่ง  
ใช้ÿำĀรับงานในการจำแนกประเภทและüิเคราะĀ์การถดถĂย เป็นขั้นตĂนüิธีที่ไม่ซับซ้Ăน ใช้เüลาใน

การฝึกฝนชุดÿĂนน้Ăยกü่าขั้นตĂนüิธีĂื่น ๆ โดยĂาýัยแนüคิดที่ü่าจุดใด ๆ มักใช้คุณÿมบัติร่üมกันกับ

จุดใกล้เคียง การเลืĂกüิธีคำนüณระยะĀ่างระĀü่างจุดนั้นขึ้นĂยู่กับการใช้งานüิธีที่นิยมใช้ เช่น การ

คำนüณระยะĀ่างแบบ Euclidean และการคำนüณระยะĀ่างระĀü่างข้Ăคüามแบบ Manhattan 

ขั้นตĂนüิธี KNN [7] เป็นการĀาป้ายกำกับขĂงจุดข้Ăมูล 𝑥𝑖 จากการลงคะแนนเÿียงข้างมาก

ขĂงป้ายกำกับขĂงจุดที่ใกล้ที่ÿุดจำนüน K จุด ดังนั้นจึงจำเป็นที่จะต้Ăงüัดคüามคล้ายคลึงกันระĀü่าง

จุดข้Ăมูล 𝑥𝑖 และ 𝜃𝑗 โดยใช้เมทริกซ์มินคĂฟÿกี (p-norm) ในปริภูม ิ𝑛 มิติขĂงจำนüนจริง ดังÿมการที่ 

8 ÿำĀรับค่า 𝑝 เป็น 2 คืĂการคำนüณระยะĀ่างแบบ Euclidean และÿำĀรับค่า 𝑝 เป็น 1 คืĂการ

คำนüณระยะĀ่างแบบ Manhattan 

𝑑(𝑥𝑖, 𝜃𝑗) = (∑ |𝑥𝑖𝑚 − 𝜃𝑗𝑚|𝑝𝑛
𝑚=1 )

1
𝑝    (8) 

  เมื่Ă 𝑥𝑖, 𝜃𝑗 แทน จุดใด ๆ ใน 𝑛 มิต ิ

และในปริภูมิข้ĂมูลĂื ่น ๆ ต้ĂงเลืĂกการคำนüณระยะĀ่างที ่เĀมาะÿม เช่น การคำนüณ

ระยะĀ่างแบบ Hamming ในปริภูมิ 𝑞 มิติขĂงจำนüนเต็ม 

2.1.4 Random Forest (RF) 

Random Forest (RF) [8] คืĂขั้นตĂนüิธีขĂงการเรียนรู้แบบมีผู ้ÿĂนแบบĀนึ่งที่ใช้งานง่าย 

และได้รับการพิÿูจน์แล้üü่าÿามารถทำงานได้ดีในĀลากĀลายปัญĀา Random Forest นั้นเป็นขั้นตĂน

üิธีที่ใช้การรüมแบบจำลĂงการเรียนรู้ĀลากĀลายแบบเข้าด้üยกัน (ensemble learning) ทำใĀ้ได้จุด

ที่ÿมดุลกันระĀü่าง ค่า bias และคüามแปรปรüนขĂงข้Ăมูลที่ทำใĀ้เกิดค่าคüามผิดพลาดในการจำแนก

ที่น้Ăยที่ÿุด ĀลักการÿำคัญขĂงüิธี Random Forest คืĂการÿร้างต้นไม้ตัดÿินใจĂย่างง่ายจำนüนมาก

ในขั้นตĂนการฝึกฝน และใช้การลงคะแนนเÿียงข้างมากในขั้นตĂนการจำแนก ซึ่งการลงคะแนนเÿียงนี้

จะช่üยแก้ไขคุณÿมบัติที่ ไม่พึงประÿงค์ขĂงโครงÿร้างการตัดÿินใจใĀ้เĀมาะกับชุดÿĂน จะได้ 
ค่าตัดÿินใจÿุดท้าย 𝑓 ดังÿมการที่ 9 [9] 

ในขั้นตĂนฝึกฝนตัüจำแนก Random Forest จะใช้เทคนิคที่เรียกü่า Bagging (Bootstrap 
Aggregation) คืĂการÿร้างข้Ăมูลย่ĂยĀลายชุดจากชุดÿĂนด้üยüิธีÿุ ่มแบบใÿ่คืน (Sampling with 
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Replacement) และÿร้างต้นไม้ตัดÿินใจĀลาย ๆ ต้นจากชุดข้Ăมูลดังกล่าü ซึ่งต้นไม้แต่ละต้นจะไม่มี

การตัดแต่ง (pruning) โดยการÿุ่มข้Ăมูลแต่ละครั้งจะมีข้Ăมูลÿ่üนĀนึ่งที่ไม่ถูกเลืĂก เรียกü่า ข้ĂมูลนĂก

ถุง (out-of-bag) ซึ่งเป็นข้Ăมูลที่ÿามารถนำไปใช้ตรüจÿĂบคüามแม่นขĂงต้นไม้ตัดÿินใจแต่ละต้นได้

จากการคำนüณค่าคüามผิดพลาดขĂงข้ĂมูลนĂกถุง (out-of-bag error) 

 𝑓 = 1
𝐵

∑ 𝑓𝑏(𝒙′)𝐵
𝑏=1     (9) 

เมื่Ă 𝐵  แทน จำนüนต้นไม้ 
𝑓𝑏 แทน ฟังก์ชันตัดÿินใจขĂงต้นไม้ต้นที่ 𝑏 
𝒙’  แทน ชุดÿĂนตัüĂย่าง 

 ในการÿร้างต้นไม้จะต้ĂงĂาýัยเกณฑ์ในการแบ่งต้นไม้ที ่มีĂยู่ 2 เกณฑ์Āลัก ได้แก่ คüาม 
ไม่บริÿุทธิ์ขĂงจีนี และเĂนโทรปี โดยมีÿูตรคำนüณตามÿมการที่ 10 และ 11 ตามลำดับ 

𝐺𝑖𝑛𝑖: 𝐼𝐺(𝑓) = ∑ 𝑓𝑖(1 − 𝑓𝑖)𝑚
𝑖=1    (10) 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦: 𝐼𝐸(𝑓) = − ∑ 𝑓𝑖 𝑙𝑜𝑔2𝑓𝑖
𝑚
𝑖=1   (11) 

เมื่Ă 𝑓𝑖 แทน คüามน่าจะเป็นที่จะได้ข้Ăมูลที่Ăยู่ในคลาÿ 𝑖 
𝑚  แทน จำนüนคลาÿทั้งĀมด 

2.1.5 Support Vector Machines (SVM) 

SVM เป็นขั้นตĂนüิธีการเรียนรู้แบบมีผู ้ÿĂนที่ได้รับคüามนิยมในงานการจำแนกประเภท

ข้Ăคüามเป็นĂย่างมาก เนื่Ăงจาก SVM ÿามารถทำงานได้ดีกับข้Ăมูลที่มีขนาดมิติÿูงĀรืĂข้Ăมูลที่มี

ขนาดมิติมากกü่าจำนüนตัüĂย่าง Ăีกทั้งทำงานได้ดีกับข้Ăมูลที่ไม่มีโครงÿร้าง (unstructured data) 
และข้Ăมูลกึ่งโครงÿร้าง (semi-structured data) เช่น ข้Ăมูลประเภทข้Ăคüาม รูปภาพ เป็นต้น [10] 
SVM แบบดั้งเดิมนั้นมีไü้ÿำĀรับแก้ปัญĀาการจำแนกแบบไบนารี แต่ไม่ใช่กับการจำแนกแบบĀลาย

คลาÿ ÿำĀรับการจำแนกแบบĀลายคลาÿจะใช้ĀลักการแยกปัญĀาการจำแนกแบบĀลายคลาÿ

ĂĂกเป็นปัญĀาการจำแนกแบบไบนารีĀลายปัญĀา ÿามารถทำได้ 2 üิธี คืĂ กลยุทธ์Āนึ่งต่Ăÿ่üนที่เĀลืĂ 

(One-vs-Rest: OvR) และกลยุทธ์แบบĀนึ่งต่ĂĀนึ่ง (One-vs-One: OvO) ÿำĀรับกลยุทธ์ OvR เริ่ม
จากแบ่งปัญĀาĀลายคลาÿĂĂกเป็นปัญĀาไบนารีĀลาย ๆ ปัญĀา จากนั้นจึงใช้การจำแนกแบบไบนารี

และเปรียบเทียบแต่ละคลาÿกับÿ่üนที่เĀลืĂ ขณะที่กลยุทธ์ OvO เป็นการเปรียบเทียบแต่ละคู่คลาÿ 
[11] 

SVM Ăาý ัยĀล ักการขĂงการĀาÿ ัมประÿ ิทธ ิ ์ขĂงÿมการเพ ื ่Ăÿร ้างเÿ ้น Āร ืĂระนาบ 

(Hyperplane) ÿำĀรับแบ่งกลุ่มข้ĂมูลĂĂกจากกัน ซึ่งÿามารถใช้การแบ่งด้üยÿมการเชิงเÿ้น ดังแÿดง
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ในรูปที่ 2.1 ระนาบแบ่งที่เĀมาะÿมที่ÿุดคืĂระนาบที่ทำใĀ้เกิดระยะขĂบ (margin) ระĀü่างÿĂงคลาÿ

มากที่ÿุด โดยจะเลืĂกระนาบจากการดูระยะĀ่างที่มีค่าÿูงที่ÿุดระĀü่างระนาบแบ่งไปยังจุดข้Ăมูลที่ใกล้

ที่ÿุดขĂงคลาÿทั้งÿĂง และเรียกจุดข้Ăมูลที่ใกล้ที่ÿุดนี้ü่าเüกเตĂร์ÿนับÿนุน ( support vector) ใน
ปริภูมิ m มิตริะนาบแบ่ง [12] ดังÿมการที่ 12 

𝒘𝑇𝒙 + 𝑏 = 0     (12) 

เมื่Ă 𝒘 แทน เüกเตĂร์ถ่üงน้ำĀนัก 
𝒙  แทน เüกเตĂร์คุณลักþณะนำเข้า 
𝑏  แทน ค่า bias 

โดยคำนüณĀาระยะขĂบได้ดังÿมการที ่13 

𝑀𝑎𝑥𝑖𝑚𝑎𝑙 𝑚𝑎𝑟𝑔𝑖𝑛 = 2
‖𝒘‖    (13) 

ดังนั้น ในการĀาระยะขĂบที่มากท่ีÿุดÿามารถĀาได้จากขนาดขĂงเüกเตĂร์ถ่üงน้ำĀนัก (‖𝒘‖) 
ที่น้Ăยที่ÿุด ดังÿมการที ่14 

𝑚𝑖𝑛𝑖𝑚𝑖𝑧𝑒 𝛷(𝒘) = 1
2

‖𝒘‖2    (14) 

โดยที่  𝑦𝑖(𝒘𝑇𝒙 + 𝑏) ≥ 1;  𝑖 = 1,2, … , 𝑛 

เมื่Ă 𝑦𝑖  แทน คลาÿข้Ăมูล; โดยมีเงื่Ăนไขดังนี้ 
1.  𝑦𝑖  = +1 ÿำĀรับข้Ăมูล; คลาÿบüก 
2.  𝑦𝑖 = −1 ÿำĀรับข้Ăมูล; คลาÿลบ 

 
รูปที่ 2.1 การแยกข้ĂมูลÿĂงคลาÿโดยใช้ระนาบแบ่งใน SVM 
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จากรูปที่ 2.1 แÿดงใĀ้เĀ็นü่าแบบจำลĂงประกĂบด้üยระนาบแบ่ง 3 ระนาบ ได้แก่ ระนาบ 𝐻 
คืĂระนาบที่Ăยู่ตรงกลาง มีÿมการคืĂ 𝒘𝑇𝒙 − 𝑏 = 0 และระนาบ 𝐻+, 𝐻− คืĂระนาบที่Ăยู่เĀนืĂและ

ใต้ระนาบ 𝐻 เรียกü่า supporting plane ซึ่งได้จากการเพิ่มระยะขĂบขĂงระนาบ 𝐻 มีÿมการเป็น 

𝒘𝑇𝒙 + 𝑏 = +1  และ 𝒘𝑇𝒙 + 𝑏 = −1  ตามลำดับ 

ซึ่งโดยทั่üไปแล้üไม่ÿามารถใช้üิธีจำแนกแบบเชิงเÿ้นเพ่ืĂแบ่งข้ĂมูลใĀ้ถูกต้Ăงได้ทั้งĀมด ดังนั้น

นĂกจากการĀาระยะขĂบที่มากที่ÿุดแล้ü ยังจำเป็นต้ĂงĀาค่าคüามผิดพลาดที่น้Ăยที่ÿุดด้üย ซึ่ง

ÿามารถทำได้โดยĂาýัยตัüแปรÿ่üนขาด ĀรืĂ slack variable (𝜁) 

Slack variable (𝜁) คืĂ ระยะĀ่างระĀü่างจุดข้Ăมูลกับ supporting plane (ระนาบ 𝐻+ ĀรืĂ 

𝐻−) ดังนั้นเมื่Ăต้Ăงการระนาบแบ่งที่ใĀ้ค่าคüามผิดพลาดที่น้Ăยที่ÿุด จะต้ĂงทำใĀ้ 𝜁 มีค่าน้Ăย ๆ ĀรืĂ

ใกล้เคียงýูนย์ เพื่ĂลดผลรüมขĂงระยะĀ่างระĀü่าง supporting plane กับจุดข้Ăมูลที่ถูกจำแนกผิด 

ดังนั้นÿามารถคำนüณĀาขนาดขĂงเüกเตĂร์ถ่üงน้ำĀนักที่น้Ăยที่ÿุด ดังÿมการที ่15 

𝑚𝑖𝑛𝑖𝑚𝑖𝑧𝑒 𝛷(𝒘) = 1
2

‖𝒘‖2 + 𝐶 ∑ ζ𝑖𝑖    (15) 

โดยที่  𝑦𝑖(𝒘𝑇𝒙 + 𝑏) ≥ 1 −𝜁𝑖;  𝑖 = 1,2, … , 𝑛 

เมื่Ă 𝐶 คืĂ ค่าท่ีกำĀนดเพ่ืĂทำใĀ้เป็นมาตรฐาน (Regularization) Āาก 𝐶 มีค่าน้Ăย ๆ ระยะ

ขĂบขĂงระนาบแบ่งจะลดลง ทำใĀ้ตัüจำแนกมีคüามซับซ้Ăนมากขึ้น และถ้าĀาก 𝐶 มีค่ามาก ๆ ระยะ

ขĂบขĂงระนาบแบ่งจะเพ่ิมขึ้น ทำใĀ้ตัüจำแนกมีคüามเรียบง่ายมากขึ้น 
ÿำĀรับการแปลงข้Ăมูลนำเข้าใĀ้Ăยู่ในรูปแบบขĂงข้Ăมูลการประมüลผลที่ต้Ăงการ จะใช้

ฟังก์ชันที่เรียกü่า เคĂร์เนล [13] ซึ่งทำĀน้าที่แปลงชุดÿĂนเพื่ĂใĀ้เÿ้นแบ่งไม่เป็นฟังก์ชันเชิงเÿ้น และ

ÿามารถเปลี่ยนเป็นÿมการเชิงเÿ้นในปริภูมิมิติที่ÿูงขึ้นได้ โดยประเภทขĂงเคĂร์เนลที่พบมากที่ÿุด 

ได้แก่ เคĂร์เนลพĀุนาม เคĂร์เนลซิกมĂยด์ และเคĂร์เนลฐานแนüรัýมี 

เคĂร์เนลพĀุนาม (Polynomial Kernel) แÿดงถึงคüามคล้ายคลึงกันขĂงเüกเตĂร์ในชุดÿĂน

ในปริภูมิคุณลักþณะเĀนืĂพĀุนามขĂงตัüแปรดั้งเดิม โดยจะดูจากการรüมกันขĂงคุณลักþณะนำเข้า 

เรียกü่า คุณลักþณะการโต้ตĂบ ÿามารถคำนüณได้จากผลคูณเชิงÿเกลาร์ยกกำลังด้üยดีกรีขĂงเคĂร์

เนล 𝑑 ดังÿมการที่ 16 

𝐾(𝒙, 𝒚) = (𝒙𝑇𝒚 + 𝑐)𝑑    (16) 

  เมื่Ă 𝒙, 𝒚 แทน เüกเตĂร์ในปริภูมิข้Ăมูล 
𝑑  แทน ดีกรีขĂงเคĂร์เนล 
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เคĂร์เนลฟังก์ชันฐานแนüรัýมี (Radial Basis Function Kernel: RBF) เป็นฟังก์ชันค่าจริงซึ่ง

คำนüณจากการĀาระยะĀ่างแบบ Euclidean ระĀü่างจุดÿังเกตÿĂงจุด ใช้กับข้Ăมูลที่ไม่เป็นเชิงเÿ้น 

เป็นเคĂร์เนลได้รับคüามนิยมมากที่ÿุดที่ใช้ในการจำแนกประเภทใน SVM ÿามารถคำนüณĀาขĂบเขต

ข้Ăมูลได้จากÿมการที่ 17, 18 

𝐾(𝒙, 𝒚) = 𝑒𝑥𝑝 (−𝛶‖𝒙 − 𝒚‖2)    (17) 

𝛶 = 1
2𝜎2      (18) 

  เมื่Ă 𝜎 แทน ÿ่üนเบี่ยงเบนมาตรฐาน 
คĂร์เนลซิกมĂยด์ (Sigmoid Kernel) มีต้นกำเนิดมาจากฟังก์ชันกระตุ ้นขĂงโครงข่าย 

ประÿาทเทียม ซึ่งเทียบเท่ากับแบบจำลĂงเพĂร์เซปตรĂนÿĂงชั้น แÿดงดังÿมการที่ 19 

𝐾(𝒙, 𝒚) = 𝑡𝑎𝑛ℎ (𝛼𝒙𝑇𝒚 + 𝑐)   (19) 

  เมื่Ă 𝛼 แทน ค่าÿัมประÿิทธิ์ 

2.1.6 Multi-Layer Perceptron (MLP) 

โครงข่ายประÿาทเทียมเพĂร์เซปตรĂนแบบĀลายชั้น (Multi-Layer Perceptron: MLP) [14] 
เป ็นÿ ่üนเÿร ิมขĂงโครงข่ายประÿาทแบบป้Ăนไปข้างĀน้า และเป็นโครงÿร้างขĂงข่ายงาน  
ระบบประÿาทĂย่างง่ายที่ได้รับคüามนิยม [15] โดย MLP ประกĂบด้üยเซลล์ประÿาทที่เรียกü่า  
เพĂร์เซปตรĂน ซึ่งโครงÿร้างทั่üไปขĂงเพĂร์เซปตรĂน แÿดงดังรูปที่ 2.2 

 
รูปที่ 2.2 โครงÿร้างขĂงเพĂร์เซปตรĂนที่มี n คุณลักþณะนำเข้า 
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จากรูปที่ 2.2 เพĂร์เซปตรĂนรับ n คุณลักþณะเป็นข้Ăมูลนำเข้า ซึ่งแต่ละคุณลักþณะจะมีค่า

น้ำĀนักที่กำĀนดไü้ โดยคุณลักþณะนำเข้าต้Ăงเป็นข้Ăมูลประเภทตัüเลข ซึ่งĀากไม่ใช่ข้Ăมูลประเภท

ตัüเลข จะต้ĂงถูกแปลงใĀ้เป็นตัüเลขก่ĂนเÿมĂเพื่ĂใĀ้ÿามารถใช้เพĂร์เซปตรĂนได้ ตัüĂย่างเช่น 

คุณลักþณะที่เป็นĀมüดĀมู่ที่มีจำนüนค่าที่เป็นไปได้เท่ากับ 𝑝 ÿามารถแปลงเป็นคุณลักþณะนำเข้า

จำนüน 𝑝 คุณลักþณะ เพื่Ăใช้แทนการ ‘มี’ ĀรืĂ ‘ไม่มี’ คุณลักþณะดังกล่าü โดยเรียกตัüแปรนี้ü่า  
ตัüแปรĀุ่น (dummy variables) 

คุณลักþณะนำเข้าจะถูกÿ่งต่Ăไปยังฟังก์ชันนำเข้า 𝑢 แทนด้üย 𝑢(𝒙) เพื่Ăคำนüณผลรüม

คุณลักþณะนำเข้าที่ถ่üงน้ำĀนัก ดังÿมการที่ 20 

𝑢(𝒙) = ∑ 𝒘𝑖𝒙𝑖
𝑛
𝑖=1 + 𝑏   (20) 

 เมื่Ă 𝑏 แทน ค่า bias  

Āลังจากนั้นผลลัพธ์ขĂงการคำนüณจะถูกÿ่งต่Ăไปยังฟังก์ชันกระตุ้น 𝑓 เพ่ืĂÿร้างข้ĂมูลนำĂĂก

ขĂงเพĂร์เซปตรĂน และÿำĀรับในเพĂร์เซปตรĂนแบบดั้งเดิม ฟังก์ชันกระตุ้นนี้จะĂยู่ในรูปขĂงฟังก์ชัน

ขั้นบันได โดยมี 𝜃 เป็นเกณฑ์ขั้นต่ำ ดังÿมการที่ 21 

𝑦 = 𝑓(𝑢(𝒙)) = {1, 𝑢(𝒙) > 𝜃
0, 𝑢(𝒙) ≤ 𝜃    (21) 

ตัüĂย่างเช่น ฟังก์ชันขั้นบันไดที่มี 𝜃 = 0 แÿดงดังรูปที่ 2.3 (a) ดังนั้นจะได้ü่าเพĂร์เซปตรĂน

จะมีค่าเป็นจริงĀรืĂเท็จ ÿามารถดูได้จาก 𝑢(𝒙) − 𝜃 > 0 ทำใĀ้ได้ÿมการเÿ้นแบ่ง (hyperplane) 
คืĂ  𝑢(𝒙) − 𝜃 = 0 โดยที่เพĂร์เซปตรĂนจะÿ่งĂĂกค่า 1 ÿำĀรับจุดรับเข้าใด ๆ ที่Ăยู่เĀนืĂเÿ้นแบ่ง 
และÿ่งĂĂกค่า 0 ÿำĀรับจุดใด ๆ ที่Ăยู่บนĀรืĂใต้เÿ้นแบ่ง ดังนั้นเพĂร์เซปตรĂนจึงเป็นตัüจำแนกแบบ

เชิงเÿ้น กล่าüคืĂÿามารถทำงานได้ดีกับข้Ăมูลที่แยกกันในรูปแบบเชิงเÿ้น จะเĀ็นได้ü่าการเรียนรู้ขĂง

เพĂร์เซปตรĂนÿามารถทำได้โดยปรับค่าน้ำĀนักเพ่ืĂĀาเÿ้นแบ่งที่ÿามารถแยกชุดÿĂนได้ด ี

 

(a) ตัüĂย่างฟังก์ชันขั้นบันได           (b) ตัüĂย่างฟังก์ชันซิกมĂยด์ 
รูปที่ 2.3 ตัüĂย่างฟังก์ชันกระตุ้น 
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MLP เป็นการรüมเซลล์ประÿาทĀลาย ๆ เซลล์เข้าด้üยกัน จึงทำใĀ้ MLP มีคüามÿามารถใน

การประมาณค่าฟังก์ชันต่Ăเนื่Ăงได้ โดย MLP มีโครงÿร้างที่ประกĂบด้üยชั้นĂย่างน้Ăย 3 ชั้น ได้แก่  
ชั้นนำเข้า (Input Layer) ชั้นซ่Ăน (Hidden Layer) และชั้นÿ่งĂĂก (Output Layer) โดยในแต่ละชั้น

มีรายละเĂียดดังนี้ 

• ชั้นนำเข้า จำนüน 1 ชั้น ทำĀน้าที่ÿ่งคุณลักþณะนำเข้าไปยังชั้นซ่Ăน ชั้นแรก 

• ชั้นซ่Ăน จำนüนĂย่างน้Ăย 1 ชั้น เป็นชั้นที่Ăยู่ตรงกลาง โดยชั้นซ่Ăนชั้นแรกทำĀน้าที่รับ

คุณลักþณะนำเข้าจากชั้นนำเข้า และชั้นซ่Ăนชั้นĂื่น ๆ ทำĀน้าที่รับข้Ăมูลÿ่งĂĂกจากแต่ละ

เพĂร์เซปตรĂนขĂงชั้นก่ĂนĀน้า 

• ชั้นÿ่งĂĂก จำนüน 1 ชั้น ทำĀน้าที่รับข้Ăมูลÿ่งĂĂกจากแต่ละเพĂร์เซปตรĂนขĂงชั้นซ่Ăนชั้น

ÿุดท้าย 

ตัüĂย่างโครงÿร้างขĂง MLP ÿามชั ้น ที ่มีชั ้นนำเข้ามีคุณลักþณะนำเข้า 3 คุณลักþณะ  
ชั้นซ่Ăนมีเซลล์ประÿาท 4 โĀนด และชั้นÿ่งĂĂกมีข้Ăมูลÿ่งĂĂก 1 โĀนด แÿดงดังรูปที่ 2.4  

 

รูปที่ 2.4 โครงÿร้างขĂง MLP ÿามชั้น 

เพĂร์เซปตรĂนขĂง MLP ÿ่üนใĀญ่มักใช้ฟังก์ชันกระตุ้นĂื่น ๆ ที่ไม่ใช่ฟังก์ชันขั้นบันได ซึ่ง

ฟังก์ชันซิกมĂยด์ (sigmoid) เป็นฟังก์ชันที่นิยมใช้ในเซลล์ประÿาทชั้นซ่Ăน ตัüĂย่างขĂงฟังก์ชัน 
ซิกมĂยด์ แÿดงในรูปที ่2.3 (b)  

โดยมีการคำนüณเซลล์ประÿาทÿ่งĂĂกและเซลล์ประÿาทซ่Ăน ตามÿมการที่ 22 และ 23
ตามลำดับ ดังนี้ 

𝑜(𝒙) = 𝐺(𝑏2 + 𝒘2 ∙ ℎ(𝒙))     (22) 

ℎ(𝒙) = 𝑠(𝑏1 + 𝒘1 ∙ 𝒙)     (23) 
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เมื่Ă 𝒘  แทน เüกเตĂร์น้ำĀนัก  
𝐺(∙), 𝑠(∙) แทน ฟังก์ชันกระตุ้น  

โดยที่ 𝐺(∙), 𝑠(∙) ÿามารถเป็นไดĀ้นึ่งในฟังก์ชัน ต่Ăไปนี้ 
ฟังก์ชัน hyperbolic tangent (tanh) โดยที่ 𝑓(𝑥) = (𝑒𝑥−𝑒−𝑥)

(𝑒𝑥+𝑒−𝑥)
 ĀรืĂ 

ฟังก์ชัน logistic sigmoid (sigmoid) โดยที่ 𝑓(𝑥) = 1
(1+𝑒−𝑥) ĀรืĂ  

ฟังก์ชัน rectified linear unit (relu) โดยที่ 𝑓(𝑥) = 𝑚𝑎𝑥 (0, 𝑥) 

ในการเรียนรู้ขĂง MLP จะมีการปรับค่าน้ำĀนักขĂง เพĂร์เซปตรĂนเพื่Ăลดคüามผิดพลาด

ขĂงผลลัพธ์จากชุดÿĂน โดยปกติแล้üจะมีการใช้ขั้นตĂนüิธีแบบแพร่ย้Ăนกลับ (backpropagation) ที่

พยายามลดค่าเฉลี่ยคüามผิดพลาดกําลังÿĂง (Mean Square Error: MSE) ใĀ้น้Ăยที่ÿุด 

2.1.7 Latent Dirichlet Allocation (LDA) 

การจัดÿรรขĂงดีร ีเคลท์แฝง (Latent Dirichlet Allocation: LDA) [16] เป็นขั ้นตĂนüิธี 
การเรียนรู้แบบไม่มีผู้ÿĂนที่ใช้ในการÿร้างแบบจำลĂงĀัüข้ĂĀรืĂแบบจำลĂงคüามน่าจะเป็นโดยกำเนิด 

(generative probabilistic model) ที่ใช้ในการทำเĀมืĂงข้ĂคüามÿำĀรับประมüลผลภาþาธรรมชาติ 

นĂกจากนี้ยังÿามารถใช้ในงานแยกคุณลักþณะ เช่น การจัดกลุ่มเĂกÿาร ได้Ăีกด้üย  [17] โดยใช้คüาม

น่าจะเป็นในการĂธิบายĀัüข้ĂขĂงการกระจายĀัüข้Ăในแต่ละเĂกÿาร และการกระจายขĂงคำในแต่ละ

Āัüข้Ă Ăธิบายกระบüนการต่าง ๆ ใน LDA ด้üยแบบจำลĂงเชิงรูปภาพ ได้ดังรูปที่ 2.5 

 
รูปที่ 2.5 แบบจำลĂงเชิงรูปภาพขĂง LDA 

จากรูปที่ 2.5 แÿดงโĀนดต่าง ๆ โดยแต่ละโĀนดเป็นตัüแปรÿุ่มและมีบทบาทในกระบüนการ

กำเนิด โĀนดÿีเทาแÿดงถึงตัüแปรที่ÿังเกตได้ (observed variable) และโĀนดÿีขาüแÿดงถึงตัüแปรที่

ซ่ĂนĂยู ่ĀรืĂตัüแปรแฝง (latent variable) ดังนั ้นมีตัüแปรคำ (𝑤) เพียงตัüแปรเดียüที ่ÿังเกตได้ 

ÿ่üนตัüแปรแฝงจะเป็นตัüกำĀนดการรüมแบบÿุ่มขĂงĀัüข้Ăในชุดข้ĂมูลและการกระจายขĂงคำใน

เĂกÿาร เป้าĀมายขĂง LDA คืĂการใช้คำท่ีÿังเกตได้เพ่ืĂÿรุปโครงÿร้างĀัüข้Ăที่ซ่ĂนĂยู่ [18] 
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รายละเĂียดตัüแปรมีดังนี้ 

ใĀ้ 𝛼 แทน ตัüคüบคุมÿัดÿ่üนการกระจายขĂงĀัüข้Ăในแต่ละเĂกÿาร  
𝜃𝑑 แทน คüามน่าจะเป็นขĂงĀัüข้ĂในเĂกÿาร 𝑑  
𝑧𝑑,𝑛 แทน Āัüข้ĂขĂงคำในเĂกÿาร 𝑑  

𝑤𝑑,𝑛 แทน คำท่ีปรากฎในเĂกÿาร 𝑑 มีทั้งĀมด 𝑛 คำ  
𝛽𝑘 แทน คüามน่าจะเป็นในการปรากฎขĂงคำในĀัüข้Ă 𝑘  

  𝜂 แทน ตัüคüบคุมÿัดÿ่üนการกระจายขĂงคำในแต่ละĀัüข้Ă 

Ăธิบายกระบüนการเกิดได้ดังนี้ 

1. ในแต่ละĀัüข ้Ă 𝐾 Āัüข ้Ă ÿ ุ ่มĀยิบ 𝛽𝑘 ด้üยü ิธ ีการกระจายแบบดีร ี เคลท์ (dirichlet 
distribution) โดยมี 𝜂 เป็นตัüคüบคุม จะได้เมทริกซ์คüามน่าจะเป็นในการปรากฎขĂงคำใน

แต่ละĀัüข้Ă 

2. ในแต่ละเĂกÿาร 𝐷 เĂกÿาร ÿุ่มĀยิบ 𝜃𝑑 ด้üยüิธีการกระจายแบบดีรีเคลท์โดยมี 𝛼 เป็นตัü

คüบคุม จะได้เมทริกซ์คüามน่าจะเป็นขĂงĀัüข้Ăในแต่ละเĂกÿาร 

3. ÿำĀรับในแต่ละคำ คำที่ 𝑤𝑑 ในเĂกÿาร 𝑑  
3.1 ÿุ่มĀยิบĀัüข้Ă 𝑧𝑑 ด้üยüิธีการแจกแจงแบบĂเนกนาม (multinomial distribution) 

ขĂง 𝜃𝑑 
3.2 ÿุ่มĀยิบคำที่ 𝑤𝑑 ด้üยüิธีการแจกแจงแบบĂเนกนาม (multinomial distribution) 

ในĀัüข้Ăที่ÿุ่มได้จากข้Ă 3.1 

ทำการĂนุมานจากÿมมติฐานในการÿร้างเĂกÿาร โดยใช้ข้Ăมูลที่มีĂยู่เพื่Ăเรียนรู้ตัüแปรที่

ต้Ăงการ จากการคำนüณค่าการแจกแจงภายĀลัง (posterior distribution) โดยĀาคüามน่าจะเป็น

ร่üมขĂงĀัüข้Ă (𝑧) การกระจายĀัüข้ĂในเĂกÿาร (𝜃) และการกระจายคำในĀัüข้Ă (𝛽) 

เมื่Ăนำคำใด ๆ มาพิจารณาจะมีค่าเท่ากับคüามน่าจะเป็นร่üมขĂงĀัüข้Ă (𝑧) คำ (𝑤) คำนั้นที่

จะปรากฎ (𝑤𝑑) การกระจายĀัüข้ĂในเĂกÿาร (𝜃) และการกระจายคำในĀัüข้Ă (𝛽) Āารด้üย  
คüามน่าจะเป็นขĂงคำนั้น ๆ ดังÿมการที ่24 

𝑝(𝑧, 𝜃, 𝛽|𝑤, 𝛼, 𝜂) = 𝑝(𝑧,𝜃,𝛽|𝛼,𝜂)
𝑝(𝑤|𝛼,𝜂)    (24) 

แต่ในคüามเป็นจริงจะไม่ÿามารถคำนüณได้โดยตรง จึงต้Ăงใช้ขั ้นตĂนüิธีĂื ่น ๆ ในการ

ประมาณค่า เช่น การประมาณแบบลาปลาซ (Laplace approximation) การประมาณแบบแปรผัน 

(variational approximation) เป็นต้น 
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2.1.8 เมทรกิซค์üามÿบัÿน (Confusion Matrix) 

เมทริกซค์üามÿับÿน [19] เป็นเครื่ĂงมืĂที่ใช้ÿำĀรับประเมินประÿิทธิภาพการจำแนกซึ่งเป็นที่

นิยมในการรายงานผลลัพธ์ขĂงปัญĀาการจำแนกประเภทไบนารี และการจำแนกประเภทĀลายคลาÿ  
[20] ÿำĀรับเมทริกซ์คüามÿับÿนÿำĀรับการจำแนกประเภทแบบไบนารีในตารางที ่ 2.1 บĂกถึง 
ค่าต่าง ๆ ดังนี้  

1. ค่าผลบüกจริง (True Positive: TP) คืĂจำนüนตัüĂย่างที่ถูกทำนายü่าเป็นคลาÿบüก และมี

ป้ายกำกับเป็นคลาÿบüก 
2. ค่าผลลบจริง (True Negative: TN) คืĂจำนüนตัüĂย่างที่ถูกทำนายü่าเป็นคลาÿลบ และมี

ป้ายกำกับเป็นคลาÿลบ 
3. ค่าผลบüกเท็จ (False Positive: FP) คืĂจำนüนตัüĂย่างที่ถูกทำนายü่าเป็นคลาÿบüก แต่มี

ป้ายกำกับเป็นคลาÿลบ 
4. ค่าผลลบเท็จ (False Negative: FN) คืĂจำนüนตัüĂย่างที่ถูกทำนายü่าเป็นคลาÿลบ แต่มีป้าย

กำกับเป็นคลาÿบüก 

ตารางที ่2.1 เมทริกซ์คüามÿับÿนÿำĀรับการจำแนกประเภทแบบไบนารี 

  Predicted 
  Positive Negative 

Ac
tua

l Positive TP FN 

Negative FP TN 

จากตารางที่ 2.1 แÿดงเมทริกซ์คüามÿับÿนÿำĀรับการจำแนกประเภทแบบไบนารี ค่าบนเÿ้น

ทแยงมุม ĀมายถึงจำนüนตัüĂย่างที่แบบจำลĂงทำนายได้ถูกต้Ăง (TP+TN) ได้แก่ จำนüนตัüĂย่างที่ถูก

ทำนายü่าเป็นคลาÿบüกและมีป้ายกำกับเป็นคลาÿบüก (TP) และจำนüนตัüĂย่างที่ถูกทำนายü่าเป็น

คลาÿลบและมีป้ายกำกับเป็นคลาÿลบ (TN) ÿ่üนค่าที่Ăยู่นĂกเĀนืĂจากเÿ้นทแยงมุม Āมายถึงจำนüน

ตัüĂย่างที่ตัüจำแนกทำนายผิด ซึ่งมีได้ÿĂงกรณี คืĂผลการทำนายเป็นคลาÿลบแต่มีป้ายกำกับเป็น

คลาÿบüก (FN) และผลการทำนายเป็นคลาÿบüกแต่มีป้ายกำกับเป็นคลาÿลบ (FP) 

ในการประเมินประÿิทธิภาพจะพิจารณาจากĀลาย ๆ ค่าประกĂบกัน [20] [21] Āากพิจารณา

ค่าคüามแม่นเพียงĂย่างเดียü ĂาจทำใĀ้การประเมินบางÿ่üนผิดพลาดไป ÿำĀรับชุดข้Ăมูลที่ไม่ÿมดุล

กัน ดังนั้นจึงได้ใช้เครื่ĂงมืĂประเมินประÿิทธิภาพĂื่น ๆ Ăย่างเมทริกซ์คüามÿับÿน ค่าคüามเที่ยง  
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ค่าคüามครบถ้üน และคะแนน F1 มาช่üยประเมินประÿิทธิภาพ เพื่Ăช่üยลดคüามผิดพลาดในการ

ประเมิน  โดยมีรายละเĂียดดังนี้ 

1. ค่าคüามแม่น (Accuracy) 
ค่าคüามแม่นเป็นการประเมินแบบĀนึ่งที ่นิยมใช้มากที ่ÿุดÿำĀรับการประเมิน

ประÿิทธิภาพการจำแนกประเภท โดยคำนüณจากผลรüมขĂงตัüเลขบนเÿ้นทแยงมุมใน  
เมทริกซ์คüามÿับÿนĀารด้üยจำนüนตัüĂย่างทั้งĀมด กล่าüคืĂĂัตราÿ่üนระĀü่างจำนüน

ตัüĂย่างที่จำแนกได้ถูกต้Ăงต่ĂจำนüนตัüĂย่างทั้งĀมด ดังÿมการที่ 25 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 𝑇𝑁+𝑇𝑃
𝑇𝑁+𝐹𝑃+𝐹𝑁+𝑇𝑃

    (25) 

2. ค่าคüามเท่ียง (Precision) 
ค่าคüามเท ี ่ยงĀร ืĂค ่าทำนายผลบüก (Positive Predictive Value: PPV) คืĂ

Ăัตราÿ่üนระĀü่างผลทำนายเป็นจริงและป้ายกำกับเป็นจริง (TP) ต่ĂจำนüนตัüĂย่างที่ 
ผลทำนายเป็นจริงทั้งĀมด ดังÿมการที่ 26 

𝑃𝑃𝑉 = 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 = 𝑇𝑃
𝐹𝑃+𝑇𝑃

    (26) 

3. ค่าคüามครบถ้üน (Recall)  
ค่าคüามครบถ้üนĀรืĂĂัตราผลบüกจริง (True Positive Rate: TPR) คืĂจำนüน

ตัüĂย่างที่เป็นบüกที่ทำนายได้ถูกต้ĂงเทียบกับจำนüนตัüĂย่างที่เป็นบüกทั้งĀมด  แÿดงดัง

ÿมการที่ 27 

𝑇𝑃𝑅 = 𝑅𝑒𝑐𝑎𝑙𝑙 = 𝑇𝑃
𝑇𝑃+𝐹𝑁

= 𝑇𝑃
𝑃

   (27) 

4. คะแนน F1 (F1-score) 
คะแนน F1 คืĂค่าเฉลี่ยăาร์โมนิก (Harmonic mean) ขĂง Precision และ Recall 

เมื่Ăคะแนน F1 มีค่าÿูง Āมายคüามü่ามีประÿิทธิภาพในการจำแนกประเภทÿูง  แÿดงดัง

ÿมการที่ 28 

𝐹1 = 2×𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛×𝑅𝑒𝑐𝑎𝑙𝑙
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙𝑙

   (28) 
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2.2 งานüจิัยทีเ่กี่ยüขĂ้ง 
 จากการýึกþาเรื่ĂงขĂงการจำแนกประเภทĀัüข้Ă โดยใช้คุณลักþณะที่ÿกัดได้จากข้Ăคüาม พบü่ามี

งานüิจัยที่เกี่ยüข้Ăงดังต่Ăไปนี้ 

งานüิจัยขĂง Arisara Noppakaow และคณะ [22] ได้ýึกþาเกี่ยüกับแบบจำลĂงĂัตโนมัติเพื่Ăจำแนก

บทคüามข่าüภาþาไทยĂĂกเป็น 4 ประเภท ได้แก่ ข่าüĂาชญากรรม ข่าüการเมืĂง ข่าüกีāา และข่าüบันเทิง 

ด้üยขั ้นตĂนüิธี Decision Tree, Support Vector Machine (SVM) และ Multilayer Perceptron (MLP)  
มีคüามแม่นĂยู่ที่ 86% 94% และ 95% ตามลำดับ  

งานüิจัยขĂง Wiphada Jirasirilerd และ Pikulkaew Tangtisanon [23] ได้ýึกþาเกี่ยüกับüิธีการติด

ป้ายกำกับĂัตโนมัติÿำĀรับบทคüามข่าüบนเü็บไซต์ภาþาไทยโดยใช้การกระจายข้ĂคüามในเĂกÿาร โดยÿกัดคำ

ที่มีคüามĀมายคล้ายกันจากเüกเตĂร์ย่ĂĀน้าขĂงข่าüแต่ละประเภท และนำไปกำĀนดเป็นป้ายกำกับ เนื่Ăงจาก

โปรแกรมแบ่งกลุ่มคำภาþาไทยที่มีĂยู่นั้นใĀ้Ăัตราคüามแม่นที่ต่ำ จึงได้ใช้โครงข่ายประÿาทแบบคĂนโüลูชัน

ร่üมกับüิธีการจำแนกแบบไบนารีในการแยกคำĂĂกจากประโยคเพ่ืĂประÿิทธิภาพที่ดีขึ้น และพบü่าแบบจำลĂง

เüกเตĂร์ที่นำเÿนĂใĀ้คüามแม่นที่ดีกü่าแบบจำลĂงเüกเตĂร์Ăื่น ๆ  

งานüิจัยขĂง Seonggyu Lee และคณะ [24] ได้เพิ่มประÿิทธิภาพขĂงการจำแนกประเภทเĂกÿาร 

โดยนำเÿนĂüิธีการที ่พัฒนามาจากพื ้นฐานขĂง Latent Dirichlet Allocation (LDA) พร้Ăมกับพิจารณา

น้ำĀนักขĂงคำในการÿุ ่มตัüĂย่างและเพิ ่มคüามÿมดุลในการกระจายĀัüข้Ă โดยทดลĂงกับชุดข้Ăมูล 20 
Newsgroups ซึ่งเป็นชุดข้Ăมูลที่รüบรüมเĂกÿารกลุ่มข่าüไü้จำนüน 20 ประเภท ผลการทดลĂงแÿดงใĀ้เĀ็นü่า

การÿร ้างแบบจำลĂงĀัüข ้Ăแบบถ่üงน ้ำĀนักÿมดุล (Balance Weighted Topic Modeling) ทำใĀ้ได้

คุณลักþณะที่ช่üยใĀ้การจำแนกประเภทเĂกÿารมีประÿิทธิภาพดีขึ้น 

งานüิจัยขĂง D. E. Cahyani และ K. A. P. Nuzry [25] ได้ýึกþาเก่ียüกับการจำแนกĀัüข้Ăที่เป็นที่นิยม

บนทüิตเตĂร์ทั้งĀมด 210 Āัüข้Ă แบ่งเป็น 6 ประเภท ได้แก่ การเมืĂง กีāา คüามบันเทิง การท่Ăงเที่ยü ธุรกิจ 

และข่าüĂ่ืน ๆ โดยทดลĂงกับจำนüนทüีตที่แตกต่างกัน ได้แก่ 30, 100, 200 และ 500 ทüีตต่ĂĀัüข้Ă และÿร้าง

ตัüจำแนกโดยใช้ขั้นตĂนüิธี Multinomial Naive Bayes (MNB) ÿำĀรับงานที่มีป้ายกำกับเดียü (single-label) 
ซึ ่งได้คüามแม่นÿูงÿุดĂยู ่ที ่ 82.53% กับข้Ăมูลจำนüน 500 ทüีตต่ĂĀัüข้Ă และใช้ขั ้นตĂนüิธี K-Nearest 
Neighbor (KNN) ÿำĀรับงานที่มีป้ายกำกับĀลายประเภท (multi-label)  ซึ่งได้คüามแม่นÿูงÿุดĂยู่ที่ 88.05% 
กับข้Ăมูลจำนüน 500 ทüีตต่ĂĀัüข้Ă 

งานüิจัยขĂง Awet Fesseha และคณะ [26] ได้ýึกþาเกี ่ยüกับการจำแนกประเภทบทคüามข่าü

ภาþาทิกริญญา (Tigrigna) และผู ้ü ิจ ัยได้ÿร ้างชุดข้ĂมูลใĀม่จากแĀล่งข่าüต่าง ๆ ขĂงทิกริญญา โดย  
แบ่งĂĂกเป็น 6 ประเภท ได้แก่ เกþตรกรรม กีāา ÿุขภาพ การýึกþา ýาÿนา และการเมืĂง แล้üใช้ตัüจำแนก

การเรียนรู้ขĂงเครื่Ăงที่แตกต่างกันเพื่ĂตรüจÿĂบประÿิทธิภาพในชุดข้ĂมูลใĀม่ รüมทั้งĀมด 7 ตัüจำแนกที่เป็น
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ที่นิยม ได้แก่ Logistic Regression, Nearest Centroid, Decision Tree (DT), Support Vector Machines 
(SVM), K-nearest neighbors (KNN), Random Forest และ Multi-Layer Perceptron (MLP) นĂกจากนี้

ยังมีการรüมแบบจำลĂงเพื่ĂใĀ้ได้คüามแม่นÿูงÿุดโดยการรüมตัüจำแนกที่ดีที่ÿุดตามตัüจำแนกเÿียงÿ่üนใĀญ่ 

(majority-voting) ผลการทดลĂงแÿดงใĀ้เĀ็นü่าตัüจำแนกประเภท SVM ได้ค่าคüามแม่นÿูงที่ÿุดคืĂ 96% 
และตัüจำแนกประเภท Nearest-centroid ได้ค่าคüามแม่นต่ำที่ÿุดคืĂ 89% 

งานüิจัยขĂง Nicolas และ Zach CHASE [27] ได้ýึกþาเกี ่ยüกับการจำแนกประเภทĀัüข้ĂขĂง

บทคüามข่าüที่มีป้ายกำกับĀลายประเภท และüิเคราะĀ์ข้Ăบกพร่ĂงขĂงขั้นตĂนüิธีต่าง ๆ รüมถึง Naive Bayes 
แล้üผู้üิจัยได้นำเÿนĂตัüจำแนก Naive Bayes แบบĀนึ่งต่Ăทั้งĀมด โดยใช้ตัüจำแนกĀนึ่งตัüต่Ăคลาÿ  ซึ่งได้

ประÿิทธิภาพมากกü่าüิธีการที่ได้จาก Term Frequency–Inverse Document Frequency (TF-IDF)  

จากงานüิจัยที่กล่าüมาข้างต้นÿังเกตได้ü่ามีการนำข้Ăคüามมาÿกัดเป็นเüกเตĂร์คุณลักþณะ ( feature 
vector) จากนั้นจึงนำไปÿร้างแบบจำลĂงÿำĀรับจำแนกĀัüข้Ăข่าüโดยใช้เทคนิคการเรียนรู้ขĂงเครื่Ăง ซึ่งจะ

กล่าüในบทที่ 3 ต่Ăไป 
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บทที ่3 
üธิกีารüจิยั 

ในบทนี้จะกล่าüถึงüิธีการüิจัยในการจำแนกคำโต้ตĂบข่าüภาþาไทยตามชนิดĀัüข้Ăข่าü ซึ่งในงานüจิัย

นี้จะแบ่งกระบüนการĂĂกเป็น 4 ขั้นตĂน ได้แก่ 

1. การรüบรüมข้Ăมูล (Data Collection) 
2. การเตรียมข้Ăมูล (Data Pre-processing) 
3. การÿกัดคุณลักþณะ (Features Extraction) 
4. การĀาพารามิเตĂร์ที่เĀมาะÿม (Parameters Optimization) 

3.1 การรüบรüมขĂ้มูล (Data Collection) 

 ข้Ăมูลชุดคำโต้ข่าüภาþาไทยที่ใช้ในงานüิจัยนี้ เก็บรüบรüมจากรายการข่าüย้ĂนĀลังบนเü็บไซต์ ซึ่ง

ข้Ăมูลข่าüแต่ละประเภทจะนำมาจากรายการข่าüที่แตกต่างกันไป โดยแĀล่งที่มาขĂงข่าüทั้ง 6 ประเภทมีดังนี ้

1. ข่าüการเมĂืง นำมาจากรายการคุยข่าüเช้า ช่Ăง 8 และรายการคับข่าüครบประเด็น ช่Ăง MCOT HD  
2. ข่าüเýรþฐกจิ นำมาจากรายการเรื่Ăงเล่าเช้านี้ และเรื่Ăงเล่าเÿาร์Ăาทิตย์ ช่Ăง 3 HD 
3. ขา่üĂาชญากรรม นำมาจากรายการเท่ียงüันทันเĀตุการณ์ ช่Ăง 3 HD 
4. ข่าüบนัเทงิ นำมาจากรายการüันบันเทิง ช่Ăง one31 และรายการไนน์เĂ็นเตĂร์เทน ช่Ăง MCOT HD  
5. ข่าüกีāา นำมาจากรายการ Siamsport Halftime และรายการฟุตบĂลไทยüาไรตี้ ช่Ăง Siamsport  
6. ข่าüÿิง่แüดลĂ้ม นำมาจากรายการเรื่Ăงเล่าเช้านี้ และเรื่Ăงเล่าเÿาร์Ăาทิตย์ ช่Ăง 3 HD 

3.2 การเตรยีมขĂ้มลู (Data Pre-processing) 

Āลังจากการรüบรüมชุดข้Ăมูลคำโต้ตĂบข่าüภาþาไทยจากüิดีโĂรายการข่าüต่าง ๆ เป็นที่เรียบร้Ăย  
ในขั้นตĂนถัดมาจะเป็นการเตรียมข้ĂมูลใĀ้พร้ĂมÿำĀรับการนำไปÿร้างตัüจำแนก แบ่งĂĂกเป็น 4 ขั้นตĂน  
เริ่มจากแปลงเÿียงเป็นข้Ăคüาม ติดป้ายกำกับ ทำคüามÿะĂาดข้Ăคüาม และÿุดท้ายคืĂการตัดคำ ซึ่งแต่ละ

ขั้นตĂนมีรายละเĂียดดังนี้ 

3.2.1 การแปลงเÿยีงเป็นขĂ้คüาม (Speech-to-Text: STT) 

เริ่มจากการนำข้ĂมูลเÿียงจากüิดีโĂรายการข่าüย้ĂนĀลังขĂงแต่ละรายการมาแปลงเÿียงเป็น

ข้Ăคüามด้üยüิธี Speech-to-Text (STT) ที่ใช้เทคนิค Speech Recognition ในงานüิจัยนี ้Ăาýัย

เครื่ĂงมืĂ Google Voice Typing ซึ่งเป็นเครื่ĂงมืĂÿำเร็จรูปเป็นเครื่ĂงมืĂĀลักในการทำ STT โดย

กำĀนดใĀ้üิดีโĂมีคüามยาü 15 üินาทีต่ĂĀนึ ่งชุดคำโต้ตĂบ คิดเป็น 50 คำต่ĂĀนึ่งชุดคำโต้ตĂบ 
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โดยเฉลี่ย และทำการตรüจÿĂบคüามถูกต้ĂงขĂงคำที่ได้Āลังจากแปลงเÿียงเป็นข้Ăคüาม จนได้เป็นชุด

ข้Ăมูลประเภทข้Ăคüาม 

3.2.2 การตดิป้ายกำกบั (Labeling) 

การติดป้ายกำกับเป็นการแบ่งชุดข้Ăมูลที่รüบรüมได้ĂĂกเป็นประเภทต่าง ๆ เพื่Ăนำข้Ăมูล  
ไปใช้กับการเรียนรู้แบบมีผู้ÿĂน ซึ่งในขั้นตĂนนี้จะเป็นการติดป้ายกำกับแบบเดี่ยü โดยจะใช้ ผู้ติดป้าย

กำกับจำนüน 2 คน เพ่ืĂติดป้ายกำกับใĀ้กับข้Ăมูลทั้งĀมด และĀากมีชุดข้Ăมูลใด ๆ ที่ถูกติดป้ายกำกับ

ต่างกัน จะทำการคัดชุดข้Ăมูลนั้นĂĂกเพ่ืĂใĀ้ข้Ăมูลมีคüามกำกüมน้Ăยที่ÿุด เช่น 

“ทางýบý.เคาะĂĂกมาที่ประชุมýบý. นายกรัฐมนตรี พลเĂกประยุทธ์ จันทร์โĂชา 

ท่านมาเป็นประธานการประชุมนะคะ มีการเคาะมาตรการเงินช่üยโคüิด จะช่üยผ่าน 
บัตรคนจนค่ะ”  

จะเĀ็นü่าชุดโต้ตĂบข้างต้นÿามารถติดป้ายกำกับได้ 2 ประเภท คืĂ เýรþฐกิจและการเมืĂง 

จึงต้Ăงตัดชุดข้Ăมูลนี้ĂĂก 

ÿำĀรับตัüĂย่างชุดคำโต้ตĂบข่าüทั้ง 6 ประเภท ติดป้ายกำกับแบบเดี่ยüได้ดังนี้ 

– ตัüĂย่างชุดคำโต้ตĂบข่าüประเภทการเมืĂง 

“จริงๆต้Ăงระมัดระüังทั้งเรื่ĂงขĂงการใช้เüลา ใช่ และเนื้ĂĀา ค่ะ ÿาระขĂง

การĀาเÿียง ซึ่งจริงๆไม่ใช่เฉพาะพลเĂกประยุทธ์เท่านั้นครับ ทุกพรรคการเมืĂงก็ต้Ăง

ระมัดระüังÿิ่งเĀล่านี้เช่นเดียüกัน ไม่ได้แตกต่างĂะไรกันนะครับ รĂงนายกรัฐมนตรี”  

– ตัüĂย่างชุดคำโต้ตĂบข่าüประเภทเýรþฐกิจ 

“Ă่Ă มันĂĂโต้ใĀ้เรา มันĂĂโต้ใĀ้เรา ไม่งั้นงงตาย เĂ้Ă ใช่มะ พ่ีนิป ใช่ไง ต้Ăง

มานั่งคิดĂีก เĂ๊ะมันเท่าไĀร่ คำนüณไม่ถูก ไม่ต้Ăงงงตรงนี้ เพราะมันคำนüณใĀ้เลย 

และภาระจะตกไปĂยู่ที่เจ้าขĂงโรงแรม เจ้าขĂงโรงแรมจะต้ĂงไปเĂาเงินจากรัฐบาล

เĂง คืĂ 40%” 

– ตัüĂย่างชุดคำโต้ตĂบข่าüประเภทĂาชญากรรม 

“ผู้เÿียชีüิตด้üยนะครับ ไม่น่าเกิดเรื่Ăงแบบนี้เลย แล้üแทงกันกลางüันแÿกๆ 

Ă่า คนĂยู่เยĂะแยะนะăะ คืĂ ค่ะ ĂุกĂาจมาก ค่ะคืĂแม่ค้าขายลูกชิ้นเนี่ยบĂกü่า คืĂ

พĂผู้ตายกลับมา พĂลงจากรถที่เค้า” 
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– ตัüĂย่างชุดคำโต้ตĂบข่าüประเภทบันเทิง 

“ไรงี ้ครับผม ก็เซ็นต์ไü้ 3 ปี ทางค่าย 0316 Entertainment ตĂนนี ้ก็ 
ผ่านมา 2 ปีแล้ü ก็มีเพลงĂะไรĂĂกมาเรื่Ăยๆนะครับ แต่ü่าทางเพลงที่เüียดนาม ĀรืĂ

ü่าทางผลงานที่เüียดนามเนี่ยยังไม่ ยังไม่มี” 

– ตัüĂย่างชุดคำโต้ตĂบข่าüประเภทกีāา 

“คราüนี้เรามาĂัพเดทผลการแข่งขันขĂงฟุตบĂลไทยลีกกันบ้างดีกü่านะครับ 

ช่üงÿุดÿัปดาĀ์ที่ผ่านมา โĀ ÿนุกเลยนะมันค่Ăนข้างที่จะมีÿีÿันมากๆÿำĀรับÿัปดาĀ์ที่

ผ่านมามาดูครับ ÿิงĀ์เชียงรายยูไนเต็ดนี้ก็เฉืĂนเĂาชนะ” 

– ตัüĂย่างชุดคำโต้ตĂบข่าüประเภทÿิ่งแüดล้Ăม 

“แต่ü่าÿิ่งĀนึ่งที่มาพร้ĂมกับคüามĀนาüนั่นคืĂฝุ่น PM 2.5 ค่ะ เมื่Ăüานนี้

พื้นที่กรุงเทพมĀานครเนี่ยเĀ็นได้ชัดเจนนะครับ และใครที่ไüต่ĂĂากาýแบบนี้ภูมิแพ้

เนี่ยรู้ÿึกได้ทันทีนะăะ มันจะคันในจมูก ผมเนี่ย” 

3.2.3 การทำคüามÿะĂาดขĂ้คüาม (Text Cleaning)  

นำชุดข้Ăมูลประเภทข้Ăคüามที่ได้มาทำคüามÿะĂาด โดยการลบĂักขระพิเýþ (special 
characters) ยกเü้นเครื่ĂงĀมายมĀัพภาค (.) ซึ่งเป็นĂักขระที่ไม่เกี่ยüข้ĂงกับคüามĀมายขĂงประโยค 

ได้แก่ !"#$%&'()*+,-/:;<=>?@[\]^_`{|}~ เนื่ĂงจากĂักขระเĀล่านี้ไม่มีผลต่ĂการจำแนกประเภทขĂง

ข่าü โดยที่ĂักขระĂื่น ๆ นĂกเĀนืĂĂักขระพิเýþ ได้แก่ ตัüĂักþรภาþาไทยและภาþาĂังกฤþ ตัüเลข 

และเครื่ĂงĀมายมĀัพภาค จะเก็บใช้ไü้ÿำĀรับขั้นตĂนการตัดคำต่Ăไป   

3.2.4 การตดัคำ (Text Tokenization) 

ในขั้นตĂนนี้มีจุดประÿงค์เพ่ืĂแบ่งข้ĂคüามĀรืĂประโยคĂĂกเป็นคำÿั้น ๆ โดยแต่ละคำจะต้Ăง

เป็นคำที่มีคüามĀมาย โดยในขั้นตĂนนี้จะĂาýัยไลบารี PyThaiNLP ซึ่งภายในไลบารีจะประกĂบด้üย

พจนานุกรมที่ใช้ÿำĀรับตัดคำและĀารากคำ ทั้งภาþาไทยและภาþาĂังกฤþ และเพื่ĂใĀ้คำมีคüาม

ĀลากĀลายและครĂบคลุมกับชุดข้Ăมูลที่ใช้ในงานนี้มากที่ÿุด ผู้üิจัยจึงได้เพ่ิมคำลงในพจนานุกรมที่ใช้ 
ตัดคำ โดยคำที่เพิ่มจะเป็นคำเฉพาะĀรืĂคำที่ไม่มีĂยู่ในพจนานุกรมทั่üไป เช่น ชื่ĂนักการเมืĂง ดารา 

นักแÿดง และคนดัง เป็นต้น และยังได้ลบคำที่ไม่ÿ่งผลต่ĂคüามĀมายขĂงประโยค เช่น คำÿันธาน  
คำบุพบท คำลงท้าย ĀรืĂคำüิเýþณ์บางคำ เช่น ขณะนี้ üันนี้ เป็นต้น ซึ่งเป็นคำฟุ่มเฟืĂย (stopwords) 
โดยเลืĂกลบตามรายการคำฟุ่มเฟืĂยที่Ăยู่ในไลบารี PyThaiNLP รüมไปถึงคำฟุ่มเฟืĂยที่ผู้üิจัยได้เพ่ิม

เข้ามา และÿุดท้ายคืĂการตัดÿ่üนขยายคำ (stemming) ซึ่งเป็นกระบüนการลดการผันคำใĀ้Ăยู่ในรูป
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ขĂงรากคำเพ่ืĂใĀ้คำที่มาจากรากเดียüกันแต่มีÿ่üนขยายต่างกันĂยู่ในรูปแบบเดียüกัน ซึ่งจะได้ผลลัพธ์

เป็นĀน่üยย่ĂยขĂงคำที่ต้Ăงการ เช่น  

- รัฐบาล ลดใĀ้Ăยู่ในรูปขĂง รบ. 

- โรงเรียน ลดใĀ้Ăยู่ในรูปขĂง ร.ร. 

- ภาพยนตร์ ลดใĀ้Ăยู่ในรูปขĂง Āนัง 

- คุณแม่ ลดใĀ้Ăยู่ในรูปขĂง แม่  

 

 

รูปที่ 3.1 ขั้นตĂนการเตรียมชุดคำโต้ตĂบข่าüภาþาไทย 



23 
 

จากรูปที่ 3.1 แÿดงใĀ้เĀ็นถึงขั้นตĂนการเตรียมชุดคำโต้ตĂบข่าüภาþาไทยและตัüĂย่างชุดคำ

โต้ตĂบ ในขั้นตĂนนี้เริ่มต้นจากการนำชุดคำโต้ตĂบที่รüบรüมได้จากรายการข่าüต่าง ๆ มาแปลงเÿียง

เป็นข้Ăคüามด้üยüิธี Speech-to-Text ยกตัüĂย่างข้ĂคüามขĂงชุดคำโต้ตĂบที่ได้ ดังนี้ 

 “ขณะนี้ 07:24 น. นะครับ ค่ะ กับเรื่Ăงเล่าเช้านี้ ลงทะเบียนกันĀรืĂยังครับคุณผู้ชม โครงการ

คนละครึ่งขĂงรัฐบาลคืĂเปิดใĀ้ลงทะเบียนเนี ่ยตั ้งแต่ 6 โมงเช้าที่ผ่านมาüันนี้เป็นüันแรกและจะ

ลงทะเบียนไปได้จนถึง” 

จากนั้นนำข้Ăคüามที่ได้มาทำคüามÿะĂาด (Text Cleaning) โดยการลบĂักขระพิเýþต่าง ๆ 

ĂĂกไปข้Ăคüาม จากข้ĂคüามตัüĂย่างจะเĀ็นü่าĂักขระท่ีถูกลบĂĂกคืĂ ‘:’ และได้ผลลัพธ์ดังนี้  

 “ขณะนี้ 07 24 น. นะครับ ค่ะ กับเรื่Ăงเล่าเช้านี้ ลงทะเบียนกันĀรืĂยังครับคุณผู้ชม โครงการ

คนละครึ่งขĂงรัฐบาลคืĂเปิดใĀ้ลงทะเบียนเนี ่ยตั ้งแต่ 6 โมงเช้าที่ผ่านมาüันนี้เป็นüันแรกและจะ

ลงทะเบียนไปได้จนถึง” 

ขั ้นตĂนถัดมาคืĂการตัดคำ (Text Tokenization) ซึ ่งเป็นการแบ่งข้ĂคüามĀรืĂประโยค

ĂĂกเป็นคำÿั้น ๆ โดยแต่ละคำจะต้Ăงเป็นคำที่มีคüามĀมาย โดยĂาýัยพจนานุกรมภาþาไทยและ

ภาþาĂังกฤþจากไลบารี PyThaiNLP รüมถึงพจนานุกรมท่ีผู้üิจัยเพ่ิมเข้ามา 

['ขณะนี้ ', ' ', '07', ' ', '24', ' ', 'น. ', ' ', 'นะ ', 'ครับ ', ' ', 'ค่ะ ', ' ', 'กับ ', 'เร ื ่Ăงเล ่าเช ้านี้ ', ' ', 
'ลงทะเบียน', 'กัน', 'ĀรืĂยัง', 'ครับ', 'คุณผู้ชม', ' ', 'โครงการ', 'คนละครึ่ง', 'ขĂง', 'รัฐบาล', 'คืĂ', 'เปิด', 
'ใĀ้', 'ลงทะเบียน', 'เนี่ย', 'ตั้งแต่', ' ', '6', ' ', 'โมง', 'เช้า', 'ที่ผ่านมา', 'üันนี้', 'เป็น', 'üัน', 'แรก', 'และ', 
'จะ', 'ลงทะเบียน', 'ไป', 'ได'้, 'จนถึง']  

จากนั้นนำแถüขĂงคำที่ได้มาทำคüามÿะĂาดĂีกครั้งโดยการลบคำฟุ่มเฟืĂย ( stopwords) 
ตัüเลขและช่Ăงü่าง ในขั้นตĂนนี้มีจุดประÿงค์เพื่Ăกำจัดคำที่ไม่มีผลต่ĂคüามĀมายขĂงประโยค ซึ่งเป็น

การทำใĀ้ชุดข้ĂมูลĂยู่ในรูปĂย่างง่าย ได้ผลลัพธ์ดังนี้ 

['น.', 'เรื่Ăงเล่าเช้านี้', 'ลงทะเบียน', 'โครงการ', 'คนละครึ่ง', 'รัฐบาล', 'ลงทะเบียน', 'โมง', 'เช้า', 
'ที่ผ่านมา', 'ลงทะเบียน'] 

ขั้นตĂนÿุดท้ายขĂงการเตรียมข้ĂมูลคืĂการตัดÿ่üนขยายคำ (stemming) เพื่ĂใĀ้คำที่มาจาก

รากเดียüกันแต่มีÿ่üนขยายต่างกันĂยู่ในรูปแบบเดียüกัน เช่น  ‘โครงการ’ เป็น ‘งาน’, ‘รัฐบาล’ เป็น 
‘รบ.’, ‘โมง’ เป็น ‘น.’ จากข้ĂคüามตัüĂย่างจะได้ผลลัพธ์จากการตัดÿ่üนขยายคำดังนี้ 

 ['น.', 'เรื่Ăงเล่าเช้านี้', 'ลงทะเบียน', 'งาน', 'คนละครึ่ง', 'รบ.', 'ลงทะเบียน', 'น.', 'เช้า', 'ที่ผ่าน

มา', 'ลงทะเบียน'] 
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เมื่Ăเÿร็จขั้นตĂนการทำคüามÿะĂาดข้Ăคüามและการตัดคำ จะได้ชุดโต้ตĂบข่าüภาþาไทยที่มี

ลักþณะเป็นคำÿั้น ๆ จัดเก็บĂยู่ในรูปขĂงรายการ จำนüน 600 รายการ ĀรืĂ 600 ชุดคำโต้ตĂบ โดยมี

จำนüนคำทั้งÿิ้น 10,140 คำ เฉลี่ย 16 คำต่ĂĀนึ่งชุดคำโต้ตĂบ 

3.2.5 การแบ่งชุดข้Ăมูล (Data Splitting) 

ชุดข้Ăมูลทั้งĀมดมีจำนüน 600 ชุด แบ่งĂĂกเป็น 6 ประเภท กระจายĂย่างเท่ากัน จำนüน

ประเภทละ 100 ชุด ในการจำแนกประเภทĀัüข้Ăข่าüแบ่งชุดข้Ăมูลทั้งĀมดĂĂกเป็น 2 ชุดย่Ăย ดังนี้ 

1. ชุดÿĂน (Training set) ประกĂบด้üยชุดคำตĂบโต้  420 ชุด แต่ละคลาÿมีจำนüน 70 ชุด  
2. ชุดทดÿĂบ (Test set)  ประกĂบด้üยชุดคำตĂบโต้  180 ชุด แต่ละคลาÿมีจำนüน 30 ชุด 

  โดยÿัดÿ่üนชุดÿĂนต่ĂชุดทดÿĂบคิดเป็น 70:30  

3.3 การÿกดัคุณลกัþณะ (Features Extraction) 

ในขั้นตĂนนี้จะĂาýัยการคำนüณคüามถี่ขĂงคำ (Term Frequency: TF) และคำนüณคüามถี่ขĂง

เĂกÿารที ่ผกผัน (Inverse Document Frequency: IDF) ซึ ่งเป็นขั ้นตĂนüิธีÿำĀรับการÿกัดคุณลักþณะ 
Ăย่างง่ายโดยแปลงĀน่üยย่ĂยĀรืĂคำที่ได้มาจากขั้นตĂนก่ĂนĀน้ามาĂยู่ในรูปขĂงเüกเตĂร์  

ÿำĀรับชุดÿĂนจะได้เüกเตĂร์คุณลักþณะที่มีขนาดเท่ากับ 2,255 จำนüน 420 เĂกÿาร และÿำĀรับชุด

ทดÿĂบจะได้เüกเตĂร์คุณลักþณะที่มีขนาดเท่ากับ 2,255 จำนüน 180 เĂกÿาร Ăธิบายได้ดังตัüĂย่างต่Ăไปนี้ 

กำĀนดใĀ้เĂกÿาร ก มีชุดคำโต้ตĂบดังนี้ 

 “ขณะนี้ 07:24 น. นะครับ ค่ะ กับเรื่Ăงเล่าเช้านี้ ลงทะเบียนกันĀรืĂยังครับคุณผู้ชม โครงการ

คนละครึ่งขĂงรัฐบาลคืĂเปิดใĀ้ลงทะเบียนเนี ่ยตั ้งแต่ 6 โมงเช้าที่ผ่านมาüันนี้เป็นüันแรกและจะ

ลงทะเบียนไปได้จนถึง” 

รูปที่ 3.2 แÿดงตัüĂย่างคำจำนüน 10 คำ จากทั้งĀมด 2,255 คำ พร้Ăมผลลัพธ์จากการคำนüณคüามถี่

ขĂงคำและคüามถี่ขĂงเĂกÿารที่ผกผัน ก ขĂงแต่ละคำ โดยเรียงจากคะแนน TF-IDF จากมากไปน้Ăย 



25 
 

 
รูปที่ 3.2 คüามถี่ขĂงคำและคüามถ่ีขĂงเĂกÿารที่ผกผัน ก ขĂงตัüĂย่างคำจำนüน 10 คำ 

 จะเĀ็นü่าคะแนน TF-IDF แÿดงถึงคüามÿำคัญขĂงคำแต่ละคำในเĂกÿาร ก ถ้าคะแนน TF-IDF มีค่า

มากĀมายถึงคำ ๆ นั้นมีคüามÿำคัญต่ĂเĂกÿารนั้นมาก เช่น คำü่า  ‘ลงทะเบียน’ มีการปรากฏมากที่ÿุดใน

เĂกÿาร ก และมีการปรากฏĂยู ่ในเĂกÿารĂื ่น ๆ เป็นจำนüนน้Ăย ในทางกลับกันเมื ่Ăพิจารณาคำü่า 
‘ÿิ่งแüดล้Ăม’ จะพบü่าเป็นคำที่ไม่มีการปรากฏĂยู่ในเĂกÿาร ก แต่ปรากฏĂยู่ทั่üไปในĀลาย ๆ  เĂกÿาร ทำใĀ้

คะแนน TF-IDF เป็น 0 ซึ่งĀมายคüามü่าคำ ๆ นี้ไม่ÿำคัญกับเĂกÿาร ก ดังนั้นÿามารถตีคüามได้ü่า  คำü่า 
‘ลงทะเบียน’ มีคüามÿำคัญกับเĂกÿาร ก มากที่ÿุด ตามด้üย ‘น.’ และ ‘เรื่Ăงเล่าเช้านี้’  

ดังนั้นจะได้เüกเตĂร์คุณลักþณะที่ÿร้างจากการคำนüณคะแนน TF-IDF ขĂงแต่ละคำในแต่ละเĂกÿาร

ที่มีขนาดเท่ากับ 2,255 จากคำในตัüĂย่างข้างต้น แÿดงเüกเตĂร์คุณลักþณะได้ดังนี้ 

(0, 1903) 0.3375977133305172 
(0, 1790) 0.22381189151090813 
(0, 1276) 0.6303098940432628 
(0, 1190) 0.22077281860577022 
(0, 752) 0.5040500493286206 
(0, 717) 0.2178981022485478 
(0, 364) 0.19186916534539342 
(0, 252) 0.22703526027097307 
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เมื่Ă ตัüเลขแรก คืĂ ดัชนีขĂงเĂกÿาร โดยมีค่าตั้งแต่ 0-599 
ตัüเลขที่ÿĂง คืĂ ดัชนีขĂงคำ โดยมีค่าตั้งแต่ 0-2254 
ตัüเลขที่ÿาม คืĂ คะแนน TF-IDF ที่คำนüณได้ 

จากเüกเตĂร์คุณลักþณะที่คำนüณได้จะถูกนำไปใช้เป็นข้Ăมูลนำเข้าในขั้นตĂนถัดไป 

3.4 การĀาพารามเิตĂรท์ีเ่Āมาะÿม (Parameters Optimization) 

ในขั้นตĂนนี้เป็นการÿร้างตัüจำแนกประเภทโดยกำĀนดพารามิเตĂร์ที่เĀมาะที่ÿุดกับชุดข้Ăมูลที่ใช้ใน

งานüิจัยนี้ โดยแบ่งการทดลĂงĂĂกเป็น 2 ÿ่üน ได้แก่ การĀาพารามิเตĂร์ÿำĀรับขั้นตĂนüิธีการเรียนรู้แบบมี

ผู้ÿĂน และการĀาพารามิเตĂร์ÿำĀรับขั้นตĂนüิธีการเรียนรู้แบบไม่มีผู้ÿĂน ในแต่ละÿ่üนมีรายดังละเĂียดดังนี้ 

3.4.1 ขั้นตĂนüธิกีารเรยีนรูแ้บบมผีูÿ้Ăน (Supervised Learning Algorithm) 

ÿำĀรับการĀาพารามิเตĂร์ÿำĀรับขั้นตĂนüิธีการเรียนรู้แบบมีผู้ÿĂน จะนำชุดÿĂนที่Ăยู่ในรูป

ขĂงเüกเตĂร์คุณลักþณะมาทำการค้นĀาแบบกริด (Grid Search) และกำĀนดใĀ้แบ่งกลุ่มชุดÿĂน

ĂĂกเป็น 5 กลุ่ม ÿำĀรับทำการตรüจÿĂบแบบไขü้ (Cross Validation) โดยทดลĂงĀาพารามิเตĂร์กับ

ทุก ๆ ขั้นตĂนüิธีที่แตกต่างกันจำนüน 5 ขั้นตĂนüิธี ได้แก่ Multinomial Naive Bayes (MNB), K-
Nearest Neighbors (KNN), Random Forest (RF), Support Vector Machines (SVM) แ ล ะ 

Multi-Layer Perceptron (MLP) โดยแต่ละข้ันตĂนüิธีมีรายละเĂียดดังนี้ 

1. Multinomial Naive Bayes (MNB) 

MNB เป็นขั้นตĂนüิธีที่Ăาýัยทฤþฎีคüามน่าจะเป็นตามทฤþฎีบทขĂงเบย์ ซึ่งการที่จะ

คำนüณคüามน่าจะเป็นได้นั้นต้ĂงĂาýัยพารามิเตĂร์ alpha (𝛼) ซึ่งเป็นพารามิเตĂร์ที่ช่üยปรับปรุง

ค่าประมาณขĂงพารามิเตĂร์ที่คำนüณได้ใĀ้มีค่าไม่เท่ากับýูนย์ โดยĀาพารามิเตĂร์ alpha ที่

เĀมาะÿมด้üยüิธีการค้นĀาแบบกริดโดยปรับพารามิเตĂร์ alpha ที่ค่าต่าง ๆ ได้แก่ 0.01, 0.02, 
0.05, 0.1, 0.2, 0.5 และ 1.0 

กราฟเÿ้นÿำĀรับค่าพารามิเตĂร์ alpha ที่ปรับใĀ้เĀมาะÿมขĂง MNB จะแÿดงในรูปที่ 

3.3 จะเĀ็นü่าค่าคüามแม่นเฉลี่ยมีค่าÿูงเมื่ĂกำĀนดใĀ้ alpha มีค่าน้Ăย ๆ ดังนั้นจะได้พารามิเตĂร์

ที่เĀมาะÿม คืĂ alpha = 0.5 
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รูปที่ 3.3 ค่าคüามแม่นเฉลี่ย เมื่ĂกำĀนด alpha ใĀ้มีค่าตั้งแต่ 0.01 ถึง 1.0 

2. K-Nearest Neighbors (KNN) 

KNN เป็นขั้นตĂนüิธีĀาป้ายกำกับท่ีได้จากการรüมผลโĀüตเÿียงข้างมากขĂงจุดเพ่ืĂนบ้าน

ที่Ăยู่รĂบ ๆ จุดเป้าĀมาย ซึ่งจำเป็นต้ĂงĂาýัยพารามิเตĂร์ต่าง ๆ ในการกำĀนดเงื่ĂนไขขĂงจุด

เพ่ืĂนบ้านที่จะนำมาพิจารณา ได้แก่  

• n_neighbors คืĂ จำนüนจุดเพื่Ăนบ้านที่ใช้ (K) 

• p คืĂ พารามิเตĂร์ยกกำลังขĂงเมทริกซ์มินคĂฟÿกี โดยใช้การĀาระยะทางแบบ  
แมนăัตตัน (l1) เมื่Ă 𝑝 = 1 และใช้การĀาระยะทางแบบยุคลิด (l2) เมื่Ă 𝑝 = 2 

• weights คืĂ ฟังก์ชันถ่üงน้ำĀนักที่ใช้ในการทำนาย โดยทุกจุดเพื่Ăนบ้านจะถูกถ่üง

น้ำĀนักใĀ้เท่ากันเมื่Ăใช้ฟังก์ชันถ่üงน้ำĀนักแบบÿม่ำเÿมĂ (uniform) และจะคำนüณ

น้ำĀนักตามÿ่üนกลับขĂงระยะทางขĂงจุดเมื ่Ăใช้ฟังก์ชันถ่üงน้ำĀนักตามระยะ 

(distance) 

การĀาค่าที่เĀมาะÿมÿำĀรับพารามิเตĂร์ดังกล่าüด้üยüิธีการค้นĀาแบบกริด  ทำโดย

กำĀนดค่าพารามิเตĂร์ต่าง ๆ ดังตารางที ่3.1  

ตารางที ่3.1 พารามิเตĂร์ KNN ÿำĀรับการค้นĀาแบบกริด 

 
 

 

p weights 

1, 2 uniform, distance 
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จะได้ค่าพารามิเตĂร์ที่เĀมาะÿมคืĂ p = 2 และ weights = distance จากนั้นจะนำชุด

พารามิเตĂร์ที่ได้ไปใช้เพื่ĂĀาค่าที่เĀมาะÿมÿำĀรับ n_neighbors โดยกำĀนดใĀ้ n_neighbors 
มีค่าตั้งแต่ 1 ถึง 30 ดังรูปที่ 3.4 

 

รูปที่ 3.4 ค่าคüามแม่นเฉลี่ย เมื่ĂกำĀนด n_neighbors ใĀ้มีค่าตั้งแต่ 1 ถึง 30 
จากกราฟในรูปที่ 3.4 แÿดงค่าคüามแม่นเฉลี่ย เมื่ĂกำĀนด n_neighbors ใĀ้มีค่าตั้งแต่ 

1 ถึง 30 จะเĀ็นได้ü่าค่าพารามิเตĂร์ที่เĀมาะÿมที่ทำใĀ้ค่าคüามแม่นเฉลี่ยมีค่าÿูงที่ÿุด คืĂ 

n_neighbors = 20   

3. Random Forest (RF) 

RF ใช้Āลักการÿร้างต้นไม้ตัดÿินใจĂย่างง่ายĀลาย ๆ ต้น มารüมเข้าด้üยกัน ในการĀา

ต้นไม้ที่เĀมาะÿมนั้น ÿามารถĀาได้จากการปรับค่าพารามิเตĂร์ต่าง ๆ ใĀ้เĀมาะÿมด้üยüิธีการ

ค้นĀาแบบกริด พารามิเตĂร์ที่นำมาพิจารณา มีดังนี้ 

• n_estimators คืĂ จำนüนต้นไม้ท้ังĀมดที่ต้Ăงการÿร้าง 

• criterion คืĂ ฟังก์ชันในการüัดคุณภาพขĂงการแบ่งโĀนด ซึ ่งใช้เกณฑ์ในการ

พิจารณาĂยู่ 2 เกณฑ์ คืĂ คüามไม่บริÿุทธิ์ขĂงจีนี และเĂนโทรปี 

• max_depth คืĂ ระดับคüามลึกที่มากท่ีÿุดขĂงต้นไม้ 

• min_samples_leaf คืĂ จำนüนชุดÿĂนขั้นต่ำในโĀนดใบ (leaf node) 

• min_samples_split คืĂ จำนüนชุดÿĂนขั้นต่ำในการแบ่งโĀนดภายใน (internal 
node) 
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กำĀนดค่าพารามิเตĂร์ต่าง ๆ ได้ดังตารางที่ 3.2  

ตารางที่ 3.2 พารามิเตĂร์ RF ÿำĀรับการค้นĀาแบบกริด 

criterion min_samples_leaf min_samples_split 

gini, entropy 1, 3, 10 1, 3, 10, 20, 50 

จากการตรüจÿĂบแบบไขü้จะได ้ค ่าพารามิเตĂร์ท ี ่ เĀมาะÿมคืĂ criterion = gini, 
min_samples_leaf = 1 และ min_samples_split = 20 จากนั้นนำค่าพารามิเตĂร์ที่ได้ไปใช้

เพื่ĂĀาค่าที่เĀมาะÿมÿำĀรับ n_estimators และ max_depth โดยกำĀนดใĀ้ n_estimators มี
ค่าตั้งแต่ 10 ถึง 200 และ max_depth มีค่าเท่ากับ 3, 5, 10, 20 และ None  ดังรูปที่ 3.5  

 

รูปที่ 3.5 ค่าคüามแม่นเฉลี่ยชุดÿĂนและชุดทดÿĂบในระดับคüามลึกขĂงต้นไม้ 
ที่แตกต่างกัน เมื่ĂกำĀนด n_estimators ใĀ้มีค่าตั้งแต ่10 ถึง 200 

จากกราฟในรูปที่ 3.5 จะได้ü่าที่ระดับคüามลึกขĂงต้นไม้เป็น None ซึ่งĀมายคüามü่า 
ไม่กำĀนดระดับคüามลึกขĂงต้นไม้ ทำใĀ้ได้ค่าคüามแม่นเฉลี่ยÿูงที่ÿุดที่จำนüนต้นไม้เท่ากับ 160 
ดังนั้นจะได้ค่าพารามิเตĂร์ที่เĀมาะÿมคืĂ n_estimators = 160 และ max_depth = None  
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4. Support Vector Machines (SVM) 

SVM คืĂขั้นตĂนüิธีที ่ĂาýัยĀลักการขĂงการĀาÿัมประÿิทธิ์ขĂงÿมการเพื่Ăÿร้างเÿ้น

ÿำĀรับแบ่งกลุ่มข้ĂมูลĂĂกจากกัน  ซึ่งĂาýัยพารามิเตĂร์ต่าง ๆ ในการกำĀนดเงื่ĂนไขÿำĀรับÿร้าง

เÿ้นแบ่ง โดยมีพารามิเตĂร์ที่ÿำคัญ ได้แก่ 

• C คืĂ พารามิเตĂร์การทำใĀ้เป็นมาตรฐาน (Regularization parameter) เมื่Ă C มี
ค่าน้Ăย ๆ ระยะขĂบขĂงเÿ้นแบ่งจะลดลง ทำใĀ้ตัüจำแนกมีคüามซับซ้Ăนมากขึ้น 

และเมื่Ă C มีค่ามาก ๆ ระยะขĂบขĂงเÿ้นแบ่งจะเพิ่มขึ้น ทำใĀ้ตัüจำแนกมีคüาม

เรียบง่ายมากข้ึน 

• kernel คืĂ ประเภทขĂงเคĂร์เนลที่ใช้ในขั้นตĂนüิธี ได้แก่ เคĂร์เนลเชิงเÿ้น เคĂร์เนล 
พĀุนาม เคĂร์เนลฟังก์ชันฐานแนüรัýมี และคĂร์เนลซิกมĂยด์ 

• gamma คืĂ ค่าÿัมประÿิทธิ์เคĂร์เนลขĂงเคĂร์เนลพĀุนาม เคĂร์เนลฟังก์ชันฐานแนü

รัýม ีและคĂร์เนลซิกมĂยด์ 

Āาค่าที่เĀมาะÿมÿำĀรับพารามิเตĂร์ดังกล่าüด้üยüิธีการค้นĀาแบบกริด โดยกำĀนด

ค่าพารามิเตĂร์ต่าง ๆ ดังตารางที่ 3.3  

ตารางที่ 3.3 พารามิเตĂร์ SVM ÿำĀรับการค้นĀาแบบกริด 

kernel  C gamma 

linear, poly, rbf, sigmoid 1, 10, 100 0.01, 0.05, 0.1, 0.2, 0.5, 1 

จากการค้นĀาแบบกริดจะได้ü่าÿำĀรับ kernel ที่แตกต่างกัน จะมี C และ gamma ที่

เĀมาะที่ÿุดแตกต่างกัน ได้ผลลัพธ์ดังนี้ 

• {'kernel': 'linear', 'C': 1, 'gamma': 1} 

• {'kernel': 'poly', 'C': 10, 'gamma': 1} 

• {'kernel': 'rbf', 'C': 100, 'gamma': 0.01} 

• {'kernel': 'sigmoid', 'C': 10, 'gamma': 1} 

เมื่Ăพิจารณาค่าคüามแม่นเฉลี่ยจากการตรüจÿĂบแบบไขü้ จะได้พารามิเตĂร์ที่เĀมาะÿม

ที่ใĀ้ค่าคüามแม่นเฉลี่ยÿูงÿุด คืĂ เคĂร์เนลซิกมĂยด์ ดังรูปที ่3.6 
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รูปที่ 3.6 ค่าคüามแม่นเฉลี่ยขĂงพารามิเตĂร์เคĂร์เนลแบบต่าง ๆ 

จากกราฟในรูปที่ 3.6 แÿดงค่าคüามแม่นเฉลี่ยขĂงพารามิเตĂร์เคĂร์เนลทั้ง 4 ประเภท  

โดยใช้ C และ gamma ที่แตกต่างกัน จะเĀ็นได้ü่าพารามิเตĂร์ที่เĀมาะÿมที่ใĀ้ค่าคüามแม่นเฉลี่ย

ÿูงÿุด คืĂ เคĂร์เนลประเภทซิกมĂยด์ ดังนั้นจึงกำĀนดพารามิเตĂร์ kernel = sigmoid 

 

รูปที่ 3.7 ค่าคüามแม่นเฉลี่ยขĂงเคĂร์เนลซิกมĂยด์ขĂงแต่ละค่า gamma  
ที่แตกต่างกัน เมื่ĂกำĀนด C ใĀ้มีค่าตั้งแต่ 1 ถึง 51 
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จากกราฟในรูปที่ 3.7 แÿดงค่าคüามแม่นเฉลี่ยขĂงเคĂร์เนลซิกมĂยด์ขĂงค่า gamma ที่

แตกต่างกันจำนüน 5 ค่า ได้แก่ 0.05, 0.1, 0.2, 0.5 และ 1 เมื่ĂกำĀนดใĀ้ C มีค่าตั้งแต่ 1 ถึง 51 
เนื่Ăงจากค่าคüามแม่นเฉลี่ยÿูงÿุดคืĂเÿ้นที่ gamma = 1 และ C ที่มีค่าตั้งแต่ 6 ขึ้นไป ดังนั้นเลืĂก 

C ที่มีค่าไม่ÿูงมาก เพราะĂาจใĀ้ตัüจำแนกมีคüามเรียบง่ายเกินไป จะได้พารามิเตĂร์ที่เĀมาะÿมคืĂ 

C = 6 และ gamma = 1 

5. Multi-Layer Perceptron (MLP) 

MLP ใช้ĀลักการรüมกันขĂงเซลล์ประÿาทĀลายเซลล์เข้าด้üยกัน ประกĂบกันĀลาย ๆ 

ชั้น ในการเรียนรู้ขĂง MLP นั้น จะต้Ăงปรับค่าน้ำĀนักขĂงเพĂร์เซปตรĂน ในการปรับค่าน้ำĀนัก

นั้นขึ้นกับพารามิเตĂร์ต่าง ๆ ดังนี้ 

• hidden_layer_sizes คืĂ จำนüนโĀนดในชั้นซ่Ăนแต่ละชั้น 

• activation function คืĂ ฟังก์ชันกระตุ ้นขĂงชั ้นซ่Ăน ได้แก่ ฟังก์ช ัน identity 

ฟังก์ชัน hyperbolic tangent (tanh) ฟังก์ชัน logistic sigmoid (sigmoid) และ

ฟังก์ชัน rectified linear unit (relu) 

• solver คืĂ พารามิเตĂร์ÿำĀรับการปรับน้ำĀนักใĀ้เĀมาะÿม โดยมี lbfgs เป็นตัüเพ่ิม

ประÿิทธิภาพในตระกูลขĂงüิธีการกึ ่งนิüตัน โดยที่ adam และ sgd ใช้คüามชัน 

(gradient) ในการบĂกขนาดและทิýทางในการปรับพารามิเตĂร์ 

• alpha คืĂ พารามิเตĂร์การทำใĀ้เป็นมาตรฐาน (Regularization parameter) เมื่Ă 

alpha มีค่าน้Ăย ตัüจำแนกจะมีคüามซับซ้Ăนมากขึ้น และเมื่Ă alpha มีค่ามาก  
ตัüจำแนกจะเรียบง่ายมากข้ึน 

• learning_rate_init คืĂ Ăัตราการเรียนรู้เริ่มต้นÿำĀรับการปรับค่าน้ำĀนัก 

ใช้üิธีการค้นĀาแบบกริดเพื่ĂĀาพารามิเตĂร์ที่เĀมาะÿม โดยกำĀนดพารามิเตĂร์ ได้ดัง

ตารางที่ 3.4  
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ตารางที่ 3.4 พารามิเตĂร์ MLP ÿำĀรับการค้นĀาแบบกริด ครั้งที ่1 

hidden_layer_sizes activation solver 

(64), 
(128), 
(256), 
(32, 32), 
(64, 64), 
(128, 128), 
(256, 256), 
(16, 16, 16), 
(32, 32, 32), 
(64, 64, 64), 
(128, 128, 128), 

tanh, relu, logistic, 
identity 

sgd, adam, lbfgs 

จะได้พารามิ เตĂร ์ท ี ่ เĀมาะÿมที ่ ใĀ้ ค ่าคüามแม ่นเฉล ี ่ยÿ ูงÿ ุด ค ืĂ alpha = 0.05, 
hidden_layer_sizes = (128, 128), activation = tanh, และ solver = adam จากนั ้นนำค่า 
พารามิเตĂร์ที่ได้ไปใช้เพ่ืĂĀาค่าที่เĀมาะÿมÿำĀรับ alpha และ learning_rate_init โดยกำĀนดค่า 

alpha และ learning_rate_init ดังตารางที ่3.5  

ตารางที ่3.5 พารามิเตĂร์ MLP ÿำĀรับการค้นĀาแบบกริด ครั้งที ่2 

alpha learning_rate_init 

0.0001, 0.001, 0.005, 0.01, 
0.02, 0.05, 0.1, 0.2, 0.5, 1 

0.0001, 0.0005, 0.001, 
0.005, 0.01 
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รูปที่ 3.8 ค่าคüามแม่นเฉลี่ยขĂง MLP ขĂงแต่ละค่า learning_rate_init  
ที่แตกต่างกัน เมื่ĂกำĀนด alpha ใĀ้มีค่าตั้งแต ่0.0001 ถึง 1 

จากกราฟในรูปที่ 3.8 แÿดงค่าคüามแม่นเฉลี่ย MLP ขĂงค่า learning_rate_init ที่ต่างกัน

จำนüน 5 ค่า ได้แก่ 0.0001, 0.0005, 0.001, 0.005 และ 0.01 เมื่ĂกำĀนดใĀ้ alpha มีค่าตั้งแต่ 

0.0001 ถึง 1 จะได้ü่าค่าคüามแม่นเฉลี่ยÿูงที่ÿุดคืĂเÿ้นที่ learning_rate_init = 0.001 และ alpha = 
0.05 ดงันั้นจะได้ค่าพารามิเตĂร์ที่เĀมาะÿมคืĂ learning_rate_init = 0.001 และ alpha = 0.05 

3.4.2 ขัน้ตĂนüธิกีารเรยีนรูแ้บบไมม่ผีูÿ้Ăน (Unsupervised Learning Algorithm) 

ÿำĀรับขั้นตĂนüิธีการจัดÿรรขĂงดีรีเคลท์แฝง (Latent Dirichlet Allocation: LDA) เป็น

ขั้นตĂนüิธีการเรียนรู้แบบไม่มีผู้ÿĂนจะใช้เüกเตĂร์คุณลักþณะที่ได้จากการคำนüณคะแนน TF ขĂง

ชุดÿĂนและพารามิเตĂร์ที่เĀมาะÿมมาÿร้างแบบจำลĂงĀัüข้Ă กำĀนดพารามิเตĂร์จำนüนĀัüข้Ă 

(n_components) ที่แตกต่างกัน ได้แก่ 6, 10, 20, 30, 40, 50, 60, 70, 80, 90 และ 100 Āัüข้Ă 

เพ่ืĂĀาจำนüนĀัüข้Ăที่เĀมาะÿมกับชุดÿĂน และกำĀนดค่าพารามิเตĂร์Ăื่น ๆ ที่เก่ียüข้Ăง ดังนี้ 

• doc_topic_prior คืĂ ตัüคüบคุมÿัดÿ่üนการกระจายขĂงĀัüข้Ăในแต่ละเĂกÿาร (𝛼) 
กำĀนดใĀ้มีค่าเท่ากับ 1/n_components 

• topic_word_prior คืĂ ตัüคüบคุมÿัดÿ่üนการกระจายขĂงคำในแต่ละĀัüข้Ă (𝜂) 
กำĀนดใĀ้มีค่าเท่ากับ 1/n_components 
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ในการĀาพารามิเตĂร์ n_compoents ที่เĀมาะÿมĀาได้จากการเปรียบเทียบค่าคüามแม่น

ขĂงตัüจำแนกที่ÿร้างจากแบบจำลĂงĀัüข้Ăที่แตกต่างกัน ซึ่งทำได้โดยการĂาýัยขั้นตĂนüิธีการเรียนรู้

แบบมีผู้ÿĂนที่ใช้คุณลักþณะĀัüข้Ăที่ได้จากข้ันตĂนüิธี LDA เป็นข้Ăมูลนำเข้า และจากขั้นตĂนที่ 3.4.1 
เมื่Ăพิจารณาค่าคüามแม่นที่ได้จากการตรüจÿĂบแบบไขü้ขĂงขั้นตĂนüิธี MLP เทียบกับขั้นตĂนüธิีĂ่ืน 

ๆ จะเĀ็นü่า MLP มีแนüโน้มที่จะใĀ้ผลการจำแนกที่มีค่าคüามแม่นÿูงกü่าขั้นตĂนüิธีĂื่น ๆ   ดังนั้นจึง

เลืĂกใช้ MLP ในการĀาพารามิเตĂร์ที่เĀมาะÿมÿำĀรับ LDA ดังแÿดงในรูปที่ 3.9 

  

รูปที่ 3.9 การĀาพารามิเตĂร์ที่เĀมาะÿมขĂงขั้นตĂนüิธีการจัดÿรรขĂงดีรีเคลท์แฝง 

ดังนั้น ในการĀาพารามิเตĂร์จำนüนĀัüข้Ăที่เĀมาะÿม จะÿามารถĀาได้จากการÿร้างตัü

จำแนก LDA-MLP ที่กำĀนดพารามิเตĂร์ n_components ที่แตกต่างกัน แล้üนำมาĀาค่าคüามแม่น

เฉลี่ยขĂงแต่ละตัüจำแนกโดยใช้ตัüตรüจÿĂบแบบไขü้ด้üยüิธีการÿุ่มแบ่งแบบชั้น (Stratified Shuffle 
Split cross-validator) โดยกำĀนดจำนüนรĂบการÿุ่มใĀม่เท่ากับ 200 รĂบ และแบ่งชุดÿĂนĂĂกเป็น 

2 ÿ่üน ในĂัตราÿ่üน 70:30 ÿำĀรับÿĂนและทดÿĂบตามลำดับ แล้üจึงนำค่าคüามแม่นเฉลี่ยขĂงแต่ละ

ตัüจำแนก LDA-MLP มาเปรียบเทียบกันเพื ่ĂĀา n_components ที ่ทำใĀ้ค่าคüามแม่นเฉลี ่ยมี

ค่าÿูงÿุด ซึ่งได้ผลลัพธ์ดังรูปที่ 3.10 
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รูปที่ 3.10 ค่าคüามแม่นเฉลี่ยชุดÿĂนและชุดทดÿĂบขĂง LDA-MLP 
เมื่ĂกำĀนดจำนüนĀัüข้Ăตั้งแต่ 6 ถึง 100 Āัüข้Ă 

จากรูปที่ 3.10 แÿดงกราฟคüามÿัมพันธ์ระĀü่างจำนüนĀัüข้ĂขĂง LDA กับค่าคüามแม่นเฉลี่ย

ที่ได้จากการประเมินประÿิทธิภาพขĂงตัüจำแนก MLP จะได้ü่าจำนüนĀัüข้Ăที่ใĀ้ค่าคüามแม่นเฉลี่ยÿูง

ที่ÿุดคืĂ 6 Āัüข้Ă ดังนั้นจึงกำĀนดใĀ้พารามิเตĂร์ n_components = 6 เป็นพารามิเตĂร์ที่เĀมาะÿม

ÿำĀรับÿร้างแบบจำลĂงĀัüข้Ă LDA  

 Āลังจากที ่ได้พารามิเตĂร์ที ่เĀมาะÿม นำพารามิเตĂร์ที ่ได้จากขั ้นตĂนนี้ และเüกเตĂร์

คุณลักþณะ TF ที่ได้จากขั้นตĂน 3.3 มาÿร้างแบบจำลĂงĀัüข้Ă LDA ซึ่งจะกล่าüในบทถัดไป 
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บทที ่4 
ผลการทดลĂง 

ในบทนี้จะกล่าüถึงการÿร้างตัüจำแนก ผลการทดลĂง และการĂภิปรายผลการทดลĂงขĂงการÿร้าง 
ตัüจำแนกคำโต้ตĂบข่าüไทยเป็นแบบชนิดĀัüข้Ă 

4.1 การÿรา้งตüัจำแนก 

ÿร้างตัüจำแนกคำโต้ตĂบข่าüไทยเป็นแบบชนิดĀัüข้Ăโดยใช้เทคนิคการเรียนรู้ขĂงเครื่Ăงด้üยüิธีการ

เรียนรู้แบบมีผู้ÿĂนและแบบไม่มีผู้ÿĂนด้üยขั้นตĂนüิธีที่แตกต่างกัน โดยĂาýัยไลบรารี Scikit-learn เพื่Ăที่จะ

เปรียบเทียบประÿิทธิภาพขĂงตัüจำแนก 

ÿำĀรับการÿร้างตัüจำแนกประเภทด้üยขั้นตĂนüิธีการเรียนรู้แบบมีผู้ÿĂน ใช้ข้Ăมูลนำเข้าเป็นเüกเตĂร์

คุณลักþณะที่ได้จากการคำนüณคะแนน TF-IDF ขĂงชุดÿĂน และตั้งค่าพารามิเตĂร์ตามชุดพารามิเตĂร์ที่

เĀมาะÿมที่ได้จากขั้นตĂน 3.4.1 โดยÿร้างทั้งĀมด 5 ตัüจำแนกจากข้ันตĂนüิธีที่แตกต่างกัน ได้แก่ MNB, KNN, 
RF, SVM และ MLP 

ÿำĀรับการÿร้างตัüจำแนกประเภทด้üยขั้นตĂนüิธีการเรียนรู้แบบไม่มีผู ้ÿĂน ใช้ข้Ăมูลนำเข้าเป็น

เüกเตĂร์คุณลักþณะคüามน่าจะเป็นขĂงĀัüข้Ăที่ได้จากการคำนüณคüามน่าจะเป็นขĂงĀัüข้Ăในแต่ละชุด  
คำโต้ตĂบขĂงชุดÿĂนที่คำนüณได้จากขั้นตĂนüิธี LDA โดยตั้งค่าพารามิเตĂร์ตามจำนüนĀัüข้Ăที่เĀมาะÿม

ตามที่ได้จากขั้นตĂนที่ 3.4.2 ในการÿร้างตัüจำแนกเพื่Ăประเมินประÿิทธิภาพ ได้เลืĂกขั้นตĂนüิธีการเรียนรู้

แบบมีผู้ÿĂนเพียงĀนึ่งขั้นตĂนüิธีจากท้ังĀมด 5 ขั้นตĂนüิธีที่จะนำมาใช้กับ LDA ขั้นตĂนüิธีทั้ง 5 ขั้นตĂนได้แก่ 

MNB, KNN, RF, SVM และ MLP ÿำĀรับการตั้งค่าพารามิเตĂร์ในขั้นตĂนüิธีต่าง ๆ มีรายละเĂียดตามขั้นตĂน

ที่ 3.4.1 และจากการประเมินประÿิทธิภาพเพ่ืĂเลืĂกตัüจำแนกÿำĀรับ LDA พบü่าขั้นตĂนüิธี MLP ใĀ้ค่าคüาม

แม่นÿูงÿุดจากทั้งĀมด จึงได้ตัüจำแนกÿุดท้ายที่เลืĂกมาเป็น LDA-MLP 

4.2 ผลการทดลĂง 

จากการÿร้างตัüจำแนกประเภททั้งĀมด 6 ตัüจำแนก ได้แก่ MNB, KNN, RF, SVM, MLP และ LDA-
MLP จะนำตัüจำแนกทั้งĀมดมาประเมินประÿิทธิภาพขĂงการจำแนกประเภทคำโต้ตĂบข่าüไทยเป็นแบบชนิด

Āัüข้Ă โดยทดÿĂบกับชุดทดÿĂบที่ได้เตรียมไü้ในขั้นตĂนที่ 3.2.5 เพื่Ăพิจารณาค่าคüามแม่น (Accuracy)  
ค่าคüามเที่ยง (Precision) ค่าคüามครบถ้üน (Recall) และคะแนน F1 (F1-score)1  พร้Ăมทั้งแÿดงเมทริกซ์

คüามÿับÿนที่ได้จากการจำแนกประเภทĀัüข้Ăข่าüทั้ง 6 ประเภท 

 
1 คะแนน F1 ขĂงตัüจำแนกĂาจไม่ได้Ăยูใ่นช่üงระĀü่างค่าคüามเท่ียงกับค่าคüามครบถ้üน เนื่Ăงจากใชü้ิธีเฉลีย่แบบมĀภาค (Macro F1-score) 
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จากการจำแนกประเภทชุดทดÿĂบขĂงตัüจำแนก MNB พบü่าคüามแม่นโดยรüมมีค่าเท่ากับ 95.00% 
โดยมีค่าคüามเที่ยง ค่าคüามครบถ้üน และคะแนน F1 เท่ากับ 95.16%, 95.00% และ 95.01% ตามลำดับ  
ดังผลลัพธ์ในตารางที่ 4.1 และได้เมทริกซ์คüามÿับÿน ดังแÿดงในรูปที่ 4.1 จะเĀ็นได้ü่าชนิดĀัüข้Ăข่าüที่ 
ตัüจำแนกจำแนกได้ดีที่ÿุดคืĂĀัüข้Ăข่าüประเภทเýรþฐกิจ โดยมีค่าคüามแม่นเท่ากับ 100.00% ตามด้üยข่าü

Ăาชญากรรม ข่าüการเมืĂง และข่าüกีāา ซึ่งทั้ง 3 ประเภทข่าüนี้มีค่าคüามแม่นเท่ากัน คืĂ 96.67% 

ตารางที่ 4.1 การประเมินประÿิทธิภาพขĂงตัüจำแนก MNB ขĂงชุดทดÿĂบ 

ประเภทขา่ü 
การประเมนิประÿทิธภิาพ 

Precision Recall F1-score 
Ăาชญากรรม 
(Crime) 1.0000 0.9667 0.9831 

เýรþฐกิจ 
(Economic) 0.9677 1.0000 0.9836 

บันเทิง 
(Entertainment) 0.8966 0.8667 0.8814 

ÿิ่งแüดล้Ăม 
(Environment) 1.0000 0.9333 0.9655 

การเมืĂง 
(Politic) 0.9667 0.9667 0.9667 

กีāา 
(Sport) 0.8788 0.9667 0.9206 

รüม 0.9516 0.9500 0.9501 

 
รูปที่ 4.1 เมทริกซ์คüามÿับÿนขĂงตัüจำแนก MNB 
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จากการจำแนกประเภทชุดทดÿĂบขĂงตัüจำแนก KNN พบü่าคüามแม่นโดยรüมมีค่าเท่ากับ 92.78% 
โดยมีค่าคüามเที่ยง ค่าคüามครบถ้üน และคะแนน F1 เท่ากับ 93.10%, 92.78% และ 92.77% ตามลำดับ  
ดังผลลัพธ์ในตารางที่ 4.2 และได้เมทริกซ์คüามÿับÿน ดังแÿดงในรูปที่ 4.2 จะเĀ็นได้ü่าชนิดĀัüข้Ăข่าüที่ 
ตัüจำแนกจำแนกได้ดีที่ÿุดคืĂĀัüข้Ăข่าüประเภทĂาชญากรรม เýรþฐกิจ การเมืĂง และกีāา ได้ค่าคüามแม่น

เท่ากัน คืĂ 96.67%  

ตารางที่ 4.2 การประเมินประÿิทธิภาพขĂงตัüจำแนก KNN ขĂงชุดทดÿĂบ 

ประเภทขา่ü 
การประเมนิประÿทิธภิาพ 

Precision Recall F1-score 
Ăาชญากรรม 
(Crime) 0.9355 0.9667 0.9508 

เýรþฐกิจ 
(Economic) 0.9667 0.9667 0.9667 

บันเทิง 
(Entertainment) 0.8889 0.8000 0.8421 

ÿิ่งแüดล้Ăม 
(Environment) 1.0000 0.9000 0.9474 

การเมืĂง 
(Politic) 0.9667 0.9667 0.9667 

กีāา 
(Sport) 0.8286 0.9667 0.8923 

รüม 0.9310 0.9278 0.9277 

 
รูปที่ 4.2 เมทริกซ์คüามÿับÿนขĂงตัüจำแนก KNN 



40 
 

จากการจำแนกประเภทชุดทดÿĂบขĂงตัüจำแนก RF พบü่าคüามแม่นโดยรüมมีค่าเท่ากับ 87.22% 
โดยมีค่าคüามเที่ยง ค่าคüามครบถ้üน และคะแนน F1 เท่ากับ 89.31%, 87.22% และ 87.67% ตามลำดับ  
ดังผลลัพธ์ในตารางที่ 4.3 และได้เมทริกซ์คüามÿับÿน ดังแÿดงในรูปที่ 4.3 จะเĀ็นได้ü่าชนิดĀัüข้Ăข่าüที่ตัü

จำแนกจำแนกได้ดีที่ÿุดคืĂĀัüข้Ăข่าüประเภทเýรþฐกิจ และบันเทิง ซึ่งได้ค่าคüามแม่นเท่ากัน คืĂ 93.33% ตาม

ด้üย 83.33% ขĂงข่าüÿิ่งแüดล้Ăม และข่าüกีāา 

ตารางที่ 4.3 การประเมินประÿิทธิภาพขĂงตัüจำแนก RF ขĂงชุดทดÿĂบ 

ประเภทขา่ü 
การประเมนิประÿทิธภิาพ 

Precision Recall F1-score 
Ăาชญากรรม 
(Crime) 0.8889 0.8000 0.8421 

เýรþฐกิจ 
(Economic) 1.0000 0.9333 0.9655 

บันเทิง 
(Entertainment) 0.6512 0.9333 0.7671 

ÿิ่งแüดล้Ăม 
(Environment) 0.9259 0.8333 0.8772 

การเมืĂง 
(Politic) 0.9310 0.9000 0.9153 

กีāา 
(Sport) 0.9615 0.8333 0.8929 

รüม 0.8931 0.8722 0.8767 

 
รูปที่ 4.3 เมทริกซ์คüามÿับÿนขĂงตัüจำแนก RF 
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จากการจำแนกประเภทชุดทดÿĂบขĂงตัüจำแนก SVM พบü่าคüามแม่นโดยรüมมีค่าเท่ากับ 95.00% 
โดยมีค่าคüามเที่ยง ค่าคüามครบถ้üน และคะแนน F1 เท่ากับ 95.18%, 95.00% และ 95.00% ตามลำดับ  
ดังผลลัพธ์ในตารางที่ 4.4 และได้เมทริกซ์คüามÿับÿน ดังแÿดงในรูปที่ 4.4 จะเĀ็นได้ü่าชนิดĀัüข้Ăข่าüที่ 
ตัüจำแนกจำแนกได้ดีที่ÿุดคืĂĀัüข้Ăข่าüประเภทกีāา ได้ค่าคüามแม่นเท่ากับ 100.00% ตามด้üย 96.67% ขĂง

ข่าüเýรþฐกิจ ข่าüÿิ่งแüดล้Ăม และข่าüการเมืĂง  

ตารางที่ 4.4 การประเมินประÿิทธิภาพขĂงตัüจำแนก SVM ขĂงชุดทดÿĂบ 

ประเภทขา่ü 
การประเมนิประÿทิธภิาพ 

Precision Recall F1-score 
Ăาชญากรรม 
(Crime) 0.9643 0.9000 0.9310 

เýรþฐกิจ 
(Economic) 1.0000 0.9667 0.9831 

บันเทิง 
(Entertainment) 0.9310 0.9000 0.9153 

ÿิ่งแüดล้Ăม 
(Environment) 1.0000 0.9667 0.9831 

การเมืĂง 
(Politic) 0.9062 0.9667 0.9355 

กีāา 
(Sport) 0.9091 1.0000 0.9524 

รüม 0.9518 0.9500 0.9500 

 
รูปที่ 4.4 เมทริกซ์คüามÿับÿนขĂงตัüจำแนก SVM 
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จากการจำแนกประเภทชุดทดÿĂบขĂงตัüจำแนก MLP พบü่าคüามแม่นโดยรüมมีค่าเท่ากับ 95.00% 
โดยมีค่าคüามเที่ยง ค่าคüามครบถ้üน และคะแนน F1 เท่ากับ 95.12%, 95.00% และ 95.03% ตามลำดับ  
ดังผลลัพธ์ในตารางที่ 4.5 และได้เมทริกซ์คüามÿับÿน ดังแÿดงในรูปที่ 4.5 จะเĀ็นได้ü่าชนิดĀัüข้Ăข่าüที่ 
ตัüจำแนกจำแนกได้ดีที่ÿุดคืĂĀัüข้Ăข่าüประเภทเýรþฐกิจ ÿิ่งแüดล้Ăม การเมืĂง  และกีāา ได้ค่าคüามแม่น

เท่ากันที่ 96.67%  

ตารางที่ 4.5 การประเมินประÿิทธิภาพขĂงตัüจำแนก MLP ขĂงชุดทดÿĂบ 

ประเภทขา่ü 
การประเมนิประÿทิธภิาพ 

Precision Recall F1-score 
Ăาชญากรรม 
(Crime) 0.9655 0.9333 0.9492 

เýรþฐกิจ 
(Economic) 1.0000 0.9667 0.9831 

บันเทิง 
(Entertainment) 0.9000 0.9000 0.9000 

ÿิ่งแüดล้Ăม 
(Environment) 1.0000 0.9667 0.9831 

การเมืĂง 
(Politic) 0.9355 0.9667 0.9508 

กีāา 
(Sport) 0.9062 0.9667 0.9355 

รüม 0.9512 0.9500 0.9503 

 
รูปที่ 4.5 เมทริกซ์คüามÿับÿนขĂงตัüจำแนก MLP 
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จากการจำแนกประเภทชุดทดÿĂบขĂงตัüจำแนก LDA-MLP พบü่าคüามแม่นโดยรüมมีค่าเท่ากับ 

37.30% โดยมีค่าคüามเที่ยง ค่าคüามครบถ้üน และคะแนน F1 เท่ากับ 38.68% 37.30% และ 36.39% 
ตามลำดับ ดังผลลัพธ์ในตารางที่ 4.6 และได้เมทริกซ์คüามÿับÿน ดังแÿดงในรูปที่ 4.6 จะเĀ็นได้ü่าชนิดĀัüข้Ă

ข่าüที่ตัüจำแนกจำแนกได้ดีที่ÿุดคืĂĀัüข้Ăข่าüประเภทการเมืĂง ได้ค่าคüามแม่นเท่ากับ 52.38% ตามด้üยข่าü

เýรþฐกิจ และข่าüบันเทิง ซึ่งมีค่าคüามแม่นเท่ากับ 47.62% และ 42.86% ตามลำดับ แม้ü่าคüามแม่นในการ

จำแนกข่าüประเภทการเมืĂง จะÿามารถทำได้ÿูงถึง 52.38% แต่ในทางกลับกัน ÿำĀรับการจำแนกข่าü

ประเภทÿิ่งแüดล้Ăม กลับทำได้เพียง 19.05% ด้üยเĀตุนี้จึงทำใĀ้ตัüจำแนก LDA-MLP มีประÿิทธิภาพในการ

จำแนกต่ำ 

ตารางที ่4.6 การประเมินประÿิทธิภาพขĂงตัüจำแนก LDA-MLP ขĂงชุดทดÿĂบ 

ประเภทขา่ü 
การประเมนิประÿทิธภิาพ 

Precision Recall F1-score 
Ăาชญากรรม 
(Crime) 0.4167 0.2381 0.3030 

เýรþฐกิจ 
(Economic) 0.4348 0.4762 0.4545 

บันเทิง 
(Entertainment) 0.3214 0.4286 0.3673 

ÿิ่งแüดล้Ăม 
(Environment) 0.4444 0.1905 0.2667 

การเมืĂง 
(Politic) 0.4074 0.5238 0.4583 

กีāา 
(Sport) 0.2963 0.3810 0.3333 

รüม 0.3868 0.3730 0.3639 
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รูปที่ 4.6 เมทริกซ์คüามÿับÿนขĂงตัüจำแนก LDA-MLP 

จากผลการประเมินประÿิทธิภาพด้üยชุดทดÿĂบในตารางที่ 4.1-4.6 นำมาÿรุปเปรียบเทียบประÿิทธิภาพ

ขĂงตัüจำแนกประเภททั้งĀมด 6 ตัüจำแนก ได้ดังตารางที่ 4.7 และรูปที ่4.7 และÿามารถÿรุปได้ดังนี้ 

1. คüามแม่นขĂงตัüจำแนกแต่ละประเภท เมื่Ăพิจารณาพบü่า ตัüจำแนกที่ใĀ้ค่าคüามแม่นÿูงที่ÿุดมีĂยู่ 3 
ตัüด้üยกัน คืĂ MLP MNB และ SVM มีค่าเท่ากับ 95.00% ตามด้üยตัüจำแนก KNN, ตัüจำแนก RF 
และÿุดท้ายคืĂต ัüจำแนก LDA-MLP มีค ่าคüามแม่นเท่าก ับ 92.78%, 87.22% และ 37.30% 
ตามลำดับ 

2. คüามแม่นในตามประเภทĀัüข้Ăข่าüที่ตัüจำแนกจำแนกได้  เมื่Ăพิจารณาพบü่า ค่าคüามแม่นตาม

ประเภทĀัüข้Ăข่าüที่ใĀ้ค่าÿูงÿุดคืĂ ข่าüเýรþฐกิจโดยÿ่üนใĀญ่ และตัüจำแนก MNB มีคüามÿามารถ

จำแนกข่าüเýรþฐกิจÿูงที่ÿุด ÿามารถจำแนกได้ถูกต้Ăง 100.00% ตามด้üยตัüจำแนก MLP และ KNN 
มีค่าคüามแม่นเท่ากันคืĂ 96.67% ในขณะที่ประเภทĀัüข้Ăข่าüที่ถูกจำแนกได้ถูกต้Ăงน้Ăยที่ÿุดเมื่Ă

เทียบกับประเภทĀัüข้Ăข่าüĂื่น ๆ โดยÿ่üนใĀญ่เป็นข่าüบันเทิง และตัüจำแนกท่ีจำแนกข่าüประเภทนี้ที่

ใĀ้ค่าคüามแม่นÿูงÿุด คืĂ ตัüจำแนก MLP และ SVM ที่ใĀ้ค่าคüามแม่นĂยู่ที่ 90.00% ตามด้üยตัü

จำแนก MNB ที่ค่าคüามแม่น 86.67% 
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ตารางที ่4.7 การเปรียบเทียบขĂงตัüจำแนกประเภททั้งĀมด 6 ตัüจำแนก ขĂงชุดทดÿĂบ 

 ค่าคüามแมน่ 

ประเภทขา่ü MNB KNN RF SVM MLP LDA-MLP 

Ăาชญากรรม 
(Crime) 0.9667 0.9667 0.8000 0.9000 0.9333 0.2381 

เýรþฐกิจ 
(Economic) 1.0000 0.9667 0.9333 0.9667 0.9667 0.4762 

บันเทิง 
(Entertainment) 0.8667 0.8000 0.9333 0.9000 0.9000 0.4286 

ÿิ่งแüดล้Ăม 
(Environment) 0.9333 0.9000 0.8333 0.9667 0.9667 0.1905 

การเมืĂง 
(Politic) 0.9667 0.9667 0.9000 0.9667 0.9667 0.5238 

กีāา 
(Sport) 0.9667 0.9667 0.8333 1.0000 0.9667 0.3810 

รüม 0.9500 0.9278 0.8722 0.9500 0.9500 0.3730 
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รูปที่ 4.7 กราฟค่าคüามแม่นขĂงชุดทดÿĂบตามประเภทĀัüข้Ăข่าüขĂงแต่ละตัüจำแนก 
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ในการÿรุปผลจากการทดลĂง เพื่Ăที่จะทำใĀ้ค่าคüามแม่นที่ได้จากการประเมินประÿิทธิภาพมีคüาม

เÿถียรมากที่ÿุด จึงนำตัüจำแนกที่ÿร้างจากชุดพารามิเตĂร์ที่เĀมาะÿมที่Āาได้จากขั้นตĂนที่ 3.4 มาทำการ

ตรüจÿĂบแบบไขü้ด้üยüิธีการÿุ่มแบ่งแบบชั้นจำนüน 200 รĂบ และใช้ผลการทำนายที่ได้จากทั้ง 200 รĂบ  
มาคิดค่าคüามเท่ียงเฉลี่ย ค่าคüามครบถ้üนเฉลี่ย และคะแนน F1 เฉลี่ย ได้ผลลัพธ์ดังตารางที่ 4.8 และรูปที่ 4.7 

ตารางที่ 4.8 ค่าคüามเที่ยงเฉลี่ย ค่าคüามครบถ้üนเฉลี่ย และคะแนน F1 เฉลี่ยขĂงแต่ละตัüจำแนกประเภท 
 

การประเมนิประÿทิธภิาพ 

ตüัจำแนกประเภท Precision Recall F1-score 

MNB 0.9609 0.9595   0.9594 

KNN 0.9381 0.9358   0.9354 

RF 0.9090 0.9006 0.9017 

SVM 0.9561 0.9534 0.9537 

MLP 0.9622 0.9609 0.9609 

LDA-MLP 0.2851 0.3150 0.2812 
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รูปที่ 4.8 กราฟค่าคüามเที่ยงเฉลี่ย ค่าคüามครบถ้üนเฉลี่ย และคะแนน F1 เฉลี่ยขĂงแต่ละตัüจำแนก 

จากตารางที่ 4.8 และกราฟในรูปที่ 4.8 ÿามารถÿรุปได้ดังนี้ 

1. ตัüจำแนกประเภทที่มีค่าคüามเที่ยงเฉลี่ยÿูงÿุดคืĂตัüจำแนก MLP มีค่าเท่ากับ 96.22% ตามด้üย 

MNB และ SVM มีค่าเท่ากับ 96.09% และ 95.61% ตามลำดับ  

2. ตัüจำแนกประเภทที่มีค่าคüามครบถ้üนเฉลี่ยÿูงÿุดคืĂตัüจำแนก MLP มีค่าเท่ากับ 96.09% ตาม

ด้üย MNB และ SVM มีค่าเท่ากับ 95.95% และ 95.34% ตามลำดับ  

3. ตัüจำแนกประเภทที่มีคะแนน F1 เฉลี่ยÿูงÿุดคืĂตัüจำแนก MLP มีค่าเท่ากับ 96.09% ตามด้üย 

MNB และ SVM มีค่าเท่ากับ 95.94% และ 95.37% ตามลำดับ   
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จากการตรüจÿĂบแบบไขü้ด้üยüิธีการÿุ่มแบ่งแบบชั้นจะÿามารถÿรุปค่าคüามแม่นเฉลี่ย พร้Ăมค่า

เบี่ยงเบนมาตรฐานขĂงค่าคüามแม่นขĂงตัüจำแนกประเภทแต่ละแบบ ได้ดังตารางที่ 4.9 

ตารางที่ 4.9 ค่าคüามแม่นเฉลี่ยและÿ่üนเบี่ยงเบนมาตรฐานขĂงตัüจำแนกประเภทแต่ละแบบ 

ตüัจำแนกประเภท ค่าคüามแมน่เฉลี่ย ÿü่นเบีย่งเบนมาตรฐาน 

MNB 0.9595 0.0119 

KNN 0.9358 0.0154 

RF 0.9006 0.0227 

SVM 0.9534 0.0136 

MLP 0.9609 0.0126 

LDA-MLP 0.3150 0.0287 

 จากตารางที่ 4.9 จะได้ü่าประÿิทธิภาพขĂงการจำแนกประเภทคำโต้ตĂบข่าüไทยเป็นแบบชนิดĀัüข้Ă

ด้üยตัüจำแนกแบบต่าง ๆ MLP ใĀ้ค่าคüามแม่นเฉลี่ยÿูงÿุดเท่ากับ 96.09% และมีÿ่üนเบี่ยงเบนมาตรฐานĂยู่ที่ 

0.0126 ตามด้üยตัüจำแนก MNB และ SVM ซึ่งมีค่าคüามแม่นเฉลี่ยเท่ากับ 95.95% และ 95.34% และมีÿ่üน

เบี่ยงเบนมาตรฐานĂยู่ท่ี 0.0119 และ 0.0136 ตามลำดับ 

4.3 การĂภปิรายผลการทดลĂง 

 จากการÿร้างตัüจำแนกประเภทเพื่Ăเปรียบเทียบประÿิทธิภาพการจำแนกคำโต้ตĂบข่าüไทยเป็นแบบ

ชนิดĀัüข้Ăโดยใช้เทคนิคการเรียนรู้ขĂงเครื่Ăง ÿามารถÿรุปได้ดังนี้  

 จากผลการทดลĂงขĂงต ัüจำแนกประเภทที ่ÿร ้างจากข ั ้นตĂนü ิธ ีการเร ียนร ู ้แบบมีผ ู ้ÿĂน  
เมื่Ăเปรียบเทียบค่าคüามแม่นเฉลี่ยขĂงแต่ละตัüจำแนก จะเĀ็นได้ü่าตัüจำแนกประเภทที่ใĀ้ผลดีที่ÿุดคืĂตัü

จำแนกประเภท MLP ที่มคีüามแม่นเฉลี่ยเท่ากับ 96.09% โดยที่ตัüจำแนกĂ่ืน ๆ ที่มีประÿิทธิภาพรĂงลงมาคืĂ 

ตัüจำแนก MNB ตามด้üยตัüจำแนก SVM โดยมีคüามÿามารถต่างกันเพียงเล็กน้Ăย จะเĀ็นü่ามีค่าคüามแม่น

เฉลี่ยต่างกันเพียงไม่ถึง 1% ในทางกลับกัน จะเĀ็นได้ü่าค่าคüามแม่นเฉลี่ยขĂงตัüจำแนก RF ได้ประÿิทธิภาพไม่

ดีเท่าตัüจำแนกĂ่ืน ๆ Ăย่างเĀ็นได้ชัด ซึ่งĂาจเป็นเพราะขั้นตĂนüิธี RF ไม่เĀมาะกับข้Ăมูลที่มีคุณลักþณะจำนüน

มาก เนื่Ăงจากยิ่งจำนüนขĂงคุณลักþณะมากขึ้น ยิ่งทำใĀ้เกิดการแบ่งโĀนดมากขึ้น Ăีกท้ังทำใĀ้ต้นไม้มีคüามลึก

มากขึ ้น จากรูปที่ 3.5 แÿดงค่าคüามแม่นเฉลี ่ยขĂงตัüจำแนก RF ที ่ได้จากการตรüจÿĂบแบบไขü้โดย

เปรียบเทียบระĀü่างค่าคüามแม่นขĂงชุดÿĂนและชุดทดÿĂบ จะเĀ็นได้ü่าค่าคüามแม่นเฉลี่ยขĂงชุดทดÿĂบมี
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ค่าคüามแม่นที่ต่ำกü่าชุดÿĂนĂย่างชัดเจน ซึ่งเป็นปัญĀา Overfitting ที่ÿ่งผลใĀ้ประÿิทธิภาพในการจำแนก

ลดลง และĂีกเĀตุผลĀนึ่งคืĂ เüกเตĂร์คุณลักþณะ TF-IDF ที่ใช้เป็นข้Ăมูลนำเข้าขĂงขั้นตĂนüิธี RF Ăยู่ในรูป

ขĂงเมทริกซ์มากเลขýูนย์ (Sparse Matrix) ดังนั้นในการเลืĂกคุณลักþณะที่จะใช้ÿำĀรับการแบ่งโĀนดขĂง

ต้นไม้แต่ละครั้ง จึงมีโĂกาÿÿูงที่จะได้เป็นคุณลักþณะที่มีค่าเป็น 0 จึงทำใĀ้การแบ่งโĀนดขĂงต้นไม้ทำได้ไม่ดีนัก 
ด้üยเĀตุนี้ตัüจำแนกประเภท RF จึงĂาจไม่เĀมาะกับงานในการจำแนกข้Ăคüามท่ีมีจำนüนคุณลักþณะÿูง 

ÿำĀรับผลการüิจัยขĂงตัüจำแนกประเภท LDA-MLP ที่ÿร้างจากขั้นตĂนüิธีการเรียนรู้แบบไม่มีผู้ÿĂน

และĂาýัยข้ันตĂนüิธีการเรียนรู้แบบมีผู้ÿĂนมาช่üยในการประเมินประÿิทธิภาพ พบü่ามีค่าคüามแม่นเฉลี่ยเพียง 

31.50% ซึ ่งต่างกับตัüจำแนกประเภท MLP ที่เป็นตัüจำแนกที่ดีที ่ÿุดมากถึง 60% จากผลการประเมิน

ประÿิทธิภาพขĂงชุดทดÿĂบขĂงตัüจำแนก LDA-MLP จะพบü่า LDA-MLP ใĀ้ประÿิทธิภาพในการจำแนกต่ำ

ที่ÿุดในทุก ๆ ประเภทข่าü ซึ่งĂาจมีÿาเĀตุมาจากการที่ขั้นตĂนüิธี LDA เป็นขั้นตĂนüิธีที่ใช้Āลักการคüามน่าจะ

เป็นในการĂธิบายการกระจายĀัüข้Ăในแต่ละเĂกÿาร และเป็นขั้นตĂนüิธีการเรียนรู้แบบไม่มีผู้ÿĂน จึงไม่มีการ

ใช้ประโยชน์จากป้ายกำกับĀัüข้Ăข่าü ซึ่งต่างจากตัüจำแนกประเภทแบบĂ่ืน ๆ จึงทำได้เพียงจัดกลุ่มใĀ้กับข้Ăมูล 

Ăีกท้ังด้üยชุดคำโต้ตĂบที่ใช้ในงานüิจัยนี้มีคüามยาüเฉลี่ยเพียง 50 คำต่ĂĀนึ่งชุดคำโต้ตĂบ ในขณะที่งานในการ

จัดกลุ่มĀัüข้Ăทั่üไปที่ใช้ LDA มักใช้บทคüามข่าüที่โดยปกติแล้üมีคüามยาüĂยู่ที ่ประมาณ 400 คำต่ĂĀนึ่ง

บทคüาม ดังนั้นด้üยจำนüนคำที่น้Ăยเกินไป Ăาจเป็นĂุปÿรรคต่ĂการĀาการกระจายĀัüข้Ă เพราะจำนüนคำที่

ÿังเกตได้มีĂยู่น้Ăย ทำใĀ้ไม่เพียงพĂที่จะÿรุปĂĂกมาเป็นĀัüข้Ăที่แม่นยำได้  

จากการประเมินประÿิทธิภาพการจำแนกประเภทคำโต้ตĂบข่าüไทยĂĂกเป็นประเภทขĂงข่าü ได้แก่ 

ข่าüการเมืĂง ข่าüเýรþฐกิจ ข่าüĂาชญากรรม ข่าüบันเทิง ข่าüกีāา และข่าüÿิ่งแüดล้Ăม พบü่าการจำแนกชุด

คำโต้ตĂบขĂงข่าüบางประเภทยังจำแนกได้ไม่ดีนัก ซึ่งĂาจมีÿาเĀตุมาจากการที่เüกเตĂร์คุณลักþณะที่ได้จาก

การคำนüณคะแนน TF-IDF ÿามารถบĂกได้เพียงคüามÿำคัญในการปรากฏขĂงคำ ๆ Āนึ่งที่มีต่ĂเĂกÿารเท่านั้น  
แต่ไม่ÿามารถบ่งบĂกได้ถึงบริบทขĂงคำที ่Ăาจเปลี ่ยนไปตามคำĂื ่น ๆ ในประโยค ดังนั ้นการใช้เüกเตĂร์

คุณลักþณะ TF-IDF เพียงĂย่างเดียü จึงไม่ÿามารถบĂกได้ถึงประเภทĀัüข้Ăข่าüที่แท้จริงที่ แฝงĂยู่ในÿิ ่งที่

ผู้รายงานต้Ăงการจะÿื่Ă ตัüĂย่างชุดคำโต้ตĂบ เช่น 

ตัüĂย่างที่ 1 

 “เă้ยๆเบาๆ คืĂพĂขับแรงเนี่ย เดี๋ยüเค้าด่า คลื่นมันก็ซัดเข้าไปĂะค่ะ ครับ 

รถมĂเตĂร์ไซค์ที่จĂดĂยู่ล้มระเนระนาดเลยนะคะ นี่Ăย่างกับทะเลเลยเนี่ยค่ะ”  

จากตัüĂย่างชุดคำโต้ตĂบข้างต้น จะเĀ็นü่ามีคำเด่น ๆ ที่ปรากฏในชุดคำโต้ตĂบนี้คืĂ “รถมĂเตĂร์ไซค์” 

“ล้มระเนระนาด” ทำใĀ้ตัüจำแนกทำนายได้ü่าเป็นข่าüĂาชญากรรม ซึ่งผิดพลาดจากประเภทĀัüข้Ăข่าüที่

แท้จริงทีแ่ฝงĂยู่คืĂข่าüÿิ่งแüดล้Ăม   
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ตัüĂย่างที่ 2 

“คืĂภาคĂีÿาน ภาคเĀนืĂ ภาคตะüันĂĂก ภาคกลางเนี่ยทุกพ้ืนที่ต้Ăงคüรเฝ้าระüัง 

คาดการณ์ท่ีท่านĂธิบดีบĂกü่ามีÿĂงเÿ้นทางคุณผู้ชมลĂงดูนะคะ เดี๋ยüดูจากภาพกราฟฟิค

นะคะ แบบจำลĂงที่Āนึ่งคืĂ” 

จากตัüĂย่างชุดคำโต้ตĂบข้างต้น จะเĀ็นü่ามีคำเด่น ๆ ที่ปรากฏในชุดคำโต้ตĂบนี้คืĂ “ท่าน” “เฝ้า” 

“ระüัง” ทำใĀ้ตัüจำแนกทำนายได้ü่าเป็นข่าüการเมืĂง ซึ่งผิดพลาดจากประเภทĀัüข้Ăข่าüที่แท้จริงที่แฝงĂยู่คืĂ

ข่าüÿิ่งแüดล้Ăม 

ตัüĂย่างที่ 3 

“มันก็มีแต่ไม่ชัดเท่าเดิม ใช่ครับ จริงๆน้ำĀนักข้ึนนะครับ ขึ้นมาÿĂงโล แต่ü่าเĀมืĂน

พĂเราเต้นแล้üก็ĂĂกกำลังกาย มันเĀมืĂนการคาดิโĂตลĂดเüลา ก็เลยทำใĀ้ยังมีĂยู่ ใช่” 

จากตัüĂย่างชุดคำโต้ตĂบข้างต้น จะเĀ็นü่ามีคำเด่น ๆ ที่ปรากฏในชุดคำโต้ตĂบนี้คืĂ  “น้ำĀนัก”  
“ĂĂกกำลังกาย” ทำใĀ้ตัüจำแนกทำนายได้ü่าเป็นข่าüกีāา ซึ่งผิดพลาดจากประเภทĀัüข้Ăข่าüที่แท้จริงที่แฝง

Ăยู่คืĂข่าüบันเทิง 
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บทที ่5 
ÿรปุผลการüจิยัและขĂ้เÿนĂแนะ 

ในบทนี้จะกล่าüถึงการÿรุปผลการüิจัยการÿร้างตัüจำแนกคำโต้ตĂบข่าüไทยเป็นแบบชนิดĀัüข้Ăโดยใช้

เทคนิคการเรียนรู้ขĂงเครื่Ăง และข้ĂเÿนĂแนะ โดยมีรายละเĂียดดังนี้ 

5.1 ÿรปุผลการüจิัย 

 งานüิจัยนี้มีจุดประÿงค์เพื่Ăÿร้างตัüจำแนกและเปรียบเทียบประÿิทธิภาพตัüจำแนกคำโต้ตĂบข่าüไทย

เป็นแบบชนิดĀัüข้Ă ตัüจำแนกถูกÿร้างขึ้นจากเüกเตĂร์คุณลักþณะที่ได้จากการคำนüณคะแนน TF-IDF และ

เüกเตĂร์คüามน่าจะเป็นขĂงĀัüข้ĂÿำĀรับแต่ละชุดคำโต้ตĂบที่Āาได้จากขั้นตĂนüิธี LDA ÿำĀรับเทคนิคในการ

จำแนกประเภทĀัüข้Ăข่าüนั้น ใช้เทคนิคการเรียนรู้ขĂงเครื่Ăงที่ĀลากĀลาย ทั้งแบบขั้นตĂนüิธีการเรียนรู้แบบมี

ผู้ÿĂนและแบบไม่มีผู้ÿĂน เพื่Ăจำแนกประเภทคำโต้ตĂบข่าüไทยĂĂกเป็นประเภทขĂงข่าüทั้งĀมด 6 ประเภท

ด้üยกัน ได้แก่ ข่าüการเมืĂง ข่าüเýรþฐกิจ ข่าüĂาชญากรรม ข่าüบันเทิง ข่าüกีāา และข่าüÿิ่ง แüดล้Ăม โดย

ขั้นตĂนในÿร้างตัüจำแนกมีดังนี้ การรüมรüบรüมข้Ăมูล การเตรียมข้Ăมูล การÿกัดคุณลักþณะ และการĀา

พารามิเตĂร์ที่เĀมาะÿม แล้üจึงนำไปÿร้างตัüจำแนก รüม 6 ตัüจำแนกจากขั้นตĂนüิธีที ่แตกต่างกัน ได้แก่ 

MNB, KNN, RF, SVM, MLP และ LDA-MLP 

 จากการเปรียบเทียบประÿิทธิภาพการจำแนกคำตĂบข่าüไทยขĂงแต่ละตัüจำแนก พบü่าตัüจำแนกที่

ÿามารถจำแนกคำตĂบข่าüไทยได้ดีที ่ÿุดคืĂตัüจำแนก MLP ซึ ่งมีค่าคüามแม่นเท่ากับ 96.09% ตามด้üย 
ตัüจำแนก MNB, SVM, KNN, RF และ LDA-MLP ซึ ่งมีค่าคüามแม่นเท่ากับ 95.95%, 95.34%, 93.58%, 
90.06% และ 31.50% ตามลำดับ  

5.2 ขĂ้เÿนĂแนะ 

 จากการทดลĂงÿร้างตัüจำแนกคำโต้ตĂบข่าüไทยเป็นแบบชนิดĀัüข้Ăโดยใช้เทคนิคการเรียนรู้ขĂง

เครื่Ăง ผู้üิจัยมีข้ĂเÿนĂแนะดังต่Ăไปนี้ 

1. ในการทดลĂงÿร้างตัüจำแนกประเภทขĂงชุดข้Ăมูลประเภทข้Ăคüาม ผู้ทดลĂงคüรใĀ้คüามÿำคัญกับ

ขั้นตĂนการเตรียมข้Ăมูลเป็นĂย่างมาก เนื่Ăงจากข้ันตĂนนี้เป็นขั้นตĂนที่ช่üยกำจัดÿ่üนที่ไม่มีประโยชน์

ĀรืĂไม่เกี่ยüข้Ăงกับเนื้ĂĀาĂĂกไป ดังนั้นการดำเนินงานในขั้นตĂนนี้จึงÿ่งผลต่ĂลักþณะขĂงเüกเตĂร์

คุณลักþณะที่ÿกัดได้เป็นĂย่างมาก จึงต้ĂงใĀ้คüามÿำคัญเป็นĂย่างยิ่ง ตัüĂย่างเช่น ในขั้นตĂนการลบ

คำฟุ่มเฟืĂย และการตัดคำ โดยปกติจะĂาýัยพจนานุกรมที่Ăยู่ในไลบารี PyThaiNLP มาใช้ในการตัด

คำและลบคำฟุ่มเฟืĂยĂĂกจากชุดข้Ăมูล แต่คำýัพท์ที่Ăยู่พจนานุกรมĂาจไม่เพียงพĂĀรืĂไม่ครĂบคลุม
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กับชุดข้Ăมูลที่มีĂยู่ ดังนั้นจึงคüรเพิ่มคำลงในพจนานุกรม  โดยคำที่เพิ่มจะเป็นคำเฉพาะĀรืĂคำที่ไม่มี

Ăยู่ในพจนานุกรมท่ัüไป เช่น “คุณผู้ชม” “ăะ” “เงี้ย” “แล้üก”็ 

2. เนื่Ăงจากลักþณะเนื้ĂĀาขĂงข่าüบางประเภทจะขึ้นĂยู่กับช่üงเüลาĀรืĂยุคÿมัยที่ĂĂกĂากาý ดังนั้นการ

กำĀนดเงื่ĂนไขĂายุข่าüจึงช่üยใĀ้ชุดคำโต้ตĂบที่รüบรüมได้มีลักþณะขĂงเนื้ĂĀาไปในทิýทางเดียüกัน 

ซึ่งจะÿ่งผลต่Ăคüามÿามารถในการจำแนก ตัüĂย่างเช่น ข่าüการเมืĂงในช่üงปี 2561 ที่นับเป็นปีแĀ่ง

การเลืĂกตั้ง ข่าüที่รüบรüมได้ÿ่üนใĀญ่จะมีเนื้ĂĀาเกี่ยüกับการเลืĂกตั้ง กฎเกณฑ์ĀรืĂข้Ăปฏิบัติในการ

เลืĂกตั้ง เป็นต้น ในขณะที่ข่าüการเมืĂงในปี 2563 ÿ่üนใĀญ่จะมีเนื้ĂĀาเกี่ยüกับการชุมนุม การ

ประกาýข้Ăเรียกร้Ăง การดำเนินคดีกับผู้ชุมนุม เป็นต้น ดังนั้นÿำĀรับการทดลĂงที่มีเüลาจำกัด จึงคüร

กำĀนดขĂบเขตขĂงĂายุข่าüใĀ้ไม่มากเกินไป เพ่ืĂช่üยลดคüามĀลากĀลายขĂงเนื้Ăข่าüได้ในระดับĀนึ่ง 

โดยในงานüิจัยนี้ได้กำĀนดĂายุข่าüไü้ที่ไม่เกิน 2 ปี นับจากเüลาที่ดำเนินการเก็บรüบรüมข้Ăมูล (เดืĂน

ตุลาคม 2561 ถึง ตุลาคม 2563)  

3. การÿกัดคุณลักþณะเพื่Ăÿร้างเüกเตĂร์คุณลักþณะÿามารถทำได้Āลายเทคนิค  เช่น Wordcount  
TF-IDF ĀรืĂ n-grams เป็นต้น Āากต้Ăงการเพิ่มประÿิทธิภาพขĂงการจำแนกโดยพิจารณาถึงบริบท

ขĂงคำใกล้เคียง ÿามารถÿร้างเüกเตĂร์คุณลักþณะด้üยเทคนิค n-grams ได้ ซึ ่งเป็นเทคนิคที่ช่üย

คüบคุมขนาดขĂงเมทริกซ์คุณลักþณะได้ โดยขึ้นĂยู่กับค่า n ที่เลืĂกใช้ เช่น bigrams (n = 2) ĀรืĂ 

trigrams (n = 3) เป็นต้น โดยที่ค่า n ÿูง ๆ มีผลทำใĀ้เมทริกซ์คุณลักþณะมีขนาดใĀญ่ขึ้น 

5.3 ปญัĀาและĂปุÿรรค 

เนื่Ăงจากชุดข้Ăมูลคำโต้ตĂบข่าüไทยไม่มีแĀล่งข้Ăมูลแบบเปิดที่นำมาใช้งานได้ ดังนั้นในงานüิจัยนี้จึงได้

ทำการเก็บรüบรüมข้Ăมูลขึ้นใĀม่ด้üยตนเĂง โดยÿำĀรับชุดข้Ăมูลประเภทคำโต้ตĂบข่าüจำเป็นต้Ăงรüบรüมจาก

üิดีโĂย้ĂนĀลังขĂงรายการข่าü ทำใĀ้ขั้นตĂนการคัดเลืĂกüิดีโĂรายการข่าüและการเก็บรüบรüมข้Ăมูลนั้นใช้

เüลานานพĂÿมคüร Ăีกทั้งĀลังจากที่คัดเลืĂกüิดีโĂข่าüและดำเนินการแปลงเÿียงเป็นข้Ăคüาม ยังต้Ăงทำการ

ตรüจÿĂบคüามถูกต้ĂงขĂงคำที่ได้Āลังจากแปลงเÿียงเป็นข้ĂคüามĂีกด้üย ดังนั้นด้üยเüลาดำเนินการüิจัยที่มีĂยู่

Ăย่างจำกัด จึงÿามารถรüบรüมปริมาณชุดข้Ăมูลและคüามยาüต่Ăชุดคำโต้ตĂบได้เพียงจำนüนĀนึ่งเท่านั้น  
ซึ่งĂาจเป็นÿาเĀตุใĀ้ผลการจำแนกขĂงตัüจำแนก LDA-MLP มีค่าไม่ดีเท่าที่คüรจะเป็น 
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ภาคผนüก ก 

รปูแÿดงกลุม่คำขĂงชดุÿĂนทีแ่ยกลำดบัตามคะแนน TF-IDF 
ขĂงแตล่ะประเภทĀüัขĂ้ขา่ü 

 
รูปที่ 1 กลุ่มคำขĂงชุดÿĂนที่แยกลำดับตามคะแนน TF-IDF ขĂงข่าüĂาชญากรรม 

 
รูปที่ 2 กลุ่มคำขĂงชุดÿĂนที่แยกลำดับตามคะแนน TF-IDF ขĂงข่าüเýรþฐกิจ 
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รูปที่ 3 กลุ่มคำขĂงชุดÿĂนที่แยกลำดับตามคะแนน TF-IDF ขĂงข่าüบันเทิง 

 
รูปที่ 4 กลุ่มคำขĂงชุดÿĂนที่แยกลำดับตามคะแนน TF-IDF ขĂงข่าüÿิ่งแüดล้Ăม 
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รูปที่ 5 กลุ่มคำขĂงชุดÿĂนที่แยกลำดับตามคะแนน TF-IDF ขĂงข่าüกีāา 

 
รูปที่ 6 กลุ่มคำขĂงชุดÿĂนที่แยกลำดับตามคะแนน TF-IDF ขĂงข่าüการเมืĂง 
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ภาคผนüก ข  
แบบเÿนĂĀüัขĂ้โครงงาน รายüชิา 2301499 Project Proposal 

ปกีารýกึþา 2563 

ชืĂ่โครงงาน (ภาþาไทย) การจำแนกคำโต้ตĂบข่าüไทยเป็นแบบชนิดĀัüข้Ăโดยใช้เทคนิค 
การเรียนรู้ขĂงเครื่Ăง 

ชืĂ่โครงงาน (ภาþาĂงักฤþ) Classifying Thai News Dialogues into Topic Types Using  
Machine Learning Technique 

Ăาจารยท์ีป่รึกþา   1. รĂงýาÿตราจารย์ ดร.ýุภกานต์ พิมลธเรý  
2. ผู้ช่üยýาÿตราจารย์ ýýิภา พันธุüดีธร 

ผูด้ำเนนิการ    1. นางÿาüýลิþา ชูชื่นพฤกþาพันธ์    เลขประจำตัüนิÿิต 6033661023 
2. นางÿาüไĂýüรรย์ ธโนýüรรย์     เลขประจำตัüนิÿิต 6033673523 
ÿาขาüิชาüิทยาการคĂมพิüเตĂร์ ภาคüิชาคณิตýาÿตร์และüิทยาการ

คĂมพิüเตĂร์ คณะüิทยาýาÿตร์ จุāาลงกรณ์มĀาüิทยาลัย 
 
 

ĀลักการและเĀตผุล 
ในทุกüินาทีขĂงโลกปัจจุบันมีเĀตุการณ์ใĀม่  ๆ ที ่น่าÿนใจเกิดขึ ้นĂยู ่ตลĂดเüลา ซึ ่งการติดตาม

เĀตุการณ์คüามเปลี่ยนแปลงที่เกิดขึ้นที่รüดเร็üและมีประÿิทธิภาพนั้นต้ĂงĂาýัยการติดตามข่าüÿารผ่านÿื่Ă  
ต่าง ๆ เช่น ĀนังÿืĂพิมพ์รายüัน บทคüามข่าüบนเü็บไซต์ โดยเฉพาะĂย่างยิ่ง “รายการข่าü” ไม่ü่าจะเป็น

รายการข่าüโทรทัýน์ üิทยุ รüมไปถึงบนแพลตฟĂร์มĂĂนไลน์ จากการÿำรüจขĂง กÿทช. [1] พบü่าคüามนิยม

รายการข่าüขĂงคนไทยในปี 2563 ยังคงเป็นไปĂย่างต่Ăเนื่Ăง โดยจุดเด่นขĂงการรับข่าüÿารผ่านรายการข่าü 
คืĂผู้ชมจะได้ฟังการรายงานข่าüจากผู้รายงานข่าü ที่ผ่านการคัดกรĂง เรียบเรียง üิเคราะĀ์ และÿรุปมาจาก

แĀล่งข่าüที่เชื ่ĂถืĂได้ รายการข่าüจึงเป็นÿื ่Ăที ่มีคüามÿำคัญĂย่างมากในÿังคมปัจจุบัน  Ăย่างไรก็ตามใน 
รายการข่าüĀนึ่งรายการมักจะมีการนำเÿนĂข่าüในĀลากĀลายĀัüข้Ă เช่น ข่าüการเมืĂง ข่าüเýรþฐกิจ ข่าü

บันเทิง ข่าüĂาชญากรรม ข่าüต่างประเทý และĂื่น ๆ ทั้งĀมดนี้ถูกรüมĂยู่ในรายการข่าüเดียüกัน Ăีกทั้งบาง

รายการข่าüมีคüามยาüมากถึง 2 ชั่üโมง จึงยากÿำĀรับคนที่ต้ĂงการเลืĂกฟังข่าüแบบเจาะจงĀัüข้Ă เนื่Ăงจาก

ต้Ăงเÿียเüลาในการค้นĀาข่าüที่ตนÿนใจ  
ในการýึกþาเกี่ยüกับการจำแนกประเภทบทคüามข่าüĂĂนไลน์ขĂงไทย จากงานüิจัยขĂง Arisara 

Noppakaow และคณะ [2]  ได้ý ึกþาเกี ่ยüกับแบบจำลĂงĂัตโนมัต ิเพื ่Ăจำแนกบทคüามข่าüĂĂกเป็น  
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4 ประเภท ได้แก่ ข่าüĂาชญากรรม ข่าüการเมืĂง ข่าüกีāา และข่าüบันเทิง ด้üยขั้นตĂนüิธี  Decision Tree, 
Support Vector Machine (SVM) และ Deep Learning models มีค ่าคüามแม่นĂยู ่ที่  86% 94% และ 

95% ตามลำดับ และจากงานüิจัยขĂง Wiphada Jirasirilerd และ Pikulkaew Tangtisanon [3] ได้ýึกþา

เกี่ยüกับüิธีการติดป้ายกำกับĂัตโนมัติÿำĀรับบทคüามข่าüบนเü็บไซต์ภาþาไทยโดยใช้การกระจายข้Ăคüามใน

เĂกÿาร โดยÿกัดคำที่มีคüามĀมายคล้ายกันจากเüกเตĂร์ย่ĂĀน้าขĂงข่าüแต่ละประเภท และนำไปกำĀนดเป็น

ป้ายกำกับ เนื่Ăงจากโปรแกรมแบ่งกลุ่มคำภาþาไทยที่มีĂยู่นั้นใĀ้ĂัตราขĂงค่าคüามแม่นที่ต่ำ จึงได้ใช้โครงข่าย

ประÿาทแบบคĂนโüลูชันร่üมกับüิธีการจำแนกแบบไบนารีในการแยกคำĂĂกจากประโยคเพื่Ăประÿิทธิภาพที่ดี

ขึ้น และพบü่าแบบจำลĂงเüกเตĂร์ที่นำเÿนĂใĀ้ค่าคüามแม่นที่ดีกü่าแบบจำลĂงเüกเตĂร์Ăื่น ๆ  
จากงานüิจัยขĂง Nicolas และ Zach CHASE [4] ได้ýึกþาเกี่ยüกับการจำแนกประเภทĀัüข้ĂขĂง

บทคüามข่าüที่มีป้ายกำกับĀัüข้Ăที่เกี่ยüข้ĂงĀลายรายการ และüิเคราะĀ์ข้Ăบกพร่ĂงขĂงขั้นตĂนüิธีต่าง ๆ 

รüมถึง Naive Bayes แล้üผู้üิจัยได้นำเÿนĂตัüจำแนก Naive Bayes แบบĀนึ่งต่Ăทั้งĀมด โดยใช้ตัüจำแนก 
Āนึ ่งตัüต่Ăคลาÿ  ซึ ่งได้ประÿิทธิภาพมากกü่าüิธีการที ่ได้จาก Term Frequency–Inverse Document 
Frequency (TF-IDF) 

งานüิจัยขĂง Seonggyu Lee และคณะ [5] ได้เพิ่มประÿิทธิภาพขĂงการจำแนกประเภทเĂกÿาร โดย

นำเÿนĂüิธีการที่พัฒนามาจากพื้นฐานขĂง Latent Dirichlet Allocation (LDA) พร้Ăมกับพิจารณาน้ำĀนัก

ขĂงคำในการÿุ่มตัüĂย่างและเพิ่มคüามÿมดุลในการกระจายĀัüข้Ă โดยทดลĂงกับชุดข้Ăมูล 20 Newsgroups 
ซึ่งเป็นชุดข้Ăมูลที่รüบรüมเĂกÿารกลุ่มข่าüไü้จำนüน 20 ประเภท ผลการทดลĂงแÿดงใĀ้เĀ็นü่าการÿร้าง

แบบจำลĂงĀัüข้Ăแบบถ่üงน้ำĀนักÿมดุล (Balance Weighted Topic Modeling) ทำใĀ้ได้คุณลักþณะที่ช่üย

ใĀ้การจำแนกประเภทเĂกÿารมีประÿิทธิภาพดีขึ้น  
จากที่กล่าüมาข้างต้น ทำใĀ้ผู้พัฒนามีคüามÿนใจที่จะýึกþาเกี่ยüกับการจำแนกคำโต้ตĂบข่าü

ภาþาไทยตามชนิดĀัüข้Ăข่าü เพ่ืĂบĂกประเภทĀัüข้Ăข่าüü่าเป็นข่าüการเมืĂง ข่าüเýรþฐกิจ ข่าüĂาชญากรรม 

ข่าüบันเทิง ข่าüกีāา ĀรืĂ ข่าüÿิ่งแüดล้Ăม ซึ่งในการพัฒนา ผู้พัฒนาจะเก็บชุดข้Ăมูลเÿียงโต้ตĂบระĀü่าง

ผู้รายงานข่าüจากüิดีโĂย้ĂนĀลังขĂงรายการข่าüและแปลงเÿียง 
เป็นข้Ăคüามด้üยüิธี Speech-to-Text (STT) แล้üจึงนำข้Ăคüามมาÿกัดเป็นเüกเตĂร์คุณลักþณะ (feature 
vector) จากนั้นจึงÿร้างแบบจำลĂงÿำĀรับจำแนกĀัüข้Ăข่าüโดยใช้เทคนิคการเรียนรู้ขĂงเครื่Ăง เพ่ืĂนำเÿนĂüิธี

ที่ÿามารถจำแนกประเภทข่าüจากคำโต้ตĂบที่มีประÿิทธิภาพ 
üตัถปุระÿงค ์

เพ่ืĂพัฒนาตัüจำแนกคำโต้ตĂบข่าüไทยเป็นแบบชนิดĀัüข้Ăโดยใช้เทคนิคการเรียนรู้ขĂงเครื่Ăง 
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ขĂบเขตขĂงโครงงาน 
1. ข้Ăมูลนำเข้าคืĂชุดคำโต้ตĂบขĂงข่าüภาþาไทย 
2. ชุดคำโต้ตĂบรüบรüมจากüิดีโĂรายการข่าüไทย โดยมีĂายุข่าüย้ĂนĀลังไม่เกิน 2 ปี คืĂตั้งแต่เดืĂน

ตุลาคม 2561 ถึง ตุลาคม 2563 และมีผู้รายงานข่าü 2 คนขึ้นไป 
3. ชุดคำโต้ตĂบแบ่งตามประเภทĀัüข้Ăข่าüได้ 4 ประเภท ได้แก่ ข่าüการเมืĂง ข่าüเýรþฐกิจ  

ข่าüĂาชญากรรม และข่าüบันเทิง 
4. จำนüนชุดคำโต้ตĂบประเภทละ 100 ชุด 
5. ชุดคำโต้ตĂบแต่ละชุดมีระยะเüลาไม่เกิน 15 üินาที 

üธิกีารดำเนินงาน 
1. ýึกþาค้นคü้าทฤþฎีที่เกี่ยüข้Ăง  
2. ýึกþางานüิจัยที่เกี่ยüข้Ăง 
3. เตรียมชุดข้Ăมูลคำโต้ตĂบข่าüไทย 
4. üิเคราะĀ์ ĂĂกแบบ และÿร้างตัüแบบในการจำแนกประเภทĀัüข้Ăข่าü 
5. ทดÿĂบประÿิทธิภาพขĂงตัüแบบ 
6. üิเคราะĀ์และĂภิปรายผล 
7. จัดทำเĂกÿาร 

ตารางเüลาการดำเนนิงาน 

ขั้นตĂนการดำเนินงาน 
ป ี2563 ป ี2564 

ÿ.ค. ก.ย. ต.ค พ.ย. ธ.ค. ม.ค. ก.พ. มี.ค. เม.ย. 
1. ýึกþาค้นคü้าทฤþฎีที่เกี่ยüข้Ăง                    
2. ýึกþางานüิจัยที่เกี่ยüข้Ăง                   
3. เตรียมชุดข้Ăมูลคำโต้ตĂบข่าüไทย                   

4. üิเคราะĀ์ ĂĂกแบบ และÿร้างตัüแบบ

ในการจำแนกประเภทĀัüข้Ăข่าü 
                  

5. ทดÿĂบประÿิทธิภาพขĂงตัüแบบ                   
6. üิเคราะĀ์และĂภิปรายผล                   
7. จัดทำเĂกÿาร                   
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ประโยชนท์ี่คาดüา่จะไดร้บั 
ประโยชน์ที่ได้ต่Ăผู้พัฒนา 

1. ได้ฝึกฝนและพัฒนาทักþะในการÿร้างตัüจำแนกด้üยเทคนิคการเรียนรู้ขĂงเครื่Ăง 
2. ได้ฝึกฝนและพัฒนาทักþะการüางแผนและทำงานเป็นขั้นตĂน 
3. ได้ฝึกการทำงานเป็นกลุ่ม การยĂมรับคüามคิดเĀ็นผู้Ă่ืน และคüามรับผิดชĂบในĀน้าที่ 
4. ได้พัฒนาýักยภาพในการเรียนรู้ด้üยตัüเĂง 

ประโยชน์ที่ได้ต่Ăผู้ใช้ 
1. ได้แนüทางในการจำแนกประเภทĀัüข้Ăข่าüจากชุดคำโต้ตĂบ 
2. ÿามารถนำชุดข้Ăมูลข่าüไทย และแนüทางที่เÿนĂไปพัฒนาต่ĂยĂดได้ 

Ăปุกรณ์และเครืĂ่งมĂืทีใ่ช้ 
1. ăาร์ดแüร์ 

คĂมพิüเตĂร์พกพาที่มีĀน่üยประมüลผลกลางคüามเร็üไม่ต่ำกü่า 2.5 GHz คüามจุขĂง

Āน่üยคüามจำไม่ต่ำกü่า 8 GB และĀน่üยคüามจำÿำรĂงคüามจุไม่ต่ำกü่า 256 GB 
2. ซĂฟต์แüร์ 

2.1 ระบบปฏิบัติการ Windows 10 
2.2 Visual Studio Code เüĂร์ชนั 1.50.1 
2.3 Google Colab Python notebook 
2.4 ไลบรารี Python ÿำĀรับการทำงานและคำนüณข้Ăมูล เช่น Scikit-learn, PyThaiNLP 

งบประมาณ 
1. ăาร์ดดิÿก์ชนิด SSD แบบพกพา คüามจุ 500 GB   2 ชิ้น     7,000 บาท 
2. เมาÿ์ไร้ÿาย       2 ชิ้น    2,000 บาท 
3. Ăุปกรณ์ต่Ăพ่üง USB      2 ชิ้น    1,000 บาท 

รüม   10,000 บาท 
ÿามารถถัüเฉลี่ยได้ทุกรายการ 
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