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บทคัดย่อภาษาไทย  ปวริศ เวชวรรณกิจกุล : การคาดการณ์เวลาเดินทางบนท้องถนนระหว่างพิกัดสองจุดใน

กรุงเทพมหานคร ด้วยวิธีการเรียนรู้ของเครื่อง. ( Road Travel Time Prediction 
Between Two Coordinates in Bangkok Using Machine Learning Approaches) 
อ.ท่ีปรึกษาหลัก : รศ. ดร.พิศิษฎ์ จารุมณีโรจน์ 

  
ระยะเวลาเดินทางบนท้องถนนในกรุงเทพมหานครนั้นมีความไม่แน่นอน เนื่องจากความ

แออัดของการจราจร อย่างไรก็ดี ข้อมูลดังกล่าวกลับมีความสำคัญในการจัดเส้นทางการเดินรถเพื่อ
ธุรกิจ ซึ่งส่วนใหญ่มักใช้ค่าประมาณการณ์ซึ่งอาจมีความคลาดเคล่ือนไปจากความเป็นจริง ส่งผลทำ
ให้ประสิทธิภาพของแผนงานดังกล่าวลดต่ำลง ด้วยเหตุดังกล่าว ผู้วิจัยจึงได้ทำการพัฒนาตัวแบบท่ี
สามารถการคาดการณ์ระยะเวลาเดินทางบนท้องถนนในกรุงเทพมหานครด้วยการเรียนรู้ของเครื่อง 
โดยอ้างอิงจากข้อมูลท่ีทุกคนสามารถเข้าถึงได้โดยไม่มีค่าใช้จ่าย  ทำให้ผู้ใช้งานสามารถนำไปใช้
พัฒนา หรือบูรณาการร่วมกับแผนงานเดิมได้ เริ่มต้น ผู้วิจัยได้ทำการเก็บข้อมูล Mobile Probe 
จาก iTIC foundation จากนั้นจึงแปลงข้อมูลดังกล่าวออกเป็น Origin-Destination Pairs แล้ว
คัดเลือกเฉพาะชุดข้อมูลท่ีมีพิกัดอยู่ภายในเขตกรุงเทพมหานครไปใช้สร้างต้นแบบการเรียนรู้ของ
เครื่องผ่านอัลกอริทึมแบบต่าง ๆ จนได้อัลกอริทึมท่ีสามารถสร้างต้นแบบท่ีมีประสิทธิภาพสูงท่ีสุดได้ 
ผู้วิจัยพบว่า จากอัลกอริทึมต่าง ๆ Random forest ถือเป็นอัลกอริทึมท่ีสามารถสร้างต้นแบบท่ีมี
ศักยภาพสูงท่ีสุด ในขณะท่ี XGBoost และ CatBoost มีแนวโน้มท่ีดีในการนำไปพัฒนาต่อ 
เนื่องจากใช้ระยะเวลาในการสร้างต้นแบบน้อย 
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technique 
 Pawaris Wachwannakijkul : Road Travel Time Prediction Between Two 

Coordinates in Bangkok Using Machine Learning Approaches. Advisor: 
Assoc. Prof. Pisit Jarumaneeroj, Ph.D. 

  
While road travel time in Bangkok is uncertain, due largely to traffic 

congestion, accurate travel time is, however, important for both businesses and 
research – especially for vehicle route planning that normally adopts estimates 
that may be far different from their real values. To properly predict road travel 
time in Bangkok with less data restrictions, several machine learning approaches 
have been herein explored, based solely on publicly available data so that users 
can further extend or combine this prediction module with others for their own 
proposes at the least cost. In doing so, we first collect data from iTIC foundation 
and later transform such a data set into Origin-Destination Pairs, excluding those 
outside Bangkok area. Various machine learning approaches are then applied, 
where Random forest is found to be the most accurate algorithm providing the 
least MAPE. We also find that, among these many algorithms, XGBoost, CatBoost 
have good potential to be further investigated – as their computational times are 
relatively low, but with comparatively high efficiency. 
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บทท่ี 1 
บทนำ 

 
1.1 ที่มาและความสำคัญของปัญหา 
 ปัจจุบันธุรกิจการให้บริการขนส่งทางถนนในประเทศไทยท่ีมีลักษณะการให้บริการในรูปแบบ
ของการรับส่งสินค้าไม่ว่าจะเป็น คน หรือพัสดุ ล้วนแล้วแต่มีผู้ให้บริการท่ีหลากหลาย ดังแสดงในภาพ
ท่ี 1.1 ซึ่งแสดงให้เห็นถึงผู้ให้บริการธุรกิจบริการขนส่งทางถนนบางส่วน ผู้ให้บริการแต่ละรายอาจ
ประกอบธุรกิจขนส่งมากกว่าหนึ่งประเภท แบ่งตามประเภทของสินค้าท่ีขนส่ง (คน, พัสดุ, อาหาร) 
หรือ ประเภทของลูกค้าท่ีรับสินค้า (B2B, B2C, C2C) ทำให้มีกระบวนการทำงานแตกต่างกันท้ังใน
ระหว่างผู้ให้บริการ และ ภายในผู้ให้บริการเดียวกัน แต่ในทุกกระบวนการส่งสินค้าไม่ว่าประเภทใดก็
ตาม จะมีกระบวนการท่ีเหมือนกัน คือ การขนส่งไปยังลูกค้าปลายทาง (Last mile delivery) 
 
 
 
 
 
 
 
 

ภาพท่ี 1.1 ตัวอย่างผู้ให้บริการขนส่งทางถนน 
 
 การขนส่งไปยังลูกค้าปลายทาง คือ การรับสินค้าจากสถานท่ีหนึ่งไปส่งยังอีกสถานท่ีหนึ่ง 
กระบวนการดังกล่าวเป็นหนึ่ งในส่วนสำคัญของธุรกิจขนส่งทางถนน ซึ่งโดยท่ัวไปแล้วมักมี
ประสิทธิภาพต่ำ และ มีต้นทุนสูง (Li et al., 2021) ท้ังนี้ในส่วนของต้นทุนการขนส่งไปยังลูกค้า
ปลายทางมีค่าระหว่างร้อยละ 13 ถึงร้อยละ 75 ของโซ่อุปทาน (Supply Chain) ท้ังหมด (Gevaers 
et al., 2009) ส่วนประสิทธิภาพของการขนส่งไปยังลูกค้าปลายทางนั้นขึ้นอยู่กับหลายปัจจัย เช่น 
ความหนาแน่นของผู้บริโภคและกรอบเวลา (Boyer et al., 2009) ความชำนาญเส้นทางของพนักงาน
ขนส่ง (Cortes & Suzuki, 2021) การนำจ่ายพัสดุไม่สำเร็จ (Gevaers et al., 2009) เป็นต้น ขณะท่ี
มูลค่าตลาดขนส่งพัสดุในประเทศไทย ต้ังแต่ปี ค.ศ.2015 ถึง ค.ศ.2020 เติบโตขึ้นทุกปี ดังแสดงใน
ภาพท่ี 1.2 การวางแผนเส้นทางเดินรถเพื่อขนส่งสินค้าจึงมีส่วนสำคัญในการเพิ่มประสิทธิภาพของการ
ขนส่งไปยังลูกค้าปลายทาง แรกเริ่มในงานวิจัยส่วนใหญ่มักมุ่งเน้นไปท่ีการแก้ไขปัญหาวิถีส้ันสุด 
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(Shortest path) จากข้อมูลชุดเดิมเพียงชุดเดียว (Geng et al., 2020) ต่อมาจึงเริ่มมีการพัฒนา
ปัญหาการจัดเส้นทางในรูปแบบเดิม ให้มีความเสมือนจริงมากขึ้นเพื่อรับมือกับเงื่อนไขสภาพแวดล้อม
ท่ีเปล่ียนแปลงไปอยู่ตลอดเวลา เช่น ความหนาแน่นของการจราจรในแต่ละช่วงเวลาและสถานท่ี ท่ี
ส่งผลต่อระยะเวลาในการเดินทาง (Frohner et al., 2021) 
 

 
ภาพท่ี 1.2 มูลค่าตลาดขนส่งพัสดุของไทย (วาที, 2563) 

  
 กรุงเทพมหานคร เป็นเมืองหลวงของประเทศไทย  ซึ่งมีอันดับระดับความแออัดของสภาพ
การจราจรอยู่ในอันดับท่ี 10 จาก 416 เมือง 57 ประเทศ จากการจัดอันดับสามารถกล่าวได้ว่า  
กรุงเทพมหานครเป็นเมืองท่ีมีสภาพการจราจรแออัดมาก และ TomTom (2021b) ได้มีการแสดง
ร้อยละความแออัดของสภาพการจราจรตามช่วงเวลาไว้ ดังแสดงในภาพท่ี 1.3 
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ภาพท่ี 1.3 ความแออัดของสภาพการจราจรในกรุงเทพมหานคร (TomTom, 2021a) 

 
 ในภาพท่ี 1.3 แสดงให้เห็นถึงความแปรปรวนของความแออัดของสภาพการจราจรใน
กรุงเทพมหานคร ซึ่งมีความแตกต่างกันในแต่ละช่วงเวลาของแต่ละวันในสัปดาห์ ส่ งผลทำให้
ระยะเวลาในการเดินทางจากสถานท่ีหนึ่งไปยังอีกสถานท่ีหนึ่ง อาจแตกต่างกันในแต่ละช่วงเวลา  
 กรุงเทพมหานครเป็นเมืองท่ีมีปัญหาทางด้านจราจรมาอย่างยาวนาน สาเหตุแรกเริ่มมาจาก
การสร้างโครงข่ายถนนของกรุงเทพมหานคร ซึ่งสามารถแสดงให้เห็นถึงปัญหาได้จากดัชนีซอยตันใน
แต่ละเขต ดังภาพท่ี 1.4 (เพิ่มศักดิ์ พูลพรม, 2548) ท้ังนี้พื้นท่ีถนนของกรุงเทพมหานครมีเพียงร้อยละ 
9 เท่านั้น เมื่อเทียบกับในสัดส่วนถนนขั้นต่ำสากลท่ีเหมาะสมท่ีร้อยละ 20 ของพื้นท่ีเมือง (จารึก 
ประพันธ์พจน์, 2533) นอกจากนี้กรุงเทพมหานครยังเป็นศูนย์กลางของความเจริญในประเทศไทย 
จากแผนพัฒนาเศรษฐกิจและสังคมแห่งชาติ (วรรธนา พันธ์สว่าง, 2539) กรุงเทพมหานครจึงมี
ประชากรย้ายท่ีอยู่อาศัยเข้ามาจำนวนมาก อัตราการเปล่ียนแปลงของประชากรเพิ่มสูงขึ้นเฉล่ีย
ประมาณร้อยละ 4 ต่อปี (จารุวรรณ ลิมปเสนีย์, 2521) ทำให้รถโดยสารประจำทางไม่เพียงพอต่อ
ความต้องการ ประชากรเริ่มใช้รถยนต์ส่วนตัวมากขึ้น (บุญเสริม อินทรตุล, 2517) ปัญหาโครงสร้าง
เหล่านี้ล้วนแล้วแต่ส่งผลให้ระดับความแออัดของสภาพการจราจรของกรุงเทพมหานครถูกจัดอยู่ใน
อันดับต้น ๆ ของโลก 
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ภาพท่ี 1.4 ดัชนีซอยตันกรุงเทพมหานคร (อดิศักด์ิ กันทะเมืองล้ี, 2562) 

 
 จากการค้นคว้างานวิจัยการจัดเส้นทางท่ีนำความไม่แน่นอนของเวลาเดินทางเข้ามา
ประกอบด้วย (Online or real-time problem) พบว่า มีหลายเทคนิคท่ีถูกนำมาใช้ในส่วนของการ
หาระยะเวลาเดินทางท่ีเปล่ียนแปลงไปในแต่ละช่วงเวลา เช่น การใช้แบบจำลองแบบสุ่ม (Stochastic 
Model) (Yu & Yang, 2019) การเรียกข้อมูลจากแอพพลิเคช่ัน Google Map (Google distance 
Matrix API) (Parinya, 2019)  การวิเคราะห์ข้อมูลท่ีรวบรวมได้จากส่ือโซเช่ียล  (Hadiyanto et al., 
2019) ซึ่งงานวิจัยเหล่านี้ไม่ได้กล่าวถึงรายละเอียดของข้อมูลท่ีนำมาใช้หรือความแม่นยำของ
ระยะเวลาเดินทางมากนัก ทำให้ไม่สามารถนำมาใช้เปรียบเทียบผลคำตอบกับงานวิจัยประเภท
เดียวกันได้ นอกจากนี้แม้ว่าเราจะสามารถใช้การเรียกข้อมูลระยะเวลาเดินทาง จากแอพพลิเคช่ันผู้
ให้บริการแผนท่ีต่าง ๆ เช่น Google Map, TomTom, Apple Map, Longdo Traffic, Nostra 
Map การเรียกข้อมูลในปริมาณท่ีมากกว่าข้อจำกัด จำเป็นต้องเสียค่าใช้จ่าย  (การเรียกข้อมูลจาก
แอพพลิเคช่ัน MapQuest ซึ่งเป็นผู้ให้บริการแผนท่ีแบบไม่มีค่าใช้จ่าย ไม่มีข้อจำกัดในด้านปริมาณ
การเรียกข้อมูล แต่ก็มีข้อจำกัดในด้านของขนาดข้อมูลและการกำหนดตัวแปรต่าง ๆ) ผู้วิจัยจึงมีความ
สนใจในการสร้างต้นแบบการคาดการณ์ระยะเวลาเดินทางระหว่างพิกัดสองจุดด้วยวิธีการเรียนรู้ของ
เครื่อง (Machine learning) ในเขตพื้นท่ีของจังหวัดกรุงเทพมหานคร โดยท่ีผู้ใช้งานต้นแบบสามารถ
กำหนดตัวแปรสภาพแวดล้อมต่าง ๆ ในการคาดการณ์ได้ เช่น วันในสัปดาห์ สภาพอากาศ ช่วงเวลา 
โดยโปรแกรมจะแสดงค่ากลับมาเป็นระยะเวลาเดินทาง โดยไม่มีการจำกัดปริมาณการเรียกข้อมูล ผัง
งานของโปรแกรมเบ้ืองต้น (Flowchart) สามารถแสดงได้ดังภาพท่ี 1.5  
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ภาพท่ี 1.5 ผังงานของโปรแกรมเบ้ืองต้น 
 
 เราสามารถเปรียบเทียบข้อจำกัดในการเรียกข้อมูลระยะเวลาเดินทางของแอพพลิเคช่ันผู้
ให้บริการแผนท่ีต่าง ๆ แบบไม่มีค่าใช้จ่ายกับงานวิจัยนี้ได้ดังตารางท่ี 1.1 
 
ตารางท่ี 1.1 เปรียบเทียบข้อจำกัดในการเรียกข้อมูลระยะเวลาเดินทางของผู้ให้บริการแผนท่ี 

ผู้ให้บริการแผนท่ี 
ข้อจำกัด 

ปริมาณการเรียกข้อมูล ขนาดของข้อมูล ตัวแปรสภาพแวดล้อม 
Google Map ✓ ✓ ✓ 
TomTom ✓ ✓ ✓ 
Apple Map ✓ ✓ ✓ 
Longdo Traffic ✓ ✓ ✓ 
Nostra Map ✓ ✓ ✓ 
Openrouteservice ✓ ✓ ✓ 
MapQuest ✕ ✓ ✓ 
Here ✓ ✕ ✓ 
งานวิจัย ✕ ✕ ✕ 

หมายเหตุ ✓ หมายถึง ผู้ให้บริการแผนท่ีมีข้อจำกัดนั้น 
✕ หมายถึง ผู้ให้บริการแผนท่ีไม่มีข้อจำกัดนั้น 

 

ข้อมูล ละติจูด ลองติจูด 
(สามารถใส่ได้มากกว่า 2 จุด) 

แสดงค่าระยะเวลาเดินทาง 

กำหนดตัวแปร วันท่ีในสัปดาห์ 
ช่วงเวลา อากาศ 
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 จากตารางท่ี 1.1 แสดงให้เห็นว่าการเรียกข้อมูลระยะเวลาเดินทางจากผู้ให้บริการแผนท่ีแบบ
ไม่เสียค่าใช้จ่าย มักจะมีข้อจำกัดในการเรียกข้อมูลในด้าน ปริมาณการเรียกข้อมูล ขนาดของข้อมูล 
หรือการต้ังค่าตัวแปรสภาพแวดล้อม ซึ่งในงานวิจัยนี้จะทำให้สามารถเรียกข้อมูลระยะเวลาเดินทางได้
อย่างไม่มีข้อจำกัดใด ๆ ด้วยการนำข้อมูลท่ีเกี่ยวข้องกับการจราจร เช่น ข้อมูลการติดตามพิกัดยานห
นะ ข้อมูลปริมาณน้ำฝน ข้อมูลดัชนีช้ีวัดรถติด เป็นต้น มาทำการแปลงให้เป็นตัวแปร เช่น พิกัดตอนท่ี
รับผู้โดยสาร พิกัดตอนท่ีส่งผู้โดยสาร ระยะทางในการเดินทาง ปริมาณน้ำฝน และ ตัวแปรอื่น ๆ นำ
ตัวแปรเหล่านี้ไปสร้างต้นแบบด้วยวิธีการเรียนรู้ของเครื่อง ซึ่งจะทำให้ได้ต้นแบบท่ีสามารถคาดการณ์
ระยะเวลาในการเดินทาง โดยไม่เสียค่าใช้จ่ายใด ๆ 
 
1.1 วัตถุประสงค์ 

- เพื่อสร้างต้นแบบการเรียนรู้ของเครื่องในการคาดการณ์ระยะเวลาเดินทางระหว่างพิกัด
สองจุดในกรุงเทพมหานคร และพัฒนาต้นแบบให้ค่าความผิดพลาดระหว่างระยะเวลา
เดินทางท่ีคาดการณ์กับระยะเวลาเดินทางจากข้อมูลจริงมีค่าต่ำ 

 
1.2 ขอบเขตของการวิจัย 

- ต้นแบบสามารถใช้ได้เฉพาะพิกัดในพื้นท่ี 50 เขตของจังหวัดกรุงเทพมหานคร 
- ข้อมูลท่ีนำมาใช้เป็นข้อมูลท่ีสามารถเข้าถึงได้แบบสาธารณะโดยไม่เสียค่าใช้จ่าย 
- ประเภทของพาหนะในข้อมูลท่ีนำมาใช้ คือ แท็กซี่โดยสารท่ีปิดไฟรับผู้โดยสาร ปริมาณ  

12 ล้าน ตัวอย่าง  
- ข้อมูลท่ีนำมาใช้อยู่ในช่วงเวลาระหว่าง 1 มกราคม ค.ศ.2020 ถึง 31 ธันวาคม ค.ศ.2020 
- ข้อมูลพิกัดเริ่มต้น และ พิกัดส้ินสุด (Origin-destination data) ไม่รวมถึงเส้นทางในการ

เดินทาง 
 
1.3 ประโยชน์ที่คาดว่าจะได้รับจากงานวิจัย 

- เผยแพร่ต้นแบบการเรียนรู้ของเครื่องเพื่อให้ผู้ท่ีสนใจสามารถนำไปใช้งาน ศึกษา หรือ 
พัฒนาต่อได้ 

- สามารถจัดลำดับความสำคัญของปัจจัยท่ีมีผลกระทบต่อระยะเวลาเดินทางในจังหวัด
กรุงเทพมหานคร 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

บทท่ี 2 
ทฤษฎีและงานวิจัยที่เกี่ยวข้อง 

 
 การคาดการณ์ เวลาเดินท าง เป็ นห นึ่ ง ใน ส่วนสำคัญ ของระบบ  ITS (Intelligent 
transportation system) ในช่วง 30 ปีท่ีผ่านมา นักวิจัยด้านการขนส่ง และ นักวิทยาศาสตร์ข้อมูล
ได้พัฒนาหลากหลายเทคนิคเพื่อเพิ่มความน่าเช่ือถือแก่วิธีการคาดการณ์เวลาเดินทางในอนาคต (Oh 
et al., 2015) โดยท่ัวไปแล้วเทคนิคเหล่านั้นสามารถแบ่งออกได้เป็น 3 กลุ่ม ได้แก่ Naive methods, 
traffic theory-based method และ  data-driven methods (Fan & Qiu, 2021) โดย เทคนิ ค 
data-driven นั้นจะใช้ชุดข้อมูลท่ีเกี่ยวข้องกับการเดินทาง และ ข้อมูลวิธีทางสถิติในการคาดการณ์
เวลาเดินทาง ทำให้มีผู้ท่ีสามารถวิจัยหัวข้อนี้ได้มากขึ้น เพราะไม่จำเป็นต้องมีความเช่ียวชาญในด้าน
ทฤษฎีการจราจรโดยเฉพาะ เทคนิคนี้จำเป็นต้องใช้ข้อมูลปริมาณมากซึ่งอาจจะไม่ได้มีอยู่ในทุกท่ี 
ต้นแบบท่ีสร้างจากเทคนิคนี้จะมีความแม่นยำมากขึ้นจากความพร้อมของข้อมูล (Lint, 2006) 
 ถึงแม้ว่าจะมีงานวิจัยมากมายท่ีเกี่ยวข้องกับการคาดการณ์ระยะเวลาเดินทางบนท้องถนน แต่
มีไม่มากนักท่ีนำวิธีการเรียนรู้ของเครื่องมาใช้ร่วมกัน และงานวิจัยประเภทนี้ยังมีการใช้ชุดข้อมูลจาก
แหล่งข้อมูลท่ีแตกต่างกัน เช่น ข้อมูลสาธารณะของแท็กซี่ในนิวยอร์ก (NYC Yellow Cab trip 
record) (Huang & Xu, 2018) เว็บไซต์วางแผนการเดินทาง Uber Movement (Deb et al., 
2019) เป็นต้น ข้อมูลเหล่านี้เป็นข้อมูลท่ีบันทึกจากแต่ละประเทศ ซึ่งมีความแตกต่างในโครงข่ายถนน 
พฤติกรรมการขับขี่ ความหนาแน่นของการจราจร พื้นท่ีภูมิประเทศ ส่งผลทำให้การคาดการณ์
ระยะเวลาเดินทางบนท้องถนนหนึ่ง ๆ ไม่สามารถนำไปประยุกต์ใช้กับการคาดการณ์ระยะเวลาอื่น ๆ 
ได้อย่างมีความแม่นยำ งานวิจัยประเภทเดียวกันจึงมีความแตกต่างกันอย่างเห็นได้ชัดในด้านของชุด
ข้อมูล และ วิธีการท่ีใช้คาดการณ์ ซึ่งงานวิจัยท่ีใช้วิธีการเรียนรู้ของเครื่องส่วนใหญ่จะหยิบยก
อัลกอริทึมบางอย่างสำหรับวิเคราะห์การถดถอยมาใช้ เช่น Linear Regression (LR), K-Nearest 
Neighbors (KNN), Random Forest (RF) โดยการคัดเลือกอัลกอริทึมเหล่านี้มาใช้คาดการณ์ก็เป็น
อีกหนึ่งความแตกต่างของงานวิจัยประเภทนี้ 
 ในงานวิจัยบทนี้จะกล่าวถึงทฤษฎีท่ีเกี่ยวข้องกับวิธีการเรียนรู้ของเครื่องซึ่งประกอบไปด้วย 
ความหมายของวิธีการเรียนรู้ของเครื่อง วิธีการคัดเลือกและประเมินผลของต้นแบบ การลดความ
ผิดพลาดท่ีเกิดขึ้นจากการสร้างต้นแบบ และ อัลกอริทึมต่าง ๆ ของวิธีการเรียนรู้ของเครื่องท่ีนำมาใช้
ในการสร้างต้นแบบ 
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2.1 วิธีการเรียนรู้ของเคร่ือง 
 Mohri et al. (2018) กล่าวว่า เราสามารถให้ความหมายแบบกว้าง ๆ ของวิธีการเรียนรู้ของ
เครื่องว่า เป็นวิธีการคำนวณด้วยคอมพิวเตอร์โดยการใช้ประสบการณ์ในการเพิ่มประสิทธิภาพหรือทำ
ให้การคาดการณ์แม่นยำขึ้น โดยประสบการณ์ในท่ีนี้หมายถึงข้อมูลสารสนเทศท่ีผ่านมาในอดีต ซึ่งโดย
ปกติจะถูกจัดเก็บอยู่ในรูปแบบข้อมูลอิเล็กทรอนิกส์ ข้อมูลเหล่านี้จะถูกดัดแปลงให้อยู่ในรูปแบบของ
ตัวเลขเชิงปริมาณและทำการจัดแบ่งประเภทของข้อมูลโดยมนุษย์เพื่อให้สามารถนำมาใช้ได้ในวิธีการ
เรียนรู้ของเครื่อง ท้ังนี้คุณภาพ และ ขนาดของข้อมูลมีความสำคัญในประสิทธิผลของการคาดการณ์ท่ี
ถูกสร้างโดยวิธีการเรียนรู้ของเครื่อง 
 วิธีการเรียนรู้ของเครื่องนั้นถูกออกแบบมาเพื่อใช้กับงานหลากหลายรูปแบบ ในงานวิจัยนี้จะ
ใช้วิธีการเรียนรู้ของเครื่องกับปัญหาการถดถอย (Regression) ซึ่งเป็นปัญหาในการคาดการณ์ค่าท่ี
แท้จริงของส่ิงของแต่ละอย่าง ตัวอย่างเช่น การคาดการณ์มูลค่าของหุ้นหรือความผันแปรของตัวแปร
ทางเศรษฐกิจ โดยความผิดพลาดของงานการถดถอยนี้จะขึ้นอยู่กับขนาดของความแตกต่างระหว่าง
ค่าท่ีเกิดขึ้นจริงและค่าท่ีเกิดจากการคาดการณ์ 
 ประเภทของวิธีการเรียนรู้ของเครื่องจะถูกแบ่งโดยข้อมูลท่ีใช้ ซึ่งในงานวิจัยนี้จะเป็นการ
เรียนรู้แบบมีผู้สอน (Supervised learning) กล่าวคือ ผู้เรียนรู้จะได้รับข้อมูลท่ีมีคำตอบอยู่แล้ว และ
ทำการคาดการณ์เพื่อเปรียบเทียบกับคำตอบนั้น 
 
2.2 การเลือกอัลกอริทึมในการสร้างต้นแบบ 

การเลือกอัลกอริทึมเพื่อสร้างต้นแบบจากปัญหาการถดถอยในงานวิจัยนี้จะอ้างอิงจากการ
แข่งขัน Kaggle (Kaggle Competition) ซึ่งเป็นการแข่งขันทำโจทย์ทางด้าน Data Science รวมถึง
การใช้วิธีการเรียนรู้ของเครื่องเพื่อสร้างต้นแบบแล้วหาผู้ชนะท่ีสามารถสร้างต้นแบบให้มีค่าเมตริก
ความผิดพลาดน้อยท่ีสุด โดยเป็นการแข่งขันระดับโลกท่ีเปิดให้ทุกคนเข้าร่วม ซึ่งอัลกอริทึมท่ีสามารถ
สร้างความสำเร็จในหลาย ๆ การแข่งขันก็คือ Gradient Boosting หรืออัลกอริทึมท่ีมีการใช้วิธีร่วมกัน
ตัดสินใจ (Ensemble) (KA-KA-shi, 2021) อัลกอริทึมท่ีมีการใช้ Gradient Boosting และวิธีร่วมกัน
ตัดสินใจเช่น  XGBoost, LightGBM, CatBoost หรือ Random forest (ท่ี ใช้ เฉพาะวิธี ร่วมกัน
ตัดสินใจกับต้นไม้ตัดสินใจแบบด้ังเดิม) หลังจากนี้จะเรียกรวมอัลกอริทึมท่ีกล่าวมาว่าอัลกอริทึม Tree 
based  

หากเทียบอัลกอริทึม Tree based กับอัลกอริทึมท่ีทันสมัยกว่าอย่าง Neural Network ซึ่งมี
ความซับซ้อน และถูกเรียกว่าเป็นทางออกของทุกปัญหาในวิธีการเรียนรู้ของเครื่องแล้ว Tree based 
นั้นอาจดูมีความน่าสนใจน้อยกว่าเนื่องจากเป็นอัลกอริทึมท่ีเรียบง่าย (Andre Ye, 2020) แต่กลับเป็น
อัลกอริทึมท่ีได้รับความนิยมสูงสุดในด้านการแข่งขันประสิทธิภาพของต้นแบบ ท้ังสองอัลกอริทึมนี้ถูก
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จัดให้อยู่ในประเภทเดียวกันท่ีมีการแยกโครงสร้างของโจทย์ และทำการวิเคราะห์ทีละส่วนแทนท่ีการ
ใช้ขอบเขตเพียงอันเดียวท่ีสามารถครอบคลุมได้ท้ังชุดข้อมูลอย่าง Support Vector Machine หรือ 
Linear Regression 

อัลกอริทึม Tree based นั้นมีประสิทธิภาพเหนือกว่าอัลกอริทึม Neural Network เมื่อใช้
กับข้อมูลท่ีเป็นรูปแบบตาราง (Tabular data) (Grinsztajn et al., 2022) ซึ่งในงานวิจัยได้บอกถึง
เหตุผลไว้ดังนี้ 

- Neural Network จะมี Biased และหาจุดท่ีเหมาะสมได้แย่กว่า Tree based เมื่อเป็น 
Non-smooth functions หรือ Decision boundaries  

- เมื่อใช้ชุดข้อมูลขนาดใหญ่ ตัวแปรท่ีไม่มีความสัมพันธ์กันจะทำให้ Neural Network มี
ประสิทธิภาพแย่ลง 

- Neural Network ไม่แปรผันกับการ Rotation ข้อมูล 
เนื่องจากงานวิจัยนี้ใช้ชุดข้อมูลท่ีเป็นรูปแบบตาราง ผู้วิจัยจึงเลือกใช้อัลกอริทึม Tree based 

ท่ีสามารถวิเคราะห์ข้อมูลแยกเป็นส่วน ๆ และเหมาะสมกับชุดข้อมูลนี้ในการสร้างต้นแบบ 
 

2.3 การคัดเลือกและการประเมินผลของต้นแบบ 
 การสร้างต้นแบบ การคาดการณ์ระยะเวลาเดินทางบนท้องถนนระหว่างพิกัดสองจุดด้วย
วิธีการเรียนรู้ของเครื่อง จำเป็นต้องมีการคัดเลือกต้นแบบท่ีดีท่ีสุดไม่ว่าจะเป็นในการสร้างต้นแบบ
เดียวกันหรือระหว่างต้นแบบอื่น ๆ  ซึ่งในปัญหาการถดถอย จะทำการสร้างต้นแบบเพื่อคาดการณ์
ค่าท่ีต้องการจากข้อมูล โดยสามารถเขียนสมการเพื่อคำนวณค่าความผิดพลาดของต้นแบบได้ดังนี้ 

𝐸𝑟𝑟𝑜𝑟 = 𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑜𝑛 − 𝑎𝑐𝑡𝑢𝑎𝑙  (2.1) 
โดยท่ี 𝐸𝑟𝑟𝑜𝑟 คือ ค่าความผิดพลาดของต้นแบบ 

𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑜𝑛 คือ ค่าท่ีคาดการณ์ได้จากต้นแบบ 
 actual คือ ค่าท่ีใส่ให้กับผู้เรียนรู้ 
 ในการเรียนรู้ของเครื่อง เรียกสมการนี้ว่า Loss function โดยเป้าหมายของการสร้าง
ต้นแบบ คือการทำให้ตัวแปรนี้มีค่าน้อยท่ีสุด ยกตัวอย่างกราฟของต้นแบบการถดถอยเชิงเส้น ดัง
แสดงในภาพท่ี 2.1 
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ภาพท่ี 2.1 ตัวอย่างกราฟของต้นแบบการถดถอยเชิงเส้น (พรทิวา วิศิษฏ์สรอรรถ, 2562) 

 
 จากภาพท่ี 2.1 แสดงถึงกราฟของต้นแบบการถดถอยเชิงเส้นท่ีคาดการณ์ค่า y ด้วยตัวแปร x 
จุดสีดำ คือ ค่าท่ีใส่ให้กับผู้เรียนรู้ เส้นสีน้ำเงิน คือ ค่าคาดการณ์ท่ีได้จากต้นแบบการถดถอยเชิงเส้น 
และเส้นสีแดง คือ ค่าผิดพลาดท่ีต้นแบบต้องการทำให้มีค่าน้อยท่ีสุด  

ในการคำนวณค่าความผิดพลาดจากต้นแบบ จากกราฟจะเห็นได้ว่าค่าผิดพลาดท่ีได้จะมีท้ัง
ค่าบวก และค่าลบ ซึ่งถ้าคำนวณโดยปกติอาจจะทำให้เกิดการหักล้างกันเอง จึงต้องมีการใช้เมตริกต่าง 
ๆ ในการช่วยคำนวณค่าผิดพลาดของต้นแบบ เช่น MAE (Mean Abosolute Error), MSE (Mean 
Squred Error), RMSE (Root Mean Square Error) และ R2 (R-Squared) โดยท่ี เมตริก 3 ตัวแรก
จะมีค่าอยู่ท่ี 0 ถึง ∞ และไม่สนใจทิศทางของค่าความผิดพลาด ยิ่งมีค่าต่ำหมายความว่าต้นแบบนั้นมี
ประสิทธิภาพท่ีดี ส่วนตัวสุดท้ายจะมีค่า 0 ถึง 1 ยิ่งมีค่ามากหมายความว่าต้นแบบนั้นมีความ
เหมาะสมกับข้อมูล 

 Mean Absolute Error 
เมตริก MAE (Mean Absolute Error) เป็นเมตริกท่ีทำให้ค่าผิดพลาดเป็นบวกโดย

ทำให้เป็นค่าสัมบูรณ์ แล้วนำไปหาค่าเฉล่ีย เมตริก MAE จะได้รับผลกระทบจากค่าผิดปกติ

น้อยกว่าเมตริก MSE และ RMSE โดยสามารถเขียนสมการการคำนวณเมตริก MAE ได้ดังนี้ 

𝑀𝐴𝐸 =  
1

𝑛
∑ |𝐸𝑟𝑟𝑜𝑟|𝑛

𝑖=1   (2.2) 
 Mean Absolute Percentage Error 

เมตริก MAPE (Mean Absolute Percentage Error) เป็นเมตริกท่ีคล้ายกับเมตริก 
MAE จะบ่งบอกถึงความแตกต่างระหว่างค่าเฉล่ีย และ ค่าท่ีคาดการณ์ได้ในรูปแบบร้อยละ 
โดยสามารถเขียนสมการคำนวณเมตริก MAPE ได้ดังนี ้
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 𝑀𝐴𝑃𝐸 =  (
1

𝑛
∑

|𝐸𝑟𝑟𝑜𝑟|

|𝑎𝑐𝑡𝑢𝑎𝑙|
𝑛
𝑖=1 ) ∗ 100 

 Mean Squared Error 
เมตริก MSE (Mean Squared Error) เป็นเมตริกท่ีทำให้ค่าผิดพลาดเป็นบวกโดย

การยกกำลังสอง แล้วนำไปหาค่าเฉล่ีย เมตริก MSE เหมาะสำหรับการคำนวณประสิทธิภาพ

ต้นแบบท่ีต้องการพิจารณาข้อมูลท่ีมีค่าผิดปกติ เนื่องจากการยกกำลังสองจะมีผลกับค่า

ผิดปกติมาก และเห็นได้ชัดกว่าเมตริก MAE โดยสามารถเขียนสมการการคำนวณเมตริก 

MSE ได้ดังนี้ 

𝑀𝑆𝐸 =  
1

𝑛
∑ (𝐸𝑟𝑟𝑜𝑟)2𝑛

𝑖=1   (2.3) 
 Root Mean Square Error 

เมตริก RMSE (Root Mean Square Error) เป็นเมตริกท่ีเป็นรากท่ีสองของเมตริก 

MSE เพื่อให้ได้ค่าท่ีมีหน่วยเดียวกับข้อมูลท่ีใส่ให้ผู้เรียนรู้ ทำให้สามารถตีความประสิทธิภาพ

จากเมตริกได้ง่ายข้ึน โดยสามารถเขียนสมการการคำนวณเมตริก RMSE ได้ดังนี้ 

𝑅𝑀𝑆𝐸 =  √
1

𝑛
∑ (𝐸𝑟𝑟𝑜𝑟)2𝑛

𝑖=1    (2.4) 

 R-Squared 
เมตริก R2 (R-Squared) เป็นเมตริกท่ีบ่งบอกถึงค่าความแปรปรวนของต้นแบบท่ี

สร้างขึ้นว่าสามารถอธิบายได้จากความแปรปรวนท่ีเกิดขึ้นท้ังหมดเป็นสัดส่วนเท่าใด โดย
สามารถเขียนสมการการคำนวณเมตริก R2 ได้ดังนี้ 

𝑅2  =  1 − (
∑ (𝐸𝑟𝑟𝑜𝑟)2𝑛

𝑖=1

∑ (𝑦𝑖−y̅)2𝑛
𝑖=1

)   (2.5) 

โดยท่ี 𝑦1, 𝑦2, … , 𝑦𝑛 คือ ค่าท่ีใส่ให้กับผู้เรียนรู้ 
 𝑦̅ คือ ค่าเฉล่ียของค่าท่ีใส่ให้กับผู้เรียนรู้ 
 

2.4 การลดความผิดพลาดที่เกิดขึ้นจากการสร้างต้นแบบ 
 ปัญหาท่ีเกิดขึ้นในการสร้างต้นแบบเป็นปัญหาท่ีเกิดจากโครงสร้างของวิธีการเรียนรู้ของ
เครื่อง ซึ่งหากเราสร้างต้นแบบจากข้อมูลชุดหนึ่งโดยต้ังจุดประสงค์ในการทำให้ค่าผิดพลาดมีค่าน้อย
มาก ๆ เมื่อนำต้นแบบนี้ไปใช้กับข้อมูลชุดอีกชุดหนึ่งท่ีผู้เรียนรู้ไม่เคยเห็นมาก่อนอาจมีความเส่ียงท่ีค่า
ผิดพลาดจะมากขึ้น เพราะตัวต้นแบบเกิดการจำลักษณะเฉพาะของข้อมูลชุดแรกมากเกินไป โดยเรียก
ปัญหานี้ว่า overfitting (Dietterich, 1995) 
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 ในงานวิจัยนี้ ผู้วิจัยได้แก้ไขปัญหาการเกิด overfitting กับต้นแบบโดยใช้วิธี K-fold cross 
validation (Rodriguez et al., 2009) หลักการของวิธีนี้ คือ การแบ่งข้อมูลเป็น K ส่วน แบบสุ่ม
เพื่อให้ข้อมูลมีการกระจายตัวทำการวัดประสิทธิภาพของต้นแบบโดยการใช้ข้อมูล 1 ส่วนเรียกส่วนนี้
ว่า test set และส่วนท่ีเหลือจะนำมาใช้ในการสร้างต้นแบบเรียกส่วนนี้ว่า train set ดำเนินการซ้ำ 
โดยสลับ test set จนครบ K ส่วนและหาต้นแบบท่ีมีประสิทธิภาพมากท่ีสุดวิธีนี้จะทำให้เกิดการสร้าง
และทดสอบต้นแบบหลายครั้งช่วยในแก้ไขปัญหาการเกิด overfitting  
 
2.5 ต้นไม้ตัดสินใจ  

ต้นไม้ตัดสินใจ (Decision tree) เป็นหนึ่งในอัลกอริทึมท่ีนิยมในการใช้งาน หรือ นำมา
ประยุกต์ใช้กับการสร้างต้นแบบด้วยวิธีการเรียนรู้ของเครื่องแบบมีผู้สอน สามารถสร้างต้นแบบได้ท้ัง
ปัญหาแบบถดถอย (Regression) และ ปัญหาแบบจำแนก (Classification) โครงสร้างของต้นไม้
ตัดสินใจมีอยู่ 3 อย่าง ได้แก่ โหนดราก (Root node) คือ โหนดเริ่มต้นของตัวอย่างท้ังหมด โหนด
ภายใน (Interior node) คือ โหนดท่ีแสดงถึงปัจจัย (Feature) ของชุดข้อมูล สุดท้ายคือ โหนดใบ 
(Leaf node) แสดงถึงผลลัพธ์ ตัวอย่างต้นไม้ตัดสินใจดังแสดงในภาพท่ี 2.2 

 

 
ภาพท่ี 2.2 ตัวอย่างต้นไม้ตัดสินใจ (Klein, 2017) 

 
 หลักการของต้นไม้ตัดสินใจ คือ การแบ่งข้อมูลออกทีละ 2 ส่วน (Recursive Binary split) 
จากโหนดรากจนถึงโหนดใบ และ ทำการคาดการณ์ค่าของเป้าหมายหรือคำตอบ (Target variable) 
(วิชญ์พงศ์ ดรุณธรรม, 2561) จุดในการแบ่งข้อมูลในแต่ละโหนดจะกำหนดด้วยค่า RSS (Residual 
sum of squares) ท่ีน้อยท่ีสุด สามารถเขียนสมการได้ดังนี้ 

𝑅𝑆𝑆 =  ∑ ∑ (𝑦𝑖 − 𝑦̂𝑅𝑗
)2

𝑖∈𝑅𝑗

𝐽
𝑗=1   (2.6) 

โดยท่ี     𝐽 คือ จำนวนกลุ่มของตัวอย่างท่ีถูกแบ่งออกมา 
𝑅𝑗 คือ แต่ละกลุ่มของตัวอย่างท่ีถูกแบ่งออกมา 

 𝑦𝑖 คือ ค่าของเป้าหมาย 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

13 
 

 𝑦̂𝑅𝑗
 คือ ค่าคาดการณ์ในแต่ละกลุ่ม 

 ค่าคาดการณ์ในแต่ละกลุ่มสามารถหาได้จากค่าเฉล่ียของค่าเป้าหมายในกลุ่มนั้น ๆ สามารถ
เขียนสมการได้ดังนี้ 

𝑦̂𝑅𝑗
=  

1

𝑛
∑ 𝑦𝑗𝑗∈𝑅𝑗

 (2.7) 

โดยท่ี    𝑛 คือ จำนวนของตัวอย่างในกลุ่ม 𝑅𝑗 

 

2.6 การทำงานของอัลกอริทึม Gradient boosting decision trees 
อัลกอริทึม Gradient boosting decision trees (GBDTs) คืออัลกอริทึมสำหรับการเรียนรู้

ของเครื่องท่ีพัฒนามาจากอัลกอริทึมต้นไม้ตัดสินใจโดยเทคนิคร่วมกันตัดสินใจแบบ Boosting คือการ
สร้างต้นแบบเริ่มต้นด้วยต้นไม้ตัดสินใจกับชุดข้อมูล แล้วใช้ต้นแบบท่ีได้คาดการณ์ชุดข้อมูลนั้น ทำการ
ปรับปรุงต้นแบบโดยสร้างต้นแบบใหม่จากความผิดพลาดของต้นแบบก่อนหน้า ทำกระบวนการนี้ซ้ำ
เพื่อพัฒนาประสิทธิภาพของต้นแบบจนได้ต้นแบบสุดท้ายท่ีมีประสิทธิภาพมากท่ีสุด 

เริ่มต้นด้วยการอธิบายอัลกอริทึมพื้นฐานของ GBDTs อย่างการสร้างต้นไม้ตัดสินใจแบบ
ถดถอย ซึ่งเป็นต้นไม้ตัดสินใจท่ีมีไว้ใช้สำหรับปัญหาการถดถอยโดยเฉพาะ สามารถคาดการณ์ค่าท่ีเป็น
ค่าต่อเนื่อง แทนท่ีค่าแบบจำนวนเต็ม โดยการสมมติชุดข้อมูลท่ีมี 2 ตัวแปรขึ้นมา ดังตารางท่ี 2.1 
 
ตารางท่ี 2.1 ชุดข้อมูลทดลองในการสร้างต้นไม้ตัดสินใจแบบถดถอย (Prasad, 2021) 
X 1 2 3 4 5 6 7 8 9 10 11 12 13 14 
Y 1 1.2 1.4 1.1 1 5.5 6.1 6.7 6.4 6 6 3 3.2 3.1 

 
จากตารางท่ี 2.1 เป็นชุดข้อมูลจำนวน 2 ตัวแปรโดยมีการกระจายตัวท่ีไม่เป็นรูปแบบ 

สามารถสร้างกราฟแสดงรูปแบบการกระจายตัวของข้อมูล ดังภาพท่ี 2.3 
 

 
ภาพท่ี 2.3 กราฟแสดงข้อมูลชุดทดลอง (Prasad, 2021) 
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จากภาพท่ี 2.3 จะนำชุดข้อมูลนี้สาธิตการสร้างต้นแบบด้วยวิธีต้นไม้ตัดสินใจท่ีตัวแปร X และ 
Y เป็นค่าแบบต่อเนื่อง และต้นแบบจะทำการคาดการณ์ค่า Y จากค่า X โดยท่ี n คือจำนวนแถวของ
ชุดข้อมูล 

- ขั้นแรกจะทำการเรียงข้อมูลโดยอ้างอิงจากค่า X (ในข้อมูลชุดนี้ได้ทำการจัดเรียงแล้ว) 

แล้วหาค่าเฉล่ียจากค่า X 2 แถวแรก (ในท่ีนี้คือ 1.5 จากชุดข้อมูลข้างต้น) จากนั้นแบ่ง

ชุดข้อมูลออกเป็น 2 ช่วง ได้แก่ช่วง A และช่วง B โดยเงื่อนไข X<1.5 และ X≥1.5  

- ตอนนี้ในช่วง A จะครอบคลุมข้อมูลจุดเดียว (1,1) และช่วง B จะครอบคลุมข้อมูลท่ี

เหลือ แล้วหาค่าเฉล่ียของค่า Y ในช่วง A และช่วง B 2 ค่าเฉล่ียท่ีได้มานี้คือค่าคาดการณ์

ของต้นไม้ตัดสินใจท่ี X<1.5 และ X≥1.5 ตามลำดับทำการคำนวณค่า Loss จากค่าจริง

กับค่าคาดการณ์ โดยท่ัวไปแล้วต้นไม้ตัดสินใจแบบถดถอยจะใช้เมตริก MSE ในการ

คำนวณค่า Loss 

- ขั้นต่อมาจะทำเหมือนขั้นตอนแรก แต่เปล่ียนจากค่า X 2 แถวแรก (แถว 1 และ 2) เป็น

ค่า X 2 แถวถัดมา (แถว 2 และ 3) เมื่อทำตามขั้นตอนแรกจะได้ค่าเฉล่ียของค่า X (ใน

ท่ีนี้คือ 2.5) แล้วแบ่งชุดข้อมูลออกอีกครั้งโดยเงื่อนไข X<2.5 และ X≥2.5 เป็นช่วง A 

และช่วง B ทำการคาดการณ์แล้วคำนวณค่า Loss ดำเนินการต่อทุกแถวจนส้ินสุดชุด

ข้อมูล 

- ตอนนี้เราจะได้ค่า Loss จำนวน n-1 ต่อมาทำการเลือกจุดหนึ่งจุดท่ีจะทำหน้าท่ีเป็น

เงื่อนไขการกระจายตัว โดยเลือกจุดท่ีมีค่า Loss น้อยท่ีสุด ในท่ีนี้ คือจุดท่ี X=5.5 

เพราะฉะนั้นต้นไม้จะแบ่งออกเป็น 2 ช่วงท่ี X<5.5 และ X≥5.5 นี่คือวิธีการเลือกโหนด

ราก และข้อมูลท่ีถูกแบ่งออกเป็น 2 ช่วงก็จะกลายเป็นโหนดรากแล้วขยายตัวต่อไปด้วย

วิธีการเดียวกัน 

สรุปแล้วแนวแล้วของอัลกอริทึมต้นไม้ตัดสินใจแบบถดถอยคือการหาจุดท่ีตัวแปรเป็นอิสระท่ี
จะกระจายข้อมูลออกเป็น 2 ส่วน นั่นหมายถึงค่า Loss จะทำให้น้อยท่ีสุดในจุดนั้น จะสามารถแสดง
ผลลัพธ์ของต้นไม้ตัดสินใจแบบถดถอยจากข้อมูลข้างต้นดังภาพท่ี 2.4  และแสดงภาพผลการ
คาดการณ์ของต้นไม้ตัดสินใจนี้ดังภาพท่ี 2.5 
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ภาพท่ี 2.4 ผลลัพธ์ของต้นไม้ตัดสินใจแบบถดถอย (Prasad, 2021) 

 

 
ภาพท่ี 2.5 ผลลัพธ์การคาดการณ์ของต้นแบบท่ีสร้างโดยต้นไม้ตัดสินใจ (Prasad, 2021) 

 
จากภาพท่ี 2.4 และ 2.5 หากชุดข้อมูลนั้นมีตัวแปรอิสระ 3 ตัว ซึ่งเหมือนกับตัวแปรอิสระ X 

จากตารางท่ี 2.1 ตัวแปรอิสระทุกตัวจะต้องทำกระบวนการเช่นเดียวกันกับตัวแปร X ข้อมูลจะถูก
เรียงโดยตัวแปรอิสระท้ัง 3 ตัวแบบแยกกัน คำนวณค่า Loss จากตัวแปรทุกตัว และเลือกจุดท่ีมีค่า 
Loss น้อยท่ีสุดจากท้ังหมด 

เมื่อทำการสร้างต้นแบบจากอัลกอริทึมต้นไม้ตัดสินใจแบบถดถอยแล้ว จึงเข้าสู่กระบวนการ
ของ GBDTs โดยผู้วิจัยจะทำการยกตัวอย่าง อธิบายข้ันตอนของอัลกอริทึม GBDTs แบบสรุปให้เข้าใจ
ง่ายก่อนท่ีจะแสดงขั้นตอนการทำงานด้วยตัวแบบคณิตศาสตร์ เริ่มจากการยกตัวอย่างชุดข้อมูลหนึ่งท่ี
มีความสัมพันธ์แบบไม่เป็นเชิงเส้นระหว่างตัวแปร x และตัวแปร y ดังแสดงในภาพท่ี 2.6 
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ภาพท่ี 2.6 ตัวอย่างชุดข้อมูลสำหรับอัลกอริทึม GBDTs (Masui, 2022) 

 
 จากภาพท่ี 2.6 ขั้นตอนแรกทำการสร้างต้นแบบเริ่มต้นในการคาดการณ์ค่า y คือ F0 ซึ่งเป็น
ค่าเฉล่ียของค่า y ท้ังหมดดังแสดงในภาพท่ี 2.7 
 

 
ภาพท่ี 2.7 สร้างต้นแบบการคาดการณ์เริ่มต้น (Masui, 2022) 

 
ในการพัฒนาต้นแบบการคาดการณ์ เราจะสนใจค่าท่ีต้นแบบคาดการณ์ผิดพลาดจากขั้นตอน

แรก เนื่องจากนั่นคือส่ิงท่ีเราต้องการทำให้มันลดลง เพื่อทำให้ต้นแบบสามารถคาดการณ์ได้ดีขึ้น ค่าท่ี
ต้นแบบคาดการณ์ผิดพลาด r1 เป็นเส้นแนวตั้งสีฟ้าดังแสดงในภาพท่ี 2.8 

 

 
ภาพท่ี 2.8 r1 ค่าท่ีต้นแบบคาดการณ์ผิดพลาดจากต้นแบบเริ่มต้น (Masui, 2022) 
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 เราจะทำการสร้างต้นไม้ตัดสินใจแบบถดถอยเพื่อลดค่าผิดพลาดนี้ลงโดยท่ี x คือ feature 
และ r1 คือค่าท่ีคาดการณ์ ถ้าหากสามารถหารูปแบบระหว่าง x และ r1 โดยการสร้างต้นแบบ จะ
สามารถใช้มันเพื่อลดค่าความผิดพลาดได้ เพื่อทำให้สาธิตได้ง่ายข้ึน เราจะสร้างต้นไม้ตัดสินใจท่ีเรียบ
ง่ายโดยแต่ละต้นจะมีการกระจายตัวแค่ครั้งเดียวหรือ 2 โหนด (โดยท่ัวไปแล้ว GBDTs มักมีต้ังแต่ 8 

ถึง 32 โหนด) เมื่อสร้างต้นไม้ตัดสินใจแรกจะได้ต้นแบบคาดการณ์ 2 ค่าได้แก่ γ1=(6.0, -5.9) (ใช้
สัญลักษณ์แกมม่าในการแสดงค่าคาดการณ์) แสดงได้ดังภาพท่ี 2.9 
 

 
ภาพท่ี 2.9 ค่าคาดการณ์จากต้นไม้ตัดสินใจแรก (Masui, 2022) 

 

จากภาพท่ี 2.9 ค่าคาดการณ์ γ1 ถูกเพิ่มเข้าไปในค่าคาดการณ์เริ่มต้น F0 เพื่อลดค่าความ

ผิดพลาด ในทางการเรียนรู้ของเครื่องนั้นอัลกอริทึม GBDTs ไม่สามารถเพิ่มค่า γ  เข้าไปโดยตรงได้

เพราะจะทำให้เกิดปัญหา overfitting ค่า γ จึงถูกลดขนาดลงด้วย  Hyperparameter ท่ี ช่ือว่า 

learning rate ν ซึ่งมีค่าต้ังแต่ 0 ถึง 1 แล้วค่อยเพิ่มลงไปใน F (F1=F0+ ν γ1) ในตัวอย่างนี้จะใช้ค่า 
learning rate ท่ี 0.9 ทำให้สามารถเข้าใจตัวอย่างได้ง่ายขึ้น ซึ่งโดยปกติแล้ว learning rate มักจะมี
ค่าน้อยมาก ๆ เช่น 0.1 หลังจากทำการเพิ่มค่าคาดการณ์ลงไปจะได้ค่าคาดการณ์ใหม่ และค่า
ผิดพลาดใหม่ ดังแสดงในภาพท่ี 2.10 และ 2.11 
 

 
ภาพท่ี 2.10 ค่าคาดการณ์ใหม่หลังจากสร้างต้นแบบต้นไม้ตัดสินใจ (Masui, 2022) 
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ภาพท่ี 2.11 r2 ค่าผิดพลาดใหม่หลังจากสร้างต้นแบบต้นไม้ตัดสินใจ (Masui, 2022) 

 
ในขั้นตอนต่อไปจะทำการสร้างต้นไม้ตัดสินใจแบบถดถอยอีกครั้งโดยให้ x เป็น feature และ 

r2 คือค่าท่ีคาดการณ์จะได้ผลลัพธ์ดังแสดงในภาพท่ี 2.12 
 

 
ภาพท่ี 2.12 ค่าคาดการณ์จากต้นไม้ตัดสินใจท่ีสอง (Masui, 2022) 

 

 จากภาพท่ี 2.12 เมื่อทำการเพิ่มค่าคาดการณ์ γ2 ไปในค่าคาดการณ์แรก F1 จะทำให้ต้นแบบ
เกิดการปรับปรุงจากต้นแบบก่อนหน้า ดังแสดงในภาพท่ี 2.13 
 

 
ภาพท่ี 2.13 ค่าคาดการณ์ใหม่หลังจากสร้างต้นแบบต้นไม้ตัดสินใจครั้งท่ีสอง (Masui, 2022) 
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 จากภาพท่ี 2.13 เมื่อทำขั้นตอนข้างต้นซ้ำ ๆ จนต้นแบบหยุดการพัฒนา โดยข้ันตอนการเพิ่ม
ประสิทธิภาพของข้อมูลตัวอย่างนี้จากการทำซ้ำครั้งท่ี 0 ถึงครั้งท่ี 6 ด้วยอัลกอริทึม GBDTs สามารถ
แสดงดังภาพท่ี 2.14 
 

 
ภาพท่ี 2.14 ขั้นตอนการเพิ่มประสิทธิภาพของอัลกอริทึม GBDTs (Masui, 2022) 
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จากภาพท่ี 2.14 จะเห็นได้ว่าค่าคาดการณ์ F นั้นจะเข้าใกล้กับค่า y มากขึ้นเรื่อย ๆ เมื่อเรา
ให้ต้นแบบถัดมาได้เรียนรู้ข้อผิดพลาดของต้นแบบก่อนหน้า ซึ่งเป็นจุดเด่นของอัลกอริทึม GBDTs โดย
สามารถสรุปกระบวนการของอัลกอริทึม GBDTs ด้วยตัวแบบคณิตศาสตร์ดังต่อไปนี้ 

- สร้างต้นแบบเริ่มต้นด้วยค่าคาดการณ์คงท่ี 

𝐹0(𝑥) = 𝑎𝑟𝑔𝑚𝑖𝑛
𝛾

∑ 𝐿(𝑦𝑖 , 𝛾)𝑛
𝑖=1  (2.8) 

โดยท่ี 𝐹0 คือ ค่าคาดการณ์เริ่มต้น 

𝐿 คือ ค่า Loss (สำหรับปัญหาถดถอย 𝐿 =  (𝑦𝑖 − 𝛾) 2) 
𝛾 คือ ค่าคาดการณ์ของต้นแบบ 

𝑎𝑟𝑔𝑚𝑖𝑛
𝛾

 คือ การค้นหาค่า 𝛾 ท่ีทำให้ค่า Loss มีค่าน้อยท่ีสุด 
- ขั้นตอนการสร้างต้นแบบโดยเรียนรู้จากความผิดพลาดของต้นแบบก่อนหน้าโดยท่ี m คือ

จำนวนครั้งในการสร้างต้นแบบใหม่ (m=1 ถึง M) 

o คำนวณค่าความผิดพลาด (residuals) 

𝑟𝑖𝑚 = − [
𝜕𝐿(𝑦𝑖,𝐹(𝑥𝑖))

𝜕𝐹(𝑥𝑖)
]

𝐹(𝑥)=𝐹𝑚−1(𝑥)
 𝑓𝑜𝑟 𝑖 = 1, … , 𝑛 (2.9) 

 

o สร้างต้นแบบด้วยอัลกอริทึมต้นไม้ตัดสินใจแบบถดถอยด้วย feature x กับ r 

แล้วจะได้โหนดใบท่ีบ่งบอกถึงค่าคาดการณ์จากต้นแบบ 

𝑅𝑗𝑚   𝑓𝑜𝑟   𝑗 = 1, … , 𝐽𝑚  

โดยท่ี 𝑅 คือ โหนดใบ 

𝑗  คือ ลำดับของโหนดใบ 

𝑚  คือ ลำดับของต้นไม้ตัดสินใจ (จำนวนครั้งท่ีพัฒนา) 

 𝐽 คือ จำนวนโหนดใบ 

 
o ขั้นตอนการคำนวณหาค่าคาดการณ์ของต้นแบบท่ีทำให้เกิดค่า Loss น้อยท่ีสุด

เพื่อนำมาปรับปรุงต้นแบบต่อไป 

𝛾𝑗𝑚 = 𝑎𝑟𝑔𝑚𝑖𝑛
𝛾

∑ 𝐿(𝑦𝑖 , 𝐹𝑚−1(𝑥𝑖) +  𝛾)𝑥𝑖𝜖𝑅𝑗𝑚
 𝑓𝑜𝑟 𝑗 = 1, … , 𝐽𝑚  (2.10) 

โดยท่ี 𝛾𝑗𝑚 คือ ค่าคาดการณ์ต้นแบบท่ีทำให้เกิดค่าผิดพลาดน้อยท่ีสุด 
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o การสร้างต้นแบบใหม่เพื่อพัฒนาประสิทธิภาพของต้นแบบ 

𝐹𝑚(𝑥) = 𝐹𝑚−1(𝑥) + 𝜈 ∑ 𝛾𝑗𝑚1(𝑥𝜖𝑅𝑗𝑚)𝐽𝑚
𝑗=1   (2.11) 

โดยท่ี 𝜈 คือ Hyperparameter learning rate 

จากตัวแบบคณิตศาสตร์ข้างต้นแสดงให้เห็นถึงความยืดหยุ่น และสะดวกสบายของอัลกอริทึม 
GBDTs ซึ่งสามารถรองรับปัญหาได้หลายแบบเช่น หากปัญหานั้นต้องการลดค่า MAE แทนค่า MSE ท่ี
แสดงในตัวอย่างก่อนหน้า ก็สามารถแทนท่ี Loss function ด้วยสูตรของเมตริก MAE จึงเป็นสาเหตุ
หนึ่งท่ีทำให้อัลกอริทึม GBDTs เป็นท่ีนิยม 
 

2.7 Hyperparameters ของอัลกอริทึม LightGBM, XGBoost และ CatBoost 
Hyperparameters คือ พารามิ เตอร์ท่ี ผู้ใช้งานสามารถกำหนดก่อนสร้างต้นแบบเช่น 

Learning rate ซึ่งการปรับปรุงค่า Hyperparameters จะส่งผลไปยังความแม่นยำของต้นแบบ ความ
รวดเร็วในการสร้างต้นแบบ รวมไปถึงการควบคุมปัญหา Overfitting 

สำหรับอัลกอริทึมวิธีการเรียนรู้ของเครื่องท่ีใช้ต้นไม้ตัดสินใจเป็นพื้นฐานไม่ว่าจะเป็น 
Random forest, LightGBM, XGBoost หรือ  CatBoost ก็มักจะพบปัญหา Overfitting แม้ว่ า
เทคนิคการร่วมกันตัดสินใจจะทำการคาดการณ์จากต้นแบบหลาย ๆ ต้นแบบ แต่ก็ยังมีความเป็นไปได้
ท่ีจะเกิดปัญหา Overfitting ซึ่งนอกจากการแบ่งชุดข้อมูลด้วยวิธี K-fold cross validation แล้วยังมี
การเปรียบเทียบกันระหว่างอัลกอริทึม และการปรับ Hyperparameters ท่ีจะสามารถช่วยลดปัญหา 
Overfitting ได้ 
 โด ย ก าร ค วบ คุ ม ค ว าม ซั บ ซ้ อ น ข อ ง ต้ น แ บ บ ข อ งอั ล ก อ ริ ทึ ม  XGBoost จะ ใช้  
Hyperparameters max_depth (สำหรับการต่อตัวของต้นไม้ตัดสินใจแบบ Level-wise) และ
อัลกอริ ทึม LightGBM จะใช้ Hyperparameters num_leaves (สำหรับการต่อตัวของต้นไม้
ตัดสินใจแบบ Leaf-wise) (Kay Jan Wong, 2022) สามารถแสดง Hyperparameters ท่ีสำคัญใน
การสร้างต้นแบบ ตามประโยชน์การใช้งานดังตารางท่ี 2.2 
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ตารางท่ี 2.2 Hyperparameters สำคัญของอัลกอริทึม LightGBM, XGBoost และ CatBoost 
 XGBoost LightGBM CatBoost 

Hyperparameters 
สำหรับการปรับแต่ง 

n_estimators  :
จำนวนของต้นไม ้
max_depth  : 
ความลึกของต้นไม้ 
min_child_weight : 
ควบคุมความลึกต้นไม้ 

num_leaves : 
ควรมีค่าน้อยกว่า 
2max_depth 

min_data_in_leaf : 
ควบคุมความลึกต้นไม้ 
max_depth : 
ความลึกของต้นไม้ 

iterations : 
จำนวนของต้นไม ้
depth : 
ความลึกของต้นไม้ 
min_data_in_leaf : 
ควบคุมความลึกต้นไม้ 

Hyperparameters 
สำหรับพัฒนา 
ความแม่นยำ 

 max_bin : 
จำนวน feature ท่ี
มากท่ีสุดท่ีจะถูกบรรจุ
ใน num_leaves 

 

Hyperparameters 
สำหรับพัฒนา 

ความเร็วในการสร้าง
ต้นแบบ 

colsample_bytree : 
ร้อยละของจำนวน 
feature ท่ีใช้ในต้นไม้ 
subsample : 
ร้อยละของจำนวน
ข้อมูลท่ีใช้ในต้นไม้ 
n_estimators 

feature_fraction : 
ร้อยละของจำนวน 
feature ท่ีใช้ในต้นไม้ 
bagging_fraction : 
ร้อยละของจำนวน
ข้อมูลท่ีใช้ในต้นไม้ 
bagging_freq : 
ความถ่ีในการเปล่ียน 
ตัวอย่างข้อมูลต้นไม้ 
max_bin 

rsm : 
ร้อยละของจำนวน 
feature ท่ีใช้ในต้นไม้ 
subsample :  
ร้อยละของจำนวน
ข้อมูลท่ีใช้ในต้นไม้ 
iterations 
sampling_frequency: 
ความถ่ีของน้ำหนักและ
ส่ิงของของข้อมูล
ตัวอย่างเมื่อสร้างต้นไม ้
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ตารางท่ี 2.2 Hyperparameters สำคัญของอัลกอริทึม LightGBM, XGBoost และ CatBoost (ต่อ) 
 XGBoost LightGBM CatBoost 
Hyperparameters 
สำหรับควบคุม
ปัญหา 
Overfitting 

learning_rate 
gamma : 
พารามิเตอร์สำหรับ
การregularization 
max_depth 
min_child_weight 
subsample 

max_bin 
num_leaves 
max_depth 
bagging_freq 
feature_fraction 
lambda_l1/lambda_l2 
/min_gain_to_split : 
พารามิเตอร์สำหรับการ 
regularization 

early_stopping_rounds 
: หยุดสร้างต้นแบบ
หลังจากจำนวนท่ีใส่เข้าไป 
od_type : 
เครื่องมือช่วยตรวจสอบ 
overfitting 
learning_rate 
depth 
l2_leaf_reg : 
พารามิเตอร์สำหรับการ 
regularization 

 
จากตารางท่ี 2.2 ค่า Hyperparameters ของท้ังอัลกอริทึมท้ัง 3 ตัวจะมีความคล้ายคลึงกัน 

(เพียงแค่ระบุช่ือตัวแปรแตกต่างกัน) เนื่องจากเป็นอัลกอริทึมท่ีมีพื้นฐานมาจาก GBDTs เช่นเดียวกัน 
สำหรับ Hyperparameters ท่ีแต่ละอัลกอริทึมมีเฉพาะตัวนั้นเกิดจากการปรับปรุงรูปแบบการสร้าง
ต้นแบบของแต่ละผู้พัฒนาซึ่งส่งผลให้อัลกอริทึมมีความแตกต่างกันในบางส่วน แต่จุดประสงค์ในการ
ปรับปรุงล้วนเป็นการพัฒนาประสิทธิภาพให้อัลกอริทึมสามารถทำงานได้ดียิ่งขึ้น 
 
2.8 การทำงานของอัลกอริทึม Random forest 

อัลกอริทึม Random forest คืออัลกอริทึมสำหรับการเรียนรู้ของเครื่องท่ีพัฒนามาจาก
อัลกอริทึมต้นไม้ตัดสินใจโดยเทคนิคร่วมกันตัดสินใจแบบ Bagging คือการรวมการคาดการณ์จาก
หลาย ๆ ต้นแบบเข้าด้วยกันเพื่อทำให้มีความแม่นยำมากยิ่งขึ้น สำหรับอัลกอริทึม Random forest 
คือการนำต้นไม้ตัดสินใจแบบถดถอยหลายต้นมารวมกัน เป็นอัลกอริทึมท่ีนิยมใช้ในการแข่งขัน หรือ
การศึกษาเช่นเดียวกับพวกอัลกอริทึม GBDTs 

ขั้นตอนของอัลกอริทึม Random forest เริ่มจากการท่ีเรามีชุดข้อมูล D แล้วต้องการสร้าง
ต้นไม้ตัดสินใจ K ต้นเพื่อใช้เทคนิค Bagging จะทำการสร้างต้นไม้ตัดสินใจจนกว่าจะมีจำนวน N 
ตัวอย่างในแต่ละโหนด (ปกติแล้วในปัญหาถดถอยนี้ N จะมีค่าเท่ากับ 5) ให้ F เป็นจำนวนของ 
Feature ซึ่งจะถูกสุ่มเลือกขึ้นมาในแต่ละโหนดของต้นไม้ตัดสินใจ Feature ท่ีสุ่มมานี้จะเป็นเงื่อนไข
ในการกระจายตัวของโหนด ซึ่งนี่เป็นจุดเด่นของอัลกอริทึม Random forest ทำให้นอกจากจะมี
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ต้นไม้ตัดสินใจหลายต้นแล้ว ยังทำให้ Feature ของแต่ละต้นนั้นไม่เหมือนกันอีกด้วย ส่งผลให้ต้นไม้
ตัดสินใจแต่ละต้นมีความหลากหลายและอิสระต่อกันมากขึ้น 

จากนั้นทำการสุ่มสร้างสับเซ็ตของชุดข้อมูล D เป็นจำนวน K สับเซ็ต (หากมีตัวอย่างท่ีไม่
ปรากฏอยู่ในสับเซ็ตเหล่านี้จะถูกเรียกว่า out of bag) แล้วทำการสร้างต้นไม้ตัดสินใจขึ้นมาจาก
สับเซ็ตหนึ่งแล้วทำซ้ำจนได้ต้นไม้ตัดสินใจ K ต้น แล้วใช้สับเซ็ตอื่นในการวัดประสิทธิภาพของต้นแบบ
จากต้นไม้ตัดสินใจแต่ละต้น ผลลัพธ์สุดท้ายคือการเฉล่ียการคาดการณ์ของต้นไม้ตัดสินใจท้ังหมด 
ตัวอย่างของการสร้างต้นแบบด้วยอัลกอริทึม Random forest ดังแสดงในภาพท่ี 2.15 

 

 
ภาพท่ี 2.15 ตัวอย่างการสร้างต้นแบบด้วยอัลกอริทึม Random forest 

 
 จากภาพท่ี 2.15 ต้นแบบสุดท้ายจะเกิดจากต้นแบบหลาย ๆ ตัวเฉล่ียกัน โดยอัลกอริทึม 
Random forest มีข้อดีคือสามารถลดปัญหา Overfitting โดยการเพิ่มจำนวนของต้นไม้ตัดสินใจ ไม่
อ่อนไหวต่อค่าผิดปกติ แต่การสร้างต้นไม้ตัดสินใจจำนวนมาก ๆ พร้อมกันจำเป็นต้องใช้หน่วยความจำ
ของคอมพิวเตอร์ท่ีสูงตามจำนวนของต้นไม้จึงเป็นข้อเสียของอัลกอริทึม Random forest 
 สำหรับ Hyperparameters ของอัลกอริทึม Random forest บางตัวจะมีความคล้ายคลึง
กับ Hyperparameters ของอัลกอริทึม LightGBM, XGBoost และ CatBoost เนื่องจากพื้นฐานของ
อัลกอริทึมนั้นมาจากต้นไม้ตัดสินใจแบบถดถอย สามารถแสดง Hyperparameters ท่ีสำคัญของ
อัลกอริทึม Random forest ได้ดังตารางท่ี 2.3 
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ตารางท่ี 2.3 Hyperparameters สำคัญของอัลกอริทึม Random forest 

การใช้งาน Hyperparameters คำอธิบาย 

พัฒนาความ
แม่นยำในการ

คาดการณ์ 

n_estimators จำนวนของต้นไม้ตัดสินใจ 
max_features จำนวน feature สูงสุดท่ีจำกัดในการกระจายโหนด 
mini_sample_leaf จำนวนขั้นต่ำท่ีต้องกระจายโหนดใบ 

พัฒนาความเร็วใน
การสร้างต้นแบบ 

n_jobs จำนวนท่ีใช้หน่วยประมวลผลคอมพิวเตอร์ท่ีใช้งาน 

random_state 
ควบคุมการสุ่มของตัวอย่าง ถ้าเป็นจำนวน definite 
ต้นแบบจะให้ผลลัพธ์ที่เหมือนเดิมตลอด 

oob_score out of bag เป็นการทำ cross validation ของ
อัลกอริทึม Random forest ช่วยแบ่งข้อมูลออก 1 
ใน 3 ไม่ใช้ในการสร้างต้นแบบ แต่ใช้ข้อมูลนี้ในการ
ทดสอบประสิทธิภาพลดปัญหา Overfitting 

 
จากตารางท่ี 2.3 เนื่องจากอัลกอริทึม Random forest นั้นถูกออกแบบมาเพื่อจัดการกับ

ปัญหา Overfitting นอกจากการทำ K-fold cross validation แล้ว จึงไม่จำเป็นต้องมุ่งเน้นการปรับ 
Hyperparameters เพื่อจัดการกับปัญหา Overfitting มากนัก 
 
2.9 การปรับปรุง Hyperparameters ด้วยวิธี RandomizedSearchCV 

การปรับปรุง Hyperparameters นั้นทำเพื่อพัฒนาประสิทธิภาพของต้นแบบ โดยการ
เปล่ียนแปลง Hyperparameters ของต้นแบบแล้วทำการสร้างต้นแบบข้ึนใหม่จนกว่าจะได้ต้นแบบท่ี
มีประสิทธิภาพแบบท่ีเราต้องการ การปรับปรุง Hyperparameters สามารถทำได้หลายวิธี แต่ใน
งานวิจัยนี้จะใช้เครื่องมือท่ีช่ือว่า RandomizedSearchCV ซึ่งเครื่องมือนี้เป็นเครื่องมือสำเร็จรูปจาก
ไลบารี่ scikit-learn โดยความสามารถของเครื่องมือนี้คือการ Random search hyperparameter 
มีประโยชน์เมื่อมีพารามิเตอร์ท่ีต้องการทดลองเป็นจำนวนมาก  และขอบเขตของพารามิเตอร์นั้น
ค่อนข้างกว้าง จะประหยัดเวลามากกว่าการทำ Brute force ด้วยชุดข้อมูลท่ีมีขนาดใหญ่ 

RandomizedSearchCV จะทำการสุ่มค่า Hyperparameters แล้วคำนวณคะแนนออกมา
โดยคะแนนในท่ีนี้คือค่าเมตริกท่ีเราต้องการพัฒนา โดยเราสามารถต้ังค่าพารามิเตอร์ของเครื่องมือนี้
เพื่อวัตถุประสงค์ต่าง ๆ ได้ดังนี้ 

- estimator คือค่าเมตริกท่ีเราต้องการให้เครื่องมือนี้พัฒนา 
- cv คือค่าท่ีเป็นเลขจำนวนเต็มสำหรับการทำ cross validation (ปกติเป็น 5) 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

26 
 

- n_iter คือจำนวนท่ีต้องการค้นหา Hyperparameters ใหม่ 
- n_jobs คือจำนวนท่ีใช้หน่วยประมวลผลคอมพิวเตอร์ท่ีใช้งาน 
- param_distributions คือขอบเขตของค่า Hyperparameters ในกรณีท่ีเราต้องการ

กำหนดขอบเขตในการใช้เครื่องมือ RandomizedSearchCV 
RandomizedSearchCV เป็นเครื่องมือท่ีสะดวก และใช้งานง่ายเหมาะสำหรับผู้ท่ีเริ่มต้น

สร้างต้นแบบ เครื่องมือนี้ แม้จะมีความรวดเร็วในการใช้งานแต่ไม่ ได้ยืนยันว่าเราจะได้รับ 
Hyperparameters ท่ีดีท่ีสุดเนื่องจากไม่ได้มีการทดสอบทุกความเป็นไปได้ เครื่องมือนี้จึงนิยมใช้กับ
ชุดข้อมูลท่ีมีขนาดใหญ่ และ Hyperparameters มีจำนวนมาก 
 

2.10 งานวิจัยที่เก่ียวข้อง 
 Random Forest Algorithm 

 Random Forest (Breiman, 2001) เป็นหนึ่งในอัลกอริทึมท่ีพัฒนามาจากต้นไม้
ตัด สิน ใจ  (Safavian & Landgrebe, 1991) ด้ วย เทคนิ คก าร ใช้วิ ธี ร่ วมกั น ตั ด สิน ใจ 
(Ensemble) เป็นการนำแนวคิดทางสถิติท่ีเมื่อมีการเก็บข้อมูลจากจำนวนตัวอย่างประชากร
มากขึ้นจะยิ่งทำให้สถิติเข้าใกล้ความเป็นจริงมากขึ้นมาใช้สร้างต้นแบบวิธีการเรียนรู้ของ
เครื่อง หนึ่ งใน เทคนิคการใช้วิธีร่วมกัน ตัดสินใจท่ีนำมาใช้ในต้นแบบนี้  คือ Bagging 
(Bootstrap Aggregation) โดยการสร้างต้นแบบจากต้นไม้ตัดสินใจหลาย ๆ ต้นแบบแต่ละ
ต้นแบบจะได้รับข้อมูลท่ีไม่เหมือนกัน ประสิทธิภาพของต้นแบบต้นไม้ตัดสินใจแต่ละต้น
อาจจะน้อยมาก ๆ แต่เมื่อนำต้นไม้ตัดสินใจหลาย ๆ ต้นแบบมาทำการคาดการณ์ร่วมกันก็จะ
ได้ต้นแบบท่ีมีประสิทธิภาพสูง ตัวอย่างการสร้างต้นแบบ Random Forest ดังแสดงในภาพ
ท่ี 2.16 
 

 
ภาพท่ี 2.16 ตัวอย่างการสร้างต้นแบบ Random Forest (Kumar, 2018) 
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 ข้อดีของต้นแบบ Random Forest คือ สามารถใช้ได้ในกับปัญหาการจัดหมวดหมู่ 
และการถดถอย ใช้ได้กับข้อมูลท่ีมีลักษณะเป็นตารางหรือรูปภาพก็ได้ ข้อมูลท่ีใช้ในการสร้าง
ต้นแบบไม่จำเป็นต้องมีการกระจายตัวแบบปกติ 

 Light Gradient Boosting Machine Algorithm 
 LightGBM (Light Gradient Boosting Machine) (Ke et al., 2017) เป็นหนึ่งใน
อัลกอริทึมท่ีพัฒนามาจากต้นไม้ตัดสินใจ ด้วยเทคนิคการใช้วิธีร่วมกันตัดสินใจอีกเทคนิค คือ  
Boosting เป็นการนำต้นแบบต้นไม้ตัดสินใจท่ีมีประสิทธิภาพต่ำมาต่อกันโดยท่ีต้นแบบต้นไม้
ตัดสินใจท่ีมาต่อก็จะช่วยแก้ไขค่าผิดพลาดของต้นแบบก่อนหน้าจนได้ต้นแบบท่ีดีท่ีสุด เรียก
อัลกอริทึมท่ีมีลักษณะการทำงานแบบนี้ว่า Gradient boosting decision trees (GBDTs) 
ความแตกต่างระหว่าง Bagging และ Boosting ดังแสดงในภาพท่ี 2.17 
 

 
ภาพท่ี 2.17 ความแตกต่างระหว่างเทคนิค Bagging และ Boosting (Lateef, 2019) 

 
 ส่ิงท่ีทำให้ LightGBM มีประสิทธิภาพในการคำนวณท่ีรวดเร็วกว่าต้นแบบท่ีใช้
เทคนิค Boosting อื่น ๆ คือ การต่อตัวของต้นแบบต้นไม้ตัดสินใจ ท่ีมีลักษณะในแนวต้ังใน
ขณะท่ีต้นแบบอื่นมีลักษณะในแนวนอน ดังแสดงในภาพท่ี 2.18 
 

 
ภาพท่ี 2.18 เปรียบเทียบลักษณะการทำงานของ XGBoost กับ LightGBM (Khandelwal, 2017) 
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ข้อดีของต้นแบบ LightGBM คือ สามารถสร้างต้นแบบท่ีมีการใช้ข้อมูลขนาดใหญ่
อย่างรวดเร็วและใช้ทรัพยากรหน่วยความจำท่ีน้อย มีการพัฒนาให้ใช้งานได้อย่างสะดวกโดย
มีวัตถุประสงค์เพื่อให้ต้นแบบท่ีสร้างขึ้นมามีประสิทธิภาพสูงสุด 

 Extreme Gradient Boosting Algorithm 
 XGBoost (Extreme Gradient Boosting) (Chen & Guestrin, 2016) เ ป็ น
อัลกอริทึมท่ีคล้ายคลึงกับ LightGBM พัฒนามาจากต้นไม้ตัดสินใจ ด้วยเทคนิคการใช้วิธี
ร่วมกันตัดสินใจแบบ Boosting หรือเรียกว่า GBDTs เป็นอัลกอริทึมท่ีพัฒนาขึ้นมาเพื่อ
รองรับกับชุดข้อมูลขนาดใหญ่  โดยใช้ทรัพยากรหน่วยความจำอย่างมีประสิทธิภาพ
เช่นเดียวกัน ส่ิงท่ีแตกต่างกันกับ LightGBM อย่างชัดเจน คือ การต่อตัวของต้นไม้ตัดสินใจท่ี
เป็นแบบ Level-wise tree growth ซึ่งทำให้การสร้างต้นแบบนั้นใช้เวลามากกว่า แต่ในด้าน
ประสิทธิภาพยังคงมีความแตกต่างกันอย่างเล็กน้อยในแต่ละชุดข้อมูล หากต้องการสร้าง
ต้นแบบท่ีมีค่าความผิดพลาดน้อยแล้ว XGBoost และ LightGBM เป็น 2 อัลกอริทึมท่ี
เหมาะสมกับการทดสอบเป็นอย่างมาก 

 Category Boosting Algorithm 
CatBoost (Category Boosting model) (Dorogush et al., 2018) เ ป็ น

อัลกอริทึม GBDTs เช่นเดียวกับ LightGBM และ XGBoost แต่แบ่งแยกตัวเองจากสอง
อัลกอริทึมนี้อย่างชัดเจนโดยการมุ่งเน้นไปในด้านของการเพิ่มประสิทธิภาพต้นไม้ตัดสินใจ
สำหรับตัวแปรท่ีเป็นหมวดหมู่ท่ีซึ่งแต่ละตัวแปรอาจจะไม่มีความสัมพันธ์กันในทางตัวเลข 
ยกตัวอย่างเช่นการจำแนกส้ม และแอปเปิล สำหรับ XGBoost จะทำการแบ่งตัวแปร
ออกเป็นสองตัวแปรเพื่อบ่งบอกว่านี่คือส้ม และนี่คือแอปเปิล แต่สำหรับ CatBoost จะ
สามารถบ่งบอกความแตกต่างของตัวแปรท่ีเป็นหมวดหมู่โดยอัตโนมัติไม่จำเป็นต้องทำ
กระบวนการใด ๆ ก่อน สำหรับ LightGBM มีการสนับสนุนตัวแปรท่ีเป็นหมวดหมู่เช่นกันแต่
มีข้อจำกัดมากกว่า CatBoost 

 OSMnx 
OSMnx (Open Street Map network) (Boeing, 2017) คือ เครื่องมือสำหรับ

วิเคราะห์โครงข่ายถนน โดยการนำข้อมูลแผนท่ีจาก Open Street Map ซึ่งเป็นโครงการ
ความร่วมมือเพื่อสร้างแผนท่ีฟรี ทำให้สามารถใช้ข้อมูลได้โดยไม่เสียค่าใช้จ่าย นำข้อมูล
โครงข่ายถนนจากแผนท่ีมาสร้างเป็นรูปแบบกราฟ เพื่อวิเคราะห์ระยะทางและแสดงเส้นทาง
ระหว่างจุดสองจุด ดังแสดงในภาพท่ี 2.19 
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ภาพท่ี 2.19 เส้นทางระหว่างจุดสองจุดบนแผนท่ีในรูปแบบกราฟ 

  
 เนื่องจากข้อมูลโครงข่ายถนนท่ีได้จาก Open Street Map นั้นอาจมีสภาพท่ีไม่ตรง
กับความเป็นจริงท้ังหมด และกรุงเทพมหานครนั้นมีข้อบังคับจราจรบนถนนแต่ละเส้น เช่น 
การห้ามเล้ียวขวา การห้ามกลับรถ ส่งผลให้ระยะทางท่ีได้จากกราฟนั้นมีค่าน้อยกว่าความ
เป็นจริง (วรพร ปุณยกนก, 2562) 

 Clustimage 
Library clustimage คือ เครื่องมือสำหรับการจัดกลุ่มรูปภาพด้วยวิธีการเรียนรู้ของ

เครื่อง โดยมีเป้าหมายในการตรวจจับธรรมชาติของกลุ่มของรูปภาพ แบบไม่จำเป็นต้องมี
คำตอบให้ผู้เรียนรู้ มีข้ันตอนในการดำเนินการดังแสดงในภาพท่ี 2.20 

 

 
ภาพท่ี 2.20 ขั้นตอนการดำเนินการของ Clustimage (Taskesen, 2021) 

  
 จากภาพท่ี 2.20 ขั้นตอนแรกเป็นการ Pre-processing แปลงรูปภาพให้เป็น
ระดับสีเทา ปรับค่าพิกเซลระหว่างค่า [0, 255] และปรับขนาดของทุกรูปภาพให้เท่ากัน 
หลังจากนั้นจึงทำการ Feature extraction จากรูปภาพโดยใช้ข้อมูลของพิกเซลใน Library 
นี้ จะมีให้เลือกใช้ 2 วิธีได้แก่ Principal component analysis (PCA) เป็นการลดมิติของ
รูปภาพลงโดยดึงส่วนท่ีค่าพิกเซลมีความแปรปรวนอย่างเห็นได้ชัดออกมา และ Histogram 
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of oriented gradients (HOG) เป็นวิธีท่ีสามารถแยกส่วนของรูปจากทิศทาง และขอบมุม 
ตัวอย่างของรูปภาพท่ีใช้วิธี PCA และ HOG ดังแสดงในภาพท่ี 2.21 และ 2.22 
 

 
ภาพท่ี 2.21 ตัวอย่างรูปภาพท่ีใช้วิธี PCA (Burns, 2019) 

 

 
ภาพท่ี 2.22 ตัวอย่างรูปภาพท่ีใช้วิธี HOG (Taskesen, 2021) 

 
จากภาพท่ี 2.21 และ 2.22 จะเห็นได้ว่า HOG สามารถงานได้ดีเมื่อเป็นรูปภาพท่ีมี

รูปทรงชัดเจนจากขอบ แต่ PCA จะสามารถแยกจุดเด่นภายในได้ชัดเจนมากกว่าเช่น ใบหน้า
หลังจาก Feature extraction เสร็จแล้ว จึงทำการแยกกลุ่ม และประเมินผล 

 
2.11 สรุป 

หัวข้อนี้จะกล่าวถึงวิธีการนำเครื่องมือในบทท่ี 2 มาใช้ในงานวิจัยโดยเริ่มจากการใช้เครื่องมือ
ในการแปลงข้อมูลให้เป็นตัวแปรต่าง ๆ ด้วยการใช้ OSMnx ในการค้นหาระยะทางระหว่างจุด เพื่อ
สร้างตัวแปรระยะทางระหว่างจุด และ การใช้ Clustimage ในการจัดกลุ่มรูปกราฟจากข้อมูลดัชนีรถ
ติดออกเป็นกลุ่ม เพื่อสร้างตัวแปรกลุ่มของรูปแบบดัชนีรถติดท่ีคล้ายกัน เมื่อนำตัวแปรท้ังหมดท่ีได้
จากการแปลงข้อมูลมาแล้วรวบรวม นำข้อมูลท้ังหมดตรวจสอบด้วยวิธีการทางสถิติต่าง ๆ เพื่อแก้ไข
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ปัญหาค่าผิดปกติ หรือปัญหาการกระจายตัว นำข้อมูลสุดท้ายมาแบ่งส่วนด้วยวิธี K-fold cross 
validation เพื่อลดการเกิดปัญหา Overfitting นำข้อมูลท่ีแบ่งส่วน train set มาสร้างต้นแบบ ด้วย
อัลกอริทึมวิธีการเรียนรู้ของเครื่อง Random forest, LightGBM, XGBoost และ CatBoost แล้วทำ
การทดสอบประสิทธิภาพกับข้อมูลท่ีแบ่งส่วน test set ซึ่งเป็นข้อมูลท่ีผู้เรียนรู้ไม่เคยเห็นมาก่อน โดย
เมื่อใช้วิธี K-fold cross validation ข้อมูลจะถูกแบ่งเป็น 5 เซ็ต เมื่อทำการสร้างต้นแบบ และ
ทดสอบประสิทธิภาพท้ัง 5 เซ็ตแล้ว จึงนำผลลัพธ์ทั้งหมดมาหาค่าเฉล่ียเป็นประสิทธิภาพของต้นแบบ
สุดท้าย ทำการปรับปรุง Hyperparameters ด้วยการสร้างต้นแบบแล้วทดสอบประสิทธิภาพซ้ำ ๆ จึง
ได้ผลลัพธ์สุดท้ายของการทดลอง 

แม้ว่าในปัจจุบัน สำหรับการแข่งขันการเขียนโปรแกรมเพื่อคาดการณ์ผลลัพธ์ การใช้
โครงข่ายประสาทเทียม (Neural network) จะเป็นท่ีนิยม แต่ต้นแบบท่ีสร้างโดยอัลกอริทึมประเภท 
GBDTs นั้นยังคงมีบทบาทสำคัญกับข้อมูลท่ีมีจำกัด มีความโดดเด่นในด้านประสิทธิภาพ ใช้เวลาใน
การสร้างต้นแบบไม่มาก และไม่ ต้องอาศัยความเช่ียวชาญ ท่ีเฉพาะเจาะจงในการปรับปรุง 
Hyperparameters  

สำหรับอัลกอริทึม Random forest จะเป็นอัลกอริทึมตัวเดียวท่ีใช้เทคนิคร่วมกันตัดสินใจ
แบบ Bagging ส่วนอัลกอริทึม LightGBM, XGBoost และ CatBoost เป็นอัลกอริทึมท่ีใช้เทคนิค
ร่วมกันตัดสินใจแบบ Boosting และมีพื้นฐานมาจากอัลกอริทึมต้นไม้ตัดสินใจ สามารถแสดงความ
แตกต่างของอัลกอริทึมแบบ Boosting ท้ัง 3 อัลกอริทึมได้ดังตารางท่ี 2.4 

 
ตารางท่ี 2.4 ความแตกต่างของอัลกอริทึม LightGBM, XGBoost และ CatBoost 
 XGBoost LightGBM CatBoost 
ผู้พัฒนา DMLC Microsoft Yandex 
ปี 2014 2016 2017 

ลักษณะความสมมาตร
ของต้นไม้ตัดสินใจ 

ไม่สมมาตร 
Level-wise tree 

growth 

ไม่สมมาตร 
Leaf-wise tree 

growth 
สมมาตร 

วิธีการกระจายตัว 
ของต้นไม้ตัดสินใจ 

Pre-sorted and 
histogram-based 

Gradient-based 
One-Side Sampling 

Greedy method 

ลักษณะ Boosting - - Ordered 
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จากตารางท่ี 2.4 ความแตกต่างประการแรกในด้านลักษณะความสมมาตรของต้นไม้ตัดสินใจ 
สำหรับ CatBoost ลักษณะต้นไม้สมมาตร หรือต้นไม้สมดุลหมายถึงเงื่อนไขการกระจายตัวมีความ
สม่ำเสมอในทุกโหนดในระดับความลึกเดียวกันของต้นไม้ตัดสินใจ ในส่วนของ LightGBM และ 
XGBoost เงื่อนไขการกระจายตัวนั้นอาจจะแตกต่างกันในแต่ละโหนด ท่ีระดับความลึกของต้นไม้
เดียวกัน ตัวอย่างลักษณะความสมมาตรของต้นไม้ตัดสินใจดังแสดงในภาพท่ี 2.23 
 

 
ภาพท่ี 2.23 ตัวอย่างลักษณะความสมมาตรของต้นไม้ตัดสินใจ (Kay Jan Wong, 2022) 

 
 จากภาพท่ี 2.23 สำหรับลักษณะต้นไม้แบบสมมาตร จะส่งผลให้เงื่อนไขการกระจายตัวนั้นมี
ค่า Loss น้อยท่ีสุดในทุก ๆ โหนดท่ีระดับความลึกของต้นไม้เท่ากัน  ประโยชน์ของต้นไม้แบบสมมาตร
รวมถึงการประมวลผลท่ีรวดเร็วกว่าต้นไม้แบบไม่สมมาตร และยังช่วยในการควบคุมการเกิดปัญหา 
Overfitting อีกดว้ย 
 ในส่วนของวิธีการกระจายตัวของต้นไม้ตัดสินใจ หมายถึงวิธีการค้นหาเงื่อนไขของการ
กระจายตัว สำหรับ CatBoost นั้น Greedy method จะสร้างความเป็นไปได้ท้ังหมดของการจับคู่
ของทุก Feature แล้วเลือกการจับคู่ท่ีให้ค่า Loss น้อยท่ีสุด สำหรับ LightGBM นั้น Gradient-
based One-Side Sampling (GOSS) จะเก็บข้อมูลตัวอย่างท้ังหมดกับ Gradient ขนาดใหญ่ แล้ว
ค่อยดำเนินการสุ่มตัวอย่างจากข้อมูลตัวอย่างกับ Gradient ขนาดเล็ก ซึ่ง Gradient ในท่ีนี้หมายถึง
ความชันของเส้นสัมผัสของ Loss function ตัวอย่างเช่น มีชุดข้อมูลอยู่ 500,000 แถว ซึ่ง 10,000 
แถวมี Gradient ท่ีใหญ่กว่า อัลกอริทึมจะเลือกข้อมูล 10 ,000 แถวนั้นรวมกับข้อมูลท่ีเหลืออีก 
490,000 แถวจำนวนหนึ่งแบบสุ่มมาทำการสร้างต้นแบบ ซึ่งจุดข้อมูลกับ Gradient ท่ีใหญ่กว่าจะมี
ค่าผิดพลาดสูง และจะมีความสำคัญในการหาจุดกระจายตัวท่ีเหมาะสมท่ีสุด วิธี  GOSS จะเลือกใช้
ข้อมูลในการสร้างต้นแบบน้อยกว่า เพราะฉะนั้นจึงใช้เวลาในการสร้างต้นแบบน้อยกว่าอีกด้วย 
สำหรับ XGBoost นั้น อัลกอริทึม Pre-sorted จะพิจารณา Feature ท้ังหมดและเรียงลำดับโดยค่า
ของ Feature หลังจากนั้นการตรวจสอบแบบเชิงเส้นจะตัดสินจะตัดสินการกระจายตัวที่ดีท่ีสุดสำหรับ 
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Feature และค่าของ Feature ท่ีได้รับข้อมูลมากท่ีสุด ส่วนอัลกอริทึม Histogram-based ทำงาน
เช่นเดียวกับอัลกอริทึม Pre-sorted แต่แทนท่ีจะพิจารณา Feature ท้ังหมดมันจะจับกลุ่มค่าของ 
Feature เป็นกลุ่มของข้อมูลท่ีต่อเป็นจำนวนเต็ม (เช่น รหัสไปรษณีย์ , หมวดหมู่(1,2,3,4,5,6,7) หรือ 
การนับจำนวนคน) แล้วหาจุดกระจายตัวอิงตามกลุ่มของข้อมูลนั้นแทน ซึ่งมีประสิทธิภาพมากกว่า
อัลกอริทึม Pre-sorted แต่ยังช้ากว่า GOSS 
 ส่วนของลักษณะ Boosting ในการเลือกข้อมูลเพื่อนำไปสร้างต้นแบบจะมีรูปแบบต่าง ๆ ซึ่ง 
การ Boosting แบบ Ordered จะทำการสร้างต้นแบบด้วยข้อมูลชุดหนึ่ง แล้วประมวลผลด้วยข้อมูล
อีกชุดหนึ่ง มีประโยชน์ในการทำให้สามารถนำต้นแบบไปใช้กับข้อมูลท่ีไม่เคยเห็นได้ดีขึ้น 
 อัลกอริทึม LightGBM, XGBoost และ CatBoost ล้วนเป็นอัลกอริทึมท่ีมีประสิทธิภาพสูง 
แม้จะมีพื้นฐานเดียวกันคือ GBDTs แต่ในแต่ละอัลกอริทึมนั้นก็ถูกพัฒนาด้วยเทคนิคท่ีแตกต่างกัน ทำ
ให้เมื่อใช้อัลกอริทึมในชุดข้อมูลท่ีแตกต่างกัน ก็อาจจะทำให้อันดับของประสิทธิภาพ รวมไปถึงเวลาใน
การสร้างต้นแบบของอัลกอริทึมเหล่านี้เปล่ียนแปลงไป จึงยากท่ีจะสรุปได้อย่างชัดเจนว่าอัลกอริทึมใด
เหมาะสมท่ีสุดกับชุดข้อมูลของงานวิจัยนี้ หากไม่ได้ทำการทดสอบ 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

บทท่ี 3 
วิธีดำเนินงานวิจัย 

 
ในงานวิจัยบทนี้จะอธิบายถึงขั้นตอนของการสร้างต้นแบบด้วยวิธีการเรียนรู้ของเครื่อง การ

รวบรวมข้อมูลท่ีนำมาใช้ในงานวิจัยซึ่งเป็นปัจจัยท่ีเกี่ยวข้องกับระยะเวลาเดินทาง  และ การ
ประมวลผลของแต่ละชุดข้อมูลท่ีรวบรวมมาให้อยู่ในรูปแบบของตัวแปรต่าง ๆ ก่อนท่ีจะนำไปสร้าง
ต้นแบบ โดยข้อมูลท้ังหมดเป็นข้อมูลท่ีสามารถเข้าถึงได้โดยสาธารณะ 

 
3.1 ขั้นตอนการสร้างต้นแบบด้วยวิธีการเรียนรู้ของเคร่ือง 
 ขั้นตอนของการสร้างต้นแบบการคาดการณ์ระยะเวลาเดินทางระหว่างพิกัดสองจุดใน
หลากหลายสภาพแวดล้อมบนท้องถนน ด้วยวิธีการเรียนรู้ของเครื่อง สามารถแสดงได้ดังภาพท่ี 3.1 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

ภาพท่ี 3.1 ผังงานขั้นตอนการสร้างต้นแบบด้วยวิธีการเรียนรู้ของเครื่อง 
  

 

รวบรวมชุดข้อมูล 

ประมวลผลชุดข้อมูล 

แบ่งข้อมูล Training set แบ่งข้อมูล Test set 

สร้างต้นแบบและปรับปรุง 

วัดประสิทธิภาพต้นแบบจาก
ข้อมูลท่ีเครื่องไม่เคยเห็น 
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จากภาพท่ี 3.1 ขั้นตอนแรกของการสร้างต้นแบบ คือ การรวบรวมข้อมูลจากหลากหลาย
แหล่งท่ีมา แล้วทำให้รูปแบบของข้อมูลอยู่ในรูปแบบเดียวกัน (Data frame) เพื่อให้ง่ายต่อการจัดการ
ด้วยโปรแกรม  

ขั้นตอนท่ีสอง คือ การประมวลผลชุดข้อมูล โดยการกำจัดข้อมูลท่ีไม่จำเป็นในการสร้าง
ต้นแบบออก ข้อมูลท่ีผิดปกติ (Outlier) ข้อมูลท่ีขาดหายไปบางส่วน หรือ ข้อมูลท่ีมีการใส่ค่าผิด 
หลังจากนั้นอาจทำการสร้างข้อมูลใหม่ขึ้นมาจากข้อมูลท่ีมีอยู่ เช่น การสร้างข้อมูลระยะทาง จาก
ข้อมูลพาหนะและโทรศัพท์มือถือ แล้วทำการรวมข้อมูลท้ังหมดให้เป็นชุดเดียว ตัวรูปแบบของชุด
ข้อมูลหลังจากการประมวลผล ดังแสดงในตารางท่ี 3.1 
 
ตารางท่ี 3.1 ตัวอย่างรูปแบบชุดข้อมูลท่ีผ่านการประมวลผล 

X1 X2 X3 X4 X5 Y 
13.74835 100.65628 13.81607 100.64795 9400 1080 
13.81607 100.64795 13.82811 100.63003 3600 420 
13.82811 100.63003 13.83277 100.57139 7600 600 
13.83277 100.57139 13.74802 100.54831 12100 720 

 
 จากตารางท่ี 3.1 หลัก X คือ ปัจจัย ตัวแปรอิสระ หรือ ตัวแปรอินพุต หลัก Y คือ คำตอบ
ของตัวอย่าง ตัวแปรตาม หรือ ตัวแปรเอาต์พุต สำหรับการเรียนรู้แบบมีผู้สอน และ จำนวนของแถว
เท่ากับจำนวนของข้อมูลตัวอย่าง 
 ขั้นตอนท่ีสาม คือ การแบ่งข้อมูลเป็น 2 ส่วนเป็น training set ร้อยละแปดสิบของข้อมูล 
และ test set ร้อยละยี่สิบของข้อมูล 
 ขั้นตอนท่ีส่ี คือ การสร้างต้นแบบจากข้อมูล training set ด้วยอัลกอริทึมต่าง ๆ และ วัด
ประสิทธิภาพของต้นแบบท่ีสร้างขึ้นโดยเปรียบเทียบระหว่าง ค่า Y ในชุดข้อมูล และ ค่า Y ท่ีต้นแบบ
คาดการณ์ได้ ปรับปรุงต้นแบบโดยการเปล่ียนแปลงพารามิเตอร์ต่าง ๆ เพื่อให้ต้นแบบมีประสิทธิภาพ
มากขึ้น 
 ขั้นตอนสุดท้าย คือ การนำต้นแบบท่ีปรับปรุงแล้ว มาวัดประสิทธิภาพกับข้อมูล test set ซึ่ง
ไม่ได้ถูกใช้ในการสร้างต้นแบบ และ ผู้เรียนรู้ไม่เคยเห็นมาก่อน ทำการวัดประสิทธิภาพ และ สรุปผล 
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3.2 ชุดข้อมูลในการสร้างต้นแบบ (Dataset) 

ข้อมูลท่ีนำมาใช้ในการสร้างต้นแบบนั้น ถูกรวบรวมจากหลายแหล่งท่ีมาทำให้มีรูปแบบท่ี
แตกต่างกันท้ังนามสกุลไฟล์ แถวหรือตอน ผู้วิจัยจึงต้องจัดการกับข้อมูลจากแต่ละแหล่งท่ีมาให้
แสดงผลอยู่ในรูปแบบเดียวกันเพื่อให้สะดวกต่อการอ่านงานวิจัยและสามารถนำข้อมูลท้ังหมดมาใช้
ร่วมกันในการสร้างต้นแบบ โดยข้อมูลท้ังหมดท่ีถูกนำเสนอจะเป็นข้อมูลของปี ค.ศ.2020 

 ข้อมูลจากพาหนะและโทรศัพท์มือถือ (Vehicles and Mobile Probe Data) 
ข้อมู ลจากพาหนะและโทรศัพ ท์มื อถือหรือ เครื่ องตรวจวัดเค ล่ือน ท่ีจาก iTIC 

Foundation (มูลนิธิศูนย์ข้อมูลจราจรอัจฉริยะไทย, 2564) คือ ข้อมูลการใช้งานของพาหนะ

ท่ีถูกรวบรวมจากระบบของพาหนะเอง และจากแอพพลิเคช่ันโทรศัพท์มือถือโดยข้อดีของ

การใช้ข้อมูลแบบนี้เมื่อเทียบกับการใช้เซ็นเซอร์ตรวจจับแบบเก่า (Fixed Sensors) จะ

ครอบคลุมพื้นท่ีมากกว่าและมีค่าใช้จ่ายท่ีถูกกว่า ข้อมูลท่ีได้มีความเท่ียงตรงมากกว่าการ

ประมาณเวลาเดินทางจากความเร็วท่ีจับได้ขณะผ่านเซ็นเซอร์ (มูลนิธิศูนย์ข้อมูลจราจร

อัจฉริยะไทย) ข้อมูลจากพาหนะและโทรศัพท์มือถือมี 8 ข้อมูล ได้แก่ 

- VehicleID คือ ข้อมูลท่ีใช้ระบุพาหนะแต่ละคันโดยพาหนะแต่ละคันใช้ VehicleID 
เดียวกันเสมอ ไม่มีการเปล่ียนแปลง 

- gpsvalid คือ ค่าท่ีบ่งบอกถึงสถานะของระบบตรวจจับข้อมูลพาหนะว่ามีสัญญาณ
หรือไม่ในขณะท่ีเก็บข้อมูล 

- lat และ lon คือ ค่าละติจูดและลองติจูดของพาหนะในขณะท่ีเก็บข้อมูล 
- timestamp คือ เวลาในขณะท่ีเก็บข้อมูล 
- speed คือ ความเร็วของพาหนะในขณะท่ีเก็บข้อมูล 
- for_hire_light คือ ค่าสำหรับพาหนะประเภทแท็กซี่ท่ีใช้ในการบ่งบอกถึงสถานะไฟรับ

ผู้โดยสารโดยจะมีค่าเป็น 0 และ 1 หมายถึงปิดไฟและเปิดไฟตามลำดับ 
- engine_acc คือ ค่าท่ีบ่งบอกถึงสถานะเครื่องยนต์ของพาหนะโดยจะมีค่าเป็น 0 และ 1 

หมายถึงเครื่องยนต์ไม่ทำงานและทำงานตามลำดับ 
ตัวอย่างข้อมูลจากพาหนะและโทรศัพท์มือถือ ดังแสดงในภาพท่ี 3.2 
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ภาพท่ี 3.2 ตัวอย่างข้อมูลจากพาหนะและโทรศัพท์มือถือ ปี ค.ศ.2020 

 
จากภาพท่ี 3.2 ข้อมูลจากพาหนะและโทรศัพท์มือถือนั้นถูกเก็บจากท่ัวประเทศไทย 

สามารถแสดงการกระจายตัวของพาพนะด้วยการแสดงพิกัดละติจูดและลองติจูดในรูปแบบ
กราฟโดยแกน x คือ lon และ แกน y คือ lat ดังแสดงในภาพท่ี 3.3 
 

 
ภาพท่ี 3.3 กราฟการกระจายตัวของพาหนะของวนัท่ี 1 มกราคม ปี ค.ศ.2020 

   
จากภาพท่ี 3.3 สังเกตได้ว่านอกจากพื้นท่ีตรงกลางแล้ว (บริเวณกรุงเทพมหานคร) 

การกระจายตัวของพาหนะนั้นไม่ครอบคลุมพื้นท่ีท้ังหมด และเนื่องจากงานวิจัยนี้มุ่งเน้นไปท่ี
พาหนะประเภทแท็กซี่ท ำให้ ข้ อมู ลน้ อยลงกว่ านี้  ผู้ วิ จั ย จึงเลือก ใช้ข้ อมู ลบริ เวณ
กรุงเทพมหานครในการสร้างต้นแบบเท่านั้น 

 ดัชนีรถติด (Traffic Index) 
 ข้อมูลดัชนีรถติดจาก Longdo Traffic (ลองดู Traffic, 2564) คือ ตัวช้ีวัดสภาพ
ความติดขัดของท้องถนนในภาพรวมของกรุงเทพมหานครและปริมณฑล ณ เวลาหนึ่ง ๆ โดย
ใช้ตัวเลข 0-10 ในการแสดงผล (ค่าท่ีมาก หมายถึง ติดขัดมาก, 0 = รถไม่ติดเลย, 10 = รถ
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ติดทุกถนน) โดยค่าดัชนีนี้จะถูกคำนวณทุก ๆ 5 นาที จากการเก็บข้อมูลสภาพการจราจรบน
ถนนในโครงข่าย Location Table (มูลนิธิศูนย์ข้อมูลจราจรอัจฉริยะไทย , 2561) โดยจะใช้
เฉพาะถนนท่ีมีปริมาณข้อมูลอย่างน้อย 2 ใน 3 ของถนนท้ังสาย ข้อมูลดัชนีรถติดมี 2 ข้อมูล 
ได้แก่ 
- datetime คือ เวลาท่ีคำนวณดัชนีรถติดออกมาในขณะนั้น 
- index คือ ค่าของดัชนีรถติด 
ตัวอย่างข้อมูลดัชนีรถติด ดังแสดงในภาพท่ี 3.4 
 

 
ภาพท่ี 3.4 ตัวอย่างข้อมลูดัชนีรถติด ปี ค.ศ.2020 

 
 จากภาพท่ี 3.4 สามารถนำข้อมูลมาแสดงในรูปแบบกราฟโดยแกน x = datetime 
และแกน y = index เพื่อแสดงให้เห็นถึงระดับความรุนแรงของรถติดในแต่ละช่วงเวลาของ
วัน ดังแสดงในภาพท่ี 3.5 
 

 
ภาพท่ี 3.5 กราฟดัชนีรถติดในทุก 5 นาทีของวันท่ี 1 มกราคม ปี ค.ศ.2020 
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 พิกัดกรุงเทพมหานคร (Spatial File) 
 ข้อมูลพิกัดกรุงเทพมหานครจาก BangkokGIS (ศูนย์ เทคโนโลยีสารสนเทศ
ภูมิศาสตร์กรุงเทพมหานคร, 2564) คือ ข้อมูลท่ีบอกว่าพิกัดของแต่ละเขตและแขวงใน
กรุงเทพมหานครนั้นอยู่ท่ีใด ในรูปแบบของพื้นท่ี (Polygon) ข้อมูลพิกัดกรุงเทพมหานครมี 4 
ข้อมูล ได้แก่ 
- AREA_CAL คือ พื้นท่ีของแขวงในหน่วยตารางกิโลเมตร 
- DISTRICT_I กับ SUBDISTRIC คือ ตัวเลขของเขตและแขวงท่ีใช้แทนช่ือในการสร้าง

ต้นแบบ (ไม่สามารถใช้ตัวอักษรในการสร้างต้นแบบได้) 
- geometry คือ ข้อมูลพื้นท่ีของแต่ละแขวงมีชนิดของข้อมูลเป็น geometry ตัวอย่าง

ข้อมูลพิกัดกรุงเทพมหานคร ดังแสดงในภาพท่ี 3.6 
 

 
ภาพท่ี 3.6 ตัวอย่างข้อมูลพิกัดกรุงเทพมหานคร 

 
 จากภาพท่ี 3.6 เมื่อนำข้อมูลพิกัดกรุงเทพมหานครมาสร้างเป็นภาพ ทับซ้อนกับแผน
ท่ีของกรุงเทพมหานครจะมีลักษณะเป็นรูปทรงสีน้ำเงินตามแขวงในเขตกรุงเทพมหานคร ดัง
แสดงในภาพท่ี 3.7 
 

 
ภาพท่ี 3.7 ภาพลักษณะการแบ่งพื้นท่ีแขวงด้วยข้อมูลพิกัดกรุงเทพมหานคร 
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 สถิติจำนวนประชากรและบ้านในกรุงเทพมหานคร 
 ข้อมูลสถิติจำนวนประชากรและบ้านในกรุงเทพมหานครจาก ระบบสถิติทางการ
ทะเบียน (ส่วนบริหารและพัฒนาเทคโนโลยีการทะเบียน & สำนักบริหารการทะเบียน , 
2564) คือ ข้อมูลท่ีบอกจำนวนประชากรและจำนวนบ้านในพื้นท่ีแต่ละเขตและแขวงใน
กรุงเทพมหานครจากข้อมูลทะเบียนบ้าน ข้อมูลสถิ ติจำนวนประชากรและบ้านใน
กรุงเทพมหานครมี 2 ข้อมูล ได้แก่ 
- รวมและบ้าน คือ จำนวนประชากรและจำนวนบ้านในแต่ละแขวง 
ตัวอย่างของข้อมูลสถิติจำนวนประชากรและบ้านในกรุงเทพมหานคร ดังแสดงในภาพท่ี 3.7 
และภาพท่ี 3.8 
 

 
ภาพท่ี 3.8 ตัวอย่างสถิติจำนวนประชากรและบ้านในกรุงเทพมหานคร 

แบ่งตามเขตการปกครอง 
 

 
ภาพท่ี 3.9 ตัวอย่างสถิติจำนวนประชากรและบ้านในกรุงเทพมหานคร 

แบ่งตามแขวงการปกครอง 
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 สภาพอากาศ 
 ข้อมูลสภาพอากาศกรุงเทพมหานคร จากกรมอุตุนิยมวิทยา คือ ข้อมูลท่ีบ่งบอก
ปริมาณฝน ความช้ืนสัมพัทธ์ อุณหภูมิและความเร็วลม มี 4 ข้อมูล ได้แก่ 
- ปริมาณฝนหน่วยมิลลิเมตร 
- ความช้ืนสัมพัทธ์หน่วยเปอร์เซ็นต์  
- อุณหภูมิหน่วยฟาเรนไฮต์ 
- ความเร็วลมหน่วยไมล์ต่อช่ัวโมง 
ตัวอย่างข้อมูลปริมาณฝนและความช้ืนสัมพัทธ์ ดังแสดงในภาพท่ี 3.10 และภาพท่ี 3.11 
 

 
ภาพท่ี 3.10 ตัวอย่างปริมาณฝนรายสามช่ัวโมง 

 
 

 
ภาพท่ี 3.11 ตัวอย่างความช้ืนสัมพัทธ์รายสามช่ัวโมง 

 
 จากภาพท่ี 3.10 ข้อมูลปริมาณฝนรายสามช่ัวโมงท่ีจำเป็นต้องใช้ประกอบไปด้วย
ปริมาณฝนหน่วยมิลลิเมตร มีชนิดของข้อมูลเป็น float64 และภาพท่ี 3.11 ข้อมูลความช้ืน
สัมพัทธ์รายสามช่ัวโมงท่ีจำเป็นต้องใช้ประกอบไปด้วยความช้ืนสัมพัทธ์หน่วยเปอร์เซ็นต์  มี
ชนิดของข้อมูลเป็น int64 
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3.3 การประมวลผลชุดข้อมูลเร่ิมต้น 

การประมวลผลชุดข้อมูลเริ่มต้น เพื่อเปล่ียนแปลงข้อมูลท่ีมีอยู่ให้เป็นตัวแปรท่ีเราต้องการ ทำ
การวิเคราะห์ และปรับปรุงข้อมูลด้วยวิธีทางสถิติ ก่อนรวบรวมตัวแปรท้ังหมดเพื่อไปสู่ขั้นตอนต่อไป
ของการสร้างต้นแบบ งานวิจัยนี้จะมุ่งเน้นไปท่ีพาหนะประเภทแท็กซี่ ท่ีมีผู้โดยสารอยู่บนรถ ซึ่ง
สามารถอนุมานได้ว่าขณะนั้นรถแท็กซี่เคล่ือนท่ีด้วยความเร็วปกติเช่นเดียวกับรถส่งสินค้า โดยผู้วิจัย
สามารถสรุปข้อมูลตัวแปรท้ังหมดท่ีนำไปใช้ในการสร้างต้นแบบ แสดงไว้ดังตารางท่ี 3.2 

 
ตารางท่ี 3.2 สรุปข้อมูลตัวแปร 
ลำดับ ตัวแปร รายละเอียด หน่วย ชุดข้อมูลเดิม 

1 PickupLat พิกัดละติจูดท่ีรับผู้โดยสาร - 

ข้อมูลจาก
พาหนะและ

โทรศัพท์มือถือ 
(Vehicles and 
Mobile Probe 

Data) 

2 PickupLon พิกัดลองติจูดท่ีรับผู้โดยสาร - 
3 DropoffLat พิกัดละติจูดท่ีส่งผู้โดยสาร - 
4 DropoffLon พิกัดลองติจูดท่ีส่งผู้โดยสาร - 

5 AverageSpeed ความเร็วเฉล่ียของพาหนะ 
กิโลเมตร
ต่อช่ัวโมง 

6 PickupSecofDay 
เวลาท่ีรับผู้โดยสารนับต้ังแต่ 
เวลาเริ่มต้นวัน 

วินาที 

7 DayofWeek วันในสัปดาห์ท่ีรับผู้โดยสาร - 
8 DayofMonth วันท่ีท่ีรับผู้โดยสาร - 
9 Month เดือนท่ีรับผู้โดยสาร - 
10 Hour ช่ัวโมงท่ีรับผู้โดยสาร ช่ัวโมง 

11 Distance 
ระยะทางระหว่างจุดรับ 
และส่งผู้โดยสาร 

เมตร 

12 TravelTime เวลาระหว่างรับและส่งผู้โดยสาร วินาที 

13 Displacement 
ระยะการกระจัดระหว่างจุดรับ 
และส่งผู้โดยสาร 

เมตร 
 

14 Direction ทิศทางระหว่างจุด องศา 
15 PickupDistr เขตท่ีรับผู้โดยสาร - พิกัด

กรุงเทพมหานคร 
(Spatial File) 

16 DropoffDistr เขตท่ีส่งผู้โดยสาร - 
17 PickupSubDistr แขวงท่ีรับผู้โดยสาร - 
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ตารางท่ี 3.2 สรุปข้อมูลตัวแปร (ต่อ) 

18 DropoffSubDistr แขวงท่ีส่งผู้โดยสาร - 
พิกัด

กรุงเทพมหานคร 
(Spatial File) 

19 PickupArea พื้นท่ีแขวงท่ีรับผู้โดยสาร 
ตาราง

กิโลเมตร 

20 DropoffArea พื้นท่ีแขวงท่ีส่งผู้โดยสาร 
ตาราง

กิโลเมตร 

21 Cluster 
การแบ่งกลุ่มวันตามรูปแบบ 
ดัชนีรถติดท่ีคล้ายกัน 

- 
ดัชนีรถติด 

(Traffic Index) 

22 PickPplStat 
จำนวนประชากรในแขวงท่ีรับ
ผู้โดยสาร 

คน 

สถิติจำนวน
ประชากร 
และบ้านใน

กรุงเทพมหานคร 

23 PickBuildStat จำนวนบ้านในแขวงท่ีรับผู้โดยสาร 
หลังคา
เรือน 

24 DropPplStat 
จำนวนประชากรในแขวงท่ีส่ง
ผู้โดยสาร 

คน 

25 DropBuildStat จำนวนบ้านในแขวงท่ีส่งผู้โดยสาร 
หลังคา
เรือน 

26 Temperature อุณหภูมิ ฟาเรนไฮต ์

สภาพอากาศ 
27 Humidity ความช้ืน เปอร์เซ็นต์ 

28 Wind Speed ความเร็วลม 
ไมล์ต่อ
ช่ัวโมง 

29 Rain ปริมาณน้ำฝน มิลลิเมตร 
 

จากตารางท่ี 3.2 ในการประมวลผลข้อมูลเพื่อเปล่ียนเป็นตัวแปรต่าง ๆ มีข้ันตอน และ การ
ใช้เครื่องมือท่ีแตกต่างกัน ซึ่งจะมีการอธิบายในหัวข้อย่อยถัดไป สำหรับตัวแปรท่ีกล่าวถึง แต่ไม่ได้อยู่
ในตาราง คือ ตัวแปรท่ีทำการลบออกก่อนนำไปสร้างต้นแบบ 

 การประมวลผลชุดข้อมูลพาหนะและโทรศัพท์มือถือ 
ชุดข้อมูลพาหนะและโทรศัพท์มือถือ เป็นข้อมูลท่ีสร้างตัวแปรท่ีสำคัญท่ีสุด ของ

งานวิจัยนี้  ซึ่งเมื่อประมวลผลชุดข้อมูลพาหนะและโทรศัพท์มือถือ จะได้ชุดข้อมูลใหม่ท่ี

เรียกว่า Origin-Destination pair คือ ชุดข้อมูลท่ีมีตัวแปร [1-4] สำหรับบอกพิกัดละติจูด 

ลองติจูด เวลารับ และ เวลาส่งผู้โดยสาร โดยจะเรียกข้อมูลเหล่านี้ในแต่ละแถวว่า ทริป   
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ขั้นตอนแรก ทำการตรวจสอบตัวแปร engine_acc และลบแถวท่ีมีค่าเป็น 0 

ท้ังหมดเพื่อคัดช่วงท่ีรถหยุดการทำงานเป็นเวลาเกิน 3 นาทีออก เพราะในการสร้างทริป ไม่

จำเป็นต้องใช้ข้อมูลในช่วงท่ีรถหยุดนิ่งเป็นเวลานาน ๆ 

ขั้นตอนท่ีสอง ในการแยก  VehicleID ท่ี เป็นแท็กซี่  จะทำการตรวจสอบทีละ 

VehicleID ถ้าในข้อมูล ค่าของตัวแปร for_hire_light มีการเปล่ียนแปลงจาก 1 เป็น 0 หรือ 

0 เป็น 1 ได้ หมายความว่าไฟรับคนของรถแท็กซี่ของ VehicleID นั้นสามารถเปิด และปิดได้ 

หมายความว่า VehicleID นั้นเป็นรถแท็กซี่ ซึ่งพาหนะอื่นไม่สามารถเปล่ียนแปลงตัวแปรนี้ได้ 

วิธีนี้รวมถึงการคัดแท็กซี่ท่ีไม่มีการเปล่ียนแปลงไฟรับคนออกด้วย เนื่องจากไม่สามารถระบุได้

ว่าแท็กซี่กำลังมีผู้โดยสารหรือไม่ รวมแล้วจะได้ VehicleID แท็กซี่ ท่ีมีการเปิด ปิดไฟรับ

ผู้โดยสาร 2,944 คัน หลังจากนั้นทำการตัดแถวท่ีตัวแปร for_hire_light เป็น 1 ออก เพราะ

การสร้างทริปจะใช้เฉพาะตอนท่ีแท็กซี่ปิดไฟรับคน (มีผู้โดยสาร) 

ขั้นตอนท่ีสาม หลักการแปลงข้อมูลพาหนะและโทรศัพท์มือถือ เป็น  Origin-

Destination pair โดยพิจารณาแต่ละ VehicleID นำตัวแปร lat lon และ timestamp 

จากแถวเริ่มต้นไปเป็นตัวแปร [1] PickupLat [2] PickupLon และ PickupTime (ตัวแปร

บ่งบอกเวลารับผู้โดยสาร ) ตามลำดับ ทำการตรวจสอบแถวถัดไปโดยสังเกตท่ีตัวแปร 

timestamp หากมีความต่างกับแถวก่อนหน้าไม่เกิน 3 นาที (เวลาท่ีตัวแปรการทำงานของ

รถเปล่ียนเป็น 0 หรือ แถวที่ตัดช่วงเวลาท่ีไฟรับคนเปิดออกไปจะเป็นช่วงว่างระยะเวลาหนึ่ง) 

ให้ทำการตรวจสอบแถวถัดไปเรื่อย ๆ จนพบแถวท่ีไม่เข้าเงื่อนไข ให้นำตัวแปร lat lon และ 

timestamp ของแถวก่อนหน้าแถวนั้นเปล่ียนเป็นตัวแปร [3] DropoffLat [4] DropoffLon 

และ DropoffTime หลังจากนั้นนำตัวแปร timestamp ของแถวก่อนหน้ามาลบกับแถว

เริ่มต้นจะได้ตัวแปร [12] TravelTime ทำการคิดความเร็วเฉล่ียจากตัวแปร speed จะได้ตัว

แปร [5] AverageSpeed ตัวแปรท้ังหมดในขั้นตอนท่ีสามนี้ หมายถึง 1 ทริป 

ขั้นตอนท่ีส่ี เปล่ียนแถวที่ไม่เข้าเงื่อนไขให้เป็นแถวเริ่มต้น แล้วทำขั้นตอนท่ีสามต่อไป

จนส้ินสุดแถวข้อมูล จะได้ข้อมูล Origin-Destination pair ออกมาดังภาพท่ี 3.12 
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ภาพท่ี 3.12 ข้อมูล Origin-Destination pair 

 

จากภาพท่ี 3.12 ข้อมูล Origin-Destination pair มีจำนวน 23,625,628 แถว 9 

หลัก ประกอบไปด้วยตัวแปรท่ีนำไปสร้างต้นแบบ 6 ตัว ได้แก่  [1] PickupLat, [2] 

PickupLon, [3] DropoffLat, [4] DropoffLon [5] AverageSpeed, [12 ] TravelTime 

และตัวแปร PickupTime, DropoffTime สำหรับ VehicleID ทำการตัดออกเนื่องจากไม่

สามารถใช้ตัวอักษรในการสร้างต้นแบบได้ 

 การประมวลผลชุดข้อมูลพิกัดกรุงเทพมหานคร 
ชุดข้อมูลพิกัดกรุงเทพมหานคร คือ ข้อมูลเกี่ ยวกับพื้น ท่ี เขต และแขวงใน

กรุงเทพมหานคร ซึ่งจะจัดการแบ่งพื้นท่ีตามพิกัด โดยตัดทริปท่ีมีพิกัดนอกเหนือจาก

กรุงเทพมหานครออกไป ด้วยเครื่องมือ GeoPandas ซึ่งเป็นเครื่องมือท่ีช่วยในการจัดการกับ

ข้อมูลทางภูมิศาสตร์ด้วยภาษา Python กราฟแสดงการตัดทริปท่ีไม่เกี่ยวข้องออกดังภาพท่ี 

3.13 และ 3.14 

 

 
ภาพท่ี 3.13 กราฟพิกัดทริปก่อนลบทริปท่ีอยู่นอกพิกัดกรุงเทพมหานคร 

TravelTime 
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ภาพท่ี 3.14 กราฟพิกัดทริปหลังลบทริปท่ีอยู่นอกพิกัดกรุงเทพมหานคร 

 
จากภาพท่ี 3.13 และ 3.14 เมื่อทำการตัดทริปอื่น จนข้อมูลเหลือเฉพาะทริปพิกัดท่ี

อยู่ในกรุงเทพมหานครแล้ว จึงทำการเพิ่มตัวแปรต่าง ๆ จากชุดข้อมูลเข้าไป ดังแสดงในภาพ
ท่ี 3.15 

 

 
ภาพท่ี 3.15 ข้อมูลหลังจากเพิ่มตัวแปรจากชุดข้อมูลพิกัดกรุงเทพมหานคร 

 
จากภาพท่ี 3.15 ข้อมูลหลังจากตัดทริปนอกพิกัดกรุงเทพมหานคร และเพิ่มตัวแปร 

มีจำนวน 15,608,784 แถว 14 หลัก มีตัวแปรท่ีนำไปสร้างต้นแบบเพิ่มขึ้น 6 ตัว ได้แก่ [15] 
PickupDistr, [16 ] DropoffDistr, [17 ] PickupSubDistr, [18 ] DropoffSubDistr, [19 ] 
PickupArea, [20] DropoffArea 

 การประมวลผลชุดข้อมูลดัชนีรถติด 
การประมวลผลชุดข้อมูลดัชนีรถติด มีหลักการ คือ การนำกราฟดัชนีรถติดมาจัด

กลุ่มวันท่ีมีแนวโน้มดัชนีรถติดท่ีคล้ายคลึงกัน ด้วยการใช้เครื่องมือวิธีการเรียนรู้ของเครื่องท่ี

TravelTime 
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เรียกว่า clustimage เมื่อผ่านขั้นตอนการประมวลผลสำเร็จ รูปภาพแต่ละรูปจะถูกจัดกลุ่ม

โดยการใช้ label ดังแสดงในภาพท่ี 3.16 

 

 

ภาพท่ี 3.16 การกำหนด label ของรูปภาพ 
 

จากภาพท่ี 3.16 อีกท้ังเรายังสามารถแสดงตัวอย่างผลลัพธ์การจัดกลุ่มท้ังหมดของ

รู ป ภ าพ  ใน รู ป ข อ งก า ร พ ล็ อ ต ก ร าฟ  tsne (t-distributed stochastic neighbor 

embedding) ซึ่งเป็นวิธีการทางสถิติสำหรับการแสดงข้อมูลท่ีมีมิติสูง ดังภาพท่ี 3.17 

 

 
ภาพท่ี 3.17 กราฟ tsne แสดงตัวอย่างของผลลัพธ์จากการจัดกลุ่มรูปภาพ 

 
จากภาพท่ี 3.17 กราฟแสดงให้เห็นถึงการจัดกลุ่มของรูปภาพท้ังหมด 15 กลุ่ม โดย

จะยกตัวอย่างของกลุ่มในท่ี 7 และกลุ่มท่ี 13 ดังภาพท่ี 3.18 และ 3.19 
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ภาพท่ี 3.18 รูปภาพท่ีถูกจัดอยู่ในกลุ่มท่ี 7 

 

 
ภาพท่ี 3.19 รูปภาพท่ีถูกจัดอยู่ในกลุ่มท่ี 13 

 
จากภาพท่ี 3.18 และ 3.19 แสดงให้เห็นว่ารูปภาพท่ีมีความคล้ายคลึงกันจะถูกจัดให้

อยู่ในกลุ่มเดียวกัน เมื่อทำการเพิ่มตัวแปรเข้าไปในข้อมูลจะได้ดังภาพท่ี 3.20 

 

 
ภาพท่ี 3.20 ข้อมูลหลังจากเพิ่มตัวแปรจากชุดข้อมูลดัชนีรถติด 

 
 จากภาพท่ี 3.20 ข้อมูลหลังจากเพิ่มตัวแปรจากชุดข้อมูลดัชนีรถติด มีจำนวน 15,608,784 
แถว 15 หลัก มีตัวแปรท่ีนำไปสร้างต้นแบบเพิ่มข้ึน 1 ตัว ได้แก่ [21] Cluster 

TravelTime 
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 การประมวลผลชุดข้อมูลสถิติจำนวนประชากรและบ้านในกรุงเทพมหานคร 
ชุดข้อมูลสถิติจำนวนประชากรและบ้านในกรุงเทพมหานคร เป็นข้อมูลท่ีบันทึก

จำนวนประชากร และบ้านในแต่ละเขต แขวง ทำการเพิ่มตัวแปรจำนวนประชากร และบ้าน

ในข้อมูล โดยอ้างอิงจากตัวแปร [17] PickupSubDistr และ [18] DropoffSubDistr ทำให้

ได้ข้อมูลดังแสดงในภาพท่ี 3.21 
 

 
ภาพท่ี 3.21 ข้อมูลหลังจากเพิ่มตัวแปรจากชุดข้อมูลสถิติจำนวนประชากรและบ้าน 

 
จากภาพท่ี 3.21 ข้อมูลหลังจากเพิ่มตัวแปรจากชุดข้อมูลสถิติจำนวนประชากรและ

บ้านในกรุงเทพมหานคร มีจำนวน 15,608,784 แถว 19 หลัก มีตัวแปรท่ีนำไปสร้างต้นแบบ
เพิ่มขึ้น 4 ตัว ได้แก่ [22] PickPplStat, [23] PickBuildStat, [24] DropPplStat และ [25] 
DropBuildStat  

 การประมวลผลชุดข้อมูลสภาพอากาศ 
ชุดข้อมูลสภาพอากาศ จะทำการเพิ่มตัวแปรโดยอ้างอิงจากเวลาท่ีรับผู้โดยสาร จึง

ท ำก าร  แย ก ตั วแป ร  PickupTime ออ ก ม าเป็ น ตั ว แป ร  [6] PickupSecofDay, [7] 

DayofWeek, [8] DayofMonth, [9] Month และ [10] Hour เพื่อเป็นตัวแปรอ้างอิงในการ

เพิ่ ม ตัวแปร ท่ี ได้จากชุดข้อมู ลสภาพอากาศ ทำการลบตัวแปร PickupTime และ 

DropoffTime ออก แล้วลบทริปท่ีมีค่าตัวแปรซ้ำกันท้ังหมดจะได้ข้อมูลดังแสดงในภาพท่ี 

3.22 

 

 

TravelTime 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

50 
 

 
ภาพท่ี 3.22 ข้อมูลหลังจากเพิ่มตัวแปรจากชุดข้อมูลสภาพอากาศ 

 
จากภาพท่ี 3.22 ข้อมูลหลังจากเพิ่มตัวแปรจากชุดข้อมูลสภาพอากาศ มีจำนวน 

15 ,598 ,365 แถว 26 หลัก มี ตัวแปรท่ีนำไปสร้างต้นแบบเพิ่มขึ้น  9 ตัว ได้แก่  [6] 
PickupSecofDay, [7] DayofWeek, [8] DayofMonth, [9] Month, [10] Hour, [25] 
Temperature, [26] Humidity, [27] Wind Speed และ [28] Rain 

 การประมวลผลชุดข้อมูลสำหรับตัวแปรระยะทาง และ ตัวแปรทิศทาง 
ในข้อมูลนี้จะทำการสร้างตัวแปรระยะทาง 2 ตัว และ ตัวแปรทิศทาง 1 ตัวโดยตัว

แปรระยะทางแรก [11] Distance คือ ระยะทางท่ีได้จากการใช้เครื่องมือ OSMnx เป็นการ

สร้างกราฟจากแอพพลิเคชันแผนท่ี OpenStreetMap แล้วพล็อตจุดพิกัดละติจูด ลองติจูด  

รับ และส่งผู้โดยสารให้อยู่ใกล้กับโหนดท่ีมีในแผนท่ี หาระยะทางด้วยวิธี Shortest path จะ

ได้ระยะทางระหว่างพิกัด 2 จุดแบบจำลองเส้นทางการวิ่งท่ีใกล้ท่ีสุดของรถยนต์มา 

ตัวแปรระยะทางท่ีสอง [13] Displacement คือ ระยะการกระจัดระหว่างพิกัด 2 

จุด คำนวณด้วยวิธี Haversine ท่ีเป็นการคำนวณระยะการกระจัดบนทรงกลม (ทรงกลมใน

ท่ีนี้หมายถึงโลก) สามารถเขียนสมการได้ดังนี้ 

𝑑 = 2𝑟 • arcsin (√sin2 (
𝜑2−𝜑1

2
) + cos 𝜑1 • cos 𝜑2 • sin2 (

𝜆2−𝜆1

2
))  (3.1) 

โดยท่ี 𝑑 คือ ระยะการกระจัด 
𝑟 คือ รัศมีของทรงกลม 

 𝜑1, 𝜑2 คือ ละติจูดท่ีรับผู้โดยสาร และ ละติจูดท่ีส่งผู้โดยสาร 
𝜆1, 𝜆2 คือ ลองติจูดท่ีรับผู้โดยสาร และ ลองติจูดท่ีส่งผู้โดยสาร 
ตัวแปรทิศทาง [14] Direction คือ ทิศทาง หรือมุมแบริงส์ ระหว่างพิกัด 2 จุด 

สามารถเขียนสมการได้ดังนี้ 
𝛽 = 𝑎𝑟𝑐𝑡𝑎𝑛2(𝑋, 𝑌) (3.2) 
𝑋 =  cos 𝜃𝑏 • sin Δ𝐿 (3.3) 

𝑌 = cos 𝜃𝑎 • sin 𝜃𝑏 − sin 𝜃𝑎 • cos 𝜃𝑏 • cos Δ𝐿 (3.4) 

TravelTime 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

51 
 

โดยท่ี 𝛽 คือ แบริงส์ 
𝐿 คือ ลองติจูด 
𝜃 คือ ละติจูด 
𝑎, 𝑏 คือ จุดรับผู้โดยสาร และ จุดส่งผู้โดยสาร 
เมื่อเพิ่มตัวแปรแล้ว จะได้ข้อมูลสุดท้ายท่ีมีตัวแปรครบท้ังหมด ก่อนไปข้ันตอนถัดไป 

ดังแสดงในภาพท่ี 3.23 
 

 
ภาพท่ี 3.23 ข้อมูลหลังจากเพิ่มตัวแปรจากการประมวลผลครั้งสุดท้าย 

 
จากภาพท่ี 3.23 ข้อมูลสุดท้ายก่อนนำไปสู่ขั้นตอนการสร้างต้นแบบ มีจำนวน  

15,598,365 แถว 29 หลัก มีตัวแปรท่ีนำไปสร้างต้นแบบเพิ่มข้ึน 3 ตัว ได้แก่ [11] Distance 
, [13] Displacement และ [14] Direction 

เมื่อได้ข้อมูลสุดท้ายท่ีตัวแปรท่ีต้องการครบทุกตัวแล้ว ขั้นตอนต่อไปคือการ
ประมวลผลชุดข้อมูลสุดท้ายด้วยวิธีทางสถิติก่อนนำไปสร้างต้นแบบซึ่งจะอธิบายในหัวข้อ
ถัดไป 

 
3.4 การประมวลผลชุดข้อมูลสุดท้าย 

ขั้นตอนการประมวลผลชุดข้อมูลสุดท้าย คือ การจัดการกับข้อมูลท่ีมีอยู่ให้สามารถนำไปสร้าง
ต้นแบบได้ ด้วยวิธีการจัดการรูปแบบของตารางในโปรแกรมเขียนภาษา Python และการจัดการกับ
ข้อมูลท่ีมีอยู่ให้สามารถสร้างต้นแบบท่ีมีประสิทธิภาพได้มากขึ้น ด้วยวิธีทางสถิติต่าง ๆ 

เริ่มต้นการประมวลผลข้อมูลสุดท้าย ด้วยการทำความสะอาดข้อมูล การทำความสะอาด
ข้อมูลเป็นขั้นตอนการตรวจสอบความผิดปกติของข้อมูลว่ามีข้อมูลส่วนไหนท่ีไม่สมบูรณ์ หรือมีความ
ผิดพลาดหรือไม่ ก่อนท่ีจะนำข้อมูลไปทำการสร้างต้นแบบ ขั้นตอนแรก ทำการตรวจสอบว่ามีแถวท่ี
ข้อมูลซ้ำกัน และแถวที่ข้อมูลนั้นว่างเปล่าหรือไม่ ดังภาพท่ี 3.24 
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ภาพท่ี 3.24 การตรวจสอบข้อมูลท่ีซ้ำกัน และข้อมูลท่ีว่างเปล่า 

 
จากภาพท่ี 3.24 ในส่วนแรกแสดงถึงการตรวจสอบแถวที่ซ้ำกันในข้อมูลพบว่าไม่มีการซ้ำกัน

ในแต่ละแถว และในส่วนท่ีสองแสดงถึงการตรวจสอบข้อมูลท่ีว่างเปล่าโดยบอกเป็นจำนวนข้อมูลท่ีว่าง
เปล่าของแต่ละตัวแปรพบว่าไม่มีข้อมูลท่ีว่างเปล่า 

ขั้นต่อมา คือ การตรวจสอบข้อมูลค่าผิดปกติ (Outlier) คือ ข้อมูลท่ีมีค่าสูงหรือต่ำผิดจาก
กลุ่มโดยดูจากค่าสถิติต่าง ๆ ของแต่ละตัวแปร ดังแสดงในภาพท่ี 3.25 

ภาพท่ี 3.25 ค่าสถิติของแต่ละตัวแปรในข้อมูล 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

53 
 

 
 

 
 
 

 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

ภาพท่ี 3.25 ค่าสถิติของแต่ละตัวแปรในข้อมูล (ต่อ) 
 

จากภาพท่ี 3.25 เมื่อสังเกตข้อมูลทางสถิติของแต่ละตัวแปรแล้ว หากดูท่ีค่าเฉล่ียเทียบกับ
ค่าสูงสุด จะเห็นได้ว่าตัวแปร Average Speed, TravelTime, Distance และ Displacement มี
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ค่าสูงสุดท่ีมากกว่าอย่างเห็นได้ชัด ทำการพล็อตกราฟการกระจายตัว และแผนภูมิกล่องแต่ละตัวแปร
เพื่อให้สามารถสังเกตข้อมูลท่ีผิดปกติได้มากขึ้น ดังแสดงในภาพท่ี 3.26, 3.27, 3.28 และ 3.29 
 

 
ภาพท่ี 3.26 กราฟการกระจายตัวและแผนภูมิกล่องของตัวแปร Average Speed 

 

 
ภาพท่ี 3.27 กราฟการกระจายตัวและแผนภูมิกล่องของตัวแปร TravelTime 

 

 
ภาพท่ี 3.28 กราฟการกระจายตัวและแผนภูมิกล่องของตัวแปร Distance 

 

 
ภาพท่ี 3.29 กราฟการกระจายตัวและแผนภูมิกล่องของตัวแปร Displacement 
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จากภาพท่ี 3.26-3.29 แสดงให้เห็นว่าแต่ละตัวแปรมีค่าผิดปกอยู่จำนวนหนึ่ง ซึ่งเป็นค่าท่ีไม่
สามารถหาค้นหาเหตุผลท่ียอมรับได้ จึงทำการใช้วิธีทางสถิติในการกำจัดค่าผิดปกนี้ออก โดยสามารถ
เขียนสมการได้ดังนี้ 

𝑈𝑝𝑝𝑒𝑟 𝑏𝑜𝑢𝑛𝑑 = 𝑄3 + 1.5 • 𝐼𝑄𝑅 (3.5) 
𝐿𝑜𝑤𝑒𝑟 𝑏𝑜𝑢𝑛𝑑 = 𝑄1 − 1.5 • 𝐼𝑄𝑅 (3.6) 

𝐼𝑄𝑅 = 𝑄3 − 𝑄1 (3.7) 
โดยท่ี 𝑄1 คือ ข้อมูลตำแหน่งควอไทล์ท่ี 1  

𝑄3 คือ ข้อมูลตำแหน่งควอไทล์ท่ี 3 

 

เมื่อทำการลบข้อมูลท่ีมีค่ามากกว่า Upper bound ในแต่ละตัวแปรออก จะสามารถสร้าง
กราฟการกระจายตัว และ แผนภูมิกล่องใหม่อีกครั้งดังแสดงในภาพท่ี 3.30, 3.31, 3.32 และ 3.33 

 

 
ภาพท่ี 3.30 กราฟการกระจายตัวและแผนภูมิกล่องของตัวแปร Average Speed  

หลังลบค่าผิดปกติ 
 

 
ภาพท่ี 3.31 กราฟการกระจายตัวและแผนภูมิกล่องของตัวแปร Travel Time  

หลังลบค่าผิดปกติ 
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ภาพท่ี 3.32 กราฟการกระจายตัวและแผนภูมิกล่องของตัวแปร Distance  

หลังลบค่าผิดปกติ 

 

 
ภาพท่ี 3.33 กราฟการกระจายตัวและแผนภูมิกล่องของตัวแปร Displacement  

หลังลบค่าผิดปกติ 

 
จากภาพท่ี 3.30-3.33 ภาพแผนภูมิกล่องแสดงให้เห็นว่าตัวแปรแต่ละตัวมีค่าผิดปกติท่ีลดลง

อย่างมาก หากเทียบกับก่อนลบค่าผิดปกติ สามารถแสดงค่าสถิติของข้อมูลหลังลบค่าผิดปกติได้ดัง
ภาพท่ี 3.34 

 

 
ภาพท่ี 3.34 ค่าสถิติของตัวแปรหลังลบค่าผิดปกติ 

 
จากภาพท่ี 3.34 เมื่อแก้ไขค่าผิดปกติแล้ว ต่อมาจึงดูท่ีการกระจายตัวของตัวแปรแต่ละตัว 

แต่อัลกอริทึม Tree based นั้นเป็น Non Parametric method ลักษณะการกระจายตัวของข้อมูล
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นั้น ไม่มีผลกับหลักการในการแบ่งโหนดของต้นไม้ตัดสินใจ ในงานวิจัยนี้ท่ีใช้อัลกอริทึม Tree based 
ในการสร้างต้นแบบ จึงไม่ได้ทำการเปล่ียนแปลงข้อมูลใด ๆ เพื่อปรับลักษณะการกระจายตัวของตัว
แปร 

เมื่อทำการประมวลผลข้อมูลชุดสุดท้ายแล้ว ทำให้ข้อมูลสามารถนำไปสร้างต้นแบบได้โดย
งานวิจัยนี้จะใช้อัลกอริทึม 3 แบบในการสร้างต้นแบบได้แก่ LightGBM, XGBoost และ Random 
forest และใช้วิธี K-Fold cross validation ในการลดปัญหา Overfitting  



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

บทท่ี 4 
สรุปผลการทดลอง 

 
4.1 ผลลัพธ์การสร้างต้นแบบ 

การสร้างต้นแบบจากอัลกอริทึม LightGBM, XGBoost, CatBoost และ Random forest 

ด้วยวิธีแบ่งข้อมูลแบบ K-Fold cross validation จะทำการแบ่งข้อมูลเป็นข้อมูลสำหรับสร้างต้นแบบ 

(train set) 80 ส่วน และข้อมูลสำหรับทดสอบประสิทธิภาพของต้นแบบ (test set) 20 ส่วน โดยใช้

ค่า K เท่ากับ 5 คือการทำการสร้าง และทดสอบต้นแบบ 5 ครั้ง โดยทำการสลับข้อมูลสำหรับสร้าง

ต้นแบบ และข้อมูลสำหรับทดสอบประสิทธิภาพไปแบบไม่ซ้ำกัน ตัวอย่างการแบ่งข้อมูลดังแสดงใน

ภาพท่ี 4.1 

 

 
ภาพท่ี 4.1 ตัวอย่างการแบ่งข้อมูลด้วยวิธี K-Fold cross validation (Gufosowa, 2017) 

 
จากภาพท่ี 4.1 เมื่อทำการสร้างต้นแบบ และวัดประสิทธิภาพต้นแบบจนครบ 5 ครั้งแล้ว นำ

ผลจากการวัดประสิทธิภาพท้ังหมดมาเฉล่ียกัน จะได้ประสิทธิภาพของต้นแบบนั้น ๆ ออกมา 
ในการสร้างต้นแบบด้วยวิธีการเรียนรู้ของเครื่อง ผู้วิจัยได้ใช้คอมพิวเตอร์ท่ีมีหน่วยประมวลผล 

AMD Ryzen7 3700X 8-Core Processor แ ละ  Memory 64 GB โด ย ใช้ โป รแก รม  Jupyter 
Notebook เขียนโค้ดด้วยภาษา Python  

การวิเคราะห์ผลลัพธ์ของการทดลองในบทนี้ จะแบ่งเป็นผลการทดลองแต่ละอัลกอริทึมโดย
เรียงจาก LightGBM, XGBoost, CatBoost และ Random forest ตามลำดับ และการสรุปผลการ
ทดลองเปรียบเทียบท้ัง 4 อัลกอริทึมในหัวข้อถัดไป 
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 ผลลัพธ์การสร้างต้นแบบของอัลกอริทึม LightGBM 
การทดสอบประสิทธิภาพของต้นแบบท่ีสร้างจากอัลกอริทึม LightGBM ครั้งแรก 

และหลังจากทำการปรับปรุง Hyperparameters ด้วยเครื่องมือ RandomizedSearchCV 
จำนวน 100 ครั้ง สุดท้ายนำต้นแบบท่ีมีประสิทธิภาพมากท่ีสุดมาทดสอบประสิทธิภาพด้วย
การคาดการณ์ชุดข้อมูลท้ังหมด จะได้ผลลัพธ์ดังแสดงในตารางท่ี 4.1 

 
ตารางท่ี 4.1 ประสิทธิภาพของต้นแบบท่ีสร้างจากอัลกอริทึม LightGBM 

สถานะ Validation MAE RMSE R2 MAPE 
Time 
(sec) 

ต้นแบบ
เริ่มต้น 

0 150.6844 222.5604 62.95% 53.44% 

107.61 

1 150.8411 222.3919 62.98% 53.56% 
2 150.6316 222.0524 63.07% 53.42% 
3 150.4431 221.8319 63.13% 53.5% 
4 150.8734 222.472 63% 53.54% 

Mean 150.6947 222.2617 63.03% 53.49% 
SD 0.1554 0.2753 0.0007 0.0006 

ต้นแบบ
หลังจาก
ปรับปรุง 

0 136.5278 206.747 68.03% 43.35% 

15292.28 

1 136.3644 206.3675 68.12% 43.23% 
2 136.6494 206.5997 68.03% 43.55% 
3 136.4314 206.2784 68.12% 43.5% 
4 136.7972 206.8567 68.02% 43.46% 

Mean 136.5541 206.5699 68.06% 43.42% 
SD 0.1549 0.2193 0.0005 0.0011 

ทดสอบประสิทธิภาพ 135.6372 205.3272 68.45% 43.1% 428.97 
 

จากตารางท่ี 4.1 ประสิทธิภาพของต้นแบบจากอัลกอริทึม LightGBM มีค่าเฉล่ีย
ของความผิดพลาดสัมบูรณ์ (MAE) เท่ากับ 135.6372 ค่าเฉล่ียของร้อยละความผิดพลาด
สัมบูรณ์ (MAPE) เท่ากับ 43.1% และค่า R2 เท่ากับ 70.11% สามารถแสดงข้อมูลการ
ปรับปรุง Hyperparameters ได้ดังตารางท่ี 4.2 
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 ตารางท่ี 4.2 ข้อมูลการปรับปรุง Hyperparameters ของอัลกอริทึม LightGBM 

Hyperparameters ขอบเขต ผลลัพธ์ที่ดีท่ีสุด 
reg_lambda [1.00E-07, 1.00E+01] 1.00E+00 
reg_alpha [1.00E-07, 1.00E+01] 7.00E-01 
num_leaves [2, 256] 200 
n_estimators [10, 300] 250 
min_split_gain [0, 0.9] 0.1 
min_child_samples [1, 100] 26 
learning_rate [1.00E-07, 5.00E-1] 5.00E-01 
feature_fraction [0.4, 1] 0.9 
bagging_freq [0, 7] 4 
bagging_fraction [0.4, 1] 0.8 

 
จากตารางท่ี 4.2 สามารถแสดงอันดับตัวแปรสำคัญ 10 ลำดับท่ีส่งผลต่อต้นแบบท่ี

สร้างจากอัลกอริทึม LightGBM ดังภาพท่ี 4.2 
 

 
ภาพท่ี 4.2 อันดับตัวแปรสำคัญท่ีส่งผลต่อต้นแบบ LightGBM 

 
จากภาพท่ี 4.2 อันดับตัวแปร 10 ลำดับท่ีส่งผลต่อต้นแบบ LightGBM ได้แก่ 

Average Speed, Direction, Pickuplat, Distance, Dropofflat, Displacement, 
Dropofflon, Pickuplon, PickupSecofDay และ DropoffSubDistr ตามลำดับ 
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 ผลลัพธ์การสร้างต้นแบบของอัลกอริทึม XGBoost 
การทดสอบประสิทธิภาพของต้นแบบท่ีสร้างจากอัลกอริทึม XGBoost ครั้งแรก 

และหลังจากทำการปรับปรุง Hyperparameters ด้วยเครื่องมือ RandomizedSearchCV 
จำนวน 100 ครั้ง สุดท้ายนำต้นแบบท่ีมีประสิทธิภาพมากท่ีสุดมาทดสอบประสิทธิภาพด้วย
การคาดการณ์ชุดข้อมูลท้ังหมด จะได้ผลลัพธ์ดังแสดงในตารางท่ี 4.3 

 
ตารางท่ี 4.3 ประสิทธิภาพของต้นแบบท่ีสร้างจากอัลกอริทึม XGBoost 

สถานะ Validation MAE RMSE R2 MAPE 
Time 
(sec) 

ต้นแบบ
เริ่มต้น 

0 145.7466 217.1616 64.73% 49.61% 

122.65 

1 145.5842 216.6098 64.88% 49.58% 
2 145.9796 216.862 64.78% 50.03% 
3 145.4597 216.4251 64.91% 49.74% 
4 145.7261 216.7915 64.87% 49.65% 

Mean 145.6992 216.77 64.83% 49.72% 
SD 0.1744 0.2477 0.0007 0.0017 

ต้นแบบ
หลังจาก
ปรับปรุง 

0 135.994 205.5312 68.4% 43.44% 

10219.99 

1 136.161 205.3464 68.44% 43.41% 
2 135.8945 204.9653 68.54% 43.39% 
3 135.8934 205.0492 68.5% 43.57% 
4 136.1886 205.293 68.5% 43.48% 

Mean 136.0263 205.237 68.48% 43.46% 
SD 0.1269 0.2053 0.0005 0.0006 

ทดสอบประสิทธิภาพ 135.3859 204.5078 68.7% 43.15% 224.84 
 
จากตารางท่ี 4.3 ประสิทธิภาพของต้นแบบจากอัลกอริทึม XGBoost มีค่าเฉล่ียของ

ความผิดพลาดสัมบูรณ์ (MAE) เท่ากับ 135.3859 ค่าเฉล่ียของร้อยละความผิดพลาดสัมบูรณ์ 
(MAPE) เท่ากับ 43.15% และค่า R2 เท่ากับ 68.7% สามารถแสดงข้อมูลการปรับปรุง 
Hyperparameters ได้ดังตารางท่ี 4.4 
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ตารางท่ี 4.4 ข้อมูลการปรับปรุง Hyperparameters ของอัลกอริทึม XGBoost 
Hyperparameters ขอบเขต ผลลัพธ์ที่ดีท่ีสุด 

subsample [0.2, 1] 1 
scale_pos_weight [0.3, 48.2] 23.5 
reg_lambda [1.00E-07, 1.00E+01] 5.00E+00 
reg_alpha [1.00E-07, 1.00E+01] 4.00E-01 
n_estimators [10, 300] 270 
min_child_weight [1, 4] 1 
max_depth [1, 11] 8 
learning_rate [1.00E-07, 5.00E-01] 5.00E-01 
colsample_bytree [0.5, 1] 0.7 

 
จากตารางท่ี 4.4 สามารถแสดงอันดับตัวแปรสำคัญ 10 ลำดับท่ีส่งผลต่อต้นแบบท่ี

สร้างจากอัลกอริทึม XGBoost ดังภาพท่ี 4.3 
 

 
ภาพท่ี 4.3 อันดับตัวแปรสำคัญท่ีส่งผลต่อต้นแบบ XGBoost 

 
จากภาพท่ี 4.3 อันดับตัวแปร 10 ลำดับท่ีส่งผลต่อต้นแบบ XGBoost ได้แก่  

Displacement, Average Speed, Distance, DropPplStat, PickupArea, 
PickupMonth_1, PickupPplStat, Dropofflon, DropoffBuildStat แ ล ะ  Direction 
ตามลำดับ 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

63 
 

 ผลลัพธ์การสร้างต้นแบบของอัลกอริทึม CatBoost 
การทดสอบประสิทธิภาพของต้นแบบท่ีสร้างจากอัลกอริทึม CatBoost ครั้งแรก 

และหลังจากทำการปรับปรุง Hyperparameters ด้วยเครื่องมือ RandomizedSearchCV 
จำนวน 100 ครั้ง สุดท้ายนำต้นแบบท่ีมีประสิทธิภาพมากท่ีสุดมาทดสอบประสิทธิภาพด้วย
การคาดการณ์ชุดข้อมูลท้ังหมด จะได้ผลลัพธ์ดังแสดงในตารางท่ี 4.5 

 
  ตารางท่ี 4.5 ประสิทธิภาพของต้นแบบท่ีสร้างจากอัลกอริทึม CatBoost 

สถานะ Validation MAE RMSE R2 MAPE 
Time 
(sec) 

ต้นแบบ
เริ่มต้น 

0 148.5119 220.2678 63.71% 52.62% 

229.02 

1 148.4452 219.8279 63.83% 52.54% 
2 148.358 219.5742 63.89% 52.54% 
3 148.2264 219.5103 63.9% 52.64% 
4 148.5621 219.9332 63.84% 52.59% 

Mean 148.4207 219.8227 63.84% 52.58% 
SD 0.1188 0.2719 0.0007 0.0004 

ต้นแบบ
หลังจาก
ปรับปรุง 

0 148.7824 220.5636 63.61% 52.7% 

2982.72 

1 148.5941 220.0161 63.77% 52.55% 
2 148.5134 219.8054 63.82% 52.56% 
3 148.5454 219.8464 63.79% 52.71% 
4 148.7867 220.1947 63.76% 52.63% 

Mean 148.6444 220.0852 63.75% 52.63% 
SD 0.1173 0.276 0.0007 0.0007 

ทดสอบประสิทธิภาพ 148.412 219.8107 63.85% 52.55% 90.72 
 
จากตารางท่ี 4.5 เนื่องจากหลังปรับปรุง Hyperparameters แล้วประสิทธิภาพของ

ต้นแบบไม่สามารถพัฒนาให้ดีกว่าเดิมได้จึงใช้ต้นแบบเริ่มต้นในการทดสอบประสิทธิภาพ โดย
ประสิทธิภาพของต้นแบบจากอัลกอริทึม CatBoost มีค่าเฉล่ียของความผิดพลาดสัมบูรณ์ 
(MAE) เท่ากับ 148.412 ค่าเฉล่ียของร้อยละความผิดพลาดสัมบูรณ์ (MAPE) เท่ากับ 
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52.55% และค่า R2 เท่ากับ 63.85%  สามารถแสดงข้อมูลการปรับปรุง Hyperparameters 
ได้ดังตารางท่ี 4.6 

 

ตารางท่ี 4.6 ข้อมูลการปรับปรุง Hyperparameters ของอัลกอริทึม CatBoost 
Hyperparameters ขอบเขต ผลลัพธ์ที่ดีท่ีสุด (เริ่มต้น) 

random_strength [0, 0.8] 1 
n_estimators [10, 300] 100 
l2_leaf_reg [1, 200] 3 
eta [1.00E-07, 5.00E-01] 4.00E-01 
depth [1, 8] 6 

 
จาก ต าราง ท่ี  4.6  ใน ข อ บ เข ตแ สด งถึ ง ข้ อ มู ล ใน ขั้ น ต อ น ก ารป รับ ป รุ ง 

Hyperparameters แต่เนื่องจากไม่สามารถพัฒนาต้นแบบได้ ในผลลัพธ์ที่ดีท่ีสุดจะใส่เป็นค่า
ของต้นแบบเริ่มต้นท่ีมีประสิทธิภาพมากท่ีสุด สามารถแสดงอันดับตัวแปรสำคัญ 10 ลำดับท่ี
ส่งผลต่อต้นแบบท่ีสร้างจากอัลกอริทึม CatBoost ดังภาพท่ี 4.4 

 

 
ภาพท่ี 4.4 อันดับตัวแปรสำคัญท่ีส่งผลต่อต้นแบบ CatBoost 

 
จากภาพท่ี 4.4 อันดับตัวแปร 10 ลำดับท่ีส่งผลต่อต้นแบบ CatBoost ได้แก่  

Average Speed, Displacement, Distance, Direction, Dropofflat, Dropofflon, 
DropoffArea, Pickuplon, Pickuplat, DropPplStat ตามลำดับ 
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 ผลลัพธ์การสร้างต้นแบบของอัลกอริทึม Random forest 
ส ำ ห รั บ ต้ น แ บ บ  Random forest นั้ น ห า ก ท ำก า ร ส ร้ า ง ต้ น แ บ บ ด้ ว ย 

Hyperparameters เริ่มต้นจะใช้เวลาในการสร้างต้นแบบนานถึง 18 ช่ัวโมง และปรับปรุง 
Hyperparameters มากกว่า 3 วัน (อุปกรณ์ของผู้วิจัยไม่สามารถหาคำตอบได้) ซึ่งหาก
เปรียบเทียบเวลากับต้นแบบอื่นแล้วใช้เวลานานกว่าเกินไป ผู้วิจัยจึงทำการปรับปรุง 
Hyperparameters n_estimators ให้มีค่าเท่ากับ 10 ในต้นแบบเริ่มต้นเพื่อลดเวลาในการ
สร้างต้นแบบ แต่อุปกรณ์ก็ยังไม่สามารถทำขั้นตอนปรับปรุง Hyperparameters ได้ (มี
อาการค้างแม้ปรับ n_jobs ให้น้อยลงแล้ว) จึงทำให้ต้นแบบ Random forest สามารถสร้าง
ได้เพียงต้นแบบเริ่มต้น และทดสอบประสิทธิภาพกับชุดข้อมูลท้ังหมดเท่านั้น ผลลัพธ์ท่ีได้ดัง
แสดงในตารางท่ี 4.7 

 
ตารางท่ี 4.7 ประสิทธิภาพของต้นแบบท่ีสร้างจากอัลกอริทึม Random forest 

สถานะ Validation MAE RMSE R2 MAPE 
Time 
(sec) 

ต้นแบบ
เริ่มต้น 

0 137.5031 207.2725 0.6786 0.4406 

2885.02 

1 137.7402 207.1536 0.6788 0.4422 
2 137.6426 206.8789 0.6795 0.442 
3 137.3218 206.7648 0.6797 0.4415 
4 138.0455 207.3684 0.6786 0.4447 

Mean 137.6506 207.0876 0.679 0.4422 
SD 0.2425 0.2303 0.0005 0.0014 

ทดสอบประสิทธิภาพ 134.7196 203.7001 0.6895 0.4306 4591.16 
 
จากตารางท่ี 4.7 ประสิทธิภาพของต้นแบบจากอัลกอริทึม Random forest มี

ค่าเฉล่ียของความผิดพลาดสัมบูรณ์ (MAE) เท่ากับ 134.7196 ค่าเฉล่ียของร้อยละความ
ผิดพลาดสัมบูรณ์ (MAPE) เท่ากับ 43.06% และค่า R2 เท่ากับ 68.95% สามารถแสดงค่า
ของ Hyperparameters ของต้นแบบเริ่มต้นได้ดังตารางท่ี 4.8 
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ตารางท่ี 4.8 ข้อมูล Hyperparameters ของอัลกอริทึม Random forest 

Hyperparameters ผลลัพธ์ที่ดีท่ีสุด 

min_samples_leaf 1 

min_samples_split 2 

min_weight_fraction_leaf 0.0 

n_estimators 10 

random_state 123 

 
จากตารางท่ี 4.8 สามารถแสดงอันดับตัวแปรสำคัญ 10 ลำดับท่ีส่งผลต่อต้นแบบท่ี

สร้างจากอัลกอริทึม Random forest ดังภาพท่ี 4.5 
 

 
ภาพท่ี 4.5 อันดับตัวแปรสำคัญท่ีส่งผลต่อต้นแบบ Random forest 

 
จากภาพท่ี 4.5 อันดับตัวแปร 10 ลำดับท่ีส่งผลต่อต้นแบบ Random forest ได้แก่ 

Displacement, Average Speed, Distance, PickupSecofDay, Direction, Pickuplat, 
Dropofflat, Dropofflon, Pickuplon และ PickupDayofMonth ตามลำดับ 
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4.2 สรุปผลการทดลอง 

ในงานวิจัยนี้ การทดสอบประสิทธิภาพของต้นแบบท่ีสร้างจากอัลกอริทึมต่าง ๆ มีปัจจัยใน
การประเมินคือ ประสิทธิภาพของต้นแบบ เวลาท่ีใช้ในการสร้างต้นแบบท้ังต้นแบบเริ่มต้นและการ
ปรับปรุง Hyperparameters สุดท้ายคือการทดสอบประสิทธิภาพต้นแบบกับข้อมูลท่ีต้นแบบไม่เคย
เห็นมาก่อนเพื่อรับรอง Robustness ให้กับต้นแบบ 

เริ่มต้นจากประสิทธิภาพของต้นแบบซึ่งจะพิจารณาจากเมตริก MAE ท่ีบ่งบอกถึงค่าเฉล่ียของ
ค่าความผิดพลาดระหว่างค่าท่ีคาดการณ์จากต้นแบบกับค่าจริงของข้อมูล  และ เมตริก MAPE ท่ีบ่ง
บอกถึงค่าเฉล่ียของค่าความผิดพลาดในรูปแบบร้อยละ ยิ่งเมตริกท้ัง 2 ตัวมีค่าน้อย หมายความว่า
ต้นแบบนั้นมีประสิทธิภาพดี เปรียบเทียบเมตริกโดยใช้ผลลัพธ์จากการทดสอบครั้งสุดท้ายด้วยชุด
ข้อมูลท้ังหมด การเปรียบเทียบประสิทธิภาพของต้นแบบดังแสดงในตารางท่ี 4.9 

 
ตารางท่ี 4.9 การเปรียบเทียบประสิทธิภาพของต้นแบบ 

ต้นแบบ MAE MAPE 

LightGBM 135.6372 43.1% 
XGBoost 135.3859 43.15% 
CatBoost 148.412 52.55% 
Random forest 134.7196 43.06% 
 

จากตารางท่ี 4.9 ต้นแบบจากอัลกอริทึม CatBoost มีประสิทธิภาพน้อยอย่างเห็นได้ชัด ซึ่ง
หากเทียบกับประสิทธิภาพของต้นแบบจากอัลกอริทึม LightGBM, XGBoost และ Random forest 
นั้นมีค่า MAPE ใกล้เคียงร้อยละ 40 ถ้าตัดสินด้วยประสิทธิภาพของต้นแบบ Random forest จะเป็น
ต้นแบบท่ีมีประสิทธิภาพสูงสุด มีค่าเฉล่ียของค่าความผิดพลาดอยู่ท่ี 134.7196 วินาที หรือคิดเป็น
ร้อยละ 43.06 

ต่อไปเป็นการเปรียบเทียบในด้านเวลาซึ่งเป็นอีกหนึ่งตัวแปรสำคัญของการสร้างต้นแบบ 
แม้ว่าในการแข่งขันปกติแล้วจะพิจารณาเพียงแค่ประสิทธิภาพของต้นแบบเท่านั้น แต่สำหรับงานวิจัย
นี้ ใช้ชุดข้อมูลท่ีค่อนข้างใหญ่ทำให้การประมวลผลใช้เวลานานกว่าปกติ เพราะฉะนั้นเวลาในการสร้าง
ต้นแบบจึงมีผลเป็นอย่างมากในการค้นหาความเป็นไปได้ต่าง ๆ จากข้อมูลปริมาณมาก สามารถแสดง
ถึงเวลาในการสร้างต้นแบบเริ่มต้น และเวลาท่ีใช้ในการปรับปรุง Hyperparameters 100 ครั้ง ใน
หน่วยวินาที ดังตารางท่ี 4.10 
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ตารางท่ี 4.10 การเปรียบเทียบด้านเวลาของต้นแบบ 

ต้นแบบ สร้างต้นแบบเริ่มต้น ปรับปรุง Hyperparameters 
LightGBM 107.61 15292.28 
XGBoost 122.65 10219.99 
CatBoost 229.02 2982.72 
Random forest 2885.02 - 
 

จากตารางท่ี 4.10 ในด้านเวลาของการสร้างต้นแบบ หากเทียบกันระหว่างอัลกอริทึมท่ีมี
ประสิทธิภาพเป็นอันดับสอง และอันดับสามอย่าง LightGBM และ XGBoost นั้น LightGBM ท่ีมีค่า 
MAPE มากกว่าเพียงร้อยละ 0.41 แต่ใช้เวลาในการสร้างรวมปรับปรุง Hyperparameters มากกว่า
ถึง 5072.29 วินาทีซึ่งในส่วนต่างนี้ XGBoost อาจจะสามารถทำการปรับปรุง Hyperparameters ได้
ถึงอีก 50 ครั้งเพราะฉะนั้นหากพิจารณาท้ังด้านประสิทธิภาพ และเวลาแล้ว XGBoost จะเป็น
ท าง เลื อก ท่ี ดี ก ว่ า  LightGBM ห าก ต้อ งก ารพั ฒ น าป ระ สิท ธิภ าพ ขอ งต้น แบ บ ต่ อ เมื่ อ มี
ทรัพยากรคอมพิวเตอร์ท่ีจำกัด ในส่วนของ Random forest นั้น แม้ว่าจะใช้เวลาสร้างต้นแบบเริ่มต้น
นานกว่าอัลกอริทึมอื่นหลายเท่าตัวมากแต่กลับมีประสิทธิภาพท่ีสูงท่ีสุด หากเทียบกับเวลาท้ังหมดท่ี 
XGBoost ใช้ Random forest นั้นใช้เวลาในการสร้างต้นแบบท่ีมีประสิทธิภาพได้ใกล้เคียงกันน้อยถึง
กว่า 3.5 เท่าโดยท่ีไม่ต้องปรับปรุง Hyperparameters เลย นั่นอาจหมายถึงชุดข้อมูลนี้มีความ
เหมาะสมกับอัลกอริทึม Random forest มากท่ีสุด 
 สำหรับ CatBoost นั้นแม้ว่าจะใช้เวลาในการสร้างต้นแบบมาก แล้วยังมีประสิทธิภาพต่ำ
ท่ีสุดในทุก ๆ อัลกอริทึม GBDTs แต่หากสังเกตเวลาในการปรับปรุง Hyperparameters ท่ีน้อยกว่า 
XGBoost หรือ LightGBM มาก ทำให้สามารถปรับปรุง Hyperparameters ในจำนวนครั้งมาก ๆ ได้
เทียบกับอัลกอริทึม Random forest ท่ีไม่สามารถปรับปรุงได้ อาจจะมีความเป็นไปได้ท่ีจะมีการ
พัฒนาประสิทธิภาพมากกว่า 
 สุดท้ายเพื่อการทดสอบประสิทธิภาพของต้นแบบอย่างเหมาะสม ผู้วิจัยได้นำข้อมูลการ
เดินทางบนท้องถนนในกรุงเทพมหานครท่ีไม่ได้อยู่ใน train set หรือ test set เป็นข้อมูลท่ีผู้เรียนรู้ไม่
เคยเห็นมาก่อน จำนวน 1.2 ล้านแถว มาทำการทดสอบต้นแบบจากอัลกอริทึมท้ังหมด โดยได้ผลลัพธ์
ดังแสดงในตารางท่ี 4.11 
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ตารางท่ี 4.11 ประสิทธิภาพของต้นแบบเมื่อลองใช้กับข้อมูลท่ีผู้เรียนรู้ไม่เคยเห็น 

ต้นแบบ MAE RMSE R2 MAPE 
LightGBM 134.7616 203.7133 68.89% 42.67% 
XGBoost 135.0723 203.6289 68.91% 43.05% 
CatBoost 148.421 219.4036 63.91% 52.6% 
Random forest 132.7027 201.0857 69.68% 42.21% 
 

จากตารางท่ี 4.11 แสดงให้เห็นว่าประสิทธิภาพของต้นแบบนั้นไม่ได้มีการเปล่ียนแปลงจาก
การทดสอบครั้งสุดท้ายไปมาก หมายความว่าต้นแบบจากอัลกอริทึมเหล่านี้มีความ Robustness และ
สามารถนำไปใช้กับข้อมูลท่ีผู้เรียนรู้ไม่เคยเห็นได้นั่นเอง 

ในงานวิจัยนี้แสดงให้เห็นถึงความเป็นไปได้ในการพัฒนาต้นแบบการคาดการณ์ระยะเวลา
เดินทางบนท้องถนนด้วยวิธีการเรียนรู้ของเครื่อง โดยชุดข้อมูลท่ีสามารถเข้าถึงได้แบบสาธารณะ สรุป
ได้ว่าอัลกอริทึม Random forest สามารถสร้างต้นแบบจากชุดข้อมูลนี้ได้มีประสิทธิภาพมากท่ีสุด  
 
4.3 การใช้งานต้นแบบ 

หัวข้อนี้จะทำการนำต้นแบบท่ีสร้างขึ้นในงานวิจัยมาทดสอบการใช้งานในรูปแบบต่าง ๆ โดย
ใช้ต้นแบบท่ีมีประสิทธิภาพสูงสุดจากอัลกอริทึม Random forest ซึ่ งสถานท่ี จุดเริ่มต้นจาก
ห้างสรรพสินค้าสามย่านมิตรทาวน์ไปจุดส้ินสุดท่ีห้างสรรพสินค้าสยามพารากอนเป็นระยะทาง 2.5 
กิโลเมตร เริ่มจากการทดสอบความแตกต่างของระยะเวลาในการเดินทางในช่วงเวลาระหว่างวันท่ี
แตกต่างกันออกไป ดังแสดงในภาพท่ี 4.6 

 

 
ภาพท่ี 4.6 ทดสอบความแตกต่างของระยะเวลาเดินทางในแต่ละช่วงเวลา 
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 จากภาพท่ี 4.6 เป็นกราฟระยะเวลาเดินทางในแต่ละช่วงเวลาของวันจันทร์ท่ี 9 ในเดือน
พฤศจิกายน สภาพอากาศปกติ จะสังเกตได้ว่าระยะเวลาเดินทางในช่วงเช้า และช่วงเย็นใช้เวลาในการ
เดินทางมากกว่าช่วงเวลาอื่น ๆ อาจเนื่องมาจากเป็นเวลาเข้างาน เข้าเรียน หรือเลิกงาน เลิกเรียน จึง
ทำให้การจราจรในช่วงเวลานี้หนาแน่นกว่าปกติ  

เมื่อทดสอบต่อด้วยการเพิ่มปริมาณน้ำฝนซึ่งเป็นการบ่งบอกถึงสภาพอากาศฝนตก แบ่งระดับ
ของน้ำฝนออกเป็น 3 ระดับโดยใช้เกณฑ์อากาศเดียวกับกรมอุตุนิยมวิทยาของประเทศไทยแบ่งตาม
ปริมาณน้ำฝน ในระดับท่ี 1 ฝนเล็กน้อย 10 มิลลิเมตร ระดับท่ี 2 ฝนปานกลาง 35 มิลลิเมตร และ
ระดับท่ี 3 ฝนหนัก 90 มิลลิเมตร จะได้กราฟความแตกต่างของระยะเวลาเดินทางดังแสดงในภาพท่ี 
4.7 

 

 
ภาพท่ี 4.7 ทดสอบความแตกต่างของระยะเวลาเดินทางเมื่อฝนตก 

 
 จากภาพท่ี 4.7  แสดงให้เห็นว่าตัวแปรปริมาณน้ำฝนนั้นมีผลน้อยมาก ในฝนตกระดับท่ี 1 
และระดับท่ี 2 นั้นมีความใกล้เคียงหรือไม่แตกต่างเลยกับตอนท่ีฝนไม่ตก และฝนตกระดับท่ี 3 นั้น
สร้างความแตกต่างในระยะเวลาเดินทางเพียงเล็กน้อย อาจเนื่องมาจากระยะทางท่ีไม่มาก และตัวแปร
ปริมาณน้ำฝนนั้นส่งผลกับต้นแบบท่ีสร้างจากอัลกอริทึม Random forest น้อยมาก 
 ทำการทดสอบด้วยการเปล่ียนวันในสัปดาห์ ต้ังแต่วัน ท่ีจัทร์ ท่ี 9 ถึงวันอาทิตย์ ท่ี 15 
พฤศจิกายน ในเวลา 7 นาฬิกา จะได้ผลลัพธ์ดังแสดงในภาพท่ี 4.8 
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ภาพท่ี 4.8 ทดสอบความแตกต่างของระยะเวลาเดินทางในสัปดาห์ 

 
จากภาพท่ี 4.8 จะสามารถสังเกตได้ถึงความแตกต่างของระยะเวลาท่ีชัดเจนระหว่างวัน

ธรรมดากับวันเสาร์-อาทิตย์ แสดงให้เห็นว่าในช่วงเช้าของวันหยุดนั้น การจราจรจะแออัดน้อยกว่ า
ในช่วงเช้าของวันธรรมดา  

 
จากตัวอย่างข้างต้นเป็นการทดลองใช้งานต้นแบบท่ีสร้างจากอัลกอริทึม Random forest ท่ี

เมื่อผู้ใช้เปล่ียนแปลงตัวแปรตามการใช้งาน ก็จะแสดงผลลัพธ์ระยะเวลาเดินทางท่ีแตกต่างกันออกไป 
ด้วยค่าเฉล่ียความผิดพลาดประมาณ 2 นาที แสดงให้เห็นถึงความสามารถของการใช้งานสำหรับ
การศึกษาการจัดเส้นทางเดินทางของผู้ให้บริการทางท้องถนนของกรุงเทพมหานครท่ีมีสภาพ
การจราจรท่ีแออัดในแต่ละช่วงเวลาแตกต่างกัน  
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บทท่ี 5 
สรุปผลการดำเนินงานวิจัย 

ในบทนี้ ผู้วิจัยจะกล่าวถึงบทสรุปของงานวิจัย ประกอบด้วยบทสรุป และข้อเสนอแนะของ
งานวิจัย การคาดการณ์เวลาเดินทางบนท้องถนนระหว่างพิกัดสองจุดในกรุงเทพมหานคร ด้วยวิธีการ
เรียนรู้ของเครื่อง 

 
5.1 สรุปผลการดำเนินงานวิจัย 
 ในงานวิจัยนี้ได้นำเสนอการสร้างต้นแบบในการคาดการณ์เวลาเดินทางบนท้องถนนของ
กรุงเทพมหานคร เพื่อลดข้อจำกัดในการเรียกเมตริกระยะเวลาเดินทางท่ีเกิดขึ้นจากแอพพลิเคช่ันผู้
ให้บริการแผนท่ีต่าง ๆ ได้แก่ ปริมาณการเรียกข้อมูล ขนาดของเมตริก และ ตัวแปรสภาพแวดล้อม 
เพื่อนำไปใช้ในการศึกษาการจัดเส้นทางของผู้ให้บริการบนท้องถนน หรือผู้ท่ีสนใจเรื่องระยะเวลา
เดินทางบนท้องถนน โดยใช้เทคนิค data-driven methods ซึ่งเป็นหนึ่งในเทคนิคการเพิ่มความ
น่าเช่ือถือให้กับการคาดการณ์ระยะเวลาเดินทางบนท้องถนน ซึ่งหากรวบรวมข้อมูลได้ในปริมาณมาก
จะทำให้เทคนิคนี้มีประสิทธิภาพมากขึ้น 

การสร้างต้นแบบจะใช้ข้อมูลต่าง ๆ ท่ีเกี่ยวกับข้อมูลการจราจรของประเทศไทย และข้อมูลท่ี
คาดว่าจะส่งผลต่อระยะเวลาเดินทางบนท้องถนน โดยมีข้อมูลสำคัญคือข้อมูลพาหนะและ
โทรศัพท์มือถือจาก iTIC foundation ท่ีแปลงเป็นข้อมูล Origin-Destination pair และข้อมูลอื่น ๆ 
โดยสรุปแล้วมีตัวแปรท้ังหมด 29 ตัวในข้อมูลสุดท้าย ได้แก่ พิกัดละติจูดท่ีรับผู้โดยสาร, พิกัดลองติจูด
ท่ีรับผู้โดยสารม พิกัดละติจูดท่ีส่งผู้โดยสาร, พิกัดลองติจูดท่ีส่งผู้โดยสาร, ความเร็วเฉล่ียของพาหนะ, 
เวลาท่ีรับผู้โดยสารนับต้ังแต่, เวลาเริ่มต้นวัน, วันในสัปดาห์ท่ีรับผู้โดยสาร, วันท่ีท่ีรับผู้โดยสาร, เดือนท่ี
รับผู้โดยสาร, ช่ัวโมงท่ีรับผู้โดยสาร, ระยะทางระหว่างจุดรับและส่งผู้โดยสาร, เวลาระหว่างรับและส่ง
ผู้โดยสาร, ระยะการกระจัดระหว่างจุดรับและส่งผู้โดยสาร, ทิศทางระหว่างจุดรับและส่งผู้โดยสาร , 
เขตท่ีรับผู้โดยสาร, เขตท่ีส่งผู้โดยสาร, แขวงท่ีรับผู้โดยสาร, แขวงท่ีส่งผู้โดยสาร, พื้นท่ีแขวงท่ีรับ
ผู้โดยสาร, พื้นท่ีแขวงท่ีส่งผู้โดยสาร, การแบ่งกลุ่มวันตามรูปแบบดัชนีรถติดท่ีคล้ายกัน , จำนวน
ประชากรในแขวงท่ีรับผู้โดยสาร, จำนวนบ้านในแขวงท่ีรับผู้โดยสาร, จำนวนประชากรในแขวงท่ีส่ง
ผู้โดยสาร, จำนวนบ้านในแขวงท่ีส่งผู้โดยสาร, อุณหภูม,ิ ความช้ืน, ความเร็วลม และ ปริมาณน้ำฝน 

การตรวจสอบข้อมูลในขั้นสุดท้ายเพื่อท่ีจะสามารถสร้างต้นแบบได้อย่างมีประสิทธิภาพ 
พบว่าไม่มีข้อมูลท่ีไม่สมบูรณ์หรือว่างเปล่า แต่มีตัวแปรท่ีมีค่าผิดปกติได้แก่ ความเร็วเฉล่ียของพาหนะ, 
ระยะทางระหว่างจุดรับและส่งผู้โดยสาร , เวลาระหว่างรับและส่งผู้โดยสาร และ ระยะการกระจัด
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ระหว่างจุดรับและส่งผู้โดยสาร ทำการแก้ไขด้วยวิธีการหา IQR ทางสถิติ แล้วจะได้ข้อมูลสุดท้าย
ก่อนท่ีจะนำไปสร้างต้นแบบ 

เมื่อนำข้อมูลไปสร้างต้นแบบขั้นแรกจะเข้าสู่ขั้นตอนการแบ่งข้อมูลด้วย K-fold cross 
validation ในงานวิจัยนี้กำหนดให้ K เท่ากับ 5 แล้วทำการสร้างต้นแบบ 5 ครั้งตามท่ีแบ่งข้อมูลไว้ 
แล้วนำผลลัพธ์ที่ได้มาเฉล่ียกันเพื่อลดการเกิดปัญหา overfitting จะได้ต้นแบบเริ่มต้นออกมา จากนั้น
ทำการปรับ Hyperparameters ด้วยวิธี  RandomizedSearchCV จำนวน 100 ครั้ง เพื่ อเพิ่ ม
ประสิทธิภาพของต้นแบบจึงได้ต้นแบบสุดท้าย โดยสามารถเรียงลำดับอัลกอริทึมท่ีสามารถสร้าง
ต้นแบบสุดท้ายท่ีมีประสิทธิภาพมากท่ีสุดจากมากไปน้อยได้ดังนี้  Random forest, XGBoost, 
LightGBM และ CatBoost โดยมีค่า MAE อยู่ท่ี 134.7196, 135.6372, 135.3859 และ 148.412 
ตามลำดับ และ ค่า MAPE อยู่ ท่ี 43.06% , 43.1% , 43.15%และ 52.55% ตามลำดับ สำหรับ 
LightGBM และ XGBoost ใช้เวลาในการสร้างต้นแบบ และปรับ Hyperparameters ท่ีประมาณ 3 
ช่ัวโมงและ 4 ช่ัวโมงตามลำดับ ในส่วนของ Random forest นั้นใช้ไม่สามารถปรับปรุงได้ และ 
CatBoost นั้นใช้เวลาเพียงไม่ถึงช่ัวโมง ดังนั้นอัลกอริทึมท่ีพัฒนาจากต้นไม้ตัดสินใจโดยเทคนิคการใช้
วิธีร่วมกันตัดสินใจ Bagging (Random forest) จะใช้ทรัพยากรหน่วยความจำของคอมพิวเตอร์ท่ี
มากกว่า และประมวลผลนานกว่าอัลกอริทึมท่ีพัฒนามาจากเทคนิค Boosting (LightGBM, 
XGBoost และ CatBoost) ท้ังนี้ในด้านประสิทธิภาพ หากใช้คอมพิวเตอร์ท่ีมีทรัพยากรมากขึ้นอาจจะ
ส่งผลต่อประสิทธิภาพของต้นแบบท่ีสร้างจากอัลกอริทึม Random forest ได้ และหากใช้เวลาท่ีนาน
ขึ้นอาจจะมีการเปล่ียนแปลงอันดับของประสิทธิภาพของ LightGBM, XGBoost และ CatBoost ได้ 

 
5.2 ข้อเสนอแนะ 

- ข้อจำกัดในด้านข้อมูล อาจส่งผลกับงานวิจัยนี้ เนื่องจากข้อมูลจาก iTIC มีการติดตาม
พาหนะประเภทแท็กซี่จำนวน 4,634 คันเท่านั้น 

- ข้อจำกัดจากทรัพยากรคอมพิวเตอร์ ท่ีหน่วยความจำสามารถใช้ข้อมูลสร้างต้นแบบได้
เพียง 1 ปี  

- ปี 2020 ท่ีนำข้อมูลมาใช้ในงานวิจัยนี้อาจได้รับผลกระทบท่ีไม่ปกติจากการระบาดของ
โรคติดเช้ือไวรัสโคโรน่า ส่งผลให้การจราจรอยู่ในสภาพไม่ปกติ จากการ Lock Down, 
Work from Home, Curfew ส่งผลกระทบกับข้อมูลปกติ สังเกตได้จากรูปแบบของ
ดัชนีรถติดท่ีเปล่ียนแปลงไปในช่วงเวลาเหล่านี้  และยังส่งผลกระทบไปยังการสร้าง
ต้นแบบโดยตรง 

- การใช้วิธี RandomizedSearchCV เพียง 100 ครั้งในการหาค่า Hyperparameters 
อาจจะไม่ได้ผลลัพธ์ที่ใกล้เคียงกับค่า Optimal 
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